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Resumo

Uma politica de manutencao adequada é essencial para reduzir despesas e riscos relacio-
nados a falhas de equipamentos. Um aspecto fundamental a ser considerado ao especificar
tais politicas é poder prever o confiabilidade dos sistemas em estudo, com base em um
modelo bem ajustado. Neste trabalho, as classes de modelos de Reducao Aritmética da
Idade (ARA) e a Redugao Aritmética da Intensidade (ARI) sdo exploradas. Fungoes
de verossimilhanca para tais modelos sao derivados. Ao desenvolver métodos que visam
determinar a periodicidade 6tima das intervencoes de manutengao preventiva, deve-se
assumir qual modelo melhor se enquadra a realidade dos dados analisados, para que as
funcoes de probabilidade para tais modelos sejam derivadas, e os parametros sejam esti-
mados, permitindo calcular indicadores de confiabilidade para prever o comportamento
futuro de falha do processo. Portanto, antes de calcular uma politica 6tima de manuten-
¢ao, seria interessante desenvolver um procedimento de teste estatistico geral, a fim de
permitir aos profissionais responder, em primeiro lugar, se os dados estao sob uma situacao
de reparo minimo (efeito ABAO) ou uma situacgao de reparo imperfeito. Um conjunto de
dados reais envolvendo falhas nos rotores de bombas de polpa usados por uma mineracao
brasileira ¢ analisada considerando modelos com diferentes memorias. Os Testes Binomial
Exato e Multionomial foram aplicados nos dados, bem como estimados os paramteros de
forma e escala para PLP e a eficiéncia do reparo para diferentes memorias, que permitiu
aplicar os testes de selecao de modelo baseados na maxima log-verossimilhanca, no peso
da evidéncia e no método grafico de bondade de ajuste. A estimativa dos parametros do
melhor modelo ajustado permitiu calcular a periodicidade 6tima de manutencao preven-
tiva. Estes resultados sao uma informacao valiosa para a empresa de mineracao e pode

ser usado para apoiar na tomada de decisao.



Abstract

An appropriate maintenance policy is essential to reduce expenses and risks related to
equipment failures. A fundamental aspect to be considered when specifying such policies
is to be able to predict the reliability of the systems being studied, based on a well
fitted model. In this work, the classes of models Arithmetic Reduction of Age (ARA)
and Arithmetic Reduction of Intensity (ARI) are explored. Likelihood functions for such
models are derived. In developing methods that aim to determine the optimum periodicity
of preventive maintenance interventions, one should assume which model best fits the
reality of the analyzed data, so that the probability functions for such models are derived,
and the parameters are estimated, allowing to calculate reliability indicators to predict
future process failure behavior. Therefore, before calculating an optimal maintenance
policy, it would be interesting to develop a general statistical test procedure in order to
allow professionals to first answer whether the data are under a minimum repair situation
(ABAO effect) or a situation of imperfect repair. A set of real data involving pulp pump
rotor failures used by a Brazilian mining industry is analyzed considering models with
different memories. The exact binomial and multinomial tests were applied in the data,
as well as the estimated form and scale parameters for PLP and the repair efficiency
for different memories, which allowed to apply the model selection tests based on the
maximum log-likelihood, on the weight of the evidence and in the goodness of fit graphic
method. The estimation of the parameters of the best adjusted model allowed us to
calculate the optimal periodicity of preventive maintenance. These results are a valuable

information for the mining company and can be used to support in decision making.
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1 Introducao

1.1 Literatura

A obtencdo de modelos de manutencao para determinacao de politica 6tima de manu-
tencao de sistemas sujeitos a falhas e reparaveis é um problema vigente na literatura,
visto que, no cenario industrial, as politicas de manutencao adequadas sao essenciais para
reduzir os riscos de falhas de equipamentos, que levam a despesas potenciais e condi-
coes inseguras. Grandes empresas trabalham com foco na manutencao preventiva de seus
sistemas, mas apesar disso, a ocorréncia de falhas nao planejadas é algo frequente, im-
pactando os custos totais da manutencao. As politicas de manutencao devem se basear
principalmente na deteccao de possiveis mudancas no padrao de ocorréncia das falhas ou,
em outras palavras, a existéncia ou nao de uma tendéncia no padrao de ocorréncia das
falhas (Freitas e Almeida, 2007). Se for constatado, por meio de testes estatisticos, que
o padrao de ocorréncia de falhas do sistema é estavel, isto é, o tempo entre as ocorrén-
cias de falhas se mantém constante ao longo do tempo, entao o sistema esta estavel e,
a rigor, manutencoes preventivas nao sao necessarias. Entretanto, se uma tendéncia for
observada e a mesma for do tipo decrescente ao longo tempo, isto indica que o sistema

estd em deterioragao e intervengoes sdo necessarias(Freitas e Almeida, 2007).

Ao considerar modelos para sistemas reparaveis, um ponto critico é como explicar o efeito
das agoes de reparo realizadas apds as falhas. Neste sentido, os pressupostos mais ex-
plorados sao Reparo Minimo, Reparo Perfeito e Reparo Imperfeito. O Reparo Minimo
(Minimal Repair - MR), nao altera significativamente o sistema, retornando-o ao estado
em que se encontrava antes da ocorréncia da falha. Na literatura, costuma-se referir a
um sistema sujeito a esse tipo de reparo como "tao ruim quanto velho"(as bad as old -
ABAO). Barlow e Hunter (1960), Morimura (1970), Phelps (1981), Barlow e Proschan
(1987), Park et al. (2000) e Wang (2002), Doyen e Gaudoin (2004, 2011), Gilardoni e
Colosimo (2007, 2011), Toledo et al. (2015, 2016), Gilardoni et al. (2016), Chauvel et

al.(2016) dentre outros autores, tratam desse assunto.

O Reparo Perfeito (Perfect Repair - PR), retorna o sistema a mesma condi¢do de um
sistema novo. A expressao "tao bom quanto novo"(as good as new - AGAN) é usada
para caracterizar sistemas que sao submetidos a esse tipo de reparo. Modelos com base

nesses pressupostos foram discutidos em muitos artigos como Barlow and Hunter (1960),



Phelps (1981), Barlow e Proschan (1987), Zhao e Xie (1996), Park et al. (2000) e Wang
(2002), Doyen e Gaudoin (2004, 2011), Toledo et al. (2015, 2016), Gilardoni et al. (2016),
Chauvel et al.(2016) entre outros.

No entanto, um pressuposto mais realista para muitos sistemas é o Reparo Imperfeito
(Imperfect Repair - IR), visto que é o que mais se aproxima da realidade de interven-
¢oes de manutengdo nos sistemas. Isso porque ele possui um grau de eficiéncia entre a
restauracao total do sistema (reparo perfeito) e a restauragao minima do sistema (reparo
minimo). Modelos baseados em tal suposi¢ao foram estudados por varios autores, entre
eles Kijima et al. (1988), Brown e Proschan (1983), Malik (1979), Shin et al. (1996),
Yanez et al. (2002), Doyen e Gaudoin (2004, 2011), Pan e Rigdon (2009), Corset et al.
(2012), Toledo (2014), Toledo et al. (2015, 2016), Gilardoni et al. (2016), Chauvel et
al.(2016). O primeiro propos a idéia de Idade virtual. E importante enfatizar que sob as
premissas MR ou PR, os parametros do modelo sao basicamente aqueles relacionados a
velocidade de desgaste dos sistemas, enquanto que na abordagem do IR, um parametro
adicional descreve o efeito de agoes de reparo. O efeito das agoes de reparo deve ser
levado em consideracao para definicao de politicas 6timas de manutencao, 6timas no sen-
tido de minimizarem o custo total da manutengao (custo com as manutengoes corretivas

e preventivas).

Gilardoni e Colosimo (2007) apresentaram um estudo assumindo um sistema que opera
sob uma estratégia de manutencao que recebe reparo preventivo completo em tempos
pré-determinados e reparo minimo sempre que uma falha ocorre entre as manutencoes
preventivas. Considerando-se a fungao intensidade do processo, o objetivo era encontrar
o intervalo de tempo 6timo para manutengao preventiva que minimizasse os custos totais
de manutencao. Como exemplo numérico os autores fizeram a estimativa de periodicidade
6tima por maxima verossimilhanca com base no histérico de falhas de transformadores
de energia. Enquanto as agoes de manutencao preventiva foram tratadas como reparo
perfeito, as agoes de reparo minimo foram modeladas por um Processo de Poisson Nao-
Homogéneo (PPNH), cuja funcao intensidade segue um processo Lei de Poténcia (PLP).
Colosimo et al. (2010) estenderam essa modelagem para o caso em que dois tipos diferentes

de falhas, com custos diferentes, pudessem ser observadas de acordo com suas causas.

Segundo Toledo (2014), na literatura relacionada a manutencao estratégica, a suposi¢ao

de reparo perfeito pode ser razodvel para sistemas compostos de uma unidade estrutu-



ralmente simples. Por outro lado, a suposicao de reparo minimo parece plausivel para
sistemas consistindo de muitos componentes, cada um tendo seu préprio modo de falha,
pois o reparo do componente que falhou nao influenciara muito a taxa de falhas do sistema
(Kijima, 1989). Porém, na préatica, as suposigdes de reparo minimo ou reparo perfeito

nao sao razoaveis para varios sistemas.

Segundo Kijima et al. (1988), para sistemas compostos de apenas alguns componentes
vulneraveis, ¢ mais adequado imaginar que o reparo traz o estado de um sistema que
falhou a um nivel intermediario, compreendido entre o completamente novo e o anterior a
falha (IR). Os autores desenvolveram "um modelo de idade virtual para descrever o funci-
onamento ao longo do tempo de um sistema que é reparado pelo IR". Para determinacgao
de periodicidade 6tima de manutencao preventiva, os autores utilizaram uma aproxima-
¢ao para E[N(t)] por H(t). Porém, nao houve estimagao dos parametros e a periodicidade

6tima foi encontrada por valores arbitrarios dos parametros.

Enquanto os modelos de idade virtual propostos por Kijima et al. (1988) e Kijima (1989)
sdo definidos pelas distribui¢des condicionais de tempos entre falhas sucessivas (gaps ou
tempos locais), Doyen e Gaudoin (2004) propuseram duas novas classes de modelos para
reparo imperfeito. Neste trabalho, a modelagem é definida pela intensidade de falhas
(condicional) antes do primeiro reparo, a qual é uma fung¢ao continua no tempo. O efeito
do reparo é caracterizado pela mudanca induzida na intensidade de falhas antes e apoés
a falha. Na primeira classe de modelos, o efeito do reparo é expresso por uma reducao
na intensidade de falhas (Arithmetic Reduction of Intensity, ARI). Na segunda classe,
o efeito do reparo é expresso por uma redu¢do na idade virtual do sistema (Arithmetic
Reduction of Age, ARA). Os autores apresentam ainda algumas comparagoes entre essas
duas classes, bem como um estudo estatistico numérico sobre a qualidade dos estimadores
dos parametros desses modelos. Tais modelos serao abordados com profundidade no

Capitulo 2.

Pan e Rigdon (2009) utilizaram os modelos ARI e ARA propostos por Doyen e Gaudoin
(2004), e assumindo um Processo Lei de Poténcia para a func¢ao intensidade, forneceram
procedimentos de inferéncia Bayesiana para estimacao dos parametros da funcao intensi-

dade de falhas e para o parametro que representa o grau de efetividade do reparo.

Toledo (2016) desenvolveu um algoritmo para a determinagao da periodicidade 6tima de

manutengio (como fizeram Gilardoni e Colosimo, 2007), porém sob a suposigao de reparo



imperfeito.

Toledo et al. (2015) propuseram procedimentos para selecdo de modelos pertencentes
as classes ARA e ARI usando diferentes ordens de memoria. Tais procedimentos sao
baseados em um método grafico, onde o modelo mais adequado é aquele que apresenta

maior qualidade ou bondade do ajuste.

Chauvel et al. (2016) propuseram uma metodologia geral para testar a qualidade de ajuste
de qualquer tipo de modelo de reparo imperfeito. Sao apresentadas duas familias de testes
baseadas nos residuos martingale e transformada integral de probabilidade(Probability
Integral Transform), onde sao aplicadas as estatisticas de teste tipo Kolmogorov-Smirnov
(KS), Cramér-von Mises (CvM) e Anderson-Darling (AD). Os quantis das estatisticas de
teste sao computados com a abordagem bootstrap paramétrica. Esta metodologia sera

melhor abordada no capitulo 2 deste trabalho.

Segundo Gilardoni et al. (2017), no contexto da selecdo do modelo, seria interessante
desenvolver um procedimento de teste estatistico geral, a fim de permitir aos profissio-
nais responder, em primeiro lugar, se os dados de tempos de falha sdao oriundos de uma
situagdo de reparo minimo (efeito ABAO) ou uma situagdo de reparo imperfeito. Com
base nisso, os autores propuseram os testes Binomial exato e Multinomial para testar
as hipoteses Reparo Minimo versus Reparo Imperfeito. Tais testes serao discutidos com

maior profundidade no Capitulo 2 deste trabalho.

1.2 Situacao pratica motivadora: Falhas em Bombas de Polpa

Desenvolvidos especificamente para o bombeamento de polpa de minério de ferro, as bom-
bas de polpa, também conhecidas como bombas centrifugas, constituem um equipamento
imprescindivel nas empresas mineradoras. Essas bombas, com capacidade de vazao de 2
029.3 m? por hora, sdo as responsaveis pela transferéncia da polpa de minério de ferro
do peneiramento para a usina de beneficiamento. A Figura 1.1 mostra um exemplo de
bomba desse tipo. A falha em uma dessas bombas interrompe 20% da produgao de uma
usina de beneficiamento de minério de ferro, alcancando um prejuizo de produgao de 120
horas anuais, que equivale a uma perda de producao de 435 125 toneladas de minério de
ferro. Portanto, existe uma grande preocupacao por parte das companhias em se realizar

uma manutengao adequada nesses sistemas, visando evitar os gastos e transtornos com a



necessidade de um reparo corretivo, caso uma falha ocorra.

Figura 1.1: Bomba de polpa.

Os principais componentes da bomba de polpa sao: conjunto do mancal, carcaca, ro-
tor, revestimento de sucgao, base e acionamento (composto de motor elétrico, motor de

combustao interna e turbina a vapor).

Nesse trabalho, estamos interessados nos dados de falhas ocorridas no rotor da bomba
de polpa, durante o periodo de junho de 2016 a maio de 2017, em 5 (cinco) bombas,
utilizadas por uma mineradora. Cada falha é seguida de um reparo para colocar o motor
novamente em funcionamento o mais rapido possivel, visto que o prejuizo associado a uma
bomba parada é significativo. As falhas sdo registradas em nimero de horas de operagao

até cada falha (tempos globais) e estao apresentadas no Apéndice A.

E de interesse avaliar o melhor modelo de reparo imperfeito que se adequa aos dados, para
implementar um plano de manutencoes periddicas em equipamentos similares para evitar
as paradas frequentes. No entanto, é aconselhavel, primeiramente, verificar se estamos

diante de uma situacao de reparo imperfeito ou minimo.



1.3 Objetivos

Esse trabalho tem por objetivo responder & questao colocada para a situacao pratica
descrita na Secao 1.2, isto é, os dados de falha do rotor das bombas de polpa sao oriundos
de uma situacao onde o efeito de reparo ¢ minimo ou imperfeito. A resposta a esta
questao ¢ imprescindivel para que se possa seguir os proximos passos da andlise, a saber:
(1) escolha do modelo adequado (reparo minimo ou uma classe de modelos de IR, se for
o caso) (2) determinacao da periodicidade 6tima de manutencao preventiva com base no

mesIno.

1.4 Estrutura do Texto

Esse trabalho é composto por cinco capitulos.

O capitulo 2 apresenta uma discussao da literatura acerca de modelos baseados na su-
posicao de reparo imperfeito além dos testes de selecao de modelos. Na secao 2.1 sao
apresentadas as classes ARA e ARI com diferentes ordens de memoria propostas por
Doyen e Gaudoin (2004), bem como o problema de minimizagao dos custos de manuten-
¢ao por meio da fixacao de um intervalo de tempo entre manutencoes preventivas. As
estimativas de maxima verossimilhanca dos parametros indexadores da funcao intensidade
bem como da eficiéncia do reparo sao discutidas na secao 2.2. Na secao 2.3 é apresen-
tada a estrutura de determinacao de uma politica 6tima de manutencao. Métodos para
a selegdo do modelo mais adequado ao problema propostos por Toledo et al. (2015) sao
expostos na secao 2.4. Na secao 2.5 é apresentada uma discussao da literatura acerca
dos testes de selecao de modelos de reparo imperfeito para bondade de ajuste propostos
por Chauvel (2016) e na se¢ao 2.6 sdo descritos os testes binomial exato e multinomial
propostos por Gilardoni et al.(2017), que testam as hipoteses de Reparo Minimo versus

Reparo Imperfeito.

No capitulo 3 sao apresentados os estudos empiricos dos testes binomial e multinomial

propostos por Gilardoni et al.(2017).

No capitulo 4 ¢ feita a analise dos dados de falhas dos rotores das bombas de polpa, onde
sao aplicados os testes binomial e multinomial, selecao do modelo que melhor de adequa

aos dados e calculada a periodicidade 6tima de manutencao preventiva.



Por fim, o capitulo 5 apresenta as conclusoes desse estudo, bem como propostas para

trabalhos futuros.



2 Modelos, o problema de reducao do custo de manu-

tencao e testes de hipo6teses para Reparo Imperfeito

2.1 Modelos baseados na suposicao de reparo imperfeito

Supondo que as falhas em um sistema reparavel sao equivalentemente definidas pelo pro-
cesso { N (t) }+>0, ou {T;}+>1, onde N(t) indica o namero de falhas observada até ao tempo
t, T; corresponde ao tempo decorrido até o i-ésimo fracasso, e que uma acao de reparo
(com duragao desprezivel) é tomada depois de cada falha, a distribui¢do de tais processos
é completamente determinada pela intensidade de falha (ou simplesmente intensidade)

funcao definida pela

WVt >0 (2.1)

onde §;- representa o conjunto histoérico de todos os tempos de falha que ocorreram antes
de t, sendo 0 < 1) <ty < ... < iy < t. Pode ser mostrado (Rigdon e Basu, 2000) que
a funcao média acumulada (MCF) do processo de falhas ¢ dado por ®(t) = E[N(t)] =

fot E[\(u)]du.

Antes da primeira acdao de reparacao, a funcao de intensidade do sistema é a taxa de
ocorréncia de func¢ao de falhas (ROCOF), dada por

A(t) = lim P[N(t +dt) — N(t) = 1]

> .
5150 5t Vi 20 (22)

Quanto ao efeito de reparo, alguns pressupostos podem ser definidos, tais como o reparo

minimo, reparo perfeito e o reparo imperfeito.

Sob a hipoétese de aplicacao do reparo minimo ao sistema em estudo, presume-se que
esse reparo consiste em retornar o sistema a um estado imediatamente anterior aquele
encontrado do momento da falha. Nesse sentido, o processo de falhas é um Processo de
Poisson nao homogéneo (Non-Homogeneous Poisson Process - NHPP), ja que sua fungao
intensidade A(t) ndo é constante V¢ > 0. Sua funcao intensidade de falhas A(t) é igual a

ROCOF e pode ser escrita como:



\(t) = S0(1) = 6(0),1 > 0 (2.3)

Uma forma funcional comum para a funcao intensidade neste caso é:

A =7 (f)ﬁ_l, Bt >0 (2.4)

E sua funcao média acumulada é dada por:

B(t) = j Ar(w)du = (%)ﬁ (2.5)

Como essa funcao intensidade é proporcional ao tempo global ¢ elevado a uma poténcia,
esse caso especial do NHPP é usualmente chamado de Processo de Lei de Poténcia (Power
Law Process - PLP). O parametro  representa o modo como o sistema deteriora ou
melhor ao longo do tempo. Se 5 > 1,entdo a func¢ao intensidade A(t) é crescente, e as
falhas tendem a ocorre mais frequentemente. Se beta < 1, entdo A(t) é decrescente, e o
sistema estd melhorando. Finalmente, se § = 1, entao o PLP se reduz a um Processo de
Poisson Homogeéneo(Homogeneous Poisson Process - HPP) com funcao intensidade % O

parametro n é um parametro de escala.

Sob a suposicao de reparos perfeitos, ou seja, de que o reparo retorna o sistema a condicao
de "tao bom quanto novo", os tempos entre as falhas (gaps) sdo independentes e identica-
mente distribuidos. Nesse caso, o processo de falhas é chamado Processo de Renovacao,

e de acordo com Doyen e Gaudoin (2004), sua fungao intensidade é da forma:

A(t) = At — Tw,,)) (2.6)

onde A(t) denota a fungdo intensidade do processo antes da primeira falha e Ty ,, denota

o tempo global decorrido até a ocorréncia da N(;-ésima falha.

Ja sob o pressuposto de reparo imperfeito, algumas formas funcionais para A(f) tém
sido propostas na literatura. Doyen e Gaudoin (2004) propuseram duas novas classes de

modelos para reparo imperfeito. No trabalho, a modelagem ¢é definida pela intensidade



de falhas antes do primeiro reparo, a qual é uma funcao continua no tempo. O efeito do
reparo ¢ caracterizado pela mudanca induzida na intensidade de falhas antes e apos a falha.
Na primeira classe de modelos, o efeito do reparo é expresso por uma reducao aritmética
na intensidade de falhas (Arithmetic Reduction of Intensity - ARI). Na segunda classe,
o efeito do reparo é expresso por uma reducao aritmética na idade virtual do sistema
(Arithmetic Reduction of Age - ARA). Tais modelos se encontram detalhados nas se¢oes
2.1.1 e 2.1.2 desse trabalho.

2.1.1 Os modelos de Redugao Aritmética da Idade (Aritmetic Reduction Age
- ARA) de Doyen & Gaudoin (2004)

O principio dos modelos de Redugao Aritmética da Idade (Aritmetic Reduction of Age -
ARA), segundo Doyen e Gaudoin (2004), é considerar que o sistema de reparagio rejuve-
nesce de tal modo que a sua intensidade no tempo t é igual & intensidade inicial no tempo

Vi, com V, < t.

A idade real de um sistema é o seu tempo de funcionamento ¢. Entao, os autores definem
a idade virtual de um sistema como uma funcao positiva da sua idade real, possivelmente,
dependendo de falhas do passado, isto é, V; = V(t; N(t);t1,ta,....tn())-

Um modelo de reducao de idade tem uma intensidade de falha que é uma funcao da sua
idade virtual A(t) = A(V}), ou seja, sua funcgao intensidade de falha A(¢) é igual aquela
observada em uma idade virtual V;, com V; = t. Portanto, o modelo considera que as
agoes de reparagao reduzem a idade do sistema. A Figura 2.1 apresenta um exemplo para

ilustrar esse efeito.

Além disso, cabe salientar que entre duas falhas consecutivas, a intensidade de falhas de

um modelo ARA é horizontalmente paralela a intensidade inicial.

Doyen e Gaudoin (2004) generalizaram esse modelo de modo que o efeito do reparo possa
se estender além do intervalo de tempo até a falha imediatamente antes do reparo atual.
Portanto, a classe de modelos ARA pode utilizar-se de diferentes dimensoes de memo-
ria(conjunto de tempos de falha anteriores a atual que serdo levados em consideragao

para a constru¢ao do modelo baseado na idade virtual). Os autores destacam os modelos
ARA,, ARA,, e ARA.

10



o) 3

funcéo intensidade
w
T
x
¥
N\
hY
AN
Y
1

tempo

Figura 2.1: Funcao intensidade de falha da idade real (linha pontilhada) e Fungao intensidade
de falha da idade virtual (linha solida). Fonte: (DOYEN e GAUDOIN, 2004, p. 4)

O modelo ARA,, possui memoéria infinita (todo o historico de falhas), ou seja, contempla
todas as falhas registradas em um sistema. A suposicdo é que o reparo ARA., reduz a
idade virtual do sistema de um montante proporcional a sua idade antes da reparacao,

resultando na intensidade de falha dada por:

N(t)—1
Mpac(t) =Ap [t—(1=0) > 0/Tyw- (2.7)

=0
em que A\p é a funcao intensidade de falhas deterministica inicial do sistema.
A intensidade minima de desgaste é igual a zero.

A Figura 2.2 apresenta um exemplo do modelo ARA., com efeito de reparo § = 0.5.
Percebe-se, pela figura, que o efeito do reparo faz com que a variavel tempo (do eixo
horizontal) se comporte como se seu valor fosse metade de seu valor real (isto é, sua idade
virtual se torna a metade da idade real nos instantes do reparo). Toma-se por exemplo a
altura da curva no instante ¢ = 2.03. A altura da curva para esse valor de tempo é igual

A encontrada no instante ¢ = 1.015.

11
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Figura 2.2: ARA,, com 6 = 0.5. Fonte: (DOYEN e GAUDOIN, 2004, p. 49)

Malik (apud Doyen e Gaudoin, 2004) introduziu um modelo que pode ser entendido
como um modelo ARA onde a reparacao reduz a idade do sistema desde a tltima falha.
Na classificagao de Doyen e Gaudoin este modelo foi chamado de modelo de Reducgao

Aritmética de Idade com uma memoria 1(ARA;). Sua intensidade falha é dada por:

)\ARAl(t) = Ar (t — (1 — G)TN(t)—l) (2.8)

novamente, com \g representando a funcao intensidade de falha deterministica inicial do

sistema.

Segundo Doyen e Gaudoin(2004), este modelo parece ser o mesmo modelo de Kijima et al.
(1988) e foi utilizado por Shin et al. (1996) para desenvolver uma politica de manutengao

preventiva ideal.
Finalmente, o ARA,, considera uma ordem de memoria m, sendo m um ntmero natural.

Sua funcao intensidade de falha pode ser expressa por:

min(m—1,N(t)—1)

Aara, @) =Xr [ t—(1—-0) > 0" Ty (2.9)

J=0
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Conforme discorrem Doyen & Gaudoin (2004), independentemente da ordem de memoria,
considerada em um modelo, o efeito do reparo 6 pode gerar diferentes classificacoes.
Denomina-se reparo eficiente aquele cujo efeito de reparo 6 é tal que 0 < 6 < 1; o reparo
ideal seria aquele com # = 0, uma vez que a intensidade de falha voltaria a condicao
observada em um sistema novo (AGAN); o reparo é considerado intutil quando 6 = 1,
em que nao ha mudancgas na funcao intensidade, deixando, pois, o sistema tao ruim
quanto velho (ABAQO); por fim, o reparo é prejudicial quanto # > 1, provocando a piora
do sistema. Evidentemente, o parametro 6 é desconhecido, tao logo usaremos seu valor

estimado 6 para fundamentar nossas analises.

2.1.2 Os modelos de Reducao Aritmética da Intensidade (Aritmetic Reduc-
tion Intensity - ARI) segundo Doyen e Gaudoin (2004)

Os modelos de Redugao Aritmética da Intensidade (Aritmetic Reduction of Intensity -
ARI) é outra classe de modelos proposto por Doyen e Gaudoin (2004), onde cada agao de

reparo nao reduz a idade virtual, mas a funcao de intensidade de falha do sistema.

O modelo ARI considera que cada acao de reparo reduz a intensidade de falha de um
montante dependendo do passado do processo de falha e que depois da falha, a velocidade
de desgaste é a mesma de antes da falha. Assim, entre duas falhas, a intensidade de falha

é verticalmente paralela & intensidade inicial (\g).

De forma similar a classe de modelos ARA, os modelos ARI podem utilizar-se de diferentes

dimensoes de memoria. Os autores destacam trés possibilidades de modelagem para esta
classe de modelos, sendo elas ARI, ARI,, e ARI .

No modelo ARI,,, a memoria é de tamanho infinito e consiste em assumir que o reparo
reduz a intensidade de falha de um montante proporcional a intensidade da falha atual e

sua funcao intensidade de falha é dada por:

N(t)—1
Mar.(t) = Ar(t) = (1=0) [ Y 6 Ap(Tve-)) (2.10)
§=0
sendo A a funcao intensidade de falhas deterministica inicial do sistema.
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A Figura 2.3 exibe um exemplo de aplicacao do modelo ARI,, com efeito de reparo
0 = 0.5. Nesse caso, percebe-se que a altura da curva da funcao intensidade de falha
cai obedecendo a proporcao dada pelo efeito de reparo . Se tomarmos como exemplo o
instante ¢ = 0.79 em que ocorre um reparo imperfeito com # = 0.5, observamos que a
altura do grafico cai de 1.88 para 0.94, isto é, cai pela metade. Essa queda nao interfere
na inclinacao da curva, corroborando com a suposi¢ao de que a velocidade de desgaste do

sistema ndo foi alterada.
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Figura 2.3: ARI,, com 6§ = 0.5. Fonte: (DOYEN e GAUDOIN, 2004, p. 47)

No modelo ARI;, a memoria é de tamanho 1 e presume-se que o reparo reduz o incremento

na intensidade de falha desde a tltima falha e sua fun¢ao intensidade de falha é dada por:

Marn (t) = Ar — (1 — O)Ar(T) (2.11)

No modelo ARI,,, presume-se que o reparo reduz o incremento na intensidade de falha

desde as ultimas m falhas e sua funcao intensidade de falha é dada por:

min(m—1,N(t)—1)

M, () = M) = (1=6) [ 3 (T (2.12)

Jj=0
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Doyen e Gaudoin (2004) destacam que independente da ordem de memoria, o efeito do
reparo 6 no modelo ARI pode gerar as mesmas classificacoes do modelo ARA. Isto é, o
reparo sera eficiente (AGAN) se 0 < 6 < 1; o reparo sera ideal se § = 0; o reparo sera

inatil (ABAO) se 6 = 1; e finalmente, o reparo sera prejudicial quanto 6 > 1.

Assim como na classe de modelos ARA, o parametro 6 utilizado na modelagem ARI é
desconhecido, e, portanto, deve-se encontrar seu valor estimado 0 para alicercar qualquer

andlise quanto ao ajuste do modelo.

2.1.3 Algumas comparacgoes entre os modelos ARA e ARI

Os modelos ARI; e ARA; sao construidos com base em hipoteses bastante semelhantes:
acoes de reparo reduzem intensidade de falha ou idade virtual. Além disso, em ambos os
modelos, a eficiéncia do reparo é caracterizada pelo parametro 6. Por isso, é interessante
comparar estes modelos para o mesmo 6. Isto acontece em dependéncia da convexidade
intensidade inicial(DOYEN e GAUDOIN, 2004).

Se \ é convexa (ou ao contrario, concava), para o mesmo parametro ¢ em [0,1], a inten-
sidade de desgaste minimo do modelo ARI; é maior (ao contrario, inferior) do que a do
modelo ARA; (ver Figura 2.4 e Figura 2.5 ).

Quando a intensidade inicial é a de um processo de Lei de Poténcia (PLP), existem dois
parametros Gaga, € Oarr, de tal modo que o modelo ARI; com parametros (5, 1, Oarr,)
e 0 modelo ARA; com parametros (3, 1, 04r4,) tenham a mesma intensidade minima
de desgaste. Neste caso, se A é convexa (ao contrario, concava) o modelo de ARI (ao
contrario, ARA) tende a ter um desgaste maior do que a velocidade do modelo de ARA
(ao contrario, ARI) (Figura2.6 e Figura 2.7). Isto pode ser explicado pelo fato de que,
no modelo de ARI, a intensidade de falha é verticalmente paralela a intensidade inicial A,

enquanto que no modelo de ARA, ambas as intensidades sao horizontalmente paralelas.

Uma consequéncia 6bvia é que, para a mesma intensidade inicial e coeficiente 6 em [0,1],
quanto maior é a memoria, menor é a intensidade de desgaste de minimo do modelo ARI
(ao contrario, ARA).

Para ilustrar as principais diferencas entre as classes de modelos ARA e ARI, se encontra

a seguir um exemplo numérico apresentado por Toledo et al. (2016).
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Figura 2.4: Linha Fina: ARI;. Linha Grossa:ARA; com 3 =3 e § = 0.5. Fonte: (DOYEN e
GAUDOIN, 2004, p. 51)

Suponha que um sistema reparavel possua um processo de falha cuja funcao intensidade
inicial Ag(¢) ¢ um PLP, cuja formula ¢ dada por (2.4) com parametros § = 3 e n = 1.
Considere que o efeito do reparo 8 = 0.5. Sejam os tempos de falha t; = 1.2 e t5 = 1.9,
determinam-se as funcoes intensidade de falha para os modelos ARA e ARI, ambos com

ordens de memoriam=1e m = 2.

Como

wo- ()

entdo Ag(t) = 3t%
Aplicando as equacoes referentes aos modelos ARA;, ARA,,, ARI, e ARI,,, com m = 2,

temos:

At) =3t se 0<t<1.2,
Mpra, () =4 AMt—05-1.2)=3(t—0.6)% se 12<t<1.9
AMt—05-1.9)=3(t—095)% se 1.9<t<..
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Figura 2.5: Linha Fina: ARI;. Linha Grossa:ARA; com = 1.5e 6 = 0.5 e. Fonte: (DOYEN
e GAUDOIN;, 2004, p. 51)

At) =3t%, se 0<t<1.2,
AARA, (1) = Mt —05-1.2) =3(t—0.6)% se 12<t<109
At —05-1.9—-05%-1.2) =3(t —1.25)%, se 1.9<t< ..

At)=3t2, se 0<t<1.2
AMern () = At) —0.5-X(1,2) =3t —2.16, se 1.2<t<1.9
At) —0.5-A(1.9) =3t —2.16 = 3t> — 5415, se 19<t< ..

\

/

At)=3t2, se 0<t<1.2
Mrn () =< AMt) —0.5-A(1,2) =312 —2.16, se 12<t<1.9
3t2 —2.16 = 3t2 — 6.495, se 1.9<t< ..

\

A Figura 2.8 mostra as funcgoes intensidade de falha geradas a partir dos calculos supra-
citados sob os modelos ARA e ARI.

Se tomarmos o ponto t; = 1.2, por exemplo, percebemos que sob o ARA;, sua idade virtual
cai 50%, isto ¢, a altura da curva no eixo vertical (que representa a funcao intensidade)
referente ao ponto t; = 1.2 é igual & observada no ponto ¢t = 0.6. Se observarmos o mesmo
ponto t; = 1.2, agora sob a suposicao de ARI;, a funcao intensidade cai pela metade,

ou seja, a altura da curva no eixo vertical (que representa a funcao intensidade) torna-se
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Figura 2.6: Linha Fina: ARI;. Linha Grossa:ARA; com 3 = 3,04ra, = 0.5 € Oary, = 0.75.
Fonte: (DOYEN e GAUDOIN, 2004, p. 51)

metade da observada antes do reparo (a saber, antes do reparo Ag(1.2) = 4.32; depois do
reparo A(1.2) = 2.16.

Vale salientar que essas redugoes de 50% observadas anteriormente devem-se ao coeficiente

de reparo 6 = 0.5.

2.2 Estimacao dos parametros por maxima verossimilhanca se-

gundo Toledo et al. (2016)

Nesta secao, serao derivadas as funcoes de verossimilhanca para os modelos ARA,, e
ARI,, dadas pelas expressoes 2.9 e 2.12, respectivamente. Os estimadores de méxima

verossimilhanga (EMV) sao obtidos a partir destas fun¢oes.

Considere k sistemas reparaveis idénticos sob estudo, k = 1,2, ..., nos quais falhas ocorrem
de forma independente. HA&, basicamente, duas maneiras de se observar dados em um
sistema reparavel. Quando a coleta de dados termina ap6s um ntimero predeterminado de
falhas, os dados sao ditos truncados por falha. Por outro lado, quando a coleta de dados

termina em um tempo predeterminado ¢, os dados sao ditos truncados por tempo. A
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Figura 2.7: Linha Fina: ARI;. Linha Grossa:ARA; com 3 = 1.5, Oara, = 0.5 e O4rr, = 0.29.
Fonte: (DOYEN e GAUDOIN, 2004, p. 51)

funcao de verossimilhanca é construida aqui assumindo que entre os k sistemas reparaveis
observados, ki sao truncados por tempo, e ky sao truncados por falha, k,ks = 1,2,...,k
e ]{?1 + ]{?2 = k.

Assuma as seguintes condicoes:

A cada falha, uma acao de reparo de grau 6 é executada.

e n,; falhas sao observadas no 7-ésimo sistema truncado por tempo, 1 = 1,2,... .k, e

n; falhas sao observadas no j-ésimo sistema truncado por falha, j =1,2,... ks.
o N=>372,ni+> ;2 njéonimero total de falhas observadas nos sistemas.

e O i-ésimo sistema truncado por tempo é observado até o tempo predeterminado ¢},
e 0 j-ésimo sistema truncado por falha é observado até ocorrer o niimero predeter-

minado nj de falhas.

e Sejam T, (1 = 1,2,...,ky, | = 1,2,...,n;) as varidveis aleatorias representando
tempos de falha para o i-ésimo sistema truncado por tempo, registrados como o
tempo desde que o sistema foi colocado em funcionamento, (T;1 < T2 < ... < T} ,,).

Para sistemas truncados por falha, € um ntimero aleatorio de variaveis. Além disso,
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Figura 2.8: Funcoes intensidade de falha para os modelos ARA; (a) e ARI; (b) com intensidade
inicial segundo PLP com 8 = 3, n = 1 e § = 0.5 e falhas observadas nos tempos t; = 1.2 e
tos = 1.9. Fonte: (TOLEDO et al., 2015, p.110)

seja t;; seus valores observados (dados), e T; = (T;1;Ti9; - . . ; Tin,)t 0 vetor aleatorio

(n; x 1) de tempos de falha para o i-ésimo sistema truncado por tempo.

e Sejam T, (j =12,... ks, m =12,... ,nj) as variaveis aleatorias representando
tempos de falha para o j-ésimo sistema truncado por falha, sendo portanto um
ntmero fixo de varidveis aleatorias (15, < Tj2 < ... < TMJ) Sejam t;,, seus
valores observados. Além disso, seja T = (T;1;7}2; .- . ;ij;)t o vetor aleatoério

(n} x 1) de tempos de falha para o j-ésimo sistema truncado por falha.
e Seja N(t) a variavel aleatoria representando o ntimero de falhas no intervalo (0,¢].

e Seja i o vetor de parametros do modelo. Ele inclui os parametros que indexam a
funcao intensidade do processo e o parametro de eficiéncia do reparo #. Para o PLP,
a funcao intensidade e sua funcao média correspondente sao dadas, respectivamente,

por

B\
)\R(t)_;(—> B> 0, (2.14)

Bp(t) = / An(w)du = (f>ﬂ (2.15)
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Neste caso g é um vetor (3 x 1) de parametros, dados por u = (8;7;0)". O 5 éo
parametro de forma e representa a evolucao do sistema, ou seja, como ele deteriora
ou melhora ao longo do tempo (caso o 8 > 1, o sistema estara deteriorando, ja que
sua funcdo intensidade de falha aumentard no tempo t), enquanto o n é chamado

parametro de escala.

A Figura 2.9 apresenta um esquema simplificado com os k; sistemas truncados por tempo
e os ko sistemas truncados por falha e seus respectivos indexadores de tempos de falha

(que foram descritos anteriormente).

i=1 [ ) L) ] e
0 I Lo L b =11:n1
k 5= 2 ) L} L ] L] . L]
1 0 L Lo Ly L <hp
i=3 (] v v v .
sistemas 0 t3,4 ;5 I3 Iy .13,
truncados por (..) ’
tempo
i=k o v v ] e
0 le 1 Ty 2 U le, =tk
= 1 L ] L ] L ] L] o i
d 0 11 5 lig LI,
k Vi 2 . v v ) >p i
2 0 L L Ly b :f2:n2
J = 3 L] L ] L ] L] 9 .
sistemas 0 34 35 34 Li_l,
truncados por (..) ’
falha
J~ k;’ [ v v ] e ] .
0 f;crl rkz 2 tr’Lz q Ikz = Ikz:nkz

Figura 2.9: Representagao esquematica dos k1 + ko sistemas reparéaveis observados.Fonte: (OLI-

VEIRA, 2016, p.16)

Uma funcao de verossimilhanca apropriada para modelar esse processo deve combinar a

funcao densidade acumulada conjunta dos k tempos de falha:

k‘1 k2
L(p) = H fTiﬁl,..‘,Ti’N(tp,N(t;‘)(t@la cee 7ti,niani) X H ij,l,...,Tj,n;f (tj,la cee 7tj,n;‘.) (2.15)
i=1 j=1
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Que pode ser reescrita da seguinte forma
k1

L(p) = H[fmzv(t;)(ti,l, N

=1

ko
n) PN (7] = )] x [ [ fr, (1, - tin2)
j=1

sek>1ek==Fk +ks.

As contribuicoes dos k; sistemas truncados por tempo e dos ko sistemas truncados por
falha para a verossimilhanca sdo representadas pelo primeiro e segundo produtoérios da

Equacao 2.15, respectivamente.

Assim, no PLP, a funcao de log-verossimilhanca do modelo ARA,, é dada por:

k1 ko
lPLPJrARAm(//L) = <Z n; + ZTL;) lOg (Z n; + Zn ) lOg
mzn(m—l,l—Q)

+ Z Z log t” — 1 — 9) Z eptu_l_p +

=1 [=1 p=0
n; min(m—1,g—2)
+ log | teg—(1—=0) > g1, || B-1+
j=1 ¢=1 p=0
ki n; ti,l . (1 . 9) Z;ug(M 1,1-2) ept” - B
By j ;
=1 [=1 L
ki n; [ min(m—1,1—2) B
tizl_l - (1 - 9) Zp:o epti,l—l—p
C ey ( n .
i=1 =1 L
k1 * min(m—1,n;—1) B
ti - (1 - 0) Zp:[) epti,ni—p
Fx( : :
=1
k1 min(m—1,n;—1) g
i — (1= 0) 20 Pty
oy : ;
=1
ka T min(m—1,q—2) B
tj,q_(l_e)zp 0 eptjq 1-p
+zz{ n ;
7j=1 g=1
nj ]q |- 9) Zng(m 1,4—2) th]q - B
P
355 :
7j=1 g=1

com u = (3,1,0)T. A prova estad no Apéndice B.
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Assim como no modelo ARA,,, é possivel expressar a fungao de log-verossimilhanca para

o PLP referente ao modelo genérico ARI,,, em que m representa a ordem de memoria:

lprp+arr, (1 (Z n; + Z n; > log(3 (Z n; + Z n; ) log(n
min(m—1,1—-2)

+ iilog = 1=0 > el |+

i=1 I=1 p=0

min(m—1,g—2)

ky
+ > Nog [t ——0) > et ]+

7j=1 g=1 p=0
_ = f-1_ 4p-1
S () -
=1 [=1

min(m—1,1—2)

+ 1—9BZZZH tii-1] Z ‘gptzﬁlll pt
=1 I=1 p=0

n*

J

_ 5 Ly a1
T 522( beg tlgj- 1) o
7j=1 g=1
min(m—1,q—2)

+ nP1-6 5§:§:qm—]q1 Sl L+

j=1 ¢=1 p=0

+ 7/3’2( *ﬂl—i—t* ﬁl)_
min(m—1,n;—1)

+ 1—9ﬁ§: tin Y

p=0

novamente, com u = (3,7,0)T. A prova est4 no Apéndice C.

Ao maximizar qualquer uma dessas fun¢oes frente a cada um dos parametros, podem-se
encontrar as estimativas pontuais dos mesmos com base na amostra de dados de falha.
Porém, além das estimativas pontuais desses parametros, é interessante avaliar seus res-

pectivos intervalos de confianca sob certo nivel de significancia « pré-definido.

Os intervalos de confianca podem ser modelados utilizando métodos mais classicos da
literatura como a teoria assintotica, por exemplo, explorada por Toledo et al. (2016),

assim como métodos que ganharam bastante destaque na literatura apos a informatizacao
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das anélises estatisticas, como o bootstrap que foi utilizado por Oliveira(2016).

Toledo et al. (2016)e Oliveira(2016) destacam, em linhas gerais, a definicdo e os passos
para a execucao desse método a fim de se fazerem inferéncias intervalares dos parametros
de interesse. Segundo os autores, o bootstrap é uma técnica nao parameétrica que consiste
na geragao de B amostras aleatorias de tamanho n com reposicao (pseudodados) geradas a
partir da amostra inicial, também de tamanho n. Calculam-se, portanto, as estatisticas de
interesse com base nessas B amostras e constroi-se um histograma para avaliar a dispersao
referente a esta estatistica. Utilizando-se do desvio-padrao dessa estatistica frente as B

amostras, podem ser construidos intervalos de confianga ao nivel de 100(1 — «)%.

A principal finalidade para o uso dos intervalos de confianga e, sobretudo, das estimativas
pontuais dos parametros reside no objetivo de conceber uma politica de manutencao
preventiva que minimiza os custos totais esperados de manutencao. Essa minimizacao
de custos deve passar obrigatoriamente pela determinacao de um intervalo 7 entre as
manutengoes preventivas cujo efeito de reparo é 6 (com 0 < 6 < 1) de modo que o
custo de manutencao seja minimo. A discussao da literatura sobre a politica 6tima de

manutencao serd apresentada na secao 2.3.

2.3 O problema da minimizacao de custo

Ao conceber uma politica de manutencao para determinado sistema de uma companbhia,
o fator custo deve ser considerado. Isso porque, em geral, manutencoes preventivas po-
dem reduzir as chances de falha nesse sistema, como também aumentar os custos de

manutencao caso o intervalo entre as manutencoes nao seja bem estabelecido.
Suponha que um sistema reparavel e sujeito a falhas seja colocado em funcionamento no
instante ¢ = 0 sob o qual sao colocadas algumas condicoes:

e A manutencao preventiva é efetuada em intervalos de 7 unidades de tempo;

e Incide um custo esperado Cpj; a cada manutencao preventiva,

e O sistema retorna ao estado tdo bom quanto novo (AGAN) apés cada agao de

manutencao preventiva;
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Entre as manutengoes preventivas, um reparo (com 6 € [0,1]) é executado;

O custo estimado do reparo imperfeito é denominado Crg;

Os custos de reparo e tempos de falha sao independentes;

O tempo de reparo é desprezivel,

Os custos de indisponibilidade sao absorvidos pelos Cpys e Crpg.

(Garantidas as pressuposicoes supracitadas e conforme discutido por Gilardoni e Colosimo
(2007) apud Toledo et al.(2015), o custo de manutencao esperado por unidade de tempo

C(7) para o sistema pode ser expresso por:

_ Cpy +Cir- E[N(7)]

T

C(7) ,7>0 (2.17)
Deseja-se minimizar o valor numérico da expressao anterior, reduzindo assim, ao maximo,
o custo inerente as atividades de manuteng¢ao da companhia. Toledo et al.(2015) aplicam
derivada para executar essa otimizacao e apresentam o resultado desse célculo sob a

notagdo D(7) que pode ser observado a seguir:

D(r) =1o(1) — O(7) = %’j f (2.18)

Onde ®(t) = E[N(t)] = ft E[A(u)]du, conforme definido na se¢ao 2.1.

0

Porém, os autores destacam que nao ha uma solugao fechada para essa otimiza¢do (mais
precisamente para (iD(T)) sob a suposicao de reparo imperfeito, levando o problema a
solucao numeérica cujo roteiro se encontra adiante. Outro ponto importante destacado
pelos autores consiste na nao obrigatoriedade de se definirem individualmente os valores
de Cpys e Crr, mas somente sua razao, o que ja consiste em uma simplificagdo do problema

por meio da aplicacao dessa metodologia.

O roteiro definido por Toledo et al.(2015) para que se determine a periodicidade 6tima
de manutencao preventiva passa pela determinacao dos parametros do modelo de falhas
por meio das estimativas B, ne 0 e pela estimacao da fungao média acumulada QAD(t) Tal

roteiro é apresentado a seguir:
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Passo 1 - Geram-se as estimativas de maxima verossimilhanga do modelo escolhido (es-
colha feita pelo método grafico apresentado na se¢ao anterior). Logo, nesse passo,
determinam-se [3, 7 e 6 por meio das fun¢oes de méaxima verossimilhancas j& apre-

sentadas nesse trabalho;

Passo 2 - Estima-se a fungao média acumulada (f(t) Pode-se fazer uso da simulagao
de Monte Carlo segundo a qual, usam-se as estimativas B, ne 0 para gerar possiveis

histoéricos de falha e consequente calculo do MCF:

Passo 2.1 - Executa-se a simulacao de Monte Carlo. Para mais detalhes, ver
Apéndices D e E.

Passo 2.2 - Calcula-se o MCF (®(t)). As etapas do célculo podem ser vistas no
Apéndice F.

Passo 3 - Estima-se a periodicidade 6tima de manutencao preventiva 7, isto é, aplica-se

a formula D(7) = 7¢(1) — ®(7) = %PM
IR

funcoes intensidade ¢(t) e média acumulada ®(t) sejam determinadas previamente.

. Porém, o uso desta féormula exige que as

A funcao ®(t) sera encontrada no Passo 2.2 (ela é o MCF). Para encontrarmos ¢(¢)
precisariamos derivar ®(¢) em relagdo a t. Mas, como ®(¢) sera provavelmente uma
funcao degrau, sua derivada serd igual a zero. O mecanismo que pode ser utilizado
¢ o de aproximacao dessa funcao degrau por uma funcao convexa. Esse principio é
denominado Maior Minorant Convexo ( Greatest Conver Minorant - GCM). Boswell
(1966) apud Toledo et al. (2015), define que a GCM de ®(t), que poderemos chamar

de (i)Sc (t) ou @)C,NPMLE(t), serd dada por:
D, (t) = sup {g(t) : g(t) é convexa e g(u) < qB(u)Vu}

Logo, a derivada direita da maior fungao convexa menor ou igual a ®(t) sera usada

para a se determinar ¢(t), isto é, gg,,(t) = (iD’SG (t1)

Pode-se definir um intervalo de confianca para a periodicidade 6tima de manutencao pre-
ventiva 7 utilizando a reamostragem de bootstrap a um nivel de significancia o pré-definido.
Toledo et al. (2016) determinaram a periodicidade 6tima de manutengio sob suposigao
de reparo imperfeito para motores de fora de estrada seguindo os passos descritos acima.
Oliveira (2016), seguindo os mesmos passos, concebeu uma politica de manutencao que
minimiza os custos inerentes a pratica da manutencao preventiva em correias transpor-

tadoras de uma empresa mineradora. Porém, para se determinar o periodo ideal entre
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manutengoes preventivas (ideal no sentido de minimizar os custos inerentes), faz-se neces-
sario identificar o modelo a ser utilizado no problema. Definir o modelo significa escolher
entre as classes ARA e ARI e ainda entre as diferentes ordem de memoria m possiveis.
Essa escolha, obviamente, ira interferir nas estimativas pontuais e intervalares dos para-
metros que estao envolvidos na construcao da funcao intensidade de falha. A discussao
sobre o método de escolha do modelo com base em analises graficas e testes de hipoteses

¢ apresentada nas secoes 2.4 e 2.5 respectivamente.

2.4 Critérios de Selecao do Modelo (ARA, ARI e suas ordens de

memoria)

Conforme ja apresentado no presente trabalho, diferentes modelos podem ser desenvol-
vidos a partir de um mesmo problema sob o pressuposto de reparo imperfeito, uma vez
que as classes de modelos ARA e ARI podem assumir diferentes ordens de memoria, con-
forme discutido por Doyen e Gaudoin (2004). Deve-se, pois, utilizar algum método para
a selecao do modelo mais adequado ao problema em estudo baseando-se na qualidade do
ajuste. Toledo et al.(2015) apresentam alguns critérios de sele¢ao classicos da literatura e
propoem uma solucao inédita baseada em um método grafico que sera apresentado nesta

Secao.

Segundo Toledo et al.(2015), o modelo mais adequado é aquele que apresenta maior qua-
lidade ou bondade do ajuste. Eles classificam os critérios para a selecao desse modelo em

(1) critérios de informagcao e (2) técnicas graficas de selegao.

Sob o arcabougo dos critérios de informagao se encontra a selecao de modelos baseada
na maximizacgao da log-verossimilhanca [. Burnham e Anderson apud Toledo et al.(2015)
desenvolveram um procedimento que consiste no escalonamento dos valores da funcao de

log-verossimilhanca, cuja férmula é dada por:

Ay = lmagima — b, (T =1,2, ..., R) (2.19)

sendo [, cada uma das R log-verossimilhancas ajustadas. A maior log-verossimilhanca
observada nesses R modelos designaremos por Ly,azima- O objetivo é claramente tornar o

A, = 0, fato que ocorrera apenas se a log-verossimilhanca do r-ésimo modelo [, for igual
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a4 méxima encontrada l,,qzima-

Os autores ainda determinam uma grandeza denominada Peso da Evidéncia. Se submeter-
mos todos os R modelos a equacao seguinte, teremos um panorama do nivel de qualidade
do ajuste observado em cada modelo frente aos demais, facilitando o rankeamento dos

mesmaos.

(2.20)

Essa equacao fornece um valor de W, dentro do intervalo [0,1], podendo o r assumir
qualquer valor no intervalo r = 1,2,...,R. Pelo fato de que cada W, é uma particao do

espaco que contém todos os possiveis valores de bondade do ajuste, Zle W, =1.

Se analisarmos conjutamente os valores de A, e W, cujos calculos procedem conforme
supracitado, o melhor modelo ajustado ao problema serd aquele que obtiver menor A\, e,

consequentemente, maior W, (entenda como mais proximo de 1).

Como uma nova proposta a teoria voltada & selecdo de modelos, Toledo et al (2015)
apresentam um método grafico de selecao que propoe estimar a funcao média acumulada
(MCF) a partir de cada modelo (ARA,, ou ARI,,, com diferentes ordens de memoria
m, calculando a média global da area sob a funcao intensidade A de cada modelo) e
comparar esse valor ao encontrado por meio do MCF empirico ou procedimento de Nelson-
Aalen (AALEN, 1978). Os passos para a determinagao do MCF baseado nos modelos se

encontram a seguir:

Passo 1 - Estimam-se os parametros do modelo (PLP sob 0 ARA,, ou ARI,,) a partir
dos dados de falha provenientes dos ki + ko sistemas, maximizando as respectivas

log-verossimilhancas apresentadas na secao 2.2.

Passo 2 - Em seguida, utilizam-se os tempos de falha coletados para o i-ésimo sistema
t*

truncado por tempo (isto €, ¢;1,t;9,...,t7) € o j-ésimo sistema truncado por falha
(tj1,tj2,-tjn,), bem como as estimativas dos parametros 3, 1 e 0 nas funcoes

intensidade de falha estimada A;(t) e \;(t)referentes a cada um sistema (como ja
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apresentadas na secao 2.1).

Passo 3 - Pode-se integrar cada uma das fungoes S\Z(t) (referentes a cada sistema trun-
cado por tempo) e \;(t) (referentes a cada sistema truncado por falha), todas no
intervalo [0,¢] com ¢ € [0,t;,,], se truncado por falha ou ¢ € [0,t], se truncado por
tempo. Por meio dessa integral serd possivel determinar as fungoes média acumu-
lada estimada ®;(t) (para o i-ésimo sistema truncado por tempo) e ®;(t) (para o

i-ésimo sistema truncado por falha).
Passo 4 - Os passos 2 e 3 sao feitos para cada um dos ki + ko sistemas.
Passo 5 - Estima-se o MCF baseado nos modelos no tempo ¢ como

ity Pult) + 3077 B4(1)

ki + ko

(2.21)

Logo, segundo Toledo et al. (2015), ao encontrarmos um modelo cujos valores estimados
de MCF (pelo ARA,, ou ARI,,) estiverem mais proximos do MCF empirico, esse sera

entao o modelo com maior qualidade de ajuste.

Os graficos obtidas por Toledo et al. (2015) estao apresentados na Figura 2.10. O objetivo
aqui é de exemplificar a aplicagao do método grafico para a selecao de modelos utilizando

o roteiro anterior.

Percebe-se que para o modelo ARI,, apresentado nas Figuras 2.10-c e 2.10-d, h4 uma
maior aderéncia dos valores estimados pelo ajuste em relagao ao MCF empirico. Essa

constatagao foi suficiente para Toledo et al. (2015) concluirem que esse é o melhor modelo.

Em contrapartida, Chauvel et al. (2016) propoem um teste de bondade de ajuste boots-

trap paramétrico para modelos de reparo imperfeito, que sera discutido na secao 2.5.

2.5 Testes de bondade de ajuste bootstrap paramétricos para mo-

delos de reparo imperfeito segundo Chauvel et al. (2016)

Chauvel et al. (2016) propuseram duas familias de testes de bondade de ajuste para

modelos de reparo imperfeitos que sao baseados em residuos martingale ou transformada
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Figura 2.10: Graficos de diagndstico: comparacao entre o MCF empirico e o MCF estimado
para ARI; (aeb) e ARI (c e d). Fonte (TOLEDO et al., 2015, p. 113)

integral de probabilidade. Os quantis das estatisticas de teste sao computados com uma
abordagem bootstrap paramétrica. Segundo os autores, a metodologia é geral e pode ser
aplicada a uma ampla gama de modelos de reparo imperfeito, como o modelo Brown-
Proschan (Brown e Proschan, 1983), modelo de quase-renovacao (Wang e Pham, 1996),
Processo Geomeétrico Estendido (Bordes e Mercier, 2013) e modelos ARA,, e ARA,, ja
descritos neste trabalho. O modelo ARA,, com a intensidade inicial PLP (ARA.— PLP)

foi utilizado para exemplificacao dos testes propostos.

Dado que um modelo de processo pontual é caracterizado por sua intensidade, um modelo
de reparo imperfeito pode ser denotado C = {\(#),0 € © C R}, onde 6 é o parametro
do modelo. E intuito determinar se C é um modelo relevante para os dados observados

T1,...,T,. O teste de bondade de ajuste é o teste estatistico de

Hy:AeC versus Hy:\¢C
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Geralmente, o procedimento de teste consiste em rejeitar a hipdtese nula de um bom
ajuste se alguma quantidade, a estatistica de teste, ¢ maior do que um valor critico. Este
valor critico é o quantil ou a distribuicao assintética da estatistica sob Hy. Entao, o
problema é primeiro encontrar estatisticas de teste que expressam a lacuna entre os dados
e 0 modelo, e em segundo lugar determinar a distribuicdo da estatistica sob Hy e por fim

comparar a estatistica observada com um quantil dessa distribuicao.

Chauvel et al.(2016) propuseram duas familias de testes de bondade de ajuste, baseadas
respectivamente em residuos martingale e transformada integral de probabilidade(que
serdo abordados nas secoes 2.5.1 e 2.5.2, respectivamente), associados a trés estatisticas
fungao de distribui¢ao empirica, sendo elas, Kolmogorov-Smirnov (KS), Cramér-von Mises
(CvM) e Anderson-Darling (AD). Para cada teste, os quantis da distribuicao estatistica
de teste em H, sao calculados com método bootstrap paramétrico que serd descrito na

secao 2.5.3.

2.5.1 Testes baseados nos Residuos Martingale

t
Seja @ = (P;),5, a intensidade cumulativa do processo N, de tal modo que ¢, = [ A ds,
- 0

para t > 0.

O processo M = (1), definido por M = N — ® é um zero significativo martingale. Entao
N esté perto de ® no sentido que a expectativa de sua diferencga é nula (Andersen et al.,
1993 apud Chauvel et al., 2016).

Na configuracdo de Chauvel et al.(2016), a intensidade tem uma forma paramétrica e é
denotada A(6) = (\(0)),50, para € © C R?. A intensidade cumulativa é ®(6), onde o
martingale correspondente é M(0) = N — ®(6).

Na pratica, o parametro # é desconhecido e a intensidade cumulativa é estimada a partir
dos n primeiros tempos de falha Ti,...,T,,. Sendo # estimador de maxima verossimilhanca

de 0. As vaiaveis aleatorias My,...,M,, definidas por

—~

M, = Ny, — ®7_;(0) =i — ®p,(0)i € {1,...n} (2.22)

sdo chamadas residuos de martingale (Cook and Lawless, 2007 apud Chauvel, 2016). Ao
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estimar 6, a propriedade martingale é perdida, mas N ainda estd previsto estar perto de

)

Uma ilustragao desse fenomeno ¢ dada por Chauvel et al. (2016) e pode ser observada na
Figura 2.11, onde o processo de contagem N, a intensidade cumulativa real ®(0) (linha
azul) e a intensidade cumulativa estimada ®(0) (linha vermelha) sao plotados ao longo do
tempo para um conjunto de dados simulados sob o modelo de reparo imperfeito ARA,

com intensidade inicial PLP(ARA,, — PLP). Aqui, u = (8, 1,0).
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Figura 2.11: Grafico de N,®(n,3,0) e ®(7), 3,0) ao longo do tempo para 30 tempos de falhas
simulados sob 0 modelo ARA,, — PLP, com n = 0.05, f =2.5¢ 6 =0.1. Fonte: (CHAUVEL et
al., 2016, p. 1345)

A intensidade inicial do modelo é dada pela equacao 2.7 e a intensidade cumulativa é

calculada através da formula dada em 2.15, onde tem-se que:

Ni+1 i—2 ‘ b i—2 . b
Q) =ay (T, —0) (1- e)m_j_1> - (Tz‘—l —0) (1- 9>jTi—j—1)
i=1 =0 =0

ondet > 0e Tn, 41 =t.

Os dados foram gerados com n = 30 falhas, n = 0.05, § = 2.5 e § = 0.1. Os estimadores
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de méxima verossimilhanca dos parametros sao 1 = 0.053, B = 267ef =015 A

intensidade cumulativa estimada ®(#) é tao proximo ao processo de contagem como a

intensidade cumulativa real ®(6).

A primeira familia de testes de bondade de ajuste é construida com medidas de discre-

pancias entre N e ®(6). Os testes rejeitam a hipotese de que o modelo é valido se os dois
processos estiverem muito distantes. Conforme ja mensionado, os autores consideraram

trés estatisticas de teste usuais com base nos residuos martingale.
A primeira ¢ a estatistica tipo Kolmogorov-Smirnov(KS):
KSn(0) = sup |M| = sup |i— Pp(0)] (2.23)
1=1,....,n i=1,...,n
A segunda estatistica ¢ do tipo Cramér-von Mises(CvM):
Tn

CoM,,(0) = / (N, — ®,(0)) d®,(0) (2.24)

0

Usando uma discretizacao do intervalo de tempo [0, T, ], pode-se mostrar que:

CoM(0) = —5 S Al =1 = @5(0))* = (i = 1~ 1, (D))

Os autores também propuseram uma estatistica do tipo Anderson-Darling(AD):

2

AD,,(0) = / p (gNt_q)t(é)) dd,(0) (2.25)

)(n+1—@,(0))

Mais peso é colocado em valores grandes e baixos da intensidade cumulativa estimada.
Uma escolha usual para estatisticas AD seria com o peso do quadrado discrepancia entre
N e ®(f) pelo inverso do @,(0)(n—®,(0)) para t € [0,T,]. No entanto, porque &, (6) = n,
o integral correspondente nao é definida. Portanto, é feita a discretizagao de [0,T,]. Por

definicao, a equacao 2.25 pode ser expressa como:
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D>

- (i—1-,00)
_Z/ n+1—q>t(9))dq)t()

Fazendo a mundanga de variaveis, onde z = ®4(0), temos que

" Ti (6 . )
AD,,(0) = lizt=a)
— z(n+1—2x)
T Tim(0)
Para z €]0,n|
(i—1-2)? 0 (i—1) (n+2—1)?

lo

z(n+1—x) :%{(nﬂ) g(x)‘wwgmﬂ—x)—x}

Assim sendo,

As distribuicoes das estatisticas de teste sob a hipotese nula nao sao distribuigoes padrao
e, além disso, elas podem depender dos parametros. Portanto, os quantis foram avaliados

por bootstrap paramétrico.

2.5.2 Testes baseados na Transformada Integral de Probabilidade

A segunda classe de testes baseia-se nas varidveis aleatérias ®r,,, (0) — ®1,(6), para
¢t = 0,....n — 1. Sob Hj, essas variaveis sao i.i.d. com distribuicao exponencial padrao
(Exp(1))(Cook and Lawless, 2007 apud Chauvel, 2016). Essas varidveis sao transforma-

das em uniformes.
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Para i = 0,...,n — 1, deixe S(:|T;;0) denotar a funcao de confiabilidade do tempo entre
falhas T;,1 — T; condicionado a T; = (T3,T5,...,T;):

S(s|T3;0) := P(Tiv1 — T; > s|T;;0) = exp(—Pr,15(0) + @1, (0)), paras > 0 (2.26)

Defini-se as variaveis

Ui(e) - S(Tiﬂ - Tz‘|Tz‘; 9)

para ¢ = 0,....n — 1. Sob a hipo6tese nula, Hy : & € C, os U;’s sao i.i.d. com distribuicao
uniforme padrao U[0,1]. Tal transformagdo dos tempos entre falhas geralmente sao cha-
mados de Transformada Integral de Probabilidade (TIP) e consiste em aplicar uma fungao
de distribui¢cao cumulativa (f.d.c.) para uma varidvel aleatéria (D’Agostino e Stephens,
1986, pagina 239 apud Chauvel et al., 2016). No caso exposto pelos autores, a fungao de

distribuicao cumulativa é condicional ao passado.

A segunda classe de testes de bondade de ajuste proposta por Chauvel et al. (2016) é entao
baseada na transformada integral de probabilidade condicional dos tempos entre falhas.
Pode-se esperar que a uniformidade nao se mantenha no caso do modelo especificado
ser incorreto. Portanto, segundo os autores, pode-se testar a bondade do ajuste de um
modelo de reparo imperfeito testando que os tempos entre falhas transformados tém uma
distribuicao uniforme. Em aplicacoes, 6 é estimado e considera-se as estatisticas de teste

KS, CVM e AD para testar a uniformidade de Uy(0),...,U,_1(6) (D’Agostino E Stephens,
1986 apud Chauvel et al., 2016).

As estatisticas funcao de distribuicao empirica que serao empregadas, conforme ja men-
sionado, sdo as estatisticas de Kolmogorov-Smirnov (KS), Cramér-von Mises (CvM) e a

estatistica de Anderson-Darling.

Definimos D" (respectivamente D~) como a maior diferenca vertical entre F), g(t) (re-
presenta a fungdo de distribui¢do acumulada empirica dos dados) e F(t) = = (repre-
senta a fungdo de distribuigdo acumulada assumida para os dados), quando F,,S(x)
é maior (respectivamente menor) que x, formalmente, DT = sup,{F,s(x) — x} e
D~ = sup.{x — F,, 5(x)}
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As estatisticas de teste sao respectivamente:

KS.(0) = Vn  sup |F,s(z) — 2| = vnmaz|(D*,D7)| =

z€[0,1]
7 A A 71— 1
= v maz max (- = Ug)(0)), max (U-n(6) = ——),
(2.27)
1 n
CuM,(0) (/w’<> Vo = 3 Uy (B) — 2Ly 4 2 (2.28)
u = n - Tr = i— .
! A 2T on 12n
0 =

1

) = [ P = —n— 2S00 1) log U1y (0) +Log (1~ Ui 0}

1—x
0 =1

(2.29)

onde F, g é a funcio de distribuicdo cumulativa empirica das variaveis aleatorias U;(0)
e Uq) (9) < Un (0) . < U (9) sdo os U;(f) ordenados, onde i = 0,1,...n — 1. As

formulas para obten(;ao das Equacoes 2.28 e 2.29 podem ser encontradas no Apéndice G.

Levando em consideragdo a estimativa de 6, sob Hy, os U;(f)’s ndo sdo independentes
nem uniformemente distribuidos e as distribuicoes estatisticas nao sao conhecidas. Por-
tanto, é pertinente a relizacao de uma analise numérica para avaliar se essas distribuicoes

dependem dos parametros.

Sao gerados 4000 conjuntos de dados sob o modelo ARA,, — PLP para § € {1.5,3},
0 ={0.2,0.8}, n = 0.05 e n = 30. Para cada amostra, os estimadores de maxima verossi-
milhanca dos parametros e os 6 testes estatisticos K Sy, (6), CoM,,(0), AD,,(0), KS,.(6),
CvM,(0) e AD,() sao computados. Na Figura 2.12, sio apresentados os boxplots das
4000 estatisticas de teste simuladas. Para cada estatistica de teste, nao esta claro se 5 tem
influéncia ou nao, mas os boxplots sao claramente diferentes quando o valor de 6 muda.

Entao isso parece indicar que as distribuicoes das estatisticas dependem dos parametros
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do modelo. Assim, as tabelas usuais nao podem ser usadas para realizar as analises KS,

CvM e AD e é necessario usar a abordagem bootstrap parameétrica.
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Figura 2.12: Boxplots de 4000 estatisticas de teste simuladas sob o modelo ARA., — PLP
para diferentes valores de 8 e 6, 7= 0.05 e n = 30. (a)K S (), (b) CoM,(0), (¢) AD,,(6), (d)

~ A~ A~

KS,(0), (e)CuM,(0) e (f) AD,(0). Fonte: (CHAUVEL et al., 2016, p. 1347)

2.5.3 Construcao dos testes por bootstrap paramétrico

Para realizar os testes, Chauvel et al. (2016) comparam as estatisticas de testes para
quantis de sua distribuicao sob Hy. Como essas distribuicoes dependem dos parametros
do modelo, o calculo desses quantis nao podem ser feitos diretamente. Entao, os autores

utilizaram um método bootstrap paramétrico.

O procedimento de teste usado pelos autores é adaptado do artigo de Stute et al. (1993)

em que os testes de bondade de ajuste bootstrap paramétrico sao criados para variaveis

aleatorias i.i.d.. Seja Z(0) a estatistica de teste genérica. No artigo, Z(f) é uma das

~ ~ ~ ~ ~ ~ ~

estatisticas K.S,,,(0), CuoM,(0), AD,,(0), KS.(0), CuM,(0) ou AD,(#). Sob Hy, Z(0) &
calculado a partir do conjunto de dados T3,...,T}, gerado a partir de um processo pontual
com intensidade ®(0). O intuito é obter replicacdes i.i.d. de Z(0) para calcular os quantis
empiricos da distribuicao estatistica. No entanto, 6 é desconhecido. Entao, 6 é estimado

por 0 e foram simuladas replicacoes i.i.d. T™¢,...,T*, a partir de um processo pontual com
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intensidade q)(é) Para cada replicacao, o estimador de maxima verossimilhanca 0* e o
teste estatistico Z*(a*) pode ser calculado. Pela proximidade de 6 e 0 ¢ de se esperar uma
diferenca muito pequena entre os quantis empiricos das distribuicées de Z(f) e Z *(5*) O
procedimento geral para a aplicacdo do teste ¢ descrito no seguinte algoritmo (Chauvel
et.al, 2016, p. 1348):

Passo 1 - Calcule 0 EMV 6 de 6 na classe dos modelos C e calcule a estatistica Z(6) no

conjunto de dados T7,...,T,,.

Passo 2 - Parai=1 até L,

~

a) Gerar T*y ;,T*y;,...,.T*,; sob o modelo de intensidade ®(0) € C.
b) Calcule 0 EMV (é;“) de 0 a partir de 7%y ;,...,7*,; no modelo C.

N

c) Calcule a estatistica Z; = Z*(0%) a partir de T* ;... 7%, e (67).

1

Passo 3 - A hipotese Hj é rejeitada no nivel de significancia o se Z(é) ¢ maior do que
o quantil empirico de ordem 1 — « de Z7,....Z7.
As simulacoes e os calculos do Passo 2 sao a parte de bootstrap paramétrica do algoritmo.

Os autores realizaram algumas simulacoes e concluiram que os testes AD,, e AD, sao

melhores em relacao aos outros estudados.

2.6 Testes nao paramétricos para Reparo Imperfeito segundo Gi-
lardoni et al.(2017)

No contexto da selecao de modelos, antes de passar para a selecao de um melhor modelo
dentre os modelos de reparo imperfeito, seria interessante desenvolver um procedimento
de teste estatistico geral para permitir responder, em primeiro lugar, se é realmente uma

situacao de reparo imperfeito ou simplesmente se trata de uma situacao de reparo minimo

(Efeito ABAO).

O principal objetivo aqui é testar as seguintes hipoteses nulas e alternativas:

Hy: Reparo Minimo(NHPP) versus H;: Reparo Nao-Prejudicial
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Hipotese alternativa significa que reparo melhora o sistema e depende apenas do tempo de
falha anterior. Entao, a fungao de intensidade de falha (Equagao 2.1) pode ser reescrita

cOomao:

WVt >0 (2.30)

E as hipoteses podem ser redefinidas como:

Hy : A(t) = ¢(t) versus Hy : A(t) < ¢(t) para algum ¢ € (0,77

Onde A(t) é a intensidade de falha do sistema imediatamente antes da ocorréncia de falha
e ¢(t) ¢ a ROCOF.

Nesta se¢ao, testes nao paramétricos desenvolvidos por Gilardoni et al. (2017), sao de-
monstrados para as hipoteses acima. Primeiro, uma estatistica de teste é proposta e sera
mostrado na secao 2.6.1 que a hipdtese nula tem distribuicao binomial. Em seguida, na

secao 2.6.1 é demonstrado o teste multinomial, que é uma extensao do caso binomial.

2.6.1 Teste Binomial Exato

Para dar uma idéia intuitiva do teste, consideremos uma situagao envolvendo o acompa-
nhamento de trés sistemas. A Figura 2.13 mostra um grafico de pontos no tempo, onde

cada linha corresponde a um sistema e cada simbolo "o"representa um tempo de falha.

Sob a suposicao de RM, cada sistema segue um NHPP e todos eles comegam ao mesmo
tempo, como novo com um aumento ¢(t) em t. Consequentemente, devido a hipotese dos
incrementos independentes, apds a ocorréncia de uma falha, cada sistema tem a mesma

probabilidade de ser o proximo a falhar.

Para deixar este ponto claro, vamos observar a Figura 2.13, em particular a Linha vertical
em t = 4 unidades de tempo. Sob a hipotese nula (RM), é justo dizer que apds a ocorréncia

dessa falha, a proxima terd a mesma probabilidade de ocorréncia nos sistemas 1, 2 ou 3.

No entanto, sob a hipotese alternativa (Reparo ndo prejudicial), se uma falha ocorrer em

um dado sistema, o tempo de espera para a proxima falha serd maior para este sistema
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Figura 2.13: Tempos de falha de trés sistemas.

do que para os outros. No exemplo, sob H;, uma vez que a falha ocorreu no sistema 3,

espera-se que a proxima falha terd maior probabilidade de ocorrer nos sistemas 1 ou 2.

Suponha que um tenha dados de K > 2 sistemas independentes e idénticos que sao obser-
vados ao longo de um intervalo de tempo comum (ou seja, eles sao truncados por tempo no
mesmo tempo 7). A ideia principal é bastante simples se assumirmos que o tltimo sistema,
a falhar ¢ o mais confidvel. Denotemos os dados sob a forma {(t1,01), (t2,62),..., (tn,, 6n, )},
onde nrepresenta o nimero total de falhas para todos os sistemas, os t;’s sao os tempos
de falha ordenados, também para todos os sistemas e os J,’s sao indicadores do sistema,
de modo que 0; = i se a j-ésima falha ocorreu no sistema i (i =1,...,K,j =1,...,ny), e

define-se a estatistica

TL+—1
B= Y I(5; = 6j+1) (2.31)
j=1

Onde,

1, se (Sj = 5j+1

I(6; = dj11) =
(J j+1) {O, se 5j7é5j+1

Ou seja, se duas falhas consecutivas ocorreram no mesmo sistema, I(J; = d;11) = 1 e se
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duas falhas consecutivas ocorreram em sistemas diferentes, 1(6; = 6;41) =0 .

No exemplo (Figura 2.13) se observa n, = 9 falhas para K = 3 sistemas e os indicadores
de sistemas sao (d1,...,09) = (1,2,1,3,3,2,3,3,1). Portanto, I(6; = d2) = I(dy = d3) =
I1(03 = 04) = (05 = 0¢) = (06 = 67) = I(0s = deltag) =0 e [(04 = 05) = [(67 = bs) = 1.
Entao, B = 2.

Se os sistemas estao sujeitos ao reparo imperfeito, que melhora a confiabilidade, obser-
vando dois periodos consecutivos, as falhas no mesmo sistema seriam menos frequentes e,

portanto, B tenderia a ser menor nesse caso do que na hipétese de reparo minimo.

Para determinar os pontos criticos ou p-valores, Gilardoni et al.(2017) mostraram que, sob
a hipotese nula de RM e condicionado ao nimero total de falhas ny > 2, a estatistica de
teste B, dado que N, (t) = n, segue uma distribui¢do binomial com parametros (n, — 1)

ep=1/K, em que K é o niimero de sistemas.

Sendo N;(T'), o namero total de falhas do sistema ¢ até o tempo 7', temos que N;(7T)
sdo variaveis aleatorias i.i.d. de Poisson com a mesma média EN;(T) = fOT A(t)dt. Se-
gundo Gilardoni et al.(2017) a distribuicao condicional de (Ny(T),..., Nx(T')), dado que

K
N (T) = > Ni(T) = ny é Multinomial com parametros n, e vetor de probabilidades
=1

(1/K, ... 1/K).

Dai, decorre de (Rigdon e Basu , 2000) que, dado que N, (T) = n,, os tempos de falha
para o K sistemas pode ser obtido como se segue:(i) em primeiro lugar, gerar (n,...,ng) a
partir da distribuigdo multinomial que foi mencionada acima e (ii) para o i-ésimo sistema,
gerar os tempos de falha como as estatisticas de ordem de uma amostra de tamanho n;
da fungao de distribuigdo cumulativa %(0 <t < T). Agora, o algoritmo ¢ o mesmo
que gerar as estatisticas de ordem de uma amostra aleatoria de tamanho n, a partir
da mesma f.d.c e, em seguida, alocar cada tempo de falha aleatoriamente em qualquer
um dos sistemas. Este argumento, conforme os autores, mostra que, condicionado a
N, (t) = ny, as variaveis aleatorias 1, ...,0,+ sdo i.i.d. e uniformemente distribuidas no

conjunto 1, ..., K.

Por isso, também condicionado a N4 (T') = n4, e sabendo que 1(d; = J;4+1) ¢ uma va-
riavel aleatoria que assume 1(sucesso) com probabilidade p = 1/K e 0 (fracasso) com

probabilidade 1 — p, determinamos, segundo Casella e Berger (2002), que essa variavel
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tem distribuicao de Bernoulli com parametro 1/K. Como B = mzl (0; = 0j41), entdo
temos que B é a soma de variaveis aleatérias de Bernoulli. Cojr;i) a soma de ny — 1
variaveis aleatorias de Bernoulli i.i.d com parametro 1/K possui distribui¢ao Binomial
(Casella e Berger, 2002) podemos concluir que B|N,(t) = n+ segue uma distribuigao

Binomial(ny — 1,1/K).

Uma vez que, sob os modelos RI nao prejudiciais, esperamos que B seja menor que sob
RM , definimos o p-valor do teste como a probabilidade da cauda esquerda da distribuicao
Binomial(n, — 1,1/K).

Assim, o teste de hipoteses pode ser reescrito da seguinte maneira:

Hy:p=1/K wversus H;:p<1/K

No capitulo 3 serao abordados experimentos Monte Carlo para obter uma visao do tama-

nho e poder do teste binomial contra algumas alternativas na classe de modelos ARA e
ARI.

A estatistica de teste B ignora o fato de que a confiabilidade dos sistemas que falha-
ram antes do atual também sdo ordenados de acordo com seu ultimo fracasso. O teste

multinomial abordado a seguir leva em consideracao esse fator.

2.6.2 Teste Multinomial

Seguindo o exemplo dado anteriormente, pode-se ilustrar a idéia do teste multinomial.
No teste Binomial Exato, conforme ja discutido, foram observados n, = 9 falhas para
K = 3 sistemas e os indicadores de sistemas sao (01,...,09) = (1,2,1,3,3,2,3,3,1), de modo

que B = 2.

Para o teste binomial, nota-se, por exemplo, que as contribuicoes da quarta e oitava falhas
para B sao nulas, pois I(d4 = d3) = I(ds = d7) = 0. No entanto, levando em consideragao
que o ultimo sistema a falhar se torna o mais confidvel, a situagdo é um pouco diferente
porque, apos a terceira falha, o sistema 3 era menos confiavel dos trés, enquanto que, apos

a sexta falha, o sistema 3 era apenas o segundo menos confiavel (isto é, apos a sexta falha,
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o sistema 3 era menos confiavel do que o sistema 2, mas mais confidvel que o sistema 1).
Consequentemente, podemos calcular uma estatistica vetorial M = (mg, mq, ms), onde as
m;’s contam, respectivamente, quantas vezes os sistemas mais confiavel, o segundo mais

confiavel e menos confidvel falharam.

Para definir a estatistica multinomial M = (my,...,mg_1), é mais facil usar as falhas
do sistema ordenadas {t;; : 1 < i,1 < j < n;}. Seja n_ o menor indice, de modo que
exatamente K — 1 sistemas tenham falhado até ¢,_. Para cada falha ¢;; > ¢,,_, seja r;; o
niamero de sistemas que tenham pelo menos uma falha entre ¢; ;_;, onde define-se ¢, = 0.

Note que sao contados sistemas e nao falhas. Agora, para k = 0,....K — 1, define-se
M =D i yts st L(Tig = k).

No exemplo,a terceira falha contribui para uma unidade m;, a quarta falha contribui para
uma unidade ms, a quinta falha para uma unidade de mg, a sexta para uma unidade de
ms, a sétima para uma unidade de m;y, a oitava para uma unidade de mg e a nona para
uma unidade de my, onde M = (2,2,3). Note que, para calcular M, é preciso esperar até
que todos os sistemas tenham sido ordenados, ou seja, até que K — 1 sistemas ja tenham

falhado. No exemplo, isso significa que comecamos a contar a partir da terceira falha
(n_=2).

Sob reparo minimo, a distribui¢ao condicional de M dado n_ e n é simples a partir da dis-
cussdo da segdo anterior, uma vez que (6, +1, ..., 9, ) sao condicionalmente distribuidos
com uma amostra de tamanho m, = n,—n_ da distribuicao uniforme nos inteiros 1, ..., K.
os vetores U;; = (I(rij = 0),...,I(rij = K — 1))
sao multinominais i.i.d. com n = 1 e probabilidades (po,...,px-1) = (1/K,....1/K). A

Portanto, para (7,7) tal que t;; > T,

N4

distribuicao desejada para M segue agora, pois M = Z(m)t Ui;. Note que es-

: 'L,j>tn_

tes argumentos da a distribuicao condicional de M dados n_ e n,, mas desde que essa
. . « o~ K-1 ,

distribuicdo dependa apenas de my = >, my = ny — n_, esta deve ser também a

distribuicao condicional dado m.

Para determinar a regiao critica, observa-se que, sob a suposicao do reparo imperfeito,
espera-se que as contagens my,...,mxg_1 estejam aumentando. Ou seja, como o reparo ird
melhorar o sistema de acordo com um coeficiente de reparo 6, temos que quanto mais
recente determinado sistema tiver falhado, melhor ele estard em relacao aos que falharam

h& mais tempo e menor serd a probabilidade do mesmo falhar.
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Chacko ( 1963 , 1966) considera testes multinominais das hipoteses Hy : pg = - - - =
prx—1 = 1/K contra hipoteses alternativas Hy : pg < - -+ < pg_1 com pelo menos uma

desigualdade estrita. O teste baseia-se numa estatistica y? modificada na forma:

K-1 1 2
2 = Km, ; (pk - §> (2.32)

onde, para k = 0,....,(K — 1), py é o estimador de méxima verossimilhanga (EMV) de

pr sob Hy. Mais precisamente 0s pr’s sao as encostas do GCM do poligonal formado
pelos pontos (k, Zpl)(k =0,....K —1) e pr =my/my’s sdo os EMVs sem restri¢oes da

probabilidades das classes.

Para exemplificar melhor o teste proposto consideremos um exemplo dado por Gilardoni

et al.(2017) para correias transportadoras. No exemplo n, = 157 falhas, n_ = 8, entdo
my = 157 — 8 = 149. O M observado é mys = (11,13,28,27,22,21,27). Os EMV’s
sem restri¢oes sao (Po,.--, D) = Maops/149. O poligonal e do GCM sao mostrados na

Figura 2.14) , do qual obtém-se os EMV’s restritos como p, = 11/149, p; = 13/149,
o = Py = Py = s = 24.5/149 e j, = 27/149.

o
>
— EE o)
s 0 - - (i,Xk,8),6cM
e M =
N
]

Figura 2.14: EMV cumulativo sem restri¢oes (py, linha continua) e restrito (py, linha tracejada)

para os dados das correias transportadoras. Fonte: (GILARDONI et al., 2017, p. 10)

A ideia do EMVs restritos, segundo Chacko(1966) é que as frequéncias observadas mgps
sejam ordenadas de modo que my < my.,. Portanto, se my > myy1, calcula-se a média
(mg + mgs1)/2. A série de valores k agora é reduzido a k — 1 valores dos quais k —

2 sao inalterados, mas um é a média de duas frequéncias originais. O procedimento
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acima é continuado até um conjunto ordenado de quantidades mon6tonas nao decrescentes
(frequéncias originais ou média obtida de frequéncias). No exemplo, temos que my > mg
e my > ms, fazendo a média de my e ms, obtém-se 21.5 e reduz-se a série de valores
para(11,13,28,27,21.5,27). Nota-se que o quarto valor é maior que o quinto. Assim,
forma-se a média desses dois valores, dando peso 2 ao valor 21.5. Assim, reduz-se a série
de valores agora para (11,13,28,23.33,27). Ainda observa-se que o terceiro valor é maior
que o quarto valor. Portanto, calcula-se a média desses dois valores, dando peso 3 ao valor
23.33 (pois representa a média de 3 frequéncias originais). Por fim, a série de frequéncias
se torna (11,13,24.5,27),com 3 frequéncias originais e 24.5 representando a média de 4

frequéncias originais.

Essas estimativas restritas podem ser conectadas na equagao 2.32 para obtencao de:

11 1\ 13 1)\ 245 1\2 27 1\?
—2: 14 _ - _ = 4 - - _ = =11. 1
v 9Xk149 7) ]+[<149 7> ]+ X[(149 7> ]+[(149 7) "

Para calcular os p-valores, Chacko (1963) mostra que, sob Hy (isto ¢, RM), os testes
estatisticos X sdo assintoticamente distribuidos como uma mescla de x?_; central com
pesos wy k. Os pesos w, x representam a probabilidade do GCM mencionado acima,
dado exatamente n inclinagoes diferentes (n = 2, ..., K). Chacko (1963) explica que w,, g
indica a probabilidade de que o processo de ordenacao que faz com my; < my,q renda

exatamente n distintos my’s.

Por exemplo, suponhamos ter um peso wg 3, ou seja, houveram 6 ocorréncias de falhas em
3 sistemas no total. Porém, de modo a garantir que my < my+ 1, foram tiradas as médias
de algumas frequéncias, K agora é reduzido a 3 valores dos quais alguns sao inalterados,
mas alguns é a média de duas frequéncias originais. O wg3 vai mensurar as possibilidades

de frequéncias e médias que podem ser feitas.

Para calcular wg s Chacko (1963) ilustra um método para listar todas as partigoes de K
em n partes. Comece com uma particao inicial com unidade para cada um dos primeiros
n — 1 elementos e K —n — 1 como o tltimo elemento. Para obter uma nova particao,
passe os elementos do dltimo da direita para a esquerda, parando no primeiro elemento
h, que é menor em pelo menos duas unidades do que o ultimo elemento. Sem alterar

qualquer elemento a esquerda de h, escreva h — 1 no lugar de h e cada elemento a direita
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de h, exceto que o ultimo elemento é tomado de modo a dar a soma K. Continue esse
procedimento até chegar a uma particao na qual nenhuma parte difere do altimo elemento

por mais de uma unidade.

Por exemplo, se K = 6 e n = 3, entao as classes possiveis sao

1 1 4
1 2 3
2 2 2

Portanto,

1><1+1><1+1><1 9225
w, = — — —_ — J— —_ = —
63774 T27 373178 4l

As provas e teoremas nos quais se baseiam o calculo do método expresso acima é encon-
trado com detalhes em Chacko(1963).

Uma vez que o os pesos sao obtidos, o p-valor é calculado como

> Kwn kP [xiy = X0 (2.33)

n=2

Onde x2_, é uma variavel aleatoria com a distribui¢do qui-quadrada com n — 1 graus
de liberdade e P [x2_; > X2,] ¢ a probabilidade de que exceda Y?%,, para n grande,

aproximadamente, num nivel de significancia « do teste sob Hy(Chacko, 1966).

No capitulo 3 serao investigados, através de estudos de simulacao Monte Carlo, o tamanho
e poder dos testes propostos Binomial e Multinomial propostos, bem como discutidos

novas abordagens e estruturas para tais testes.
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3 Estudos Monte Carlo para Testes de Hipé6teses

Neste capitulo serao abordados os estudos empiricos dos testes Binomial e Multinomial,

utilizando a simulacao Monte Carlo.

3.1 Estudos Empiricos: Tamanho dos Testes

Esta secao mostra os resultados das simulacoes de Monte Carlo implementadas usando
como hipoétese nula um NHPP indexado por uma funcao de intensidade da forma PLP,

ou seja:
Hy: Reparo Minimo(NHPP), PLP versus H;: Reparo Nao-Prejudicial

Foram executadas simulagoes de Monte Carlo para alguns cenarios, até que fossem encon-
tradas 10 000 ocorréncias do ntumero global de falhas esperado (N, ). Os cenérios incluem
n=10=15e [ =2; T (tempo de truncamento) = 5 e 10; K (ntmero de sistemas)
= 5. Os resultados sao apresentados na Tabela 1, para testes binomial e multinomial,

respectivamente.

Tabela 3.1: Simulacdo monte carlo para dados empiricos dos testes binomial e multinomial

Cendrios Mivel significdncia
N+ a=0.05 a=0.1
k T: B Binomial Multinomial Binomial Multinomial
5 15 56 0.0245 0.0561 0.0548 0.1117
5 5 2.0 125 0.0497 0.0532 0.0770 0.1033
5 10 15 158 0.0355 0.0541 0.0827 0.1063
5 10 2.0 500 0.0423  0.0547 0.0798 0.1083
5 15 15 290 0.0456  0.0520 0.0817 0.1043
5 15 2.0 1125 0.0450 0.0492 0.1003 0.1024

Para os trés cenarios do teste multinomial, os tamanhos descritivos estao bem proximos
dos valores nominais, sendo que os tamanhos descritivos sao, na maior parte dos casos,

maiores que 0s nominais.
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Para o teste binomial, os tamanhos descritivos estao muito proximos dos valores nominais,
com excecao do primeiro cenario. Os tamanhos descritivos sao menores que os nominais

em todos os cenarios.

Na proxima secao serao investigados, através de estudos de simulagao Monte Carlo, o

poder dos testes propostos.

3.2 Estudos Empiricos: Poder dos Testes

O poder desses testes sao avaliados sob a hipotese alternativa usando as classes de modelos
ARAy—PLP e ARI, — PLP, para § = 0.5 e # = 0.1. Foram realizadas simula¢tes monte
carlo até que fossem obtidos 10.000 ocorréncias do nimero global de falhas esperado dos
testes Binomial e Multinomial. Os cenérios incluem n =1, =1.5e = 2; T (tempo de

truncamento) = 5, 10 e 15 e K (namero de sistemas) = 5.

Apesar do teste ser condicionado ao nimero total de falhas n,, foram investigados os
valores do teste para n, proximos ao n, esperado. Os graficos da Figura 3.1 mostram o
comportamento do poder dos testes em relagao a variacao do n, para os modelos citados
acima, em um cendrio especifico, onde n = 1,64 = 1.5 , T = 10, K = 5 e o nivel de

significancia o = 0.1.

Os graficos mostram que, para todos os casos, o poder do teste multinomial é maior que

o poder do teste binomial.
As Tabelas 3.2 a 3.5 mostram os resultados da simulagao na integra.

Os resultados mostram que (bem como ja foi evidenciado na Figura 3.1, o poder do teste
multinomial é maior que o poder teste binomial para todos os cenarios. Além disso,
temos que o poder do teste é maior para # = 0.1 em relagdo a # = 0.5 e para todos os
cenarios, o poder do teste é maior quando 5 = 2.0, em comparagao a § = 1.5. O poder
dos testes é maior ao nivel de significancia @ = 0.1 em relacao & a = 0.05. De fato,
quanto maior o nivel de significancia, maior o poder do teste. Se aumentamos o nivel de
significancia, reduzimos a regiao de aceitacao. Como resultado, temos maior chance de
rejeitar a hipdtese nula. Isto significa que temos menos chance de aceitar a hipdtese nula

quando ela é falsa, isto é, menor chance de cometer um erro do tipo IT(aceitar a hipotese
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Tabela 3.2: Resultados da simula¢ao de Monte Carlo para o poder no ARA;(0 = 0.5) do teste

binomial e multinomial.

Cenarios Nivel significancia
N+ a=0.05 a=0.1
k T B Binomial Multinomial Binomial Multinomial
5 5 1.5 44 0.0245 0.0892 0.0703 0.1715
5 2.0 71 0.0878 0.1256 0.1551 0.2236
5 10 15 117 0.0432 0.0887 0.1191 0.1588
5 10 2.0 262 0.0776 0.1091 0.1394 0.1957
5 15 15 212 0.0589 0.0853 0.1185 0.1556
5 15 2.0 576 0.0617 0.0852 0.1363 0.1600

Tabela 3.3: Resultados da simula¢ao de Monte Carlo para o poder no ARA;(0 = 0.1) do teste

binomial e multinomial.

Cendrios Nivel significancia
N+ a=0.05 a=0.1
k T B Biromial Multinomial Binomial Multinomial
5 5 15 31 0.1650 0.2572 0.1650 0.4063
5 5 2.0 34 0.2948 0.6167 0.5242 0.7607
5 10 15 72 0.1885 0.3394 0.2962 0.4867
5 10 2.0 88 0.3529 0.7507 0.6135 0.8583
5 15 15 120 0.2052 0.3660 0.2878 0.5168
5 15 2.0 164 0.3917 0.7701 0.5682 0.8749

Tabela 3.4: Resultados da simulacao de Monte Carlo para o poder no ARI;(6 = 0.5) do teste

binomial e multinomial.

Cendrios Nivel significancia
N+ a=0.05 a=0.1
k T B Binomial Multinomial Binomial Multinomial
5 5 15 33 0.0631 0.1108 0.1650 0.2007
5 5 2.0 71 0.0853 0.1206 0.1498 0.2189
5 10 15 86 0.0571 0.0989 0.1066 0.1814
5 10 2.0 262 0.0765 0.0986 0.1362 0.1829
5 15 1.5 153 0.0540 0.0929 0.1195 0.1719
5 15 2.0 577 0.0758 0.0872 0.1272 0.1640
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Figura 3.1: Poder dos testes binomial(o) e multinomial(e) em rela¢do ao ny para (a)ARA;
com 0 = 0.5 (b)ARA; com 6 = 0.1 (¢)ARI; com 6 = 0.5 (d)ARI; com § =0.1

nula, no caso desta hipotese ser falsa). Entao, o poder do teste aumenta.

A funcao poder do teste é a probabilidade de rejeitarmos Hj, sendo Hj falsa. De forma
ideal, nos gostariamos de rejeitar a hipotese Hy para todo valor de A(¢) em H; com
probabilidade 1, e da mesma forma, nos gostariamos de nao rejeitar (aceitar) a hipotese

Hy para todo valor de A(t) em Hy com probabilidade 1.

Como as simulagoes monte carlo foram geradas para os modelos de Reparo
Imperfeito(ARA; — PLP e ARI; — PLP), entao temos que a hipoOtese alternativa H
¢ a verdadeira. Portanto, os testes devem resultar em um poder superior ao nivel de

significancia «.

Observando as Tabelas 3.2 a 3.5, temos que dos 96 cenarios simulados, apenas 3 nao
obtiveram poder superior ao nivel de significancia a correspondente, sendo os trés para
teste Binomial no ARA; — PLP, § = 0.5 cenarios k =5, T =5, 3 =15 e a = 0.05;
k=5 T=5 =15ea=01;k=5T=10, § =1.5e a=0.05. Portanto, podemos
validar os testes Binomial e Multinomial. Porém, o teste multinomial é mais confidvel
(para todos os cenarios o poder foi maior que o «) e tem maior poder em rela¢do ao teste

binomial.
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Tabela 3.5: Resultados da simula¢ao de Monte Carlo para o poder no ARI;(6 = 0.1) do teste

binomial e multinomial.

Cenarios Mivel significancia
N+ a=0.05 a=0.1
k T B Binomial Multinomial Binomial Multinomial
5 1.5 18 0.1693 0.3995 0.1693 0.5939
5 5 2.0 34 0.2840 0.6098 0.5103 0.7545
5 10 15 36 0.1998 0.5588 0.4013 0.7234
5 10 2.0 88 0.3552 0.7551 0.6139 0.8649
5 15 15 54 0.2933 0.6103 0.4551 0.7532
5 15 2.0 164 0.3918 0.7645 0.5750 0.8718

O proximo passo serd aplicar o teste de hipdteses & um banco de dados real, que contém

falhas do rotor de bombas de polpa.
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4 Andalise dos dados de falhas dos rotores das bombas

de polpa

Este capitulo apresenta uma anélise da situacao pratica descrita no Capitulo 1. Trata-
se portanto de falhas dos rotores das bombas de polpa de uma empresa mineradora. O
objetivo da empresa de mineracao é projetar um plano de manutencao eficiente que inclui
acoes de manutencao preventiva para minimizar paradas e custos inesperados. Para esse
fim, é essencial a identificacao de um modelo que incorpore os efeitos do envelhecimento

e reparacao e que permita a obtencao de informacoes sobre a confiabilidade dos rotores.

Para construir as analises adequadas a concepcao da politica 6tima de manutencao pre-
ventiva ao problema em estudo, foram utilizados os pacotes desenvolvidos em linguagem
R por Madureira (2015) e Fernandes (2015).

O presente capitulo apresenta as etapas para o atendimento da finalidade desse trabalho

e esta dividido em quatro segoes.

A primeira secao 4.1, corresponde a andlise preliminar dos dados. Nessa secdo serao
apresentados os graficos de Eventos e de Média Acumulada. Por meio desses graficos
é possivel fazer uma caracterizagao dos momentos em que houve falhas no processo em
estudo e ainda, verificar se ha ou nao indicios de que o sistema estaria se degenerando

com o passar do tempo.

Na secao 4.2 sao aplicados os testes de hipoteses propostos por Gilardoni et al. (2018),

denominados teste binomial e teste multinomial.

Em seguida, as estimativas pontuais e intervalares dos parametros dos modelos sao apre-
sentadas na secao 4.3. Nesta secao sao aplicadas metodologias de selecao do modelo com
melhor qualidade de ajuste baseadas na verossimilhanca e no peso da evidéncia e aplicado

o método de bondade de ajuste proposto do Toledo et al. (2015).

Por fim, na secao 4.4 ¢é feita a determinacao da periodicidade 6tima de manutencao pre-

ventiva para o problema dos rotores.
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4.1 Analise Preliminar dos Dados

O conjunto de dados consiste em registros de falhas em uma amostra de cinco bombas
de polpa da empresa de mineracao. Essas falhas estavam ligadas diretamente ao rotor.
Cada bomba aqui serd considerada como um sistema. Esses sistemas sao considerados
reparaveis, uma vez que apos uma falha, nao é necessaria sua substituicao completa para

o reestabelecimento de suas funcoes.

Os dados foram coletados de junho de 2016 a maio de 2017 (T = 6 432 horas), quando
175 falhas no total foram observadas, cada uma seguida por um reparo(corretivo). Para
cada sistema, houve uma manutencao preventiva no tempo T = 5 000 horas, que tem um
efeito de reparo perfeito. Ou seja, a cada T = 5 000 horas, cada sistema passa por uma
manutencao preventiva, que torna o sistema "tdo bom quanto novo". Portanto, apos a
manutencao preventiva, ¢ como se os cinco sistemas parassem de operar e cinco novos
sistemas entrassem em operacgao. Portanto, iremos primeiramente analisar estes dados
como se fossem dois conjuntos de dados diferentes, onde: (1) Conjunto de dados truncado
no tempo T = 5 000 horas, onde é realizada a manutencao preventiva (Sera referido no
texto como rotores;)(2) Anéalise dos cinco sistemas como novos (visto que a manutengao
preventiva dos rotores tem efeito de reparo perfeito), iniciando no tempo T = 0 horas até
T= 1 432 horas (que é o tempo decorrido de T = 5000 a T = 6432 horas). Entao teremos
o conjunto de dados 2, que sera citado ao longo do texto como rotoress. Esses dados serao
analisados separadamente para analisarmos o comportamento dos mesmos isoladamente.
Como a equipe de Engenharia informou que a cada T = 5 000 horas é realizada uma
manutencao preventiva com efeito AGAN, espera-se que os resultados encontrados para
os dois conjuntos de dados sejam proximos. Por fim, os dados serao analisados juntos (sera
citado ao longo do texto como rotoresgerq;), como se houvessem 10 sistemas iniciando no
mesmo tempo 0 (5 operando até T = 5 000 horas e 5 operando até T = 1 432 horas). Mais
uma vez, espera-se que os resultados encontrados para rotores;, rotoress e rotoresgeral

sejam similares.

Além das manutengoes preventivas a cada T = 5000 horas, os sistemas tiveram algumas
manutencoes, que foram oriundas de paradas programadas totais de toda a usina de
beneficiamento. Assim, como os sistemas estavam parados, foram feitas verificacoes de

alinhamento e lubrificacao de acoplamento, que se caracterizam por reparo corretivo.
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A Figura 4.1 mostra eventos (falhas) versus o tempo de operagio (em horas), onde cada
linha corresponde a uma unidade de rotor, e cada simbolo ”A” representa um tempo de
falha. Os dados para as cinco bombas foram truncados por tempo (T = 5 000 horas),
onde ocorreu uma manutencao preventiva. Como a menutencao preventiva neste caso tem
efeito de reparo perfeito, os cinco sistemas iniciam como novos, como ilustra a Figura 4.2
e sao truncados no tempo T = 1 432 horas, visto que os dados foram coletados até T = 6
432 horas. A Figura 4.3 mostra o mesmo grafico para o conjunto de geral. Visualmente,
nenhuma tendéncia em falhas ao longo do tempo pode ser observada a partir destes

graficos.
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Figura 4.1: Tempos de falhas de 5 rotores (rotores;), todas truncadas em T = 5 000 horas.

As Figuras 4.4, 4.5 e 4.6 exibem a fun¢ao média acumulada do nimero de falhas (MCF).
A MCF ¢ um estimador nao paramétrico da funcao ®(t) = E[N(t)] do processo pontual.
Por meio desse grafico é possivel verificar qual o valor esperado de falhas até certo instante

de tempo.

Globalmente, estas curvas nao sao nem concavas nem convexas, de modo que nao héa ne-
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Figura 4.2: Tempos de falhas de 5 rotores (rotoress), todas truncadas em T = 1 432 horas.

nhuma indicacao de melhoria nem de degradacao do equipamento. Como parece bastante
linear, um HPP poderia ser um modelo conveniente para estes sistemas, caso a presente
pesquisa estivesse interessada em conceber uma politica de manutencao com a suposicao
de reparo minimo. Isso significaria dizer que, ao longo do tempo, os intervalos entre as
falhas ndo aumentariam, tampouco diminuiriam. Se A(t) fosse modelada como uma Lei de
Poténcia (equacao 2.9), matematicamante poderiamos expressar A(t) como uma constante
e, como consequéncia, o parametro de forma 5 = 1. Porém, nesse trabalho, submete-se
o processo de falhas a manutencoes com a suposicao de reparo imperfeito. Na literatura
referente a reparos imperfeitos, nao ha correlacao entre a concavidade da curva da funcao
média acumulada e a classificacdo do sistema em degenarativo ou nao. Ja que iremos
utilizar a forma funcional PLP, isso sera verificado quando estivermos discutindo o valor

estimado do parametro [3.

Se combinarmos as 133 falhas das cinco bombas ocorridas até T = 5000 horas (rotores;),

as 42 falhas ocorridas apos T = 1 432 horas (rotoress) e as 175 falhas ocorridas apos T
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Figura 4.3: Tempos de falhas de 5 rotores (rotoresgeral), todas truncadas em T = 6432 horas.

= 6 432 horas (rotoresgerq) € calcularmos os tempos entre falhas para este processo, o
teste de Cramér-von-Mises (modelagem NHPP com fungdo intensidade PLP dos dados
ou rejeicao desta hipotese)(Madureira, 2014) da um p-valor de 0.9815 para rotores;, um
p-valor de 0.8751 para rotores, e um p-valor de 0.8547 para rotoresgerqr - Ou seja, para
os trés conjuntos de dados, ha evidéncias fortes que o historico de falhas é oriundo de um
NHPP com funcao intensidade PLP.

Através dos dois testes apresentados ja podemos averiguar divergéncias nas anéalises. Le-
vando isso em consideracao, se torna relevante o estudo e aplicacao dos testes Binomial e
Multinomial para averiguar se os dados se tratam de Reparo Minimo ou Reparo Imper-

feito.
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Figura 4.4: Estimativa Nelson-Aalen do namero esperado de falhas contra o tempo, com tempo

de truncamento T = 5 000 horas para dos dados rotores;.

4.2 Testes Binomial e Multinomaial

Verifica-se primeiro um processo com PLP com intensidade \(t) = 8(t/n)?~1/n e fungdo
média ®(t) = EN(t) = (t/n)’. De fato, a estimativa de Nelson-Aalen mostrado nas
Figuras 4.4, 4.5 e 4.6 sugerem que uma HPP (ou seja, o caso especial § = 1) pode ser um
bom ajuste. Os EMV’s para os dados de rotoresy, rotoress e rotoresgeral sao mostrados
nas Tabelas 4.1, 4.2 e 4.3, respectivamente, onde observamos um B = 1.012 para PLP
com IC(a = 0.05) : [0.854,1.201] (para rotores;), § = 1.159 para PLP IC(a = 0.05) :
[0.854,1.574] (para rotoress) e 3 = 1.010 para PLP IC(a = 0.05) : [0.854,1.201] (para
rotoresgerar) - Apesar do B = 1 estar dentro do intervalo de confianca, o que sugere que
pode se tratar de um HPP, vamos averiguar com os testes binomial e multinomial que

essa andlise nao é suficiente.

Aplicando o Teste Binomial aos dados de bomba de polpa (rotores;) truncados em T' =
5000 horas, K = 5 sistemas e N, = 133 falhas temos que:

B =4, p—wvalor =1.05x 1078

A estatitica B = 4 nos informa que, do total de 133 falhas globais ordenadas, apenas 4
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Figura 4.5: Estimativa Nelson-Aalen do namero esperado de falhas contra o tempo, com tempo

de truncamento T = 1 432 horas para os dados rotoress.

ocorreram consecutivamente no mesmo sistema. Isso sugere que, apds dado sistema ser
reparado, ele se torna mais confidvel que os outros. Tal fato nos induz a entender que esse
reparo melhora o sistema(Reparo Imperfeito). Como o p-valor = 1.05 x 1078 é menor que
o nivel de significancia proposto (a = 0.05), rejeitamos a hipotese nula de reparo minimo.
Além disso, quanto menor for o p-valor, mais "distante"estamos da hipotese nula H,.
Como o p-valor encontrado ¢ muito pequeno, temos fortes evidéncias de que os dados sao

oriundos de uma situacao onde o efeito de reparo é imperfeito.

Aplicando o Teste Multinomial de bomba de polpa (rotores;) truncados em 7' = 5000

horas, K = 5 sistemas e N, = 133 falhas temos que:

n, =128 , n_ = 4, M = (4,12,37,35,40), ¥> = 42, p — valor = 7.726597 x 1071°,
(Po, ..., pa) = (0.03125,0.09375, 0.28125, 0.28125, 0.31250).

O n_ = 4 significa que, ap6s ordenados os tempos de falha globais, foram necessarias
que 4 falhas ocorressem para que K — 1 sistemas falhassem e fosse possivel classificar os

sistemas de menos confiavel a mais confiavel.

O M = (4,12,37,35,40) indica que o sistema mais confiavel falhou 4 vezes, o segundo

mais confidvel falhou 12 vezes, o terceiro mais confidvel falhou 37 vezes, o quarto mais
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Figura 4.6: Estimativa Nelson-Aalen do namero esperado de falhas contra o tempo, com tempo

de truncamento T = 6 432 horas para os dados rotoresgeral-

confiavel falhou 35 vezes e o menos confiavel falhou 40 vezes. Como discutimos na se¢ao
2.6.2, quando temos um reparo imperfeito, esperamos que o sistema menos confiavel falhe
mais vezes. Além disso, temos que o ideal é que m; < my1 e quando isso nao ocorre, sao
calculados os EM Vs restritos. No caso dos rotores;, temos que msy > mg e a correcao dessa
diferenca foi feita obtendo os (po, ..., ps) = (0.03125,0.09375,0.28125,0.28125,0.31250).
Observemos que py e p3 tem o mesmo valor, visto que foi tirada a média entre eles. De
qualquer forma, o M indica uma tendéncia do sistema menos confidvel falhar, o que nos
sugere que o reparo seja imperfeito. De fato, o p — valor = 7.726597 x 10~!° ¢ menor que
o nivel de significancia proposto (o = 0.05), rejeitamos a hipotese nula de reparo minimo.
Como ja mensionado, quanto menor for o p — valor, mais "distante"estamos da hipotese
nula Hy. Como o p — valor encontrado é muito pequeno (e ainda menor que o observado
no teste binomial), temos ainda mais evidéncias de que os dados sdo oriundos de uma

situagao onde o efeito de reparo é imperfeito.

Aplicando o Teste Binomial aos dados de bomba de polpa (rotoress) truncados em T =
1432 horas, K =5 e N, = 42 temos que:

B =3, p—wvalor = 0.02846
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A estatitica B = 3 nos informa que, do total de 42 falhas globais ordenadas, apenas 3
ocorreram consecutivamente no mesmo sistema. Isso sugere que, apoés dada sistema ser
reparado, ele se torna mais confidvel que os outros. Tal fato nos induz a entender que esse
reparo melhora o sistema(Reparo imperfeito). Como o p — valor = 0.02846 é menor que
o nivel de significancia proposto (a = 0.05), rejeitamos a hipotese nula de reparo minimo.
Portanto, temos fortes evidéncias de que os dados sao oriundos de uma situagao onde o

efeito de reparo é imperfeito, assim como o primeiro conjunto de dados.

Aplicando o teste multinomial de bomba de polpa (rotoress) truncados em T = 1432

horas, K =5 e N, = 42 temos que:

ny =37,n_=4, M= (3,3,9,12,10), x* = 9.0811, p—valor = 0.007214945, (po, ..., 1) =
(0.08108,0.08108, 0.24324, 0.29729, 0.29729)

Como o p—walor = 0.007214945 é menor que o nivel de significancia proposto (a = 0.05),
rejeitamos a hipotese nula de reparo minimo. Como ja mensionado, quanto menor for o p—
valor, mais "distante"estamos da hipotese nula Hy. Como o p—valor encontrado é muito
pequeno (e ainda menor que o observado no teste binomial), temos ainda mais evidéncias

de que os dados sao oriundos de uma situacao onde o efeito de reparo é imperfeito.

Aplicando o Teste Binomial aos dados de bomba de polpa (rotoresgerq) truncados em
T = 6432 horas, K =10 e N, = 175 temos que:

B =2, p—wvalor =2.251 x 1076

A estatitica B = 2 nos informa que, do total de 175 falhas globais ordenadas, apenas 2
ocorreram consecutivamente no mesmo sistema. Isso sugere que, apos dada sistema ser
reparado, ele se torna mais confidvel que os outros. Tal fato nos induz a entender que esse
reparo melhora o sistema(Reparo imperfeito). Como o p — valor = 2.251 x 107% & menor
que o nivel de significancia proposto (a = 0.05), rejeitamos a hipotese nula de reparo
minimo. Portanto, temos fortes evidéncias de que os dados sao oriundos de uma situacao

onde o efeito de reparo é imperfeito, assim como o primeiro conjunto de dados.

Aplicando o teste multinomial de bomba de polpa (rotoresgerq;) truncados em T' = 6432
horas, K =10 e N, = 175 temos que:

n, = 164, n. = 10, M = (2,11,29,27,31,11,14,13,14,12),
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¥ = 1741006, p — walor = 5038347 x 107°,  (fo,...p) =
(0.01219, 0.06707, 0.11509, 0.11509, 0.11509, 0.11509, 0.11509, 0.11509, 0.11509,0.11509)

Como o p — valor = 5.038347 x 107° & menor que o nivel de significancia proposto
(o = 0.05), rejeitamos a hipotese nula de reparo minimo. Como ja mensionado, quanto
menor for o p — valor, mais "distante"estamos da hipotese nula Hy. Como o p — valor
encontrado é muito pequeno (e ainda menor que o observado no teste binomial), temos
ainda mais evidéncias de que os dados sao oriundos de uma situagao onde o efeito de

reparo é imperfeito.

Como certificamos que os reparos realizados apo6s as falhas dos rotores sao imperfeitos,
tanto para as falhas registradas até a manutengao preventiva (7" = 5000 horas), como
para as falhas registradas apos esse tempo, iremos identificar uma classe de modelos de
RI que melhor se adequa aos dados e partir disso, determinar a periodicidade 6tima de

manutencao preventiva com base no mesmo.

4.3 Selecao de Modelo

Nessa etapa da pesquisa, ap6s a anélise preliminar dos dados, se procuram as estimativas
pontuais e intervalares do modelo. Porém, na literatura, ha varios modelos a disposicao.
Deve-se, pois, selecionar aquele que melhor se ajusta aos dados, isto é, o modelo que

apresenta melhor qualidade de ajuste.

Foram aplicados os modelos ARA,, e ARI,, ao conjunto de dados de rotores descritos no
Secao 1.2. Os estimadores de maxima versossimilhanca para PLP (S e 1) e os parametros
para o efeito de reparo () sdo obtidos através da maximizagdo numérica das fungoes
de log-verossimilhanca derivadas na Secao 2.2, utilizando o pacote computacional em

linguagem R desenvolvido por Fernandes(2015).

Foram testados 29 modelos ARA e outros 29 modelos ARI para a base de dados rotores
até o tempo T = 5 000 horas (rotores;), testados 11 modelos ARA e outros 11 modelos
ARI para a base de dados rotores, e testados 29 modelos ARA e outros 29 modelos ARI
para a base de dados rotoresge . Para cada modelo usou-se uma ordem de memoria
diferente (de 1 a oo, sendo co = 29 para rotores; e rotoresgera € 00 = 11 rotoress.

E valido lembrar que a ordem de memoria m corresponde ao maior namero de falhas
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obervado entre os sistemas. Analisando os dados de rotores; e rotoresgerq , temos que
os sistemas 1 e 3 apresentaram 29 falhas cada um, superando todos os outros no nimero
de falhas. Nesse sentido, a variavel m, quando assumir o valor 29 (maior valor possivel
para esse processo de falha), serd chamado de m = co. A mesma andlise ¢ feita para os
dados de rotores, , onde m = 11 corresponde ao m = oo, pois o niimero maximo de falhas

observado foi 11. Os estimadores também sao obtidos considerando o modelo RM-PLP.

As Tabelas 4.1, 4.2 e 4.3 exibem os resultados para RM(# = 1), ARA,, e ARI,, com
m = 1,2,4,5,00 para os dados de rotoresy, rotoress e rotoresgerqa;, respectivamente.
Apesar de outros valores de memoéria no intervalo terem sido considerados, os resultados
foram omitidos para simplificar, j4 que eles nao adicionam valiosas informacgoes para as

conclusoes.

Tabela 4.1: Estimativas pontuais e intervalares (95% de nivel de confianga) para os parametros

PLP (3, 1) e efeito de reparo () e os valores do méximo da funcdo log-verossimilhanca (1) sob

cada modelo ajustado para os dados de rotores;

Parametro Bodcio
RM ARA, ARA,
B 1.012(0.854,1.201) 1.897804(1.75,2.05) 1.898105(1.75,2.05)
Ui 192.59(108.19,342.87) 176.92(128.38,243.81) 177.04(128.48,243.97)
8 0.022(0.012,0.035) 0.033(0.018,0.057)
I -787.6139 -787.6144
ARA, ARAs ARA,,
’{? 1.897911(1.75,2.05) 1.898372(1.75,2.05) 1.898372(1.75,2.05)
7 176.99(128.45,243.89)  177.16(128.57,244.11)  177.16(128.57,244.11)
g 0.030(0.017,0.047) 0.036(0.021,0.060) 0.036(0.021,0.060)
I -787.6139 -787.6139 -787.6139
ARL AREL
B 1.822293(1.61,2.05) 1.822297(1.62,2.05)
7 209.61(189.78,231.53) 209.65(189.82,231.57)
g 0.01126(0.0051,0.038)  0.01205(0.0053,0.040)
I -788.0334 -788.0334
ARI, ARIs AR,
’{? 1.822245(1.62,2.05) 1.822668(1.62,2.05) 1.822668(1.62,2.05)
il 209.64(189.79,231.55) 209.66(189.82,231.57) 209.66(189.82,231.57)
a 0.01195(0.0051,0.039) 0.013(0.0062,0.043) 0.013(0.0062,0.043)
[

-788.0333

-788.0333

-788.0333

Como se pode observar nas Tabelas 4.1, 4.2 e 4.3 , 0os modelos ARA de ordem m < 4

estimaram valores diferentes uns dos outros. A partir da memoria m = 5, todos os
estimadores se mantém iguais. Ambos os parametros estimados e o valor estimado para o
méaximo da fungao de log-verossimilhanca sao muito similares em modelos dentro de cada

classe.
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Tabela 4.2: Estimativas pontuais e intervalares (95% de nivel de confianc¢a) para os parametros

PLP (3, 1) e efeito de reparo () e os valores do méximo da funcdo log-verossimilhanca (1) sob

cada modelo ajustado para os dados de rotoress

Parametro e

RM ARA,; ARA;
E 1.159(0.854,1.574) 1.980256(1.69,2.31) 1.979985(1.69,2.31)
i 225.760(122.04,417.64)  193.22(129.64,287.99) 193.15(129.58,287.91)
) 0.036(0.021,0.06) 0.034(0.018,0.056)
I -241.7278 -241.7276

ARA, ARAs ARA,,
I 1.980145(1.69,2.31) 1.980496(1.69,2.31) 1.980496(1.69,2.31)
7 193.20(129.62,287.96) 193.29(129.69,288.07) 193.29(129.69,288.07)
a 0.035(0.019,0.057) 0.044(0.028,0.066) 0.044(0.028,0.066)
[ -241.7276 -241.7276 -241.7276

ARLy ARL
3 1.787838(1.43,2.23) 1.787420(1.43,2.23)
il 191.49(159.67,229.65) 191.39(159.58,229.54)
8 0.017(0.002,0.041) 0.0087(0.0001,0.0111)
[ -242.2600 -242.2601
ARl ARI, ARI,

ﬁ 1.787460(1.43,2.23) 1.787398(1.43,2.23) 1.787398(1.43,2.23)
il 191.42(159.60,229.57) 191.39(159.58,229.54) 191.39(159.58,229.54)
) 0.015(0.0009,0.039) 0.021(0.005,0.045) 0.021(0.005,0.045)
[ -242.2601 -242.2600 -242.2600

Tabela 4.3: Estimativas pontuais e intervalares (95% de nivel de confianga) para os parametros

PLP (8, n) e efeito de reparo () e os valores do maximo da funcio log-verossimilhanca (I) sob

cada modelo ajustado para os dados de rotoresgeral

Pardmetro Mifleia
RM ARA; ARA,
[ 1.010{0.854,1.201) 1.872041(1.69,2.08) 1.871918(1.69,2.08)
i 183.47 (120.62,279.08)  201.71(185.45,219.35)  201.73(185.47,219.41)
fi 0.0198 (0.016,0.039) 0.0308(0.018,0.06)
[ -1032.452 -1032.452
ARA, ARAs ARA,,
I 1.871888(1.65,2.08) 1.872336(1.69,2.08) 1.872336(1.69,2.08)
i 201.73(185.47,219.42)  201.74{185.48,219.42)  201.74({185.48,219.42)
fi 0.0278(0.016,0.054) 0.0338(0.020,0.066) 0.0338(0.020,0.066)
I -1032.452 -1032.452 -1032.452
ARIL ARI,
I 1.868308(1.76,1.99) 1.868238(1.76,1.99)
i 161.16(126.75,204.92)  161.14(126.73,204.88)
fi 0.00905{0.0001,0.018)  0.00884({0.0006,0.019)
I -1033.940 -1033.541
ARI, ARIg ARI,
g 1.868280(1.76,1.59) 1.868015(1.76,1.99) 1.867965(1.76,1.99)
i 161.17(126.76,204.52)  161.05{126.66,204.78)  161.08{126.69,204.80)
fi 0.00974(0.0001,0.018)  0.011(0.001,0.021) 0.0108(0.001,0.021)
I -1033.540 -1033.940 -1033.540
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Usando o critério de selegao de modelos baseada na Verossimilhanca e no Peso da Evidén-
cia como critério para a selecao do modelo, pode ser observado da Tabela 4.1, 4.2 ¢ 4.3
que para as classes ARA e ARI, em geral, os valores [ oscilam muito pouco com aumento
na valor da memoria m e com diferencas muitos pequenas (terceira casa decimal). Porém,
podemos observar uma superioridade do modelo ARA, conforme exposto nas Figuras 4.7,
4.8 e 4.9 que mostram maiores [ e w, para esta classe para os trés conjuntos de dados. O
valor de [ é superior para o modelo ARA para qualquer m observado. O valor w, para

ARA oscila entre os modelos até m = 4, mas se mantém constante a partir de m = 5

para rotoresi, rotoress € rotoreSgeral-

(a) (b)

1

-7876

L

0.0344825
1
=

7877
1

log-verossimilhanga
-7878
1
Peso da Evidéncia
00344815
1

-787.9
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7880
3

0.0344785
1

ordem de memdria ordem de meméria

Figura 4.7: Critérios de selecdo de modelos ARA e ARI com diferentes ordens de memoria para

os dados de rotores;: (a) baseados puramente na log-verossimilhanga (1); (b) baseados no Peso

da evidéncia W,.

Utilizando o método grafico de selegdo de modelos proposto por Toledo et al.(2015),
descrito na secao 2.4 deste trabalho, foram plotados os graficos de bondade de ajuste
para os modelos ARA,, e ARA,, para diferentes ordens de memoria. Para ilustrar, as
Figuras 4.10, 4.11 e 4.12 apresentam uma comparagao entre os modelos ARA,, e ARI,
para rotoresi, rotoress e rotoresgeral, respectivamente. Apesar do MCF estimado sob o
modelo ARI,, estar seguindo bem o empirica (Figura 4.10 (c) e (d), Figura 4.11 (c) e (d)
e 4.12 (c) e (d)), o MCF estimado sob ARA, ¢ ainda mais proximo do empirico (Figura
4.10 (a) e (b), Figura 4.11 (a) e (b) e 4.12 (a) e (b)), se comparado ao ARI. Portanto,

temos mais uma evidéncia de que o modelo ARA tem melhor ajuste se comparado ao ARI
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Figura 4.8: Critérios de selecao de modelos ARA e ARI com diferentes ordens de memoria para

os dados de rotoress: (a) baseados puramente na log-verossimilhanca (1); (b) baseados no Peso

da evidéncia W,.

para os dois casos. Considerando as anéalises dos dados de rotores para os trés critérios

de selecao analisados, a nossa classe de modelos escolhida é o ARA.

Definida a classe de modelos a ser utilizada, vamos analisar qual a melhor ordem de
memoria a ser utilizada para calculo da periodicidade 6tima. Nos graficos de peso da
evidéncia, expostos nas Figuras 4.7 (b), 4.8 (b) e 4.9 (b) , podemos observar que o maior
peso de evidéncia foi em m = 5 e se manteve constante para m > 5. Nas Tabelas 4.1, 4.2
e 4.3 verificamos também que os estimadores se mantém os mesmos em m = 5 e m = o0.
Nas Figuras 4.13, 4.14 e 4.15 sao exibidos os graficos de bondade de ajuste para os modelos

ARA; e ARA5 dos dados de rotoresy, rotoress e rotoresgerq;, respectivamente.

Para os trés conjuntos de dados, podemos observar que a MCF estimada sob o modelo
ARA; nao esta seguindo bem a empirica ( Figura 4.13 (a) e (b), Figura 4.14 (a) e (b) e
Figura 4.15 (a) e (b)). J& o MCF estimado sob ARA; est4 muito proximo do empirico
(Figura 4.13 (c) e (d), Figura 4.14 (c) e (d) e Figura 4.15 (c) e (d)). Além disso, com-
parando a MCF estimada sob o modelo ARA., (Figura 4.10 (a) e (b), Figura 4.11 (a) e
(b) e 4.12 (a) e (b) ), temos que o ajuste para o modelo ARA; é igual ao ajuste para o
modelo ARA.,. Portanto, temos que o melhor modelo para descrever os dados de rotores

¢ o ARA;s. O ARA, também pode ser utilizado, mas como o mesmo possui as mesmas
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Figura 4.9: Critérios de selecao de modelos ARA e ARI com diferentes ordens de memoria para
os dados de rotoresgera: (a) baseados puramente na log-verossimilhanca (I); (b) baseados no

Peso da evidéncia W,.

caracteristicas do ARAs, ele nao é indicado por exigir maior tempo de processamento

computacional.

4.4 Periodicidade Otima de Manutenciao Preventiva

Para ARAs, 3 = 1.90 (intervalo de confianca de 95% [1,75; 2.05]) para os dados
B = 1.98 (intervalo de confianga de 95% [1,69; 2.31]) para os dados
de rotoresy e 3 = 1.87 (intervalo de confianca de 95% [1.69,2.08]) para os dados de

rotoresgera,indicando que a funcao de intensidade de falha do equipamento aumenta com

de rotoresy,

tempo. Isso significa que os sistemas estao envelhecendo. Portanto, os rotores tendem a
falhar com mais freqiiéncia ao longo do tempo, justificando a necessidade de Manutenc¢ao

Preventiva.

Para o primeiro conjunto de dados (rotores;), as estimativas pontuais e intervalares para
o parametro de efeito de reparo 6 sao 0.036 e (0.021,0.060) respectivamente, indicando
que os reparos apos falhas, tendem a deixar o equipamento em um estado entre AGAN
e ABAO. Para o segundo conjunto de dados (rotoresy), o 6 = 0.044 com intervalo de

confianga (0.028,0.066), indica também que os reparos apos falhas, tendem a deixar o
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Figura 4.10: Comparagao entre MCF empirica e estimada para ARA,, (aeb) e ARI (ced)

para os dados de rotores;.

equipamento em um estado entre AGAN e ABAQO. Para o conjunto de dados completo
(rotoresgerar), 0 6 = 0.034 com intervalo de confianga (0.028,0.066), indica também que
os reparos apos falhas, tendem a deixar o equipamento em um estado entre AGAN e
ABAQO. Como estes intervalos de confianca nao abrangem nem o valor 0 ou 1, podemos
concluir que o reparo ndo é nem um RP (ou seja, ele ndo leva a uma condigdo AGAN)

nem uma RM(condi¢do ABAO), respectivamente.

Em termos préticos, o valor 8 = 0.034 para um modelo ARA; dos dados de rotoresgera,
por exemplo, indica que, de acordo com a Equagao 2.9, o valor da fungao intensidade no

tempo t ( Aagra,,) € obtido subtraindo a seguinte quantidade do tempo t: (1 — 0.034) x
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Figura 4.11: Comparagao entre MCF empirica e estimada para ARA,, (aeb) e ARl (ced)

para os dados de rotoress.

0.034° (ou 96.6%) no tltimo tempo de falha, mais (1 — 0.034) x 0.034! (ou 3.28%) no
segundo do tltimo tempo de falha, mais (1 — 0.034) x 0.0342 (ou 0.11%) no terceiro do
ultimo tempo de falha, e assim por diante. Portanto, quanto maior a historia de tempos
de falha até o tempo t menor é o efeito do mesmo na reducao do tempo t, o que justifica
os valores dos parametros serem iguais para m > 5. Qualquer tentativa de estabelecer

uma politica de MP para os rotores deve levar esses valores em consideracao.

Para o calculo da periodicidade 6tima de manutencao, bem como seu intervalo de confi-
anga, foi utilizado o pacote computacional proposto por Fernandes(2015) que incorpora

os calculos apresentados na secao 2.3 desse trabalho.
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Figura 4.12: Comparagao entre MCF empirica e estimada para ARA,, (aeb) e ARl (ced)

para os dados de rotoresgerai-

Conforme explicitado na secao 2.3, para calculo de periocidade 6tima, é necessario conhe-
cer a relacao de custo entre manutencao preventiva e manutencao corretiva. Conforme
informado pela equipe de engenharia, a relacido desses custos é de 1/1.5 para o caso dos

rotores.

Enfim, por meio do roteiro apresentado na secao 2.3 para o calculo da periodicidade
6tima de manutencao 7 e dos valores estimados por maxima verossimilhanca a partir
do modelo escolhido, conclui-se que a politica ideal de manutencao consiste em realizar
reparos perfeitos durante as paradas para manutengoes preventivas em intervalos de 7 =4
352.889 horas (IC(r,a = 0.05) =[3 870.986, 4 906.317| horas) entre os quais poderiam
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Figura 4.13: Comparacao entre MCF empirica e estimada para ARA; (aeb) e ARA;5 (c e d)

para os dados de rotores;.

ser realizados reparos imperfeitos nas paradas para manutencoes corretivas com efeito do

reparo 6 = 0.036 (IC(6, a = 0.05) = [0.021,0.060]). Vale destacar que o valor do intervalo

. . . . C 1 .
T entre os reparos perfeitos foi definido com base na razao de custo de OPM =15 isto
IR .

é, o custo das manutengoes corretivas(efeito de reparo imperfeito para os rotores) sdo

50% maiores que os custos das manutengoes preventivas(efeito de reparo perfeito para os

rotores).

Como podemos observar nos dados de rotores (Apéndice A), atualmente as manutengoes
preventivas dos rotores sao executadas em intervalos de 7 = 5 000 horas. Como o intervalo
de confianga [3 870.986, 4 906.317| termina em 4 906.317, a politica 6tima nao engloba
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Figura 4.14: Comparacao entre MCF empirica e estimada para ARA; (aeb) e ARA;5 (c e d)

para os dados de rotoress.

o intervalo executado atualmente. Entao, aconselha-se a equipe de Engenharia reduzir o

intervalo das manutencoes preventivas dos rotores para 7 = 4 352.889 horas.

Vale ressaltar que, caso haja alteracao no processo de manutencao preventiva ou manuten-
¢ao corretiva, os dados devem ser avaliados novamente para averiguar o efeito de reparo
e o custo de cada um deles, visto que a razao dos custos Cpy/Crr sdo utilizados para o
calculo de periodicidade 6tima de manutencao. Portanto, alteracdes nos custos também

podem alterar a periodicidade 6tima de manutencao.
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5 Conclusoes e Consideracoes Finais

O presente trabalho apresenta e discute metodologias estatisticas/probabilisticas recentes
da literatura para a modelagem e andlise de dados de falhas de sistemas reparéveis. O
foco é em testes formais para a caracterizagdo do efeito de reparo (reparo minimo versus
reparo nao prejudicial) que consiste na primeira etapa para a andlise de dados oriundos de
uma situacao real. O trabalho fornece uma revisao bibliografica sobre testes paramétricos
(Secao 2.5) e nao paramétricos (Se¢do 2.6) para o alcance dessa finalidade ao mesmo

tempo em que exemplifica suas aplicagoes.

Discorreu-se sobre as classes de modelos de Reducao Aritmética da Idade e da Intensidade
(ARA e ARI, respectivamente) propostas por Doyen & Gaudoin (2004) e as fungdes de
maxima verossimilhanca foram derivadas. Apdés o calculo dessas func¢oes, foram encontra-
dos, para o conjunto de dados de registros de falhas em rotores de bombas de polpa usados
por um companhia de mineragao, os estimadores pontuais e intervalares dos parametros
do PLP (que modela a fungao intensidade de falhas) e o parametro de efeito de reparo (6),
pressupondo a execucao de reparo imperfeito na ocorréncia de falhas. Porém, ha muitos
modelos que podem ser utilizados para a solucao do problema da politica de manutencao
preventiva. Nesse sentido, foram utilizados critérios de selecao classicos na literatura ba-
seados na méxima log-verossimilhanca e no peso da evidéncia, além do método grafico de
bondade de ajuste proposto por Toledo et al.(2015) para determinacao do melhor modelo

para descrever os dados.

No cenario dos rotores de bombas de polpa, foram aplicados os testes binomial e multi-
nomial (testes de hipoteses paramétricos para sele¢ao entre modelos de reparo imperfeito,
que testa as hipoteses de Reparo Minimo versus Reparo Imperfeito), que indicam que os
dados se tratam de reparo imperfeito (p—wvalor < 0.05 para ambos os testes). Apos serem
utilizados os métodos para escolher o modelo mais adequado dentre os modelos de reparo
imperfeito, o ARA; foi considerado o modelo mais adequado. Valores de parametros es-
timados indicam que os rotores tendem a falhar mais freqiientemente ao longo do tempo
(B = 1.87, IC = [1.69,2.08] e que os reparos apos as falhas tendem a deixar o equipamento
em um estado entre AGAN e ABAO (A = 0.034, IC = [0.020,0.066]. Isso significa que os
sistemas estao envelhecendo. Portanto, os rotores tendem a falhar com mais freqiiéncia

ao longo do tempo, justificando a necessidade de Manutencao Preventiva.

73



Por meio do roteiro apresentado na secao 2.3, conclui-se que a politica ideal de manutencao
consiste em realizar reparos perfeitos durante as paradas para manutencoes preventivas
em intervalos de 7 = 4 352.889 horas (IC(1,a = 0.05) =[3 870.986, 4 906.317| horas)
entre os quais poderiam ser realizados reparos imperfeitos nas paradas para manutencoes
corretivas com efeito do reparo § = 0.034 (IC(0,« = 0.05) = [0.020,0.066]). O valor
do intervalo 7 entre os reparos perfeitos foi definido com base na informacgao de que
custo dos reparos imperfeitos nos rotores sao 50% maiores que os custos das manutencoes

preventivas.

Apesar das bombas de polpa estudados neste artigo terem sido projetados para operar em
condigoes severas do processo de beneficiamento de minerais, existem algumas especifida-
des da operagao de beneficiamento de minério de ferro da unidade onde foram coletados
os dados (impurezas do material, por exemplo), que o tornam ainda mais severos. As-
sim sendo, a politica de manutencao sugerida pelo fabricante das bombas nio é util. E
necessario que a empresa de mineragao defina uma politica de MP baseada sob as reais
condicoes de trabalho. As estimativas derivadas neste artigo, como a velocidade de enve-
lhecimento e o efeito do reparo , foram obtidos considerando uma histéria de tempos de
falha para os sistemas nas condi¢oes de operacao na usina. Atualmente, a empresa realiza
manutencgoes preventivas a cada 7 = 5 000 horas. Calculando a periodicidade 6tima de
acordo com os parametros que representam o comportamento real desse processo de falha,
averiguamos que as manutencoes preventivas devem ser realizadas a cada 7 = 4 352.889
horas. Portanto, todas as andlises realizadas neste trabalho fornecem informagoes impor-
tantes para o processo de tomada de decisao relacionado as politicas de MP na empresa

de mineracao.

Entre as possibilidades futuras de continuacao deste trabalho, temos a analise de dados
onde o reparo da manutencao preventiva também seja imperfeito, exploracao dos testes de
hipoteses para modelos de reparo imperfeito, mais espeficicamente, ampliacao dos testes
de bondade de ajuste paramétricos (Se¢ao 2.5) para mais de um sistema e o estudo de

testes paramétricos que apresentem maior poder.
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A Conjunto de dados dos motores das bombas de
polpa: Tempos de censura devido a realizacao de

manutencao preventiva estao indicados por *

Sistema Tempos de falha e MP (horas)  Sistema Tempos de falha e MP (horas)

1 27 2 1302
T 239 2 1396
1 a17 2 1457
1 539 2 1788
1 658 2 2145
1 763 2 2291
1 880 2 2439
1 1084 2 2544
1 1233 2 2787"
1 1321 2 3177
1 1396 2 3461
1 1437 2 3547
1 1748 2 3623
1 2101 2 3725
1 2372 2 4009
1 2544 2 4097
1 2894 2 4247
1 3 004 2 4370
1 3138 2 4571
1 3 700 2 41909
1 3921 2 5000*
1 3994 2 5246
1 4226 2 5340
1 4370 2 2600
1 4 518" 2 5872
1 4612 2 6057
1 4728 2 6179
1 4 803 2 6367
1 4909 3 81
1 5000* 3 252
1 5097 3 377
1 5267 3 627
1 5340 3 703
1 5568 3 1084
1 5 648" 3 1264
1 5721 3 1352
1 5872 3 1548
1 5947 3 1696
1 6039 3 1788
1 6 285 3 1964
1 6367 3 2056
2 81 3 2261
2 256 3 2441
2 417 3 2577
2 539 3 2751
2 627 3 3038
2 763 3 3224
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Continuacao da tabela de dados:

Sistema  Tempos de falha e MP (horas)  Sistema Tempos de falha e MP (horas)

3 3362 4 5000*
3 3467 4 5088
3 3547 4 5273
3 3637 4 5369
3 3861 4 5447
3 4009 4 5760
3 4274 4 5914
3 4660 4 6057
3 4782 4 6313
3 4920 4 6422
3 5000* 5 216"
3 5072 5 417
3 5203 5 512
3 5372 5 763
3 5447 5 916
3 5675 5 1057
3 5760 5 1227
3 5914 5 1361
3 6068 5 1543
3 6218 5 1703
3 6 383 5 1893
a 56 5 2135
a 216" 5 2223
a 377 5 2322
a 705 5 2 600
a 916 5 2794
a 1084 5 2924
a 1305 5 3034
a 1429 5 3231
a 1548 5 3353
a 1788 5 3467
a 1982 5 3716
a 2223 5 3789
a 2465 5 3929
a 2578 5 4010
a 2751 5 4312
a 2831 5 4556
a 2949 5 43803
a 3226 5 5000%
a 3392 5 5219
4 3550 5 5361
a 3637 5 5447
a 3861 5 5782
4 4088" 5 5865
4 4275" 5 5947
a 4556 5 6188
4 4884
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B Estimacao de parametros: a funcao de verossimi-

lhanca no modelo ARA,, + PLP

Uma funcao de verossimilhanca apropriada apropriada para modelar o processo ARA,,
+ PLP é dada por

k1 k2
L(p) = HfTM ..... Ty N (@) (Bt -+ sty ) X Hij,l,...,Tm; (T, - - - otjny)
i1 =1

kl k?
= [ zine @t tim n) PN = na)] < [ [ o, (s - tjins)
i=1 j=1
se k>1,k=k + k. (1)

a. Encontrando o primeiro produtério da Equacao 1:

ni) P(N(t;] = n;) =

)

k1
H franves (tigs - stin,
i=1

k
Ptin —h <Tiy <tig,.. . tin, —h <Tin, < ti,|N(E7) =14 x
— hm ( ,1 1 = ,1 ,z' Mg 7L| (’L) n)P(N(tz]:nz)
im0 i
k1
. P(til_h<ﬂ1Stil,...,tin.—h<ﬂn_Stin'7N(t>}<):ni)
ey 1 2 ) > s'oe yTlq Lz ) PNt* . Z
lzlhg% P(N(t¥) = n;)hm (N(t7] = n;)
k1
_>
i=1

%

k1 n;
= lim {H P(N(ti,l—lyti,l — h] = 0)P<N(tz7l — h,t“] = 1)} X
1

XP(N(tin,,ti] =0)/h"™

)

Tem-se que:
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tia—h min(M—1,1—2)

E[N(ti_1,t;; — h]] = / Aplu—(1=0) > Pty |du

tii—1 p=0
min(M—1,1—2) min(M—1,1—-2)
- AR t“ - h - (1 - 9) Z epti’lflfp - AR ti,lfl - (1 - 6) Z Hptu,l,p
p=0 p=0
e
i1

min(M—1,1-2)

E[N(tu — h,tu]] = / )\R u — (1 — 0) Z Hpti,l—l—p du

ti—h p=0
min(M—1,1—2) min(M—1,1—-2)
== AR t“ - (1 - 9) Z epti’lflfp - AR ti,l - h - (1 - 0) Z Hpt“,l,p
p=0 p=0

Portanto,

P(N(t“_l,tu - h] — O) -

in (M —1,0— in(M—1,1—
— o Ar(tii=h—=(1-6) E;’if}( Y pt, )+ AR (1 —(1-0) Z;”ig( SR ety

P(N(tu - h,tu] — 1) -

—Ag(tig—(1=0) g M 0rt )+ ARt —h—(1-0) Sy M T T or )

=e
min(M—1,1—2) min(M—1,1—-2)
X AR tiJ — (1 — 0) Z thi7l—1—17 — AR tz‘J —h - (1 — 0) Z thu_l_p
p=0 p=0

Substituindo as duas tltimas equacoess no produtorio acima, temos:
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n) P(N(t;] = n;) =

)

k1
H franven (tig, - stin,
=1

k1
- Hlim{H ~AR(—ho (1= Q)me(M Y2 rts 1)+ AR (-1 —(1-6) Z;WOL(M MR gpt gy ) X
h—0

—ARr(t; l—(l 0) me(M L2 ey, d—1—p)TAR(t; 1 —h—(1-0) me(M L2 gry, A—1—p)

xXe X
min(M—1,1-2) min(M—1,1-2)
X AR tiJ — (1 — 9) E epti,l—l—p — AR tiJ —h— (1 — 9) E thu_l_p
p=0 p=0
in(M—1,n;— in(M—1,n;—
e~ Mr(t;—(1-0) S ML oy ) ARty —(1-0) S M ”mti,ni,p)/hni}

k1 n; min(M—1,1—2)

= [[1[wt—1=0) > 07ti1-1-p) X
=1 [=1 p=0

xe —AR(t;—(1-0) me(M Li=2) 0Pt 1—1—p)+AR(t;1—1—(1-6) me(M B2 gry, l—l—p)} %

min(M—1,n;—1 in(M—1,r
o o= MRt —(1=0) eI T grg )L AR (1, —(1-0) S M

—-1) 9pt¢,ni7p)

. Encontrando o segundo termo da Equacgao 1:

Nos sistemas truncados por falha, a contribuicao para a verossimilhanca é a fdp

conjunta dos tempos globais Y} 1,Y} o, . .. ,ij; .

ko
H ij (tj,17 S atj7n;) =
j=1

ka " i
= H H fimltintiz, - tjm-1) H H F(tjmltinstios - tjm—1)
j=1m=1 j=1m= 14
2 " d n;
= H H 73 (1= R(tjmltjastias - tjm—1) H H dt R(tjmltjitiz, - tjm-1)
j=1m=1 D™ j=1m=1

0< tj71 < tj’g < ... < tjﬂl'

Devido a propriedade de incrementos independentes, a funcao de confiabilidade
condicional de T}, dado T = t;1, Tj2 = tj2,..., Tjm-1 = tjm—1 ¢ independente

de tj1,tj2, ... tjm—2. Assim, a Equacao anterior fica como:
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ko
H Jry(tjs - tjn) =
7j=1

= H H dt R(tjm|tjm-1) H P(Tjm > tjmltjm-1)
Jj=1m=1 j=1m=1
j=1m=1
k2 n; d mzn(]\] 1,m—2) mzn(!\l 1,m—2)
= H H = ARG —(1-0) 3,2 0Ptjm—1-p)+AR(Ljm—1—(1=0) 35 = OPtj,m—1-p)
j=1m=1 dtj’m
kx " min(M—1,m—2)
=[] II 2ettim—(1=0) > OPtmay) %
j=1m=1 p=0

o= AR (tm=(1=0) S MR vt AR (tm—1—(10) St T 0t 1)

pois
tj,m min(M—1,m—2)
EN(mstinll = [ Anlu=(=0) 3 i)
tim—1 p=0
min(M—1,m—2) min(M—1,m—2)
= Anltim —(1=0) > Plmay) = Apllma —(1=0) > Pl
p=0 p=0

A funcdo de verossimilhanca em 1 é entao dada por:

84



/4:1 k‘2
L(p) = H[fTilN(tf)(ti,la oo tin ) P(N (8] = ni)] % Hij (i, - - stinz)
i=1 j=1
ki n min(M—1,1—-2)
= [II[wttu—(=0) > 6ty1,) x
i=1 =1 p=0

in(M—1,1—2 in(M—1,1—2
w e Mr(tii—(1-9) Z;’ig( V0Pt 1 1)+ AR (-1 —(1-6) ZZZS( ) 9pti,171—p)} X

o AR —(1=0) Sy M o)A (b, — (1-0) St M gpt )

X
ko ™ min(M—1,m—2)
< [T etim —1=0) > 0t jm-1-p) X
j=1m=1 p=0
w e Aatjm—(1-0) St MR gog ) AR 1 —(1=0) S D ey )

Assim, no PLP, a funcao de verossimilhanca do modelo ARA,, é dada por:
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ﬂ{f[[§

=1 [=1

—1

tzz—(1—9)ZZ"3(M e 2)9]%21 1-p ’ »
n

t;

1= (1=10) ZZZS(M_M_Q) Ptii1p ’ tig1—(1—10) ZZ”B‘ WL ooty ’
erp { — +
Ui Ui
( t;— (1—0) gttt 9ptz~,m—p) ’ (tn — (1= )yt tmh Hpti,m—P) ’
exrp { — +
Ui Ui

n; min(M—1,m— p—-1
: — (=) e B e,
g n .

i=1 m=1

min m— B min(M—1,m—
(tj’m - (1 . 0) zp O(M 1 2) eptj el p) (tj,m—l — (1 — 9) Zp:O(M 1, 2) Hptj,m—l
ETP § — +
n n

-1
min(M—1,1-2) A

k ky . ) i
BEizi it 325 =B Ly it 52 n) HH tig— (1 —10) Z 07t 11 X

=1 1=1 p=0
n; min(M—1,m—2) A-1
H ]_ — 9) Z gptjﬂn_l_p X
j=1m=1 p=0
- min B min
ki ny (ti,l —(1-0) Zp O(M 1,1-2) Hptzl 1_p> <ti,l—1 —(1—-9) Zp O(M 1,1-2) 9pt
exrp - +
=1 [=1 i N n
* min(M—1,n;— B min(M—1,n;—
Sl I A D Y tin, = (1= 0) S g™ iy
exrp — +
i=1 U U
ke T min(M—1,m—2 B min(M—1,m—:
2 <tj,m —(1-6) Zp O( )gptjm - p> (tjjm_l —(1-9) szo(
exrp — +
j=1 m=1 N U

Para encontrar estimativas de maxima verossimilhanca para os parametros, 5, 1 e 6, a

seguinte funcao de log-verossimilhanca deve ser maximizada numericamente:
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l(p) = logL(p)

- (an—l—Zn)log (Znﬁzn)loy

n; min(M—1,1-2) n; min(M—1,m—2)
TN D3 ST CTRIE N SUNCANRES 55 S SITE R DU
i=1 [=1 p=0 7j=1 m=1 p=0

i tig—(1-10) Z;Zg(M_U_Q) OPti—1-p ’ tiz-1 — (1 =10) ZL”LS(M_“_Q) OPti1—1-p

By !
n n

=1 [=1 L

< — o)yt D o N (L 0) S D gy
+ ) |- + +

n n

=1

- "? — (1= 0\ (e = A= O ST oy,
+ Y +

n n
j=1 m=

Pode-se assumir que fi=arg max L(u) segue aproximadamente uma distribui?ao normal
multivariada, com média p e matriz de covariancia 2 dada por menos a inversa da matriz

Hessiana de [(u) avaliada em . A matriz Hessiana ¢ dada portanto

o ().

Assim, teoria assintotica pode ser usada para se construir intervalos de confianca para os

parametros.
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C Estimacao de parametros: a funcao de verossimi-

lhanca no modelo ARI,, + PLP

Uma funcao de verossimilhanca apropriada para modelar o processo ARI,,+ PLP é dada

por

k1 k2
L(p) = HfTM ..... Ty N (@) (Bt -ty ) X Hij,l,...,Tj’n; (1, - - - otiny)
i1 =1

k1

ko
= [ zine @t tim n) PON () = na)] < [ [ oyt - tjine)
i=1 j=1

se k>1,k=Fk +ko.

a. Encontrando o primeiro produtério da Equacao 2:

ni) P(N(t;] = n;) =

)

k1
H franves (tigs - - stin,
i=1

k
= llm ( 71 ’1— 71 2107 - P 7z| (’L) n)P(N(t;k]:nz)
i1 h—0 hnz
k1
— 1 ) ) ) 3T 3T 3T 7 P N t* . ;
B0 P(N(t¥) = n;)hm (N(t] = ny)
=1
k1
= [ [ lim PN (0.:1 — 1] = 0)P(N (i1 — hitia] = PN (Lin tia — h] = 0)
—}
=1

k1 n;
= lim {H P(N(ti,l—lati,l — h] = O)P(N(t%l — h,t“] = 1)} X
1

x P(N (b, £7] = 0) /1"

7

Tem-se que:
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tii—h min(M—1,1—2)

E[N(tiy_1,t;;—h]] = / Ap(u) = (1=60) > 0P Ap(ti—1—p)du

=0
tii—1 p

min(M—1,1—-2)

= Ag(tis—h) —Ar(tis—1) — (1= 0)[tiy — h —t; 1] Z P Ar(tii—1-p)

p=0

bil min(M—1,1—2)

E[N(ty; — hity)]] = / Ap(u) = (1=0) D 0P Ag(ti—1-p)du

t,"l—h p=0

min(M—1,1—2)

= Ag(tig) — Ar(tiy —h) — (1 = O)[tig —tiy — h] Z P Ar(tig—1-p)

p=0

Portanto,

P(N(tij—1,tig—h]=0) =
min(M—1,1—2)

— e Ar(ii=h)+AR(ti 1)+ (1=0)ti i —h—ti1 1] 32— OPAR(ti1—1-p)

P(N(tl,l - h,ti,l] = 1) =
— e AR )FARE 1 —h)+(1=0)[t; 1 —t; 1 =] Z;Z?Mﬁu#) OPAR(ti1-1-p) w

min(M—1,1-2)

X | Ap(tis) = Ap(tig —h) = (L= O)[tig —tig—h] > PAp(tii1—y)

p=0

Substituindo as duas tltimas equacoes no produtdrio acima, temos:
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ni) P(N(t7] = ni) =

7

||fT\N(t* zl7~” znz

= [T tim (T ] & rtiamrttntiss+(1=0lti—h—tis- M e ap (i1 ) o

Xe—AR(ti,l)+AR(ti,l h)+(1=0)[t; 1 —ti1— h]me(M b 2>0p)‘R(ti,lflfp) %

min(M—1,1-2)
X | Ag(ti) = Ag(tig —h) = (L= )ty —tia—h] Y 0"Ap(ti1p) |} X
p=0

min(M—1,n;

* * -1
o= MR HAR(tin )+ (1=0)E] —tin,] 20 PO AR (tiini—p) 1

min(M—1,1-2)

STt — (-6 3 #anltsy)] x

=1 =1 p=0
w e AR ) FARE1-1)+(1=0) [t —ti 1] Z;’;"QW*”*” GP)\R(tiyl_l_p)} x
* * min(M—1,n;—1
s o= MR AR (Ein )+ (1=0)[E] ti,n, ] Syt ™ 7" 0P AR (b m—p)

. Encontrando o segundo termo da Equacgao 2:

Nos sistemas truncados por falha, a contribuicao para a verossimilhanca é a fdp

conjunta dos tempos globais Y} 1,Y} o, . .. ,ij; .

ko
H ij (tj,17 S atj7n;) =
j=1

ka 7 i
= H H fimltintiz, - tjm-1) H H F(tjmltinstios - tjm—1)
j=1m=1 j=1m= 14
2 " d n;
= H H 73 (1= R(tjmltjastias - tjm—1) H H dt (tjmltitiz, - tjm-1)
j=1m=1 D™ j=1m=1

0< tj71 < tj’g < ... < tjﬂl'

Devido a propriedade de incrementos independentes, a funcao de confiabilidade
condicional de T}, dado T = t;1, Tj2 = tj2,..., Tjm-1 = tjm—1 ¢ independente

de tj1,tj2, ... tjm—2. Assim, a Equacdo anterior fica como:
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ko
H Jry(ta, - tiny) =
j=1

*

ko TL; d ko nj d
=1111 — g Btimltim-1) = 1111 ~ g P > tmltjm-1)
j=1m=1 Jm j=1m=1 Jom
k2 TL; d
=1I1I — o P(N(tjm-1.tjm] = 0)
j=1m=1 Jm
ko n; d min(M—1,m—2)
= H H _ e~ AR (tm)+AR(Ejm—1)+(1=0)[t,m—tj,m—1] 20,20 ’ 6P AR (tj,m—1-p)
j=1m=1 dtj’m
ke ™ min(M—1,m—2)
=TT TIetm) = =0 D PAa(tim1-p)]
j=1m=1 p=0
o= MRt FAR 1) F(1=0)[tgm—t5,m—1) Spels M T 0P ARt m—1-)

0< tj,l < th2 < ... < tj,n;—l < tj7n;f.

pois
tj,m min(M—1,m—2)
E[N(tjm-1tjml] = /)\R(U)—(l—e) Y PAr(timo1p)du
tj,m—l p=0

min(M—1,m—2)

= Ag(tim) = Ar(tim—1) = (L= Otim —tima]l > FAe(tim1p)

p=0

A funcdo de verossimilhanca em 2 é entao dada por:
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k1

ko
L(p) = H[fTiIN(t;)(ti,la e tin ) P(N (8] = ng)] % Hij(tj,la i)
=1

i=1
ki ng min(M—1,1—-2)

= TITPet) = =6) > 6PAgltiiap)]
=1 =1 p=0

% 6—/\R(ti,z)-&-AR(ti,zﬂ)-&-(l—@)[tz:,z—ti,zfﬂZ;n:ig(Mfl’ld) 9p>\R(ti,1717p)} %

e AREDFAR(tn )+ (1=0) [t —tin ] S0 M T T 0P AR () o
ko n;‘ min(M—1,m—2)

< T T Petim)—(1=60) > 0" Ar(tim15)]
j=1m=1 p=0

% e AR FARm-)F1=0) [t m—tim—1] Tyt M T T 0P AR (1)

Assim, no PLP, a funcao de verossimilhanca do modelo ARI,, é dada por:
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in(M—1,1—2)

L(p) = ﬁﬁ{ !g (@)5‘1_(1_6)"“”(2 epg <t“_%)5—1

p=0

X

min(M—1,1—2)

" (ti’l>6 * (ti’lﬂ)f} + (-0t tig1] Z epﬁ (ti,l—l—l’>ﬁ_1 b
Y\ B il — Uil—1 [l
! ! p=0 U n
w\ B B min(M—1,n;—1) 51
t tin: . .
< eap - (_> ¥ (_> SO0t Y epg( . ) )
! ! p=0 n n

min(M—1,m—2)

’ é (tj’m)ﬁ_l —(1—460 | QPE (tivmlp)ﬂ_l
. < n ( ) Z n n .

p=0

min(M—1,m—2)

tim\ | (tima )’ 2B (tim1p
X erpy — T + T +(1_9)[tj,m_tj,m—l] Z 0" —

p=0

_ 521 ik BSIL it 02, ) o

j=1 ;77
n; min(M—1,1-2)
B 1 B—1
X HH t] -0 > el || x
’L 11=1 p:O

min(M—1,m—2)

X HH tﬂ I —0) Z Hptiml 1p X

j=1m=1 p=0
) ki ny min(M—1,1-2)
x exp{n DD |t A A= 0Bt —tiu] Y |+
=1 =1 p=0
ky 7 min(M—1,m—2)
+ Y At A A A= 0Bl — ] > P |+
j=1 m=1 p=0
ky min(M—1,n;~1)
+ —t (L= 0)Bt —tia] Y 1)
i=1 p=0

Para encontrar estimativas de maxima verossimilhanca para os parametros, 5, 1 e 6, a

seguinte funcao de log-verossimilhanca deve ser maximizada numericamente:
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logL(p)

(Zmzn)z()g (Zmzn)z()g

min(M—1,1-2)

Zilog R () I N I

1=1 [=1 p=0

min(M—1,m—2)

ko 75
iZlog o —(1-9) Z ot |+

j=1 m=1 p=0

min(M—1,1-2)

Z Z —tﬁ - tﬁl L+ =0)B[tiy — tii—1] Z @ptff—ll—p +

i=1 [=1 p=0

ko T min(M—1,m—2)
B B B—1
Z Z _t],m + tj,m—l + (1 - Q)B[tjym o tjymfl] Z ept],m 1-p
| j=1 m=1 =0
k1 min(M—1,n;—1)
-6+t Q=080 —tin] D>,
i=1 p=0

Pode-se assumir que fi=arg max L(u) segue aproximadamente uma distribui?ao normal

multivariada, com média p e matriz de covariancia > dada por menos a inversa da matriz

Hessiana de [(u) avaliada em fi. A matriz Hessiana ¢ dada portanto

o ().

Assim, teoria assintOtica pode ser usada para se construir intervalos de confianca para os

parametros.
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D Algoritmo proposto por Toledo et al.(2015) e Fer-
nandes (2015) para a geragao de K = ky + k, sistemas
sob suposicao do ARA,, + PLP

Utilize os valores estimados B, ne 0 para gerar pseudodados dos tempos de falha para os
K sistemas (os autores usaram um valor de K muito grande, 10000) por meio da execu¢ao

do seguinte procedimento:

a. Suponha que a g-ésima falha no sistema tenha ocorrido no tempo %,.
b. Seja = t,+1 — t, 0 tempo entre as falhas ¢ e ¢ + 1 (duas falhas consecutivas).

c. Seja m a ordem de memoéria do modelo ARA,,. Dessa forma:

Fxity ..., tq(x) = P(X < x|tjm,-tq)
= 1—-P(X > z|ty—m,-tq)
= 1—P[N(z+t,) — N(ty) = O0lty—m,.--tq]

min(m—1,q—1)

= l—exp|—Ag|x+t,—(1—0) Z 0t,—,

p=0

min(m—1,q—1)

x exp [Ap[ty—(1—=0) > 0ty

p=0

A primeira linha do raciocinio acima descrito corresponde a probabilidade de haver
um intervalo de tempo X entre duas falhas consecutivas, dado o historico de falhas
considerado no modelo. A probabilidade de que esse intervalo X seja menor ou
igual a um valor especifico x é complementar a probabilidade de que o X > z, ou
ainda, igual & probabilidade de que entre os intervalos de tempo t, e t, + z (tempo

da proxima falha) pode haver falhas, dado o historico de falhas observadas.

d. Em seguida, o tempo de falha ¢, é obtido a partir dos passos (a), (b) e (c):

(a) gere um valor u de uma varidvel aleatoria com distribui¢ao Continua Uniforme

(0,1);
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(b) resolva a equagao Fxy,_,....+, () = u, encontrando o valor de x;

(c) calcule t,41 =t, + 2 usando a expressao abaixo:

1
g B
ti = 7 - —log(1 — u)

tq B (1 B 6) Zmin(m—l,q—l) Optq,p

min(m—1,9—1)

+(1=0) > P,

p=0

Particularmente, se o PLP for usado, tendo encontradas anteriormente as

estimativas de maxima verossimilhanca 3, 7 e 6, usaremos

@

~

ARl (1) = ft/?

e. Finalmente, gere um histérico de falhas para um sistema truncado no tempo ft,
utilizando recursivamente os passos (a) a (c¢). Os tempos de falha t,t,,..., ¢, sdo

gerados até tg4q > T.
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E Algoritmo proposto por Fernandes (2015) para a
geracao de K = k; + ko sistemas sob suposicao do
ARI,, + PLP

Utilize os valores estimados B, ne 0 para gerar pseudodados dos tempos de falha para os
K sistemas (pode-se usar um valor de K muito grande, como 10000, por exemplo) por

meio da execugao do seguinte procedimento:

a. Suponha que a g-ésima falha no sistema tenha ocorrido no tempo ¢,.
b. Seja = t,11 — t, 0 tempo entre as falhas ¢ e ¢ + 1 (duas falhas consecutivas).

c. Seja m a ordem de memoria do modelo ARI,,. Dessa forma:

Fxitymita(@) = P(X < altgm,...tg)
= 1—P(X > x|ti—m,.-tq)
= 1—P[N(z+1t,) — N(ty) = 0ltg—m,-...tq]

min(m—1,g—1)

= l—exp |-Ap(ty+2) +Aplty) +2(1—0) D 0" Ar(te—p)

p=0
= log(l —u)

Novamente, é valido destacar que a primeira linha do raciocinio acima se refere a
probabilidade de haver um intervalo de tempo X entre duas falhas consecutivas,
dado o histérico de falhas considerado no modelo. Sabemos que a probabilidade de
que esse intervalo X seja menor ou igual a um valor especifico z é complementar
a probabilidade de que o X > z, (também igual & probabilidade de que entre
os intervalos de tempo t, e t, + = pode haver falhas, dado o histérico de falhas

observadas).

d. Em seguida, o tempo de falha ¢, é obtido a partir dos passos (a), (b) e (c):

(a) gere um valor u de uma varidvel aleatoria com distribuigao Continua Uniforme

(0,1);
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(b) resolva a equagao Fxy,_,....+, () = u, encontrando o valor de x;

(c) calcule ty41 = t, + = usando a equagdo abaixo:

min(m—1,g—1)

(tg+2)° —tf —aB1—0) Y 0 ()" +1’log(1 —u) =0

p=0

Particularmente, se o PLP for usado, tendo encontradas anteriormente as

estimativas de maxima verossimilhanca 3, ) e 8, usaremos

@

AR (1) = it/

e. Finalmente, gere um histérico de falhas para um sistema truncado no tempo t,
utilizando recursivamente os passos (a) a (c¢). Os tempos de falha t1,%,...,t, sdo

gerados até t,4q > T.
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F Algoritmo proposto por Toledo et al. (2015) para a

determinacao da funcao média (ﬁc_ NpymLe(t)

Suponha que um sistema seja observado e que N(t) = > 7, I(t > t;) seja o nimero de
falhas observadas nesse sistema até o tempo ¢ (com tempos de falhas 0 < ¢, < ... < t, <

T). Para um sistema truncado no tempo, o risco serd Y (t) = 1(0 <t < T)).

A partir dessas consideracoes, o algoritmo seguinte serd util para calcular a funcao média

QgC—NPMLE(t)Z

a. Facga i = 0;

b. repita até iy ; = m + 1. Faga 4,11 como o indice que minimiza a inclinacao entre

(44,,in — 1) e (t;i — 1) com ¢ = (i, + 1),..., (n + 1);
c. a constante de NPMLE ¢ entao dada por

b1 — b

~ B £ —
¢C NPMLE( ) t _tj

ij+1

Comtij<t§t

G4
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G Calculo das estatisticas de funcao de distribuicao

empirica

Antes do calculo das estatisticas funcao de distribuicao empirica alguns conceitos que

serao utilizados.
G.1 Preliminares

Inicialmente, faremos as seguintes consideracoes:

e Seja X1,X,,...,X, uma amostra aleatoria que tem funcao de distribuicao F'.
o X(1),X(2),...,X(n) sao as estatisticas de ordem da amostra X;,X,,... X,.

e A fungao de distribui¢ao empirica pode ser escrita em termos das estatisticas de

ordem de modo que, se x € [X(;),X(;+1)] entdo, F, s (z) = i, onde S(s|T;;0) :=
n

P(Ti1—T; > s|T;;0) = exp(—Pr,45(0) +Pr,(0)), paras > 0, conforme equacao 2.26.

e Do fato de F' ser nao decrescente segue que, /(X; < z) = 0 < X; > 1z <
F(X;) > F(z) <= I(F(X;) < F(z)) = 0. Analogamente provamos que I(X; <
r)=1<+<= I(F(X;) < F(z)) = 1. Portanto,

I(X; < 2) = [(F(X,) < F(a))

e Seja X uma varidvel aleatoria com funcao de distribuicao F'. A transformacao de

X tal que Y = F(X) é denominada transformagio integral de probabilidade.

e Teorema G.1(Teorema da transformacdo de probabilidade) Seja X uma
varidvel aleatoria continua com funcado de distribuicdo F. Entao, U = F(X) tera
distribui¢gao Uniforme Continua em [0,1]. Vale a reciproca, sendo U ~ U.[0, 1],
entdao X = F~1(U) tera fun¢ao de distribui¢ao F.

e Da definicao de funcao de distribuicao empirica e de G.1 segue que,
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n n

I @) = SR < Fla))

1
Fn,S(l') = E

Do teorema da transformacao de probabilidade e da equacao anterior temos,

Fo.S(x) = %Z [(U; < F(x))

em que os U;’s sdo varidveis aleatérias uniformes continuas no intervalo (0,1) e
0 < F(z) <1. Entao, F,,,S(x) = U,(F(z)) em que U,(z) ¢ a fun¢ao de distribuicao

empirica de uma amostra de variaveis aleatorias U(0,1).

e Redefinindo F(x) = t temos que F,,S(z) = U,(x). Assim no lugar de trabalhar com
a versao original podemos trabalhar com a versao modificada usando transformacao
integral de probabilidade. Assim tomamos, F'(X;; é) =U;, F(z; é) =teF,s(x; é) =
Un(t).

G.2 Calculo da estatistica de Cramér-von Mises

A estatistica de Cramér-von Mises foi dada em 2.28 por:

CoM =n / JE,s(x) —z)/?dx

Como x é a distribuicao referéncia especificada na hipotese nula podemos usar a versao

modificada proposta acima e assim,

CoM =n /(Un(t) —t)?dt

0

onde, t = F(x:0), 0 <t <1 e U,(t) é a funcio de distribui¢do empirica de uma amostra

de variaveis aleatorias U[0,1].
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Escrevendo em func¢ao das estatisticas de ordem e usando a funcao de distribuigao empirica

em sua forma escada temos,

n . 2
CuM = / (1 —t) dt (G.1)
i=0 ; n
em que u; = Uy). Ou seja, ug < up < - -+ < upyq = 1 sa0 estatisticas de ordem de uma
variavel aleatoria U[0,1].
Note que,
Uit1 9 Uit 5 )
2it
/ <i—t> dt = / (%—iﬂ?)dt
n n n
.2 .
7 1 1
= ﬁ(uiﬂ —u;) — ﬁ(u?“ —u) + g(ufﬂ u;)

Logo, substituindo o resultado anterior em G.1,

7 1
CvM = nz { (Uiyr — u;) — ﬁ(ufﬂ —uf) + §(U?+1 - uf’)}

(G.2)
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a. Encontrando o primeiro somatério da Equacao G.2, temos:

1~ 1
o 212(%“ —u;) = E{O(ul —ug) + L(ug — u1) 4+ 2*(ug —ug) + - - + (n — 1)*(un — Up—1) +
i=0

+ nQ(un—H - un)}
1
= E{—Ouo + (0= Duy + (1 =20 uy + (22 = 3Huz + - - -+ ((n — 1)* —n?)u, +

+ n2un+1}

_ 1 Z((z —1)% — ®)u; + n2un+1]

n |-
=1

n

1

= = § (12 — 20 + 1 —i*)u; +n?
n

=1

n

1
= — > (=2 + u; +n’
n

Li=1

— _% [Z(Qz’ — D,

=1

+n

c. Encontrando o segundo somatoério da Equacao G.2, temos:

D il —u) = 0(u —ud) + 1(ud — uf) +2(uf —u3) + 3(u —ud) + - +
=0

+ (n— 1)(“% - U’?@—l) + n(“iﬂ - ui)

= —ui+(1-2uy+ (2 =3)ui+ B —4ui+-- -+ (n—1—n)up +nup,

n
= =) ui+n
=1

(G.4)
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e. Encontrando o terceiro somatorio da Equacao da Equacao G.2, temos:

SO il — ) = (e - -l = ] =l - )
i=0
n
= g(_ug"‘uiﬂ)
n
= —(-0+1
S(~0-+1)
_
-3
(G.5)
Portanto, substituindo G.3, G.4 e G.5 em G.2, segue que:
1 & ] " n
v - ;(z Ju;| +n ( ;uz+n>+3
1 [ ] u n
= = 2 — 1)u; + P—n+
n;(z Ju; | +n ;ul nt g
1 | < u n
= = 21 — 1)u; 24—
! [Soie i + 3ot
Li=1 J i=1
& 2i —1 , n
: n 3
=1
(G.6)

Note da equacgao anterior que:

(2i - 1)ui—|—u? =u — 2—<Z — 1/2>ui
n n

Completando quadrados:

1
n n?

()

gl 1/2) @Lawﬁmu+@—vW)_ww0P

ui _— B
n ¢ n?

n n?
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(G.7)

Substituindo G.7 em G.6

CoM = zn: [(#UY G —n12/2)

pa 3
_ i(i—n1/2ui>2_ 1 ( (i —1/2)? g

=1

n
+ —

i=

(G.8)
Tomando os dois tltimos termos da equacgao anterior, temos que:
i—1/2) n n N A |
G RS R PV DML DI
_on (n+1)(2n+1) N n+1l 1
3 6n 2n 4n
A —2n+1)2n+1)246(n+1) -3
B 12n
1
- 12n
(G.9)

Portanto, usando a Equacao G.9, pode-se reescrever a Equacao G.8 como:

“i—-1/2 \* 1
CoM = ; —
! Z( n u) +12n

i=1

Como F(X;; é) =U;, F(x; é) =teF,s(x; é) = U,(t), temos que a equa¢ao anterior pode

ser reescrita como:

105



n

A A 2i—1 1
CoM,(0) =) (Ui-(0) - =—)" + 15
=1

G.3 Calculo da estatistica Anderson-Darling

A estatistica de Anderson-Darling foi definida em 2.29 por,

1

AD,(0) = n/ (ans(ng ;)x)de

Analogamente ao que foi feito na estatistica de Cramér-von-Mises vamos considerar
F(z,0) = x =t, e F,g(x) = Uy,(t) e usar a defini¢do de fun¢ao de distribui¢do empi-

rica em sua forma escada. De forma que,

Uj+1

[ {Uat) ifn—t
AD =n {t(l—t dt—nz / 1—t (G.10)

Da equacao anterior, temos que:

Uit1 9 Uit1 .
ifn—t (i?/n?) — 2(i/n)t + t2
dt = dt
t(1—t) t(1—t)
l U1i+1 o Uit 1 )y Uit ;
i i
= ——dt — | ———dt ——dt
/n2t(1—t) /n(l—t) +/1—t

(G.11)
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Resolvendo a primeira integral da Equacao G.11, temos que:

Wi41 Uit1 Wit1

72 72 1 72 1 1
S T ST dat
/n2t(1—t> nQ/t(l—t) n2/[t+(1—t)]
-2

7
= ﬁ(loguiﬂ —log(1 — uiy1) — logu; + log(1 — w;))

(G.12)
Resolvendo a segunda integral da Equagao G.11, temos que:
o 2 2
i i 1
dt = —log(1 —ujzq) — —log(l — u;
TL(l—t) n Og( u+1) n Og( U)
21
= g(l()g(l — uiy1) — log(1 — ;)
(G.13)
Resolvendo a terceira integral da Equacao G.11, temos que:
Uit1
t
ﬁdt = —Uip1 — log(1 — uiy1) +u; + log(1 — u;)
= (ul — ui+1) + (log(l — 'LLl) — lOg(l — ui+1))
(G.14)

Substituindo G.12, G.13 e G.14 em G.11, segue que:

Ui+1

i/n — 2 i2 ;2

21
+ g(log(l — Uip1) — log(1 —u;)) + (w; — wip1) + (log(1 — u;) — log(l — wiy1))
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De modo que, substituindo o resultado acima em (.10, temos:

Ui41

AD — nz/@/?:f

1
= - Ziz(log(l —u;) —log(l — uip)) + - i2(log(uiy1) — logu;) +
=0 ‘
+ Z 2i(log(1 — uj1) —log(1 —w;)) +n Y (w; — uig1) +

b > (log(1 = ) — fog(1 — sy

(G.15)

Resolvendo o primeiro somatorio da Equacao G.15 (Sy),tem — se :

Si

1~
- > (log(1 — ;) — log(1 — uit1))
=0

%{Oﬂog(l —ug) — log(1 —uy)) + 1(log(1 — uy) — log(1 — usg)) +

22(log(1 — ug) — log(1 — u3)) + 3*(log(1 — ug) — log(1 — ug)) + - - - +
(1= 172(10g(1 — 1 1) — log(1 — ) + 12(10g(1 — ) — Log(1 — 1))}
= %bg(l —up) + (2% = Dlog(1 — ug) + (3% = 2%)log(1 —uz) + - - - +

+ (0 = (n—1)log(1 — u,) — n*log(1 — tpy1)}

+ o+

= % { Z(ZQ — (i — 1)*)log(1 — ul)] —n2log(1 — un+1)}
= % { Z(Qz — 1)log(1 — ul)] —n’log(1 — Un+1)}

= %Z(Zz — Dlog(1 — u;) — nlog(1 — tpy1)

(G.16)
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Resolvendo o segundo somatorio da Equagao G.15(Ss), tem — se :

1 .
- i*(log(uit1) — logu;)
=0

1

—{0logu; — Ologug + 1(logus — loguy) + 2*(logus — loguy) + - - - +
n

+ (n - 1)2(l09un - logun—l) + nQ(lOgun-‘rl - logun)}

1
—{—logus + (1 — 2%)logug + (2* — 3%)logus + - - - + ((n — 1)* — ny)logu,,
n

+ nologuny1}

1 n
= - Z((z —1)? — i*)logu; + nlogu, 1
i=1

1 n
= - Z(Zz — 1)logu; + nlogu, 11
i=1

(G.17)

Resolvendo o terceiro somatorio da Equacao G.15(S3), tem — se :

Sy = ZQi(log(l — uip1) — log(1 — w;))

= ;Tl(log(l —uy) —log(1 —uy)) + 2(log(1 — ug) — log(1 — usg))
3(log(1 —uy) —log(l —ug)) +-- -+ (n — 1)(log(1 — uy,) — log(1 — up_1))
n(log(l — ups1) — log(1 — uy))]

n

-2 Z log(1 — u;) + 2nlog(1 — tpyq)

=1

+ -

(G.18)
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Resolvendo o quarto somatoério da Equacdo G.15(Sy), tem — se :

Sy

HZ(UZ _ui+1>
n[(uo — Ul) + (Ul — UQ) + (Ug — U3) + -+ (Unfl — un)
+ (un - Un+1)]

n(uy — Ups1)

(G.19)
Resolvendo o quinto somatorio da Equacao G.15(Ss), tem — se :
S = nZ(Zog(l —u;) —log(1 — u;yq))
i=0

= n{[log(1 —ug) — log(1 — uy)] + [log(1 — uy) — log(1 — us2)] +

+ [log(1 —uy) —log(1 —ug)] + - - -+ [log(1 — up—1) — log(1 — uy,)] +

+ [log(1 —up) = log(l — un41)]}

— nlog(1 — o) — nlog(1 — tns1)
(G.20)

Portanto, substituindo G.16, G.17, G.18, G.19 e G.20 em (.15, pode-se reescrever a
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estatistica Anderson-Darling como:

+

S|

AD = [% 2(22 — Dlog(1 —u;) | —nlog(1 — upyq) —

=1

2(21' — 1)logu;
i=1

+ nlogu,,1 — 2 Z log(1 — w;) + 2nlog(1 — upy1) + n(ug — upi1) +
i—1
= nlog(l —ug) — nlog(1l — upi1)

- 1 [Z(m — Dlog(1 —u;) — (2i — D)log(u;) — 2nlog(1 — u;) | + n(ug — tpy1)

n |4
=1

n

- —n— %Z[(m — Dlog(u;) + (2n + 1 — 2i)log(1 — u;)]

i=1

~

Como F(X;;0) = U;, F(x;0) =t e F, g(2;0) = Uy,(t), temos que a equacao anterior pode

ser reescrita como:

n

~ ~

AD,(0) = —n = — 3 (2i = ){log(Ui—1)(6)) + log(1 — Upu—s(0))}

=1
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H Codigos R

H.1 Cobdigo do R para o Teste Binomial Exato de Gilardoni et

al.(2017)
#
# Teste Ndo-paramétrico Binomial para Reparo Imperfeito
#

HHARHRARR AR AR AR AR AR AR AR AR AR AR AR AR AR AR
HHH A Método Gerador de PLP - ARA #H#HHEHHHIHHHHHHHIHHHH HE
BHARR AR AR AR AR AR AR AR AR AR R AR AR AR AR AR A AR AR

library("ImperfectRepair'™)

HHHHHHHHEHH T P
HHHTHHHTHTHTHHTHHHHHHHHHHHHHE Obtendo as Frequencias #HHHHHHHHHHHHHHHHHHHHHHHHHHHHH T
HHHH R R R R R R R R
frequencias <- function(dados){
frequencias <- abs(diff(dados[ , 1]))
frequencias[which(frequencias 1= 0)] <- -1

frequencias[which(frequencias == 0)] <- 1
frequencias[which(frequencias == -1)] <- 0
return(frequencias)

}
HHAHHH R R R R R AR R AR AR AR AR R

A Tratamento dos Dados #H#HHHHHHHHHHHEHHHHHERHHERHER R
HHH R R R T T T T T T R R R R R R R R R
trat.dados <- function(dados, systems){
dados <- cbind(dados[ , 3], dados[ , 1])
dados[ , 1] <- dados[order(dados[ , 2])]
dados[ , 2] <- sort(dados[ , 2])

n.dados <- length(dados[ , 1]) - systems
dados <- dados[1l:n.dados, ]
return(dados)

}
HHHHHHA BB R R AR R R R R R R R R
##
T Teste Exato Binomial
BHHHHH AR B
HH T R R R R R
##
test.binomial.plp <- function(x, systems, n.esperado){
rejeitabl0 <- 0
rejeitab5 <- 0
resultado <- c¢(0,0)
for(i in 1:length(x)){
a <- binom.test(x[i], n.esperado, p = 1 / systems, alternative = c("less"))
if(a$p.value < 0.05) rejeitab5 <- rejeitab5 + 1
if(a$p.value < 0.10) rejeitabl0 <- rejeitabl0 + 1
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}

resultado[1] <- rejeitab5 / n.iteracoes
resultado[2] <- rejeitabl0 / n.iteracoes
return(resultado)

}

HHHHHHH AR R R R R A R
H#it
#Hp##H# Gerando a Matriz de Uns (n.iteracoes X n.esperado)
HHHH T
BH A R R R R R R
#Ht
vetor.de.somas <- function(parameters, mod, trunc, systems, M = m, n.iteracoes,
n.esperado){

vetor <- c(0)

i<-1 ## 1-esima iteracao

j<-0 ## numero de geracoes

while(i <= n.iteracoes){
i <-jJ+1
gera <- PLPIR.sim(parameters, mod, trunc, systems, M = m)

k <- length(gera[ , 1]) - systems
if(k == n.esperado){
dados <- trat.dados(gera, systems) ## transforma os dados
gerados na forma para o teste binomial
freqgs <- frequencias(dados) ## transforma os dados em
frequencias
vetor <- cbind(vetor, sum(freqs)) ## armazena as somas das
frequencias em um vetor
i<-1+1
}
}
print(j)
return(c(vetor[2:i],}))

}

recorte <- function(parameters, mod, trunc, systems, m, n.iteracoes, intervalo){
media <- rep(0, n.iteracoes)
for(i in 1:n.iteracoes){

gera <- PLPIR.sim(parameters, mod, trunc, systems, M = m)
dados <- trat.dados(gera, systems)
media[i] <- length(dados[ , 1])

}

n.esperado <- round(mean(media))

recortes <- seq(n.esperado - intervalo, n.esperado + intervalo, 1)
result <- matrix(NA, length(recortes), 4)

for(i in 1:length(recortes)){
X <- vetor.de.somas(parameters, mod, trunc, systems, m, n.iteracoes,
recortes[i])
teste <- test.binomial.plp(X[1l:n.iteracoes], systems, recortes[i])
result[i, 1] <- recortes[i]
result[i, 2] <- teste[l]
result[i, 3] <- teste[2]



result[i, 4] <- x[n.iteracoes + 1]

}
return(result)
}
beta <- c(1.5, 2)
eta <- 1.0
theta <- 0.1
mod <- "ARI"
m <-1
a <-1
intervalo <- 10
systems <- c(5, 10) # systems numberO
trunc <- c(5, 10, 15) # truncation time
n.iteracoes <- 10 ~ 4
gtdade <- length(beta)*length(systems)*length(trunc)
name. row <- seq(l, gqtdade,l)

resultado <- array(NA,dim = c(2 * intervalo + 1, 4, length(hame.row)))

colnames(resultado) <- c(''n+", "alpha.05", "alpha.10", "n.geracoes")

ptm <- proc.time()

for(i in 1:length(systems)){
for(§ in 1:length(trunc)){
for(l in 1:length(beta)){
print(c(systems[i], trunc[j], beta[l]))
print(c(i, j, D)

print(a)
parameters
time.total
n.systems
result

<- c(beta[l], eta, theta)

<- trunc[]j]

<- systems[i]

<- recorte(parameters, mod, time.total, n.systems, m,

n.iteracoes, intervalo)
for(p in 1:length(result[, 1])){

resultado[p,

}

, a] <- result[p, ]

print(resultado[, ,a])

a<-a+1
}
}
}

proc.time() - ptm



H.2 Cédigo do R para o Teste Multinomial de Gilardoni et

al.(2017)
#
# Teste Nao-paramétrico Multinomial para Reparo Imperfeito
#

HHAHH R A H A H A H A HHHHH A H A HHH A
HHHHHEH . Método Gerador de PLP - ARA #H#HHIHHHHHHHHHHHHHRHHER R
HHAH R R R R H AR HHHHHAH A HHH A A A

library("ImperfectRepair')
library(*'varComp",

lib.loc="/Library/Frameworks/R.framework/Versions/3.0/Resources/library')
require(varComp)

BHHHHH B HHH B R R R
HHHHEHHE A Tratamento dos Dados ##HHHHHHHHHHEHHIHHEHHHEHHEHHEHHHE
B R R R R R R R R R R
trat.dados <- function(dados){
## Eliminas os tempos de censura apenas para essa simulacao
n.sistemas <- max(dados[ , 3])
## Ordena os tempos de falhas em ordem crescente (numero do sistema
acompanha)
dados <- cbind(dados[ , 3], dados[ , 1])
dados[ , 1] <- dados[order(dados[ , 2])]
dados[ , 2] <- sort(dados[ , 2])

n.dados <- length(dados[ , 1]) - n.sistemas
dados <- dados[1l:n.dados, ]
return(dados)

## retorna os dados no formato do teste

HHHHH T T
HiHHHHH A Definindo o0 tamanho N.menos- #HHHHHHHHHHHHHHHHERHHER
HH T R T T
definindo.n.menos <- function(dados, n.sistemas){
## n.menos representa o menor indice ao qual a penultima falha

tenha ocorrido

vetor.n.menos <- rep(0, 1, n.sistemas)
i<-1

while(sum(vetor.n.menos) < n.sistemas - 1){

vetor.n.menos[dados[i, 1]] <- 1
i <-i+1

}

n.menos <- i -1

return(n.menos)
}
HE T R R B B R R T A R R
HH B Natriz Rank ST T
HH A P T
matriz.rank <- function(dados, n.sistemas){

matriz.rank <- matrix(NA, length(dados[ , 1]), n.sistemas)
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vetor.rank <- rep(l, 1, n.sistemas)
rank.vetor <- rep(0, 1, length(dados[ , 1]))
for(i in 1:length(dados[ , 1]){
vetor.rank[dados[i , 1]] <- O
vetor.rank <- vetor.rank + 1
matriz.rank[i, ] <- rank(vetor.rank, ties.method = "min™)

}

return(matriz.rank)

}
HHHHH R A H A A H A H A H A AR

HHHH R Obtendo as Frequencias #HHiHHHHHHHHHHHHHHEHHER R
HHHHHHHHE
obtendo.frequencias <- function(dados, n.sistemas){
matrix.rank <- matriz.rank(dados, n.sistemas)
n.menos <- definindo.n.menos(dados, n.sistemas)
frequencia <- matrix(0, length(dados[ , 1]), n.sistemas)
for(i in n.menos:(length(dados[ , 1])) - 1){
vetor.frequencia <- rep(0, 1, n.sistemas)
vetor.frequencia[matrix.rank[i, dados[i + 1, 1]]] <- 1
frequencia[i, ] <- vetor.frequencia

}

return(colSums(frequencia))

}

## n_mais e o numero total de falhas
HHHHHHHHE R T T T
HitH . Calculando 0S p°Ss #HHHHHHHHHHEHH R
HE T T R R R R T R R
calculando.novafreqs <- function(freqs){

probs <- freqgs / sum(freqgs)

K <-length(freqs)
probs.ac <- cumsum(probs)
ord <-0

absc <-0

k1l <-0

while(kl < K){
k2 <- which.min((probs.ac[(kl + 1) : K] - ord) /7 (((k1 + 1) : K) - absc))
probs[(kl + 1) : (k1 + k2)] <- (probs.ac[kl + k2] - ord) / k2
ord <- probs.ac[kl + k2]
absc <- k1 + k2
ki1 <- k1 + k2
}

freqs <- probs * sum(freqs)
return(freqs)

}
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HHHHEHHHEHHE A Teste Exato Multinomial
HHHHHHHHEH P P
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test.multinomial .plp <- function(x){

rejeitabl0 <- 0
rejeitab5 <- 0



resultado <- c¢(0,0)
n.execucoes <- length(x[ , 1])

for(i in 1:n.execucoes){
nova.freqs <- calculando.novafreqs(x[i, 1)
obs <- n.sistemas * sum(nova.freqs) * sum((nova.fregs /
sum(nova.freqs) - 1 / n.sistemas) ™ 2)
vi <- matrix(0.5, nrow = (n.sistemas - 1),ncol = (n.sistemas - 1))

for(i in 1:(n.sistemas - 1)) vi[i, i] <-1

chi.pv <- sum(wchibarsq(V = vi)[(n.sistemas - 1):1] * (1 - pchisq(obs,
df = 1:(n.sistemas - 1))))

if(chi.pv < 0.05) rejeitab5 <- rejeitab5 + 1
if(chi.pv < 0.10) rejeitabl0 <- rejeitabl0 + 1

resultado[1] <- rejeitab5 / n.execucoes

resultado[2] <- rejeitabl0 / n.execucoes

return(resultado)
}
HHHHHHHH R R R R R R R R A
#i#t
###H### Gerando a Matriz de Uns (n.n.execucoes X n.esperado)
HHHHHHH
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matriz.frequencias <- function(parametros, modelo, tempo.trunc, n.sistemas, M =
m, n.execucoes, recortes){

matriz.recortes <- array(NA,dim = c(length(recortes), n.execucoes,
(n.sistemas + 1))) ## calcular 21 matrizes de tamanho
10 M 4 x n.sistemas

## cada matriz para um valor de variacao do n.esperado
for(r in 1:length(recortes)){

g<-1
cont <- 1
while(g <= n.execucoes){
gera <- PLPIR.sim(parametros, modelo, tempo.trunc, n.sistemas, M =
m)
dados <- trat.dados(gera)

if(length(dados[, 1]) == recortes[r]){
matriz.recortes[r, q, 1l:n.sistemas ] <- c(obtendo.frequencias(dados,
n.sistemas))

q<-q+1
3

cont <- cont + 1
%atriz-recortes[r, , n.sistemas + 1] <- cont
1eturn(matriz.recortes)
i###############################################################################
zz########################## calculando o n.esperado
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n.esperado <- function(parametros, modelo, tempo.trunc, n.sistemas, M = m,
n.execucoes){

media <- rep(0, n.execucoes)

for(i in 1:n.execucoes){

gera <- PLPIR.sim(parametros, modelo, tempo.trunc, n.sistemas, M = m)
dados <- trat.dados(gera)
media[i] <- length(dados[ , 1])

}

n.esperado <- round(mean(media))
return(n.esperado)

}

HHARHRARR AR AR AR AR AR AR AR AR AR AR AR AR AR AR
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HHAHHH A AR AR AR AR AAAR Parametros
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HHAHR R R R R R AR A AR AR R AR
H#H

beta <- c(1.5, 2)

eta <- 1.0

theta <- 1.0

modelo <- "ARA"

m <-1

intervalo <- 10

sistemas <- c(5, 10) # systems numberO

trunc <- c(5, 10) # truncation time

n.execucoes <- 10 ™ 4

gtdade <- length(beta)*length(sistemas)*length(trunc)
resultados <- array(NA,dim = c(2 * intervalo + 1, 4, qtdade))
colnames(resultados) <- c("n+", "alpha.05", "alpha.10", "n.execucoes')
p<-1

ptm <- proc.time()
for(i in 1:length(sistemas)){
for(§ in 1:length(trunc)){
for(l in 1l:length(beta)){
print(c(sistemas[i], trunc[j], beta[l]))
print(c(i, j, 1))

print(p)

parametros <- c(beta[l], eta, theta)

tempo.trunc <- trunc[]j]

n.sistemas <- sistemas[i]

media <- n.esperado(parametros, modelo, tempo.trunc, n.sistemas,
M = m, n.execucoes)

print(paste('o n.esperado é:'", media))

recortes <- seq(media - intervalo, media + intervalo, 1)

print(recortes)

matriz.exec <- matriz.frequencias(parametros, modelo, tempo.trunc,

n.sistemas, M = m, n.execucoes, recortes)
print("matrix.exec calculada™)
result <- matrix(NA, length(recortes), 4)
for(a in 1:length(recortes)){
print(a)



X <- matriz.exec[a, , l:n.sistemas]
result[a, 1] <- recortes[a]
result[a, 2:3] <- test.multinomial.plp(x)
result[a, 4] <- matriz.exec[a, ,n.sistemas + 1][1]
}
print(result)
resultados[ , , p] <- result
p<-p+l1l
}
}
}
proc.time() - ptm



