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Resumo

A mineragéo de dados tem se tornado uma aliada do tomador de deciséo atual, tanto nas
grandes quanto nas pequenas corporacdes: informacgdes néo triviais sdo identificadas de
maneira a possibilitar correcbes e ajustes nas estratégias econémicas e administrativas.
Aliando-se a este fato, vé-se um grande crescimento no uso de informacoes
georreferenciadas, de maneira que a mineragdo de dados convencional ja ndo € capaz de
responder a todas as questdes de uma corporacdo. A pesquisa bibliogréafica realizada no
contexto deste trabalho mostrou que ainda existem poucos métodos capazes de extrair
conhecimento a partir de dados hibridos, principalmente quando se trata de dados
convencionais (numéricos e textuais) e geograficos (pontos, linhas e poligonos). O
objetivo principal deste trabalho consiste no desenvolvimento de novos algoritmos que
sejam capazes de explorar todos os atributos, convencionais ou geograficos, de um
banco de dados, visando extrair as informacfes relevantes. Os algoritmos
evolucionérios foram escolhidos como ponto de partida para a elaboragdo desses novos
algoritmos, pelos seguintes motivos: (a) sao flexiveis, uma vez que podem ser aplicados
em diversos contextos; (b) sdo robustos, pois tendem a explorar satisfatoriamente o
espaco de busca, encontrando solucdes viaveis. Para se alcancar o objetivo proposto, foi
elaborado um primeiro algoritmo de obtencdo de regras de classificacdo (NGAE),
baseado num Algoritmo Genético, que pode ser aplicado em bancos de dados
compostos por dados numeéricos. Posteriormente, foi elaborado outro algoritmo
(DMGeo), baseado na Programacdo Genética, que visa obter regras de classificacdo de
padrGes que possuem atributos numéricos e atributos geogréficos. Finalmente, o
DMGeo foi estendido para uma versao multiobjetivo mais robusta e eficiente, chamada
MDMGeo. Todos os algoritmos propostos foram comparados com outros algoritmos
eficientes na tarefa de classificacdo de dados, utilizando bancos de dados benchmark
além de bancos reais. Os experimentos realizados mostram que o resultado final obtido
é um conjunto de ferramentas robusto e eficiente, em particular, quando aplicado sobre
dados hibridos.



Abstract

Data mining has become an ally of the decision maker today, in both large and small
corporations: nontrivial information is identified in order to allow corrections and
adjustments in the economic and administrative actions. Moreover, we can see an
increasing use of georeferenced information so that conventional data mining is not able
to answer all the questions of a corporation. A survey of geographical data mining
showed that there are few tools capable of extracting knowledge from georeferenced
data, especially when it comes from a database storing conventional (numerical and
textual) and geographical (points, lines and polygons) data. The main objective of this
work is to develop new algorithms that are able to explore all the attributes,
conventional and geographical, of a database in order to extract relevant information.
The evolutionary algorithms were chosen as a starting point for the development of
these new algorithms by the following reasons: (a) they are flexible, since they can be
applied in different contexts, (b) they are robust, they tend to adequately explore the
searching space, finding viable solutions. To achieve our objective the first algorithm
described in the thesis obtains classification rules (NGAE) based on a genetic algorithm,
which can be applied to databases storing numeric data. The second algorithm
(DMGeo) is based on genetic programming, which aims to obtain classification rules
for patterns that have numerical and spatial attributes. Finally, DMGeo has progressed
to a multiobjective version, more robust and efficient, called MDMGeo. All proposed
algorithms were compared with other efficient algorithms applied to classification
problems, using benchmark datasets and real datasets. Experiments show that the final
result is a set of robust and efficient tools, in particular, when applied to a database
composed by hybrid attributes.
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1 INTRODUCAO

O tema Classificagdo de Dados se firmou como um objeto de trabalho dos mais
relevantes, tanto para a ciéncia basica quanto para a ciéncia aplicada, pois tem
produzido formas diversas de se extrair conhecimento ndo trivial dos diferentes
repositérios de dados, que se multiplicam a cada dia. Em particular, é cada vez maior o
volume de repositérios compostos por dados hibridos, isto €, bancos de dados
compostos por atributos convencionais (nUmeros e textos) e também por atributos nédo
convencionais, tais como os georreferenciados, armazenados na forma de pontos, linhas
e poligonos (maiores detalhes na sec¢do 2.3.1.1).

Existem hoje muitos métodos que auxiliam a atividade de extracdo de regras (ou
modelos) de classificacdo a partir de bancos de dados, tais como arvores de decisdo,
redes neurais artificiais e métodos evolucionarios, como por exemplo, algoritmos
genéticos e programacdo genética. Cabe destacar a simplicidade, robustez e eficiéncia
que os métodos evolucionarios apresentam. Em particular, este tipo de método vem
sendo utilizado cada vez mais pela comunidade de classificagdo de dados (maiores

detalhes na secéo 2.5).

1.1 Caracteristicas dos Métodos de Classificacdo de Dados Hibridos

Uma classificacdo de dados bem sucedida demanda algumas tarefas antes de executar o
algoritmo de extracdo de informagdes:

e Definir exatamente que tipo de informagdes se quer extrair. Nesta etapa é
fundamental o envolvimento das pessoas que entendem do dominio da
aplicacdo da qual se quer extrair as informacoes;

e Preparar os dados, visando remover informagdes irrelevantes e que podem

prejudicar a procura por informacgdes mais importantes.

Levando-se em consideracdo estas tarefas, entende-se que um bom método de
classificacdo de dados hibridos deve possuir as seguintes caracteristicas:
e Tratar de maneira homogénea tanto os dados convencionais quanto 0s nao

convencionais, isto é, a ferramenta ndo deve demandar nenhuma



configuracdo ou pré-processamento para que se manipulem os dados nédo
convencionais;
e Manipular os dados como um todo, procurando as correlacdes entre o0s

atributos, independente do seu tipo.

Os métodos que se apresentam atualmente na literatura ndo sdo capazes, por

exemplo, de identificar correlacfes entre dados geogréficos e dados numéricos.

1.2 Objetivos do Trabalho

O objetivo principal deste trabalho de doutorado é conceber novos métodos
evolucionarios, mono e multiobjetivo, especialmente dedicados a classificacdo de dados
hibridos, em particular dados espaciais. Para atender este objetivo geral, 0s objetivos
especificos listados a sequir deverao ser alcangados:
e Conhecer e estudar as alternativas existentes para classificacdo de dados
convencionais e dados geogréaficos;
e Conceber e desenvolver novos metodos evolucionarios robustos e eficientes
para a classificacdo de dados hibridos;
e Aplicar os métodos desenvolvidos em problemas reais e em benchmarks a

fim de valida-los e compara-los com outros algoritmos da literatura.

1.3 Organizacdo do Documento

Este documento esta organizado em 7 capitulos. No capitulo 1 apresenta-se a introducéo
do texto, discutindo a relevancia do tema e objetivos, geral e especificos. Em seguida,
no capitulo 2 apresentam-se 0s principais conceitos envolvidos neste trabalho:
mineracdo de dados, estruturas geogréficas, relacionamentos topoldgicos e algoritmos
evoluciondrios. Acrescenta-se a isso a revisao bibliografica, a qual destaca diversos
trabalhos que buscam realizar mineracdo de dados convencionais e espaciais, além de
apresentar como 0s metodos evolucionarios tém sido aplicados em mineracéo de dados,
especificamente na tarefa de geragéo de regras de classificagéo.

No capitulo 3 apresentam-se os algoritmos ndo evolucionarios de classificacdo de
dados mais relevantes encontrados na literatura.

No capitulo 4 descreve-se em detalhes um algoritmo genético, chamado NGAE,

proposto neste trabalho para a classificacdo de dados convencionais.



No capitulo 5, apresenta-se o segundo algoritmo proposto neste trabalho, chamado
DMGeo, baseado na programacdo genética, destinado a classificacdo de dados
geogréficos e convencionais.

No capitulo 6, detalha-se o algoritmo MDMGeo, uma versao multiobjetivo e com
diversas outras melhorias em relacdo ao DMGeo. Todos os capitulos referentes aos
algoritmos propostos incluem uma comparagdo com outros algoritmos relevantes na
literatura (e detalhados no capitulo 3), utilizando uma metodologia estatistica
consolidada, a fim de embasar corretamente a comparacao.

As conclusdes deste trabalho, bem como os direcionamentos para trabalhos futuros,

encontram-se no capitulo 7.



2 CONCEITOS E REVISAO BIBLIOGRAFICA

2.1 Introducao

Os principais conceitos na area de classificacdo de dados, necessarios a boa
compreensdo do texto, sdo apresentados neste capitulo. Inicia-se pelo conceito de
mineracdo de dados e em seguida apresentam-se 0s conceitos de estruturas geogréaficas
e relacionamentos topoldgicos, e algoritmos evolucionarios. Além disso, os trabalhos

mais relevantes e mais recentes nessas areas sao discutidos.

2.2 Mineracao de Dados

Segundo Chen et al., (1996), a mineracdo de informacg6es e conhecimento em grandes
bancos de dados é considerada como um dos tépicos chave em pesquisas relacionadas a
sistemas de bancos de dados e aprendizado de méquina'. E também uma é&rea
importante para companhias industriais, pois pode ser usada para obtencdo de
informac@es que alavanquem as vendas dos seus produtos bem como para a descoberta
de novas oportunidades de negdcio. Esta secdo apresenta um estudo sobre este assunto,
identificando as técnicas que vém sendo utilizadas atualmente, bem como as novas

técnicas apresentadas nos principais periodicos e congressos relacionados ao assunto.

2.2.1 Histérico

Segundo Han e Kamber (2001), a partir dos anos 60, bancos de dados e tecnologias de
armazenamento de informacdes comecaram a ser utilizadas. Desde processamentos
primitivos de arquivos até sistemas sofisticados comegaram a ser utilizados. Pesquisas e
desenvolvimentos na area de sistemas de banco de dados, originados na década de 70,
permitiram o surgimento de sistemas de banco de dados relacionais, onde os dados eram
gravados em tabelas e proviam-se metodos de modelagem de dados e técnicas de
indexacdo e organizacdo de dados. Foi também nesta época que surgiram as primeiras
linguagens de consultas (o que trouxe flexibilidade de acesso aos dados), métodos de

otimizacdo de consulta e interfaces para usuarios. Métodos eficientes para

! do inglés, Machine Learning.



Processamento de Transacdo On-Line (OLTP?), nos quais a consulta é vista como uma
transacdo de somente-leitura, contribuiram muito para a evolugdo e ampla aceitacdo da
tecnologia relacional como a maior ferramenta para um eficiente armazenamento,
recuperacdo e gerenciamento de grandes volumes de dados.

Desde a década de 80, a tecnologia de banco de dados tem se caracterizado por uma
adocdo ampla do modelo relacional e uma crescente pesquisa e desenvolvimento em
sistemas de bancos de dados, cada vez mais inovadores e robustos. Estes estudos
originaram modelos de dados mais avancados, tais como o relacional estendido e o
orientado a objetos. Surgiram também os modelos dedutivos, orientados as aplicacdes,
incluindo os bancos de dados espaciais, temporais, multimidia, além dos bancos de
dados para escritorios, que tiveram um amplo crescimento e grande aceitacdo do
mercado.

Questdes relacionadas a distribuicdo, diversificacdo e compartilhamento foram
amplamente estudadas. Sistemas de bancos de dados heterogéneos e sistemas de
informacdo baseados na internet também comecgaram a ser temas de pesquisa a partir
desta época. Com a crescente evolucdo e queda nos precos do hardware, ferramentas
automaticas de coleta de dados e tecnologias cada vez mais avancadas de banco de
dados possibilitaram a existéncia de um grande conjunto de dados coletados e
armazenados. Assim, obteve-se um grande volume de dados, mas com grande
frequéncia, uma escassez de informaces. A partir da década de 90 surgiram os métodos
de mineracdo de dados e de Data Warehouse® (armazém de dados) que permitiram

extrair informacdes desses repositdrios de dados.

2.2.2 Fundamentos e Definic¢oes

A mineracdo de dados pode ser entendida como “o processo de extracdo ndo trivial de
conhecimento prévio implicito e demais informagdes potencialmente Uteis, tais como
regras de conhecimento, restri¢ces, padrdes a partir dos dados de um banco de dados”
(PIATETSKY-SHAPIRO; FRAWLEY, 1991).

A mineragdo de dados faz parte de um processo maior chamado Descoberta de

Conhecimento em Bancos de Dados, ou simplesmente KDD (Knowledge Discovery in

2 On-Line Transaction Processing

® Optou-se por utilizar o termo “Data Warehouse” sem traducio a partir deste ponto do texto por se tratar
de um conceito conhecido pela comunidade de banco de dados. Entretanto, o termo foi traduzido na
primeira vez em que foi citado, a fim de tornar este documento claro e didatico para leitores que ndo sdo
da area de banco de dados.



Databases). KDD é um processo iterativo, composto de uma sequéncia de fases:

Limpeza dos Dados: Ruidos e dados irrelevantes séo eliminados;
Integracdo de Dados: Diversas fontes e bancos de dados distintos podem
ser integrados a fim de se formar a massa de dados a ser trabalhada;

Selecdo de Dados: Os dados relevantes para a analise sdo destacados do
banco de dados;

Transformacdo de Dados: Os dados sdo transformados e consolidados em
formas apropriadas para a mineragdo. OperagOes de agregagdo e composi¢édo
dos dados séo aplicadas nesta etapa;

Mineracdo de Dados: Fase principal onde métodos inteligentes sédo
aplicados a fim de se extrair padrdes dos dados;

Avaliacdo de Padrdes: Os padrdes dos dados, extraidos na etapa anterior,
sdo avaliados a fim de se verificar quais representam conhecimentos
relevantes para o dominio da aplicacéo;

Apresentacdo do Conhecimento: Etapa final, onde o conhecimento

extraido deve ser exibido para o usuario final.

A Figura 2.1 ilustra as etapas do KDD.

Conhecimento

Avaliagéo e
Apresentagao

Padroes
Extraidos

Mineragéo de
Dados

Selegdo e
Transformagdo

Limpeza e
Integracdo

Figura 2.1 — Etapas do KDD (HAN; KAMBER, 2001).



Han e Kamber (2001) dizem que a mineracdo de dados pode ser classificada em
duas categorias:
e Descritiva: caracteriza as propriedades gerais dos dados do banco;
e Preditiva: realiza inferéncias nos dados correntes a fim de realizar

previsoes.

Em alguns casos, 0s usuérios podem néo saber a priori quais sdo os dados que lhes
trardo maiores ganhos de conhecimento. Nesses casos, deve-se trabalhar com diferentes
estratégias de mineracdo de dados em paralelo, visando a extracdo de padrdes que
melhor atendam aos usuarios.

Podem-se extrair diferentes tipos de padrGes a partir de um banco de dados. A
seguir serd feita uma revisdo baseada no trabalho de Han et al., (2001) sobre os
diferentes tipos de padr@es e regras que podem ser extraidos através da mineracdo de

dados.

2.2.2.1 Descricao de Classe ou Conceito: Caracterizagdo e Discriminacao

Dados podem ser associados a classes ou conceitos. Por exemplo, em uma loja de
produtos de informatica, computadores e impressoras podem ser classes de itens de
venda, e grandes compradores e pequenos compradores podem ser conceitos atribuidos
a clientes.
As descricdes de conceito/classe podem ser derivadas em:
e Caracterizagdo de dados: calculando a soma dos dados da classe em
estudo (também chamada de classe alvo®) em termos gerais;
e Discriminagdo de dados: comparando a classe em estudo com uma ou um
conjunto de outras classes (também chamadas de classes contrastantes®);
e Caracterizagdo e Discriminacdo de dados: neste caso as duas abordagens

descritas anteriormente sdo empregadas.

* do inglés target class
% do inglés contrasting classes



2.2.2.2 Classificacdo e Predicao

Classificacdo é o processo de encontrar um modelo (ou conjunto de fungfes) que
descreve e distingue classes ou conceitos de dados. De posse deste modelo é possivel
identificar objetos cuja classe ainda nao é conhecida
O modelo derivado dos dados é baseado na analise do conjunto de dados de

treinamento, ou seja, o conjunto de dados cuja classificacdo ja é conhecida previamente.
Este modelo pode ser representando por diversas formas, tais como:

e Regras de Classificagio SE-ENTAO

e Arvores de Decisdo (QUINLAN, 1986);

e Formulacdo Matematica;

e Redes Neurais Artificiais (LU et al., 1996)

Vale ressaltar que uma arvore de decisdo pode ser facilmente transformada em
regras de classificacdo. Diversos trabalhos, tais como: Braga et al., (2007), Gustafson;
Vanneschi (2008), Lu et al,. (1996), Quinlan (1986), Castanheira (2008), dentre outros,
apontam as arvores de decisdo e as redes neurais artificiais como as técnicas mais
utilizadas para classificacdo e predicdo por serem relativamente simples de se
programar e por ja existir programas de dominio pablico disponiveis na internet. Em
particular, destaca-se 0 pacote Weka (2012) que traz implementacdes de arvores de
decisdo além de outros algoritmos para serem utilizadas em aplicacdes de mineragdo de
dados. Ainda sobre o estudo bibliogréfico realizado, percebeu-se também que métodos
evolucionarios tém sido utilizados com sucesso em tarefas de classificacdo e predicéo,
conforme seré detalhado na se¢do 2.5.

Normalmente, a classificacdo é utilizada para se inferir a qual classe um objeto
pertence. Entretanto, em algumas aplicagGes o0 usuario pode tentar predizer alguns dados
gue tenham sido perdidos ou que ndo estejam disponiveis em alguns objetos que ja
estejam classificados previamente. A essa estratégia da-se o0 nome de predicéo.

Classificacao e predicdo devem ser precedidas por uma analise de relevancia, cujo
objetivo é tentar identificar atributos que ndo contribuem com o processo de
classificacdo e predicdo. Esses atributos podem ser excluidos.

Os dados séo avaliados de acordo com seu ganho de informacdo. Esse valor é
calculado baseado no conceito de entropia, que consiste no grau de impureza dos dados.

Formalmente, definem-se esses conceitos da seguinte forma:



Definicdo 1 — Entropia: A entropia de um conjunto de dados S é dada por
Ent(S) = — X", pilog,(p;), onde m é o nimero de classes e p; é a probabilidade de
ocorréncia da classe i no conjunto S.

Definicdo 2 — Ganho de Informacéo: O ganho de informac&o do atributo B é dado por
GI(B,A) = Ent(A) — Ent(B|A), onde Ent(A) € a entropia de A e Ent(B|A) € a entropia de B
tendo sido definido o valor do atributo A.

Assim, os métodos de classificacdo e predigcdo procuram identificar os atributos que
apresentam maior ganho de informacéo a fim de rotular os dados em classes ou inferir
informac@es sobre o banco.

Cabe aqui destacar que o foco desta tese esta na tarefa de classificacdo dos dados,

dentro do processo maior de KDD.

2.3 Representacdes Geogréficas e Relacionamentos Topoldgicos

Esta secdo se destina a apresentar as principais definicbes sobre representactes
geogréficas, que se fazem necessarias para se entender e resolver um problema de
mineracdo de dados em Sistemas de InformacGes Geograficas (SIG). Estudos mais
profundos sobre sistemas de informacdes geograficas e sobre bancos de dados
geogréficos podem ser encontrados respectivamente em (WORBOYS; DUCKHAM,
2004) e (CASANOVA et al., 2005).

2.3.1 Definicdes

Um banco de dados geogréaficos pode utilizar basicamente dois tipos de representacfes
para dados localizaveis espacialmente:
e Vetorial,

e Matricial.

Essas alternativas de representagéo serdo detalhadas nas subsecdes a seguir.

2.3.1.1 RepresentagOes Vetoriais

Representacdes vetoriais utilizam listas de coordenadas para codificar as fronteiras de
uma entidade geografica, isto é, caracterizam a localizagdo e a forma geométrica de

cada entidade utilizando coordenadas. Existem trés formas basicas de estruturas



vetoriais: pontos, linhas e poligonos. Essas estruturas séo definidas no plano cartesiano®
e serdo detalhadas a seguir.

Um Ponto consiste em um par ordenado de coordenadas espaciais (X, y), que pode
ser utilizado para identificar localizacbes ou ocorréncias no espaco. Essa € a estrutura
mais simples das representacfes vetoriais, pois ela ndo possui informagfes do tipo
comprimento (ou perimetro) e &rea. Desta forma, o ponto € utilizado em entidades
geogréficas simples, ou quando as dimensdes da entidade real (comprimento e area) ndo
sdo relevantes, por exemplo, localizacao de veiculos, ocorréncias policiais e ocorréncias
de doencas. Uma Linha (ou linha poligonal) consiste num conjunto de pontos
interconectados a fim de representar entidades unidimensionais. Essa estrutura possui
uma importante dimensdo: o comprimento. Linhas sdo utilizadas em entidades
geograficas cujo comprimento é relevante, porém a area ndo € relevante. Sao exemplos
de entidades que podem ser representadas por linhas: ferrovias, rodovias e rios. E
importante destacar que, mesmo que as entidades citadas possuam alguma area
associada quando observadas em detalhe, a escolha de linhas para sua representagéo
indica que essa caracteristica nao € relevante para a aplicacdo em questéo.

Um Poligono (ou area) consiste em uma regido no plano, delimitada por uma ou
mais linhas poligonais fechadas, ou seja, nas quais o Ultimo vértice coincide com o
primeiro. Podem existir varias linhas fechadas como parte da representacdo do
poligono, constituindo ilhas e buracos em relacdo a um poligono-base. A fronteira do
poligono divide o plano em duas regides: exterior e interior. O poligono possui
dimensdes importantes, tais como perimetro e area. S830 exemplos de entidades
geogréficas que podem ser representadas com poligonos: setores censitarios, bacias
hidrogréficas, areas de producéo agricola.

Um Sistema de Gerenciamento de Banco de Dados Espaciais (SGBDE) trata as
estruturas vetoriais da seguinte forma (CASANOVA et al., 2005 apud DAVIS Jr.,
1997):

e Ponto: consiste num par ordenado (X, y) de coordenadas espaciais;
o Reta e Segmento de Reta: Sejam p; e p, dois pontos distintos no plano. A

combinacdo linear a.p; + (1 - «).p2 € uma reta no plano, onde « é um

® Depois que passam por um processo de projecdo cartografica. O tipo de projecdo e seus pardmetros
precisam ser conhecidos para que as coordenadas de cada entidade possam ser adequadamente
interpretadas.
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namero real. Se 0 < < 1, tem-se um Unico segmento de reta no plano, onde
p1 € P2 S80 0s pontos extremos;

e Linha Poligonal: Sejam vy, vy, ..., Vo1 N pontos no plano. Sejam Sy = Vv, Sy
= V1V2, ..., Sp2 = Vp2oVpa UMa sequéncia de n-1 segmentos conectando 0s

pontos. Esses segmentos formam uma poligonal L se e somente se:

a) A intersecdo de segmentos consecutivos é apenas 0 ponto
extremo compartilhado por eles, de maneira que Si N Si+1 = Vi1;

b) Segmentos ndo consecutivos ndo se interceptam, de maneira que
SNSj=@,Vi,jtaisquej#i+1;

C) Vo # vn OU SEja, a poligonal ndo é fechada.

e Poligono: consiste na regido do plano limitada por uma linha poligonal

fechada.

As condicbes (a) e (b) de linhas poligonais excluem a possibilidade de auto-
intersecdo. O Unico ponto de intersecdo sdo os vértices dos segmentos consecutivos.
Essa observacdo e valida tanto para linhas poligonais quanto para poligonos. A
diferenca entre essas duas defini¢des € a condicdo (c), pois a linha poligonal é aberta e 0
poligono é uma regido fechada.

Existem diversos algoritmos que podem ser aplicados nessas estruturas a fim de se
extrair informacgdes relevantes, por exemplo, area do poligono, coordenadas
baricéntricas, intersecao de retangulos, intersecdao de segmentos de reta, centroide de um

poligono, simplificacdo de poligonais, dentre outras.

2.3.1.2 RepresentagOes Matriciais

Consistem em uma estrutura de grade regular, na qual se representa, célula a célula, o
atributo do elemento em questdo. O espaco é representado na forma de uma matriz m x
n onde m € o nimero de linhas e n é o nimero de colunas, de maneira que existem m x
n celulas. Cada celula, cuja localizacdo é dada pelos numeros da linha e da coluna
dentro da matriz, possui o valor do atributo estudado.

A representacdo matricial considera o espago como uma superficie plana, onde cada
célula representa uma porcao do terreno. A relagdo entre a area coberta no terreno e 0
tamanho da célula define a resolucdo da matriz. Assim, quanto maior 0 numero de

células cobrindo 0 mesmo espacgo geografico, maior sera a resolucéo, permitindo que se
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tenha um maior detalhamento sobre o atributo estudado. Evidentemente, quanto maior
for o numero de células, maior também serd o0 espago necessario para 0 Sseu
armazenamento.

Estruturas matriciais sdo muito utilizadas para representar fenbmenos que variam
continuamente no espaco estudado, como, por exemplo, elevacdo do terreno, clima e
tipo do terreno. As imagens de satélite sdo um exemplo de uso de representacOes

matriciais.

2.3.2 Relacionamentos Topoldgicos

Segundo Davis Jr e Queiroz (2005), caracterizar os relacionamentos topoldgicos faz
com que se atribua um contexto semantico aos algoritmos geométricos, i.e., um usuario
de informacgdes geograficas pode interpretar os relacionamentos existentes entre o0s
objetos. Por exemplo, € relevante conhecer quais sdo as ruas que cruzam uma grande
avenida, ou ainda quais séo as cidades que fazem fronteira com uma grande cidade.
A fim de definir os relacionamentos topoldgicos, faz-se necesséario primeiro,
conhecer algumas definicdes da geometria vetorial no espago R?, a saber:
e Ponto: definido por um par de coordenadas no espaco R2.
e Linha: conjunto de pontos conectados;
e Poligono: linha em que o ponto inicial é igual ao ponto final, delimitando
uma area;
e Fronteira: conjunto dos pontos de contorno de um poligono, ou pontos
inicial e final de uma linha , ou o conjunto vazio (ponto). Denotada por JL.
e Interior de L: consiste nos demais pontos de L que ndo fazem parte de OL.
Denotado por L°.
e Regido A: conjunto de pontos com um interior conectado (denotado por A°),
um fronteira conectada (denotada por 6A) e um Unico exterior conectado

(denotado por A"). Essa regido A ndo possui buracos.

Egenhofer e Franzosa (1995) prop6em a definicdo dos relacionamentos topologicos
com base na matriz de 4-interse¢0es, a qual considera oito relacionamentos
topoldgicos binarios, que representam a intersecdo entre a fronteira e o interior de duas

geometrias. A Figura 2.2 apresenta 0 modelo de Matriz de 4-Interseces.
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Figura 2.2 — Matriz de 4-Interse¢des para relagdes entre duas regides (DAVIS Jr; QUEIROZ, 2005 apud
EGENHOFER et al., 1994).

O modelo mostra os resultados das interse¢des considerando os valores vazio (D) e

ndo vazio (—). Existe situagdes onde se faz necessario considerar as dimensdes das

intersecBes ndo vazias, por exemplo, um poligono A é considerado vizinho de B quando

eles possuem peIo menos uma aresta em comum; se tudo o que tiverem em comum for

um ponto, pode-se nao considera-los vizinhos.

A matriz de 4-intersecbes ndo é suficiente para definir completamente

relacionamentos topoldgicos entre geometrias com estruturas mais complexas, tais

como regides com ilhas e separacdes, nem para incluir comparacdes envolvendo pontos

e linhas, pois o exterior das geometrias ndo é considerado. Assim, Egenhofer e Herring

(1991) apresentam um novo modelo, chamado de matriz de 9-intersecGes, no qual sdo

considerados os resultados das intersecdes entre as fronteiras, interiores e exteriores de

duas geometrias. A Figura 2.3 apresenta 0 modelo da matriz de 9-interseces.
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Figura 2.3 — Matriz de 9-Intersecdes para Relagdes entre duas regibes. (DAVIS Jr; QUEIROZ, 2005 apud
EGENHOFER; HERRING, 1991).

A fim de considerar a dimensdo das intersecdes entre os objetos na caracterizacao
dos relacionamentos topoldgicos, foi criado o modelo de 9 intersecdes
dimensionalmente estendido (Dimensionally Extended Nine-Intersection Model ou DE-
9IM) (STROBL, 2010). Esse modelo considera o interior (I), exterior (E) e fronteira (B)
dos dois objetos em guestdo e analisa a dimensdo (0D, 1D, 2D) das intersecGes entre as
partes desses objetos. Essa intersecdo pode ser descrita na forma de uma matriz 3x3 da

seguinte forma (Figura 2.4):

dim(I(A)~I(B)) dim(I(A)~B(B)) dim(I(A)~E(B))
DE —9IM(A,B) =| dim(B(A)~I(B)) dim(B(A)~B(B)) dim(B(A)~E(B))

dim(E(A)~I(B)) dim(E(A)~B(B)) dim(E(A)~E(B))
Figura 2.4 - Matriz resultante do relacionamento entre dois objetos no DE-9IM. Fonte: (STROBL, 2010)

Esse modelo é a base da implementacdo dos relacionamentos espaciais em
gerenciadores de bancos de dados como o PostGIS. Os relacionamentos espaciais
basicos, descritos no modelo DE-9IM, sdo: “Equals”, “Disjoint”, “Intersects”,
“Touches”, “Crosses”, “Within”, “Contains” e “Overlaps”. A Tabela 2.1 detalha cada

relacionamento e o significado correspondente.
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Tabela 2.1 - Relacionamentos topologicos e os respectivos significados no DE-9IM. Fonte: (STROBL,

2010)
Relacionamentos Significado
Topoldgico

Equals As geometrias sdo topologicamente iguais

Disjoint As geometrias ndo possuem nenhum ponto em comum

Intersects As geometrias possuem pelo menos um ponto em comum
(inverso de Disjoint)

Touches As geometrias possuem pelo menos um ponto da fronteira em
comum, mas ndo pontos interiores

Crosses As geometrias compartilnam alguns mas nédo todos os pontos
interiores. Além disso, a dimensdo da intersecdo é menor que
pelo menos uma das geometrias

Overlaps As geometrias compartilham alguns mas néo todos os pontos em
comum e a interse¢do possui a mesma dimensao das geometrias

Within A geometria A esta no interior da geometria B

Contains A geometria B estd no interior da geometria A (inverso de

Within)

Esses relacionamentos foram utilizados na implementacdo do DMGeo, que é

descrito no Capitulo 5. A seguir serdo apresentados exemplos desses relacionamentos.

A esquerda sdo mostrados os objetos geograficos e & direita a matriz resultante do

relacionamento. Os valores possiveis nessa matriz sdo -1, 0, 1 e 2, onde o primeiro valor

denota que ndo hé intersecdo entre os objetos e os demais valores indicam a dimensao

da intersecao.

Equals: Poligono A igual ao poligono B.

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) 2 -1 -1
Boundary (A) -1 1 -1
Exterior (A) -1 -1 2

Figura 2.5 - Exemplo do relacionamento Equals no DE-9IM. Fonte: (STROBL, 2010)
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Disjoint: Linha A é disjunta (disjoint) do multiponto B.

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) -1 -1 1
Boundary (A) -1 -1 0
Exterior (A) 0 -1 2

Figura 2.6 - Exemplo do relacionamento Disjoint no DE-9IM. Fonte: (STROBL, 2010)

Intersects: Linha A intercepta (intersects) a linha B.

AN

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) 0 -1 1
Boundary (A) -1 -1 0
Exterior (A) 1 0 2

Figura 2.7 - Exemplo do relacionamento Intersects no DE-9IM. Fonte: (STROBL, 2010)

Touches: Poligono A toca (touches) os poligonos B e C.

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) -1 -1 2
Boundary (A) -1 1/0 1
Exterior (A) 2 1 2

Figura 2.8 - Exemplo do relacionamento Touches no DE-9IM. Fonte: (STROBL, 2010)

Crosses: Linha B cruza (crosses) o poligono A.

&

i N
(\ L 0 \\\
Y

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) 1 0 2
Boundary (A) 0 -1 1
Exterior (A) 1 0 2

Figura 2.9 - Exemplo do relacionamento Crosses no DE-9IM. Fonte: (STROBL, 2010)
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Overlaps: Linha A sobrepde (overlaps) a linha B.

Interior (B) | Boundary (B) | Exterior (B)
Interior(A) 1 -1/0 1
Boundary (A) 0/-1 -1 0
Exterior (A) 1 0 2

Figura 2.10 - Exemplo do relacionamento Overlaps no DE-91M. Fonte: (STROBL, 2010)

Within: Linha A esta dentro (within) do poligono B.

W
\:} Interior (B) | Boundary (B) | Exterior (B)
DJ 4 Interior(A) 1 -1 -1
| \ Boundary (A) 0 -1 -1
\ ' Exterior (A) 2 1 2

Figura 2.11 - Exemplo do relacionamento Within no DE-91M. Fonte: (STROBL, 2010)

Contains: Multipontos A (quadrados) contem (contains) os multipontos B (circulos).

N " " Interior (B) | Boundary (B) | Exterior (B)
= Interior(A) 0 -1 0
a Boundary (A) -1 -1 -1
u Exterior (A) -1 -1 2

Figura 2.12 - Exemplo do relacionamento Contais no DE-9IM. Fonte: (STROBL, 2010)

2.4 Algoritmos Evolucionarios

2.4.1 Introducao

Através da observacdo da natureza, em particular pela observacdo das técnicas de
sobrevivéncia e evolucdo das espécies, muitos algoritmos de otimizacdo foram
inspirados e concebidos. Podem-se citar como exemplos os algoritmos baseados nos
processos de coldnias de formigas (“Ant Colony Optimization” de Dorigo e Stitzle
(2004)), do voo de passaros (“Particle swarm optimization” de Kennedy e Eberhart
(1995)) e da caca de predadores (“A spatial predator-prey approach to multi-objective

optimization: a preliminary study” de Laumanns et al., (1998)). A terminologia
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utilizada nos algoritmos de inspiracdo bioldgica é também importada da prépria
biologia e adaptada ao modelo computacional. Goldberg (1989) apresenta o
mapeamento dos termos usados na genética natural para os termos utilizados na
genética artificial, implementada nos algoritmos genéticos (HOLLAND, 1975)
(GOLDBERG, 1989). A Tabela 2.2 resume este mapeamento.

Tabela 2.2 — Mapeamento da terminologia da genética natural para a terminologia utilizada em
Algoritmos Genéticos (GOLDBERG, 1989, p. 22).

Genética Natural Genética Artificial
Gene Caractere
Alelo Valor do Caractere
Cromossomo Cadeia de Caracteres
Lécus Posicdo do Caractere na Cadeia (Caracteres)
Genotipo Estrutura, Individuo
Fendtipo Ponto Solugdo, Estrutura Decodificada

Coello et al., (2007) apresentam uma classificacdo das técnicas de otimizacao
global (Figura 2.13) na qual os algoritmos se caracterizam em: enumerativos,
deterministicos e estocasticos.

Os algoritmos estocasticos, como é o caso dos evolucionarios, utilizam
procedimentos probabilisticos para guiar a pesquisa para a(s) regido(6es) onde se
encontra(m) a(s) solucdo(des) otima(s). Em particular, os algoritmos evolucionarios
apresentam as seguintes caracteristicas (GOLDBERG, 1989) (FREITAS, 2002)
(SOARES, 2008):

e Eficiéncia em encontrar as regides 6timas;

e Flexibilidade para se adaptar a diferentes problemas;

¢ Independéncia do uso de derivadas (das funcdes as quais se deseja otimizar);
e Possibilidade de se encontrar diversos pontos Otimos em uma Unica

execucéo.

Algoritmos evolucionarios tém sido cada vez mais aplicados para resolver
problemas multiobjetivos. Dentre inumeros trabalhos cientificos dedicados a tratar deste
assunto, dois tém sido citados com frequéncia: Deb (2001); e Coello Coello (2006).
Algoritmos evolucionarios também tém sido muito utilizados no contexto de mineragéo
de dados, como por exemplo, em (LI et al., 2004), (SRINIVASA et al., 2007),
(SIKORA; PIRAMUTHU, 2007), (DEHURI et al., 2008), (ALCALA-FDEZ et al.,
2009), (AL-OBEIDAT et al., 2011), (HUANG et al., 2012) e (ALVAREZ; VAZQUEZ,

2012). Contudo, poucos trabalhos relacionam mineracdo de dados, algoritmos
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evolucionérios e informacdes geograficas (WHIGHAM et al., 2000), (BOGORNY et
al., 2006) e (PEREIRA et al., 2010).

-
Global
Search & Optimization
|| |
Enumerative Deterministic Stochastic
- Greedy - Random Search/Walk
.| Hill-Climbing || Simulated Annealing
L1 Branch & Bound - Monte Carlo
1  Depth-First — Tabu Search
| Breadth-First || Evolutionary Computation
] Best-First
(A*,Z*, ..) Mathematical Programming
|} Calculus-Based

Figura 2.13 — Técnicas de Otimizacdo Global (COELLO et al., 2007).

Os algoritmos evolucionérios tentam reproduzir artificialmente algum processo
natural. Isto porque se acredita que se determinado mecanismo esta presente e é eficaz
na natureza, entdo ha uma chance de sucesso se 0 mesmo for aplicado em modelos
artificiais (SOARES, 2008, p. 16). O custo computacional muitas vezes determina a
viabilidade do método.

Goldberg (1989) destaca que grande parte dos algoritmos evolucionérios € baseada
no processo de evolucdo por selecdo natural descrito por Darwin. Contudo, o termo
“evolucionario” ¢ usado de maneira mais ampla e é aplicado aos métodos que
desenvolvem solucBes na quais 0os melhores individuos tém maiores probabilidades de
serem selecionados. Assim, os algoritmos evolucionarios sdo similares no proposito de

desenvolver solucdes de forma evolutiva.

2.4.2 Conceitos Basicos e Estrutura

Os conceitos basicos dos algoritmos evolucionarios séo:
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e Individuo: é um ponto no espaco de otimizacdo, isto é, é o conjunto de
valores das variaveis candidatas a otimizar a funcdo objetivo. Representa
uma solucédo candidata para o problema;

e Populacéo (ou solucdes candidatas): conjunto de individuos;

e Objetivo: funcdo que se deseja minimizar ou maximizar;

e Fitness: Medida do desempenho do individuo com relacdo ao modelo
matematico do problema de otimizacdo. Esta medida é utilizada pelo
operador de selecdo, onde pode ser atribuida uma probabilidade de

sobrevivéncia e reproducdo para cada um dos individuos.

A estrutura bésica destes algoritmos é mostrada no Algoritmo 2.1.

Algoritmo 2.1 — Estrutura bésica dos algoritmos evolucionarios.

Entrada (parametros)

Saida (solugdes candidatas)

Gere populagdo inicial;

enquanto o critério de parada nao é satisfeito faca
Avalie cada individuo da populagdo corrente;
Aplique o método de selecéo ;
Aplique operador(es) de geracéo de novos individuos;

fim enquanto;

retorne a melhor solucéo.

NogakrwbdpE

Os parametros de entrada dos algoritmos evolucionarios variam para todo tipo de
algoritmo, mas sempre tém relagdo com os detalhes da formacdo da populacdo e com
operadores evolucionarios. O passo 1 do Algoritmo 2.1 corresponde a criacdo da
populacdo inicial, na maioria das vezes, de forma aleatéria. O laco compreendido entre
0s passos 2 e 6 corresponde efetivamente a evolucdo da populacdo. Em cada iteragdo
deste laco, primeiro se avalia os individuos da populacdo corrente e aplicam-se 0s
operadores genéticos de selecdo, cruzamento e mutacdo para produzir uma nova
geragdo. A selecdo é responsével por implementar o conceito de evolugdo natural, ou
seja, chances maiores de sobrevivéncia e reproducgdo sdo atribuidas aqueles individuos
de melhor desempenho, i.e., de melhor fitness. A aplicacdo de operadores de geracao de
novos pontos no espacgo de otimizacdo é responsavel pela geracdo da nova populacdo.
Este processo se repete até que algum critério de convergéncia seja atingido. O passo 7

retorna a melhor solucéo dentre todas as solugdes da Ultima geracgéo.
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2.4.3 Algoritmos Genéticos

Holland (1975) apresentou a primeira versdo do algoritmo que se tornaria 0 mais
popular entre os algoritmos evolucionarios: Algoritmo Genético. A sua versdo mais
popular € o Algoritmo Genético Simples, SGA (Simple Genetic Algorithm), no qual a
populacdo de individuos possui tamanho fixo e os individuos sdo codificados em uma
cadeia (string) binaria. As operagdes aplicadas a populagéo sao:

e Selecdo;

e Cruzamento;

e Mutacdo.

Cada operacdo possui uma probabilidade prépria e, no caso do SGA, elas sdo fixas.

O Algoritmo 2.2 apresenta a estrutura basica dos algoritmos genéticos.

Algoritmo 2.2 — Estrutura basica dos Algoritmos Genéticos (GOLDBERG, 1989).

Entrada (parametros)

Saida (populagéo)

Inicie o contador de geracgdes ¢ com 0.

Gere a populagéo inicial.

enquanto o critério de parada ndo ¢ atingido faga
Auvalie os individuos da populacgao.
Aplique o0 método de selecao.
Aplique o operador de cruzamento.
Aplique o operador de mutacao.
Incremente c.

fim enquanto.

0. retorne a populagdo corrente.

Hoeo~NogakrkwnPR

Os algoritmos genéticos recebem como entrada parametros que estdo relacionados a
populacdo e aos operadores evolucionarios (selecdo, cruzamento e mutacdo). A saida
sera a populacdo final gerada ou a melhor solucdo encontrada. Cabe destacar que a
populacdo é um conjunto de solugdes, de maneira que a solucdo com um melhor
desempenho deve ser escolhida como a solugéo final para o problema. Os passos 1 e 2
formam o ponto de partida da evolu¢do da populacdo: o contador de geracbes c é
zerado; a populacgéo é configurada de acordo com os parametros iniciais. Os passos de 3
a 9 formam o laco onde, a cada iteracdo, a populagéo é avaliada e em seguida sofre as
operacdes que produzem uma nova geracdo de maneira a proporcionar sua evolugéo. O
laco se encerra quando algum critério de convergéncia for alcancado. S&o exemplos de
critérios de convergéncia:

e Numero maximo de iteragdes (o contador ¢ atinge um determinado limite)
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e A populagdo ndo apresenta evolugdo em seu desempenho durante um dado

numero de geragcdes consecutivas.

Uma caracteristica importante da populacdo de um AG, que pode influenciar na

qualidade do resultado final, é a diversidade genética, a qual consiste na medida da

representatividade do espaco de otimizagdo. Assim, quanto maior a semelhanca entre 0s
individuos, menor a diversidade genética; quanto menor for a semelhanca entre os
individuos, maior a diversidade genética.

Segundo Vasconcelos et al., (2001), a manutencdo de uma alta diversidade genética
durante a execucgdo do algoritmo diminui as chances de se convergir para um 6timo
local e aumenta as chances de se encontrar um 6étimo global. O trabalho de Vasconcelos
et al.,, (2001) apresenta um algoritmo de controle da diversidade genética que €

mostrado no Algoritmo 2.3.

Algoritmo 2.3 — Algoritmo de ajuste da diversidade genética (VASCONCELOS et al., 2001).

1 se (mdg > Vinay)
2 Pm = Km * Pms
3 Pe = Pc/ Ke;
4 sendo se (mdg < Vpin)
5. Pc = Ke * pe;
6. Pm = Pm / K
7 fim se

8 se (pm > Pm max) Pm = Pm max;
9 se (pm < pmfmin ) pm = pmfmin;
l Se (pC > pcfmax ) pC = pcfmax;
1

0
1 se (pc > Pc min) Pc = Pe min

Neste algoritmo, mdg € um indice de diversidade genética, definido como sendo a
razdo do valor médio de fitness, considerando a fitness de todos os individuos da
populacdo, pelo valor de fitness méximo em cada geracdo. Vmax € Vmin S80
respectivamente o limite superior e inferior para mdg, pm € a probabilidade de mutacao,
pc € a probabilidade de cruzamento, ky, € o fator de ajuste da mutacdo, k. é o fator de
ajuste do cruzamento, Pc min, Pcmax, Pm min € Pc_max SA0 respectivamente os limites
inferior e superior de probabilidades de cruzamento e mutacéo.

O valor de mdg é limitado pelo intervalo 0 < mdg < 1. Assim, mdg igual a 1,
significa que todos os individuos da populagdo possuem o mesmo valor da funcao
fitness, ou seja, a diversidade genética € minima o que denota a convergéncia do
algoritmo para um mesmo ponto do espago de otimizagdo. Para se evitar uma

convergéncia prematura, as probabilidades de cruzamento e mutagdo sdo ajustadas de
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acordo com o valor de mdg. Assim, quando se tem uma alta diversidade genética (mdg
inferior ao valor de Vpn), diminui-se a probabilidade de mutacdo e aumenta-se a de
cruzamento; quando a diversidade genética é muito baixa (mdg excede o valor Vmax),
aumenta-se a probabilidade de mutacdo e diminui-se a de cruzamento (vide Algoritmo
2.3). Os valores dos parametros utilizados por Vasconcelos et al., (2001) sdo mostrados
na Tabela 2.3.

Tabela 2.3 — Pardmetros e respectivos valores utilizados no algoritmo de manutencéo da Diversidade
Genética (VASCONCELOS et al., 2001).

Parametro Vin Vnax Pc_min Pc max Pm min Pm max Km K
Valor 0.005 0.150 0.500 1.000 0.001 0.250 1.100 1.100
2.4.3.1 Nicho

A utilizacdo de técnica de nicho consiste em dividir-se a populacdo em subpopulactes a
fim de proporcionar que as subpopulacdes sejam capazes de encontrar outros 6timos
locais.

Basicamente, a utilizacdo de técnica de nicho visa evitar a obtencdo de um unico
ponto 6timo. Existem problemas que podem apresentar mais de um ponto 6timo. Assim,
pode-se desejar conhecer uma maior variedade de pontos que minimizam a funcao
objetivo em um problema de minimizacdo. A utilizacdo de técnica de nicho é
recomendada quando a funcdo a ser minimizada é multimodal, com diversas regifes de
minimos locais e/ou globais.

A implementacdo de técnicas de nicho requer alguns ajustes nas operacdes
genéticas de maneira que essas operagdes passem a ocorrer no nicho e ndo mais em toda
populacdo, ou seja, a selecdo, cruzamento e mutacdo sdo operacOes aplicadas

considerando a subpopulagéo do nicho.

2.4.3.2 Elitismo Simples e Global

Durante a execucdo do algoritmo, o melhor individuo gerado até entdo pode se perder
(ndo ser selecionado para compor a proxima geracdo ou ser destruido pelas operacdes
de cruzamento e/ou mutacgdo). Existem duas técnicas que visam preservar o historico
das melhores solucbes obtidas. A primeira delas é a técnica de elitismo simples, que
consiste em se armazenar o melhor individuo de cada geracdo e propaga-lo para a

geracdo seguinte. Dessa maneira, garante-se que a melhor solugdo nao sera perdida.
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A técnica do elitismo global consiste em substituir os individuos pais pelos filhos

somente se eles tiverem maior valor de fitness.

2.4.4 Programacédo Genética

A programacdo genetica (PG) possui grande semelhanca com os algoritmos genéticos
(AGs). A diferenca principal esta na representacdo dos individuos: enquanto nos AGs
codificam-se os individuos em codigo binéria, Gray, real, ou outro, a PG codifica os
individuos na forma de uma arvore. Essa codificacdo apresentada na PG gera algumas
alteracdes significativas nos operadores genéticos, além de possibilitar alguns grandes
beneficios, tais como conter ndo somente valores de varidveis, mas tambem fungdes. As

alteracOes e beneficios apresentados pela PG em relagdo ao AG serdo detalhas a seguir.

2.4.4.1 Representacdo dos Individuos

Conforme ja mencionado, o fato do individuo na PG ser representado na forma de
arvore possibilita a esse individuo conter ndo somente valores de variaveis, mas também
funcdes. Segundo Koza (1992), o conjunto das fungdes (nds internos da arvore
(ZIVIANI; BOTELHO, 2006)) que compdem o individuo é chamado de conjunto de
funcdes’. Montana (1995) considera que o termo que melhor se aplica a esse conjunto é

conjunto ndo terminal®, uma vez que o conjunto de nds terminais (nds externos

(ZIVIANI; BOTELHO, 2006)) pode conter fungdes que ndo recebem pardmetros. Esse
texto utilizara o termo “conjunto de fungdes”, por ser o mais utilizado na literatura,
devido a grande influéncia exercida pelo livro de Koza (1992).
Segundo Koza (1992), o individuo da PG, composto pelos conjuntos terminal e ndo
terminal, deve satisfazer pelo menos duas propriedades:
e Suficiéncia’; indica que o poder de expressividade do individuo deve ser
bom o suficiente para representar uma solugéo para o problema em questé&o.
e Fechamento: indica que uma funcdo deve poder receber como parametro
de entrada o valor produzido como saida de outra funcdo ou um valor que

pode ser assumido por um dos terminais.

Na prética, obedecer a propriedade de fechamento pode ser uma tarefa muito dificil.

" do inglés Function Set

® do inglés Nonterminal Set
% do inglés Sufficiency

19 do inglés Closure

24



Entretanto, ndo observar essa propriedade leva a situacbes que geram individuos
inconsistentes. Certamente essa € uma das maiores dificuldades dos projetistas de
algoritmos baseados em PG, principalmente na aplicagdo das operacdes de mutagéo e
cruzamento. Segundo Freitas (2002), a garantia de fechamento dos nds terminais e nds
funces é especialmente importante, pois ndo ha sentido em uma operacgéo do tipo Idade
+ Salério uma vez que esses dois atributos possuem dominios diferentes. Dessa forma,
ainda segundo Freitas (2002), o dominio utilizado pelo banco de dados pode ser util a
fim de se validar o tipo dos parametros passados para cada funcao.

Além das duas caracteristicas necessarias (suficiéncia e fechamento), Freitas (2002)
aponta como caracteristica desejavel que o conjunto de nés que comp&em o individuo
tenha mais uma caracteristica: parcimonia*. Essa caracteristica indica que o individuo
deve conter somente as fungdes e os terminais estritamente necessarios, e.g. (NAO X) ao
invés de (NAO (NAO (NAO X))). Uma solucdo parcimoniosa é mais simples de ser
avaliada e consequentemente mais simples de ser entendida pelo usuario final. A Figura
2.14 mostra um exemplo de individuo da PG. A expresséo codificada pelo individuo é:
10x (7/(3+5)).

Figura 2.14 — Exemplo de Individuo na PG.

2.4.4.2 Cruzamento

A operagdo de cruzamento na PG, assim como no AG, consiste na troca de material
genético entre os individuos pais. Entretanto, conforme destacado na se¢do 2.4.4.1, a
fim de se garantir a propriedade de fechamento, é preciso verificar se o tipo das sub-
arvores que serdo inseridas sdo compativeis com o tipo esperado. Considerando o
exemplo da Figura 2.14, ndo se pode substituir o n6 folha cujo valor é um nimero
inteiro igual 5 por um n6 do tipo lo6gico cujo valor é true. Em contrapartida, 0 mesmo

no pode ser substituido pela sub-arvore que representa a expressao seno( 7).

1 do inglés Parsimony
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Uma caracteristica bastante significativa da operacdo de cruzamento é a sua
capacidade de alterar o tamanho dos individuos durante a execugdo do algoritmo.
Considerando novamente o exemplo da Figura 2.14, trocar o n6 folha cujo valor é 5 por
uma sub-arvore que representa a expressdo seno(z), fard com que a profundidade da
arvore aumente. O sucessivo aumento da profundidade da arvore podera gerar casos em
que se tem uma expressao complexa, mas que pode ser simplificada (este é o tipico caso
onde ndo se obedece a propriedade parcimonia — secdo 2.4.4.1). Para se evitar que a
arvore que compde o individuo cresca, porém sem apresentar um ganho significativo de
desempenho na funcéo fitness, algumas técnicas foram propostas e serdo detalhadas na
secdo 2.6. Uma das ideias mais comuns é considerar a minimiza¢do do nimero de nds
como um dos objetivos do algoritmo, ou seja, além de procurar otimizar a funcao
principal o algoritmo deverd procurar pelo menor individuo (em termos de nimero de

nos, ou até mesmo profundidade da arvore) que otimiza a funcéo.

2.4.4.3 Mutacéo

O operador de mutacdo consiste na troca de um no (terminal ou ndo) por outro nd
(terminal ou uma sub-arvore) gerado. E notdrio que aqui, assim como no cruzamento,
os individuos podem aumentar ou diminuir de tamanho. Freitas (2002) classifica a
operacdo de mutacdo em quatro categorias principais, baseadas na capacidade de
alteracdo de tamanho da arvore:

e Mutacdo de Ponto'®: Consiste na troca de um né externo por outro nd

externo;

e Mutacio de Colapso™: Um né externo substitui um né interno (sub-arvore).

Nessa caso, a arvore diminui sua altura;

e Mutacdo de Expansdo'®: Um né interno (sub-arvore) substitui um né

externo. Nesse caso, a arvore aumenta sua altura;

e Mutacio de sub-arvore™: Um no interno substitui outro nd interno. Nesse

caso a arvore pode aumentar ou diminuir sua altura ou ainda néo ter seu

tamanho alterado.

12 do inglés Point Mutation

'3 do inglés Collapse Mutation
* do inglés Expansion Mutation
%5 do inglés Subtree Mutation
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Uma implementacdo da PG pode utilizar somente uma categoria de mutacéo a fim
de inserir uma tendéncia de comportamento do tamanho dos individuos (FREITAS,
2002). Por exemplo, utilizar somente a mutacdo de colapso fara com que a aplicagdo

desse operador diminua o tamanho dos individuos.

2.5 Aplicacdo de Algoritmos Evolucionarios em Mineracdo de Dados

Algoritmos evolucionarios podem ser aplicados em diversas tarefas de mineracdo de
dados: classificacdo, clusterizacao, limpeza ou reducdo de informacdes, dentre outras.
Nesse trabalho, como j& dito anteriormente, o foco é o desenvolvimento de algoritmos
evolucionérios para classificacdo de dados.

Formalmente, o problema de classificacdo pode ser entendido como:

Definigdo 3 — Problema de Classificacdo em Mineracdo de Dados: Sejam n o nimero de
classes de um problema, ¢ 0 conjunto de instancias a serem classificadas e p a
quantidade de instancias do conjunto c. Encontre 0s n conjuntos (com um ou mais
elementos) que contenham regra(s) a fim de classificar cada um das p instancias em
uma das n classes.

Conforme descrito na secdo 2.4, os algoritmos evolucionarios procuram o(s)
melhor(es) individuos que maximizam uma determinada medida de fitness. Em
aplicacdes de mineracdo de dados, cujo objetivo é realizar a classificacdo de padroes, 0s
algoritmos evolucionarios podem ser aplicados da seguinte forma:

e Os individuos da populacdo representam uma regra de classificacdo ou até
mesmo um conjunto de regras;

e A fungdo fitness deverd mensurar a qualidade de cada individuo. Desta
forma, o algoritmo evolucionario procurard por individuos que apresentem

maior qualidade.

Podemos entender como “qualidade” de cada individuo a sua capacidade de
classificar corretamente o maior nimero de padrdes (ou registros) de um banco de
dados.

Existem diversas formas de se medir a qualidade de uma regra de classificagéo. As
mais comuns se baseiam em célculos realizados a partir dos coeficientes da matriz de

confusdo (Tabela 2.4).
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Tabela 2.4 — Matriz de Confuséo.

Classif. . .
Real Positivo Negativo
Positivo Verdadeiro Positivo (TP) Falso Negativo (FN)
Negativo Falso Positivo (FP) Verdadeiro Negativo (TN)

Os coeficientes da matriz sdo calculados considerando cada uma das classes do
problema. Considere um banco de dados contendo informagOes sobre transformadores
elétricos, classificados em 3 classes:

A) Normal;
B) Falha Elétrica;
C) Falha Térmica.

Considerando um banco de dados contendo 100 transformadores, onde 47 sdo
Normais, 24 possuem falha elétrica e 29 possuem falha térmica, uma possivel

classificacdo é mostrada na seguinte matriz de confusao:

Tabela 2.5 — Exemplo de Matriz de Confusdo gerada em um problema de classificagdo.

Real Classif. Normal Falha Elétrica Falha Térmica
Normal 40 2 5
Falha Elétrica 6 16 2
Falha Térmica 4 2 23

No exemplo dado, o nimero de classificacBes corretas € mostrado na diagonal
principal da matriz: 40 normais, 16 com falhas elétricas e 23 com falhas térmicas. Os
demais valores constituem classificacdes incorretas. Por exemplo, 6 transformadores
foram classificados como normais, mas na realidade, eles possuem falha elétrica.

Conforme ja dito, os coeficientes da matriz de confusdo permitem o célculo de
algumas métricas de qualidade dos classificadores para cada uma das classes. Dentre

essas metricas, pode-se citar: acuracia; sensibilidade e especificidade, onde

. TP+TN
Acurécia (A) = m
Sensibilidade (A) =

- g - TN
Especificidade (A) = ——

Considerando a matriz mostrada na Tabela 2.5, temos o0s seguintes valores

referentes a classe ‘Normal’:

TP = 40,
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FN=2+5=7,
FP=6+4=10,
TN=16+2+2+23 =43,

Assim, os valores de acuracia, sensibilidade e especificidade obtidos nessa classe

sdo:
Acuracia (Normal) = 2 _ 0,83,
40+7+10+43
Sensibilidade (Normal) = —— = 0,85,
40+7
Especificidade (Normal) = 20,81
43+10

De maneira similar, a acuracia, a sensibilidade e a especificidade podem ser

calculadas para as demais classes: Falha Elétrica e Falha Térmica.

2.5.1 Representacdo dos Individuos

Existem na literatura diversas formas de se representar os individuos de um algoritmo
evolucionério. Esta secdo ira descrever as principais formas de representacdo de

individuos utilizadas em algoritmos genéticos e na programacao genética.

2.5.1.1 Algoritmos Genéticos

Basicamente, existem duas formas principais de representar um individuo em tarefas de

classificacdo em mineracdo de dados (FREITAS, 2002), a saber:

e Abordagem Michigan: Cada individuo representa uma UGnica regra de
classificacdo;

e Abordagem Pittsburgh: Cada individuo representa um conjunto de regras de

classificacéo.

Essas abordagens possuem vantagens e desvantagens que serdo destacadas a seguir.
A abordagem Michigan, onde cada individuo representa uma regra, foi a forma utilizada
por Goldberg (1989) em aplicacGes de aprendizado de maquina (machine learning).
Conforme ja visto, algoritmos genéticos visam evoluir sua populagdo de maneira a gerar
um melhor individuo que maximize a fungdo fitness. Como, em geral, as aplica¢fes de
classificacdo em mineracdo de dados procuram ndo por uma, mas por um conjunto de
regras, a fim de classificar os padrdes em diversas classes (geralmente mais de duas;
vide Definicdo 3) tem-se aqui um primeiro impasse: como fazer com que os algoritmos

genéticos gerem um conjunto de regras que classifiquem os padrées em cada uma das
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classes, no problema de classificacdo?

Uma primeira forma seria executar o algoritmo n vezes, onde n é o numero de
classes. Assim, a cada execugdo, a melhor regra de classificacdo seria identifica e, ao
final das n execuces, a classificacdo dos padrdes poderia ser feita. A funcgéo fitness
utilizada em cada uma das execucOes deve ser adaptada a fim de identificar a melhor
regra para a n-ésima classe (vide Defini¢do 3). Evidentemente, essa solugéo teria como
desvantagem o grande esfor¢co computacional.

Goldberg (1989) prop6s a utilizacdo da técnica de nicho (secéo 2.4.3), a fim de se
obter as melhores regras de classificacdo para as n classes do problema a cada execucéo
do algoritmo. A utilizagdo de técnicas de nicho permite um maior compartilhamento™®
dos individuos no espaco de busca. A Figura 2.15 mostra os resultados obtidos com e

sem a utilizacdo da técnica de nicho.

Sharing. No Mutation. No Sharing. No Mutation.

4 Generation 100. Generation 100.
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1 24
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Figura 2.15 — Pontos obtidos pelo AG. O grafico exibido & esquerda mostra o resultado do algoritmo com
utilizacdo de técnica de nicho. O gréafico da direita mostra o resultado sem a técnica (GOLDBERG, 1989,
p. 193).

A abordagem Pittsburgh, na qual cada individuo representa um conjunto de regras,
permite que sejam obtidas regras que identifiquem todos os padrdes que pertencam as n
classes do problema. Entretanto, as operacGes de cruzamento e mutagdo se tornam
muito mais complexas.

Freitas (2002) destaca que a abordagem Pittsburgh procura pelo melhor conjunto de

regras, entretanto, este pode ndo ser o conjunto das melhores regras, ou seja, COmo 0

AG avalia o conjunto de regras (individuo) como um todo, o desempenho de cada uma

das regras ndo é levado em consideracdo. Desta forma, pode ser que o desempenho do

18 do inglés sharing
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melhor conjunto de regras obtido possa ser melhorado, através de um rearranjo dos
conjuntos (individuos) gerados pelo algoritmo.

Na prética, a maioria das aplicacGes estudadas utiliza a abordagem Michigan. Essa
abordagem sera considerada nas discussdes feitas a partir deste ponto.

Geralmente, um AG utiliza uma codificacdo de baixo nivel, binaria, por exemplo
(GOLDBERG, 1989). Entretanto, codifica¢fes de alto nivel, e.g. “Idade < 20”, também
podem ser utilizadas. A seguir serdo avaliadas as vantagens e desvantagens de cada uma
dessas codificacGes em aplicacdes de mineragdo de dados.

Atributos que dizem respeito a categorias podem ser facilmente codificados de
maneira binaria. Por exemplo, considere o atributo estado civil. Os valores possiveis
sdo: Solteiro, Casado, Divorciado, Vilvo. Dois bits sdo suficientes para codificar esses
valores. Contudo, o atributo continuo apresenta maiores dificuldades de codificacéo,
principalmente se considerarmos intervalos desses valores. Considere, por exemplo, 0
atributo ldade. Esse atributo pode ser dividido em intervalos do tipo: 0-19, 20-39, 40-
69, 70-00. Assim, cada um dos intervalos pode receber uma codificacdo binaria,
entretanto, seria muito mais simples utilizar uma codifica¢do de alto nivel do tipo: 0 <
idade <19. Desta forma, a alteracdo dos limites da restricdo fica muito mais simples,
facilitando assim a implementacdo dos operadores genéticos. Uma outra grande
vantagem da codificacdo em alto nivel, principalmente quando aplicada em atributos
continuos, esta na facilidade de entendimento por parte do usuério final. E muito mais
simples e intuitivo entender “0 < idade < 19” do que “idade = 00”. Claramente, a
segunda codificacdo ndo € intuitiva e inclusive induz a uma interpretacdo errada: o valor
‘00’ significa o primeiro intervalo (de 0 a 19) e néo o valor absoluto 0 (zero).

Um grande problema muito estudado pela comunidade cientifica é descobrir
quantos e/ou quais atributos do banco de dados utilizar. Um banco que possui um
grande volume de atributos possui também um grande espacgo de busca, dificultando a
procura pelo melhor resultado. Muitas estratégias podem ser aplicadas a fim de reduzir
o volume de atributos, tais como Anélise de Componentes Principais (PCA'"), Arvore
de Decisao, dentre outras. O AG pode ter seus individuos codificados de maneira a
variar seu tamanho. Um exemplo de implementagédo dessa variacdo de tamanho consiste
em implementar um mecanismo onde o0s atributos podem ser habilitados ou

desabilitados em cada um dos individuos (regras).

7 do inglés Principal Component Analysis
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A primeira estratégia sugere que o0s atributos possuam uma posicdo fixa nos
individuos. Os atributos podem ser “habilitados” ou “desabilitados” em cada individuo
a fim de se alterar as regras geradas. Essa estratégia sera detalhada a seguir.

Considere um problema contendo n atributos e seja atrib; o i-esimo atributo, com i
=1, 2, ..., n. A codificacdo dos individuos que permite informar se um determinado
atributo sera ou ndo considerado na regra devera ter as seguintes informacdes para cada
Cromossomo:

e p_val;: Primeiro valor. Geralmente € o limite inferior do i-ésimo atributo;

e p_oper;: primeiro operador;

e nome_atrib;: nome do i-ésimo atributo;

e s _oper;: segundo operador

e s vali: Segundo valor. Caso o atributo em questdo seja continuo, esse valor
sera o limite superior;

¢ hab: Habilitacdo da regra.

Caso o atributo em questdo seja discreto, o primeiro valor (p_val) e o primeiro
operador (p_oper) podem ser dispensados. Um exemplo de regra, utilizando as
informagdes conforme descrito anteriormente seria:

‘Estado Civil = Solteiro’ - 1 | ‘0 <idade <19’ - 1 | ‘Sexo = Masculino’ - 0

Essa regra é formada por 3 condi¢cdes. Na primeira condi¢cdo, temos atrib; igual a
‘Estado Civil’, s_oper; igual a ‘=", s_val; igual a ‘Solteiro’ e hab igual a 1. Esse ultimo
valor indica que a restricdo estd habilitada. As duas condi¢cdes seguem a mesma
estrutura da primeira, cabendo destaque para os seguintes fatos: (a) a segunda regra diz
respeito a um atributo de valores continuos, por isto a regra estd representando um
intervalo; (b) a terceira regra esta desabilitada, pois o valor do parametro hab € igual a
0. Assim, a decodificacdo do individuo em questdo seria:

(‘Estado Civil = Solteiro’) E (‘0 <idade <19°)

A segunda estratégia consiste em codificar os individuos utilizando um genétipo de
tamanho variavel. Exemplos de dois individuos de genétipos diferentes sédo:

‘Estado Civil = Solteiro’ | ‘0 <idade <19’
30 <idade <59 | ‘Sexo = Masculino’ | ‘Estado Civil = Casado’

E notdrio o fato de que essa representacéo tras dificuldades para a implementagio

dos operadores geneéticos, principalmente o cruzamento: é preciso identificar em que
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posicdo do individuo os atributos se encontram a fim de se realizar a permuta de
material genético.

O detalhamento feito a respeito da codificagdo dos individuos levou em
consideracdo somente as restricdes da regra, ou seja, a clausula “SE”. Agora sera
detalhada a codificacdo da consequéncia da regra, ou seja, a clausula “ENTAO”.
Considere o seguinte Individuo:

‘Estado Civil = Solteiro’ | 20 <idade <49’

A transformacdo desse individuo em uma regra de classificacdo gerara a seguinte
expresséo:
SE (Estado Civil = Solteiro’) E (20 <idade <49’) ENTAO C

onde C é uma das classes do problema em questao.

Existem diferentes estratégias para se definir qual é a classe C que ird compor a
regra. A primeira estratégia consiste em inserir um campo no individuo a fim de
codificar a classe. Esse valor seria obtido aleatoriamente e, com a execucdo do
algoritmo, os operadores genéticos poderiam alterar esse valor. A classe seria tratada
como uma varidvel gualquer do individuo. Freitas (2002) ndo recomenda a utilizacédo
dessa abordagem, uma vez que o desempenho da regra esta intimamente ligado com a
relagdo entre as restri¢des (clausula ‘SE’) com a sua consequéncia (clausula ‘ENTAQ”).
Um individuo pode possuir um conjunto de restricbes que identifica corretamente uma
determinada classe do problema, entretanto a classe considerada nesse individuo pode
ndo corresponder a classe correta, fazendo com que o desempenho do individuo seja
baixo. Por exemplo, considere um individuo que seleciona 70 padrdes pertencentes a
classe c; e 5 pertencentes a classe c,. Esse individuo teria um desempenho ruim se
dissesse que os padrdes pertencem a classe c,, contudo seria uma boa regra para
classificar os padrdes da classe c;.

Uma segunda abordagem, que supriria a grande deficiéncia apontada na abordagem
anterior, consiste em se definir a classe da regra de acordo com os padrdes obtidos pela
regra. A ideia basica consiste em escolher a melhor classe que identifica o conjunto de
padrdes selecionados. Considerando o exemplo anterior, como 70 padrdes (93% do
total) pertencem a classe ¢; e 5 (7%) pertencem a classe ¢, a melhor classe a ser
escolhida para o individuo em questdo é a classe c;.

Uma terceira abordagem consiste em se dividir a populacdo em subpopulagdes,

onde cada uma dessas partes serd associada a uma das classes do problema. Dessa
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forma, as operacBes de cruzamento ocorrerdo entre individuos de uma mesma

subpopulacéo.

2.5.1.2 Programacdo Genética

Conforme visto na secdo 2.4.4.1, uma propriedade a ser mantida na PG é a de
fechamento, a qual diz que a saida de um no interno (funcao) ou terminal pode ser usada
como entrada de algum outro no interno da arvore que representa o individuo.

Existem diversos tipos de dados com os quais uma aplicacdo de mineragdo de dados
lida: valores discretos, tais como Estado Civil, Sexo, entre outros, além de valores
continuos, tais como idade, altura. E preciso que os nds que compdem o individuo da
PG se relacionem de maneira a garantir a propriedade de fechamento o que ndo é uma
tarefa trivial. A criagdo de uma regra do tipo “ldade > Altura” nao faz sentido, apesar
dos atributos “ldade” e “Altura” serem do mesmo tipo (valores numéricos positivos
inteiros). Esses atributos possuem uma semantica totalmente distinta. Igualmente ruim
seria gerar uma regra do tipo “Sexo > Masculino”. A Figura 2.16 apresenta um
exemplo no qual individuos inconsistentes sdo gerados apds um cruzamento. Nesse
exemplo, o n6 "Masculino” foi permutado com o né "13". Para se contornar esse tipo de
problema e garantir a propriedade de fechamento, algumas solucdes serdo detalhadas a

sequir.

Figura 2.16 - Exemplo de cruzamento onde a propriedade de fechamento ndo é observada.

A primeira estratégia descrita em Freitas (2002), € a de tornar a saida de todos os
terminais em dados do tipo booleano®®, onde o valor de saida do terminal possui dois

valores, que podem ser considerados como 0 ou 1, verdadeiro ou falso. A estrutura dos

'8 do inglés Booleanizing All Terminals.
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terminais € da forma <atrib, ope , val>, onde o atrib é o atributo, ope é um operador
relacional (=", ‘<’, ©>’, *<’, “>’) e val € um valor pertencente ao dominio do atributo em
questdo. A Figura 2.17 mostra um exemplo de individuo da PG onde todos os terminais

foram dispostos no tipo booleano.

Viuvo = Sim

Sexo = Masculino

Idade < 25

Figura 2.17 — Exemplo de Individuo da PG com os terminais do tipo booleano (FREITAS, 2002).

A regra gerada pelo individuo da Figura 2.17 € dada por:
SE (Vitvo = Sim) OU ((Sexo = Masculino) E (Idade <25))

A clausula ‘ENTAO’ pode ser determinada por alguma das estratégias descritas na
secdo 2.5.1.1. Maiores detalhes sobre 0 método de transformar o tipo dos atributos e
terminais em booleanos podem ser encontrados em (FREITAS, 2002, p.140-146).

Uma segunda estratégia utilizada a fim de se garantir a propriedade de fechamento
consiste em utilizar na arvore da PG nds fortemente tipados'®, isto é, cada n6 da camada
k s6 pode aceitar como nés da camada k+1 que tenham o tipo de dado compativel com
0 que esse no k espera.

O conceito “fortemente tipado™® foi utilizado primeiramente e ainda é muito
utilizado atualmente para descrever uma caracteristica de linguagens de programacéo.
Dizer que uma linguagem de programacdo é fortemente tipada, significa que todos os
possiveis valores a serem atribuidos a uma variavel devem pertencer um determinado
tipo. Por exemplo, uma variavel cujo tipo de dado é ponto flutuante (float), sé pode
receber valores do tipo ponto flutuante. A tentativa de atribuir um valor de tipo
diferente, por exemplo, o tipo caractere (char), gerara um erro.

De maneira analoga a descrita anteriormente, pode-se dizer que um algoritmo de
PG e fortemente tipado quando os nos da arvore que forma cada um dos individuos,
possuem tipos de dados compativeis. Pode ser criada uma tabela contendo a definigdo
dos tipos dos parametros de entrada bem como o retorno das funcdes, a fim de auxiliar a

verificacdo dos tipos, durante a execucdo do algoritmo. A Tabela 2.6 mostra um

190 n6 é fortemente tipado se n&o se permitem violacdes dos tipos de dados que ele pode receber.
% do inglés Strongly-Typed
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exemplo das definicdes dos parametros e retorno das funces.

Tabela 2.6 — Definicdo dos tipos de dados de entrada e saida das fungoes.

Funcéo Tipo de dado dos parametros Tipo de dado retornado
+,-%/ (real, real) real
<, >, <> (real, real) booleano
AND, OR (booleano, booleano) booleano
= (inteiro, inteiro) booleano

A implementacdo de um algoritmo de PG fortemente tipado implica em
modificagdes na estrutura convencional desse algoritmo. A funcdo de criacdo dos
individuos, bem como os operadores genéticos devem ser implementados de maneira a
garantir que sejam criados e manipulados somente individuos validos. A Figura 2.18
mostra um exemplo de individuo da PG fortemente tipada. Esse individuo foi criado

levando em consideracdo a tipagem descrita na Tabela 2.6.

Figura 2.18 — Exemplo de Individuo da PG Fortemente Tipada.

Nesse exemplo, seguindo a tipagem da Tabela 2.6, identifica-se que attrl é do tipo
inteiro, attr3 é do tipo booleano e os atributos attr2 e attr4 séo do tipo real.
A operagdo de mutacdo pode ser implementada conforme o pseudocddigo

apresentado no Algoritmo 2.4.

Algoritmo 2.4 — Pseudocédigo da operagao de Mutagdo na PG Fortemente Tipada.

1. Selecione aleatoriamente um né n;
2. Gere outro né n” do mesmo tipo do nd n;
3. Substitua 0 n6 n pelo né »n’;

E importante destacar que, no pseudocédigo apresentado no Algoritmo 2.4, 0 n6 n
pode ser a raiz de uma sub-arvore. Nesse caso, 0 nd n’ gerado podera ser um no6 simples
ou outra sub-arvore. Contudo tanto o ndé n quanto o »’ devem ser de um mesmo tipo de
dado.
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A implementacdo da operacdo de cruzamento é mostrada de maneira genérica no

Algoritmo 2.5.

Algoritmo 2.5 — Pseudocddigo da operagdo de Cruzamento na PG Fortemente Tipada.

entrada (Individuo p1, Individuo p2, inteiro max)
saida (Filho f1, Filho 2)

1 tentativas := 0; nl1 := vazio; n2 := vazio;

2 f1 := COPIA(pl); f2 := COPIA(p2);

3 enquanto (tentativas < max) E (n2 = vazio) faca
4 Selecione aleatoriamente um n6 n1 de f1;

5. Procure em f2 um né n_temp do mesmo tipo do no nl;
6 se encontrou um nd n_temp

7 n2 :=n_temp;

8 fim enquanto;

9. se (n2 = vazio)

10. retorne pl e p2;

11. Sendo

12. Troque os n6s nl e n2 de fl e f2;

13. retorne fl e f2;

14. fim se;

A operacdo de cruzamento, apresentada no Algoritmo 2.5, procura selecionar dois
nés de um mesmo tipo tanto na primeira quando na segunda arvore? recebidas como
parametros de entrada. Caso encontre esses dois ndés de um mesmo tipo, o algoritmo
realiza a permuta desses nds (ou sub-arvores) entre as duas arvores em questdo: o nd nl
sai da arvore fl e vai para o lugar do né n2 na arvore f2; o n6 n2 sai da arvore f2 e vai
para o lugar do n6 nl na arvore f1. Caso ndo sejam encontrados esses dois nés de um
mesmo tipo durante um ndmero especifico de tentativas, (o limite de tentativas, max, é
passado como parametro) o algoritmo retorna uma copia inalterada dos dois individuos

recebidos como parametros.

2.6 Trabalhos Relacionados

A literatura cientifica possui uma diversidade de estratégias que vém sendo aplicadas
em problemas de extracdo de conhecimento néo trivial a partir de bancos de dados:
abordagens nédo supervisionadas (DUDA et al., 2000), tais como Kk-vizinhos mais
préximos (k-Nearest Neighbors, k-NN) e classificadores Bayesianos (KITTLER et al.,
1998), além de algoritmos supervisionados, tais como Arvores de Decis&o (AD) (se¢io
3.4), Redes Neurais Atrtificiais (RNA) (HAYKIN, 2008) e SVM (secédo 3.3). Dentre os

artigos estudados ao longo deste trabalho, os quais aplicam os algoritmos citados a fim

2! Na PG, cada individuo representa uma arvore.
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de extrair regras de classificacdo, pode-se citar:

e K-NN: (WANG et al., 2006), (YANG et al., 2007), (JIANG et al., 2008) e
(CHANG et al., 2011);

e Classificadores Bayesianos: (BATTIT; COLLA, 1994), (HU et al., 2007),
(BRESSAN et al., 2009) e (ZHANG, 2011);

e AD: (EXARCHOS et al, 2007), (CHEN; HUNG et al., 2009),
(SAMANTARAY, 2010) e (SARKAR et al., 2012);

e RNA: (LIAO, 2005), (ARAUJO et al., 2005), (MANTAS et al., 2006) e
(LEI; GHORBANI, 2012);

e SVM: (LIN, 2002), (CHEN; WANG, 2003), (MARTENS, 2007) e (FU;
LEE, 2012).

Existem também muitos trabalhos focados na resolugdo de problemas de
classificacdo, que propdem métodos baseados em algoritmos evolucionarios (FREITAS,
2002), tais como AG (secdo 2.4.3), PG (se¢do 2.4.4), Sistemas Imunologicos Artificiais
(ALVES et al., 2004) (WANG et al., 2011), Algoritmos da Otimizacdo da Coldnia de
Formigas (PARPINELLI et al., 2002) (KABIR et al., 2012) e Otimizagdo de Enxame de
Particulas (SOUSA, 2004) (MOHAMAD et al., 2011).

Algoritmos que sejam capazes de manipular diretamente bases de dados hibridas,
sem um pré-processamento ou uma estrutura particular de representacdo destes dados,
ndo foram encontrados na literatura. Uma base de dados hibrida é composta por
atributos convencionais (e.g. numéricos, textuais, l6gicos) e ndo convencionais (e.g.
geograficos). Geralmente, os algoritmos que manipulam dados hibridos adotam algum
tipo de estrutura particular para representar os atributos ndo convencionais. Por
exemplo, (LEE et al., 2009) (WANG et al., 2009) (WHIGHAM, 2000), que manipulam
dados geogréaficos, aplicam estruturas particulares para representar as entidades
geogréficas. Na maioria das vezes, estas estruturas alternativas de representa¢do nao sao
desejaveis, uma vez que o desempenho do algoritmo de classificacdo e a interpretacdo
dos resultados se tornam altamente dependentes da estrutura adotada. Atualmente,
existem muitos gerenciadores de bancos de dados que utilizam um modelo padrdo para
representar e armazenar os atributos (EGENHOFER, 1993) (ESTER et al., 2000). Esses
gerenciadores de bancos de dados contém extensGes geogréaficas, dotadas de um
conjunto de funcbes que sdo amplamente conhecidas, mas somente um pequeno nUMero

de algoritmos de classificacdo é capaz de explorar esse recurso. Além do mais, 0S
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métodos existentes (BOGORNY et al., 2006) necessitam de um pré-processamento dos
dados, fazendo com que ndo seja possivel combinar a aplicacdo de funcdes
convencionais e ndo convencionais em uma mesma regra de classificagdo. A seguir,
alguns trabalhos relacionados serdo melhor detalhados.

Srinivasa et al. (2007) descrevem um modelo de Algoritmo Genético Adaptativo
SAMGA (Self-Adaptative Migration Model Genetic Algorithm), no qual as
probabilidades de mutagdo, cruzamento de cada individuo, assim como o tamanho da
populacdo, sdo ajustados dinamicamente. Esse algoritmo é utilizado para extrair regras
de classificacdo de padrdes.

Cada regra pode ser representada por uma cadeia de caracteres binaria.
Considerando o seguinte exemplo:

SE (18 <idade <21) E (50 <peso <70) ENTAO classe = normal

Se existirem somente duas classes, normal (0) e anormal (1), entdo esta regra pode

ser representada no formato apresentado na Figura 2.19 e Figura 2.20.

Idade peso classe
8 | 21 50 | 70 0
Figura 2.19 — Representacdo da regra (SRINIVASA et al., 2007).
Idade peso classe
00010010 | 00010101 00110010 | 01000110 0

Figura 2.20 — Cadeia de Caracteres binarios de representagdo da regra (SRINIVASA et al., 2007).

O SAMGA proposto utilizou a abordagem Michigan. A implementacdo foi
comparada com os resultados de um algoritmo genético simples e os resultados
mostraram que 0 SAMGA obteve maior acuracia em suas respostas.

Sikora et al. (2007) apresentam um framework? para selecdo de regras com a
utilizacdo de um algoritmo genético aplicado em mineracdo de dados. O algoritmo
considera cada individuo como uma regra e a funcdo fitness é calculada através da
contagem do numero de padr@es que casam com a regra (individuo). Essa contagem
considera tanto os exemplos positivos quanto os exemplos negativos. Especificamente,
o calculo da funcéo fitness é feito da seguinte maneira:

F=a+Ck(p-n)

2 Optou-se por manter o termo framework por ser amplamente utilizado pelas comunidades de
engenharia e computacdo. Um framework é uma estrutura que suporta o desenvolvimento de outro
projeto de software. Uma tradug@o para o termo seria “arcabougo”.
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onde « € 0 numero total de padrBes que casam com a regra, C € uma constante, k é o
numero de atributos, p € o numero de exemplos positivos cobertos pela regra e n é o
namero de exemplos negativos também cobertos pela regra.

Cada individuo possui, além dos dados referentes aos atributos, uma sequéncia de
bits para dizer se o atributo sera considerado ou ndo pela regra. Exemplo: o seguinte
individuo (Figura 2.21):

Xl X2 X3 X4 X5
([0 0.1] [0.120.24] [0.230.5] [0.40.7] [0.2 0.87])

0 1 0 1
Figura 2.21 — Exemplo de individuo do Algoritmo Genético (SIKORA et al., 2007).

Neste caso somente 0 X,, X4 e Xs serdo considerados, pois possuem o bit de
ativacdo igual a 1. Assim, a regra representada por este individuo é:
SE (0.12 <X <0.24) E (0.4 <x4 <0.7) E (0.2 <x5 <0.87) ENTAO classe = positivo

O conjunto total de padr@es é dividido em dois subconjuntos: treinamento (training
set) e validacdo (test set). O algoritmo genético recebe o conjunto de treinamento para
que sejam geradas as regras para classificacdo. As regras sao aplicadas ao conjunto de
validacao para que seja avaliada a qualidade de cada uma delas.

Os resultados do framework proposto por Sikora e Piramuthu (2007) e de um
algoritmo genético simples foram comparados, mostrando a superioridade do
framework em termos de maior acuracia e menor tempo de execucao.

Dehuri et al. (2008) apresentam um algoritmo genético multiobjetivo com elitismo
para a geracgdo e classificacdo (avaliacdo) de regras (individuos) extraidas do banco de
dados. Neste trabalho, o calculo da funcdo objetivo leva em consideracdo a acuracia, a
especificidade e a sensibilidade. Estes valores sdo utilizados para que as regras
encontradas maximizem o nimero de positivos verdadeiros e minimizem o numero de
falsos positivos extraidos do banco de dados. Os resultados mostraram que as regras
apresentam uma acuracia alta nos testes realizados.

Pappa et al. (2009) mostram um algoritmo multiobjetivo, baseado em gramaticas e
na programacdo genética (MOGGPA) que é aplicado na classificacdo de dados. Os
objetivos principais do método proposto sdo gerar um modelo de regras com grande
acuracia e baixa complexidade (tamanho). O uso de uma gramatica associada a
programacado genética traz como grande beneficio a possibilidade de se implementar um
mecanismo de gerar somente individuos consistentes (propriedade de fechamento, secdo
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2.4.4.1), uma vez que se procura manipular individuos vélidos pela gramatica
(WHIGHAM, 1995), (McKAY et al., 2010). O algoritmo proposto foi aplicado em 20
bases de dados disponiveis no repositério UCI Machine Learning e comparado com
outros algoritmos classicos. Os resultados mostraram que o método proposto apresentou
resultados superiores na maioria dos casos.

Shintemirov et al. (2009) apresentam um método no qual a programacao genética é
associada com algoritmos de classificacdo tais como redes neurais artificiais (RNA),
Maquina de Vetor Suporte (SVM) e K-Vizinhos Proximos (KNN), a fim de aumentar a
acuracia destas ferramentas. O método é aplicado no problema DGA - Digital Gases
Analysis - (para maiores detalhes vide capitulo 4 e (MORAIS; ROLIM, 2006)). A
programacdo genética é usada a fim de identificar razdes entre as concentragdes dos
gases dissolvidos no oleo isolante de transformadores de poténcia. Estas razbes sdo
utilizadas como entradas para os algoritmos RNA, SVM e KNN. Os resultados dos
experimentos mostram que o uso da programacdo genética, bem como a identificagdo
das razdes entre as concentracdes dos gases, aumentaram a acuracia dos classificadores.

Zafra e Ventura (2010) propGem um algoritmo, chamado G3P-MI, baseado numa
gramatica associada a programacdo genética, o qual € aplicado em um problema de
aprendizado de mdaltiplas instancias (DIETTERICH et al., 1997). O algoritmo usa regras
do tipo SE-ENTAO codificadas na forma de arvores. Cada individuo pode classificar
um conjunto de instancias. O algoritmo foi aplicado em 10 bases de dados e o
desempenho do algoritmo foi comparado, apresentando resultado superior, ao
desempenho de outros algoritmos de diferentes naturezas.

Arunadevi e Rajamani (2011) apresentam um algoritmo hibrido, o qual combina um
algoritmo genético com um algoritmo de otimizacéo baseado em coldnia de formigas, a
fim de extrair regras de associagdo para segmentacdo de clusteres. Entre os objetivos
estdo a minimizacdo do numero de regras além de minimizar o tempo de geracdo das
regras. Os experimentos mostraram que o algoritmo proposto é capaz de gerar um
modelo de regras mais simples, porém com acuracia semelhante a apresentada pelas
demais ferramentas classicas.

Romero et al. (2012) propdem a aplica¢do de um algoritmo genético baseado numa
gramatica para extracao de regras de associacdo em sistema de aprendizado a distancia.
O algoritmo foi aplicado numa base de dados real referente a uma disciplina de um
curso de graduacdo. Os resultados obtidos foram utilizados a fim de implementar
inovacgdes na conducdo desse cursos. Foi medido o desempenho dos alunos antes e apos
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a aplicacdo dessas inovagdes. Os resultados mostram as inovacfes proporcionaram
evolugdes relevantes no aprendizado dos alunos.

Conforme pode ser visto, nenhum dos trabalhos apresentados propde uma
exploracdo de dados hibridos. Todas as aplicacfes estudadas atuam em bases nas quais
a natureza dos dados € comum. Na proxima secdo serdo apresentados algoritmos que

séo capazes de manipular tipos de dados ndo convencionais: os dados espaciais.

2.7 Mineragao de Dados Espaciais

A mineracdo de dados espaciais apresenta alguns desafios novos, se comparada com a
sua aplicacdo em dados convencionais. Podemos citar as seguintes particularidades das
informacdes geograficas:

e S&0 dependentes de sua posi¢do no espago;

e Sofrem alteragcdes com o passar do tempo;

e A vizinhanca participa ativamente das altera¢6es ocorridas com os dados;

e Possuem informacdes textuais e graficas;

¢ Informacdes iguais muitas vezes sdo encontradas em escalas diferentes;

e Possuem diferentes formas de representacdo, algumas padronizadas

(OPENGIS, 2009) outras nao.

Segundo Silva et al. (2006), alguns pesquisadores da comunidade de Tecnologia da
Informacdo tém se dedicado ao problema de integracdo das informacGes analiticas e
geogréficas (HAN et al., 1997) (SHEKHAR et al., 2000) (SHEKHAR; CHAWLA,
2003). Entretanto, a grande maioria dos estudos tem se voltado principalmente para
operacdes do sistema de interface, deixando um pouco de lado a extracdo de
conhecimentos propriamente dita.

Ester et al. (2000) apresentam um grafo de vizinhanca e caminhos, além de um
conjunto de primitivas de banco de dados para manipulacéo deste grafo. Esta estrutura
de dados procura proporcionar melhorias de desempenho em algoritmos de mineragéo
de dados que exploram informacdes de vizinhanca, tais como:

e Clusterizagéo Espacial,
e Caracterizacdo Espacial;
e Classificacdo Espacial,

e Deteccdo de Tendéncias Espaciais.
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O grafo proposto por Ester et al. implementa também um indice espacial, que visa
aumentar a eficiéncia das operacdes de juncdo® de registros. Diversas comparagdes
foram realizadas com o uso deste grafo, com e sem o uso dos indices espaciais. Os
resultados mostraram que o uso dos indices diminuiu o tempo de processamento em até
50% em alguns casos.

Wu e Lu (2002) modelaram o problema de previséo de alocacdo de equipamentos
para transmisséo e distribuicdo de energia. O trabalho publicado por estes pesquisadores
apresenta a aplicacdo de técnicas de mineracdo de dados para a descoberta de
informacdes Uteis para a escolha de regides destinadas a producdo de energia elétrica.
As informacdes obtidas, associadas aos mapas de consumo, permitiram prever quais
seriam as melhores areas para a instalacéo de estagdes de producdo bem como as linhas
de distribuicdo de energia.

Bogorny et al. (2006) apresentam uma ferramenta que permite a integracéo entre o
Weka, um framework que implementa diversos métodos classicos de mineracdo de
dados, e um sistema de informacGes geograficas. A ferramenta proposta foi
implementada na forma de uma extensdo do Weka e é usada da seguinte maneira:

e O usuério informa o banco de dados geogréafico a ser utilizado. A seguir, a
ferramenta permite ao usuario escolher um conjunto de entidades ou um
conjunto de instancias.

e Ap0s essa escolha, a ferramenta processa as relacGes geograficas entre os
elementos do conjunto montado pelo usuério. Os relacionamentos podem ser
divididos em: (a) relacionamentos topoldgicos (vide secdo 2.3.2): Contains,
Covers, CoveredBy, Crosses, Disjoint, Equal, Touches e Within; e (b)
relacionamento de distancia, onde a distancia € um pardmetro informado
pelo usuéario. E importante destacar que nessa etapa as informacdes
geograficas sdo processadas de maneira a gerar informacgdes convencionais,
em formatos textuais ou numéricos;

e A ferramenta gera um arquivo no formato ‘arff’ (formato de entrada de
dados utilizado pelo Weka) contendo as relagdes geograficas entre os itens
selecionados pelo usuério. Essas informagfes ndo possuem mais as

caracteristicas geogréaficas, como localizacao e geometria;

2 do inglés join
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e O arquivo ‘arff’ é processado pelo Weka. Os algoritmos de mineracdo de
dados, implementados no Weka, sdo aplicados nos dados armazenados no

arquivo fornecido.

Em resumo, o trabalho apresentando por Bogorny et al. (2006) € baseado em um
pré-processamento dos dados geograficos a fim de transformé-los em dados
convencionais de maneira que métodos de mineragdo de dados comuns possam
processa-los.

Zheng e Xie (2011) propGem um algoritmo de recomendacéo de viagens a partir da
mineragdo de dados obtidos de diversos usuarios de aparelhos de GPS (Global Position
System). O algoritmo proposto gera dois tipos de recomendacdes: o primeiro se refere a
rota mais procurada pelos usuarios, ou seja, aquela a qual a maioria dos usuarios faz. A
segunda esta relacionada as preferéncias do usuario. Os dados de cada usuario devem
ser armazenados em um grafo hierarquico, o qual contera todo o histérico de cada
usuério. As rotas mais executadas sdo extraidas desse grafo. O trabalho propde ainda
uma forma de extrair uma rota personalizada a partir das preferéncias de cada usuério.

Phillips e Lee (2012) apresentam uma metodologia de analise de uma base de
dados, na qual fatores socioecondmicos e socio-demogréaficos sdo avaliados a fim de
extrair regras que identificam situagcbes com alto potencial para surgimento de crimes.
Assim, os autores propdem uma representacao do banco de dados na forma de um grafo
o0 qual explora as interconexdes entre os fatores previamente mencionados e identificam
um padrdo para o surgimento de um alto indice de criminalidade.

A maioria dos trabalhos estudados propde novas estruturas para que se possa extrair
regras de classificacdo ou associa¢do. O trabalho que é capaz de manipular os dados
geograficos em sua forma natural ndo é capaz de gerar regras hibridas, as quais podem
relacionar tanto os dados convencionais quanto os dados geograficos a fim de extrair

conhecimento nao trivial dos mesmos.

2.8 Conclusao

Foram apresentados neste capitulo os principais conceitos e defini¢cdes relacionados as
areas de otimizacdo com algoritmos evolucionarios, mineracéo de dados e mineracdo de
dados em sistemas de informacgdo geografica. Foram também destacados diversos
trabalhos relevantes, relacionados aos temas abordados.

Nota-se que, apesar de ainda existirem poucos trabalhos nesta area, surgem cada
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vez mais novos métodos que visam explorar dados ndo convencionais, principalmente
geogréficos, em aplicagdes de mineracdo de dados, particularmente em classificacdo de
dados. Conforme dito, é satisfatério o nimero de pesquisas que explora este assunto
utilizando imagens. H& porém uma grande variedade de possibilidades a serem
exploradas no que diz respeito aos dados vetoriais (secdo 2.3.1.1), principalmente
quando se leva em conta a possibilidade de explorar esses dados em sua esséncia,

evitando reduzi-lo a estruturas convencionais, limitando seu poder de expresséo.
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3 ALGORITMOS NAO EVOLUCIONARIOS
APLICADOS A CLASSIFICACAO DE DADOS

3.1 Introducéo

Existem diversos algoritmos, além dos evolucionérios, que podem ser aplicados com
sucesso na atividade de classificacdo de dados. Alguns dos algoritmos mais relevantes,
de acordo com a literatura estudada, serdo descritos neste capitulo e serdo utilizados ao
longo de todo o trabalho a fim de comparar os resultados obtidos pelos novos
algoritmos propostos.
Pode-se dividir os algoritmos de classifica¢do que serdo detalhados a seguir em dois
grupos:
e Baseados na minimizacdo do risco estrutural (SRM): Rede Neural Radial
Basis Function (RBF) e Support Vector Machine (SVM);
e Baseados na minimizacdo das informacdes (atributos) necessarios para

classificacdo: Arvore de Decis&o, versdo ID3 e superiores.

Todos os algoritmos utilizados neste trabalho utilizam o modelo de aprendizado
supervisionado, no qual o conjunto de dados é dividido em dois conjuntos: treinamento
e testes.

O conjunto de treinamento deve ser usado pelo algoritmo de classificacdo como
forma de obtencéo de regras eficientes que sejam capazes de classificar novos dados, ou
seja, dados diferentes dos encontrados no treinamento. Desta forma, as regras obtidas
sdo aplicadas no conjunto de testes a fim de verificar sua eficiéncia e capacidade de
generalizacdo. Cabe observar que a obtencdo de regras com alto grau de acuracia na
etapa de treinamento ndo é garantia de 0 mesmo sucesso nos dados de testes. Acontece
que regras muito adaptadas a um determinado conjunto de dados tendem a ser
ineficientes na classificacdo de dados novos. Assim, buscar um conjunto de regras que
seja mais simples e genérico também deve ser um dos objetivos de um algoritmo de
extracdo de regras de classificacdo, além, é claro, do objetivo de obter regras com
grandes valores de acurécia, ou dizendo de uma maneira mais técnica, buscar por regras

que maximizem os valores da diagonal principal da matriz de confuséo (Tabela 2.4) e
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minimizem os demais valores desta matriz.

A obtencdo de um conjunto de treinamento €, portanto, uma etapa muito importante
no processo de extracdo de regras de classificacdo: é fundamental procurar a0 maximo
por um conjunto de dados que seja significativo (BRAGA et al., 2007), de maneira tal
que o algoritmo a ser aplicado consiga extrair regras eficientes na classificacdo de dados
novos, isto é, dados diferentes dos encontrados no conjunto de treinamento.

A seguir serdo detalhados alguns dos métodos mais relevantes encontrados na
literatura estudada e que servirdo de base nas comparacdes com os algoritmos propostos

neste trabalho.

3.2 Redes Neurais com Funcéo de Base Radial (RBF)

Uma rede neural com fungbes de base radial, ou simplesmente RBF (Radial Basis
Function), € um algoritmo que visa a obtengdo de um modelo que interpola um conjunto
de pontos em um espaco com muitas dimensdes (BROOMHEAD; LOWE, 1988) e pode
ser utilizado em aproximacéo de funcdes, predicdo de séries temporais, classificagdo de
dados, dentre outras aplicacdes (BRAGA et al., 2007).

Uma rede neural RBF é composta por trés camadas (entrada, camada escondida -
com fungbes ndo lineares, com muitas dimensdes - e saida) e deve gerar uma funcgéo de

aproximacéo da seguinte forma (VIEIRA, 2006):
n
fw,x) =) wid(llx = ) (31)
i=1

onde n é o nimero de neurdnios, w; € o0 peso (weight) do neurénio, ®(|[x-ci||) € a fungdo
de base radial, geralmente néo linear, e c¢; € o centro da funcdo. A fungdo @ ¢ aplicada
na norma®* (geralmente Euclidiana®) do vetor x-ci. Um exemplo de funcdo de base
radial é a fungdo Gaussiana (HAYKIN, 2008, p. 239):

®;(x) = exp (—ﬁ ||x - xj||2>, j=12,...,N paraalgumc >0 (3.2)
j

onde ojzé a variancia em j. Cada uma das funcdes de base radial busca por uma
combinacdo de aproximacdes locais de tal maneira que o resultado final obtido pela
RBF seja uma boa aproximacéo global (Vieira, 2006, p. 39).

Redes neurais RBF vém sendo utilizadas largamente em pesquisas cujo objetivo é

2 |\a|| representa a norma do vetor a.

% a norma euclidiana do vetor a é: ||a|| = 3/3™, |a;|2
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obter uma boa classificacdo de dados. Assim, diversos aspectos dessas redes sao
explorados, por exemplo:
e Busca por melhores funcdes radiais (LIN; PENG, 2011);
e Otimizacdo de diversos objetivos, tais como acurdcia e complexidade dos
classificadores (QASEM; SHAMSUDDIN, 2011).

Maiores detalhes sobre redes neurais RBF podem ser obtidos em (BRAGA et al.,
2007) e (HAYKIN, 2008).

3.3 Maquinas de Vetores Suporte (Support Vector Machine - SVM)

Maquinas de Vetores Suporte tém sua origem nas técnicas baseadas em nucleos
(kernels) e sdo consideradas hoje como uma das técnicas mais relevantes para
classificacdo de dados, em virtude dos resultados cada vez mais promissores que tém
apresentado (LORENA, CARVALHO, 2007).

A versdo mais simples de uma SVM visa obter um hiperplano (i.e. fronteira) que
separa 0s dados pertencentes a duas classes através da minimizacao do risco estrutural
(CORTES; VAPNIK, 1995). Versbes da SVM para classificacdo de mais de duas
classes foram apresentadas e avaliadas (HSU; LIN, 2002) e ainda hoje melhorias sédo
identificadas a fim de melhor explorar dados multi-classe de diversos dominios
(MELGANI; BRUZZONE, 2004), (UBEYLI, 2008) e (FEKI et al., 2012).

A equacdo do hiperplano que separa o conjunto de dados é dada pela seguinte
formula (HAYKIN, 2008, p. 269):
wix+b=0 (3.3)

onde x é o vetor de entrada, w é o vetor de pesos e b € R. Esta equacdo pode ser
estendida a fim definir as duas regides que contem respectivamente cada uma das

classes, da seguinte forma:

sewlx+b>0entio +1
= = 3.4
f() {se wlix+b < 0entio — 1 (3.4)

onde f{x) mapeia em uma das classes {+1, -1}.

O problema de identificacdo do hiperplano de separacdo das classes pode ser
definido como um problema de otimizacdo da seguinte maneira (VIEIRA, 2006)
(LORENA; CARVALHO, 2007):

48



Minimizar = ||w]|?
z (3.5

Sujeitoa: y;(w.x; +b)—1=>0Vi=12,...,n
onde n ¢é a quantidade de padrdes do conjunto de treinamento.

O problema de otimizagéo apresentado em (3.5) pode ainda ser melhor trabalhado
utilizando-se o método de Lagrange, em sua forma dual (LORENA, CARVALHO,
2007):

Maximizar >, a; — %szﬂ a;0;y;y;(x;. x;)

Sujeito a: {a;Z ovi=1.2,...,n (3.6)
i=1 @Y =0
onde o ¢ o vetor que representa os multiplicadores de Lagrange e o é a solucdo 6tima
para o problema dual.

A solucdo do problema primal é dada por w™ e b". Conhecendo-se o valor de o,
pode-se calcular o valor de w" a partir da seguinte equacdo (LORENA, CARVALHO,

2007):

n
w = 2 a;yix; (3.7)
=1

O célculo de b” pode ser realizado utilizando o valor de o e as condicdes de
Karush-Kuhn-Tucker, da seguinte maneira (LORENA, CARVALHO, 2007):
a; (yiw . x; +b)—-1)=0Vi=12,...,n (3.8)

Denomina-se como Vetores Suporte aqueles vetores que se encontram exatamente
nos hiperplanos de separacdo dos dados, assim, o valor de a; > 0. Pontos dos vetores
suporte ndo participam do calculo de w". Eliminando as variaveis primais do problema
de otimizacdo, a equacdo que define o hiperplano de separacdo é dada por (VIEIRA,
2006):

F(x) = sinal (Z yia;(x; + b)) (3.9)

onde b é calculado utilizando um vetor suporte e a equacao (3.8).
A teoria sobre SVM descrita até este ponto ndo é suficiente para se obter bons
resultados em base de dados reais, uma vez que os dados encontrados em problemas

praticos ndo sdo tdo bem comportados, ou seja, € muito comum haver interse¢des entre
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as classes e ainda podem ocorrer ruidos (outliers). Outro desafio em aplicacdes praticas
estd no fato dos dados ndo serem linearmente separdveis. Uma primeira abordagem que
permite mitigar os efeitos dos problemas descritos é a inclusdo de uma folga na
superficie de separacdo dos dados (HAYKIN, 2008). Assim, alguns dados podem
violar, com certa tolerancia, as restricdes descritas na formulacdo apresentada na
equacdo (3.5) que pode ser reescrita da seguinte maneira (LORENA, CARVALHO,
2007):

Minimizar %Ilwll2 +CCr, &) 38)

Sujeitoa: y;(w.x; +b)=>1-¢&;, §,=20, Vi=1,2,...,n
onde &; € (0,1] é a varidvel de folga e C é um pardmetro que visa ponderar a
minimizacdo do erro no conjunto de treinamento. Um bom valor de C precisa ser
identificado a partir de testes com dados reais, e varia de acordo com a natureza do
problema (HAYKIN, 2008).

SVMs com variaveis de folga sdo também chamadas de SVM com margens suaves
(LORENA, CARVALHO, 2007). De maneira analoga, o problema apresentado pode
ser reescrito na forma dual e resolvido utilizando o método de Lagrange.

Conforme ja mencionado, em alguns problemas reais os padrfes a serem
classificados podem ndo ser linearmente separaveis, de tal forma que nem mesmo uma
SVM com margens suaves € capaz de obter um bom modelo de classificacdo. Uma
alternativa para solucionar este problema é mapear os dados do seu espaco original para
um espago com mais dimensdes e utilizar uma SVM linear. A Figura 3.1 apresenta um
exemplo cujos padrbes estdo no seu espaco original, onde ndo € possivel criar uma
fronteira linear de separacdo das classes. Em (a) estdo todos os padrdes identificados
por classe e em (b) € mostrada a fronteira ndo linear de separacdo dos mesmos. Pode-se
utilizar funcdes nédo lineares nos vetores de entrada a fim de mapea-los em um espaco
intermediario com mais dimensdes, de maneira tal que seja possivel identificar um
hiperplano linear 6timo que separe as classes (VIEIRA, 2006). A Figura 3.1(c) mostra o

resultado desta transformagéo, além do hiperplano.

50



[
>
-

il 4
v

(a) (b) (c)
Figura 3.1 - Conjunto de dados ndo linearmente separaveis. Fonte: (LORENA, CARVALHO, 2007).

A transformacdo do vetor de entrada pode se dar a partir do nucleo (kernel) do
produto interno deste vetor com um vetor suporte. Este nicleo pode ser polinomial,
RBF ou ainda Perceptron de duas camadas (VEIRA, 2006) (HAYKIN, 2008).

3.4 Arvore de Decisdo

Concebida no paradigma de divisdo em conquista (CORMEN et al., 2002) as Arvores
de Decisdo (ADs) sdo estruturas utilizadas para codificar classificadores de dados. A
seguir sera detalhado um exemplo chamado "problema do clima”, adaptado do
problema original apresentado em (QUINLAN, 1986) e melhorado em (WITTEN;
FRANK, 2005), onde a solucgdo é obtida utilizando-se AD.

O "problema do clima™ consiste em classificar um determinado dia como apto ou
inapto para se praticar um esporte. Para tal, estdo disponiveis 0s seguintes atributos com
0s respectivos valores possiveis:

e Panorama: Ensolarado, Nublado e Chuvoso;
e Temperatura: Alta, Média, Baixa;
e Umidade: Alta, Normal;

e Vento: Forte, Fraco.

A tabela a seguir apresenta os dados coletados referentes a um conjunto de dias,

além da identificacdo da classe Apto ou Inapto para o esporte.
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Tabela 3.1 - Dados do Problema do Clima

Panorama Temperatura Umidade Vento Esporte
Ensolarado Alta Alta Fraco Inapto
Ensolarado Alta Alta Forte Inapto
Nublado Alta Alta Fraco Apto
Chuvoso Média Alta Fraco Apto
Chuvoso Baixa Normal Fraco Apto
Chuvoso Baixa Normal Forte Inapto
Nublado Baixa Normal Forte Apto
Ensolarado Média Alta Fraco Inapto
Ensolarado Baixa Normal Fraco Apto
Chuvoso Média Normal Fraco Apto
Ensolarado Média Normal Forte Apto
Nublado Média Alta Forte Apto
Nublado Alta Normal Fraco Apto
Chuvoso Média Alta Forte Inapto

A dificuldade principal no problema do clima consiste em identificar uma regra ou
um conjunto de regras de maneira a classificar corretamente um determinado dia. Um

exemplo de conjunto de regras é:

SE Panorama = Ensolarado E Umidade = Alta ENTAO Esporte = Inapto
SE Panorama = Chuvoso E Vento = Forte ENTAO Esporte = Inapto
SE Panorama = Nublado ENTAO Esporte = Apto

SE Panorama = Ensolarado E Umidade = Normal ENTAO Esporte = Apto
SE nenhuma alternativa anterior ENTAO Esporte = Apto

O conjunto de regras deve ser aplicado de cima para baixo, da seguinte maneira:
verifica-se se a amostra casa com a primeira regra; se sim, rotula-se o dado de acordo
com esta; caso contrario, verifica-se se a amostra casa com a regra seguinte e assim por
diante. Cabe destacar que uma regra nao precisa conter necessariamente todos os
atributos disponiveis do problema. Idealmente, procura-se pelo menor conjunto de
regras que possuam somente aqueles atributos mais significativos. Desta forma, o
problema poderd ter uma solucdo eficaz e de fécil interpretacdo por humanos.
Entretanto, isto nem sempre é possivel. Durante o desenvolvimento deste trabalho de
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doutorado, foram utilizadas algumas bases de dados reais, cujo conjunto de atributos
disponiveis era da ordem de dezenas. Nem todos os atributos eram significativos para a
concepcdo do conjunto de regras, 0 que permite construir um classificador mais
simples.

Uma forma de codificar o conjunto de regras descrito anteriormente € mostrada na
Figura 3.2. Os no6s internos sdo formados pelos atributos do problema; os nds externos
sdo as classes; as ligagdes entre 0s nds se dao a partir de um dos possiveis valores do

atributo pai.

Panorama

Humidade

|Inaplol I Apto l | Inapto l I Apto |

Figura 3.2 - Representagdo de um conjunto de regras de classificagcdo na forma de Arvore de Deciséo.
Adaptado de (QUINLAN, 1986).

Muitos algoritmos foram propostos a fim de gerarem ADs que sejam capazes de
classificar de forma cada vez mais eficiente conjuntos de dados, a saber:
e 1D3 (QUINLAN, 1986);
e C4.5 (QUINLAN, 1993);
e JA4.8 (WITTEN; FRANK, 2005);
e (5.0, versdo comercial, estendida da versdo C4.5 (WITTEN; FRANK,
2005).

As ADs sdo geralmente construidas no modelo top-down por algoritmos gulosos
(CORMEN et al., 2002) que identificam os atributos com maior ganho de informacéo
(Definicdo 2). O atributo que proporcionar maior ganho serd a raiz da arvore; 0s
atributos subsequentes em termos de ganho serdo adicionados como filhos. Este
processo se encerra até que todos os dados sejam classificados corretamente ou até que
todos os atributos sejam alocados na arvore.

Conforme ja mencionado, arvores menores tendem a apresentar um desempenho
melhor que arvores mais complexas (QUINLAN, 1986). Desta forma, faz-se necessario
utilizar algum algoritmo de poda das arvores geradas. Este algoritmo pode adotar
alguma das seguintes estratégias (WITTEN; FRANK, 2005, p. 192): pds-poda
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(postprunning) ou pré-poda (preprunning).

Na pré-poda, procura-se decidir quando a construgdo de uma sub-arvore deve ser
encerrada, durante o processo de construcdo da arvore como um todo. Assim, evita-se
que uma sub-arvore seja montada para depois ser descartada ao final do processo.

A estratégia de pos-poda consiste em avaliar a arvore gerada e remover ou trocar
alguns dos seus nds e sub-arvores a fim de simplificar o resultado final. Segundo Witten
e Frank (2005) esta € a estratégia mais utilizada, apesar de ser este um tema de pesquisa
ainda em aberto, pois ndo ha ainda nenhuma teoria formal que prova a eficacia de uma
estratégia sobre a outra.

O uso de AD em aplicacbes préaticas é bastante intenso e amplo, sendo alvo de
diversas pesquisas e aplicado de problemas na area de saude (PAVLOPOULQS, 2004)

até predicao de enchentes e desastres naturais (SUN et al., 2011).

3.5 Conclusao

Neste capitulo foram apresentados alguns dos algoritmos mais relevantes encontrados
na literatura estudada. Eles foram utilizados ao longo de todo o desenvolvimento deste
trabalho de doutorado como referéncia no que diz respeito aos resultados obtidos por
cada um deles.

As versdes dos algoritmos utilizados sdo recentes, fornecidas pela ferramenta
Weka, a qual permite a configuracdo e utilizacdo de maneira simples e rapida para o

usuario.
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4 O ALGORITMO GENETICO NGAE PARA
CLASSIFICACAO

4.1 Introducao

Este capitulo apresenta um algoritmo genético especialmente proposto para a tarefa de
classificacdo, utilizando banco de dados reais, nos quais € comum a existéncia de um
desbalanceamento na quantidade de amostras de cada uma das classes existes. O
algoritmo proposto, chamado Niched Genetic Algorithm with Elitism (NGAE) foi
aplicado em um problema real de analise de gases dissolvidos (DGA%) no éleo isolante
de transformadores elétricos, a fim de classificar o respectivo estado como: (a) Normal;
(b) Falha Elétrica Incipiente; e (c) Falha Térmica Incipiente.

O problema em questéo consiste em analisar o 6leo isolante e identificar indicios de
uma falha em potencial. Neste sentido, 0 DGA é uma das principais técnicas utilizadas
na previsdo de uma falha nesses equipamentos (MORAIS; ROLIM, 2006). O éleo, em
contato com o calor produzido por um curto ou parte quente, reage com a producéo de
gases de forma diferenciada, isto é, os gases produzidos sdo dependentes da intensidade
do calor. Assim, a andlise desses gases permite identificar que tipo de falha tende a
ocorrer ou se 0 equipamento se encontra em estado normal. Desta forma, procura-se
identificar, num transformador em operacdo, qual é a combinacdo de gases que esta
sendo produzida, a fim de detectar uma falha incipiente.

O problema de classificagdo de dados de analise cromatografica consiste entdo em
encontrar as regras que permitem determinar se a operagdo dos transformadores esta
normal ou se apresenta potencial para falha incipiente. O problema foi modelado como
um problema de otimizagéo, no qual se deseja maximizar a seguinte funcgéo, para cada
uma das classes:

f(X)=Acuracia(X)*Sensibilidade(X)*Especificidade(X) (4.2)

onde a acurécia, sensibilidade e especificidade sdo calculadas de acordo com os
coeficientes da matriz de confusdo (vide Secdo 2.5). X representa cada uma das classes
do problema.

% do inglés Dissolved Gas Analysis
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4.2 Algoritmo Genético NGAE

O NGAE divide o banco de dados em dois conjuntos: treinamento e testes. O conjunto
de treinamento (70% dos registros, escolhidos aleatoriamente) é utilizado para avaliar
os individuos, através da equacdo (4.1). As melhores regras obtidas devem ser validadas
utilizando os registros do conjunto de testes (30% restantes dos registros). A Figura 4.1

mostra o fluxograma de funcionamento da ferramenta.

Concentragao
dos Gases

Base de dados

(concentragéo dos QD/)
gases para cada &
transformador) ' %@
%,

Melhores Regras
(Classificagao)

Classificador |
Rty

transformadores
classificados

Figura 4.1 — Fluxo de dados do algoritmo NGAE.

O pseudocadigo do NGAE ¢é mostrado no Algoritmo 4.1. Esse algoritmo recebe um
conjunto de dados para treinamento e retorna as melhores regras encontradas para a

classificacdo dos padrdes em cada uma das classes do problema.

Algoritmo 4.1 — Pseudocédigo do NGAE.

entrada (Conj. Treinamento ct, Nimero Méaximo de Gera¢des max_ger, Probabilidade de Cruzamento
pc, Probabilidade de Mutac&o pm)

saida (melhores individuos para classificar as amostras de cada classe do problema)

1. Gere a populacao inicial;

2 enguanto nimero_de_geragdes < max_ger faca

3 para cada individuo da populagéo faca

4 Procure pelo fitness do individuo na meméria cache;

5. se (a memdria cache ndo possui a fitness do individuo)

6. Acesse 0 banco de dados (conjunto ct) e calcule a fitness;
7 Armazena a fitness na cache;
8 fim se;
9. fim para;
10. se (nimero_de_geracdes > 1)
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11. Aplique elitismo;

12. fim se;

13. para cada nicho faca

14. Selecione os melhores individuos do nicho;

15. fim para;

16. Aplique os seguintes operadores genéticos: selecdo, cruzamento e mutacao;
17. Incremente o contador de geragdes;

18. fim enquanto;
19. retorne os melhores individuos.

As regras de classificagdo geradas pelo algoritmo consistem em um predicado
I6gico que é aplicado na selecdo em banco de dados, na forma de uma clausula WHERE
na linguagem SQL (ELMASRI; NAVATHE, 2005). O detalhamento da codificacdo do
individuo bem como os operadores genéticos e as demais técnicas utilizadas serdo

detalhadas a sequir.

4.2.1 Codificacdo do Individuo

Conforme ja dito anteriormente, o individuo consiste em um predicado definido através

da SQL a ser aplicado em uma clausula WHERE. As tabelas que armazenam o conjunto

de dados de treinamento e 0 conjunto de testes sdo estruturadas da seguinte forma:
cromatografia(F1, F2, F3, F4, F5, Classe);

onde F1, F2, F3, F4 e F5 sdo respectivamente as concentraces dos gases (em ppm) H,
(hidrogénio), CH,4 (metano), C,H, (acetileno), C,H, (etileno) e C,Hg (etano) e Classe
identifica a classificagdo do transformador. As classes possiveis sdo: A = Normal; B =
Falha Elétrica; C = Falha Térmica.
Os individuos manipulados pelo NGAE geram regras da seguinte forma:
SEF1>x1EF2<x2EF3>x3EF4>x4EF5<x5ENTAO Classe = A

onde x1, x2, x3, x4 e x5 sdo valores reais pertencentes ao intervalo [x_min;, x_max;].

Os valores, x_min; e X_max; sdo respectivamente os valores minimo e maximo

encontrados no banco de dados para o atributo Fi, i € {1, 2, 3, 4, 5}. Na populagéo

inicial, os valores de x1, x2, x3, x4 e x5 sdo gerados aleatoriamente, respeitando o
intervalo descrito anteriormente. Os sinais de comparacgdo “maior que” (“>’) e “menor
que” (‘<’) também s&o gerados aleatoriamente da seguinte maneira:

r = floor(2*rand()); Se r = 0 use “>’, sendo use ‘<’.

O individuo armazena ainda um atributo referente a clausula ‘ENTAOQ’, ou seja,

referente a classe. O valor desse atributo é gerado aleatoriamente, com igual
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probabilidade de escolha para cada um dos possiveis valores existentes no banco de
dados. No problema de classificacdo apresentado, esses valores possiveis para o atributo
séo:

e Classe ="A’

e Classe =B’

e Classe=‘C’

Dessa forma, a regra apresentada previamente como exemplo é codificada da

seguinte maneira (Figura 4.2):

[F1>X1 [F2<X2 | F3>X3 [ F4>X4 | F5< X5 | Classe = ‘A’
1 1 1 1 1
Figura 4.2 — Individuo do NGAE representando uma regra de classificacéo.

Os individuos sdo compostos por seis cromossomos, onde 0S cinco primeiros
podem ser desabilitados durante a execucdo do algoritmo. Na Figura 4.2, é mostrado um
bit situado logo abaixo de cada um dos 5 primeiros cromossomos. Esses bits informam
se 0 respectivo cromossomo se encontra habilitado (valor 1) ou ndo (valor 0). O
algoritmo garante que pelo menos um desses cinco cromossomos estara habilitado. Os
operadores genéticos podem alterar o valor dos bits que habilitam/desabilitam o0s
cromossomos. Assim, as regras geradas pelos individuos podem sofrer alteracdes de
tamanho (para maiores detalhes sobre essa técnica vide secdo 2.4.2). Um exemplo de

reducdo de tamanho da regra é dado na Figura 4.3.

| F1>X1 [ F2<X2 [ F3>X3 | F4>X4 | F5<X5 | Classe = ‘A’
1 0 1 0 1
Figura 4.3 — Individuo do NGAE com cromossomos desabilitados.

A regra gerada a partir do individuo mostrado na Figura 4.3 é a seguinte:
SE F1>x1 E F3>x3 E F5 < x5 ENTAO Classe = A

4.2.2 Avaliacdo da Fitness

O calculo da fitness € realizado através de consultas SQL, realizadas no banco de dados.
Este documento mostra as consultas utilizando a notagdo usual da algebra relacional e
cddigo SQL-99. Os elementos da algebra relacional que foram utilizados sdo mostrados
na Tabela 4.1.
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Tabela 4.1 — Elementos da Algebra Relacional.

Elemento Descricao

F<funcao> Funcdo de Agregacdo. Esse operador aplica uma fungéo (count, max, min, etc.) nos
atributos.

G <restricaos (R)  |Selecdo. Aplica uma restrigéo l6gica <restricdo> na relagéo R.

- Diferenca entre conjuntos (representada pelo sinal menos ‘ — ). Usada entre relacGes.
Por exemplo, A — B resulta um conjunto que possui todos os elementos de A que ndo
estdo em B.

Para o célculo da fitness de cada individuo, primeiro faz-se o célculo dos
coeficientes da matriz de confuséo (secdo 2.5) e em seguida avalia-se a equacéo (3.1).

Considerando a relacdo R (F1, F2, F3, F4, F5, Classe), contendo a concentracdo de
gases e a classe de cada um dos transformadores, o calculo dos coeficientes da matriz de

confusdo é mostrado a seguir.

4.2.2.1 Calculo dos Coeficientes da Matriz de Confusao

O valor referente a verdadeiros positivos € o nimero de tuplas cobertas pela regra
representada no individuo em questdo. Esse valor é obtido como resultado da seguinte

consulta:
F county (c1(R)),

onde | é o conjunto de restricdes (concentracdo de gases e a classe) codificadas no
individuo e R é a relacdo (tabela) que contem as informacdes sobre a concentrag¢do dos
gases e a respectiva classe de cada um dos transformadores.

Usando SQL-99, essa consulta é expressa da seguinte forma:

SELECT COUNT (¥*)
FROM R
WHERE I

O falso positivo é calculado contando-se o namero total de tuplas (amostras)
obtidas pela regra codificada pelo individuo e que ndo pertencam a classe predita por
essa regra. Considerando o exemplo na Figura 4.3, o célculo do valor de falsos positivos
consiste na contagem de tuplas que satisfazem a restri¢cdo: “F1 > x1 E F3 >x3 E F5 <
x5” e ndo pertencem a classe A, isto é, “Classe <> ‘A’”. A consulta que realiza essa

contagem é:

F countan (SiwithoutClass AND Inotclass (R))

Usando SQL-99, essa consulta pode ser expressa da seguinte forma:

SELECT COUNT (*)
FROM R
WHERE IwithoutClass AND InotClass
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O valor de verdadeiros negativos é calculado a partir da contagem do nimero de
tuplas (amostras) que ndo pertencam a classe em questdo, subtraido pelo numero de
falsos positivos.

A guantidade de falsos negativos é calculada contando-se a quantidade de tuplas

que pertencam a classe em questdo, subtraido do nimero de verdadeiros positivos.

4.2.2.2 Célculo da Fitness

Apo6s o célculo dos coeficientes da matriz de confusdo, a fungéo fitness é calculada
utilizando a formula (4.1):
F(1,X) = Acuracia(l,X)*Sensibilidade(l,X)*Especificidade(l,X),

onde F(l, X) é a funcéo fitness do individuo I que identifica padrdes da classe X.

4.2.3 Mutacéo

O operador de mutacdo utilizado no NGAE ¢ o Bit by Bit (VASCONCELOS et al.,
2001) com igual probabilidade de ser modificado. A mutacdo pode modificar o valor
numeérico da restricdo, o operador relacional, a classe ou simplesmente mudar a
atividade (habilitar ou desabilitar) a restricdo. Considerando o exemplo na Figura 4.3,

um possivel resultado da aplicacdo da operacdo de mutacdo no individuo € (Figura 4.4):

| FL<X1[F2<X2[F3>X3 | F4>X4 | F5<X5 | Classe = ‘C’
1 0 1 0 1
Figura 4.4 — Individuo do NGAE apds a operacdo de Mutagéo.

No exemplo mostrado na Figura 4.4, o operador de mutacdo modificou o primeiro
cromossomo, no qual a restricao “F1 > X1” transformou-se em “F1 < X1” e a classe foi
modificada de “Classe = ‘A’” para “Classe = ‘C’”.

Uma vez que o individuo foi selecionado para sofrer mutacédo, as probabilidades de
mudanca durante a mutagdo nesse individuo sdo:

e Para cada posi¢do do cromossomo:
o Existe 50% de chance de ocorrer uma modificacdo
= Se a mutagéo for realizada, cada operador relacional, o valor
numérico Xi e o indice de atividade possuem 33% de chance
de modificacéo.

e A modificagdo na classe do individuo acontece com probabilidade de 25%.
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E importante destacar que a operacdo de mutacdo visa aumentar a diversidade
genética a fim de melhorar a busca no espaco das solucfes possiveis (vide secdo 2.4.2
para maiores detalhes). Assim, o operador de mutacdo é implementado da seguinte
forma (Algoritmo 4.2):

Algoritmo 4.2 — Operador de Mutagdo do NGAE.

1. Seleciona-se um conjunto de individuos nos quais serd aplicada a mutacéo;
2. Gera-se uma copia de cada um desses individuos;

3. Aplica-se a mutacdo em cada uma das copias geradas;

4. Inserem-se esses individuos modificados na populagdo.

O objetivo de se gerar copias, efetuar a mutacdo, e acrescenta-las na populagéo é

preservar os individuos originais e aumentar a diversidade genética.

4.2.4 Cruzamento

O operador de cruzamento utilizado pelo NGAE é baseado no cruzamento
uniforme, apresentado por Vasconcelos et al. (2001), onde todos os cromossomos tém a
mesma probabilidade de serem modificados. Um par de individuos sempre gera dois

outros individuos. O algoritmo é implementado da seguinte maneira:

Algoritmo 4.3 — Operador de Cruzamento do NGAE.

Selecione dois individuos do mesmo nicho (classe) utilizando o método da roleta (GOLDBERG,
1989);

Gere uma cépia exata dos dois individuos selecionados;

Aplique o cruzamento da codificagdo real apresentado em (GOLDBERG, 1989) nos valores
numericos dos cromossomos;

Para cada cromossomo, troque sua habilitacdo com probabilidade de 25%;

1
2
3.
4
5. Insira os individuos filhos na populacao;

O Algoritmo 4.3 mostra que o operador de cruzamento, assim como a mutagéo,
gera uma copia de cada individuo, realiza o cruzamento e insere esses individuos novos
na populagéo.

O algoritmo cruza individuos do mesmo nicho, ou seja, que classificam amostras de
uma mesma classe. Um fato que merece destaque € que o cruzamento modifica somente
os valores numéricos dos cromossomos, além de permutar sua habilitagdo com
probabilidade de 25%. Entretanto, o operador relacional do cromossomo nao é

modificado nesta operacéo.
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4.2.5 Nicho e Elitismo

A fim de obter um conjunto de regras que permita a identificacdo de padrdes
pertencentes a cada uma das classes do problema, uma técnica de nicho foi utilizada
(vide secdo 2.4.3.1 para maiores detalhes). No problema em questdo, DGA, onde
existem trés classes, trés nichos foram utilizados para identificar as amostras de cada
uma das classes. Mais especificamente, a populacéo é dividida em trés subpopulagdes,
sendo designado um nicho para cada subpopulacdo. Cada nicho sera responsavel por
desenvolver os individuos de uma determinada classe. Assim, conforme visto na se¢édo
4.2.4, a operacdo de cruzamento € aplicada em individuos pertencentes ao mesmo
nicho.

Para garantir que os melhores individuos de cada nicho sejam sempre selecionados
para as proximas geracdes, foi utilizada uma técnica de elitismo. Nos experimentos
realizados com o NGAE, 10% do tamanho da populacéo ¢ selecionada para o elitismo a
cada nova geragéo, onde aproximadamente 3% provém de cada um dos nichos.

Cabe destacar que o algoritmo faz copias dos individuos selecionados para o
cruzamento e a mutacédo e depois 0s insere na populacdo original. O operador de selecédo
é aplicado a fim de estabelecer o tamanho original da populacdo. Esta forma de aplicar
os operadores genéticos caracteriza um tipo de elitismo, pois todos os individuos em
questdo (pais e filhos) sdo avaliados conjuntamente, de maneira que os melhores sao

escolhidos para compor a proxima geracao.

4.2.6 Melhorias Implementadas para Avaliacdo dos Individuos

Conforme descrito previamente, o calculo da fungdo fitness de cada individuo é
realizado através de consultas SQL ao banco de dados. Como essas consultas
demandam acesso a disco, que consome muito mais tempo do que acesso a memoria
principal do computador, um mecanismo simples de memoria cache foi implementado.
Essa memoria cache consiste em uma tabela hash onde a chave é a regra de
classificacdo (na forma de string) e o valor armazenado € o valor da fitness. O uso dessa
mem@ria cache reduziu o tempo do experimento em aproximadamente 80%. Esse valor
significativo pode ser compreendido quando se leva em consideracdo o fato de que
algoritmos genéticos utilizam o valor da funcéo fitness em diversos momentos a cada
geracdo, em operacOes de selecéo.

Outra técnica utilizada a fim de aumentar a qualidade dos resultados e diminuir o
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tempo para se obter boas regras é aplicar uma normaliza¢do na concentracdo dos gases,
de maneira a considerar a proporcdo de cada um deles em cada transformador. Cada
concentragdo é calculada da seguinte maneira:

. concentragio_real;
nova_concentragio; = o — (3.3
-4 concentragdo_real;

onde i € o indice da concentracdo do gas,n=5¢ei € {1, 2, 3, 4, 5}.
Por exemplo, considerando um transformador com a seguinte concentracdo de gases
(em ppm):
H,=10,CH;=9,C;H,=14,C,Hy; = 10,e CoHg = 1
A proporcdo relativa de cada um desses gases €:
H, =0.227, CH4 = 0.205, C,H, = 0.318, C,H4 = 0.227, e Co,Hg = 0.023

A utilizacdo da técnica de normalizacdo das concentracBes dos gases aumentou a
acurécia das regras geradas em torno de 15%.

4.3 Experimento e Resultados

O algoritmo proposto foi testado utilizando trés bancos de dados distintos, denominados
Banco 1, Banco 2 e Banco 3, com 224, 51 e 149 instancias respectivamente. Os
resultados foram comparados com os resultados obtidos com a utilizacdo de outros trés
métodos de classificacdo, a saber: Support Vector Machine (SVM), Rede Neural Radial
Basis Function (RBF) e Arvore de Decisdo (J48). Todos esses métodos estdo
implementados na ferramenta Weka. O experimento foi repetido 30 vezes para cada
algoritmo, usando cada um dos bancos. Os resultados que serdo apresentados consistem
nas médias obtidas das execugdes de cada algoritmo. Foi realizada uma etapa de
configuracdo do algoritmo, a fim de encontrar a configuracdo paramétrica que
proporcionasse bons resultados em um tempo de execugdo que ndo fosse muito superior
ao dos demais algoritmos. Os parametros utilizados no NGAE, além dos ja
mencionados anteriormente, séo:

e Numero de individuos na populagdo: 100;

e Numero de geraces: 100;

e Taxa de cruzamento: 85%;

e Taxa de mutagdo: 2%.

A acuréacia global observada para cada algoritmo foi utilizada como indicador do

desempenho.
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A Tabela 4.2 contétm uma sintese dos experimentos realizados. Nela, estdo

indicados os valores da acurécia global obtido por cada algoritmo.

Tabela 4.2 — Acurécia global de cada algoritmo.

J48 RBF SVM NGAE
Banco 1 (224) 0,6842 0,6578 0,7763 0,7170
Banco 2 (51) 0,7058 0,8235 0,5882 0,7120
Banco 3 (149) 0,7800 0,8400 0,8400 0,8197

Alguns dos bancos de dados utilizados sdo desbalanceados, isto é, 0 nimero de

amostras pertencentes a cada classe ndo é similar. Por exemplo, o banco de dados
identificado como Banco 3 possui 122 amostras da classe A, 10 da classe B e 17 da
classe C. Essa situacdo faz com que os algoritmos encontrem melhores regras de
classificacdo para a classe predominante (classe A) e piores regras para as demais
classes (B e C). Em particular, como o critério de comparacdo é a acuracia, um alto
valor de verdadeiro positivo nas regras da classe predominante ou um alto valor de
verdadeiro negativo nas regras das classes ndo predominantes ja é suficiente para
garantir um bom valor de acuracia. Os algoritmos classicos obtiveram bons valores de
acuracia por classe na base 3. Como os modelos gerados por essas ferramentas
privilegiaram a classe predominante, gerou-se muitos verdadeiros positivos na classe A
e muitos verdadeiros negativos nas classes B e C. Esse fato é suficiente para garantir um

alto valor de acurécia.

Tabela 4.3 — Acuracia obtida em cada classe.

J48 RBF SVM NGAE

A (84) 0,7105 0,7105 0,8157 0,7866

Banco 1 B (62) 0,9210 0,8421 0,9442 0,7382
C(78) 0,7368 0,8815 0,8026 0,8715

o 0,1147 0,0895 0,0725 0,0675

A (15) 0,7058 0,8235 0,5882 0,7962

Banco 2 B (22) 1,0000 1,0000 1,0000 0,8578
C(14) 0,7058 0,8235 0,5882 0,7120

o 0,1699 0,1019 0,2378 0,0732

A (122) 0,8000 0,8600 0,8400 0,8388

Banco 3 B (10) 0,9200 0,9000 0,9600 0,8840
C(17) 0,8400 0,9200 0,9600 0,8747

o 0,0611 0,0306 0,0693 0,0239

Os resultados estratificados por classe sdo mostrados na Tabela 4.3. O desvio

padrdo (o) foi calculado a fim de auxiliar na comparagdo, uma vez que os algoritmos

apresentaram desempenhos similares em muitos casos. O algoritmo proposto, NGAE,

64



apresentou o menor desvio padrdo em todos os bancos de dados. Esse fato indica que o
algoritmo obtém um desempenho similar para todas as classes, deixando evidente a sua
maior robustez, pois ndo privilegiou as classes predominantes.

A fim de obter uma comparacdo mais criteriosa do ponto de vista estatistico,
utilizou-se uma abordagem de comparacgdo proposta por Carrano et al. (2011). Nesta
abordagem, um processo de reamostragem (bootstrapping) € aplicado nos resultados
apresentados por cada um dos métodos, a fim de construir uma fungdo empirica de
distribuicdo de probabilidade (probability distribution function - PDF) para o valor
médio da acuracia observada. Essas PDFs, que possuem uma distribuicdo normal
devido ao teorema do limite central, s&o comparadas utilizando One-Way ANOVA e o
teste de maltiplas comparagdes de Tukey (LINDMAN, 1974).

As hipoteses consideradas nos testes sao:

{HO:MA = Up =...= Uy

Hi:3i,j €{1,...,n} |y # u;
onde p; é a média do i-ésimo algoritmo e n é a quantidade de algoritmos. Hy é a hipotese
nula e H, é a hipdtese alternativa.

Estes testes geram uma ordenacdo dos métodos, a qual é validada utilizando testes
de permutacdo. O resultado final do procedimento é uma ordenacdo estatisticamente
embasada dos esquemas de entradas e o p-valor ?’(p-value) relacionado com cada uma
das classificacgOes (retornada pelo teste de permutagéo).

A notacdo adotada para representar os resultados alcancados apds as comparagoes
entre os algoritmos € apresentada na forma de uma tabela (Tabela 4.4, Tabela 4.6 e
Tabela 4.8). Trata-se de uma matriz na qual sdo exibidos os p-valores obtidos apds a
comparacgéo entre os algoritmos. Todos os algoritmos sdo comparados entre si. Uma vez
que o valor de confianca adotado € de 95%, p-valores menores que 0,0500 sugerem que
0s metodos sdo estatisticamente diferentes. De posse dos p-valores entre os algoritmos,
é possivel classificar os algoritmos. As classificagfes dos algoritmos de acordo com
desempenho obtido em cada banco sdo exibidas na Tabela 4.5, Tabela 4.7 e Tabela 4.9.

Os p-valores obtidos nas comparagdes realizadas no banco 1 sugerem diferencas
entre os algoritmos. Por exemplo, o p-valor entre NGAE e J48 é 0,0038, o que indica

99,62% de confianca para afirmar que o primeiro algoritmo foi melhor que o segundo

2" Assumindo que a hipétese nula é verdadeira, o p-valor pode ser interpretado como a probabilidade de
obter um teste estatistico que é no minimo tdo extremo quanto aquele obtido atualmente. A hip6tese nula
pode ser rejeitada quando o p-valor é menor que o nivel alfa de confianca.
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no banco em questéo.

Tabela 4.4 - p-valor medido para a acuracia global dos algoritmos - Banco 1

J48 RBF SVM NGAE
J48 0,5000 0,0000 1,0000 0,9962
RBF 1,0000 0,5000 1,0000 1,0000
SVM 0,0000 0,0000 0,5000 0,0000
NGAE 0,0038 0,0000 1,0000 0,5000
Tabela 4.5 - Classificacdo dos algoritmos de acordo com o p-valor - Banco 1
J48 RBF SVM NGAE
Ordem 3 4 1 2

A ordenagdo dos algoritmos de acordo com o p-valor obtido nos experimentos

realizados no banco 1 estd disposta na Tabela 4.5. SVM obteve o
seguido pelo NGAE, J48 e RBF.

Tabela 4.6 - p-valor medido para a acuracia global dos algoritmos - Banco 2

melhor resultado,

J48 RBF SVM NGAE
J48 0,5000 1,0000 0,0000 1,0000
RBF 0,0000 0,5000 0,0000 0,0000
SVM 1,0000 1,0000 0,5000 1,0000
NGAE 0,0000 1,0000 0,0000 0,5000
Tabela 4.7 - Classificagdo dos algoritmos de acordo com o p-valor - Banco 2
J48 RBF SVM NGAE
Ordem 3 1 4 2
Tabela 4.8 - p-valor medido para a acuracia global dos algoritmos - Banco 3
J48 RBF SVM NGAE
J48 0,5000 1,0000 1,0000 1,0000
RBF 0,0000 0,5000 0,5734 0,0006
SVM 0,0000 0,4266 0,5000 0,0000
NGAE 0,0000 0,9994 1,0000 0,5000
Tabela 4.9 - Classificagdo dos algoritmos de acordo com o p-valor - Banco 3
J48 RBF SVM NGAE
Ordem 3 1 1 2

Os p-valores obtidos sugerem diferenca entre os algoritmos em todos o0s casos.

Chama a atengéo o fato de ndo haver um mesmo algoritmo vencedor em todos 0s

bancos. O NGAE ficou todas as vezes em segundo lugar.
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4.4 Conclusao

Este capitulo propés um novo algoritmo evolucionario que pode ser aplicado em
problemas de classificacdo. O algoritmo utiliza técnicas de nicho, elitismo, memoria
cache e modela os individuos como clausulas WHERE em SQL. A fim de avaliar o
desempenho do algoritmo proposto, foi utilizado um problema de classificacdo (DGA,
voltado a previsdo de falhas incipientes em transformadores de poténcia). Algoritmos
classicos na tarefa de classificacdo, tais como Rede Neural, SVM e Arvore de Deciséo,
foram utilizados, a fim de comparar seus resultados com os obtidos pelo algoritmo
proposto. A comparacdo dos resultados mostra que o método NGAE proposto é
competitivo e robusto, uma vez que apresentou resultados similares e com menor desvio
padrdo em todos 0s casos.

O algoritmo apresentado, assim como a maioria dos algoritmos genéticos, possui a
desvantagem de proporcionar pouca flexibilidade na codificagdo das regras geradas. Por
exemplo, cada atributo possui uma posicdo fixa no individuo, definida pelo
programador. Além disto é dificil codificar um individuo utilizando-se muitos atributos,
pois o tamanho do individuo cresce numa proporcao linear em relacdo a quantidade de
atributos do banco de dados. A utilizacdo de uma arvore na codificacdo do individuo
acaba com essa desvantagem, e foi por isso que a continuidade desse trabalho se deu

utilizando-se a programacdo genética, conforme podera ser visto a seguir.
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5 PROGRAMACAO GENETICA EM MINERACAO
DE DADOS HIBRIDOS

5.1 Introducéo

Este capitulo apresenta um algoritmo baseado na programacdo genética, especializado
na tarefa de classificagdo de dados hibridos. O algoritmo, chamado “Niched Genetic
Programming Algorithm for Geographic Data Mining”, DMGeo, foi especialmente
desenvolvido a fim de poder lidar com dados convencionais e ndo convencionais numa
mesma regra de classificacdo. Trata-se de um algoritmo inovador, uma vez que as
solucgdes encontradas na literatura ndo sdo capazes de lidar com dados convencionais e
ndo convencionais a0 mesmo tempo. No algoritmo desenvolvido, o individuo foi
modelado seguindo o mesmo principio apresentado no capitulo anterior, onde esse
individuo deve representar um predicado l6gico, definido da mesma maneira que uma
clausula WHERE da SQL. O desempenho de cada individuo no problema é medido
através da avaliacdo de uma funcdo fitness, definida na secdo 5.2.2. Utilizou-se
novamente uma técnica de nicho e elitismo, analogas as apresentadas no capitulo
anterior. O algoritmo DMGeo foi testado e comparado com outras solucgdes similares,

mostrando ser uma alternativa promissora para tratar esta classe de problemas.

5.2 Algoritmo DMGeo

5.2.1 Individuo

A Figura 5.1 mostra um exemplo de um individuo do DMGeo, no qual operadores
I6gicos, nomes de atributos e restricdes sdo combinadas de maneira a formar uma
clausula filtro. E importante notar que a arvore representa as restricdes e condicées para
classificar a amostra, entretanto, o individuo armazena a classe predita (esperada) fora

da arvore, ou seja, a classe predita ndo € um né da arvore.
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Class ='A’

city.population ' 200000 '
rail.geom ' city.geom '

Figura 5.1 — Representacdo de um individuo do DMGeo.

No exemplo mostrado na Figura 5.1, o individuo utiliza a funcdo topoldgica

“crosses”, a qual determina se as fronteiras da cidade séo interceptadas por uma ferrovia

(railway). A fim de garantir a propriedade de fechamento (secdo 2.4.4.1), o algoritmo

garante que os tipos de dados das restricGes sdo respeitados, isto €, valores numéricos

sdo comparados somente com valores numéricos e assim por diante.

Os nos da arvore incluem as seguintes informagdes:

Tipo. Os tipos implementados no DMGeo sdo booleano (l6gico), numérico
(real) e geogréfico (ponto, linha ou poligono).

Corpo do N6. O corpo do n6 pode ser uma restricdo ou uma chamada de
uma funcdo geografica.

Parametros. Caso o corpo do nd seja uma chamada de funcédo, esse no
deveréa receber parametros, isto €, outros nds da arvore. Caso trate-se de um

no terminal, ndo havera recebimento de parametros.

Os nos da arvore podem ser dos seguintes tipos:

NoOs Funcoes: sdo formados por fungdes que, nesta implementacéo, possuem
exatamente dois parametros e formam o conjunto possivel de nés internos.
Podem ser divididos em dois grupos: convencionais e ndo convencionais
(e.g., geogréficos).

NOs Terminais: O conjunto de nos terminais é formado por valores gerados

aleatoriamente ou por atributos do banco de dados.

O conjunto de nods fungdes, conforme citado previamente, € composto por funcées

(ou operadores) convencionais, tais como =, <, >, >=, <=, AND e OR, e por funcdes

ndo convencionais. Essas Ultimas fung¢fes sdo implementadas por um banco de dados

com extensGes geograficas. Neste trabalho foram utilizadas as implementagGes do

PostGIS, as quais incluem as seguintes funcGes de relagdes espaciais (STROBL, 2010):
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contains (contém), covers (cobre), coveredBy (coberto por), crosses (cruza), disjoint
(disjunto), equals (igual), touches (toca), within (dentro), e distance (distancia). O
operador distance € o Unico que ndo gera um valor booleano como resultado. Esse
operador retorna um valor numérico que pode ser comparado com outro valor numérico,
através de um operador de comparacgédo convencional.

Para criar uma populagdo, o usuério precisa indicar uma tabela alvo, a qual contém
o0s padrdes a serem classificados, assim como seus atributos. O conjunto de treinamento
devera conter um atributo que indica a classe a qual a amostra pertence. A criacdo dos

individuos do DMGeo ¢é detalhada no pseudocddigo apresentado no Algoritmo 5.1.

Algoritmo 5.1 — Pseudocédigo da geracdo de Individuos do DMGeo.

entrada: Tabela tabela_alvo, /* tabela com todos os atributos dos padrfes a serem classificados */

saida: Individuo I.

Crie uma lista de possiveis N6s Terminais, folhas_banco_dados, com todos os atributos da

tabela_alvo;

2 Crie uma lista de nés ndo Terminais, nds_internos, contendo todos os operadores (geograficos ou

convencionais);

3. Crie um individuo vazio chamado I;

4. enquanto cont_nds <= num_max_nos_internos faga

5. Selecione aleatoriamente um né de nés_internos e chame-o de c;

6 se (I esté vazio)

7 Insira ¢ como raiz da arvore; cont_nds := cont_nos + 1;

8 sendo
Procure na arvore do individuo | um né fungéo que tenha um pardmetro do mesmo tipo de c e
que ainda ndo tenha recebido nesse parametro nenhum outro valor; Chame este né de cn;

10. se (cn <> null)

11. Adicione ¢ como parametro (filho) do né cn; cont_nds := cont_nos + 1;
12. fim se;
13. fim se;

14. fimenquanto;

15. paracada nd i na arvore do individuo | faca

nt := retorna_nd_funcao(i); /* a funco retorna_nd_funcdo(indice i) retorna o i-ésimo nd funcdo
usando um algoritmo de caminhamento em &rvores binarias */

17.  se (nt ndo possui a lista de filhos completa)

18. se (rand() > 0.5)

19. Selecione um ng, chamado nc, a partir do conjunto folhas_banco_dados;
20. sendo

21. Gere um nd, nc, com um valor aleatério;

22. fim se;

23. Adicione nc como parametro (filho) de nt;

24, fim se;

25. fim para;

Auvalie a fungdo fitness de I utilizando todas as classes possiveis; Escolha como classe do individuo
aquela que obtém o maior valor da fitness;
27. retornel;

O algoritmo de geragdo dos individuos procura criar individuos com um
determinado nimero (num_max_nos_internos) de nos fungdes (lago da linha 4 a 14).

Apos a geracdo desses nés, o algoritmo completa a &rvore com nds terminais (linha 19)
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compostos por atributos do banco de dados (folhas_banco_dados) ou ainda valores
constantes gerados aleatoriamente (linha 21). Evidentemente, a fim de garantir a
propriedade de fechamento, os tipos dos parametros devem ser respeitados. O algoritmo

DMGeo é baseado na PG fortemente tipada (secdo 2.5.1.2).

5.2.2 Avaliacdo da Fitness

O célculo da funcdo fitness é totalmente baseado em consultas SQL, submetidas ao
banco de dados.
O célculo da funcdo fitness se refere a somente um individuo (regra de
classificagdo) por vez e pode ser dividida em duas partes:
e Determinacdo dos coeficientes da matriz de confusao;

e Calculo da performance através da funcao fitness.

O DMGeo assume que a relacéo R (Attrl, Attr2, ..., AttrN, Classe) contém todos 0s
atributos (geograficos ou ndo) que podem ser usados na classificacéo.

O célculo dos coeficientes da matriz de confuséo e o calculo de fitness s&o feitos de
forma similar a descrita na se¢éo 4.2.2.

5.2.2.1 Calculo dos Coeficientes da Matriz de Confusao

O nudmero de verdadeiros positivos para cada individuo € o nimero de tuplas
selecionadas utilizando o predicado nas quais as respectivas classes coincidem com a
classe predita pelo individuo. O valor de verdadeiros negativos é calculado contando-
se 0 numero de tuplas que ndo sdo cobertas pelo predicado do individuo e que nao
pertencam a classe do individuo.

O numero de falsos positivos é identificado contando-se as tuplas obtidas pelo
individuo (regra) que ndo pertencam a classe predita. Considerando o exemplo na
Figura 5.1, o célculo de falsos positivos consiste na contagem do nimero de tuplas que
satisfazem o predicado “(city.population > 200.000) AND Crosses (rail.geom,
city.geom)” e possuem “Class <> ‘A’”. Analogamente, o numero de falsos negativos é
calculado contando-se o numero de tuplas que néo séo obtidas pelo individuo, mas que

pertencem a classe esperada pelo individuo.

5.2.2.2 Calculo da Funcéo Fitness

O calculo da funcdo fitness utiliza os valores de acuracia, sensibilidade e especificidade
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medidos para cada individuo. Para maiores detalhes, vide secdo 2.5.
A férmula utilizada nesse trabalho é:
f(1, X) = Acuracia(X) * Sensibilidade(X) * Especificidade(X) (5.1)

onde f(l, X) é o valor de fitness e | é o individuo que identifica padrGes pertencentes a
classe X.

5.2.3 Mutacao

Diferentemente do que acontece nos algoritmos genéticos, o operador de mutacdo na
programacdo genética ndo € simples de ser implementado. Primeiramente, € necessario
ter certeza de que a arvore do individuo se mantém valida ap6s a mutacdo, isto é, o
operador de mutacdo nao pode substituir um no (ou sub-arvore) por um no de tipo de
dado diferente.

Conforme descrito na secdo 2.4.4.3, existem quatro categorias de mutacdo: ponto,
colapso, expansdo e sub-arvore. O DMGeo utiliza as quatro categorias. E importante
destacar que, independente da categoria da mutacéo, este operador trabalha da seguinte
forma:

1. Seleciona-se aleatoriamente um no (terminal ou funcao);
2. Gera-se outro nd (simples ou uma sub-arvore) do mesmo tipo do no
selecionado do passo 1;

3. Substitui-se o0 no selecionado pelo novo n6 gerado.
O pseudocodigo do operador de mutacdo € mostrado no Algoritmo 5.2.

Algoritmo 5.2 — Pseudocédigo do operador de Mutacdo do DMGeo.

entrada: Populacdo pop, Probabilidade PM
Selecione aleatoriamente pm * tamanho_da(pop) individuos e insira-0s no conjunto
individuos_mutacao;
para cada individuo | em individuos_mutacdo faga
Selecione aleatoriamente um né n do individuo I;
Gere outro né n’ do mesmo tipo do nd n;
Substitua o n6 n peloné n’;
se (n’ € um no Interno)
Complete o0 né n’ com nds terminais gerados aleatoriamente;
fim se;
fim para;
0. Insira o conjunto individuos_mutacdo na populagdo pop;

BoeoNogrkwh P

O Algoritmo 5.2 mostra que a mutacdo gera novos individuos (“mutantes”)

baseados em elementos selecionados dentro da populagdo. Esses novos individuos sao
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inseridos na propria populacdo original e a remocdo do excesso fica por conta do
operador de selecdo. Vale destacar que as linhas 6 a 8 se destinam a preencher com nds
terminais a sub-arvore que ir4 substituir o n6 n. Esses nos terminais sdo gerados
aleatoriamente, porém devem respeitar a propriedade de Fechamento, isto €, 0s nds

gerados sao do mesmo tipo de dado esperado pelo nd ndo terminal » .

5.2.4 Cruzamento

O operador de cruzamento utilizado no algoritmo DMGeo é baseado na implementacao
classica desse operador na programacao genetica. A estrutura basica do operador é
mostrada a seguir:
1. Selecione dois individuos, de um mesmo nicho, utilizando a técnica da
roleta (GOLDBERG, 1989);
2. Gere uma cOpia de cada um desses individuos;
3. Selecione aleatoriamente dois n6s, de um mesmo tipo, provenientes dos
dois individuos copiados;

4. Troque os dois nds selecionados entre os individuos.

Para maiores detalhes da implementacdo desse operador, vide Algoritmo 2.5 na
secdo 2.4.4.2.

5.2.5 Melhorias na Avaliacédo dos Individuos

Assim como 0 NGAE, o DMGeo implementou uma memdria cache para armazenar o
valor da fitness dos individuos (vide secdo 4.2.6).

Outra técnica que visa reduzir o tempo de processamento é a simplificacdo da
geometria de alguns objetos geograficos. O classico algoritmo de simplificacdo de
linhas, apresentado por Douglas e Peucker (1973), foi utilizado. A quantificacdo do
impacto produzido por essas simplificagdes vai além do escopo desse trabalho e,
portanto, ndo foi analisada. Entretanto, pretende-se realizar essa quantificagdo como um

trabalho futuro.
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5.3 Experimento e Resultados

5.3.1 Problemas Utilizados

O desempenho do algoritmo DMGeo foi avaliado a partir de sua aplicagdo em quatro
problemas de classificacdo armazenados em bancos de dados disponiveis na internet:
dois bancos disponiveis no repositorio da UCI Machine Learning (2010), denominados
‘Hepatitis’ e “Wine’, 0s quais sdo compostos por dados numeéricos, e dois outros bancos
de dados gerados a partir de dados disponiveis no repositério Geominas (2010),
chamados ‘Infraestrutura’ e ‘Desenvolvimento urbano’, compostos por dados
numeéricos e dados geogréaficos.

O banco de dados ‘Hepatitis’ consiste em determinar a classe dos pacientes (vivo
ou morto) infectados com hepatite, considerando 19 atributos tais como idade (nimero),
sexo (masculino, feminino), fadiga (sim, ndo) entre outros. Esses atributos podem ser
utilizados para criar regras de classificacdo. Os dados de hepatite estdo disponiveis no
repositorio de bases UCI Machine Learning. O conjunto de dados € composto por 155
padrdes distintos, onde 32 séo classificados como "por morrer” (die) e 123 como "por
viver" (live).

O banco de dados ‘Wine’ contem dados de trés grupos diferentes de vinho, de
acordo com sua origem. O banco é composto por 178 instancias, das quais 59 sdo de
origem A, 71 origem B e 48 origem C. Os dados armazenados por esse banco sdo
constituidos por 13 atributos numeéricos, tais como acidez e intensidade da cor. Os
valores desses atributos foram obtidos a partir de uma analise quimica.

O banco ‘Desenvolvimento urbano’ contém um conjunto de cidades classificadas
em trés classes, de acordo com o seu respectivo nivel de desenvolvimento: alto, médio e
baixo. Existem 852 cidades, das quais 264 pertencem ao nivel ‘alto’ (classe A), 296
pertencem ao nivel ‘médio’ (classe B) e 292 pertencem ao nivel ‘baixo’ (classe C). O
problema armazenado nesse banco é constituido por 22 atributos numéricos, tais como
quantidade de escolas (publicas e privadas), quantidade de industrias consumidoras de
energia elétrica, indice GINI, dentre outros. O banco ainda contém atributos
geograficos, tais como limites municipais (armazenados como poligonos), ferrovias e
rodovias (armazenadas como linhas poligonais).

O banco ‘infraestrutura’ contém dados de um conjunto de 685 regides classificadas

em trés classes: 'alta’ (classe A, com 72 amostras), ‘baixa’ (classe B, com 489 amostras)
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e 'média’ (classe C, com 124 amostras). Nesse problema, ha informacdes geogréficas,
tais como os limites das regides, aeroportos e rodovias, além de atributos convencionais,
tais como namero de instalagbes elétricas, populacdo, quantidade de industrias, dentre
outros.

Os bancos de dados provenientes do repositério da UCI foram utilizados a fim de
avaliar o desempenho do DMGeo utilizando somente atributos numéricos. A maior
contribuicdo do algoritmo proposto é lidar com bancos de dados compostas tanto por
atributos numéricos quanto por atributos geograficos. O repositorio Geominas possui
dados com essa propriedade.

A fim de realizar uma comparagéo, trés algoritmos foram utilizados para resolver os
problemas apresentados. Esses algoritmos sdo: arvore de decisdo (J48), rede neural
Radial Basis Function (RBF) e Support Vector Machine (SVM). Os resultados obtidos
com essas trés técnicas foram comparados com os resultados obtidos pelo DMGeo.

Todos os algoritmos utilizaram validagdo cruzada com 5 particdes (folds). O
experimento foi repetido 6 vezes a fim de gerar 30 resultados para cada método, usando
cada um dos bancos. Ap6s uma etapa de configuracdo paramétrica, optou-se por utilizar
no DMGeo um tamanho da populacdo = 200, nimero de geraces = 200, probabilidade

de cruzamento = 90% e probabilidade de mutacéo = 2%.

5.3.2 Resultados e Analise

A sintese dos 30 resultados obtidos sdo apresentados a seguir.

Tabela 5.1 — Acurécia de cada algoritmo.

J48 RBF SVM DMGeo
Vinho 0,9090 0,9788 0,9789 0,9408
Hepatite 0,7723 0,8199 0,8491 0,7707
Infraestrutura 0,6198 0,5795 0,5703 0,7272
Desenv. urbano 0,6204 0,5786 0,5708 0,8193

A Tabela 5.1 mostra a acuracia global obtida em cada algoritmo. A Tabela 5.2
mostra o resultado obtido por cada um dos algoritmos em cada uma das classes dos
problemas, além do desvio padréo (o) dos valores por classe. E importante enfatizar que
um baixo valor do desvio padrdo significa que o método foi capaz de obter uma
classificacdo homogénea entre as classes, ou seja, 0 método ndo privilegia uma classe

em relagdo as outras.
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Tabela 5.2 — Acuracia obtida em cada classe

J48 RBF SVM DMGeo

A 0,9720 0,9194 0,9785 0,9408

Vinho B 0,8710 0,9589 0,9797 0,8995
C 0,8885 0,9799 0,9597 0,9484

c 0,0540 0,0120 0,0112 0,0248
Hepatite A 0,7705 0,8208 0,8496 0,6511
B 0,7711 0,8212 0,8487 0,7772

o 0,0009 0,0007 0,0004 0,0710

A 0,7802 0,7787 0,7819 0,7515

Infraestrutura |B 0,5112 0,4689 0,4707 0,6505
C 0,5713 0,4693 0,4696 0,5799

c 0,1374 0,1787 0,1800 0,0862

A 0,7804 0,7812 0,7799 0,7500

Desenv. urbano |B 0,5186 0,4712 0,4698 0,7106
C 0,5714 0,4707 0,4707 0,6598

c 0,1385 0,1791 0,1787 0,0452

A comparacdo estatistica aplicada no capitulo anterior (secdo 4.3) foi aplicada

também nesses experimentos. Os resultados sdo apresentados a seguir.

Tabela 5.3 - p-valor medido na comparacgdo da acuracia global - Vinho

J48 RBF SVM DMGeo
J48 0,5000 1,0000 1,0000 1,0000
RBF 0,0000 0,5000 0,5147 0,0000
SVM 0,0000 0,4853 0,5000 0,0000
DMGeo 0,0000 1,0000 1,0000 0,5000
Tabela 5.4 - Classificagfo dos algoritmos - Vinho
J48 RBF SVM DMGeo
Ordem 3 1 1 2
Tabela 5.5 - p-valor medido na comparacao da acuracia global - Hepatite
J48 RBF SVM DMGeo
J48 0,5000 1,0000 1,0000 0,1285
RBF 0,0000 0,5000 1,0000 0,0000
SVM 0,0000 0,0000 0,5000 0,0000
DMGeo 0,8715 1,0000 1,0000 0,5000
Tabela 5.6 - Classificagdo dos algoritmos - Hepatite
J48 RBF SVM DMGeo
Ordem 3 2 1 3

Chama a atencdo o empate na terceira posicdo entre J48 e DMGeo no banco de
dados sobre hepatite. Como o p-valor é 0,1285 (maior que o valor de confianca de
0,0500) néo se pode considerar um algoritmo melhor que outro.
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Tabela 5.7 - p-valor medido na comparacdo da acuracia global - Infraestrutura

J48 RBF SVM DMGeo
J48 0,5000 0,0000 0,0000 1,0000
RBF 1,0000 0,5000 0,0000 1,0000
SVM 1,0000 1,0000 0,5000 1,0000
DMGeo 0,0000 0,0000 0,0000 0,5000
Tabela 5.8 - Classificagdo dos algoritmos - Infraestrutura
J48 RBF SVM DMGeo
Ordem 2 3 4 1
Tabela 5.9 - p-valor medido na comparagdo da acurdcia global - Desenvolvimento urbano
J48 RBF SVM DMGeo
J48 0,5000 0,0000 0,0000 1,0000
RBF 1,0000 0,5000 0,0000 1,0000
SVM 1,0000 1,0000 0,5000 1,0000
DMGeo 0,0000 0,0000 0,0000 0,5000
Tabela 5.10 - Classificagdo dos algoritmos - Desenvolvimento urbano
J48 RBF SVM DMGeo
Ordem 2 3 4 1

Os algoritmos RBF e SVM obtiveram um desempenho melhor nos bancos
compostos por dados convencionais. O DMGeo obteve bons resultados nos bancos de
dados compostos por dados hibridos. As regras geradas neste caso possuem tanto
operadores e valores convencionais, quanto operadores e valores geograficos. Esses
resultados mostram, portanto, que o DMGeo pode tirar proveito desses atributos
geogréficos a fim de obter melhores resultados. Outro ponto relevante a ser destacado é
o fato do desbalanceamento na distribuicdo dos dados entre as classes ndo ter exercido

influéncia significativa nos resultados obtidos no DMGeo.

5.4 Conclusao

Esse capitulo mostrou um novo algoritmo evolucionario proposto para problemas de
classificacdo com dados geogréficos. O algoritmo utiliza técnica de nicho, elitismo e
memoria cache a fim de melhorar seu desempenho. Os individuos sdo modelados de
maneira a codificar uma clausula WHERE da linguagem SQL em um gerenciador de
bancos de dados espaciais. A fim de avaliar o desempenho do algoritmo proposto, um
conjunto de problemas de classificacdo foi utilizado. Algoritmos classicos de
classificacdo, tais como Arvore de Decisdo, Rede Neural e SVM foram utilizados a fim

de se obter resultados para comparacdo. Os resultados mostram que o algoritmo
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proposto é competitivo e robusto, uma vez que obteve os melhores resultados nos casos
em que ha dados convencionais e geogréficos. Nota-se também que o algoritmo é capaz
de obter bons resultados para todas as classes do problema, mesmo quando os dados sdo
desbalanceados.

Uma desvantagem do algoritmo proposto nesse capitulo € a geracdo de regras
grandes, o que dificulta a sua interpretacdo e ainda pode resultar em overfitting na
classificacdo dos dados (WITTEN; FRANK, 2005) (TSAI, 2006) (VIEIRA et al., 2006).
Essa desvantagem motivou a construcdo de uma versao multiobjetivo, mais eficiente e

robusta, a qual sera apresentada no proximo capitulo.
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6 ALGORITMO MULTI-OBJETIVO BASEADO NA
PROGRAMACAO GENETICA E NICHOS PARA
CLASSIFICACAO DE DADOS HIBRIDOS

6.1 Introducao

Este capitulo introduz um algoritmo multiobjetivo baseado na programacéo
genética, resultado da evolucdo do algoritmo apresentado no capitulo anterior. As
principais contribui¢des desta nova versao sao:

A) Inclusdo de um procedimento de controle da complexidade das regras;

B) Inclusdo de um histérico da populacéo a fim de promover elitismo global,

C) Implementacdo de um mecanismo de controle da diversidade genética, o
qual aumenta a capacidade de obter boas regras de classificagcdo para
todas as classes presentes no problema de classificagéo;

D) Proposta de trés abordagens de uso das regras geradas para a

classificacdo dos dados.

O algoritmo proposto foi aplicado na maximizacdo da efetividade dos
classificadores gerados e minimizagdo do tamanho de cada uma das regras. Uma regra
efetiva € aquela que identifica corretamente um conjunto de amostras de uma classe.
Nos trabalhos anteriores, observou-se que a acuracia ndo é uma boa medida de
efetividade, uma vez que uma regra com um baixo valor de verdadeiro positivo, porém
com um alto valor de verdadeiro negativo (muito comum em bancos desbalanceados),
possui um alto valor de acurécia.

Observou-se, em versdes preliminares do algoritmo, a eliminagdo de regras com
grande efetividade, mas que possuiam um tamanho grande se comparadas a média do
tamanho das demais. Isso impactava diretamente o desempenho do método. Uma vez
que a efetividade ¢ um objetivo mais importante que o tamanho das regras, propds-se
um mecanismo para atenuar este comportamento indesejavel. Esse mecanismo controla
a probabilidade de aceitar regras maiores durante a execucdo do algoritmo, de maneira
que esta probabilidade é mantida alta durante as primeiras iteragdes e vai decrescendo

ao longo do processo evolucionario. Ao final da execucdo, os dois objetivos estdo
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igualmente balanceados.

O algoritmo proposto foi concebido para resolver uma grande variedade de
problemas reais. Além disto, as caracteristicas do algoritmo sugerem que ele se
comporta bem mesmo manipulando bancos de dados desbalanceados. Este tipo de
situacdo complica a resolucdo de problemas com estas caracteristicas (MURPHEY et
al., 2004), especialmente quando existem mais de duas classes (MENAHEM et al.,
2009).

E importante enfatizar que todos os problemas utilizados neste trabalho foram
modelados de tal maneira a possibilitar a aplicacao de outros algoritmos classicos a fim

de estabelecer uma comparacéo justa entre os desempenhos mensurados.

6.2 Modelagens do Problema e do Algoritmo

Assim como nos algoritmos propostos anteriormente neste trabalho (Capitulos 4 e 5), o
individuo é representado por um predicado booleano, definido da mesma maneira que
uma clausula WHERE da instrugdo de selecdo (SELECT) da linguagem SQL
(ELMASRI; NAVATHE, 2003). O desempenho do individuo no problema é avaliado
utilizando um vetor de func@es de fitness, o qual determina a chance de selecdo deste
individuo.

O problema de classificacdo é modelado como um problema de otimizacdo
biobjetivo, no qual os objetivos sdo (1) maximizar a efetividade das regras extraidas; e
(2) minimizar a complexidade (tamanho) das regras. Assim, o principal objetivo da
modelagem € gerar boas regras de classificacdo e com baixa complexidade (tamanho
pequeno), uma vez que regras menores sao mais simples de serem entendidas e tendem
a evitar overfitting (TSAI, 2006) (VIEIRA et al., 2006) (WITTEN; FRANK, 2005). O
algoritmo proposto foi modelado para, durante sua execugdo, gerar somente regras
validas sintaticamente. Uma vez que o primeiro objetivo é mais importante que o
segundo, este trabalho propGe um mecanismo externo, que controla a chance de aceitar
solugdes maiores (no operador de selecdo) durante a execucdo do algoritmo. Nesse
mecanismo, a chance de aceitacdo de solucGes maiores é mantida alta durante as
primeiras iteracdes, porém decresce gradualmente ao longo do processo evolucionario.
Ao final da execucéo, os dois objetivos estardo igualmente balanceados.

O algoritmo é divido em duas fases (1) extracdo das regras e (2) classificagdo dos

dados. Formalmente, o problema de otimizacéo a ser resolvido é:
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Maximizar Acuracia(l) *15/27;5;2il;:l;;:&li;gjzogcificidade(I)

A primeira fase (Algoritmo 6.1) gera regras utilizando o conjunto de treinamento e
0s conjuntos de funcdes e de terminais. As melhores regras sdo utilizadas na segunda
fase, na qual trés diferentes estratégias de classificacdo podem ser utilizadas. Os

detalhes sobre estas estratégias de classificacdo sdo apresentados na Se¢éo 6.7.

Algoritmo 6.1 - Pseudocédigo do algoritmo de extragdo de regras
Entrada: Conjunto de Fungdes conjunto_de_fungdes, Conjunto de Terminais conjunto_de_terminais, Tamanho da
Populagéo (inteiro) n, Nimero de Geragoes (inteiro) nimero_max_de_geracdes, Dados dados_de_treinamento, Classes
classes.
Saida: Subpopulagdes

1. Gere n individuos usando conjunto_de_fungdes e conjunto_de_terminais;

2. Identifique a quantidade de classes diferentes em classes. Chame esta quantidade de dc;

3. Crie dc subpopulagdes;

4, para cada individuo i faga /* este lago procura pela melhor classe para rotular o individuo */

5. melhor_fitness := 0; classe_do_individuo := nulo;

6. para cada classe cl em classes faca

7 Usando o conjunto dados_de_treinamento, calcule a fitness f do individuo i considerando este individuo pertencendo a
' classe cl;

8. se f > melhor_fitness faca

9. melhor_fitness := f;

10. classe_do_individuo :=cl;

11. fim se;

12. fim para;

13. Ponha o individuo i na subpopulag&o correspondente a classe classe_do_individuo;

14. fim para;

15. enquanto ndo atingir nimero_max_de_geracoes faca

16. Calcule o vetor de fungdes fitness de cada individuo utilizando dados_de_treinamento;

17. Defina as probabilidades de cruzamento e mutag@es iguais para todas as subpopulagdes;

18. para cada subpopulagdo faca

19. Aplique o operagdo Selecao;

20. Aplique o operagdo Cruzamento;

21. Aplique o operagdo Mutacao;

22. fim para;

23. Aplique o Controle da Diversidade Genética; /* veja os detalhes na Se¢édo 6.6 */

24. Armazene o0s novos 10% melhores individuos na Populagdo Arquivo; /* Elitismo. Veja os detalhes na Se¢éo 6.5*/

25. Se Populagdo Arquivo esta cheia faca

26. Remova os individuos excedentes que possuem os piores valores de fitness;

217. fim se;

28. fim enquanto;

29. retorne as subpopulagdes;

Os detalhes do algoritmo s&o discutidos ao longo das proximas se¢oes.

6.3 O Individuo

O individuo foi modelado para representar uma regra de classificacdo (PEREIRA et al.
2010), a qual deve ser utilizada como um filtro para a selecdo de padrées no banco de
dados. A estrutura do individuo é a mesma apresentada na Secdo 5.2.1. Duas partes
compdem o individuo: (a) a arvore que codifica o filtro dos atributos; e (b) o rétulo da
classe que indica a qual classe as amostras selecionadas pela regra pertencerdo. O

algoritmo escolhe a melhor classe para o individuo testando todas as possibilidades. A
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classe que proporcionar o melhor valor de fitness é escolhida (essa escolha é detalhada

nos passos 4 a 12 no Algoritmo 6.1).

6.4 Avaliacio das Regras

O desempenho de uma regra (individuo) é determinado pela avaliagdo de um vetor de
fungdes fitness. A primeira fungdo é baseada em consultas SQL realizadas no banco de
dados do problema. A segunda funcéo esta relacionada a complexidade da regra. Neste
caso, 0 numero de nds da arvore do individuo é utilizado como indicador da
complexidade da regra.

O célculo do valor da primeira funcéo fitness é dividido em duas etapas: (1) célculo
da matriz de confusédo e (2) célculo da efetividade da regra. Os coeficientes da matriz de
confusdo identificados na etapa (1) séo utilizados na etapa (2). Para maiores detalhes

sobre matriz de confuséo vide Se¢bes 4.2.2.1 e 5.2.2.1.

6.4.1 Vetor de Funcgdes objetivo

O primeiro valor esta relacionado a efetividade da regra de classificacdo (individuo),
gue neste caso € medida pelo produto entre a sensibilidade e a especificidade da regra.

A composicdo deste valor como resultado do produto da sensibilidade pela
especificidade é importante para evitar o overfitting, assim como reduzir (ou até mesmo
eliminar) a tendéncia de privilegiar as classes predominantes em bancos de dados
desbalanceados. Se a regra apresenta um desempenho muito baixo com relacdo a um
dos valores da sensibilidade ou da especificidade, o valor da funcao fitness também sera
baixo, independente do outro indicador. Desta forma, a funcdo fitness ira penalizar, por
exemplo, as regras que ndo sao capazes de identificar os padrdes que pertengam a classe
em questdo (gera um valor baixo de verdadeiros positivos), porém excluem todos
aqueles que ndo pertencam a esta classe (gera um valor alto de verdadeiros negativos).
O uso da acuracia, calculado como (TP+TN)/(TP+TN+FP+FN), usado por muitos
algoritmos de classificagdo, pode resultar num valor alto se 0 nimero de TN ¢ alto,
mesmo quando o valor de TP é proximo de zero.

Considere o seguinte exemplo. Tem-se um banco de dados com 100 pacientes, onde
80 séo normais e 20 possuem cancer. Assuma que dois classificadores foram aplicados
a essa base. O primeiro classificador obteve a matriz de confuséo indicada na Tabela
6.1.
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Tabela 6.1 - Matriz de confusdo obtida pelo primeiro classificador

Classif. Normal com cancer
Real
Normal 60 20
com cancer 5 15

onde TP =60, FN=20, FP =5¢e TN = 15.
A acurcia é (60+15)/(60+20+5+15)=0.75. Nesse caso, 75% (60./80) dos pacientes
normais 75% (1520) dos pacientes com cancer foram classificados corretamente.
Agora, assuma que o segundo classificador foi aplicado ao problema e obteve a

matriz de confusdo indicada na Tabela 6.2.

Tabela 6.2 - Matriz de confusdo obtida pelo segundo classificador

Classif. Normal com cancer
Real
Normal 80 0
com cancer 20 0

onde TP =80, FN=0, FP =20e TN = 0.

Esse classificador rotulou todos os pacientes como normais. A acuracia nesse caso é
(80+0)/(80+0+0+20)=0.80. Assim, esse classificador obteve uma acuracia maior que a
obtida pelo primeiro classificador. Além disso, todos os pacientes que sdo efetivamente
normais foram identificados corretamente, porém nenhum paciente com cancer foi
identificado.

Na Tabela 6.3 sdo apresentados os valores de sensibilidade e especificidade, além
do produto entre eles, medido para cada um dos classificadores.

Tabela 6.3 - Avaliag8o dos classificadores baseada nos valores da sensibilidade e especificidade

Classificador Sensibilidade Especificidade Sensibilidade * Especificidade
60 15
#1 = 0. — =0 0.75* 0,75 =0.56
60+ 20 0.75 15+5 0.75
#2 80 = 1.00 = 0.00 1.00 * 0.00 = 0.00
80+0 0+20 ' ' '

Outra caracteristica importante do algoritmo proposto é o fato da populagdo ser
dividida em subpopulacGes. As subpopulacGes representam nichos, sendo que cada um
destes nichos € manipulado de tal maneira a proporcionar ao algoritmo a obtengdo de
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boas regras de classificacdo para cada classe independentemente.

Considere-se, por exemplo, um banco de dados que armazena padrdes pertencentes
a duas classes, sendo que 90% deles pertencem a classe A e 10% pertencem a classe B.
Algoritmos regulares tendem a considerar padrdes da classe B como ruidos, gerando
regras que privilegiam a classe A. Portanto, uma regra que classifica todos os padrfes
como pertencentes a classe A apresentara um alto valor de acurécia, se o célculo for
realizado da forma tradicional, conforme descrita anteriormente. Neste cenério, 0
algoritmo proposto tera dois nichos, um para desenvolver individuos que classificam
padrdes da classe A e outro para gerar regras que classificam padrdes da classe B. As
classes terdo chances similares de gerar boas regras de classificacdo. Maiores detalhes
sobre a técnica de nicho utilizada e as respectivas subpopulacfes sdo fornecidos na
sec¢éo 6.6.

A segunda funcdo fitness é calculada como o inverso do numero de nos de um

individuo, conforme mostrado em (6.1):

F»(1) = 1/nimero_de_nos (6.1)

Observou-se que algoritmos de classificacdo que ndo consideram a complexidade
das regras geradas tém, normalmente, maior chance de incorrer em overfitting (TSAI,
2006) (VIEIRA et al., 2007). Desta forma, a segunda funcdo fitness pode ser
interpretada como um mecanismo para se evitar overfitting. Além do mais, regras
pequenas possuem a vantagem de serem mais simples de se entender do que regras
grandes.

A comparacdo das solucOes € realizada baseada no principio de dominancia, uma
vez que a comparacao escalar tradicional ndo pode ser aplicada para comparar vetores.

Dados dois vetores X e Y, considere as seguintes relagdes:

X<Y < {X<YiVie{l, ..n}e{3ie{l, ..n}X<Y}
X=Y¥Y & Xi:Yi,Vi E{l, ceny n}

e simetricamente:
XzY <3 e{l,...n}X =Y,

Baseado nessas relagdes, o principio de dominancia define que uma solucdo A é
melhor que uma solugéo B se, e somente se, a relacdo A < B se aplica. Nesse caso, diz-

se que A domina B ou, analogamente, B é dominado por A. Além disso, se a relacdo X
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#Y se aplica, porém nem A < B nem B < A sdo validas, entdo nao é possivel haver uma
distingdo entre A e B, de tal maneira que o resultado da comparacdo entre as duas
solucdes é um empate. No caso especifico deste trabalho, os empates sdo resolvidos
baseados no valor observado na primeira funcdo fitness: se as solucBes A e B sdo
diferentes, mas elas ndo dominam um a outra, entdo a solugdo com o melhor valor de F;
é escolhida. Esta abordagem € justificada pela maior importancia da primeira fungéo
fitness nos problemas analisados.

Durante a etapa de configuracdo e em experimentos preliminares, notou-se que a
funcdo F, gera uma grande pressdo no algoritmo pela sele¢do de individuos menores.
Neste caso, o algoritmo poderia ndo ser capaz de explorar amplamente o espaco de
busca. A fim de conter este efeito, foi implementado um critério que permite ao
algoritmo aceitar individuos com um numero maior de nds nas iteracGes iniciais.

Quando o algoritmo esta4 procurando por um conjunto de pontos ndo-dominados,
um individuo com um valor maior no segundo objetivo pode ser aceito utilizando a

seguinte probabilidade:

1 se Fy(I;) < Fy(l)
P(ly, 1) = exp (F2(11) - F,)
T

) se F,(I) > F,(I;)) comT >0 (6.2)

onde P(l4,l,) é a probabilidade de aceita¢do do individuo I, cujo valor na posicdo 2 no
vetor fitness € pior que o valor apresentado pelo individuo I, e T é um parametro do
algoritmo e 0 < F,(I)< 1. O parametro T é inicialmente configurado e, ao longo das
geracOes, esse valor é decrementado continuamente até que chegue préximo a zero. Nos
experimentos realizados, o0 melhor valor de T foi 10 e a taxa de decréscimo foi de 15%
por geracdo. Este procedimento é similar ao empregado no algoritmo Simulated
Annealing (KIRKPATRICK et al., 1983) (VASCONCELOS et al., 1996)(PEREIRA;
VASCONCELQOS, 2012) para aceitacdo de novas solugdes.

Esta estratégia possibilita a aceitacdo de individuos maiores, com bons valores de
efetividade durante o inicio da evolucdo, apesar do valor eventualmente desfavoravel do
segundo objetivo. Isto possibilita uma maior diversidade genética durante as operacoes
de cruzamento e mutagéo.

Desta forma, o operador de selecdo é implementado da seguinte forma (baseado no
modelo torneio):

1. Selecione dois individuos aleatoriamente;

85



2. Compare os individuos utilizando o conceito de dominancia, considerando a
probabilidade de aceite de pior valor de F, (equacdo 6.2) e resolvendo os
empates de acordo com o valor de F; (conforme descrito anteriormente);

3. Retorne o individuo vencedor no passo anterior.

6.5 Populagdo Arquivo - Elitismo Global

A fim de garantir que os melhores individuos de todos os nichos serdo preservados
durante toda a execucdo do algoritmo, uma estratégia de elitismo global foi
implementada: ao final de cada geracéo, os 10% melhores individuos de cada nicho séo
selecionados e armazenados, numa populacdo arquivo, também chamada de populacao
offline. Estes individuos séo reintroduzidos na populacgéo principal toda vez que a média
do primeiro valor da fitness (F;) de uma subpopulagéo especifica decresce. E importante
destacar que o algoritmo ndo seleciona simplesmente os melhores individuos da
populacdo como um todo, mas sim os melhores de cada subpopulagdo. Esta estratégia
permite uma exploracdo adequada para todas as classes. Quando a populagdo arquivo
atinge seu limite de armazenamento, os individuos com piores valores de fitness sdo
descartados.

Nos experimentos realizados, observou-se que a populagdo arquivo aumentou o
desempenho da classificacdo para todas as classes do problema (PEREIRA;
VASCONCELOQOS, 2010). Esta caracteristica € particularmente util em bancos de dados
desbalanceados.

6.6 Nichos e Controle de Diversidade Genética

A técnica de nicho implementada no algoritmo proposto consiste na insercdo de um
rotulo nos individuos a fim de agrupar aqueles que pertencem a um mesmo nicho
(GOLDBERG, 1989).

A fim de garantir que todos os nichos irdo evoluir igualmente, foi proposto um
mecanismo de controle da diversidade genética (VASCONCELOS et al., 2001) por
nicho. A diversidade genética é calculada em cada subpopulacdo online como a razéo
entre a média do primeiro valor da fungdo fitness dos individuos pertencentes a
subpopulacdo, pelo maior valor da primeira fungdo fitness considerando toda a
populacdo. O pseudocddigo do algoritmo que implementa o controle da diversidade
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genética é apresentado no Algoritmo 6.2.

Algoritmo 6.2 - Pseudocddigo do Controle de Diversidade Genética
1 gdg :=0;
2 para cada subpopulacéo online i faga
3 Calcule a diversidade de i. Chame este valor da diversidade de dg_i;
4. se dg_i > gdg faca
5. gdg :=dg_i;
6 fim se;
7 fim para;
8 para cada subpopulacéo i faca
9 se dg_i < 0.4*gdg faca
Aumente o nimero de individuos da subpopulacéo i em 10%; Selecione estes individuos da subpopulacéo offline,

10. proveniente do mesmo nicho;

11. Aumente as probabilidades de mutagdo e cruzamento da subpopulagdo i em 10%;
12. Aplique o operador Selegdo em i;

13. Aplique o operador Cruzamento em i;

14. Aplique o operador Mutagdo em i;

15. fim se;

16. fim para;

Neste algoritmo, o valor da diversidade, chamado dg_i, de cada subpopulacéo i, é
calculado. O maior valor apurado em cada geragdo é chamado gdg; cada valor dg_i é
comparado com o gdg. Se dg_i < 0.4*gdg entdo individuos da populacdo offline,
pertencentes a0 mesmo nicho, sdo selecionados e inseridos na subpopulacdo online.
Além disto, as probabilidades de mutacdo e cruzamento da subpopulagdo i sdo
incrementadas em 10% na geracao corrente. Esta avaliacdo é feita em cada geracao.

Os valores constantes utilizados nesse algoritmo (40% e 10% respectivamente)
foram definidos empiricamente. O controle de diversidade genética é executado a cada
geracdo. As probabilidades de mutacdo e cruzamento séo restabelecidas para os valores
padrdo ao final de cada geracdo, a fim de evitar um crescimento descontrolado destes
parametros.

O controle da diversidade genética é executado apds a aplicagdo dos operadores de

mutacdo e cruzamento (linha 23 do Algoritmo 6.1).

6.7 Mecanismo de Classificacao

O algoritmo proposto utiliza 0 nimero de gera¢cdes como critério de parada. Uma vez
encerrado o processo de producdo de novas geragdes, existem amplas possibilidades de
estratégias de uso da populacdo obtida, a fim de classificar o conjunto de testes.
(lembrando que a populacdo € obtida utilizando o conjunto de treinamento). Trés
abordagens foram adotadas a fim de avaliar o desempenho das regras obtidas, a saber:
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1. Contagem de regras que casam: a amostra é rotulada com a classe
indicada pelo maior numero de regras geradas. Por exemplo, se um
registro é selecionado por trés regras da classe A, duas regras da classe B
e uma regra da classe C, entdo a amostra é classificada como A.

2. Contagem ponderada de regras que casam: esta abordagem é similar
a anterior, porém, neste caso, o valor da fitness na primeira posi¢do é
somado a fim de ponderar o valor final e orientar a rotulagdo da amostra.
Por exemplo, se um registro é selecionada por trés regras da classe A
(com valores de fitness 0.4, 0.2 e 0.2) e 1 regra da classe B (com fitness
0.9), entdo a amostra é classificada como B.

3. Casamento com melhor regra: A melhor regra, baseada no primeiro
valor da fitness, é selecionada em cada nicho. Esta regra sera responsavel
por selecionar todos as amostras da classe correspondente ao nicho.
Nessa abordagem, um banco de dados com trés classes terd trés
classificadores, um para cada classe.

Os resultados obtidos com o algoritmo proposto foram comparados aos resultados
obtidos por trés outros (J48, RBF e SVM). Os resultados e a analise sdo apresentados na

préxima secao.

6.8 Resultados Experimentais

Os experimentos foram realizados reutilizando alguns dos bancos de dados adotados
nos experimentos apresentados nos capitulos 5 e 6: Hepatite, vinho, DGA (bancos 1 e
3), desenvolvimento urbano e infraestrutura.

Durante o0s experimentos descritos nesta secdo, o algoritmo proposto foi
configurado com os seguintes parametros:

» Taxa de mutacdo: 2%.

» Taxa de cruzamento: 80%.

+ Elitismo por nicho: 10% dos melhores individuos.

O tamanho da populagéo e 0 nimero de geragdes utilizados em cada um dos bancos

sdo mostrados na Tabela 6.4.
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Tabela 6.4 - Tamanho da populacdo e nimero de geragdes utilizados em cada banco

Hepatite | Vinho | Banco 1 | Banco 3 | Desen. urbano | Infraestrutura

Tam. da populacdo 500 500 500 500 300 300

NUm. de geracles 200 200 200 200 100 100

Os valores desses parametros foram definidos a partir de uma etapa de
configuracdo. Alguns parametros foram experimentados ao longo da implementacéo do
algoritmo a fim de identificar a melhor configuracdo que proporcione resultados
significantes sem demandar um esfor¢co computacional alto. Por exemplo, aumentando
0 numero de individuos e geracgdes é possivel obter melhores valores de fitness, porém o
tempo de execu¢do também aumenta.

A validacdo cruzada 10-fold (10 particdes) (COHEN, 1995) foi utilizada em todos
0s experimentos a fim de treinar e testar as regras geradas. Nao foi permitida a
existéncia de padrdes repetidos nas parti¢des (folds), isto €, os conjuntos de dados séo
avaliados a fim de eliminar padrdes duplicados. Os padrdes de cada particdo sé&o
selecionados a priori randomicamente.

O experimento completo (utilizando as 10 parti¢6es) foi executado 5 vezes, a fim de
gerar 50 resultados para cada algoritmo. As populacdes obtidas foram entdo utilizadas
de acordo com as trés estratégias descritas na secdo 0. Os resultados obtidos serdo
identificados como algoritmos 1, 2 e 3, e serdo comparados com os resultados obtidos
pela Arvore de Decisdo (versdo J48), Radial Basis Function (RBF) e Support Vector
Machine (SVM). Foram utilizadas as implementagdes da WEKA 3.6.6 destes trés
algoritmos. Ainda como medida para proporcionar uma comparagao justa, os algoritmos
J48, RBF e SVM também foram executados 5 vezes em cada um dos bancos de dados,
utilizando diferentes valores nos respectivos parametros. A melhor configuragdo
encontrada para cada banco foi utilizada nos experimentos. A configuracdo que
proporcionou os melhores resultados para cada um dos problemas é mostrada na Tabela
6.5.

Tabela 6.5 — Configuracdo dos parametros dos algoritmos classicos para cada um dos bancos

Parametros Hepatite Vinho Banco 1 Banco 3 |D. urbano | Infraestrutura
J48 | Poda sim sim sim sim sim sim

Fator de confianca 0.025 0.25 0.025 0.025 0.025 0.025
RBF | Clusters 3 3 2 4 3 3

Desvio padrdo minimo 0.1 0.1 0.01 0.01 0.01 0.01

por cluster
SVM | Complexidade C 1.0 2.0 3.0 4.0 4 4

Funcéo kernel Norm. Norm.

Polykernel Polykernel Polykernel Polykernel | Polykernel |  Polykernel
Expoente da funcdo 2.0 2.0 3.0 1.0 3.0 3.0
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O desempenho obtido em cada uma das 50 execucdes é apresentado a seguir. A
comparagdo entre os algoritmos foi conduzida levando-se em consideragdo dois
critérios distintos: (1) o produto da sensibilidade pela especificidade; e (2) acuracia. A
utilizacdo do primeiro critério € importante, pois, caso exista algum desequilibrio
(predominio de verdadeiro positivo ou de verdadeiro negativo) na classificacdo das
amostras, a regra seréa penalizada. A utilizacdo do segundo critério se justifica devido ao
fato da grande maioria dos trabalhos cientificos estudados utilizar esse critério. Dessa
forma, os resultados obtidos aqui podem ser comparados com demais estudos
publicados.

Na Tabela 6.6 estdo dispostos o0s p-valores obtidos com a comparacdo dos
resultados obtidos no banco hepatite, utilizando como pardmetro a média dos produtos
da sensibilidade pela especificidade obtidos em cada uma das classes do problema. A
Tabela 6.7 apresenta os p-valores obtidos na comparacdo que utilizou a acurécia global
dos algoritmos. Na Tabela 6.8 sdo apresentadas as classificacbes dos algoritmos de
acordo com cada um dos dois critérios de comparagao.

Tabela 6.6 - p-valor obtido na comparacao utilizando a média do produto da sensibilidade x
especificidade - hepatite

1 2 3 J48 RBF SVM
1 0,5000 0,5793 1,0000 0,0010 0,9431 0,0081
2 0,4207 0,5000 1,0000 0,0000 0,9010 0,0000
3 0,0000 0,0000 0,5000 0,0000 0,0013 0,0000
J48 0,9990 1,0000 1,0000 0,5000 1,0000 0,9986
RBF 0,0569 0,0990 0,9987 0,0000 0,5000 0,0000
SVM 0,9919 1,0000 1,0000 0,0014 1,0000 0,5000
Tabela 6.7 - p-valor obtido na comparacdo utilizando acurécia global - hepatite
1 2 3 J48 RBF SVM
1 0,5000 0,5231 1,0000 0,5110 0,9994 1,0000
2 0,4769 0,5000 1,0000 0,4719 1,0000 1,0000
3 0,0000 0,0000 0,5000 0,0000 0,4945 1,0000
J48 0,4890 0,5281 1,0000 0,5000 1,0000 1,0000
RBF 0,0006 0,0000 0,5055 0,0000 0,5000 1,0000
SVM 0,0000 0,0000 0,0000 0,0000 0,0000 0,5000
Tabela 6.8 - Classificagdo dos algoritmos de acordo com os dois critérios - hepatite
Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 2 2 1 4 2 3
acuracia 3 3 2 3 2 1

Conforme observado na Tabela 6.8, de acordo com o primeiro critério, o algoritmo

3 obteve o melhor desempenho, seguido por um empate entre 1, 2 e RBF. Esse empate
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se deve ao fato do p-valor obtido na comparacéo entre os algoritmos néo ter superado o
valor de confianca estabelecido.

A comparacdo de acordo com o segundo critério apresenta um cenario diferente do
primeiro: 0 melhor algoritmo é o SVM, seguido pelo algoritmo 3 e RBF empatados no
segundo lugar. No terceiro lugar acontece um empate entre o algoritmo 1, 2 e J48.

Os resultados das comparagbes dos resultados obtidos no banco vinho séo
mostrados na Tabela 6.9, Tabela 6.10 e Tabela 6.11.

Tabela 6.9 - p-valor obtido na comparacao utilizando a media do produto da sensibilidade x
especificidade - vinho

1 2 3 J48 RBF SVM
1 0,5000 0,3757 0,0786 0,0000 0,0001 0,0072
2 0,6243 0,5000 0,1354 0,0000 0,0000 0,0206
3 0,9214 0,8646 0,5000 0,0000 0,0507 0,2967
J48 1,0000 1,0000 1,0000 0,5000 1,0000 1,0000
RBF 0,9999 1,0000 0,9493 0,0000 0,5000 0,9988
SVM 0,9928 0,9794 0,7033 0,0000 0,0012 0,5000

Tabela 6.10 - p-valor obtido na comparago utilizando acurécia global - vinho

1 2 3 J48 RBF SVM
1 0,5000 0,3757 0,0786 0,0000 0,3832 0,4715
2 0,6243 0,5000 0,1354 0,0000 0,5591 0,6369
3 0,9214 0,8646 0,5000 0,0000 0,9558 0,9684
J48 1,0000 1,0000 1,0000 0,5000 1,0000 1,0000
RBF 0,6168 0,4409 0,0442 0,0000 0,5000 0,7650
SVM 0,5285 0,3631 0,0316 0,0000 0,2350 0,5000

Tabela 6.11 - Classificagdo dos algoritmos de acordo com os dois critérios - vinho

Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 1 1| 1:2:3 4 3 2
acuracia 1.2 12| 1:2 3 1 1

O algoritmo 3 ocupa uma posigdo intermediaria, no primeiro critério de
comparacdo. O algoritmo n&o é pior que 1 e 2, nem € melhor que o SVM. Contudo, 1 e
2 sao melhores que SVM.

Houve um empate entre quase todos os algoritmos de acordo com o segundo
critério. A excegdo é J48 que ficou isolado no segundo lugar.

Os resultados que serdo apresentados a seguir (Tabela 6.12 a Tabela 6.17) referem-
se a dois dos bancos do problema DGA, utilizados no capitulo 4. Somente os bancos 1 e
3 foram utilizados, uma vez que o0 banco 2 possui poucos registros. Como 0s
experimentos nesse caso utilizam validacéo cruzada com 10 parti¢6es, cada particdo foi

composta por poucas amostras, gerando resultados com um desvio padrdo muito
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elevado. Dessa forma, o banco 2 foi descartado do experimento.

Tabela 6.12 - p-valor obtido na comparacao utilizando a média do produto da sensibilidade x

especificidade - banco 1

1 2 3 J48 RBF SVM
1 0,5000 0,5934 0,6156 0,0000 0,0000 0,0000
2 0,4066 0,5000 0,5089 0,0000 0,0000 0,0000
3 0,3844 0,4911 0,5000 0,0000 0,0000 0,0000
J48 1,0000 1,0000 1,0000 0,5000 0,0034 0,0000
RBF 1,0000 1,0000 1,0000 0,9966 0,5000 0,0000
SVM 1,0000 1,0000 1,0000 1,0000 1,0000 0,5000
Tabela 6.13 - p-valor obtido na comparagao utilizando acuracia global - banco 1
1 2 3 J48 RBF SVM
1 0,5000 0,5032 1,0000 1,0000 1,0000 1,0000
2 0,4968 0,5000 1,0000 1,0000 1,0000 1,0000
3 0,0000 0,0000 0,5000 0,0000 0,0000 0,0000
J48 0,0000 0,0000 1,0000 0,5000 0,9859 1,0000
RBF 0,0000 0,0000 1,0000 0,0141 0,5000 0,6864
SVM 0,0000 0,0000 1,0000 0,0000 0,3136 0,5000
Tabela 6.14 - Classificagdo dos algoritmos de acordo com 0s dois critérios - banco 1
Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 1 1 1 2 3 4
acuracia 4 4 1 3 2 2

Os resultados obtidos de acordo com ambos os critérios apontam o algoritmo 3

como o melhor no banco 1. Os demais algoritmos apresentaram alteracdo de posicao.

Os algoritmos 1 e 2, por exemplo, sairam da primeira posi¢ao de acordo com o primeiro

critério e foram para a quarta posicao de acordo com o segundo critério.

Tabela 6.15 - p-valor obtido na comparacéo utilizando a média do produto da sensibilidade x

especificidade - banco 3

1 2 3 J48 RBF SVM
1 0,5000 0,8021 0,9308 0,0000 0,0022 0,4445
2 0,1979 0,5000 0,7276 0,0000 0,0000 0,0892
3 0,0692 0,2724 0,5000 0,0000 0,0000 0,0066
J48 1,0000 1,0000 1,0000 0,5000 0,9770 1,0000
RBF 0,9978 1,0000 1,0000 0,0230 0,5000 1,0000
SVM 0,5555 0,9108 0,9934 0,0000 0,0000 0,5000
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Tabela 6.16 - p-valor obtido na comparacao utilizando acuracia global - banco 3

1 2 3 J48 RBF SVM

1 0,5000 0,7223 1,0000 0,0000 0,0098 0,7898

2 0,2777 0,5000 1,0000 0,0000 0,0000 0,5426

3 0,0000 0,0000 0,5000 0,0000 0,0000 0,0000

J48 1,0000 1,0000 1,0000 0,5000 0,9630 1,0000
RBF 0,9902 1,0000 1,0000 0,0370 0,5000 1,0000
SVM 0,2102 0,4574 1,0000 0,0000 0,0000 0,5000

Tabela 6.17 - Classificacdo dos algoritmos de acordo com 0s dois critérios - banco 3

Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 1:2 1:2 1 4 3 2
acurécia 2:3 2 1 4 3 2

A classificacdo obtida com os resultados no banco 3 (Tabela 6.17) apontam o
desempenho do algoritmo 3 como melhor que os demais, em ambos 0s critérios. Os
algoritmos 2 e 3 vem a seguir, sendo seguidos por SVM, RBF e J48.

Os bancos cujos resultados foram apresentados até esse ponto ndo possuem dados
hibridos. Os resultados que serdo apresentados a seguir se referem aos bancos que
misturam atributos convencionais com atributos geogréficos e é nesse cenario que 0s
algoritmos propostos apresentam a contribui¢do mais relevante. Os resultados referentes
ao banco desenvolvimento urbano estdo dispostos da Tabela 6.18 a Tabela 6.20. Os

resultados do banco infraestrutura estdo descritos da Tabela 6.23 a Tabela 6.25.

Tabela 6.18 - p-valor obtido na comparacéo utilizando a média do produto da sensibilidade x
especificidade - desenvolvimento urbano

1 2 3 J48 RBF SVM
1 0,5000 0,4009 0,0000 0,0000 0,0000 0,0000
2 0,5991 0,5000 0,0000 0,0000 0,0000 0,0000
3 1,0000 1,0000 0,5000 0,0000 0,0000 0,0000
J48 1,0000 1,0000 1,0000 0,5000 0,0000 0,0000
RBF 1,0000 1,0000 1,0000 1,0000 0,5000 0,0000
SVM 1,0000 1,0000 1,0000 1,0000 1,0000 0,5000

Tabela 6.19 - p-valor obtido na comparagdo utilizando acuracia global - desenvolvimento urbano

1 2 3 J48 RBF SVM
1 0,5000 0,6866 1,0000 0,0000 0,0000 0,0000
2 0,3134 0,5000 1,0000 0,0000 0,0000 0,0000
3 0,0000 0,0000 0,5000 0,0000 0,0000 0,0000
J48 1,0000 1,0000 1,0000 0,5000 0,0000 0,7625
RBF 1,0000 1,0000 1,0000 1,0000 0,5000 1,0000
SVM 1,0000 1,0000 1,0000 0,2375 0,0000 0,5000
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Tabela 6.20 - Classificacdo dos algoritmos de acordo com os dois critérios - desenvolvimento urbano

Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 1 1 2 3 4 5
Acurécia 2 2 1 3 4 3

Os algoritmos propostos ficaram nas primeiras posi¢cbes tanto no banco

desenvolvimento urbano (Tabela 6.20), quando no banco infraestrutura (Tabela 6.25).

Os algoritmos conseguiram tirar proveito dos dados geograficos de tal forma a obterem

um desempenho superior aos apresentados pelos métodos classicos. A seguir sao

apresentadas algumas regras geradas nos problemas com dados geograficos. A Tabela

6.21 apresenta as regras geradas no banco desenvolvimento urbano. As regras geradas

para 0 banco infraestrutura sdo apresentadas na Tabela 6.22.

Tabela 6.21 — Exemplos de regras geradas pelo MDMGeo no problema Desenvolvimento urbano

- Sensibilidade x
Classe Regra Acuracia Especificidade
A nlmero consumidores industriais de energia >= 16758 0,8286 0,6688
B rodovia federal ndo cruza municipio E ferrovia cruza 0,7371 0,6580
municipio
C ferrovia ndo cruza municipio E (1521 <= nimero 0,7605 0,5372
consumidores industriais de energia <= 36479)

Tabela 6.22 — Exemplos de regras geradas pelo MDMGeo no problema Infraestrutura

Classe

Regra

Acuracia

Sensibilidade x
Especificidade

A

(consumo residencial de energia > quantidade de
consumidores rurais) E (tamanho da populagdo < consumo
industrial de energia) E ( ferrovia ndo cruza municipio) E
(rodovia federal cruza municipio) E (consumo industrial >=
16481)

0,9678

0,9523

(quantidade de consumidores rurais <= 172261) E (rodovia
federal ndo cruza municipio)

0,7751

0,6644

(consumo industrial de energia >= tamanho da populagéo) E
(consumo industrial de energia <= 75064) E (rodovia federal
cruza municipio) E (consumo industrial de energia <=
consumo diverso? de energia)

0,8982

0,6973

%8 Consumo diverso de energia consiste no consumo realizado por clientes que n&o sdo classificados
como industria, comércio, residéncia ou rural.
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Tabela 6.23 - p-valor obtido na comparacéo utilizando a média do produto da sensibilidade x
especificidade - infraestrutura

1 2 3 J48 RBF SVM
1 0,5000 0,5018 0,8778 0,0000 0,0000 0,0000
2 0,4982 0,5000 0,8787 0,0000 0,0000 0,0000
3 0,1222 0,1213 0,5000 0,0000 0,0000 0,0000
J48 1,0000 1,0000 1,0000 0,5000 0,0000 0,0000
RBF 1,0000 1,0000 1,0000 1,0000 0,5000 0,0000
SVM 1,0000 1,0000 1,0000 1,0000 1,0000 0,5000

Tabela 6.24 - p-valor obtido na comparacao utilizando acuracia global - infraestrutura

1 2 3 J48 RBF SVM
1 0,5000 0,1297 1,0000 0,0000 0,0000 0,0000
2 0,8703 0,5000 1,0000 0,0000 0,0000 0,0000
3 0,0000 0,0000 0,5000 0,0000 0,0000 0,0000
J48 1,0000 1,0000 1,0000 0,5000 0,2055 0,0305
RBF 1,0000 1,0000 1,0000 0,7945 0,5000 0,0969
SVM 1,0000 1,0000 1,0000 0,9695 0,9031 0,5000
Tabela 6.25 - Classificacdo dos algoritmos de acordo com os dois critérios - infraestrutura
Critério 1 2 3 J48 RBF SVM
sensibilidade x especificidade 1 1 1 2 3 4
Acuricia 2 2 1 3 3:4 4

Os resultados observados para os seis algoritmos e 0s seis bancos de dados estdo
resumidos em duas tabelas a seguir. A Tabela 6.26 resume as informagdes referentes ao
produto sensibilidade x especificidade. A Tabela 6.27 contém as informagdes referentes
a acuracia. Nas tabelas sdo exibidas as médias e 0s desvios padrdo medidos em cada um
dos bancos. Os melhores valores estdo destacados com a fonte em negrito, a fim de

facilitar a leitura.

Tabela 6.26 - Resumo da performance dos algoritmos de acordo com a média do produto da sensibilidade
x especificidade

Banco de Dados
Algoritmo Hepatite Vinho Banco 1 Banco 3 Des. urbano | Infraestrutura
1 Média 0,5053 0,9634 0,5725 0,5409 0,6484 0,6498
Desv. Padréo 0,2746 0,0422 0,1139 0,1325 0,0916 0,0772
9 Média 0,5165 0,9609 0,5911 0,5485 0,6399 0,6500
Desv. Padréo 0,2788 0,0418 0,1015 0,1406 0,0762 0,0772
3 Média 0,6459 0,9511 0,6036 0,5485 0,5807 0,6704
Desv. Padréo 0,1708 0,0417 0,0830 0,1406 0,0577 0,0943
148 Média 0,3721 0,8698 0,5138 0,2172 0,0267 0,0278
Desv. Padréo 0,0797 0,0225 0,0329 0,0755 0,0329 0,0603
RBE Média 0,5676 0,9409 0,5264 0,1755 0,3424 0,1628
Desv. Padréo 0,0532 0,0125 0,0297 0,0747 0,0111 0,0451
SUM Média 0,4114 0,9478 0,5719 0,0000 0,3424 0,0350
Desv. Padréo 0,0484 0,0099 0,0316 0,0000 0,0111 0,0080
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Tabela 6.27 - Resumo da performance dos algoritmos de acordo com a média da acuracia global

Banco de Dados
Algoritmo Hepatite Vinho Banco 1 Banco 3 Des. urbano | Infraestrutura
1 Média 0,7759 0,9552 0,6676 0,6439 0,6979 0,8317
Desv. Padréo 0,1110 0,0502 0,1029 0,0916 0,0773 0,0344
9 Média 0,7775 0,9530 0,6786 0,6441 0,7528 0,8237
Desv. Padréo 0,1124 0,0494 0,0860 0,0928 0,0642 0,0738
3 Média 0,8288 0,9736 0,7854 0,8250 0,7706 0,8728
Desv. Padréo 0,0713 0,0208 0,0582 0,0479 0,0278 0,0267
148 Média 0,7764 0,9098 0,6225 0,7517 0,5831 0,7215
Desv. Padréo 0,0242 0,0160 0,0277 0,0428 0,0343 0,0354
RBE Média 0,8287 0,9613 0,6321 0,7718 0,5546 0,7163
Desv. Padréo 0,0180 0,0085 0,0249 0,0489 0,0295 0,0258
SVM Média 0,8588 0,9625 0,6799 0,7761 0,5871 0,7100
Desv. Padréo 0,0125 0,0072 0,0232 0,0368 0,0198 0,0239

Os algoritmos propostos obtiveram melhor desempenho em todos os bancos,
considerando o produto sensibilidade x especificidade com critério de comparagdo. Esse
critério é relevante uma vez que demonstra o real desempenho do algoritmo, mesmo em
bancos desbalanceados, como é o caso de hepatite, banco 3 e infraestrutura. Foram
nesses bancos que os algoritmos classicos obtiveram pior desempenho, com relacéo ao
referido critério.

Outro aspecto relevante é o fato de que as regras geradas pelo algoritmo proposto
neste trabalho possuem cerca de 30% do tamanho das regras obtidas pela versdo mono-
objetivo deste algoritmo, apresentada na secdo 5.2 e em Pereira et al. (2010). Um
beneficio importante é que, com regras mais simples, diminui-se também o overfitting
na classificacdo dos dados (VIEIRA, 2006)(WITTEN; FRANK, 2005)(QUINLAN,
1993).

6.9 Conclusao

Nesta se¢do, um novo algoritmo que extrai regras de classificacdo e utiliza estas regras
em trés abordagens distintas é proposto. O algoritmo utiliza técnica de nicho,
probabilidades de mutacdo e cruzamento distintas por nicho, além de uma populacao
arquivo para prover individuos que auxiliam na obtencdo de boas regras de
classificacdo, que identifiguem corretamente individuos de todas as classes existentes
no problema. Dois objetivos, efetividade e complexidade, foram considerados a fim de
obter boas regras e evitar overfitting de classificacdo. Outra vantagem desta abordagem

é a obtencdo de regras menores, mais faceis de serem interpretadas.
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Uma vez que este € um algoritmo adaptativo, é possivel utilizar um conjunto de
fungdes com operadores simples, tais como >, <, =, AND, além de utilizar funcGes de
um dominio especifico, tais como operadores geograficos. Além do mais, a alteracdo de
elementos do conjunto de funcdes ndo demanda do usuario a implementacdo de
alteracdes no uso do algoritmo.

O algoritmo foi utilizado para classificar dados em seis problemas distintos:
hepatite, vinho, DGA (2 bancos), desenvolvimento urbano e infraestrutura. Os
experimentos foram realizados utilizando também trés outros algoritmos relevantes:
Arvore de Decisdo (J48), rede Radial Basis Function e Support Vector Machines. Estes
métodos sdo amplamente aplicados em problemas de classificacdo de dados e foram
adotados para validar os esquemas propostos.

Os resultados obtidos pelo método proposto superaram os demais resultados em
quase todas as instancias testadas, de acordo os critérios adorados. Um ultimo ponto
relevante a ser destacado € que o algoritmo proposto obteve um bom desempenho
mesmo nos bancos de dados desbalanceados. Este fato sugere que o método proposto é

consideravelmente robusto em relacéo a este aspecto.
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7 CONCLUSOES E TRABALHOS FUTUROS

Esta tese teve como foco o estudo e a proposta de algoritmos que sejam capazes de lidar
com bancos de dados compostos por dados hibridos, em particular dados geograficos. O
levantamento bibliografico mostrou que o problema é relevante, uma vez que diversos
trabalhos dedicam-se ao assunto, porém o foco tem se voltado para a utilizacdo de
imagens e para o0 pré-processamento dos dados geogréficos, de modo a transforma-los
em dados convencionais e, entdo, fazer uso de algoritmos convencionais. Esse tipo de
alternativa provoca perdas no poder de expressdo dos dados e, portanto, empobrece as
andlises. Ferramentas relevantes apresentadas na literatura foram descritas e detalhadas
para servir de base de comparagéo para 0s algoritmos propostos neste trabalho.

O primeiro algoritmo proposto neste trabalho foi o0 NGAE (PEREIRA;
VASCONCELOQS, 2010). Trata-se de um método baseado no Algoritmo Genético, no
qual foram acrescentadas técnicas a fim de melhorar a qualidade dos resultados
apresentados, principalmente em se tratando de um problema de classificacdo com mais
de duas classes. E preciso destacar que o foco deste algoritmo ainda nio estd na
manipulacdo de dados hibridos. Contudo, esse foi um importante estudo para esta tese,
pois 0 método gerado serviu de base para o desenvolvimento dos demais algoritmos
elaborados nesse trabalho.

Posteriormente, foi proposto o algoritmo DMGeo (PEREIRA et al., 2010), que se
baseia na Programacdo Genética e é capaz de lidar com dados convencionais e nao
convencionais (e.g., geograficos). Este algoritmo foi aplicado com sucesso tanto em
bancos convencionais quanto em bancos compostos por dados hibridos. Os resultados
mostraram que a ferramenta foi capaz de aproveitar a heterogeneidade do banco,
apresentando um melhor desempenho quando os dados geograficos e convencionais
associados influenciam a classificagéo.

Finalmente, este trabalho se encerra com a apresentacdo do MDMGeo, que € uma
versdo multiobjetivo e com outras melhorias no DMGeo. O algoritmo foi comparado a
outros métodos relevantes da literatura, apresentando um resultado superior nos casos
estudados. Deve-se levar em consideracdo que os objetivos do trabalho foram
alcancados, uma vez que o método é capaz de lidar com dados convencionais (e.g.

numéricos, textuais, ldgicos) e ndo convencionais (e.g. geograficos) de maneira
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homogénea, gerando regras de tamanho variado, que sdo capazes de correlacionar todos
os tipos de dados presentes no banco, ndo necessitando de pré-processamentos, e com
desempenho comparavel ou superior ao dos principais algoritmos existentes na
literatura.

Outro aspecto relevante dos algoritmos propostos é sua capacidade de lidar com
bancos de dados deshalanceados. A maioria dos problemas reais possui
desbalanceamento, o que faz das ferramentas propostas ndo so relevantes do ponto de

vista cientifico, quanto do ponto de vista pratico.

Trabalhos Futuros

Sugere-se que este trabalho seja continuado explorando a arquitetura da ferramenta
implementada. Atualmente, a ferramenta pode ser vista como um framework,
brevemente descrito no anexo dessa tese, no qual pode-se variar:

e adefinicdo das funcdes fitness;

e 0s conjuntos de nds terminais e funcdes;

e 0 método utilizado e a respectiva representacdo do individuo (solucéo

viavel).

Quaisquer um destes pontos pode ser explorado para buscar melhores resultados. O
método pode ser trocado, por exemplo, de Programacdo Genética para Colbdnia de
Formigas; a modelagem das funcBes pode passar a contemplar outros objetivos
relevantes para o problema; novos nds podem ser definidos a fim de explorar ainda mais
a natureza dos dados de cada problema.

Por fim, os algoritmos apresentados nessa tese utilizam a quantidade de geracfes
como critério de parada. Sugere-se estudar formas mais eficazes de parada, as quais
considerem a evolucdo da populagdo de uma geracdo para proxima. Assim, o algoritmo
podera se encerrar assim que a populacdo atingir seu nivel maximo de evolucdo,
evitando processamento desnecessario (nos casos onde 0 nimero maximo de geracoes
estabelecido for muito grande) ou ainda uma convergéncia prematura (quando o0 nUmero
méaximo de geracOes foi muito pequeno).

Foram utilizados poucos bancos de dados reais e poucos dados geograficos. Assim,
sugere-se que se aplique os algoritmos em mais bases de dados, com mais dados
geogréficos, explorando ndo so6 as fungdes topoldgicas, mas também todas as fungdes

disponiveis, inclusive as espaco-temporais.
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Os algoritmos propostos podem ser estendidos para que sejam aplicados a outras

categorias de dados, que ndo se restrinjam a dados geograficos.
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ANEXO

Framework de Classificacdo de padroes

Introducéo

Os algoritmos apresentados nos capitulos anteriores foram desenvolvidos de maneira a
compor um framework de classificacdo de padrdes. Segundo Markiewicz e Lucena
(2000), um framework ¢ um componente de software que se destina a resolver uma
categoria de problemas semelhantes. Esse componente possui partes extensiveis ou
flexiveis chamadas hot spots, os quais podem ser alterados, dependendo do problema
que o framework deve solucionar. As partes imutaveis, que constituem o ndcleo do
framework, sdo chamadas frozen spots.

Um framework se distingue de uma biblioteca de funcdes, pois é ele quem dita o
fluxo de controle da aplicagéo, i.e., apresenta uma metodologia ou um processo para
solucdo de um problema ou execucdo de uma tarefa. Bibliotecas, por outro lado,
fornecem somente um conjunto de funcGes que devem ser combinadas pelo
desenvolvedor. Em suma, enquanto um framework detém o controle de um processo de
solugdo de um problema bem como sua execucdo, uma biblioteca fornece apenas
solucdes para partes do problema.

No caso do presente trabalho, a ideia é constituir um framework cujos componentes
sdo maédulos da solucdo de problemas de classificagdo de padrdes sobre dados hibridos
usando algoritmos evolucionarios. Como existe grande flexibilidade de configuracéo e
parametrizacdo desses algoritmos, o framework ajudard a determinar combinac¢des
coerentes e alternativas de configuragdo adequadas a cada situagdo de uso.

O desenvolvimento de um framework deve passar por trés etapas: analise de
dominio, design e instanciacdo. As etapas da concepc¢do do framework de classificacdo

de padrdes gerado neste trabalho de doutorado serdo detalhadas a seguir.

Dominio
Conforme ja detalhado, o framework concebido visa resolver problemas de classificacdo

de padrdes, cujos bancos de dados sdo compostos por dados hibridos. A classificacdo de

padrdes € modelada como um problema de otimizacao, mais especificamente como uma
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maximizacdo multiobjetivo, cujas solugbes viaveis consistem em regras de
classificacdo. Formalmente, o modelo é dado por:

fi(r)

Maximizar F(r) = f2 Er) 7.)

fa(T) l

Sujeito a: r valida para o problema em questéo

onde r é uma solucéo (regra de classificacdo ou um conjunto de regras) valida para o
problema e fi(r) é o valor da i-ésima funcdo objetivo aplicada a(s) regra(s) de
classificagéo r.

Sdo exemplos de funcdes fi(r): Acuracia de r, Sensibilidade de r, 1/(quantidade de

termos de r), etc.

Design

O framework proposto possui 0s seguintes hot spots:

e Funcdes objetivo - fi(r): o usuario pode definir o conjunto de funcdes
objetivo a serem maximizadas, utilizando ao maximo seu conhecimento
acerca do problema, a fim de auxiliar com que o framework extraia o melhor
conjunto de regras;

e Composicdo do conjunto de funcdes: as fungdes presentes nas regras podem
pertencer a qualquer dominio (e.g., funcdes trigonométricas, aritméticas,
geograficas), desde que respeitem as seguintes restricdes:

o As fungdes respeitem a propriedade de fechamento (secdo 2.4.4.1);
o Sejam suportadas pelo Sistema de Gerenciamento de Banco de
Dados que esta subjacente ao framework.
e Estratégia de classificacdo. Atualmente estdo presentes trés possibilidades, a
escolha do usuério (secdo 6.7):
o Casamento com a melhor regra;
o Contagem de regras que casam;
o Contagem ponderada de regras que casam.

e Parametros de configuracdo:

o Numero de geragdes da Programacao Genética;

o Tamanho da Populagéo;
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o Taxa de Cruzamento;
o Taxa de Mutagéo;
o Tamanho da Populagdo Arquivo;

o Elitismo por nicho.

Os seguintes frozen spots sdo implementados pelo framework:
e Célculo da matriz de confusdo para cada regra r gerada;

e Acoplamento a um Sistema de Gerenciamento de Banco de Dados (SGBD:

as regras sao formatadas como clausulas WHERE da linguagem SQL e

executadas pelo SGBD para que a matriz de confusdo seja calculada.

Instanciacao

O framework proposto pode ser instanciado de maneiras diferentes, de acordo com o
problema a ser resolvido, bem como levando em conta a experiéncia do usuario que ira
configurar os hot spots, de forma a obter os melhores resultados.

No Capitulo 6 foram apresentados diferentes problemas onde o framework foi
aplicado. Naquele contexto, diversas instancias de algoritmos de classificagdo baseados
no framework foram utilizados. Primeiro, diversas fungdes objetivo foram testadas;
propostas de funcdes objetivo retiradas da literatura foram utilizadas para identificar as
melhores opcdes. Posteriormente, variou-se 0s parametros da Programacdo Genética.
Finalmente, os n6s do conjunto de funcbes foram alterados para obter o menor conjunto
possivel, que ndo comprometesse os resultados. Cabe aqui destacar que um menor
conjunto de nos funcdo implica em um menor espaco de busca, 0 que pode ajudar o
algoritmo a convergir para um bom resultado em um menor ndmero de iteracdes
(geracdes) do que se utilizasse um conjunto com muitas fungGes. Contudo, se o
conjunto de nds for reduzido demais, algumas caracteristicas importantes dos dados

podem ndo ser exploradas, comprometendo o resultado final.

Estudo de Caso: Dados Geograficos

Conforme ja destacado, o framework proposto foi aplicado em diferentes bancos de
dados. Contudo, os problemas que trouxeram maior desafio do ponto de vista da sua
composicao foram aqueles que envolvem dados geograficos.

Nesta secdo, a instdncia que trata dados geograficos, bem como suas principais
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contribuicdes, serdo detalhadas.

Conjunto de Funcoes

O conjunto de fungdes do framework é composto por fungdes convencionais, tais como
> <, =, >= <= ¢ #. Conforme ja dito anteriormente, a ferramenta € acoplada a um
SGBD, que executa as funcGes compostas a partir dos individuos atraves do seu
processador de consultas SQL. Assim, o framework pode utilizar quaisquer tipos de
funcdo, desde que esses tipos estejam sintaticamente corretos do ponto de vista do SQL
implementado pelo SGBD e, eventualmente, suas extensdes, como a geografica.

A instancia do framework que lida com dados geograficos utiliza 0 SGBD PostGIS,
que € uma extensdo do PostgreSQL que o complementa com diversas funcdes
geogréficas. O algoritmo de busca implementado pelo framework, baseado na
Programacdo Genética, gera somente regras de classifica¢do (individuos da PG) validas,
de tal maneira que o SGBD as executa, registra os resultados e permite ao framework
calcular a matriz de confusdo gerada por cada uma delas.

Por se basear em consultas SQL, o conjunto de fungdes também pode conter
operadores definidos pelo préprio usuario. Neste trabalho foi criado um operador
chamado join geografico, que sera detalhado a seguir.

A juncdo (join) das tabelas € uma tarefa corriqueira quando se trata do uso de um
SGBD (ELMASRI; NAVATHE, 2005). Esta juncdo é definida em dois passos: 1) é
calculado o produto cartesiano entre as tabelas, onde todas as tuplas da primeira tabela
sdo combinadas a todas as tuplas da segunda tabela; 2) o resultado ¢ filtrado, geralmente
utilizando a clausula SQL WHERE, fazendo com que as combinacdes invalidas sejam
removidas. No caso mais comum, a clausula WHERE contém uma condi¢éo de juncéo,
um critério para considerar valida a combinacédo entre as tuplas das tabelas originais. O
filtro inserido na clausula WHERE é definido pelo usuario é pode ser uma expressao
simples, e.g., tabelaA.atributo = tabelaB.atributo (onde s6 serdo retornados os registro
do produto cartesiano 0s nos quais um atributo contido na tabelaA é igual a um atributo
contido na tabelaB).

Para se entender o funcionamento da fungdo join geogréfico, € preciso primeiro
definir dois conceitos criados:

e Tabela alvo: Consiste na tabela do banco de dados que armazena a
geometria da entidade que se deseja classificar. Considerando o exemplo da
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secdo 5.2, onde o objetivo é classificar o desenvolvimento das cidades, a
tabela alvo é aquela que contem a geometria das cidades em questéo.

e Tabela adjacente: é a tabela que contém a entidade que se deseja relacionar
a entidade contida na tabela alvo com base em caracteristicas geogréaficas,
para extrair regras de classificacdo. Esse relacionamento serd expresso
através de uma clausula de juncdo geografica, em que uma funcao
geogréfica (e.g., CONTAINS, INSIDE, TOUCHES) é usada para comparar
as geometrias das tabelas alvo e adjacentes. Cada problema pode possuir
uma ou mais tabelas adjacentes, sendo necessario compor uma clausula de
juncéo para cada uma delas. Ainda considerando o exemplo na secdo 5.2, as
tabelas adjacentes contem informacdes (geometria e atributos) relacionados
a rodovias, aeroportos e servicos publicos. Neste caso especifico trata-se de
um conjunto de trés tabelas adjacentes, e portanto trés clausulas de juncéo:

cidades-rodovias, cidades-aeroportos e cidades-servicos publicos.

A funcdo join geografico utilizada nesta instancia € definida como sendo uma
conjuncao (i.e., AND) de duas outras func@es: (a) uma clausula de juncdo baseada em
uma funcgdo geogréfica; e (b) um filtro nos atributos convencionais de uma das tabelas
adjacentes. Ambas as fun¢des visam gerar uma combinacdo valida entre a tabela alvo e
uma das tabelas adjacentes. A fim de entender melhor o seu funcionamento, considere o

exemplo a seguir.

Exemplo de aplicacdo de Join Geografico

Considere o problema de classificacdo do desenvolvimento urbano de um conjunto de
cidades. A geometria das cidades, bem como o nome da cidade e o cddigo de cada uma
das cidades estdo armazenados na tabela chamada 'mg_mun96', cujos atributos tém os
nomes 'the_geom', 'nom_muni' e 'cod_muni' respectivamente. Considere as seguintes
tabelas adjacentes:
e mg_rodov: contem a geometria (the_geom) e o nome (nom_rodov) das
rodovias do problema.
e mg_aero: contem, por exemplo, a geometria (the_geom), comprimento
(pista_comp), largura (pista_larg) e o tipo do piso da pista (pista_piso) de

cada aeroporto, além de outros atributos.
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A geracdo de um join geografico se da de acordo com o Algoritmo 7.1.

Algoritmo 7.1 - Geragdo de join geografico

1. Seja fgp o conjunto de fungdes puramente geograficas do problema;

2. Escolha, aleatoriamente, uma funcéo geografica f & partir do conjunto fgp;

3 Insira parametros vélidos na fungio, de tal forma que um deles deve ser a geometria da tabela alvo e
" um outro parametro deve ser a geometria de alguma das tabelas adjacentes (ta);

Escolha, aleatoriamente, um dos atributos ndo geograficos da tabela adjacente, ta, cuja geometria foi
escolhida no passo anterior. Chame este atributo de at;

Utilizando um operador relacional (=, >, <, etc), fr, gere um filtro valido para o atributo at;

6. Concatene, utilizando o operador AND, a funcdo f e a funcdo fr;

o

Os passos 1 a 3 visam obter uma chamada de funcdo geografica com os parametros
preenchidos. Um deles deverd ser a geometria da tabela alvo; um outro devera ser a
geometria de uma das tabelas adjacentes. Um exemplo desta funcéo, considerando o
exemplo em QUEStéO pode S€r. contains (mg mun96.the geom, mg aero.the geom),
que retorna verdadeiro caso a geometria contida na tabela mg_mun96 contenha a
geometria armazenada em mg_aero. Contudo, somente esta fungdo apresenta pouca
significado, uma vez que diversas cidades podem conter aeroportos. Assim, 0s passos 4
a 6 acrescentam a possibilidade de que seja criado um filtro adicional, restringindo os
valores da tabela adjacente utilizando uma funcdo relacional fr. Desta forma, um
exemplo de fungdo relacional seria: mg aero.pista piso = 'asfalto'.Concluindo,
0 operador join geogréfico gerado Serd contains(mg mun96.the geom,
mg _aero.the geom) AND mg aero.pista piso = 'asfalto', OU seja, a consulta

retornara cidades que tém um aeroporto com pista asfaltada em seu territério.

Conclusao

Nesse capitulo foi mostrado o framework desenvolvido, bem como um estudo de caso.
A ferramenta desenvolvida se mostrou eficiente, principalmente quando aplicada em
dados geogréaficos. Contudo, é possivel aplica-la em dados de outras naturezas, desde

que se especifique o conjunto de operadores a serem aplicados nesses dados.
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