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“Don’t ever empty the bucket of mystery.
Never let people define what you do.
It’s not about zigging when you should zag.
It’s not about doing something
unprecedented and unpredictable.
It’s just about never being a word,
or something that is not in the process of transformation.”
(Marilyn Manson)





Dedico este trabalho aos efeitos que o terão como causa comum
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Resumo

Sistemas quânticos têm a capacidade de apresentar, entre suas partes, correlações mais
fortes que as apresentadas em sistemas clássicos. Algumas dessas correlações são as
denominadas não-locais, enquanto correlações apresentadas em sistemas clássicos são
denominadas locais.

Correlações não-locais não implicam ações à distância, ou comunicação super luminal,
pois obedecem à condição de não-sinalização. Existem correlações não-sinalizantes
mais fortes que as correlações quânticas, sendo o conjunto de correlações quânticas um
subconjunto das correlações não-sinalizantes.

As correlações quânticas são determinadas através da maneira com que probabilidades
de obtenção de resultados condicionadas a determinadas escolhas de medição são
extraídas, levando em conta um operador densidade que represente o estado quântico
em questão e o conjunto de medições. Além disso, não se conhece um princípio físico
capaz de determinar que as correlações quânticas são as mais não-locais que a natureza
pode exibir. Por este motivo, surgiu uma importante questão: Existiria um princípio
físico capaz de explicar os limites da não-localidade quântica?

Na tentativa de alcançar uma resposta positiva para essa questão, alguns princípios
foram apresentados nos últimos anos, sendo o mais destacado o princípio denominado
Causalidade da Informação. Tal princípio diz que, ao considerar um sistema com duas
partes correlacionadas entre si em conjunto com o envio de uma mensagem de d bits de
informação de uma parte para outra, o ganho de informação nesse processo é limitado
a d bits.

A mecânica quântica satisfaz o princípio de Causalidade da Informação. Os melhores
critérios conhecidos para esse princípio são capazes de excluir a maior parte das correla-
ções não-sinalizantes mais fortes que quânticas, nos cenários mais simples. Entretanto,
existem ainda correlações supra-quânticas que obedecem tais critérios.

Recentemente, uma nova abordagem tem sido utilizada para obter critérios mais fortes
para Causalidade da Informação. Esta abordagem faz uso de elementos das teorias
clássica e quântica da informação, além da teoria de causalidade, sendo esta última uma
poderosa e interessante teoria que relaciona a observação de correlações entre eventos
com relações de causa e efeito. Essa teoria tem encontrado aplicações em várias áreas
do conhecimento.

Nesta dissertação apresentaremos os principais elementos das teorias da informação,
da causalidade e da não-localidade, a fim de analisar o princípio da causalidade da
informação e seus mais fortes critérios. Revisaremos os principais resultados obtidos e
apresentaremos resultados parciais obtidos para uma generalização de um critério de



causalidade da informação, considerando cenários em que muitas cópias de recursos
não locais estão disponíveis.



Abstract

Quantum systems are able to show correlations between its parties that are stronger
than correlations found in classical systems. Some of those strong correlations are called
nonlocal, as for the classical correlations, they are called local.

Nonlocal correlations do not imply long-distance actions or superluminal communica-
tion, because they satisfy the nonsignaling condition. There are nonsignaling correla-
tions stronger than quantum correlations because the quantum correlation set is a strict
subset of the nonsignaling correlation set.

Quantum correlations are determined by how one obtains the probabilities of geting
results conditioned to the measurement choices, considering the density operator de-
scribing the quantum state and the set of measurements. Moreover, a physical principle
capable of justify quantum nonlocality is unkown. Because of that, an important ques-
tion appeared: Would there be a physical principle which is able to explain the quantum
nonlocality limits?

Within the attempt to reach a positive answer for this question, some principles were
presented in the last years. One of the most highlighted ones is the so-called Information
Causality. This principle states that when one considers a system with two correlationed
parties and the sending of a message from one party to the other containing d bits of
information, the information gain within this process is limited to d bits.

Quantum correlations satisfy the Information Causality principle. The best criteria
known for the principle are able to discard most of the nonsignaling correlations that
are stronger than quantum correlations, in the most simple scenarios. However, there
still are supra-quantum correlations that obey such criteria.

Recently, a new approach has been adopted for the achievement of a stronger criterion
to represent the Information Causality principle. Such approach is based on classical and
quantum information theory, and causal inference theory, the latter being a powerful
and interesting theory that relates the correlations with causal relations. This theory has
found applications in many areas.

This thesis presents the main elements of information theory, causal inference theory
and nonlocality, aiming the analysis of the Information Causality principle and its
strongest criterion. The main results obtained for the principle will be revised, and
it will be presented a partial result obtained for a generalization of the more recent
Information Causality criterion by considering scenarios in which multiple copies of
the nonlocal resource are available.
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1

Introdução

Entre o final do século XIX e o início do século XX, uma revolução de descobertas
em física ocorreu, principalmente em virtude do surgimento da relatividade restrita,
que se propôs a tratar de sistemas envolvendo grandes escalas de velocidade, e da
mecânica quântica, que trata de sistemas em escalas microscópicas. Essas descobertas
trouxeram uma nova visão de mundo para a humanidade que, pouco antes destas
teorias surgirem, já havia começado a acreditar que o conhecimento daquela época
sobre as leis da natureza correspondia a todas as leis da natureza.

A mecânica quântica e a relatividade tiveram impactos distintos em física, ge-
rando novas linhas de pesquisa. Em meados do século XX, houve o surgimento de
muitos trabalhos envolvendo fenômenos peculiares que a mecânica quântica prevê que
foram confirmados experimentalmente. Um desses fenômenos foi apresentado pela
primeira vez na ref. [1], envolvendo o famoso paradoxo EPR. O paradoxo EPR surge
ao tentar interpretar algumas correlações que sistemas quânticos podem exibir como
realistas e locais, o que sugere que realismo e localidade são propriedades incompatíveis
em muito casos.

Em 1964, o trabalho de John Bell (ref. [2]) traz uma formulação matemática por
trás da hipótese de localidade, assumindo realismo nesse contexto. Nesse trabalho, Bell
mostra que a mecânica quântica prevê a existência de correlações que não satisfazem
certas condições, as chamadas desigualdades de Bell, e que isso implica que tais correlações
sejam não-locais.

Atualmente, a existência de correlações não-locais não causa estranheza para
especialistas em áreas que as envolvem, como fundamentos de mecânica quântica,
informação quântica, óptica quântica, entre outras. Entretanto, não existem, até o pre-
sente momento, princípios físicos capazes de justificar a não-localidade que a mecânica
quântica prevê. Por esse motivo, nos últimos anos, alguns princípios foram propostos a
fim de explicar a não-localidade quântica.

Um dos objetivos deste trabalho é apresentar um destes princípios, o chamado
princípio de Causalidade da Informação e os resultados obtidos até então com relação a
esse princípio.

Outro objetivo deste trabalho é de realizar uma união entre Teoria da Informação
e Teoria de Inferência Causal, com o objetivo de aplicar conceitos envolvidos nessas
teorias no estudo do princípio de Causalidade da Informação, que está inserido no
contexto de Não-localidade.



2 SUMÁRIO

O capítulo 1 deste trabalho consiste de uma introdução à Teoria da Informação.
Serão introduzidos conceitos como eventos, espaços amostrais que estão envolvidos em
probabilidades. O capítulo segue com definições de quantificadores de informação e leis
de teoria da informação envolvendo tais quantificadores. Essa última parte ilustra um
pouco da natureza da Teoria da Informação.

O capítulo 2 consiste de uma introdução à Teoria de Inferência Causal, ou Teoria
de Causalidade. Será estudada a diferença entre correlaçãos e causalidade, além de serem
introduzidos no capítulo, algumas ferramentas que permitem a inferência de relação
causal entre dois objetos.

O capítulo 3 consiste de uma revisão de Não-localidade tentando, sempre que
possível, inserir conceitos sobre causalidade na perspectiva desse estudo.

Por fim, o capítulo 4 consiste do princípio de Causalidade da Informação através
dos recentes trabalhos envolvendo esse princípio. Este capítulo consistirá de uma
aplicação das ferramentas e conceitos encontrados nos capítulos anteriores.
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1 Teoria da Informação

Este capítulo é composto de uma introdução à Teoria da Informação. O início
deste capítulo foi baseado no capítulo 1 da ref. [3] e no capítulo 2 da ref. [4]. Para maiores
detalhes, consulte estas referências, ou a ref. [5]. A partir da seção 1.4, que refere-se
a desigualdades de informação, utilizou-se como base o capítulo 13 e uma pequena
parte do capítulo 14 da ref. [4]. Ao leitor interessado em estudar teoria quântica da
informação, é indicada a ref. [6].

A teoria de probabilidade, que constitui a base de teoria da informação, é baseada
em teoria de conjuntos. Iniciaremos este capítulo com uma pequena introdução à teoria
de probabilidade. Conforme a necessidade, conceitos de teoria de conjuntos serão
introduzidos.

1.1 Teoria de Probabilidade

1.1.1 Espaços Amostrais e Eventos

Definição 1.1.1 (Espaço Amostral). Para um determinado experimento, o conjunto de
todos os seus possíveis resultados é denominado espaço amostral.

Exemplo 1.1.1 (Lançamento de uma moeda). Se o experimento consiste na observação
do lançamento aleatório1 de uma moeda, o espaço amostral contém dois resultados
possíveis: Cara ou Coroa. Portanto, o espaço amostral Ω relativo a este experimento é

Ω = {Cara, Coroa}. (1.1)

Exemplo 1.1.2. Considerando um experimento cuja observação seja o tempo de reação
a um determinado estímulo em uma pessoa, o espaço amostral pode ser, por exemplo,
o conjunto de todos os números positivos (em segundos), ou seja,

Ω = (0, ∞). (1.2)

Espaços amostrais podem ser classificados em duas categorias, de acordo com o
número de elementos que eles contiverem. Um espaço amostral é dito enumerável se
os elementos deste podem ter uma correspondência um a um com um subconjunto
de números inteiros. Por outro lado, será chamado de espaço amostral não-enumerável
caso tal correspondência não seja possível. Através desta distinção, vemos que o espaço
1 Aleatoriedade aqui significa desconhecimento por parte do observador sobre os mecanismos que

determinam o resultado do lançamento da moeda. No decorrer deste trabalho, esta ideia será descons-
truída.
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amostral referido no exemplo 1.1.1 é enumerável, enquanto o espaço amostral do
exemplo 1.1.2 é não-enumerável.

Definição 1.1.2 (Evento). Um evento é qualquer coleção de possíveis resultados de um
experimento, ou seja, algum subconjunto do espaço amostral Ω.

Se A é um evento de Ω, dizemos que o evento A ocorre se o resultado de um
experimento pertence ao conjunto2 A.

É possível impor relações de ordem entre os conjuntos de acordo com as defini-
ções a seguir.

Definição 1.1.3 (Ordenamento). Dados dois eventos A e B,

A ⊆ B ⇐⇒ x ∈ A⇒ x ∈ B. (1.3)

Ou seja, A está contido em B se, e somente se, todos os elementos de A também
pertencem a B.

Definição 1.1.4 (Igualdade). Dados dois eventos A e B,

A = B ⇐⇒ A ⊆ B e B ⊆ A. (1.4)

Ou seja, A e B são iguais se e somente se A está contido em B e B está contido
em A.

Observação. Para representar a condição de que A está estritamente contido em B, ou
seja, não há a possibilidade de que A = B, será utilizado o símbolo “⊂”.

Agora que sabemos como ordenar conjuntos, podemos definir um conjunto
especial que será útil posteriormente. Este conjunto é o conjunto das partes de Ω, e será
referido pelo seu nome em inglês, powerset.

Definição 1.1.5 (Powerset). O powerset de um espaço amostral Ω enumerável, denotado
por P(Ω), é o conjunto cujos elementos são todos os eventos Si de Ω, ou seja, cujos
elementos são todos os Si ⊆ Ω.

Para um espaço amostral Ω com n elementos, seu powerset P(Ω) contém 2n

elementos.

P(Ω) = {S1, . . . , S2n}. (1.5)

2 O conceito de evento, no contexto de teoria de probabilidade, é equivalente ao conceito de conjunto em
teoria de conjuntos. Por este motivo, os termos evento e conjunto serão utilizados de forma equivalente,
com a escolha do termo sendo feita dependendo do contexto.
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Exemplo 1.1.3. Seja um espaço amostral Ω = {s1, s2}, todos os seus eventos são S1 = ∅,
S2 = {s1}, S3 = {s2} e S4 = {s1, s2}. Assim, seu powerset será

P(Ω) = {S1, S2, S3, S4} = {∅, {s1}, {s2}, {s1, s2}}. (1.6)

Para quaisquer dois eventos A e B, temos as seguintes operações elementares:

Definição 1.1.6 (União). A união dos eventos A e B, denotada por A ∪ B, é o conjunto
de elementos que pertencem a A, a B ou a ambos:

A ∪ B = {x : x ∈ A ou x ∈ B}. (1.7)

Definição 1.1.7 (Interseção). A interseção dos eventos A e B, denotada por A ∩ B, é o
conjunto de elementos que pertencem tanto a A quanto a B:

A ∩ B = {x : x ∈ A e x ∈ B}. (1.8)

Definição 1.1.8 (Complementação). O complemento de A, denotado por Ac, é o con-
junto de todos os elementos do espaço amostral Ω que não pertençam a A:

Ac = {x : x ∈ Ω e x 6∈ A}. (1.9)

Definição 1.1.9 (Diferença). A diferença entre B e A, denotada por B \ A, é o conjunto
de todos os elementos de B que não pertençam a A:

B \ A = {x : x ∈ B e x 6∈ A}. (1.10)

1.1.2 Probabilidade

Definição 1.1.10 (Probabilidade). Para um espaço amostral Ω, uma probabilidade p é
definida como

p : P(Ω)→ R

S 7→ p(S),
(1.11)

tal que p satisfaça os seguintes axiomas:

(i) p(S) ≥ 0, ∀ S ∈ P(Ω);

(ii) p(Ω) = 1;

(iii) Para uma sequência de eventos disjuntos S1, S2, . . . , S2n ,

p

(
2n⋃
i

Si

)
=

2n

∑
i

p(Si).
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Existem duas possíveis interpretações equivalentes de probabilidade. A primeira
interpretação é a chamada frequencista. Esta interpretação considera probabilidades
como algo tendo significado objetivo e independente do indivíduo por trás do experi-
mento. Assim, experimentos que são realizados repetidas vezes revelarão a distribuição
de probabilidade relativa à experiência, no limite em que o número de repetições da
experiência seja infinito.

Definição 1.1.11 (Frequência relativa). A frequência relativa fi da ocorrência de um
evento Si contido em um espaço amostral Ω, é dada por

fi =
ni

N
, (1.13)

sendo ni é o número de ocorrências do evento Si em N repetições do experimento.

Pela interpretação frequencista, a probabilidade do evento Si é dada por

p(Si) = lim
N→∞

fi = lim
N→∞

ni

N
, (1.14)

assumindo que este limite exista para todo Si ⊆ Ω.

A segunda interpretação de probabilidade é a chamada Bayesiana. Tal interpre-
tação, de maneira oposta à interpretação frequencista, considera uma distribuição de
probabilidade como sendo algo subjetivo e sem realidade física. A probabilidade p(Si)

de que um evento Si ocorra, representa o grau de crença do experimentador sobre o
acontecimento do evento Si.

A interpretação Bayesiana traz a intuição de que a probabilidade de um de-
terminado evento Si ⊆ Ω pode mudar caso o experimentador adquira alguma nova
informação sobre o experimento. Dessa forma, a chamada probabilidade condicional é,
para essa interpretação, a grandeza mais fundamental em teoria de probabilidades, en-
quanto que para a interpretação frequencista, a probabilidade conjunta de ocorrência de
eventos é a grandeza que recebe esse papel. Uma probabilidade condicional, denotada
por p(Si|Sj), representa a crença que o experimentador possui sobre a ocorrência do
evento Si, dado que o evento Sj ocorreu.

Observação. Para a grande maioria dos casos deste trabalho, a interpretação bayesiana de
probabilidades será adotada como padrão. A interpretação frequencista será invocada
explicitamente quando necessário.

Definição 1.1.12 (Regra de Bayes). A probabilidade conjunta p(S1 ∩ S2) de dois eventos
S1 e S2 ocorrerem é

p(S1 ∩ S2) = p(S1)p(S2|S1), (1.15)

sendo p(S1) a probabilidade de que S1 ocorra e p(S2|S1) a probabilidade de que S2

ocorra, dado que S1 ocorreu.



1.2. Variáveis Aleatórias e Independência 7

Analisando a regra de Bayes através da interpretação bayesiana, essa regra
relaciona a crença sobre a ocorrência conjunta de eventos com a crença sobre a ocorrência
condicional de cada evento em particular.

Uma definição mais geral da regra de Bayes é:

Definição 1.1.13. A probabilidade conjunta p(S1 ∩ . . .∩ Sn) de que os eventos S1, . . . , Sn

ocorram é dada por

p(S1 ∩ . . . ∩ Sn) = p(S1)p(S2|S1) . . . p(Sn|S1 ∩ . . . ∩ Sn−1), (1.16a)

ou, equivalentemente

p(S1 ∩ . . . ∩ Sn) =
n

∏
i=1

p(Si|S1 ∩ . . . ∩ Si−1). (1.16b)

Observação. A seguinte convenção será adotada neste trabalho:

p(Si| ) = p(Si). (1.17)

Observação. A regra de Bayes não preferencia ordenamento, portanto não há uma
maneira única de expressá-la. Por exemplo, a expressão

p(S1 ∩ . . . ∩ Sn) = p(Sn)p(Sn−1|Sn) . . . p(S1|S2 ∩ . . . ∩ Sn) (1.18)

com a ordem de condicionamento invertida com relação à ordem da equação (1.16a) ,
também é correta. Qualquer ordem de condicionamento é válida, entretanto, a expressão
final da regra de Bayes deve ser coerente com o ordenamento utilizado.

1.2 Variáveis Aleatórias e Independência

1.2.1 Variáveis Aleatórias - Representando Espaços Amostrais e Eventos

No estudo de probabilidade, diversos conceitos da teoria, como esperança e
variância, exigem cálculos algébricos envolvendo resultados de estatísticas. Assim, será
útil falar sobre tais resultados utilizando uma linguagem matemática, substituindo os
elementos do espaço amostral Ω por números reais associados a cada elemento. Para
isso, define-se variável aleatória.

Definição 1.2.1 (Variável aleatória). Uma variável aleatória X é definida por

X : Ω→ R

s 7→ x.
(1.19)

Observação. Para todos os propósitos deste trabalho, utilizaremos variáveis aleatórias
discretas, sendo considerado em geral que a variável aleatória seja uma função que leva
elementos de um espaço amostral em números inteiros.
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Definição 1.2.2 (Alfabeto). O alfabeto X de uma variável aleatória X é o conjunto de
possíveis valores que a variável pode assumir.

Observação. Serão utilizados neste trabalho apenas alfabetos finitos, assim, todas as
provas de teoremas e proposições serão feitas levando em conta esta consideração.

Exemplo 1.2.1. Podemos definir uma variável aleatória X associada ao exemplo 1.1.1
com valores x1 = 0 e x2 = 1 associados a cada elemento do espaço amostral Ω:

X : Cara 7→ 0,

Coroa 7→ 1,
(1.20)

assim, a variável aleatória X será representada pelo seu alfabeto como

X = {x1 = 0, x2 = 1}. (1.21)

Variáveis aleatórias podem representar também eventos. Além disso, muitas
vezes será útil representar uma sequência de variáveis aleatórias por uma única variável
aleatória. Os exemplos a seguir ilustram esses casos.

Exemplo 1.2.2. Considerando o espaço amostral do exemplo 1.1.3, é possível representar
cada elemento do espaço de P(Ω) por uma variável aleatória X com alfabeto X =

{x1, x2, x3, x4} tal que

S1 7→ x1,

S2 7→ x2,

S3 7→ x3,

S4 7→ x4.

(1.22)

Exemplo 1.2.3. Considere uma experiência que consiste no lançamento de duas moedas.
Representando os espaços amostrais correspondentes a cada moeda pelas variáveis
aleatórias X1 e X2 de alfabetos X1 = {0, 1} e X2 = {0, 1} de forma equivalente ao ex.
1.2.1, podemos definir uma variável aleatória Y correspondente a Ω1 ×Ω2, tal que

Y : x1 = 0, x2 = 0 7→ y0,

x1 = 0, x2 = 1 7→ y1,

x1 = 1, x2 = 0 7→ y2,

x1 = 1, x2 = 1 7→ y3.

(1.23)

É importante destacar que neste texto, sempre denotaremos as variáveis por
letras maiúsculas (ex: X, Y) e, da mesma forma, os possíveis valores que tais variáveis
possam ter serão denotados por letras minúsculas (ex: x, y).
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Observação. Na transição entre um contexto baseado em conjuntos e outro baseado em
variáveis aleatórias, a probabilidade conjunta de dois eventos S1 e S2, representados
por x1 e x2 em uma variável aleatória, será escrita como

p(S1 ∩ S2) = p(x1, x2).

Definição 1.2.3 (Suporte). O suporte de uma função p de uma variável aleatória X,
denotado por Sp(X), é definido como

Sp(X) = {x ∈ X |p(x) 6= 0}. (1.24)

Observação. Se p for uma função de mais de uma variável, o argumento de p será remo-
vido do símbolo que representa o seu suporte, sendo então representado simplesmente
como Sp.

Supondo agora que existam duas variáveis aleatórias X e Y, cujos alfabetos são
respectivamente X e Y . A partir de agora, uma distribuição de probabilidade sobre
variáveis aleatórias será denotada explicitamente por P. Serão discutidas relações entre
as variáveis em uma distribuição de probabilidade P sobre essas variáveis.

1.2.2 Independência

Definição 1.2.4 (Independência). Duas variáveis aleatórias X e Y são independentes se

p(x|y) = p(x) (1.25a)

e

p(y|x) = p(y) (1.25b)

para todo x ∈ X e y ∈ Y .

Uma consequência importante dessa definição é que a regra de Bayes para estas
variáveis será simplesmente

p(x, y) = p(x)p(y) (1.26)

para todo par (x, y) ∈ X ×Y .
Denotamos a independência entre as variáveis X e Y por (X⊥⊥Y)P.

Definição 1.2.5 (Independência conjunta). Para n ≥ 3, as variáveis X1, X2, . . . , Xn são
conjuntamente independentes se

p(x1, x2, . . . , xn) =
n

∏
i=1

p(xi) (1.27)

para todo x1, x2, . . . , xn.
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Observação. Para que todas as variáveis sejam conjuntamente independentes, é de
extrema importância que a eq. (1.27) seja válida para todos os valores das variáveis
X1, X2, . . . , Xn. Se uma probabilidade conjunta com relação a valores fixos x1, x2, . . . , xn

for o produto das probabilidades de cada valor x1, x2, . . . , xn, isso não garante que as
variáveis sejam independentes. É necessário que, para todas as combinações de variá-
veis, as probabilidades conjuntas sobre tais combinações de variáveis sejam o produto
de cada probabilidade em particular. Isso pode ser percebido ao impor que na regra
de Bayes, em qualquer ordenamento escolhido, todas as probabilidades condicionais
p(xi|x1, . . . , xi−1) sejam indiferentes a todos os condicionamentos, ou seja,

p(xi|x1, . . . , xi−1) = p(xi) ∀ xi ∈ Xi, i = 1, . . . , n. (1.28)

Definição 1.2.6 (Independência condicional). Para variáveis aleatórias X, Y e Z, a
variável X é independente de Y condicionada a Z, relação denotada por (X⊥⊥Y|Z)P, se

p(x|y, z) = p(x|z) (1.29)

para todo x ∈ X , y ∈ Y e z ∈ Z .

Observação. A relação (X⊥⊥Y|Z)P é equivalente à (Y⊥⊥X|Z)P. Essa propriedade pode
ser revelada pela simetria da regra de Bayes.

A independência entre X e Y condicionada a Z é intepretada como o fato de que,
a crença sobre X após o conhecimento de Z não é alterada com o conhecimento de Y.
Em outras palavras, Y não traz informação adicional sobre X quando Z é conhecido.

Definição 1.2.7 (Independência dois a dois). Uma sequência de variáveis aleatórias X1,
X2, X3, . . . , Xn, n ≥ 3 são independentes dois a dois se (Xi ⊥⊥ Xj)P para 1 ≤ i < j ≤ n.

Definição 1.2.8 (Cadeia de Markov). Uma sequência de variáveis aleatórias X1, X2,
X3, . . . , Xn, n ≥ 3 forma uma cadeia de Markov se

p(x1, x2, x3, . . . , xn) = p(x1)p(x2|x1)p(x3|x2) . . . p(xn|xn−1) (1.30)

para todo x1, x2, x3, . . . xn.

Uma cadeia de Markov é representada por X1 → X2 → . . . → Xn. De forma
equivalente à def. 1.2.8, em uma cadeia de Markov,

p(xi|x1, . . . , xi−1) = p(xi|xi−1) ∀ i = 3, . . . , n. (1.31)

Uma cadeia de Markov carrega sequências de independências condicionais do
tipo (Xk⊥⊥Xi|Xj)P para cada trecho representado por Xi → Xj → Xk.
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As relações de independência condicional em distribuições de probabilidade
sobre variáveis aleatórias carregam características fundamentais sobre os tipos de
informação que certas variáveis possuem sobre outras. Essas relações serão bastante
exploradas ao longo desse trabalho.

1.3 Quantificadores de Informação de Shannon

1.3.1 Entropias de Shannon

Definição 1.3.1 (Entropia de Shannon). A entropia de Shannon H(X) de uma variável
aleatória X é definida como

H(X) = −∑
i

p(xi) log p(xi), (1.32)

onde adotamos a convenção de que a soma é realizada sobre o suporte Sp(X), devido ao
fato de que a função p(xi) log p(xi) em (1.32) não é definida para p(xi) = 0.

A entropia de Shannon pode ser interpretada como o grau de incerteza do experi-
mentador com relação à variável em questão. Ela quantifica a informação contida na
distribuição de probabilidade sobre a variável.

A base do logaritmo pode ser escolhida para ser qualquer número real maior
que 1. Se a base do logaritmo da entropia H(X) for a cardinalidade |X | do alfabeto de X,
ou seja, o número de elementos existentes no alfabeto X , a imagem Im(H) da entropia
de Shannon será

Im(H) = [0, 1] ∈ R (1.33)

Exemplo 1.3.1 (Variável binária (bit)). Considerando duas variáveis binárias X e Y que
possam assumir os valores 0 e 1, vamos calcular suas entropias de Shannon, assumindo
uma distribuição de probabilidade para cada variável.
Sejam p(x) e p(y) as distribuições de probabilidade sobre as variáveis x e y respectiva-
mente:

p(x) =

0, x = 0

1, x = 1
e p(y) =

1/2, y = 0

1/2, y = 1
. (1.34)

Utilizando a base 2 no logaritmo da entropia, a entropia de Shannon H(X) será

H(X) =−∑
i

p(xi) log2 p(xi)

= −p(1) log2 p(1)

= −1 · log2 1 = 0,

(1.35)
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lembrando que, como a soma é tomada apenas sobre o suporte Sp(X), apenas o valor
x = 1 da variável foi considerado, pois é o único elemento pertencente ao suporte.

Também utilizando a base 2 no logaritmo da entropia, H(Y) será

H(Y) =−∑
i

p(yi) log2 p(yi)

=− p(0) log2 p(0)− p(1) log2 p(1)

=− 1
2
· log2

1
2
− 1

2
· log2

1
2

=− 1
2
· (−1)− 1

2
· (−1) = 1.

(1.36)

Como foi mencionado no início desta seção, a entropia expressa o grau de in-
certeza sobre a variável. Como a variável X possui uma distribuição de probabilidade
determinística, ou seja, um determinado valor da variável possui probabilidade 1 de
ocorrer, enquanto o outro possui probabilidade 0, não há incerteza sobre a variável.

Se esta variável fosse a mesma do exemplo 1.2.1, isso representaria um experi-
mento em que uma moeda, sempre que fosse lançada, resultaria em “Coroa”. Sendo a
probabilidade sobre esta variável a crença do experimentador sobre um determinado
evento, isto significa que o lançador sabe que o resultado do lançamento da moeda
sempre será “Coroa”. Portanto, o experimentador jamais terá incerteza com relação ao
resultado do experimento, e isto é representado por H(X) = 0.

A variável Y possui uma distribuição de probabilidade uniforme, ou seja, qual-
quer valor desta variável é igualmente provável. Novamente, se esta variável fosse a
mesma do exemplo 1.2.1, isso representaria um experimento em que uma moeda, ao
ser lançada, pode resultar tanto em “Cara” quanto em “Coroa”, sem nenhum viés sobre
qual das duas opções ocorrerá em cada jogada. Esse é o caso oposto ao caso anterior,
em que o experimentador tem máxima ignorância sobre o resultado do lançamento da
moeda. Isto está representado pelo fato de que H(Y) = 1. Como 1 é o valor máximo
possível da entropia, devido à escolha da base do logaritmo como sendo a cardina-
lidade da variável, este valor da entropia representa o máximo desconhecimento do
experimentador sobre um experimento, ou seja, o experimentador terá máxima incerteza
possível com o resultado do experimento.

Dado que agora temos uma melhor intuição sobre o significado da entropia
de Shannon, podemos sempre pensar nela como um quantificador da informação de
alguma variável. A liberdade sobre a base do logaritmo da entropia pode ser explorada,
porém isto deve ser feito com cuidado. Podemos interpretar a liberdade da base do
logaritmo como uma liberdade de escala. Para tornar esta ideia clara, consideremos um
exemplo com duas variáveis aleatórias:

Exemplo 1.3.2. Sejam duas variáveis aleatórias X e Y, sendo X uma variável com dois
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valores possíveis e Y uma variável com quatro valores possíveis. Suponha que cada
uma delas possua uma distribuição de probabilidade uniforme sobre todos os seus
valores. Utilizando a cardinalidade do alfabeto de cada variável como base do logaritmo
de suas entropias, temos:

H(X) = −∑
i

p(xi) log|X | p(xi) = −��2
[

1
��2

log2

(
1
2

)]
= −[−1] = 1 (1.37a)

e

H(Y) = −∑
i

p(yi) log|Y| p(yi) = −��4
[

1
��4

log4

(
1
4

)]
= −[−1] = 1. (1.37b)

Utilizando bases de logaritmos diferentes para cada entropia, encontramos o mesmo
valor de entropia para variáveis cujos alfabetos possuem cardinalidades diferentes. Isso
significa que, em termos de informação, não é simples comparar uma variável com a
outra. Para que a comparação seja possível de ser feita diretamente, é necessário utilizar
a mesma base no logaritmo da entropia para os dois casos. Utilizando como base do
logaritmo a cardinalidade do alfabeto da variável X, temos

H(X) = −∑
i

p(xi) log|X | p(xi) = −��2
[

1
��2

log2

(
1
2

)]
= −[−1] = 1 (1.38a)

e

H(Y) = −∑
i

p(yi) log|X | p(yi) = −��4
[

1
��4

log2

(
1
4

)]
= −[−2] = 2. (1.38b)

Portanto, adotando a mesma base para as entropias desejadas, vemos que a variável Y
carrega mais informação que a variável X. Além disso, a utilização de duas variáveis
aleatórias, X1 e X2, binárias, independentes entre si e com distribuições de probabilidade
uniformes, é equivalente a utilizar a variável aleatória Y desse exemplo.

Observação. A utilização da cardinalidade como base do logaritmo da entropia é útil para
analisar grau de informação absoluto de uma variável, dado que nessa condição, o valor
máximo da entropia será sempre 1. Assim, uma entropia igual a 1 significa que a variável
carrega o máximo de informação que a sua capacidade permite. Além disso, como não
há um valor máximo para cardinalidade, é natural usar seu menor valor interessante
como uma escala, para que seja possível realizar comparações entre variáveis com
alfabetos diferentes. A base 2 para o logaritmo será adotada por convenção, quando
essa base não for utilizada, isso será explicitado adequadamente.

Definição 1.3.2 (Valor esperado). Seja X : Ω → R uma variável aleatória, o valor
esperado, ou esperança, de X é

E(X) = ∑
i

xi p(xi), (1.39)

onde, novamente, a soma é tomada sobre o suporte Sp(X).
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A partir de agora, sempre que variáveis aleatórias forem mencionadas, será
implicitamente assumida uma distribuição de probabilidade P (conjunta ou não) para
tais variáveis.

Por simplicidade de notação, os índices das somas serão omitidos a partir de
agora, considerando então as somas sobre todos os valores dos suportes das distribui-
ções.

Definição 1.3.3 (Entropia conjunta de Shannon). A entropia conjunta de Shannon de
duas variáveis aleatórias X e Y é definida como

H(X, Y) = −∑
x,y

p(x, y) log p(x, y) = −E(log p(X, Y)). (1.40)

A entropia conjunta de duas variáveis X e Y quantifica a informação total que
essas variáveis carregam.

Definição 1.3.4 (Entropia condicional). Para duas variáveis aleatórias X e Y, a entropia
de Shannon de Y condicionada a X é definida como

H(Y|X) = −∑
x,y

p(x, y) log p(y|x) = −E(log p(Y|X)). (1.41)

A entropia condicional H(Y|X) quantifica a informação contida exclusivamente
na variável Y, descartando a informação contida em Y que também está contida em X.

A entropia condicional da equação (1.41) pode ser escrita como

H(Y|X) = ∑
x

p(x)

[
−∑

y
p(y|x) log p(y|x)

]
. (1.42)

A soma sobre y é a entropia de Y condicionada a um valor fixo x ∈ Sp(X). Portanto,
H(Y|X) também pode ser expressada como

H(Y|X) = ∑
x

p(x)H(Y|x), (1.43)

onde
H(Y|x) = −∑

y
p(y|x) log p(y|x). (1.44)

Assim, o lado direito das eqs. (1.32) e (1.44) possuem a mesma forma.

Proposição 1.3.1.

H(X, Y) = H(X) + H(Y|X) (1.45a)

e

H(X, Y) = H(Y) + H(X|Y) (1.45b)



1.3. Quantificadores de Informação de Shannon 15

Demonstração. Utilizando a regra de Bayes expressa na eq. (1.15) para p(x, y), temos
que

H(X, Y) =−∑
x,y

p(x, y) log p(x, y) (1.46a)

=−∑
x,y

p(x, y) log[(p(x)p(y|x)] (1.46b)

=−∑
x,y

p(x, y) [log p(x) + log p(y|x)] (1.46c)

=−
[
∑
x,y

p(x, y) log p(x) + ∑
x,y

p(x, y) log p(y|x)
]

(1.46d)

=−∑
x

p(x) log p(x)−∑
x,y

p(x, y) log(y|x) (1.46e)

=H(X) + H(Y|X), (1.46f)

provando assim a expressão 1.45a. A expressão (1.45b) pode ser provada utilizando a
simetria da regra de Bayes.

1.3.2 Informação mútua

Definição 1.3.5 (Informação mútua). Para duas variáveis aleatórias X e Y, a informação
mútua entre estas variáveis, denotada por I(X; Y), é definida como

I(X; Y) = ∑
x,y

p(x, y) log
p(x, y)

p(x)p(y)
= E

(
log

p(x, y)
p(x)p(y)

)
. (1.47)

A informação mútua I(X; Y) quantifica a informação comum entre as variáveis
X e Y, eliminando a informação que somente X carrega e a informação que somente Y
carrega.

Observação. A informação mútua I(X; Y) é simétrica em X e Y.

Proposição 1.3.2. A informação mútua entre uma variável X e ela mesma é simplesmente a
entropia de X, ou seja,

I(X; X) = H(X). (1.48)

Demonstração.

I(X; X) =∑
x

p(x) log
p(x)
p(x)2 (1.49a)

=∑
x

p(x) log
1

p(x)
(1.49b)

=−∑
x

p(x) log p(x) (1.49c)

=H(X) (1.49d)
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Proposição 1.3.3. A informação mútua entre duas variáveis X e Y pode ser escrita em termos
das entropias destas variáveis:

I(X; Y) = H(X) + H(Y)− H(X, Y) (1.50)

Demonstração.

I(X; Y) =∑
x,y

p(x, y) log
p(x, y)

p(x)p(y)
(1.51a)

=∑
x,y

p(x, y) [log p(x, y)− log p(x)− log p(y)] (1.51b)

=−∑
x,y

p(x, y) log p(x)−∑
x,y

p(x, y) log p(y) + ∑
x,y

p(x, y) log p(x, y) (1.51c)

=−∑
x

p(x) log p(x)−∑
y

p(y) log p(y)−
[
−∑

x,y
p(x, y) log p(x, y)

]
(1.51d)

=H(X) + H(Y)− H(X, Y) (1.51e)

Utilizando as equações (1.3.1), é possível também escrever a informação mútua
I(X; Y) em termos de entropias condicionais:

I(X; Y) = H(X)− H(Y|X) (1.52a)

e

I(X; Y) = H(Y)− H(X|Y). (1.52b)

Uma maneira comumente utilizada na matemática para representar conjuntos e analisar
suas propriedades são Diagramas de Venn. Tais diagramas são constituídos de curvas
fechadas simples desenhadas em um plano, simbolizando os conjuntos e suas proprie-
dades. Uma maneira útil de visualizar as relações entre as diferentes quantificadores
de informação de Shannon é através de um diagrama de Venn. Na figura 1 está um
diagrama de Venn representando todos os quantificadores de informação de Shannon
já definidos para as variáveis X e Y.
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Figura 1 – Diagrama de Venn - Relações entre diferentes quantificadores de informação
de Shannon para as variáveis X e Y.

Definição 1.3.6 (Informação mútua condicional). Para variáveis aleatórias X, Y e Z, a
informação mútua entre X e Y condicionada a Z é definida por

I(X; Y|Z) = ∑
x,y,z

p(x, y, z) log
p(x, y|z)

p(x|z)p(y|z) = E
(

log
p(X, Y|Z)

p(X|Z)p(Y|Z)

)
. (1.53)

Proposição 1.3.4. A informação mútua entre duas variáveis X e Y condicionada à variável Z
pode ser escrita em termos das entropias das variáveis X e Y condicionadas à Z:

I(X; Y|Z) = H(X|Z) + H(Y|Z)− H(X, Y|Z) (1.54)

Demonstração.

I(X; Y|Z) = ∑
x,y,z

p(x, y, z) log
p(x, y|z)

p(x|z)p(y|z) (1.55a)

=∑
z

p(z)

[
∑
x,y

p(x, y|z) log
p(x, y|z)

p(x|z)p(y|z)

]
(1.55b)

=∑
z

p(z)

[
∑
x,y

p(x, y|z)
(

log p(x, y|z)− log p(x|z)− log p(y|z)
)]

(1.55c)

=∑
z

p(z)
[
− H(X, Y|z) + H(X|z) + H(Y|z)

]
(1.55d)

=H(X|Z) + H(Y|Z)− H(X, Y|Z). (1.55e)

Proposição 1.3.5. Assim como na prop. 1.3.2, a informação mútua condicional entre uma va-
riável X e ela mesma, condicionada a uma outra variável Z, é igual a entropia de X condicionada
à Z.

I(X; X|Z) = H(X|Z) (1.56)
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Demonstração. A demonstração dessa proposição é feita da mesma forma que a demons-
tração da prop. 1.3.2.

Os quantificadores de informação de Shannon podem ser encarados como casos
especiais de Informação Mútua Condicional. Por exemplo, considerando as as variáveis
aleatórias X, Y, Z e uma variável Φ com uma distribuição de probabilidade determi-
nística. Se X = Y e Z = Φ, a informação mútua I(X; Y|Z) = H(X). Já considerando
apenas que X = Y, I(X; Y|Z) = H(X|Z). Por fim, se Z = Φ, I(X; Y|Z) = I(X; Y).
Assim, vemos que é possível representar os quantificadores de informação de Shannon
de forma geral utilizando apenas Informação Mútua Condicional.

1.3.3 Regras da Cadeia para Quantificadores de Informação de Shannon

A def. 1.1.13 fala sobre a regra de Bayes, também chamada de regra da cadeia,
para uma distribuição de probabilidade sobre um conjunto de variáveis aleatórias.
Mostraremos aqui que os quantificadores de informação de Shannon também possuem
suas respectivas versões de regras da cadeia.

Proposição 1.3.6 (Regra da cadeia para a entropia de Shannon). Considerando n variáveis
aleatórias, X1, . . . , Xn, a entropia conjunta de Shannon de todas as variáveis satisfaz

H(X1, X2, . . . , Xn) =
n

∑
i=1

H(Xi|X1, . . . , Xi−1). (1.57)

Demonstração. Como o caso em que n = 2 foi provado na prop. 1.3.2, podemos utilizar
esse resultado com recorrência:

H(X1, . . . , Xn) =H(X1) + H(X2, . . . , Xn|X1) (1.58a)

=H(X1) + H(X2|X1) + H(X3, . . . , Xn|X1, X2) (1.58b)

=
n

∑
i=1

H(Xi|X1, . . . , Xi−1). (1.58c)

Proposição 1.3.7 (Regra da cadeia para a informação mútua condicional). Considerando
as variáveis aleatórias, X1, . . . , Xn, Y e Z a informação mútua entre as variáveis X1, . . . , Xn e a
variável Y, condicionada à Z satisfaz

I(X1, . . . , Xn; Y|Z) =
n

∑
i=1

I(Xi; Y|Z, X1, . . . , Xi−1) (1.59)
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Demonstração.

I(X1, . . . , Xn; Y|Z) =H(X1, . . . , Xn|Z) + H(Y|Z)− H(X1, . . . , Xn, Y|Z) (1.60a)

=H(Z, X1, . . . , Xn)− H(Z) + H(Y|Z) (1.60b)

− [H(Z, X1, . . . , Xn, Y)− H(Z)] (1.60c)

=����H(Z) +
n

∑
i=1

H(Xi|Z, X1, . . . , Xi−1)−����H(Z) + H(Y|Z) (1.60d)

−
[
�
���H(Z) +

n

∑
i=1

H(Xi, Y|Z, X1, . . . , Xi−1)−�
���H(Z)

]
(1.60e)

=
n

∑
i=1

I(Xi; Y|Z, X1, . . . , Xi−1) (1.60f)

Como os outros quantificadores de informação de Shannon são casos particulares
da informação mútua condicional, as regras da cadeia são válidas também para a
entropia condicional e informação mútua.

Observação. As regras da cadeia para quantificadores de informação de Shannon pos-
suem uma forma muito semelhante à regra de Bayes da def. 1.1.13. Mesmo assim, existe
uma diferença fundamental entre os dois tipos. Enquanto a regra de Bayes da def. 1.1.13
envolve um produtório sobre os eventos Si, ou variáveis Si, as regras da cadeia para
quantificadores de informação de Shannon envolvem um somatório sobre as variáveis
Xi. Esta propriedade será explorada posteriormente.

Suponha agora que existam duas distribuições de probabilidade, p e q, atuando
sobre um mesmo alfabeto X . Em certas situações, pode ser necessário saber o quanto p
é diferente de q. Por este motivo, definimos divergência informacional.

Definição 1.3.7 (Divergência Informacional). A divergência informacional, ou entropia
relativa, entre duas distribuições de probabilidade p e q atuando sobre um mesmo
alfabeto X é definida como

D(p(X) ‖ q(X)) = ∑
Sp(X)

p(x) log
p(x)
q(x)

= Ep log
p(X)

q(X)
, (1.61)

sendo Ep a esperança com respeito à distribuição p.

É importante destacar que a Divergência Informacional é assimétrica em p e q.
Vejamos um exemplo que ilustra essa propriedade.

Exemplo 1.3.3. Consideremos, novamente, um lançamento de uma moeda. Digamos
que o lançamento da moeda pode satisfazer uma de duas possíveis distribuições de
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probabilidade e, com isso, deseja-se determinar qual das distribuições de probabilidade
é a correta. Sejam p e q tais distribuições:

p(x) =

0, x = 0

1, x = 1
e q(x) =

1/2, x = 0

1/2, x = 1.
(1.62)

Calculemos as Divergências Informacionais possíveis entre p e q:

D(p||q) = ∑
Sp(X)

p(x) log
p(x)
q(x)

(1.63a)

= 1 · log
1

1/2
= log 2. (1.63b)

D(q||p) = ∑
Sp(X)

q(x) log
q(x)
p(x)

(1.64a)

= lim
p(0)→0

1
2

[
log
(

1/2
p(0)

)
+ log

1/2
1

]
(1.64b)

= ∞. (1.64c)

Vejamos a interpretação desses resultados. Se o lançamento da moeda em ques-
tão for determinístico (associado à distribuição p(x)), ao realizar vários lançamentos
da moeda, esses resultarão inúmeras vezes no mesmo valor. Essa sequência de resul-
tados, apesar de muito improvável, também é compatível com a distribuição q(x). Ao
comparar a distribuição p(x) com q(x) dessa maneira, estamos avaliando a Divergência
Informacional D(p||q), cujo resultado é log 2.

Já se o lançamento da moeda em questão for uniformemente aleatório (associado
à distribuição q(x)), ao executar muitas repetições do lançamento, a moeda terá resulta-
dos que oscilam entre “Cara” e “Coroa” (associados a x = 0 e x = 1, respectivamente).
Como na distribuição p(x), o valor x = 0 não tem chance de ocorrer, a sua ocorrência
na sequência de lançamentos nos leva a inferir que a distribuição correta para esse
lançamento é q(x). Por esse motivo, D(q||p) = ∞ significa que a comparação de q com
p realizada dessa forma é capaz de garantir a distribuição de probabilidade correta no
lançamento da moeda, enquanto que a comparação no caso D(p||q) apenas sugere a
probabilidade correta.

1.4 Desigualdades de Informação

Desigualdades de informação são extremamente úteis e poderosas no estudo
de teoria da informação. Elas governam as impossibilidades em teoria da informação,
sendo, por este motivo, muitas vezes chamadas de leis da teoria da informação e serão
utilizadas nos principais conteúdos deste trabalho.
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Definição 1.4.1 (Desigualdades de informação). Uma desigualdade de informação é
uma expressão da forma

F ≥ c, (1.65)

onde F é uma combinação linear3 de quantificadores de informação de Shannon e c é
uma constante real.

Exemplo 1.4.1. A expressão a seguir é uma desigualdade de informação

I(X; Y) ≥ 0. (1.66)

Essa desigualdade é válida para qualquer distribuição de probabilidade conjunta p(x, y),
com igualdade apenas se (X⊥⊥Y)P.

O exemplo anterior se refere a uma desigualdade sempre válida, ou seja, qual-
quer distribuição de probabilidade conjunta sobre as variáveis envolvidas satisfaz a
desigualdade. A validade desta desigualdade será provada posteriormente.

Antes de mencionar as desigualdades de informação importantes, primeiramente
serão enunciados teoremas que serão necessários para demonstrar as desigualdades de
informação que nos interessam.

Lema 1.4.1. Para qualquer a > 0 ∈ R,

ln a ≤ a− 1. (1.67)

Demonstração. A demonstração desse teorema será omitida, mas para realizá-la, basta
utilizar ferramentas de Cálculo Diferencial.

Corolário 1.4.1. Para qualquer a > 0,

ln a ≥ 1− 1
a

. (1.68)

Demonstração. A demonstração é realizada através da substituição de a por
1
a

na eq.
(1.67).

Teorema 1.4.2 (Desigualdade da divergência informacional). Para quaisquer duas distri-
buições de probabilidade p e q sobre o mesmo alfabeto X ,

D(p(X) ‖ q(X)) ≥ 0, (1.69)

com igualdade apenas se p = q.
3 Poderíamos considerar desigualdades compostas por combinações não lineares de quantificadores de

informação de Shannon, mas essas não serão usadas nesse trabalho em nenhum momento, não sendo,
portanto, necessário incluí-las na definição.
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Demonstração. Se q(x) = 0 para algum x ∈ Sp(X), então D(p ‖ q)→ +∞, satisfazendo
o teorema neste caso. Assumindo agora que Sp(X) ⊆ Sq(X) e utilizando o corolário 1.4.1,

D(p(X) ‖ q(X)) = ∑
x∈Sp(X)

p(x) log
p(x)
q(x)

(1.70a)

=(log e) ∑
x∈Sp(X)

p(x) ln
p(x)
q(x)

(1.70b)

≥(log e) ∑
x∈Sp(X)

p(x)
(

1− q(x)
p(x)

)
(1.70c)

=(log e)

 ∑
x∈Sp(X)

p(x)− ∑
x∈Sp(X)

q(x)

 . (1.70d)

Como Sq(X) ⊆ Sp(X), ∑
x∈Sp(X)

q(x) ≤ 1. Sendo ∑
x∈Sp(X)

p(x) = 1, é fácil ver que

log e

1− ∑
x∈Sp(X)

q(x)

 ≥ 0. (1.70e)

Assim sendo, D(p(X) ‖ q(X)) = 0⇒ p(x) = q(x) ∀x ∈ Sp(X).

Teorema 1.4.3. O condicionamento de uma variável Y em uma variável X não é capaz de
aumentar a entropia de Y, isto é,

H(Y|X) ≤ H(Y), (1.71)

com igualdade apenas se (X⊥⊥Y)P.

Demonstração.

H(Y|X) = H(Y)− I(X; Y) (1.72a)

≤ H(Y), (1.72b)

em que a igualdade é satisfeita quando I(X; Y) = 0, ou seja, (X⊥⊥Y)P.

1.4.1 Desigualdades Básicas

As desigualdades básicas são todas aquelas que representam a não-negatividade
dos quantificadores de informação de Shannon. Isso significa que, para qualquer distri-
buição de probabilidade conjunta sobre as variáveis envolvidas, os quantificadores de
informação de Shannon são não-negativos.

Teorema 1.4.4. Para variáveis aleatórias X,Y e Z,

I(X; Y|Z) ≥ 0, (1.73)

com igualdade apenas se (X⊥⊥Y|Z)P.
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Demonstração.

I(X; Y|Z) = ∑
x,y,z

p(x, y, z) log
p(x, y|z)

p(x|z)p(y|z) (1.74a)

=∑
z

p(z)∑
x,y

p(x, y|z) log
p(x, y|z)

p(x|z)p(y|z) (1.74b)

=∑
z

p(z)D
(

p(X, Y|z) ‖ p(X|z)p(Y|z)
)

. (1.74c)

Como p(X, Y|z) e p(X|z)p(Y|z) são distribuições de probabilidade sobre o mesmo
alfabeto X ×Y condicionadas a um valor fixo z,

D
(

p(X, Y|z) ‖ p(X|z)p(Y|z)
)
≥ 0. (1.74d)

Utilizando o teorema 1.4.2, I(X, Y|Z) = 0 se, e somente se, (X⊥⊥Y|Z)P.

Como vimos anteriormente, os quantificadores de informação de Shannon são ca-
sos particulares da informação mútua condicional, portanto, as seguintes desigualdades
também são sempre válidas:

H(X) ≥ 0 (1.75a)

I(X; Y) ≥ 0 (1.75b)

H(X|Z) ≥ 0 (1.75c)

Assim, as desigualdades (1.73), (1.75a), (1.75b) e (1.75c) são as chamadas desi-
gualdades básicas.

1.4.2 Quantificadores de Informação Nulos.

Como foi provado no teorema 1.4.4, a informação mútua condicional I(X; Y|Z) =
0 ⇐⇒ (X⊥⊥Y|Z)P.

Proposição 1.4.5. H(X) = 0 se, e somente se, a distribuição de probabilidade p(x) sobre a
qual é calculada a entropia é determinística.

Demonstração. Se p(x) é uma distribuição de probabilidade determinística, então ∃ x′ ∈
X tal que p(x′) = 1. Para todo outro x ∈ X , p(x) = 0. Portanto

H(X) = −p(x′) log p(x′) = − log 1 = 0. (1.76a)

Se p(x) não é uma distribuição determinística, então ∃ x′ ∈ X tal que 0 < p(x′) < 1.
Assim,

0 < −p(x′) log p(x′) ≤ H(X), (1.76b)

portanto, H(X) > 0 para qualquer distribuição não-determinística.
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Proposição 1.4.6. H(Y|X) = 0 se, e somente se, Y é uma função de X, ou seja, para cada
x ∈ X existe y ∈ Y tal que p(y|x) = 1.

Demonstração. Vemos na eq. (1.43) que H(Y|X) = 0 se, e somente se, H(Y|x) = 0 para
todo x ∈ Sp(X). Sendo assim, p(y|x) será uma distribuição determinística em qualquer
condicionamento feito sobre X, ou seja, Y é função de X.

Proposição 1.4.7. I(X; Y) = 0 se, e somente se, (X⊥⊥Y)P.

Demonstração. De acordo com o teorema 1.4.4, I(X; Y|Z) = 0 ⇐⇒ (X ⊥⊥ Y|Z)P.
Como I(X; Y) é um caso particular de I(X; Y|Z) ao considerar uma distribuição de
probabilidade determinística sobre Z, I(X; Y) = 0 ⇐⇒ (X⊥⊥Y)P.

1.4.3 Forma Canônica das Desigualdades de Informação

Qualquer quantificador de informação de Shannon pode ser expresso como
combinação linear de entropias conjuntas utilizando as identidades abaixo:

H(X|Y) =H(X, Y)− H(Y) (1.77a)

I(X; Y) =H(X) + H(Y)− H(X, Y) (1.77b)

I(X, Y|Z) =H(X, Z) + H(Y, Z)− H(X, Y, Z)− H(Z) (1.77c)

Observação. A eq. (1.77c) é a eq. (1.54) reescrita em termos de entropias conjuntas, em
vez de entropias condicionais.

Assim como as expressões (1.77) são consideradas formas canônicas de repre-
sentar quantificadores de informação de Shannon, diremos que uma desigualdade de
informação está escrita na forma canônica se ela envolve apenas combinações lineares
de entropias conjuntas.

As desigualdades de informação básicas formam o conjunto mais importante de
desigualdades de informação. Todas as desigualdades de informação implicadas pelas
desigualdades básicas são denomidadas desigualdades tipo Shannon. Da mesma forma,
desigualdades de informação sempre válidas, mas que não são implicadas por desi-
gualdades básicas, são chamadas de desigualdades tipo não-Shannon. Uma desigualdade
tipo Shannon é implicada por desigualdades básicas se, usando uma manipulação algé-
brica apropriada, é possível obter tal desigualdade utilizando apenas as desigualdades
básicas.

Apesar da categorização simples, saber se uma desigualdade é tipo Shannon ou
tipo não-Shannon não é tão simples, em geral, utilizando apenas essa condição. Existe
uma abordagem geométrica que permite que, dada uma desigualdade de informação,
seja possível dizer se ela é tipo Shannon ou não.
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Mesmo assim, ainda fica a pergunta: Existem desigualdades de informação tipo
não-Shannon que compõem leis de teoria da informação? A resposta é sim. Entretanto,
tais desigualdades não serão discutidas aqui. Ao leitor interessado, checar ref. [4, cap.
15].

1.4.4 Desigualdades tipo Shannon - Uma Abordagem Geométrica

Considere o conjunto {n} = 0, 1, . . . , n− 1, onde n ≥ 2, e o conjunto

Θ = {Xi, i ∈ {n}} (1.78)

que representa uma coleção de variáveis aleatórias Xi. Considere também um vetor
H com 2n componentes pertencente ao espaço vetorial R2n

. H será chamado de vetor
entrópico, ou vetor de entropia, se cada componente de H for a entropia de Shannon de
um elemento de P(Θ), ou seja, se cada componente de H for uma entropia conjunta
das n variáveis de Θ.

Exemplo 1.4.2. Para n = 3,

{n} ={1, 2, 3}, (1.79a)

Θ ={X1, X2, X3}, (1.79b)

P(Θ) = {∅, {X1}, {X2}, {X3}, {X1, X2},{X1, X3}, {X2, X3}, {X1, X2, X3}}. (1.79c)

Um vetor H é entrópico se puder ser escrito na forma

H =



H(∅)

H(X1)

H(X2)

H(X3)

H(X1, X2)

H(X1, X3)

H(X2, X3)

H(X1, X2, X3)


(1.80)

Por simplicidade, adotaremos a convenção de que H(∅) = 0. Assim, voltamos
nossa atenção ao espaço R2n−1. Além disso, definimos αi, i = 1, . . . , 2n para denotar o
i-ésimo elemento de P(Θ).

De modo a caracterizar o conjunto de vetores entrópicos, serão definidas abaixo
regiões de interesse do espaço R2n−1.

Definição 1.4.2 (A região Γ∗n). Γ∗n é a região de R2n−1 composta por todos os pontos
cujas coordenadas sejam entropias conjuntas H(αi), ou seja, Γ∗n é a região contendo
apenas os vetores entrópicos H .
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A região Γ∗n possui as seguintes propriedades:

(1) Γ∗n contém a origem.

(2) Γ∗n, o fecho de Γ∗n, é convexo.

(3) Γ∗n pertence ao ortante4 não negativo de R2n−1.

Definição 1.4.3 (A região Γn). Γn é a região de R2n−1 em que as componentes H(α)

de um vetor H ∈ R2n−1 satisfazem, para todo αi e αj ∈ Θ, as desigualdades abaixo,
chamadas de axiomas polimatroidais:

(1) H(αi) ≥ 0;

(2) H(αi) ≤ H(αj), se αi ⊂ αj;

(3) H(αi ∪ αj) + H(αi ∩ αj) ≤ H(αi) + H(αj).

Proposição 1.4.8. Os axiomas polimatroidais são equivalentes às desigualdades básicas para
todo α ∈ P(Θ).

Demonstração. As desigualdades básicas são aquelas que representam a não-negatividade
dos quantificadores de informação de Shannon para todas as variáveis em Θ. O axioma
(1) já representa a não-negatividade da entropia de Shannon H(αi), não tendo, por-
tanto, que ser provado. O axioma (2) leva à não-negatividade da entropia condicional.
Considerando αk = αj \ αi, o axioma (2) pode ser reescrito como:

H(αi) ≤ H(αk ∪ αi)

⇒H(αk ∪ αi)− H(αi) ≥ 0

⇒H(αk|αi) ≥ 0.

(1.81)

O axioma (3) leva à não-negatividade da informação mútua condicional. Considerando
αk = αj \ αi, αl = αi ∩ αj e αm = αi \ αj, podemos reescrever o axioma (3) como

H(αm ∪ αl) + H(αk ∪ αl) ≥ H(αk ∪ αl ∪ αm) + H(αl)

⇒H(αm ∪ αl) + H(αk ∪ αl)− H(αk ∪ αl ∪ αm)− H(αl) ≥ 0

⇒H(αm|αl) + H(αk|αl)− H(αk ∪ αm|αl) ≥ 0

⇒I(αk; αm|αl) ≥ 0

(1.82)

4 O termo ortante significa uma generalização do termo octante, para o caso de um espaço de dimensão
maior que 3.
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Como todas as desigualdades de informação podem ser escritas na forma
canônica, é sempre possível representar uma desigualdade por um produto interno
Bᵀ ·H ≥ 0, onde Bᵀ é a transposta de um vetor coluna ∈ R2n−1.

Em resumo, podemos representar a hierarquia das regiões que acabamos de
definir de acordo com

Γ∗n ⊆ Γ∗n ⊆ Γn. (1.83)
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2 Causalidade

O conteúdo deste capítulo foi baseado principalmente na ref. [7]. Alguns detalhes
foram consultados de maneira complementar na ref. [8], do mesmo autor. O foco desse
capítulo será principalmente introduzir algumas das várias ferramentas existentes para
garantir uma relação de causa e efeito entre dois objetos. Detalhes sobre como construir
modelos causais, critérios para preferência de modelos, etc, podem ser encontrados na
ref. [7, cap. 2].

É indicado ao leitor como primeiro contato aos conceitos de teoria de Inferência
Causal um post do blog do Michael Nielsen, ref. [9]. Outras referências possíveis para o
estudo de teoria de Inferência Causal são as refs. [10, 11].

2.1 Estatística e Causalidade

A estatística é uma ciência presente na grande maioria das áreas do conhecimento.
Utilizando a teoria de probabilidade como sua base, a estatística consiste de estudos
sobre coleta, tratamento e interpretação de dados observacionais, de modo a possibilitar
a criação de modelos que expliquem um determinado fenômeno e, possivelmente, fazer
previsões através de tal modelo.

Por muitas vezes, o tratamento estatístico de um fenômeno considera impli-
citamente a interpretação frequencista de probabilidade1. Assim, considera-se que as
frequências relativas geradas pela composição e análise de dados coletados para um
estudo estatístico determinam, no limite em que o número de observações seja muito
grande, a distribuição de probabilidade associada a tais observações.

A estatística pode trazer muita informação sobre um determinado fenômeno.
Entretanto, a interpretação de resultados estatísticos pode gerar inferências errôneas,
principalmente no que se refere a atribuir relações de causalidade entre elementos de um
fenômeno estudado.

https://xkcd.com/552/

1 A consideração é implícita pois a interpretação frequencista é intuitiva, dado que ela relaciona
frequências relativas com probabilidades.

https://xkcd.com/552/
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O objetivo de um estudo estatístico é descobrir e analisar correlações entre objetos
estudados. Correlação pode ser pensada como o oposto de independência, ou seja, há
correlação entre dois eventos A e B se

p(a, b) 6= p(a)p(b). (2.1)

2.1.1 O Paradoxo de Simpson

O paradoxo de Simpson é um exemplo que mostra o quanto a observação
de eventos puramente estatística pode ser enganosa, de modo a gerar conclusões
contraditórias, dependendo da maneira com que os dados sejam tratados. Aqui, o
paradoxo de Simpson será apresentado através de um exemplo.

Exemplo 2.1.1. Após a criação de um medicamento para o tratamento de uma determi-
nada doença, este precisa passar por um teste de eficácia para, então, ser disponibilizado
para o tratamento de pessoas que possuem tal doença.

Considere a realização de um teste de eficácia para tal medicamento em que
80 indivíduos foram utilizados para fazer parte. Os indivíduos são separados em dois
grupos de mesmo número, os chamados grupo de teste e o grupo controle.

O grupo de teste é composto por indivíduos que fazem uso do medicamento
em questão, enquanto o grupo controle é composto por indivíduos que fazem uso de
placebo, comprimidos sem propriedades farmacológicas.

O uso do placebo é necessário pois é preciso analisar a recuperação dos indi-
víduos por qualquer outro possível fator desconhecido. Desta forma, a estatística do
grupo controle serve para ser comparada com a estatística do grupo teste, dado que
tanto no grupo teste quanto no grupo controle, os fatores desconhecidos que podem
influenciar na recuperação do indivíduo são considerados existentes, sendo a única
diferença entre os grupos portanto, o uso do medicamento a ser testado.

O efeito considerado no teste é a recuperação do indivíduo. Denotaremos por “e”
a ocorrência do efeito, “¬e” a não ocorrência do efeito, “ne” o número de indivíduos de
um grupo específico que apresentaram o efeito e “Ng” o número total de indivíduos
deste mesmo grupo. O grupo de teste será representado2 por “c”, enquanto o grupo
controle será representado por “¬c”. A taxa de recuperação de um determinado grupo é
a frequência relativa

ne

Ng
. A tabela a seguir apresenta os dados levantados neste estudo:

2 As letras “c” e “e” são utilizadas para denotar causa e efeito.
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e ¬e Ng Taxa de recuperação
c 20 20 40 0, 5
¬c 16 24 40 0, 4

c + ¬c 36 44 80 0, 45

Tabela 1 – Tabela de dados estatísticos levantados em um teste de eficácia de um medi-
camento.

Pela interpretação frequencista de probabilidade, ao considerar que o número
de indivíduos sujeitos ao teste é suficientemente grande para assumir que as frequên-
cias relativas são aproximadamente as probabilidades sobre os eventos, as seguintes
probabilidades condicionais são obtidas:

p(e|c) = 0, 5 (2.2a)

e

p(e|¬c) = 0, 4. (2.2b)

Como p(e|c) > p(e|¬c), isso indica que uso do medicamento melhora a taxa de recupe-
ração. Portanto, conclui-se que o medicamento tem eficácia no combate à doença.

Ao adicionar um novo detalhe à análise, separando os indivíduos testados por
sexo, os dados desta nova estatística são representados de acordo com as tabelas a
seguir:

Homens e ¬e Ng Taxa de recuperação
c 18 12 30 0, 6
¬c 7 3 10 0, 7

c + ¬c 25 15 40 0, 625

Tabela 2 – Tabela de dados estatísticos considerando apenas os homens sujeitos à expe-
riência.

Mulheres e ¬e Ng Taxa de recuperação
c 2 8 10 0, 2
¬c 9 21 30 0, 3

c + ¬c 11 29 40 0, 275

Tabela 3 – Tabela de dados estatísticos considerando apenas as mulheres sujeitas à
experiência.

Será utilizado “h” para representar os homens e “m” para representar as mulhe-
res nessa nova análise. Fazendo a mesma consideração feita anteriormente com relação
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às frequências relativas, os dados das tabelas nos levam as seguintes probabilidades
condicionais:

p(e|c,h) = 0, 6, (2.3a)

p(e|¬c,h) = 0, 7 (2.3b)

e

p(e|c,m) = 0, 2, (2.3c)

p(e|¬c,m) = 0, 3. (2.3d)

As relações entre as probabilidades nessa nova análise são:

p(e|c, h) < p(e|¬c, h), (2.4a)

p(e|c, m) < p(e|¬c, m). (2.4b)

Essas relações levam à conclusão de que os homens têm chances maiores que as das
mulheres de se recuperar da doença naturalmente, e que, tanto para homens quanto
para mulheres, o remédio acaba diminuindo as chances de recuperação dos indivíduos.

Ou seja, inicialmente, concluiu-se que o remédio tinha eficácia no tratamento
da doença. Entretando, depois de avaliar separadamente os homens e as mulheres
participantes do teste, concluiu-se exatamente o oposto, levando ao paradoxo.

Neste exemplo do paradoxo de Simpson, observa-se a existência de uma correla-
ção entre o uso do medicamento e a recuperação da doença, além de uma correlação
entre o sexo dos indivíduos e a recuperação da doença. Afinal, o remédio seria respon-
sável por fazer o indivíduo se recuperar? Ou, pelo contrário, atrapalha a recuperação
do indivíduo? Estas questões nos direcionam ao nosso objetivo: Diferenciar correlações
genuínas de correlações espúrias3 e descobrir as relações causais por trás das correlações
genuínas.

O paradoxo de Simpson ilustra o quanto um estudo estatístico pode ser enganoso.
Ao longo deste capítulo, serão introduzidas diversas ferramentas da Teoria de Inferência
Causal. O uso destas ferramentas reforça certas conclusões extraídas das estatísticas e
descarta outras, tornando os resultados muito mais confiáveis.

A solução do paradoxo se dá pelo fato de que a variável “sexo” foi inclusa depois
que o estudo estatístico foi elaborado. É sempre possível, a partir de dados estatísticos,
manipular subpopulações dos dados, de modo a simular correlações entre coisas que
não estejam inclusas na análise estatística inicialmente. Note que nas tabelas 2 e 3,
o número de indivíduos no grupo teste é muito diferente do número de indivíduos
3 Uma correlação espúria é uma correlação sem significado, quando dois objetos exibem um comporta-

mento que se assemelha a um comportamento interdependente, mas que na verdade não é (também
conhecida popularmente como “mera coincidência”).
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no grupo controle. Essa diferença faz com que as taxas de recuperação não façam
sentido. Sendo esses números uma consequência da inclusão do sexo dos indivíduos na
estatística original, qualquer inferência com relação ao sexo dos indivíduos é incorreta
nessa estatística. A tabela 1 contém dados tratados de maneira correta, inclusive com a
intervenção sobre o uso do medicamento. O significado de “intervenção” ficará claro no
decorrer desse capítulo.

No dia a dia, é comum sermos bombardeados com informações incompatíveis,
como: “Comer ovos fritos traz problemas cardíacos” e “Comer ovos fritos traz benefícios
para o coração”. Informações espalhadas dessa maneira costumam ser originadas pelo
tratamento incorreto de estatísticas, assim como no exemplo que ilustra o paradoxo de
Simpson. Muitos desses erros se originam quando, ao ser realizado um levantamento
de dados para um estudo estatístico, os experimentadores inferem relações de causa
e efeito após perceberem correlações em subpopulações dessa estatística, sem realizar
uma nova estatística que permita avaliar se existem, de fato, tais relações causais.

A teoria de inferência causal fortalece o tratamento de dados estatísticos. Se
todo estudo estatístico se utilizasse da teoria de inferência causal, as inferências seriam
garantidas e as informações que nos bombardeiam no cotidiano seriam muito mais
confiáveis.

2.2 Probabilidades, Grafos e Redes Bayesianas

No estudo de inferência causal, variáveis aleatórias serão utilizadas para repre-
sentar os elementos de um modelo causal.

Observação. A partir de agora, adotaremos a convenção de que sempre que uma variável
aleatória for utilizada, o seu alfabeto será representado pelo símbolo que identifica a
variável (ex: X → X), pois estaremos interessados apenas no vetor de probabilidade
cujas componentes são associadas aos elementos do alfabeto da variável, não nos
elementos do espaço amostral.

Considere uma distribuição de probabilidade conjunta sobre o conjunto de
variáveis aleatórias X = {X1, . . . , Xn}. Considere também um ordenamento fixo dessas
variáveis (i = 1, . . . , n). Nesse ordenamento, a sequência de variáveis {X1, . . . , Xi−1}
contém os chamados antecessores de Xi. De acordo com a regra de Bayes, a probabilidade
conjunta sobre todas as variáveis de X é dada por

p(x1, . . . , xn) =
n

∏
i=1

p(xi|x1, . . . , xi−1). (2.5)

As relações de independência simplificam a probabilidade conjunta p(x1, . . . , xn). Con-
siderando que a probabilidade condicional de cada variável Xi não seja sensível ao
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condicionamento sobre todos os seus antecessores no ordenamento especificado acima,
tal distribuição será sensível a apenas um subconjunto de antecessores de cada variável
Xi. Cada termo existente no produtório do lado direito da eq. (2.5) pode ser substi-
tuído por uma probabilidade condicional envolvendo apenas este pequeno subconjunto
de antecessores. Tal subconjunto de antecessores será assumido como o conjunto das
variáveis que exercem influência causal sobre Xi.

2.2.1 Pais Markovianos

Definição 2.2.1 (Pais markovianos). Seja X = {X1, . . . , Xn} um conjunto ordenado de
variáveis com uma distribuição de probabilidades conjunta sobre todas essas variáveis.
O conjunto PAi = {pai} ⊆ {X1, . . . , Xi−1}, denominado pais markovianos de Xi, ou pais
de Xj, é o conjunto mínimo de antecessores de Xi que o torna independente de todos os
outros antecessores. Assim, PAi é qualquer subconjunto de {X1, . . . , Xi−1} que satisfaça

p(xi|pai) = p(xi|x1, . . . , xi−1), (2.6)

e que nenhum subconjunto de PAi satisfaça a eq. (2.6).

A utilização dos pais markovianos para descrever a distribuição de probabilida-
des conjunta sobre todas as variáveis induz a seguinte forma para a regra de Bayes:

p(x1, . . . , xn) =
n

∏
i=1

p(xi|pai). (2.7)

Observação. Como foi mencionado no capítulo anterior, a regra de Bayes não preferencia
ordenamento de probabilidades condicionais. A utilização dos pais markovianos para
descrever uma distribuição de probabilidade conjunta representa uma escolha específica
de ordenamento de probabilidades condicionais.

Observação. O ordenamento gerado pelo uso dos pais markovianos é útil para o estudo
de causalidade, pois o conjunto PAi será composto por todas as variáveis que são
possíveis causas da variável Xi.

2.2.2 Grafos Direcionados Acíclicos - DAGs

Na maioria dos cenários estudados nesse trabalho e em todo o estudo de teoria
de inferência causal, serão utilizados Grafos Direcionados Acíclicos para ilustrar modelos
envolvendo relações de influência causal. Para defini-los, vamos definir, primeiramente,
Grafos Direcionados.

Definição 2.2.2 (Grafo direcionado). Um grafo G consiste de um conjunto de vértices
V = {V1, . . . , Vn} e um conjunto de arestas A = {A1, . . . , Am}, onde cada aresta Ai ∈ A
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conecta um par ordenado de vértices (Vj, Vk) ∈ V. As arestas são direcionadas, ou seja,
possuem um sentido de incidência bem definido.

Dois vértices conectados por uma aresta em um grafo G são chamados de
adjacentes. Um caminho c é uma sequência de vértices (Vj, . . . , Vm) ⊆ V em que os
vértices Vk e Vk+1 são adjacentes para todo k. Um caminho c é dito orientado se para todo
par de vértices adjacentes (Vk, Vk+1) em um caminho c, a aresta que os conecta parte
de Vk e chega em Vk+1. Um ciclo orientado em G é um caminho orientado fechado, ou
seja, Vj = Vm. Com isso, podemos agora definir a classe de grafos que será de nosso
interesse.

Definição 2.2.3 (Grafo Direcionado Acíclico). Um grafo direcionado acíclico G é um grafo
direcionado livre de ciclos orientados.

Observação. Utilizaremos a sigla DAG para nos referir a grafos direcionados acíclicos,
devido ao seu termo em inglês directed acyclic graph.

O grafo gerado pela remoção do direcionamento das arestas de G é denominado
esqueleto de G.

Exemplo 2.2.1. A imagem abaixo ilustra um DAG.

Figura 2 – Grafo direcionado acíclico com V = {V1, V2, V3, V4} e A = {A1, A2, A3, A4}.

Definição 2.2.4 (Rede Bayesiana). DAGs utilizados para representar relações temporais
ou relações causais são chamados de redes bayesianas.

Em uma rede Bayesiana, cada vértice Vi ∈ V representa uma variável aleatória
Xi ∈ X. Os pais de uma variável Xi são todos os vértices do grafo conectados a Xi por
uma aresta que parte de Xj ∈ PAi e chega em Xi.

Exemplo 2.2.2. O grafo da fig. 2, ao representar um conjunto de variáveis aleatórias
X = {X1, X2, X3, X4} com uma distribuição de probabilidade conjunta P, exibe os
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seguintes conjuntos PAi:

PA1 = ∅,

PA2 = ∅,

PA3 = {X1, X2},
PA4 = {X2, X3}.

(2.8)

Dessa forma, o seguinte ordenamento da regra de Bayes para tais variáveis é induzido
pelo grafo:

p(x1, x2, x3, x4) = p(x1)p(x2)p(x3|x1, x2)p(x4|x2, x3). (2.9)

Definição 2.2.5 (Compatibilidade de Markov). Se uma distribuição de probabilidade P
admite a fatoração da eq. (2.7) relativa a um DAG G, dizemos que G representa P, ou G
e P são compatíveis, ou P é correspondente markoviano de G.

A compatibilidade entre P e G é condição necessária e suficiente para explicar,
através de um DAG G, dados estatísticos capazes de gerar P.

2.3 O Critério de d -separação

Uma maneira de caracterizar distribuições de probabilidade compatíveis com
um DAG G é através da verificação de que independências condicionais representadas
em G devem ser satisfeitas por P. Existe um critério, denominado critério de d-separação,
que relaciona certos tipos de estrutura de um DAG G com relações de independência
condicional nas distribuições de probabilidade compatíveis com G. Esse critério é
nomeado dessa forma para explicitar que a simples separação entre dois vértices Vi e Vk

através de um vértice Vj conectado aos dois não implica na condição (Xi⊥⊥ Xk|Xj)P, mas
que separações com direcionamento específico já são capazes de implicar tais relações.
Assim, a ideia de separação direcional levou ao nome d-separação.

Para definir o critério de d-separação, serão considerados três conjuntos disjuntos
de vértices em G: X, Y e Z. Assumiremos compatibilidade entre G e distribuições de
probabilidade sobre variáveis aleatórias X, Y e Z representadas pelos conjuntos de
vértices X, Y e Z em G.

Definição 2.3.1 (d-separação). Um caminho c é d-separado, ou bloqueado, por um
conjunto Z de vértices se, e somente se,

(i) c contenha uma corrente i→ j→ k ou um garfo i← j→ k, sendo j ∈ Z, ou

(ii) c contenha um colisor i→ j← k, sendo j e todos os seus descendentes /∈ Z.
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O conjunto Z de vértices d-separa X de Y se, e somente se, Z bloqueia todos os caminhos
que unem os conjuntos de vértices X e Y.

A d-separação de X e Y devido à Z será representada por (X ⊥⊥ Y|Z)G. Um
caminho entre X e Y conectado por Z é denominado d-conectado, sendo representado
por (X��⊥⊥Y|Z)G.

Exemplo 2.3.1. O DAG a seguir será utilizado para ilustrar as três possíveis relações
entre os conjuntos X, Y e Z de vértices.

  

Figura 3 – DAG G com conjunto de vértices V = {1, 2, 3, 4, 5, 6}.

Representando, com as escolhas adequadas de vértices para pertencer aos con-
juntos X, Y e Z, os casos em que (X⊥⊥Y|Z)G e o caso em que (X��⊥⊥Y|Z)G:

  

(a) X ← Z → Y

  

(b) X → Z → Y

Figura 4 – Casos em que o conjunto Z de vértices d-separa os conjuntos X e Y.
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Figura 5 – Caso em que Z d-conecta X e Y (X → Z ← Y)

Teorema 2.3.1 (Implicações probabilísticas de d-separação). Para quaisquer três conjuntos
disjuntos (X, Y, Z) de vértices em um DAG G e, para toda distribuição de probabilidades P,

(i) (X⊥⊥Y|Z)G ⇒ (X⊥⊥Y|Z)P sempre que G e P forem compatíveis.

(ii) Se (X ⊥⊥ Y|Z)P é uma relação de independência válida em todas as distribuições P
compatíveis com G, então (X⊥⊥Y|Z)G.

Demonstração. A demonstração desse teorema não será realizada pois envolve ferra-
mentas de teoria de inferência causal que não são definidas nesse trabalho. Entretanto,
ela pode ser encontrada nas refs. [8] e [7, seções 2.4 e 2.9.1].

Observação. Como foi dito na definição, a d-separação (X⊥⊥Y|Z)G implica a indepen-
dência condicional (X⊥⊥Y|Z)P. Se na distribuição P não houver condicionamento em Z,
as relações de independência são invertidas:

(i) (X⊥⊥Y|Z)G ⇒ (X��⊥⊥Y)P;

(ii) (X��⊥⊥Y|Z)G ⇒ (X⊥⊥Y)P.

Por exemplo, sem o condicionamento em Z, (X��⊥⊥Y)P nos casos representados nas
figuras 4a e 4b. Da mesma forma, (X⊥⊥Y)P na fig. 5.

Teorema 2.3.2 (Condição de Markov Ordenada). Uma condição necessária e suficiente para
uma distribuição de probabilidade P ser compatível com um DAG G é que, condicionada em
seus pais markovianos em G, cada variável seja independente de todos os seus antecessores em
algum ordenamento de variáveis que concorde com as arestas de G.

Teorema 2.3.3 (Condição de Markov Parental). Uma condição necessária e suficiente para
que uma distribuição de probabilidade P seja compatível com um DAG G é que cada variável
seja independente de todos os seus não-descendentes em G, condicional a seus pais markovianos.
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Os teoremas 2.3.2 e 2.3.3 seguem da definição de compatibilidade de Markov,
consistindo de duas maneiras distintas de determinar a compatibilidade entre G e P.

Definição 2.3.2 (v-estruturas). Uma v-estrutura de um grafo G é um caminho composto
por três vértices i, j, k ∈ V, em que ocorra um colisor i→ j← k.

Exemplo 2.3.2. O caminho composto pelos vértices 3, 5, 6 no DAG da fig. 3 é uma
v-estrutura.

Uma distribuição de probabilidade P pode ser compatível com dois grafos
distintos G e G′. O teorema a seguir dita restrições sobre G e G′ para que a distribuição
P seja compatível com ambos.

Teorema 2.3.4 (Equivalência Observacional). Dois DAGs G e G′ são observacionalmente
equivalentes se, e somente se, eles possuem o mesmo esqueleto e o mesmo conjunto de v-
estruturas.

Demonstração. A demonstração desse teorema pode ser encontrada na ref. [12, pag.259]

A equivalência observacional impõe uma restrição sobre as possíveis inferências
com relação ao sentido das arestas de um grafo ao utilizar apenas uma distribuição de
probabilidades P compatível com G e G′. Assim, uma distribuição de probabilidades P
é capaz de garantir o sentido de algumas arestas de G. Outras hipóteses e ferramentas
devem ser utilizadas para garantir o sentido das arestas restantes.

2.4 Intervenções e Redes Bayesianas Causais

2.4.1 Intervenções

Um estudo estatístico com o objetivo de determinar as relações causais entre
as variáveis estudadas deve partir inicialmente de hipóteses sobre as relações de in-
dependência entre as variáveis. A partir de tais hipóteses, constrói-se um DAG G que
as represente e, a partir daí, avalia-se se uma distribuição de probabilidades P obtida
através da observação das variáveis em questão é compatível com G, ou seja, se as cor-
relações observadas em P são representadas em G. Mesmo nesta etapa, ainda não é
possível garantir relações causais entre as variáveis. Para inferir relações causais entre
variáveis é necessário checar como as variáveis se comportam através de intervenções.

Definição 2.4.1 (Intervenção). Uma intervenção, ou ação, sobre uma variável aleatória
é uma realização forçada de um valor da variável. Uma intervenção elimina a influência
dos pais markovianos sobre a variável.
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Uma probabilidade condicionada a um valor observado de uma variável X é
representada por p(.|x). A mesma probabilidade condicionada a um valor forçado da
mesma variável será representada por p(.|faça(X = x)). Uma intervenção realizada
sobre uma variável faz com que seja possível checar a relação causal entre tal variável e
seus descendentes.

Exemplo 2.4.1. Consideremos o seguinte DAG G:

  

Figura 6 – DAG com V = {X1, X2, X3, X4, X5}

Suponha que o DAG acima represente um modelo em que as váriáveis represen-
tem as seguintes observações:

(i) X1 = Estação do ano;

(ii) X2 = Ocorrência de chuva;

(iii) X3 = Estado de um regador automático de jardim;

(iv) X4 = Presença de água na calçada;

(v) X5 = Perigo de escorregamento na calçada;

X1 é a única variável não-dicotômica:

X1 : Verão 7→ 0

Outono 7→ 1

Inverno 7→ 2

Primavera 7→ 4.

(2.10)

As variáveis X2, X3, X4 e X5 são dicotômicas, assim, assume-se

Xi : Sim 7→ 0

Não 7→ 1,
(2.11)
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para i = 2, 4, 5. Já para X3:

X3 : Desligado 7→ 0

Ligado 7→ 1.
(2.12)

Como mencionado anteriormente, mesmo que uma distribuição de probabilida-
des P obtida através da observação dessas variáveis expresse correlações entre elas, isso
não é suficiente para garantir que haja uma relação causal entre tais variáveis. Suponha
que deseja-se garantir a existência da aresta que liga X3 a X4, ou seja, deseja-se checar
se o regador automático é capaz de deixar a calçada molhada ou não. Uma justificativa
possível para a análise dessa relação causal é que a água lançada pelo regador é con-
centrada apenas sobre jardim, não chegando à calçada. Para analisar tal relação causal,
uma intervenção será feita sobre X3.

Ao realizar uma intervenção sobre X3 do tipo “faça(x3 = 1)”, isso significa que
o experimentador manteria o regador de jardim propositalmente ligado, fazendo uma
nova estatística sobre as outras variáveis com essa condição. O mesmo deve ser feito
para “faça(x3 = 0)”. O grafo G′ gerado por esta intervenção é:

  

Figura 7 – Dag G′ gerado pela intervenção sobre a variável X3.

A distribuição de probabilidade resultante da operação faça(x3 = 1) é

pfaça(x3=1)(x1, x2, x4, x5) = p(x1)p(x2|x1)p(x4|x1, x2, faça(x3 = 1))p(x5|x4). (2.13)

Se a partir dessa nova distribuição, forem obtida as relações

p(x4 = 0|faça(x3 = 1)) > p(x4 = 0|faça(x3 = 0) (2.14a)

e

p(x4 = 1|faça(x3 = 0)) > p(x4 = 1|faça(x3 = 1)), (2.14b)

isso indica que, de fato, a variável X3 tem uma influência causal sobre X4.
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Este exemplo demonstra a diferença entre observação e ação. O efeito da observa-
ção de X3 = 0 é obtido por um condicionamento bayesiano simples p(x1, x2, x4, x5|x3 =

0), enquanto que o efeito da ação “faça(x3 = 0)” implica um condicionamento so-
bre uma modificação do grafo inicial G, eliminando as arestas que ligam PA3 a X3.
Utilizando-se apenas da observação x3 = 0, poderia existir uma tendência de inferir
que X1 corresponda a uma estação seca, portanto X2 corresponda a falta de chuva e, por
esse motivo, o regador está ligado (x3 = 0), e assim por diante. Esse tipo de inferência
jamais poderia ser realizado em um cenário envolvendo intervenções.

2.4.2 Redes Bayesianas Causais

Definição 2.4.2 (Rede Bayesiana Causal). Considere uma distribuição de probabilidades
P sobre um conjunto V de variáveis aleatórias. Definimos uma distribuição Pfaça(x) como
a distribuição resultante da intervenção “faça(x)” em P, reduzindo o subconjunto X
a constantes x. Seja Pfaça(x) o conjunto de todas as distribuições Pfaça(x), X ⊆ V, a
distribuição que não envolva intervenções. Um DAG G é uma Rede Bayesiana Causal
compatível com Pfaça(x) se, e somente se, as seguintes condições são válidas para todo
Pfaça(x) ∈ Pfaça(x):

(i) Pfaça(x) é compatível com G;

(ii) p(vi|faça(x)) = 1 ∀ Vi ∈ X sempre que vi for consistente com a ação X = x, ou
seja, sendo Vi uma das variáveis sobre as quais há uma intervenção, a variável
assume o valor vi deterministicamente.

(iii) p(vi|pai, faça(x)) = p(vi|pai) ∀ Vi /∈ X sempre que pai for consistente com a ação
X = x, ou seja, cada p(vi|pai) seja invariante sob intervenções que não envolvam
Vi.

A def. 2.4.2 impõe restrições na distribuição Pfaça(x) que possibilitam codificá-la
na forma de uma única rede Bayesiana G. Tais restrições permitem escrever qualquer
distribuição Pfaça(x) na forma

p(v|faça(x)) = ∏
{i|Vi /∈X}

p(vi|pai), (2.15)

de modo que isso justifica o procedimento de arestas, como na eq. (2.13).

Redes Bayesianas Causais possuem as seguintes propriedades:

(i) Para todo i,
p(vi|pai) = p(vi|faça(pai)), (2.16a)
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(ii) Para todo i e para todo subconjunto S de variáveis disjuntas de Vi ∪ PAi,

p(vi|faça(pai, s) = p(vi|faça(pai)). (2.16b)

A propriedade (i) torna cada conjunto PAi exógeno relativo a seus descendentes
Vi, garantindo que a probabilidade condicional p(vi|pai) coincida com o efeito de
configurar PAi em pai por controle externo. A propriedade (ii) expressa o fato de que
apenas os PAi possam influenciar seus descendentes Vi, ou seja, Vi é invariante por
intervenções sobre variáveis /∈ PAi.

2.5 Modelos Causais Funcionais

Nessa seção, serão definidos os chamados modelos causais funcionais. Esses mo-
delos são poderosos por descreverem o funcionamento de cada variável envolvida em
função de seus pais markovianos, diferentemente das redes Bayesianas causais, que
determinam a existência de relações causais, mas nada dizem sobre como elas se dão.

Apesar dessa descrição, os modelos causais funcionais não deixam de represen-
tar a natureza probabilística dos fenômenos estatísticos, no sentido de que se ao saber
como uma variável do modelo se comporta em função de todos os seus pais markovia-
nos e, ainda assim, os valores observados da variável não se comportam de maneira
determinística, isso sugere que existam fatores não observados gerando flutuações no
comportamento previsto para a variável.

Definição 2.5.1 (Modelo Causal Funcional). Um modelo causal funcional consiste de
um conjunto de equações da forma

xi = fi(pai, ui), i = 1, . . . , n, (2.17)

expressando que uma variável aleatória é uma função dos seus pais markovianos PAi e
de variáveis Ui, essas últimas representando perturbações devidas a fatores omitidos
no modelo e desconhecidos pelo experimentador.

Definição 2.5.2 (Modelo de Equação Estrutural Linear). Um modelo de equação estru-
tural linear é uma relação do tipo

xi = ∑
k 6=i

αikxk + ui, i = 1, . . . , n. (2.18)

São associados coeficientes αik nulos às variáveis Xk /∈ PAi, impondo a dependência de
cada variável apenas aos seus pais markovianos e a perturbações Ui.

As relações causais funcionais expressam o senso comum das ciências naturais
sobre o funcionamento da natureza. Tais relações podem ser interpretadas como a
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maneira que a natureza determina um valor xi para a variável Xi de acordo com todos
os possíveis valores de PAi e Ui. Apesar deste senso comum, veremos no próximo
capítulo (seção 3.3.2) que a natureza, por vezes, não permite que aleatoriedade seja
justificada pela falta de conhecimento sobre os fatores externos Ui, indicando que a
natureza é intrinsecamente aleatória.

Um modelo causal funcional é denominado semi-markoviano se os valores das
variáveis X são unicamente determinados pelos valores das variáveis U. Assim, a
distribuição de probabilidade p(x1, . . . , xn) é unicamente determinada pela distribuição
p(u1, . . . , un) das perturbações Ui. Um diagrama causal G é denominado markoviano se
cada variável Ui for independente de todas as outras Uj, j 6= i.

Observação. Apesar de uma distribuição de probabilidade ter sido assumida para as
variáveis de perturbação Ui, isso não implica que essa distribuição possa ser obtida
por observações, dado que tais variáveis não são observadas. Tal distribuição é as-
sumida simplesmente para completar a distribuição do modelo e, assim, justificar o
comportamento das variáveis observadas Xi.

Definição 2.5.3 (Diagrama Causal). Um diagrama causal é um grafo G gerado, a partir
de um modelo causal funcional, ao adicionar arestas partindo de cada variável em PAi e
chegando em Xi, para todas as variáveis representadas no grafo.

Teorema 2.5.1 (Condição de Markov Causal). Todo modelo funcional causal markoviano M
induz uma distribuição p(x1, . . . , xn) que satisfaz a Condição de Markov Parental relativa ao
diagrama causal G associado a M.

Demonstração. Considerando que o conjunto PAi ∪Ui determina unicamente o valor
de Xi, a distribuição de probabilidades p(x1, . . . , xn, u1, . . . , un) é compatível com o
DAG aumentado G(X, U) em que as variáveis U são representadas explicitamente. A
condição de markov sobre a distribuição marginal p(x1, . . . , xn) segue da d-separação
em G(X, U).

Em geral, serão utilizados neste trabalho apenas modelos markovianos. Consi-
deraremos que se uma variável de perturbação Ui tiver alguma influência sobre outra
variável que não seja a variável Xi, ela deverá ser tratada como um covariante.

Definição 2.5.4 (Covariante). Um covariante é um conjunto C de vértices de um diagrama
causal G que representa uma influência não-observada comum a dois outros conjuntos
X e Y em G.

Diferentemente das variáveis de perturbação Ui mencionadas anteriormente,
os covariantes são representados explicitamente no grafo, e como um covariante é



2.6. Cálculo de Intervenções 45

inacessível, ele não é representado em uma distribuição de probabilidades P compatível
com G.

Exemplo 2.5.1. A imagem a seguir ilustra um covariante C em um DAG G.

  

Figura 8 – Representação de um covariante C e sua influência sobre dois conjuntos X e
Y em um DAG.

Para mais detalhes sobre tratamento de DAGs com covariantes podem ser en-
contrados na ref. [7, p.78-84].

Observação. Aos leitores familizarizados com teoria de Não-localidade, as variáveis
ocultas responsáveis por definir o conjunto de correlações locais, definidas na seção
3.3.2, correspondem a uma classe dos covariantes aqui definidos.

2.6 Cálculo de Intervenções

O Cálculo de Intervenções é uma ferramenta útil para obter probabilidades
condicionadas a intervenções sem que intervenções sejam, de fato, realizadas sobre as
variáveis. Na prática, muitas variáveis podem não estar acessíveis para intervenções,
de modo que o observador pode ser limitado a apenas observar tais variáveis. Isso
pode ser visto no ex. 2.4.1, dado que as únicas variáveis sobre as quais é possível
intervir são X3, X4 e X5, as variáveis X1 e X2 representam elementos da natureza que o
experimentador não controla. Por esse motivo, o Cálculo de Intervenções é útil.

Considerando três conjuntos disjuntos X, Y e Z de vértices em um DAG causal
G, GX denotará o grafo obtido pela remoção de todas as arestas que chegam em X em
G, e GX representará o grafo obtido pela remoção de todas as arestas que partem de X.
A notação p(.|faça(x)) será substituída por p(.|x̂) por simplicidade, dado que há, neste
momento, mais intuição sobre a diferença entre observação e intervenção.

Teorema 2.6.1 (Regras do Cálculo de Intervenções). Seja G um DAG associado a um modelo
causal funcional e P a distribuição de probabilidades induzida pelo modelo. Para quaisquer
subconjuntos disjuntos X, Y e Z de variáveis, as seguintes regras são válidas:
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(i) Inserção/remoção de observações:

p(x|y, z) = p(x|y) se (X⊥⊥Z|Y)G. (2.19a)

(ii) Permutação entre observação e ação:

p(x|y, ẑ) = p(x|y, z) se (X⊥⊥Z|Y)GZ . (2.19b)

(iii) Inserção/remoção de ações:

p(x|y, ẑ) = p(x|y) se (X⊥⊥ Z|Y)GZ(Y)
(2.19c)

Demonstração. A demonstração da validade destas regras pode ser encontrada na ref.
[7, p.86].

Corolário 2.6.1. Um efeito causal p(x1, . . . , xj|ẑ1, . . . , ẑk) é identificável em um modelo ca-
racterizado por um grafo G se existe uma sequência finita de transformações, cada uma de
acordo com as regras do teo. 2.6.1, que reduza p(x1, . . . , xj|ẑ1, . . . , ẑk) a uma expressão de
probabilidades que envolva apenas variáveis observadas, e não envolva intervenções.

Exemplo 2.6.1 (Derivando efeitos causais por observações). Considere o seguinte DAG:

  

Expressaremos, utilizando as regras do teorema 2.6.1, diferentes probabilidades
condicionadas a intervenções através de probabilidades condicionadas a observações:

(I) Efeito causal de X sobre Z (p(z|x̂)): Será utilizada a regra (ii) neste caso. Para isso,
é necessário analisar o grafo GX:
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Neste grafo, não há aresta partindo de X e chegando em Z. O único caminho que
conecta as duas variáveis é X ← C → Y ← Z que só passa a ser d-conectado por
Y ao haver condicionamento em Y. Não havendo condicionamento, o caminho é
d-separado. Portanto, como (X⊥⊥Z)GX ,

p(z|x̂) = p(z|x). (2.20)

(II) Efeito causal de Z sobre Y (p(y|ẑ)): Não é possível utilizar a regra (ii) aqui. Isso
pode ser percebido ao analisar o grafo GZ necessário para essa regra:

  

O caminho que liga Y a Z é Z ← X ← C → Y que é d-conectado por não haver
condicionamento em X: (Y��⊥⊥ Z)GZ . Para bloquear este caminho através de X,
devemos checar o condicionamento em X, incluindo-o na análise de p(y|ẑ):

p(y|ẑ) = ∑
x

p(x, y|ẑ) = ∑
x

p(x|ẑ)p(y|x, ẑ). (2.21a)

É necessário remover agora ẑ dos dois termos do lado direito da equação (2.21a).
Utilizando a regra (iii) para o termo p(x|ẑ), remove-se o condicionamento em ẑ
pois (X⊥⊥Z)GZ

, como mostrado no item (I). Portanto,

p(x|ẑ) = p(x). (2.21b)

Retomando a análise inicial de GZ para modificar o termo p(y|x, ẑ) na eq (2.21a),
vemos que agora o caminho que conecta Y a Z é d-separado por X: (Y⊥⊥Z|X)GZ ,
portanto, podemos utilizar a regra (ii):

p(y|x, ẑ) = p(y|x, z). (2.21c)

Dessa forma, reescrevemos a expressão p(y|ẑ) apenas em termos de observações:

p(y|ẑ) = ∑
x

p(x)p(y|x, z). (2.21d)

Este exemplo serve para ilustrar a força do cálculo de intervenções, reafirmando
que através dele, é possível determinar efeitos de intervenções utilizando observações
realizadas da maneira correta.
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Vimos nesse capítulo que inferir relações causais a partir de correlações é uma
tarefa não-trivial e que deve ser tratada com cautela, além disso, apresentamos diversas
ferramentas que permitem garantir quando correlações são originadas por relações
causais.

O próximo capítulo consiste da teoria de Não-localidade, que é baseada no
estudo de tipos de correlações entre variáveis. Ter em mente a distinção entre correlações
e relações causais será útil na discussão de seu conteúdo, além de poder trazer mais
intuição sobre os conceitos envolvidos.
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3 Não-localidade

Neste capítulo, uma breve introdução à teoria de Não-localidade será feita. O
estudo de Não-localidade foi motivado pela descoberta de que a Mecânica Quântica,
teoria desenvolvida para descrever o comportamento de objetos microscópicos, prevê
diversos fenômenos que são difíceis de compreender sob a luz da Mecânica Clássica,
reforçados por um vasto número de confirmações experimentais. Um desses fenômenos
é o emaranhamento, um tipo de correlação que as partes de um sistema quântico podem
exibir, e que não é possível de ser explicado classicamente. O emaranhamento e outras
correlações que a mecânica quântica prevê, e que são incompatíveis com a Mecânica
Clássica, são englobados nas chamadas correlações não-locais.

Ao leitor interessado em se aprofundar na teoria de Não-localidade, é indicado
ler a ref. [13], na qual boa parte desse capítulo foi baseada. Para uma introdução à
mecânica quântica, as refs. [14, 15]. Outra ótima referência para uma introdução à
mecânica quântica, mais voltada para a área de Computação e Informação quântica é a
ref. [16].

3.1 Geometria Convexa

Iniciaremos o estudo de Não-localidade através da introdução de certas ferra-
mentas de geometria convexa, que serão a base de todo este estudo.

Definição 3.1.1 (Conjunto Convexo). Um conjunto S ⊂ RN é convexo se, para quaisquer
elementos s1 e s2 ∈ S,

αs1 + (1− α)s2 ∈ S, α ∈ [0, 1]. (3.1)

Analisando geometricamente o conjunto convexo S em um espaço Euclidiano
RN, a sua principal característica é que, ao unir os pontos s1 e s2 por um segmento de
reta, todos os pontos deste segmento de reta pertencerão a S.

Definição 3.1.2 (Combinação Convexa). Uma combinação convexa s de elementos si

pertencentes a um conjunto convexo S é também um elemento de S, sendo definido por

s = ∑
i

αisi, (3.2)

αi ∈ [0, 1] e ∑i αi = 1.

Definição 3.1.3 (Elemento extremal). Um elemento si ∈ S é extremal se não puder ser
escrito como combinação convexa de outros pontos pertencentes a S.



50 Capítulo 3. Não-localidade

Definição 3.1.4 (Fecho convexo). O fecho convexo S de um conjunto qualquer S ⊂ RN é
o menor conjunto convexo que contém S .

Exemplo 3.1.1. Considere o conjunto de pontos S ⊂ R3:

S = {s1, s2, s3, s4} = {(0, 0, 0), (1, 0, 0), (0, 1, 0), (0, 0, 1)}, (3.3)

o fecho convexo S é o tetraedro de vértices s1, s2, s3, s4, representado na imagem abaixo:

  

Figura 9 – Fecho convexo S do conjunto de pontos S .

Alguns conjuntos de interesse para o estudo de não-localidade são aqueles
representados por fechos convexos de conjuntos finitos de pontos. Esses conjuntos são
denominados Politopos.

Definição 3.1.5 (Politopo). Um politopo é um conjunto representado pelo fecho convexo
de um conjunto finito de pontos S ⊂ RN.

Observação. Rigorosamente, não é necessário que um politopo seja convexo. Entretanto,
como neste trabalho apenas politopos convexos serão utilizados, a definição foi restrita
para esse caso.

Os vértices de um politopo são os pontos extremais desse conjunto. O conjunto
representado por S na fig. 9 é um politopo, pois é o fecho convexo de um conjunto
finito de pontos.

Definição 3.1.6 (Hiperplano de Suporte). Considere um vetor a ∈ RN e uma constante
b ∈ R. Um hiperplano H = {h ∈ RN|a · h = b} é um hiperplano de suporte de um
conjunto convexo S ⊂ RN, se H ∩ S contém pelo menos um elemento e o semiespaço
Hse satisfaz a relação S ⊂ Hse = {h ∈ RN|h · a ≤ b}.

Um resultado de geometria convexa, denominado Teorema de Minkowski, diz que
um politopo S pode ser representado equivalentemente de duas maneiras:
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(i) Representação V : Nessa representação, o politopo é descrito como o fecho convexo
de um conjunto finito de pontos S = {s1, . . . , sn}:

S =

{
p ∈ RN

∣∣∣∣∣p = ∑
i

αisi, αi ≥ 0, ∀ i, ∑
i

αi = 1

}
. (3.4a)

(ii) RepresentaçãoH: Nessa representação, o politopo é descrito como a interseção de
um número finito de semiespaços:

S =
{

p ∈ RN |ai · p ≥ bi , ∀ i ∈ I
}

, (3.4b)

em que {(ai, bi), i ∈ I} denota o conjunto finito de desigualdades. As desigualda-
des que definem um politopo são denominadas facetas do politopo.

Observação. Para tais representações, assume-se implicitamente a ideia de minimali-
dade, no sentido de que é possível representar um determinado politopo como o fecho
convexo de um número arbitrário de pontos na representação V , ou equivalentemente,
como a interseção de um número arbitrário de semiespaços na representação H. En-
tretanto utilizamos sempre o número mínimo de vértices ou semiespaços capazes de
caracterizar o politopo.

3.2 Abordagem Independente de Dispositivos

Neste trabalho, caracterizaremos conjuntos de correlações utilizando uma abor-
dagem denominada Independente de Dispositivos. A natureza dessa abordagem é expressa
pelo uso das chamadas caixas pretas. Uma caixa preta é um objeto matemático que re-
presenta um conjunto de funções, ou entradas, para cada qual, há um conjunto de
resultados associado. Se pensarmos em uma caixa preta como a representação de um
dispositivo envolvendo sistemas físicos, é possível considerar que suas entradas sejam
medições em sistemas.

As caixas pretas recebem esse nome de modo a ilustrar a ideia de independência
de dispositivos, no sentido de que há máxima ignorância sobre o funcionamento das
caixas, assim, a descrição que traz o máximo de informação sobre as caixas envolve
apenas distribuições de probabilidades de resultados de entradas condicionados às
escolhas dessas entradas.

Observação. Não faz sentido considerar que uma caixa preta seja, em geral, uma repre-
sentação de medições e resultados em um sistema físico. Entretanto, por ser sempre
possível obter uma descrição de uma caixa preta a partir de um conjunto de medições
em um sistema físico, faremos uma extrapolação nesse sentido, considerando que caixas
pretas sejam, de fato, a representação de medições e resultados em sistemas físicos,
destacando que muitos desses sistemas não são reais. A partir desta ideia, sempre
chamaremos as entradas de uma caixa preta de medições.
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Exemplo 3.2.1. Uma caixa preta que descreve um experimento em que é possível
fazer alguma medição xi ∈ X = {x0, . . . , xn−1}, cada qual com possíveis resultados
A = {a0, . . . , an−1} pode ser representada pela figura a seguir:

  

Figura 10 – Caixa preta representando as possíveis medições xi ∈ X e possíveis resulta-
dos aj ∈ A.

O motivo principal pelo qual a abordagem independente de dispositivos é
adotada neste trabalho é estudar as correlações que a teoria quântica permite, em
comparação com outros tipos de correlações. As distribuições de probabilidade que
podem ser obtidas através da teoria quântica serão analisadas em conjunto com algumas
hipóteses físicas que definem certos tipos de correlações. Tais hipóteses serão expressas
como restrições sobre conjuntos de distribuições de probabilidade e a análise das
correlações será realizada sobre conjuntos de correlações.

3.2.1 Caixas Pretas Simples

Definição 3.2.1 (Caixa Preta). Uma caixa preta1 P que descreve um conjunto de me-
dições {m0, . . . , mN−1}, em que cada medição possui2 um conjunto de resultados
{r0, . . . , rD−1}, é representada por uma matriz de dimensão N × D:

P =


p(r0|m0) . . . p(r0|mN−1)

p(r1|m0) . . . p(r1|mN−1)
... . . . ...

p(rD−1|m0) . . . p(rD−1|mN−1)

 , (3.5)

sendo p(ri|mj) a probabilidade de obter o resultado ri ao realizar a medição mj.

Cada coluna da matriz P contém uma distribuição de probabilidade para todos
os possíveis resultados ri condicionada à escolha de medição mj. Portanto, a soma de
1 Os termos “caixa preta” e “caixa” serão utilizados de forma equivalente.
2 Aqui foi considerado que todas as medições de uma caixa preta possuem o mesmo número de

resultados possíveis. Essa condição não é necessária: É possível analisar casos de caixas pretas com
diferentes quantidades de possíveis resultados entre as medições, entretanto estes casos não serão de
interesse para esse trabalho.
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todos os elementos de cada coluna de P deve satisfazer a condição de normalização

∑
i

p(ri|mj) = 1, (3.6a)

além disso, cada elemento deve satisfazer a não-negatividade

p(ri|mj) ≥ 0. (3.6b)

É conveniente introduzir, sem perda de generalidade, um vetor p ∈ RN×D para repre-
sentar a caixa P:

p =
[
p(r0|m0) p(r1|m0) . . . p(rD−1|m0) p(r0|m1) . . .

. . . p(rD−1|m1) . . . p(r0|mN−1) . . . p(rD−1|mN−1)
]
.

(3.7)

A condição de normalização e a não-negatividade, expressos pelas eqs. (3.6),
restringem os vetores p a um conjunto B(N, D) ⊂ RN×D.

Proposição 3.2.1. O conjunto B(N, D) é convexo.

Demonstração. Um vetor p pertence a B(N, D) se ele satisfaz as condições de normaliza-
ção sobre todas as escolhas de medição e se p(ri|mj) ≥ 0, ∀ p(ri|mj) ∈ p. Considerando
que p seja um vetor obtido por combinação de caixas p1, p2 ∈ B(N, D), ele é escrito
como

p = αp1 + (1− α)p2. (3.8a)

Cada componente de p é então

p(ri|mj) = αp1(ri|mj) + (1− α)p2(ri|mj), (3.8b)

como p1(ri|mj) ≥ 0 e p2(ri|mj) ≥ 0, a combinação convexa destes dois elemen-
tos implica que p(ri|mj) ≥ 0 ∀ p(ri|mj) ∈ p, satisfazendo assim a condição de não-
negatividade. A condição de normalização é satisfeita se, para todo p(ri|mj),

∑
i

p(ri|mj) = 1. (3.8c)

Como p = αp1 + (1− α)p2

∑
i

p(ri|mj) = ∑
i

[
αp1(ri|mj) + (1− α)p2(ri|mj)

]
=

[
α

(
∑

i
p1(ri|mj)

)
+ (1− α)

(
∑

i
p2(ri|mj)

)]
= α + 1− α = 1.

(3.8d)

Assim, como qualquer vetor p obtido por combinação convexa de dois vetores p1, p2 ∈
B(N, D) também pertence a B(N, D), conclui-se que B(N, D) é um conjunto convexo.
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As chamadas caixas determinísticas são aquelas que possuem, para cada escolha
de medição mj,

p(ri|mj) =

{
1, para algum i = k
0, ∀ i 6= k

. (3.9)

As caixas determinísticas são vértices do conjunto B(N, D), pois não é possível obter
tais caixas através de uma combinação convexa de outras caixas ∈ B(N, D). O número
de caixas determinísticas de B(N, D) é DN. Como essas caixas são os pontos extre-
mais do conjunto B(N, D) e qualquer outro ponto desse conjunto pode ser obtido por
combinação convexa de tais pontos extremais, conclui-se que B(N, D) é um politopo.

3.2.2 Caixas Pretas Bipartidas

Todas as análises que serão feitas sobre não-localidade se basearão em algum
cenário fixo. Um cenário é definido pela especificação do número de partes de um
sistema, número de medições que cada parte é capaz de realizar, e número de resultados
possíveis de cada medição. Um cenário de Caixas Pretas Simples é determinado pelo
conjunto B(N, D), no qual, o sistema é constituído de apenas uma parte. Já um cenário
com número P de partes é determinado por um conjunto B(P, N, D). Este trabalho é
voltado para cenários bipartidos, ou seja, cenários que representam um sistema composto
por duas partes.

Observação. As medições e os resultados serão representados por variáveis aleatórias.
Assim, cada valor da variável “medição” representa uma escolha de medição possível.
Da mesma forma, cada valor da variável “resultado” representa um possível resultado.

Definição 3.2.2 (Caixa Preta Bipartida). Uma caixa preta bipartida PAB representa um
sistema composto por duas partes A e B, em que a parte A pode realizar qualquer
medição de um conjunto X = {x0, . . . , xN−1} de medições, e a parte B pode realizar
qualquer medição de um conjunto Y = {y1, . . . , yN−1} de medições. Cada medição da
parte A possui um conjunto de resultados possíveis {a0, . . . , aD−1}, e cada medição da
parte B possui um conjunto de resultados possíveis {b0, . . . , bD−1}. Uma caixa preta
bipartida PAB é representada por uma matriz

PAB =


p(a0, b0|x0, y0) . . . p(a0, b0|xN−1, yN−1)

p(a0, b1|x0, y0) . . . p(a0, b1|xN−1, yN−1)
... . . . ...

p(aD−1, bD−1|x0, y0) . . . p(aD−1, bD−1|xN−1, yN−1)

 , (3.10)

sendo cada elemento p(ai, bj|xk, ym) a probabilidade da parte A obter o resultado ai

após a escolha de medição xk e a parte B de obter o resultado bj após a escolha de
medição ym.
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Observação. Na definição 3.2.2, a caixa preta bipartida foi definida de forma que tanto o
número de medições quanto o número de resultados são os mesmos nas duas partes.
Essa restrição não é necessária em geral, sendo adotada aqui apenas pois não nos
preocuparemos com cenários em que os números de medições e resultados de cada
partição sejam diferentes.

Observação. Repetiremos uma simplificação de notação adotada no cap. 1 em que os
índices que identificam os valores de uma variável serão omitidos.

Observação. Por motivo de tradição na área de Informação Quântica, os responsáveis
por fazer experimentos sobre os sistemas A e B serão chamados de “Alice” e “Bob”,
respectivamente.

De maneira similar à caixa simples, cada coluna da matriz PAB contém a distri-
buição de probabilidade sobre todos os possíveis resultados para da medição conjunta
de x e y. Dessa forma,

∑
a,b

p(a, b|x, y) = 1. (3.11)

Utilizam-se probabilidades conjuntas sobre os resultados das duas partes con-
dicionadas às escolhas de medição de cada parte pois a ideia é analisar as correlações
entre os resultados das medições das duas partes.

Analogamente às caixas simples, uma caixa bipartida PAB também pode ser
representada por um vetor pAB ∈ RD2×N2

. Em geral, conjuntos de caixas dependem,
além do número de medições e de resultados por medição, do número de partes
que compõem. Por esse motivo, o conjunto de caixas bipartidas será denotado por
B(2, N, D).

Proposição 3.2.2. O conjunto B(2, N, D) de caixas bipartidas é convexo.

Demonstração. A demonstração pode ser feita utilizando o mesmo método utilizado
para a demonstração da prop. 3.2.1. Além disso, assim como o conjunto B(N, D), o
conjunto de caixas bipartidas B(2, N, D) também é um politopo.

3.2.3 O Cenário CHSH

O cenário CHSH3 é representado por um sistema composto por dois subsistemas,
sobre os quais é possível realizar duas medições em cada, com dois possíveis resultados
em cada medição. O conjunto que representa esse cenário é o B(2, 2, 2). A imagem
abaixo ilustra o cenário CHSH.

3 Sigla utilizada devido ao trabalho de J. F. Clauser, M. A. Horne, A. Shimony, R. A. Holt, encontrado
na ref. [17].
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Figura 11 – Representação do cenário CHSH.

A probabilidade de obter o resultado de uma parte para uma dada escolha de
medição conjunta sobre as duas partes é obtida através da marginalização sobre a
probabilidade conjunta:

p(a|x, y) = ∑
b

p(a, b|x, y), (3.12a)

p(b|x, y) = ∑
a

p(a, b|x, y). (3.12b)

O número de pontos extremais do politopo B(2, 2, 2) é igual ao número de
pontos extremais do politopo B(4, 4), basta notar que a dimensão de uma matriz
que representa uma caixa PAB ∈ B(2, 2, 2) é a mesma de uma matriz que representa
uma caixa P ∈ B(4, 4). Assim, como o conjunto B(N, D) possui DN pontos extremais,
B(2, 2, 2) possui 44 = 256 pontos extremais.

3.3 Conjuntos de Correlações

Em um cenário de não-localidade, as caixas PAB carregam correlações entre as
probabilidades de obtenção de resultados a e b condicionadas às escolhas x e y. Cada
tipo de correlação será representada por um subconjunto de B(2, 2, 2).

3.3.1 Correlações Não-sinalizantes

Fisicamente, gostaríamos de nos restringir a correlações não-sinalizantes para
analisar as correlações permitidas no caso em que não há informação sendo transmitida
entre Alice e Bob. Tal transmissão de informação pode ocorrer quando a probabilidade
do resultado da medição sobre uma parte depende da escolha de medição da outra parte,
assim, nos restringiremos a casos em tal influência não ocorra. Além disso, assumimos
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a hipótese de livre escolha, que consiste em considerar que as escolhas de medição de
cada parte não dependam de outras variáveis.

Tentaremos, sempre que possível, utilizar DAGs para representar os cenários de
não-localidade. Entretanto, como tais DAGs devem ser compatíveis simultaneamente
com todas as distribuições de probabilidade contidas em uma caixa, isso limita a
representação por DAGs, de modo que os resultados de cada parte serão representados
por um único vértice que os englobe.

Definição 3.3.1 (Correlação Não-Sinalizante). Uma caixa PAB ∈ B(2, 2, 2) é dita não-
sinalizante se todas as probabilidades marginais sobre a parte da Alice e sobre a parte do
Bob satisfazem as relações

p(a|x, y) = p(a|x), ∀y, (3.13a)

p(b|x, y) = p(b|y), ∀x. (3.13b)

Como dito anteriormente, a condição de não-sinalização, expressa pelas eqs.
(3.13), proíbe que a escolha de medição sob cada parte influencie o resultado da outra
parte. O DAG a seguir ilustra as correlações não-sinalizantes.

  

Figura 12 – Representação geral de um sistema do cenário CHSH correlacionado de
forma não-sinalizante.

O conjunto de correlações não-sinalizantes no cenário CHSH é um subconjunto
de B(2, 2, 2), dado que as correlações não-sinalizantes satisfazem as condições que
definem o conjunto B(2, 2, 2). O conjunto de correlações não-sinalizantes será denotado
por NS(2, 2, 2),

O conjunto NS(2, 2, 2) contém pontos extremais que não são pontos determinís-
ticos, gerados pela condição de não-sinalização. Tais pontos são as denominadas Caixas
PR. O termo “caixa PR” surgiu devido ao trabalho de Sandu Popescu e Daniel Rohrlich
[18], onde foram apresentadas pela primeira vez. Essas caixas são muito importantes
no estudo de Não-localidade, e uma delas será utilizada no próximo capítulo.
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As caixas PR são as seguintes:

PPR1 =
1
2

[ 1 1 1 0
0 0 0 1
0 0 0 1
1 1 1 0

]
, PPR2 =

1
2

[ 1 1 0 1
0 0 1 0
0 0 1 0
1 1 0 1

]
, PPR3 =

1
2

[ 1 0 1 1
0 1 0 0
0 1 0 0
1 0 1 1

]
, PPR4 =

1
2

[ 0 1 1 1
1 0 0 0
1 0 0 0
0 1 1 1

]
PPR5 =

1
2

[ 0 0 0 1
1 1 1 0
1 1 1 0
0 0 0 1

]
, PPR6 =

1
2

[ 0 0 1 0
1 1 0 1
1 1 0 1
0 0 1 0

]
, PPR7 =

1
2

[ 0 1 0 0
1 0 1 1
1 0 1 1
0 1 0 0

]
, PPR8 =

1
2

[ 1 0 0 0
0 1 1 1
0 1 1 1
1 0 0 0

]
(3.14)

As caixas PR, apesar de serem pontos extremais do conjunto NS(2, 2, 2), não
são pontos extremais do conjunto B(2, 2, 2) pois podem ser obtidas por combinação
convexa de outros pontos do politopo B(2, 2, 2).

O conjunto de correlações não-sinalizantes é também um politopo convexo,
assim como o conjunto B(2, 2, 2). Seus vértices são as oito caixas PR listadas acima e
16 dos 256 vértices de B(2, 2, 2). Esses 16 vértices de B(2, 2, 2) são os únicos pontos
determinísticos que respeitam a condição de não-sinalização expressa pelas eq. (3.13).
Nas refs. [19, 20] os autores apresentam justificativas para tais afirmações. Abaixo estão
listadas as matrizes que representam tais vértices.

PL1 =

[ 1 1 1 1
0 0 0 0
0 0 0 0
0 0 0 0

]
, PL2 =

[ 1 0 1 0
0 1 0 1
0 0 0 0
0 0 0 0

]
, PL3 =

[ 0 1 0 1
1 0 1 0
0 0 0 0
0 0 0 0

]
, PL4 =

[ 0 0 0 0
1 1 1 1
0 0 0 0
0 0 0 0

]
,

PL5 =

[ 1 1 0 0
0 0 0 0
0 0 1 1
0 0 0 0

]
, PL6 =

[ 1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

]
, PL7 =

[ 0 1 0 0
1 0 0 0
0 0 0 1
0 0 1 0

]
, PL8 =

[ 0 0 0 0
1 1 0 0
0 0 0 0
0 0 1 1

]
,

PL9 =

[ 0 0 1 1
0 0 0 0
1 1 0 0
0 0 0 0

]
, PL10 =

[ 0 0 1 0
0 0 0 1
1 0 0 0
0 1 0 0

]
, PL11 =

[ 0 0 0 1
0 0 1 0
0 1 0 0
1 0 0 0

]
, PL12 =

[ 0 0 0 0
0 0 1 1
0 0 0 0
1 1 0 0

]
,

PL13 =

[ 0 0 0 0
0 0 0 0
1 1 1 1
0 0 0 0

]
, PL14 =

[ 0 0 0 0
0 0 0 0
1 0 1 0
0 1 0 1

]
, PL15 =

[ 0 0 0 0
0 0 0 0
0 1 0 1
1 0 1 0

]
, PL16 =

[ 0 0 0 0
0 0 0 0
0 0 0 0
1 1 1 1

]
,

(3.15)

Em resumo, as caixas determinísticas listadas acima e as caixas PR são os pontos
extremais do conjunto NS(2, 2, 2). Tal conjunto é o fecho convexo desses pontos, assim,
NS(2, 2, 2) é também um politopo.

3.3.2 Correlações Locais

Definição 3.3.2 (Variável Oculta Local). Uma variável oculta Λ é local se as medições
sobre cada parte não exercem influência sobre Λ. Essa hipótese é representada por

p(λ|x, y) = p(λ), ∀λ ∈ Λ. (3.16)

Definição 3.3.3 (Correlação Local). Uma caixa PAB ∈ NS(2, 2, 2) é local se existe uma
variável oculta local Λ que torna possível escrever todos os elementos p(a, b|x, y) ∈ PAB

como
p(a, b|x, y) = ∑

λ

p(λ)p(a|x, λ)p(b|y, λ), ∀ a, b ∈ A, B. (3.17)
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O conjunto de correlações locais é um subconjunto do conjunto não-sinalizante,
dado que a eq. (3.17) representa uma nova restrição sobre o conjunto NS(2, 2, 2). Tal
conjunto será denotado por L(2, 2, 2). O conjunto L(2, 2, 2) é o fecho convexo das caixas
determinísticas PLi, assim, L(2, 2, 2) é também um politopo. Com o conjunto de correla-
ções locais definido, chamaremos de correlações não-locais todas as que pertencerem a
região NS(2, 2, 2) ∩ Lc(2, 2, 2), ou seja, todas as correlações não-sinalizantes que não
pertençam ao conjunto de correlações locais.

Teorema 3.3.1. Uma caixa Pab é local se, e somente se, pode ser escrita como

PAB = ∑
λ

p(λ)PA|Λ ⊗ PB|Λ, (3.18)

sendo PA|Λ e PB|Λ as caixas simples correspondentes à Alice e Bob, respectivamente, condiciona-
das à Λ.

Demonstração. Cada termo da caixa PAB que satisfaz a eq. (3.18) é escrito como

p(a, b|x, y) = ∑
λ

p(λ)p(a|x, λ)p(b|y, λ), (3.19)

a expressão acima é exatamente a condição da definição 3.3.3, sendo portanto, PAB uma
caixa local.

O DAG abaixo ilustra um sistema representado por uma caixa local PAB ∈
L(2, 2, 2).

  

Figura 13 – DAG que representa um sistema correlacionado localmente.

O fato de que nem todas as correlações não-sinalizantes são locais implica que
não é possível justificar a aleatoriedade de caixas não-locais como desconhecimento
sobre uma variável oculta responsável por correlacionar as partes da caixa. Isso implica
que existe aleatoriedade intrínseca às caixas.
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3.3.3 Correlações Quânticas

A Mecânica Quântica é uma teoria baseada em alguns postulados. Esses pos-
tulados podem ser estudados nas refs. [14, cap. 2], [21, cap. 3]. Como nem todos os
postulados da mecânica quântica serão utilizados nesse contexto, a teoria quântica será
definida de maneira resumida, de modo a incluir os postulados de interesse para o
estudo de correlações no cenário CHSH.

Definição 3.3.4 (Teoria Quântica). Um estado quântico é representado por um operador
linear ρ : Hn → Hn, sendo Hn um espaço de Hilbert de dimensão n. O operador ρ

satisfaz as seguintes propriedades:

(i) 〈v, ρv〉 ≥ 0, ∀ v ∈ Hn,

(ii) trρ = 1.

Uma medição quânticaM é representada por um conjunto de operadores Πj positivos
semidefinidos, ou seja, que satisfazem a propriedade (i), cuja soma sobre todos os
operadores Πj ∈ M deve satisfazer a equação

∑
j

Πj = 1, (3.20a)

em que 1 é o operador identidade.

A probabilidade de se obter o resultado rj, correspondente ao elemento Πj ∈ M,
após a realização da mediçãoM sobre o estado quântico ρ é dada pela Regra de Born:

p(rj|M) = tr
[
ρΠj

]
. (3.20b)

Observação. Como frequentemente nos referiremos a várias medições, adicionaremos
um índice às medições para identificá-las. Assim, uma medição será representada por
Mi e seus respectivos operadores serão Πi

j.

A def. 3.3.4 é geral, no sentido que o estado quântico representado por ρ pode
representar um sistema composto por várias partes. As medições realizadas sobre cada
parte individualmente atuarão nos subespaços de Hn correspondentes a cada parte.
Como o nosso objetivo é o estudo das correlações quânticas no cenário CHSH, definire-
mos uma caixa quântica bipartida especificamente para tal cenário. Uma definição para
caixa bipartida em cenários mais gerais pode ser encontrada na ref. [13, cap. 1].

Definição 3.3.5 (Caixa Quântica Bipartida). Uma caixa bipartida é dita quântica se todo
termo p(a, b|x, y) da caixa satisfaz

p(a, b|x, y) = tr
[
ρAB

(
Πx

a ⊗Πy
b

)]
, ∀ a ∈ A, b ∈ B, x ∈ X, y ∈ Y, (3.21)
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e se existirem estados quânticos ρAB : Hn ⊗Hn → Hn ⊗Hn e medições conjuntas com
elementos Πx

a ⊗Πy
b , tais que a eq. (3.21) seja satisfeita.

Uma medição da forma {Πx
a ⊗ 1B} representa uma medição realizada apenas na

parte da Alice, o mesmo pode ser dito para Bob com uma medição do tipo {1A ⊗Πy
b}.

Medições deste tipo são denominadas medições locais, tais medições realizadas sobre
uma parte não influenciam a probabilidade do resultado de uma medição realizada
sobre a outra parte. O conjunto de correlações quânticas no cenário CHSH será denotado
por Q(2, 2, 2).

O conjunto Q(2, 2, 2) é convexo. Na ref. [13, pág. 27] encontra-se um teorema
que diz que os conjuntos de correlações quânticas entre duas partes com número
arbitrário de medições e resultados sobre cada parte é convexo. Para que tal resultado
seja verdadeiro, é explorada a liberdade dimensional do espaço de Hilbert onde os
operadores densidade atuam4.

Teorema 3.3.2. Uma caixa quântica bipartida PAB é não-sinalizante.

Demonstração. Considere uma caixa quântica PAB ∈ Q(2, 2, 2). Uma probabilidade
marginal p(a|x, y0) pode ser obtida através de um elemento p(a, b|x, y) ∈ PAB através
de

p(a|x, y0) = ∑
b

p(a, b|x, y0) (3.22a)

= ∑
b

tr
[
ρAB

(
Πx

a ⊗Πy0
b

)]
(3.22b)

= tr

[
ρAB

(
Πx

a ⊗∑
b

Πy0
b

)]
(3.22c)

= tr [ρAB (Πx
a ⊗ 1B)] (3.22d)

= p(a|x). (3.22e)

Lema 3.3.3. Qualquer distribuição de probabilidade P pode ser simulada pela realização de
medições sobre sistemas quânticos.

Demonstração. Considere uma variável aleatória A = {a1, . . . , an} representando os
possíveis resultados de uma medição M, sobre a qual existe uma distribuição de
probabilidade p(a). Definindo um estado quântico ρ : Hn → Hn e a mediçãoM =

{Πa}, Πa : Hn → Hn, em que os operadores Πa sejam ortogonais entre si e cada Πa

4 De acordo com a ref. [22], o conjunto de caixas quânticas pode não ser convexo ao fixar a dimensão
desse espaço de Hilbert.
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seja associado ao resultado a após a realização da mediçãoM. Um estado quântico ρ

que simula esta distribuição de probabilidade será

ρ = ∑
a

p(a)Πa. (3.23a)

Recupera-se a probabilidade de obtenção de um resultado a após a mediçãoM sobre o
sistema quântico através de

p(a) = tr [ρΠa] . (3.23b)

Teorema 3.3.4. L(2, 2, 2) ⊆ Q(2, 2, 2).

Demonstração. Suponhamos um estado quântico ρAB : (Hx0
2 ⊗H

x1
2 )A⊗ (Hy0

2 ⊗H
y1
2 )B →

(Hx0
2 ⊗H

x1
2 )A ⊗ (Hy0

2 ⊗H
y1
2 )B, em que cada espaço de Hilbert esteja associado a uma

medição no cenário (2,2,2). Supondo, também, que todas as medições sejam projetivas
em seus subespaços correspondentes e possam ser escritas comoM = {|0〉〈0|, |1〉〈1|},
serão utilizados estados quânticos preparados em autoestados de todas as medições
simultaneamente.

Utilizando, em particular, o estado quântico preparado no autoestado |0〉 de
todas as possíveis medições, temos

ρAB = (|00〉〈00|)A ⊗ (|00〉〈00|)B. (3.24a)

Ao utilizar a regra de Born para obter a caixa bipartida quântica correspondente a
esse estado para essa escolha de medições, obtém-se a caixa local PL1 encontrada na
eq. (3.15).

Se explorarmos todas as possibilidades de troca de autoestados |0〉 por autoesta-
dos |1〉 na eq. (3.24a), obtemos, ao utilizar a regra de Born, estados que geram todas as
caixas extremais do conjunto L(2, 2, 2), listadas na eq. (3.15). Como, de acordo com a
ref. [13, pág. 27], o conjunto Q(2, 2, 2) é convexo e contém todos os pontos extremais de
L(2, 2, 2), também convexo, concluímos que L(2, 2, 2) ⊆ Q(2, 2, 2).

Mais especificamente, o conjunto de correlações locais é estritamente contido
no conjunto de correlações quânticas, ou seja, existem correlações quânticas não-locais.
Esse é um famoso resultado, conhecido como teorema de Bell, e pode ser encontrado na
ref. [2]. O fato de que o conjunto de correlações locais esteja estritamente contido no
conjunto de correlações quânticas implica que a teoria quântica permite a existência de
correlações não-locais. Como foi discutido no final da seção 3.3.2, correlações não-locais
são intrinsecamente aleatórias, ou seja, correlações quânticas podem ser intrinsecamente
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aleatórias. Tais correlações não são apenas previstas pela teoria, como podem ser en-
contradas na natureza, e isso nos leva a concluir que existe aleatoriedade intrínseca na
natureza.

De todos os conjuntos aqui introduzidos, Q(2, 2, 2) é o único que não foi perfei-
tamente caracterizado até então pois não é um politopo. O conjunto Q(2, 2, 2) possui
um número infinito de pontos extremais, o que torna a sua caracterização mais difícil
que a caracterização de politopos.

Alguns trabalhos envolvendo caracterizações do conjunto quântico são os de
Boris Tsirelson [23], L. J. Landau [24] e Ll. Masanes [25].

Utilizaremos aqui o resultado de um trabalho mais recente, desenvolvido por
Miguel Navascués, Stefano Pironio e Antonio Acín, encontrado na ref. [26]. Esse trabalho
introduz uma hierarquia de programas semidefinidos que aproximam o conjunto
quântico Q por conjuntos Qi, em que cada Qi é um conjunto dessa hierarquia. Essa
hierarquia é conhecida como hierarquia NPA, levando esse nome devido aos seus autores.

A hierarquia NPA pode ser ilustrada pela figura a seguir:

  

Figura 14 – Ilustração da hierarquia NPA

O pertencimento de uma caixa a um conjuntoQi é uma condição necessária, mas
não suficiente, para que essa seja uma caixa quântica. Entretanto, esse mesmo trabalho
prova que a hieraquia converge para o conjunto de correlações quânticas, de acordo
com

lim
i→∞

Qi = Q. (3.25)

Observação. Não serão introduzidos detalhes sobre esse trabalho aqui, uma introdução
à hierarquia NPA um pouco mais detalhada pode ser encontrada na ref. [27, p.73].
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Neste trabalho, aproximaremos o conjunto quânticoQ pelo primeiro conjunto da
hierarquia, o conjunto Q1. Antes de escrever a expressão correspondente a Q1, vamos,
primeiramente, definir alguns parâmetros.

Definição 3.3.6 (Correlator). Para uma caixa PAB, um correlator Cxy correspondente a
uma das escolhas de medição conjunta xy é definido como

Cxy =
〈
MxMy

〉
= ∑

a=b
p(a, b|x, y)− ∑

a 6=b
p(a, b|x, y). (3.26)

Definição 3.3.7. Para uma caixa PAB, Cx correspondente à escolha de mediçãoMx pela
Alice é definido como

Cx = 〈Mx〉 = ∑
b
[p(0, b|x, y)− p(1, b|x, y)] , (3.27)

sendo y uma escolha qualquer de medição fixa sobre a parte de Bob.

Observação. Na eq. (3.27), a escolha de medição sobre a parte do Bob só é irrelevante
pois nossa atenção é voltada para caixas pertencentes a NS(2, 2, 2). Se esse não fosse o
caso, Cx não seria invariante sob a escolha de medição de Bob.

Analogamente, Cy correspondente à escolha de mediçãoMy por Bob é

Cy = ∑
a
[p(a, 0|x, y)− p(a, 1|x, y)] . (3.28)

Podemos agora escrever a expressão correspondente ao conjunto Q1.

Definição 3.3.8. O conjunto Q1 é o conjunto de caixas PAB que satisfaz a condição

| arcsin D00 + arcsin D01 + arcsin D10 − arcsin D11| ≤ π, (3.29)

em que Dxy =
(Cxy−CxCy)√
(1−C2

x)(1−C2
y)

.

3.3.4 Hierarquia das Correlações

Agora que relacionamos todos os conjuntos de interesse no cenário CHSH,
podemos expressar o ordenamento entre os conjuntos de correlações:

L(2, 2, 2) ⊂ Q(2, 2, 2) ⊂ NS(2, 2, 2) ⊂ B(2, 2, 2). (3.30)

A imagem a seguir é uma ilustração bidimensional dos conjuntos NS , Q e L:
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Figura 15 – Ilustração bidimensional do politopoNS(2, 2, 2) com os conjuntosQ(2, 2, 2)
e L(2, 2, 2).
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4 O princípio de Causalidade da Informação

No capítulo anterior, diferentes tipos de correlação no cenário CHSH foram
apresentados. Sempre assumindo hipótese de livre-escolha, o conjunto de correlações
não-sinalizantes contém caixas em que qualquer probabilidade de resultado de uma
parte para sua dada escolha de medição não depende da escolha de medição relativa à
outra parte. O conjunto de correlações locais, por sua vez, é aquele em que as partes de
uma caixa são correlacionadas através de uma variável oculta, ou seja, um fator que
influencia a probabilidade de obtenção de cada resultado, mas que não influencia as
escolhas de medição de cada parte, visto na definição 3.3.3. Já o conjunto de correlações
quânticas é definido por caixas que satisfazem a regra de Born, eq. (3.21), ou seja, a
maneira com que as probabilidades de resultados para um dado conjunto de medições
são extraídas de um operador densidade que represente um estado quântico.

O fato de que o conjunto de correlações quânticas contenha caixas não-locais é
uma das estranhezas da natureza que a mecânica quântica veio a revelar. Tentar compre-
ender a razão pela qual a natureza exibe não-localidade quântica, e nenhum outro tipo
de não-localidade, é algo que escapa do alcance da interpretação da regra de Born. Por
esse motivo, alguns princípios físicos foram sugeridos nos últimos anos na tentativa de
justificar a não-localidade quântica. Alguns desses princípios são a Não-trivialidade da
Complexidade de Comunicação, a Localidade Macroscópica, a Ortogonalidade Local e
a Causalidade da Informação. Tais princípios podem ser encontrados respectivamente
nas refs. [28, 29, 30, 31].

Neste trabalho, o princípio de Causalidade da Informação será estudado, desde a
sua primeira versão, encontrada na ref. [31], até um resultado mais recente, encontrado
na ref. [32]. Por fim, serão apresentados resultados parcialmente obtidos nesse trabalho
de mestrado, com perspectivas de continuidade em um futuro breve.

Algumas referências interessantes para o leitor que deseja conhecer um pouco
da pesquisa atual relacionada a fundamentos de mecânica quântica envolvendo teoria
de inferência causal são as refs. [33, 34, 35, 36, 37, 38, 39].

4.1 O Cenário de Causalidade da Informação

Considere o seguinte cenário: Alice possui uma sequência de n bits, em que cada
bit é representado por uma variável aleatória de alfabeto Zi = {0, 1}. Sua sequência de
bits, também chamada pelo termo em inglês: bitstring, será representada por

Z = (Z0, . . . , Zn−1). (4.1)
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Além disso, Alice e Bob compartilham uma caixa PAB não-local, a qual será referida
como recurso não-local, com a qual pode realizar alguma tarefa de comunicação com Bob
que ela desejar.

Nesse cenário, o bitstring Z contém uma informação que Alice gostaria de com-
partilhar com Bob. Dispondo, além do recurso não-local, de um canal de comunicação
clássico limitado, Alice é capaz de enviar apenas um número d de bits para Bob, em
que d < n. Neste cenário, o princípio de Causalidade da Informação foi definido como:

Definição 4.1.1 (Causalidade da Informação). O ganho de informação que Bob pode ter
sobre a sequência Z de bits da Alice inicialmente desconhecida por ele, utilizando todos
os seus recursos não-sinalizantes e uma mensagem contendo d bits enviada a ele por
Alice, é de, no máximo, d bits.

Utilizando I para denotar a quantidade de informação obtida por Bob nesse
cenário, a expressão abaixo resume o princípio de Causalidade da Informação.

I ≤ d. (4.2)

4.2 Códigos de Acesso Aleatório

Existe uma classe de protocolos, denominada códigos de acesso aleatório1, que
consiste de protocolos em que Alice utiliza alguma estratégia para codificar seus n bits
em uma mensagem contendo d bits, d < n, com a intenção de que Bob consiga adquirir
o máximo de informação contida nos n bits da melhor maneira possível.

Neste trabalho, estudaremos o princípio de causalidade da informação utilizando
um protocolo específico. Um estudo mais geral é possível de ser realizado se todos
os protocolos possíveis de serem utilizados no cenário de causalidade da informação
forem testados. Essa é uma das perspectivas futuras a esse trabalho.

4.2.1 Um protocolo especial

A partir de agora, um protocolo específico da classe de códigos de acesso ale-
atório, que motivou o princípio de Causalidade da Informação, será adotado. Este
protocolo é muito especial, pois faz com que Bob consiga ter acesso a, pelo menos, d
bits codificados na mensagem. O protocolo que utilizaremos envolve uma mensagem
com d = 1 bit. Em cada execução do protocolo, Bob escolhe um dos n bits que deseja
conhecer. Tal escolha é realizada através de uma associação entre sua escolha y de
medição Y e o bit desejado zi. Isso ficará mais evidente posteriormente.

1 do inglês random acess codes, muito representado na literatura apenas pela sigla “RAC”.
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Por exemplo, se Alice possui um bitstring Z = (z0, . . . , zn−1) e envia a Bob uma
mensagem M = (m0, . . . , md−1), mi = z f (i) em que { f (i)} é o conjunto de posições
desejadas dos bits no bitstring Z, |M| = d, o valor da adivinhação2 gi de Bob sobre o bit
zi será

gi = zi (4.3)

para todo bit zi contido na mensagem M. Para os bits que não estiverem contidos na
mensagem, há uma probabilidade não-determinística p(gi = zi|y f (i)) de que o bit zi

seja adivinhado com sucesso por Bob, condicionado à uma escolha adequada de y de
acordo com o bit desejado. Essa probabilidade depende do recurso não-local utilizado e
não entraremos em detalhes sobre como obtê-las pois não será necessário. A eficiência
do protocolo pode ser quantificada como

E = ∑
i,y

I(Zi; Gi|y f (i)). (4.4)

Observação. Como todas as variáveis são binárias, quantificaremos a informação utili-
zando a base 2 para o logaritmo da informação mútua I(Zi; Gi|y f (i)) e para todos os
quantificadores de informação de Shannon envolvidos neste capítulo.

Observação. Como cada escolha de y feita por Bob representa uma escolha de um bit que
Bob deseja conhecer, o termo y f (i) será substituído por y para facilitar a notação.

O objetivo é escrever a expressão (4.2) em termos de quantificadores de informa-
ção de Shannon que facilitem o cálculo. Substituiremos, a princípio, a grandeza I da
expressão (4.2) pela eficiência E do protocolo. Essa substituição será justificada após a
obtenção final do critério para o princípio de Causalidade da Informação.

Retornando à eq. (4.4), cada termo I(Zi; Gi|y) obedece a relação

I(Zi; Gi|y) ≤ 1, (4.5a)

com igualdade apenas se p(zi = gi|y) = 1 ∀ i. Assim, o somatório da eq. (4.4) satisfaz

∑
i

I(Zi; Gi|y) ≤ d. (4.5b)

Cada informação mútua I(Zi; Gi|y) pode ser reescrita como 1− H(Zi = Gi|Gi, y), em
que o termo H(Zi = Gi|Gi, y) envolve a probabilidade p(zi = gi|gi, y), que nada mais
é do que a probabilidade p(zi|gi, y). De acordo com o teorema 1.4.3, ao remover o
condicionamento em Gi dessa entropia, obtemos a relação

H(Zi = Gi|Gi, y) ≤ H(Zi = Gi|y). (4.5c)

2 O símbolo “g” que representa a adivinhação de Bob foi escolhido devido ao termo em inglês: guess.
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Assim,
I(Zi; Gi|y) = 1− H(Zi = Gi|Gi, y) ≥ 1− H(Zi = Gi|y). (4.5d)

Isso nos permite reescrever a expressão (4.5b) como

N −∑
i

H(Zi = Gi|y) ≤ d. (4.5e)

No protocolo que será introduzido na seção à seguir, a igualdade na eq. (4.5b)
será sempre satisfeita por recursos locais e quânticos. Nosso interesse será voltado para
os recursos que violam a desigualdade (4.5e).

A grandeza I na eq. (4.2) que quantifica o ganho de informação de Bob no
processo, idealmente, deveria ser a informação mútua

I = I(Z0, . . . , Zn−1; M, PB), (4.6)

em que PB representa a parte de Bob do recurso não-local PAB. Nesse caso, PB não
é uma grandeza3 que pode ser tratada sempre através da abordagem independente
de dispositivos, não sendo possível, portanto, utilizar a informação mútua da eq. (4.6)
como critério para o princípio de Causalidade da Informação.

Por este motivo, desejamos substituir a grandeza I por um objeto que seja
independente de teoria. É possível mostrar que se uma informação mútua é definida de
modo a obedecer certas propriedades, então,

• O princípio de Causalidade da Informação é válido;

• A grandeza I pode ser cotada superiormente por E, que é independente de teoria,
ou seja

I ≤ E. (4.7)

No material suplementar da ref. [31] encontra-se a demonstração de tal afirmação.
As relações (4.7) e (4.5d) permitem que o critério seja reescrito como

1−∑
i

H(Zi = Gi|y) ≤ d. (4.8)

4.3 Protocolo - Uma Caixa

Considerando, n = 2 e d = 1, o bitstring da Alice será Z = (Z0, Z1), a mensagem
enviada para Bob conterá apenas 1 bit. O protocolo que será utilizado é descrito da
seguinte maneira:
3 Apesar dessa notação ter sido adotada, o caso em que PB é uma caixa que represente o sistema de Bob

é apenas um caso particular do que PB pode representar na equação (4.6).
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(1) Alice faz, em sua parte, a medição correspondente à soma módulo 2 de seus bits:
x = z0 ⊕ z1;

(2) Após obter o resultado a para a medição x, Alice envia para Bob a mensagem
correspondente a soma módulo 2 de um de seus bits com o resultado a obtido:
m = z0 ⊕ a;

(3) Bob realiza uma medição y em sua caixa, obtendo um resultado b;

(4) Após a obtenção do resultado b e o recebimento da mensagem m, o valor gi,
relativo ao i-ésimo bit de Z que Bob escolheu, é gi = m⊕ b.

Uma ilustração do protocolo pode ser vista na figura a seguir:

  

Figura 16 – Ilustração do código de acesso aleatório. gi corresponde à tentativa de
adivinhação de Bob sobre o i-ésimo bit do bitstring Z da Alice.

A escolha feita por Bob sobre o bit de Z que deseja descobrir é feita através da
associação entre a escolha de medição y ∈ {0, 1} e cada bit em Z. Assim, se Bob deseja
conhecer o bit z0, ele escolherá a medição y = 0, caso contrário, ele escolherá a medição
y = 1.

No protocolo, gi denota a adivinhação de Bob sobre o bit zi. O objetivo do
protocolo é que Bob descubra o valor do bit zi da Alice, ou seja, Bob terá sucesso se

gi = zi. (4.9)
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Vamos assumir que o recurso não-local compartilhado por Alice e Bob seja a
caixa PPR1 expressa na seção 3.3.1. Utilizando esse recurso no protocolo, Bob é capaz
de sempre acertar o valor do bit desejado, justificando a importância de tal caixa. A
caixa PPR1 satisfaz a propriedade de que, para medições X, Y e resultados A, B, todos
com alfabeto {0, 1}, a probabilidade conjunta de resultados condicionada às escolhas
de medição é sempre

p(a, b|x, y) =

1/2 se a⊕ b = x · y,

0 senão.
(4.10)

Essa propriedade é facilmente verificável pela inspeção dos elementos da matriz que
representa PPR1:

a b
x y 00 01 10 11

00 1/2 1/2 1/2 0
01 0 0 0 1/2
10 0 0 0 1/2
11 1/2 1/2 1/2 0

Tabela 4 – Tabela de elementos p(a, b|x, y) referentes à caixa PPR1.

Para que Bob descubra o bit zi, será necessário que ele escolha a medição y = i.
Vejamos o que ocorre quando a caixa PPR1 é utilizada quando Bob deseja descobrir o bit
zi:

gi =m⊕ b

=z0 ⊕ a⊕ b

=z0 ⊕ y · x
=z0 ⊕ y · (z0 ⊕ z1).

(4.11)

(i) Logo, se Bob deseja descobrir z0:

gi = g0 =z0 ⊕ 0 · (z0 ⊕ z1).

=z0.
(4.12)

(ii) Se Bob deseja descobrir z1:

gi = g1 =z0 ⊕ 1 · (z0 ⊕ z1)

=z0 ⊕ z0 ⊕ z1

=z1.

(4.13)
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Ou seja, se Alice e Bob compartilham uma caixa PPR1, com o envio de 1 bit de
mensagem, Bob pode descobrir qualquer bit de Z em uma rodada do protocolo. Isso
quer dizer que o Bob tem acesso aos dois bits de Z. Como a mensagem contém apenas
um único bit e é a mesma nas duas situações, o princípio de Causalidade da Informação
está sendo violado.

I = 2 � 1. (4.14)

O princípio de Causalidade da Informação não é violado pelo conjunto de
correlações quânticas. A demonstração dessa afirmação não será feita aqui, entretanto,
ela pode ser encontrada na seção IV do material suplementar da ref. [31].

4.4 Protocolo - N Cópias da caixa

O protocolo introduzido na seção anterior pode ser estendido para que seja
implementado de forma recursiva, com o objetivo de potencializar o acesso de Bob à
informação sobre os bits em Z.

Para a extensão do protocolo, será necessário incluir novos detalhes4:

Observação. A partir de agora, a operação “soma módulo 2” aparecerá com muita
frequência. Por esse motivo, o símbolo “⊕” será substituído pelo símbolo “+”. Os
somatórios também serão modificados, assim, um somatório envolvendo somas módulo
2 que seria representado por “

⊕
i

” será, então, representado por “∑
i

”.

1. Execuções realizadas por Alice:

• As cópias da caixa serão agrupadas em K níveis, representados por k =

1, . . . , K. O primeiro nível será considerado como o que contém uma única
cópia da caixa PAB.

• Cada nível k conterá 2k−1 cópias da caixa.

• Em um nível fixo k, cada cópia da caixa será identificada com um índice
j = 1, . . . , 2k−1.

• As medições e resultados de cada caixa, receberão índices que identificarão a
sua caixa correspondente:

X → Xk
j ; Y → Yk

j ;

A→ Ak
j ; B→ Bk

j .
(4.15)

4 Agradeço à Jessica Bavaresco pela colaboração no desenvolvimento dessa forma do protocolo.
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• Alice inicia a execução do protocolo no nível K, concluíndo-a no nível 1.
Um parâmetro de recorrência é definido para ser utilizado, dessa forma, no
protocolo:

Definição 4.4.1. O parâmetro de recorrência αk
i é definido como

αk
i =

zi−1, se k = K,

ak+1
i−1 + αk+1

2i−1, se k 6= K.
(4.16)

• As medições Xk
j realizadas por Alice são:

xk
j = αk

2j−1 + αk
2j. (4.17)

• A mensagem enviada por Alice para Bob será:

M = a1
1 + α1

1. (4.18)

2. Execuções realizadas por Bob:

• A organização das cópias da caixa pelo Bob é idêntica à organização das
cópias da Alice, com K níveis e 2k−1 caixas em cada nível k.

• A execução do protocolo pelo Bob é realizada na ordem inversa à ordem de
execução da Alice, sendo iniciada no nível 1 e concluída no nível K.

• Bob não utilizará todas as caixas disponíveis, apenas uma caixa por nível.

• A caixa j que Bob utiliza para fazer a medição no nível k + 1, é uma função do
nível k + 1. Tal caixa é relacionada com escolha de medição na caixa anterior
de acordo com

jk+1 = 2jk + yk
j + 1. (4.19)

• A adivinhação de Bob sobre o bit zi será representada por uma variável Gi,
sendo, a correspondência entre a adivinhação gi de Bob e o bit zi da Alice,
feita através do índice i. Tal índice é determinado por Bob através de suas
escolhas de medições em suas caixas, de acordo com a relação

i =
K

∑
k=1

2k−1 yk−1
j , (4.20)

sendo yk−1
j a medição escolhida por Bob realizada na caixa j do nível k− 1.

• A adivinhação gi de Bob sobre o bit zi será

gi = m +
K

∑
k=1

bk
j , (4.21)

em que, a partir de k = 2, resultado bk
j corresponde à caixa cujo índice j é

determinado pela eq. (4.19).
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Vejamos o exemplo de 3 cópias da caixa. Este é o caso mais simples depois do
caso de uma única caixa. Depois disso, o processo se tornará mais intuitivo, sendo
possível então, ilustrar o caso mais geral.

Exemplo 4.4.1 (Protocolo - 3 cópias). Considere que o bitstring da Alice seja Z =

(Z0, Z1, Z2, Z3), e que Alice e Bob compartilham três cópias de uma caixa PAB. A imagem
a seguir ilustra o protocolo nesse caso.

  

Figura 17 – Protocolo que utiliza três cópias do recurso não-local, as setas longas indi-
cam a ordem de execução do protocolo.

1. Procedimentos executados pela Alice:

• Parâmetros αk
i :

Os valores de αk
i obtidos através da eq. (4.16) nesse cenário são representados

pela tabela abaixo:

i
k 2 1

1 z0 a2
1 + z0

2 z1 a2
2 + z2

3 z2
4 z3

Tabela 5 – Parâmetros αk
i envolvidos no protocolo com 3 cópias do recurso não-local.
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• Medições xk
j :

A tabela abaixo lista os valores, obtidos a partir da eq. (4.17), das medições
realizadas em cada caixa j de cada nível k:

j
k 2 1

1 α2
1 + α2

2 α1
1 + α1

2
2 α2

3 + α2
4

Tabela 6 – Medições xk
j em função dos parâmetros αk

i .

• Mensagem:

De acordo com a eq (4.18), a mensagem enviada pela Alice para Bob é

m = a1
1 + α1

1

= a1
1 + a2

1 + z0.
(4.22)

2. Procedimentos realizados por Bob:

• A tabela abaixo contém as escolhas de medições que Bob realiza, correspon-
dentes a cada adivinhação Gi sobre o bit Zi, calculadas de acordo com as eqs.
(4.20) e (4.19):

gi y1
1 y2

1 y2
2

g0 0 0
g1 0 1
g2 1 1
g3 1 0

Tabela 7 – Medições que Bob deve realizar para escolher realizar uma adivinhação gi
sobre o bit zi.

• O protocolo é concluído após o cálculo da adivinhação gi do Bob, de acordo
com a eq. (4.21). Os valores de gi, nesse caso, serão

g0 = m + b1
1 + b2

1, (4.23a)

g1 = m + b1
1 + b2

1, (4.23b)

g2 = m + b1
1 + b2

2, (4.23c)

g3 = m + b1
1 + b2

2. (4.23d)

Suponha que as caixas de Alice e Bob são cópias de uma caixa PPR1. O cálculo
de Gi dependerá das escolhas de medição de Bob para cada bit Zi desejado, conforme
mostra a tabela 7. Vejamos, agora, como calcular os valores gi para todo i.
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As eqs. (4.23) mostram que a computação que Bob faz para acessar os bits
da Alice é a mesma para bits que, somados, correspondem à medição xK

j . Assim,
calcularemos g0 e g1 separadamente de g2 e g3.

• Computando g0 e g1:

g0 = g1 = m + b1
1 + b2

1 (4.24a)

= z0 + a1
1 + a2

1 + b1
1 + b2

1 (4.24b)

= z0 + x1
1 · y1

1 + x2
1 · y2

1 (4.24c)

= z0 + y1
1(a2

1 + α2
1 + a2

2 + α2
3) + y2

1(α
2
1 + α2

2) (4.24d)

= z0 + y1
1(a2

1 + z0 + a2
2 + z2) + y2

1(z0 + z1). (4.24e)

A tentativa de descobrir o bit z0 e expressa pela realização das medições y1
1 = 0 e

y2
1 = 0 por Bob. Substituindo tais valores na eq. (4.24e),

g0 = z0. (4.24f)

Para descobrir o bit z1, Bob realiza as medições y1
1 = 0 e y2

1 = 1, assim,

g1 = z0 + y1
1(a2

1 + z0 + a2
2 + z2) + y2

1(z0 + z1) (4.25a)

=��z0 +��z0 + z1 (4.25b)

= z1. (4.25c)

• Computando g2 e g3:

g2 = g3 = m + b1
1 + b2

2 (4.26a)

= z0 + a1
1 + a2

1 + b1
1 + b2

2 (4.26b)

= z0 + x1
1 · y1

1 + a2
1 + b2

2 (4.26c)

= z0 + y1
1(a2

1 + α2
1 + a2

2 + α2
3) + a2

1 + b2
2 (4.26d)

= z0 + y1
1(a2

1 + z0 + a2
2 + z2) + a2

1 + b2
2. (4.26e)

Para escolher entre os bits z2 e z3, Bob necessariamente deve realizar, primeira-
mente, a medição y1

1 = 1. Portanto,

g2 = g3 =��z0 +�
�a2
1 +��z0 + a2

2 + z2 +�
�a2
1 + b2

2 (4.26f)

= z2 + a2
2 + b2

2 (4.26g)

= z2 + x2
2 · y2

2 (4.26h)

= z2 + y2
2(α

2
3 + α2

4) (4.26i)

= z2 + y2
2(z2 + z3). (4.26j)
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Ao tentar descobrir z2, além de realizar a medição y1
1 = 1, Bob também realiza a

medição y2
2 = 0. Portanto,

g2 = z2. (4.26k)

Já ao tentar descobrir z3, Bob realiza a medição y2
2 = 1, portanto

g3 =��z2 +��z2 + z3 (4.26l)

= z3. (4.26m)

Assim, se Alice e Bob dispõem de três cópias da caixa PPR1, Bob consegue aces-
sar qualquer bit que Alice possua em seu bitstring, com o recebimento de uma
mensagem de 1 bit fixada.

Neste exemplo, a utilização de 3 cópias de uma caixa PR faz com que a violação do
princípio de Causalidade da Informação seja maior que no caso de 1 cópia, sendo

I = 4 � 1. (4.27)

Vimos através do exemplo anterior que, se várias cópias de uma caixa PR formam
o recurso não-sinalizante que Alice e Bob compartilham, o protocolo descrito permite
com que Bob consiga adivinhar corretamente o valor de qualquer bit que Alice possua,
com o envio de uma mensagem fixa de tamanho d = 1.

Nota. As caixas PR como recurso não-sinalizante se mostraram bastante poderosas na
tarefa utilizada para o estudo do princípio de Causalidade da Informação, entretanto,
esse é apenas um dos poderes dessas caixas. Na ref. [40], é apresentado o chamado
Protocolo de Van Dam, que consiste de uma tarefa em que Alice e Bob compartilham uma
caixa e desejam utilizá-la para realizar uma tarefa computacional. Essa referência mostra
que, utilizando caixas PR como recurso, uma tarefa computacional de complexidade
de comunicação arbitrária envolvendo as entradas das caixas se torna trivial. Essa
propriedade está relacionada com o princípio de Não-trivialidade da Complexidade de
Comunicação, mencionado no início desse capítulo, e apresentado na ref. [28].

4.5 Violações de Causalidade da Informação

Nesta seção, será feita uma discussão contida no material suplementar da ref.
[31], a qual possibilita a caracterização de caixas não-locais através do princípio de
Causalidade da Informação.

4.5.1 Caixas Não-Sinalizantes e Causalidade da Informação

Como foi visto na seção anterior, a utilização de caixas PR como recurso não-
sinalizante para a tarefa determinada faz com que o acesso de Bob a todos os bits da
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Alice seja perfeito. Supondo agora que o recurso não seja mais composto por cópias de
uma caixa PR, mas cópias de uma caixa não-sinalizante arbitrária, isso faz com que o
acesso de Bob aos bits da Alice não seja perfeito, ou seja, a probabilidade de que gi seja
igual a zi é menor que 1. Definimos um parâmetro r que representa o número de vezes
que Bob escolhe realizar a medição yk

j = 1 no protocolo, assim

r =
K

∑
k=1

yk
j , (4.28)

onde, novamente, o índice j depende do nível k, representando a caixa j que Bob utiliza
no nível k. Definindo um parâmetro l correspondente ao número de vezes que Bob
escolhe realizar a medição yk

j = 0, temos que

l = K− r, (4.29)

sendo n o número de bits que Alice possui. A adivinhação de Bob é computada de
acordo com a eq. (4.21), que consiste da soma da mensagem com todos os resultados bk

j
obtidos.

Como cópias de uma caixa não-sinalizante diferente da caixa PR são utilizadas
nesse caso, é possível que alguns resultados bk

j sejam “errados”, isto é, são diferentes dos
resultados bk

j que seriam obtidos na utilização de cópias de uma caixa PR. Entretanto,
se nas K caixas utilizadas, Bob produzir um número par de erros, ele continuará deter-
minando um valor gi ao bit zi corretamente, devido à propriedade da soma módulo
2.

Denotando por P a probabilidade de que a caixa gere o resultado correto, a
probabilidade de Bob obter um número par de erros em r caixas é

Qr
(par) =

r
2

∑
k=0

(
r

2k

)
Pr−2k (1− P)2k

=
1
2
[1 + (2P− 1)r].

(4.30a)

Da mesma forma, a probabilidade de Bob obter um número ímpar de erros em r caixas
é

Qr
(ímpar) =

r−1
2

∑
k=0

Pr−2k−1 (1− P)2k+1 =

=
1
2
[1− (2P− 1)r].

(4.30b)

Definindo os parâmetros pI e pII de acordo com

pI =
1
2
[p(a + b = 0|0, 0) + p(a + b = 0|0, 1)]; (4.31a)

pII =
1
2
[p(a + b = 0|1, 1) + p(a + b = 1|1, 1)], (4.31b)
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é possível escrever uma expressão para a probabilidade de que Bob acerte sua adivinha-
ção gi sobre o bit zi. Essa expressão é

p(gi = zi) = Ql
(par) pI Qr

(par) pII + Ql
(ímpar) pI Qr

(ímpar) pII

=
1
2
[1 + (EI)

l(EII)
r],

(4.32)

sendo Eα = 2pα − 1, α = I, II.

Utilizando a relação 1− h
(

1+y
2

)
≥ y2

2 ln 2 , podemos reescrever agora, a expressão
(4.8):

n−1

∑
i=0

[1− H(Gi = Zi)] =
K

∑
r=0

(
K
r

)[
1− H

(
1 + (EI)

l(EII)
r

2

)]

≥ 1
2 ln 2

K

∑
r=0

(
K
r

)
(E2

I )
l(E2

II)
r

=
1

2 ln 2
(E2

I + E2
II)

K ≤ d.

(4.33)

Assim, se E2
I + E2

II > 1, então existe K tal que I > 1 = d. Ou seja, para uma caixa que
satisfaz E2

I + E2
II > 1, é sempre possível violar o princípio de Causalidade da Informação

com a utilização de um número adequado de cópias das caixas. Chamaremos esse
critério de Causalidade da Informação de Múltiplas Cópias, no caso simples, em que K = 1,
o critério será denominado Causalidade da Informação de Uma Cópia.

4.5.2 Visualização Computacional das Violações

Na ref. [41], os autores expressam o seu trabalho envolvendo um cálculo com-
putacional do valor de I para todas as caixas em uma pequena região do politopo de
não-sinalizaçãoNS(2, 2, 2). A região de interesse é a definida através da parametrização
abaixo:

PAB = αPPR1 + β

(
1
2
(PPR1 + P1)

)
+ (1− α− β)PL1. (4.34)

Os parâmetros α e β são restritos às seguintes condições:

0 ≤ α ≤ 1; (4.35a)

0 ≤ β ≤ 1; (4.35b)

α + β ≤ 1. (4.35c)

Revisitando a fig. 15, a região do politopo definida por essa parametrização pode ser
visualizada nessa seção bidimensional de acordo com a figura a seguir:
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Figura 18 – Região definida pela parametrização (4.34) representada em uma seção
bidimensional do politopo de não-sinalização.

O gráfico à seguir representa o resultado do cálculo computacional obtido na ref.
[41]:

Figura 19 – Gráfico da ref. [41], a curva vermelha é a borda do conjuntoQ1 da hierarquia
NPA. A borda azul tracejada delimita a violação do princípio de Causalidade
da Informação, todas as caixas acima dessa borda violam o princípio.

A borda azul tracejada representa as primeiras violações de Causalidade da
Informação de Múltiplas Cópias. Esse critério é necessário, mas não suficiente, para
determinar se uma caixa obedece o princípio. Assim, todas as caixas pertencentes à
região superior a essa borda violam o princípio, enquanto caixas da região inferior à
borda podem violar, mas não é possível saber utilizando esse critério.
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Como o objetivo do estudo de Causalidade da Informação é tentar alcançar o
conjunto de correlações quânticas através desse princípio, esse objetivo não é alcançado
com o critério acima, portanto é necessário buscar outros critérios para tentar chegar ao
objetivo.

4.6 Causalidade da Informação - Uma nova abordagem

Uma abordagem recente para o estudo de Causalidade da Informação, encon-
trada na ref. [32], foi desenvolvida utilizando ferramentas de teoria de causalidade.
A ideia consiste na representação do cenário de Causalidade de Informação por um
DAG compatível com as distribuições de probabilidade envolvendo todas as variáveis,
incluindo o recurso não-local PAB para, em seguida, utilizar desigualdades entrópicas
como possíveis critérios do princípio.

Os autores representam o cenário de Causalidade da Informação de Uma Cópia
através do seguinte DAG:

Figura 20 – Cenário de Causalidade da Informação de Uma Cópia representado por um
DAG.

Nessa representação, as dependências de A e B sob as entradas X e Y são
omitidas. Além disso, considera-se que a mensagem depende diretamente dos bits, o
que simplifica o problema em quantidade de variáveis no cenário. A variável Gi, apesar
de ser representada no DAG dessa forma, ela representa duas variáveis: G0 e G1, cada
uma correspondendo à escolha de bit que Bob faz, através do valor i da variável I. O
conjunto de todas as variáveis nesse cenário é

Θ = {Z0, Z1, G0, G1, M, AB}. (4.36)

Revisitando o que foi introduzido no final do cap. 1, a ideia é construir um
vetor entrópico H, em que cada entrada desse vetor é um elemento do powerset P(Θ).
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Entretanto, isso não é possível a priori, pois não é possível escrever uma distribuição
de probabilidade conjunta que envolva as variáveis G1 e G2, assim, somos levados a
utilizar o chamado Cenário Marginal. Mais detalhes podem ser encontrados na ref. [42].

Definição 4.6.1 (Cenário Marginal). Para um conjunto Θ composto por n variáveis alea-
tórias, um cenário marginalM(Θ) é definido como um conjuntoM = {α0, . . . , α|M|−1},
em que αj ∈ P(Θ) e |M| < |P(Θ)|.

O conjunto contendo m das n variáveis aleatórias pertencentes a Θ será denotado
por M. Um vetor entrópico com componentes H(αj), αj ∈ P(Ω) pertence à região
Γ∗n ∈ R|P|−1 = R2n

. Já um vetor entrópico H definido em um cenário marginalM(Θ)

pertence ao espaço reduzido R|M|−1 = R2m
. Assim, a região Γ∗m à qual H pertence, é a

projeção da região Γ∗n em R2m
.

Os autores argumentam que o cenário marginal mais geral compatível com o
cenário de Causalidade da Informação envolvendo protocolos que utilizam recursos
não-sinalizantes é:

M(Θ) = {αi|αi ⊆ {Z0, Z1, Gi, M}}, i = 0, 1. (4.37)

As independências condicionais que o DAG da fig 20 implicam são I(Z0, Z1; AB) = 0
e I(Z0, Z1; G0, G1|M, AB) = 0. O primeiro caso é justificado pois M é um colisor no
caminho que conecta Z0 e Z1 a AB, de modo que o não condicionamento em M os torna
independentes. Já no segundo caso, os dois caminhos que conectam Z0 e Z1 a Gi são
direcionados, contendo M e AB como intermediários, de modo que condicionar nessas
variáveis torna Zi independentes de Gi. Já relações do tipo I(Z0; G0|M, AB) = 0 são obti-
das a partir das desigualdades em conjunto com os axiomas polimatroidais sobre vetores
entrópicos obtidos para o conjunto Θ. A partir dessa descrição, em que combinam-se
os axiomas polimatroidais com as independências condicionais, é necessário eliminar
todas as variáveis que não pertencem a M.

O primeiro passo é a remoção de AB através da eliminação de Fourier-Motzkin.
Essa eliminação faz com que AB seja removido da sua descrição, mas suas propriedades
fiquem implícitas na distribuição de probabilidade sobre as variáveis restantes. A partir
daí, obtém-se o cenário marginal

M1 = {αi|αi ⊆ M1}, (4.38)

sendo M1 = {Z0, Z1, G0, G1, M}.

O conjunto de desigualdades obtidas nesse cenário marginal é dado pelas de-
sigualdades básicas definidas na seção 1.4.1, além de uma desigualdade não-trivial,
obtida pelas independências condicionais:

H(G0, G1, M) + H(Z0, Z1) ≤ H(M) + H(Z0, Z1, G0, G1, M). (4.39)
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Feito isso, eliminam-se todas as variáveis que não estejam contidas em M(Θ). A
descrição final obtida da região marginal Γm é dividida em dois grupos: O primeiro
é aquele que contém todas as desigualdades válidas paraM independentemente de
suas relações causais. O segundo contém desigualdades que seguem das desigualdades
básicas considerando as relações de independência condicional geradas pela estrutura
causal.

O conjunto de todas essas desigualdades expressa todas as propriedades infor-
macionais e causais obtidas no cenário de Causalidade da Informação de Uma Cópia.
Uma dessas desigualdades representa o novo critério utilizado pelos autores para
representar o princípio. Essa desigualdade é:

I(Z0; G0, M) + I(Z1; G1, M) + I(Z0; Z1|G1, M) ≤ H(M) + I(Z0; Z1). (4.40)

O critério expresso por essa desigualdade é apenas necessário para que uma caixa
não-sinalizante satisfaça o princípio de Causalidade da Informação.

Por motivos de comparação, os autores desse trabalho realizaram um cálculo
computacional utilizando o critério acima, de modo a gerar um gráfico similar ao da fig.
19. A região observada é representada de acordo com a parametrização abaixo:

PAB = γPPR1 + εPL1 + (1− γ− ε)P1. (4.41)

A seguir, encontra-se o gráfico gerado pelos autores.

Figura 21 – A linha preta é a borda do politopo de não-sinalização, a curva laranja e
a azul representam, respectivamente, os critérios de Causalidade da Infor-
mação para Uma e Múltiplas cópias. A curva vermelha representa o novo
critério de Causalidade da Informação encontrado na ref. [32]. A curva
tracejada representa a borda do conjunto Q1. Esse gráfico foi retirado da ref.
[32].

Para essa região específica, o novo critério se mostra melhor que os critérios an-
teriores, dado que, com ele, aproxima-se mais ainda do conjunto Q1. Repare entretanto
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que os parâmetros γ e ε não variam da mesma forma que os parâmetros α e β relativos
à figura 19. O fato é que, no restante da região, apesar de a curva vermelha ainda
continuar abaixo da curva laranja, a curva vermelha cruza a curva azul, se mostrando
um critério mais fraco que o critério de Causalidade da Informação de Múltiplas Cópias
utilizado na ref. [41]. Isso sugere que uma versão desse critério para Múltiplas Cópias
pode se aproximar mais do conjunto Q1 que todos os outros.

4.7 Nova Abordagem - Múltiplas Cópias

Seguindo a linha da ref. [32], iniciei a tentativa de obter resultados utilizando
uma versão de múltiplas cópias do critério introduzido na seção anterior. Nessa mesma
referência, os autores argumentam que a versão de múltiplas cópias é simplesmente
uma extensão do critério para uma cópia, sendo expresso pela seguinte desigualdade:

n−1

∑
i=0

I(Zi; Gi, M) +
n−1

∑
i=1

I(Z1; Zi|Gi, M) ≤ H(M) +
n−1

∑
i=0

H(Zi)− H(Z1, . . . , Zn). (4.42)

Utilizando o cenário de Causalidade da Informação com três cópias do recurso
não-sinalizante, reproduzimos o critério e obtivemos um gráfico para esse caso:

Figura 22 – Gráfico da seção do politopo definida pela eq. 4.41. A curva pontilhada
representa o conjunto Q1, a curva vermelha representa o novo critério para
uma cópia e a curva azul representa o novo critério para três cópias.

Esse resultado parcial foi obtido no final desse trabalho e carece de uma análise
sobre sua validez e significado. Tal análise ocorrerá na continuação desta pesquisa.
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Apesar destes avanços no desenvolvimento de critérios que representem o prin-
cípio de Causalidade da Informação, sabemos que o desenvolvimento de cenários de
Causalidade da Informação considerando mais que duas partes é necessário. Isto deve-
se ao resultado encontrado na ref. [43], que diz que correlações quânticas, em geral, não
são possíveis de serem obtidas através de princípios envolvendo cenários bipartidos.
Esse é o passo a ser dado em nossa pesquisa logo após obtermos novos resultados para
o critério de Causalidade da Informação com múltiplas cópias.
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Conclusão

O objetivo desse trabalho foi de tentar realizar, motivado pelo estudo do princípio
de Causalidade da Informação, uma união entre a teoria da informação, a teoria de
causalidade e a teoria de não-localidade.

Como o objetivo principal do trabalho foi revisitar os últimos resultados com
relação a esse princípio, conclui-se que esse trabalho alcança o objetivo de mostrar, de
uma forma padronizada, os últimos avanços nessa pequena parte da pesquisa sobre
Não-localidade, a de buscar princípios físicos que justifiquem a não-localidade quântica.

Apesar da utilização do cenário mais simples, há muita riqueza na relação entre
o princípio de Causalidade da Informação e a teoria de não-localidade. O resultado
da ref.[32] aponta na direção de que esse princípio seja um ótimo candidato a ser o
princípio que gere as correlações quânticas. O nosso resultado para 3 cópias do recurso
não-local, expresso na fig. 22, indica que o critério pode ser melhorado de modo a se
aproximar mais do conjunto Q1.

Acreditamos que o cruzamento entre as duas curvas nessa figura ocorra por
dois possíveis motivos. O primeiro é a possibilidade de existência de vínculos, na
distribuição de probabilidade sobre as variáveis do cenário, que não estejam sendo
devidamente impostos pelo código utilizado para gerar o gráfico da fig. 22. O segundo
motivo é que tal cruzamento esteja correto, apesar de não ser esperado, pois não é
claro que, nessa nova abordagem, a utilização de muitas cópias do recurso não-local
deva melhorar o critério em toda a região observada. Nesse caso, a borda azul não
necessariamente deve se aproximar mais de Q1 que a borda vermelha. É esperado
que melhore nas proximidades da caixa PPR1, de acordo com o protocolo, sendo essa
melhora representada no gráfico, porém há a possibilidade de que isso ocorra apenas
nessa região específica.

Caso a primeira hipótese seja a correta, há a possibilidade de realizar esse mesmo
tratamento utilizando um modelo representado por um DAG que contenha mais variá-
veis, possivelmente gerando novas relações de independência condicional e gerando
um critério melhor que o critério para uma cópia em toda a região analisada. Caso a
segunda possibilidade seja a correta, isso será confirmado com novas implementações
para mais cópias do recurso não-local, sendo estes os próximos passos a serem dados
nessa pesquisa.

Além disso, foi utilizado um algoritmo pré-determinado aparentemente óptimo,
mas que pode apresentar fraquezas no teste de violação do princípio de Causalidade
da Informação. Outro problema a ser atacado é o de generalizar o critério utilizado
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para testar o princípio de Causalidade da Informação utilizando todos os protocolos
possíveis nesse cenário. Esperamos que isso fortaleça mais ainda o princípio, eliminando
a dependência dos resultados à fixação do protocolo.
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