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Orientador: Vińıcius Diniz Mayrink

Dissertação submetida ao Programa de Pós-Graduação em Estat́ıstica da Universidade

Federal de Minas Gerais, como parte dos requisitos necessários à obtenção do grau de
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Ao meu orientador Vińıcius, pelo incentivo, paciência e por todo o conhecimento

passado.

Aos colegas que fiz em especial: Guilherme Lopes, Jéssica Assunção, Rafael Procópio,
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Resumo

A análise fatorial é uma ferramenta estat́ıstica bastante utilizada para identificar um

número reduzido de fatores que explicam o relacionamento entre diversas variáveis em um

conjunto de dados. Neste trabalho, exploramos essa técnica com uma abordagem Baye-

siana no contexto de análise de expressão de genes. Inicialmente, estudamos o modelo

fatorial latente simples e verificamos seu ajuste a um conjunto de dados simulados. Em se-

guida, analisamos o modelo fatorial latente com interações juntamente com distribuições

a priori esparsas para testar se os fatores, definidos para regiões com alteração do número

de cópias, estariam afetando genes localizados em outras regiões do genoma. A interação

não linear foi introduzida no modelo por meio de um Processo Gaussiano que apresenta

em sua estrutura uma função de covariâncias que será o foco principal neste trabalho.

O comportamento e desempenho do modelo fatorial latente esparso com interações será

avaliado a partir de simulações utilizando diferentes funções de covariâncias: exponencial

quadrática, como abordado em Mayrink e Lucas (2013), exponencial potência e funções

da classe Matérn que se distinguem em termos da escolha dos parâmetros suavizadores.

Uma análise de sensibilidade é realizada considerando estas configurações, os resultados

indicam que algumas especificações fornecem melhores ajustes que outras. Para finalizar,

uma aplicação a dados reais é mostrada considerando a configuração de covariâncias com

indicação de melhores resultados no caso simulado.

Palavras-chave: Inferência Bayesiana, Priori Esparsa, Processo Gaussiano, Genoma.
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Abstract

The factor analysis is an statistical tool widely used to identify a reduced number

of factors supposed to explain the relationship between many variables in a data set.

In this work, we explore this technique using the Bayesian approach in context of the

analysis of gene expression. Initially, we study the simple latent factor model and verify

its performance to fit simulated data. Next, we evaluate the latent factor model with

interactions assuming sparse prior distributions to test whether the factors, defined for

regions with copy number alterations, would affect genes located in other regions of the

genome. The interaction was introduced in the model through a Gaussian process having

in its structure a covariance function which is a key element in our study. The behavior

and performance of the sparse latent factor model with interactions was evaluated through

simulations using different covariances functions: quadratic exponential, as discussed in

Mayrink and Lucas (2013), power exponential and some functions options in the Matern

class that differ in terms of the choice of the smoothing parameters. A sensitivity analysis

is made considering these settings and the results indicate that some specifications provide

a better model fit than others. Finally, an application involving real data is presented

considering the covariance function exhibiting the best results.

Keywords: Bayesian Inference, Sparsity prior, Gaussian Process, Genome.
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Caṕıtulo 1

Introdução

Analisar dados com alta dimensão requer técnicas especiais tais como seleção de

variáveis ou redução da dimensão. O modelo fatorial é uma ferramenta flex́ıvel e po-

derosa para a análise de dependência multivariada e para a verificação de padrões e

associações nos dados. A principal função da análise fatorial é reduzir ou resumir a in-

formação em uma grande quantidade de variáveis a um número pequeno de fatores, que

são usados para identificar caracteŕısticas subjacentes principais e associações entre as

variáveis.

Com os avanços computacionais, muitos estudos tem usado o modelo fatorial com a

abordagem Bayesiana, em particular, modelos Bayesianos têm levado a resultados inte-

ressantes para análise de expressão de genes. West (2003) introduziu o modelo fatorial

latente esparso como uma extensão de um modelo de regressão esparso, e mostrou a

capacidade do modelo fatorial em identificar e estimar padrões e grupos de genes relaci-

onados a fenômenos biológicos. Lucas et al. (2006) também utiliza um modelo fatorial

latente hierárquico com uma distribuição a priori esparsa para as cargas e obtém grandes

melhorias na identificação de padrões complexos em termos de covariações entre genes. A

complexa rede de dependência entre genes motivou Mayrink e Lucas (2013) a construir

um modelo fatorial com interações, pois a interação é introduzida para explicar uma

parte dessa dependência. Interações são bastante comuns no contexto de regressão, elas

podem ser introduzidas através de um o produto de covariáveis. Neste caso, o modelo des-

creve uma relação multiplicativa entre duas covariáveis influenciando a variável resposta;
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lembramos que outras formas de interações podem ser consideradas em regressão.

Modelos com interações não lineares também tem sido estudados por diversos pes-

quisadores e em muitos casos a não linearidade é introduzida no modelo a partir de uma

especificação a priori de um Processo Gaussiano. Henao e Winther (2011) consideram

variáveis latentes esparsas e modelos Bayesianos lineares para uma análise parcimoniosa

de dados multivariados. O uso dessas ferramentas consiste em uma hierarquia com-

pleta em modelos esparsos usando uma distribuição a priori do tipo mistura com uma

componente com ponto de massa em zero, fatores latentes não-Gaussianos e uma busca

estocástica sobre a ordenação das variáveis. Os autores argumentam que o modelo é

flex́ıvel de modo que ele pode ser estendido ao trocar a distribuição a priori estabelecida

para o conjunto de variáveis latentes por um Processo Gaussiano, que permite a não

linearidade entre as variáveis observadas.

Lawrence (2004) e Lawrence (2005) exploram a interação não linear entre fatores

latentes propondo um modelo de regressão com Processo Gaussiano. Além disso, eles

introduzem uma interpretação probabiĺıstica para a análise de componentes principais

chamada de Análise de Componente Principal Probabiĺıstica Dual (DPPCA). A vantagem

desse modelo estaria no fato de que o mapeamento linear do espaço latente para o espaço

de dados pode ser normalizado pelo Processo Gaussiano que é assumido para as variáveis

latentes. O DPPCA com um Processo Gaussiano introduz não linearidade no modelo a

partir de uma função de covariâncias que define a associação entre as variáveis, com isso

o modelo passa a ser chamado de Modelo de Variáveis Latentes com Processo Gaussiano

(MVL-GP).

O uso do Processo Gaussiano é um tópico abordado por Mayrink e Lucas (2013)

que estudaram o efeito de interação não linear no modelo fatorial latente esparso. Eles

utilizaram a função de covariâncias exponencial quadrática e verificaram a forma do

efeito de interação entre fatores por meio de um parâmetro de comprimento-escala. Este

parâmetro tem um papel fundamental na estimação das interações, pois se aumentarmos

o seu valor estaremos suavizando a superf́ıcie estimada que representaria a interação entre

fatores.

A função de covariâncias exponencial quadrática não é a única opção. Outras for-
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mas de funções podem ser consideradas incluindo mais de um parâmetro que controla

a suavização. Pretendemos explorar a função de covariâncias Exponencial Potência e

funções da classe Matérn. Neste trabalho, usamos o modelo fatorial latente esparso com

interações para identificar o efeito não linear de interação entre fatores sobre grupos

de genes. Utilizamos inicialmente a função de covariâncias exponencial quadrática para

confirmar os resultados obtidos por Mayrink e Lucas (2013), em seguida utilizamos as

funções de covariâncias exponencial potência e algumas da classe Matérn para comparar

e verificar através de dados simulados se há melhoras na estimação dos parâmetros do

modelo. Uma aplicação envolvendo dados reais também foi desenvolvida no contexto do

estudo de alteração do número de cópias em diferentes partes do genoma.

1.1 Organização da dissertação

Esta dissertação está organizada como segue. O Caṕıtulo 2, apresentado a seguir, irá

descrever alguns conceitos básicos de inferência Bayesiana, incluindo a análise conjugada

e a descrição de dois dos principais métodos computacionais (algoritmo Gibbs Sampling

e o Metropolis-Hastings) para amostragem indireta da distribuição a posteriori.

O Caṕıtulo 3 descreve resumidamente a análise de expressão de genes e o pré-tratamento

dos dados que serão utilizados e motivarão este trabalho. Além disso, fizemos um estudo

simulado analisando o ajuste de um modelo fatorial latente simples.

O Caṕıtulo 4 trata da aplicação de uma modelagem com interações entre fatores defi-

nidas para grupos de genes afetados por regiões do genoma apresentando uma alteração

do número de cópias do DNA. Neste caṕıtulo, simulamos um conjunto de dados contendo

grupos de genes afetados por estas regiões e um grupo que não é afetado. Consideramos

um modelo em que cada fator estará associado com cada grupo de gene afetado por estas

regiões. Um grupo extra que não é afetado poderá ter relação com estes fatores e/ou com

uma interação deles. Essa interação é introduzida por meio de um processo Gaussiano

que apresenta a função de covariâncias exponencial quadrática. A existência do efeito de

interação entre fatores é feita pelo uso de distribuições a priori esparsas.

No Caṕıtulo 5 fizemos um estudo abordando as funções de covariâncias exponencial
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potência e algumas da classe Matérn. Apresentamos alguns resultados de um estudo

simulado onde comparamos os modelos com distintas funções de covariâncias. Nesta

etapa, diferentes valores dos parâmetros de suavização são considerados.

No Caṕıtulo 6 apresentamos uma aplicação do modelo com interações envolvendo

um conjunto de dados reais representando expressões de genes para o câncer de mama.

Utilizamos aqui uma função de covariâncias da classe Matérn que mostrou bons resultados

no caṕıtulo 5.

Finalmente, o Caṕıtulo 7 fará um resumo de tudo aquilo que foi apresentado e discu-

tido neste trabalho, além de apresentar algumas propostas de trabalhos futuros.
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Caṕıtulo 2

Conceitos Básicos de Inferência

Bayesiana

Ao selecionar uma famı́lia = de uma classe de distribuições de probabilidades que

são indexadas por um parâmetro θ ∈ Θ estamos atribuindo a um processo ou fenômeno

f́ısico, que gera observações, um modelo estat́ıstico paramétrico. As observações y =

(y1, y2, ..., yn) são uma amostra aleatória extráıda da população que se distribui de acordo

com a densidade p(y | θ) ∈ =. O parâmetro θ representa a caracteŕıstica de interesse que

se quer conhecer para poder ter uma descrição completa do modelo ou tomar decisões

em algum procedimento. Por exemplo, considere um conjunto de medições yi com i =

1, 2, ..., n, tal que yi ∼ N(θ, σ2), com variabilidade σ2 conhecida. Neste caso, yi =

θ + εi é o modelo que será descrito pela seguinte função de verossimilhança assumindo

independência condicional entre os yi.

p(y | θ) =
n∏
i=1

p(yi | θ) =
n∏
i=1

(2πσ2)−
1
2 exp

{
− 1

2σ2
(yi − θ)2

}
;

vale ressaltar que a quantidade θ é mais do que um parâmetro indexador, pois ela é a

média das observações e estaŕıamos interessados na determinação do seu valor.

Deixando o exemplo da Normal acima e considerando o caso geral p(y | θ), o parâmetro

θ em um modelo estat́ıstico é uma quantidade desconhecida. O principal interesse em

problemas de inferência é conhecê-lo ou caracterizá-lo. Por isso, é posśıvel que a in-

formação a respeito de θ seja incorporada a um modelo estat́ıstico capaz de descrever
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a incerteza inicial que se tem sobre θ como uma medida de probabilidade. Então, é

necessário construir uma distribuição de probabilidade a priori para θ que irá resumir

toda a informação dispońıvel sobre θ previamente conhecida antes da realização do expe-

rimento, isto é, antes de observarmos a amostra. Após observarmos os dados o processo

de inferência para θ será baseado na distribuição a posteriori, que é uma atualização da

distribuição a priori. A inferência sobre θ é feita a partir da informação trazida pelos

dados (amostra) juntamente com a informação que se tem de θ antes de observarmos os

dados.

Em estat́ıstica Bayesiana a regra de Bayes é utilizada como mecanismo para a atua-

lização da distribuição a priori. Ela é dada pela expressão:

p(θ | y) =
p(y, θ) p(θ)

p(y)
=

p(y | θ)p(θ)∫
Θ
p(y | θ)p(θ)dθ

. (2.1)

Os termos p(θ | y) e p(θ) em (2.1) medem, respectivamente, a incerteza sobre θ após

observarmos os dados (distribuição a posteriori) e antes de observá-los (distribuição a

priori). Vale ressaltar que o denominador em (2.1), no caso de distribuições discretas

pode ser escrito como p(y) =
∑

θ p(y | θ) p(θ), além disso ele é visto como uma constante

que não depende de θ o qual chamamos de distribuição preditiva. Essa distribuição tem

grande importância no cálculo dos fatores de Bayes que são usados como um posśıvel

critério para comparar modelos. Com isso, a regra de Bayes pode ser escrita de forma

mais resumida considerando apenas a parte que depende de θ, como segue:

p(θ | y) ∝ p(y | θ) p(θ).

No caso de θ = (θ1, θ2, ..., θp) ser um vetor, as distribuições marginais e condicionais

completas de cada θi podem ser obtidas a partir da distribuição a posteriori conjunta

p(θ1, θ2, ..., θp | y). Então a distribuição marginal a posteriori de θi será:

p(θi | y) =

∫
p(θ1, θ2, ..., θp | y)dθ−i;

sendo θ−i = (θ1, θ2, ..., θi−1, θi+1, ..., θp) o vetor paramétrico sem a i-ésima componente.

De maneira análoga, pode-se obter distribuições para subvetores de θ. Além do mais,
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várias distribuições condicionais podem ser obtidas da seguinte forma:

p(θi | θ−i, y) =
p(θ1, θ2, ..., θp | y)

p(θ−i | y)
.

A distribuição de (θi | θ−i, y), é chamada de distribuição condicional completa a

posteriori e elas são muito importantes em aplicações do algoritmo computacional Gibbs

Sampling, um dos métodos Monte Carlo via Cadeias de Markov (MCMC), que será

descrito adiante neste trabalho.

Este caṕıtulo está organizado da seguinte maneira: A seção 2.1 irá descrever como

propor uma distribuição a priori por meio de famı́lias de distribuições que facilitam a

caracterização de modelos, as famı́lias conjugadas. Na seção 2.2 será apresentado uma

breve descrição do algoritmo Gibbs Sampling, utilizado para gerar amostras da distri-

buição a posteriori. A seção 2.3 apresenta outro método de amostragem da distribuição

a posteriori conhecido como Metropolis-Hastings, que também é um método MCMC. E

a seção 2.4 finaliza este caṕıtulo apresentando as principais conclusões.

2.1 Famı́lias Conjugadas

Uma maneira de escolher a distribuição a priori é por meio de conjugação. Ao cons-

truirmos famı́lias conjugadas devemos buscar uma famı́lia de uma classe de distribuições

ζ versátil e ampla o bastante, para acomodar diferentes opiniões e informações a priori,

permitindo uma boa interpretabilidade dos parâmetros e simplicidade no cálculo da dis-

tribuição a posteriori. Por definição, considere = = {p(y | θ) : θ ∈ Θ} uma famı́lia de

distribuições relacionadas à amostra y = (y1, y2, ..., yn) e seja ζ = {p(θ) : θ ∈ Θ} a classe

de distribuições de probabilidade sobre θ. Dizemos que ζ e = são famı́lias conjugadas se:

(i) A classe ζ é fechada por amostragem de =, isto é, o núcleo da distribuição p(y | θ)

é proporcional a algum membro de ζ, e

(ii) A classe ζ é fechada com relação ao produto, ou seja, ao multiplicar p(y | θ) e p(θ)

obtem-se uma distribuição a posteriori na mesma classe ζ da distribuição a priori.
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Considere, por exemplo, y = (y1, y2, ..., yn) variáveis aleatórias que dado θ ∈ [0, 1] são

independentes e identicamente distribúıdas com distribuição Bernoulli. Então a verossi-

milhança é escrita da seguinte forma:

p(y | θ) =
n∏
i=1

p(yi | θ) = θ
∑n

i=1 yi (1− θ)n−
∑n

i=1 yi .

Uma candidata à famı́lia conjugada é dada por:

p(θ) ∝ θ(1− θ), (2.2)

na qual as propriedades (i) e (ii) são satisfeitas, mas a distribuição em (2.2) não é flex́ıvel.

Para colocar flexibilidade pode-se introduzir hiperparâmetros, assim a equação (2.2) pode

ser escrita como:

p(θ) ∝ θa−1(1− θ)b−1; (2.3)

então tem-se que (2.3) representa o núcleo de uma distribuição Beta com hiperparâmetros

a > 0 e b > 0. E por construção, essa distribuição é fechada por amostragem, logo, basta

verificar se a mesma é fechada por produto. Com isso tem-se:

p(θ | y) ∝ p(y | θ)p(θ) = θ
∑n

i=1 yi (1− θ)n−
∑n

i=1 yi θa−1(1− θ)b−1

∝ θa+
∑n

i=1 yi−1(1− θ)b+n−
∑n

i=1 yi−1. (2.4)

Assim, a expressão em (2.4) apresenta o núcleo de uma Beta(a +
∑n

i=1 yi; b + n −∑n
i=1 yi), logo a classe de distribuições Beta é uma famı́lia conjugada para o modelo

Bernoulli.

Outro exemplo importante que envolve conjugação é o caso Normal. Considere

y = (y1, y2, ..., yn) uma amostra aleatória que dado θ tem distribuição N(µ, θ), sendo

µ conhecido e θ > 0. Note que a função de verossimilhança será:

p(y | θ) =
n∏
i=1

p(yi | θ)

= (2π)−
n
2

(
1

θ

)n
2

exp

{
− 1

2θ

n∑
i=1

(yi − µ)2

}
. (2.5)
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Uma famı́lia de distribuições de probabilidade sobre θ que é conjugada em relação a

expressão em (2.5) será:

p(θ) =
ba

Γ(a)

(
1

θ

)a+1

exp

{
−1

θ
b

}
; a > 0 e b > 0. (2.6)

Em (2.6) temos a densidade da distribuição Gama-Invertida com parâmetros de escala

b > 0 e de forma a > 0. A densidade a posteriori é obtida via regra de Bayes como segue:

p(θ | y) ∝ p(y | θ)p(θ)

∝
(

1

θ

)n
2

exp

{
− 1

2θ

n∑
i=1

(yi − µ)2

}(
1

θ

)a+1

exp

{
−1

θ
b

}

∝
(

1

θ

)n
2

+a+1

exp

{
−1

θ

(
b+

1

2

n∑
i=1

(yi − µ)2

)}
.

Portanto, (θ | y) tem distribuição Gama-Inversa com parâmetros de forma n
2

+ a e escala

b+ 1
2

∑n
i=1(yi − µ)2.

A conjugação é sempre válida para classes ζ muito abrangentes como, por exemplo, a

classe de todas as distribuições cont́ınuas, e quase nunca para uma classe contendo apenas

uma única famı́lia de distribuição. Assim, o bom senso deve ser usado para utilizar classes

de distribuições que não sejam tão amplas, mas para as quais a propriedade de conjugação

é válida.

Uma vez obtida a distribuição a posteriori, se ela tiver forma fechada, podemos rea-

lizar de forma direta a descrição e inferência sobre o parâmetro de interesse. Entretanto,

na maioria das vezes não é trivial a obtenção da distribuição a posteriori, isso ocorre

devido a dificuldades imposta pela integral do denominador da regra de Bayes. Em mui-

tos casos essa constante normalizadora não pode ser calculada e o que se tem é apenas

o núcleo da distribuição alvo. Para contornar este problema e obter uma amostra da

distribuição a posteriori, serão utilizados alguns métodos computacionais que são base-

ados em simulações estocásticas via cadeias de Markov. Nesse caso, pode-se gerar uma

amostra da distribuição a posteriori, cuja forma não é conhecida, a qual será usada para

construir, histogramas e estat́ısticas (estimativas) que irão resumir a informação sobre o

parâmetro.
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2.2 Gibbs Sampling

O Gibbs Sampling foi a primeira classe de esquemas largamente empregada para

simulação estocástica via cadeia de Markov, ele foi proposto originalmente dentro do

contexto de reconstrução de imagens por Geman e Geman (1984). Estes autores, pro-

puseram um esquema de amostragem da distribuição de Gibbs explorando justamente

suas condicionais completas, por meio de um algoritmo iterativo que define uma cadeia

de Markov. Mais tarde, Gelfand e Smith (1990) compararam esse amostrador com ou-

tros esquemas de simulação estocástica e mostraram que o Gibbs Sampling poderia ser

utilizado, em muitos casos, para amostrar de distribuições a posteriori.

Para implementar o Gibbs Sampling devemos ser capazes de gerar observações a partir

de cada distribuição condicional completa p(θi | θ−i, y). As amostras podem ser geradas

de maneira direta, se as distribuições condicionais completas tem forma conhecida; ou

de maneira indireta, quando as condicionais completas não tem forma conhecida. Nesse

último caso, alternativas para gerar da condicional completa a posteriori são, por exem-

plo, os algoritmos Adaptive Rejection Sampling (ARS) de Gilks e Wild (1992), o Slice

Sampling de Neal (2003) ou o Metroplis-Hastings de Metropolis et al. (1953) e Hastings

(1970), que será visto adiante, como um passo dentro do Gibbs Sampling.

O Gibbs Sampling é configurado da seguinte forma:

Passo 1 Escolha os valores iniciais θ(0) = (θ
(0)
1 , θ

(0)
1 , ..., θ

(0)
p ) e inicialize o contador de

iterações t = 1.

Passo 2 Obtenha os novos valores θ(t) = (θ
(t)
1 , θ

(t)
1 , ..., θ

(t)
p ) a partir de sucessivas gerações:

gerar θ
(t)
1 de p(θ1 | θ(t−1)

2 , θ
(t−1)
3 , ..., θ

(t−1)
p , y);

gerar θ
(t)
2 de p(θ2 | θ(t)

1 , θ
(t−1)
3 , ..., θ

(t−1)
p , y);

...

gerar θ
(t)
p de p(θp | θ(t)

1 , θ
(t)
2 , ..., θ

(t)
p−1, y).

Passo 3 Faça t = t + 1 e retorne ao passo 2 até obter a amostra desejada após a

convergência das cadeias.
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Conforme t cresce, a cadeia aproxima-se de uma condição de equiĺıbrio. Os valores de

θ(t) obtidos até uma iteração t0 serão descartados da análise, pois nesta fase a cadeia passa

por um peŕıodo de aquecimento (burn-in). A partir da iteração t0 + 1 os valores de θ(t)

serão tratados como amostras da distribuição a posteriori p(θ | y). As amostras geradas

de p(θ | y) não são totalmente aleatórias, pois há uma dependência entre os valores da

cadeia deixando as observações correlacionadas. Uma estratégia utilizada para minimizar

esse problema é formar a amostra final com os valores selecionados a cada L iterações, o

que chamamos de lag.

2.3 Metropolis-Hastings

Quando a distribuição de interesse, por exemplo a condicional completa a posteriori,

não tem forma conhecida, não será posśıvel gerar amostras diretamente em uma parte

do algoritmo Gibbs Sampling. Nesse caso, o algoritmo Metropolis-Hastings é uma alter-

nativa que considera o núcleo h(θ) obtido via regra de Bayes e uma distribuição geradora

de candidatos em um teste de aceitação/rejeição. Em outras palavras, se desejamos

gerar valores da distribuição a posteriori p(θ | y) ∝ h(θ) ≡ p(y | θ)p(θ), precisamos

especificar uma distribuição geradora de candidatos q(θ∗ | θ(t−1)) válida no domı́nio de

θ e condicionada em θ(t−1). Dado o valor inicial θ(0), o algoritmo procede da seguinte

maneira:

Passo 1 gerar θ∗ de q(θ∗ | θ(t−1));

Passo 2 calcule a razão r =
h (θ∗) q

(
θ(t−1) | θ∗

)
h (θ(t−1)) q (θ∗ | θ(t−1))

e considere α = min {1, r};

Passo 3 gere u ∼ U(0, 1). Se u < α faça θ(t) = θ∗, caso contrário θ(t) = θ(t−1)

Passo 4 Faça t = t + 1 e retorne ao Passo 1 até obter a amostra desejada após a

convergência das cadeias.

Existe flexibilidade para a escolha da distribuição candidata q(θ∗ | θ(t−1)). Uma opção

mais usual seria propor uma distribuição simétrica em seus argumentos como a normal,

neste caso q(θ∗ | θ(t−1)) = q(θ(t−1) | θ∗), então a razão no Passo 2 do algoritmo poderia
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ser simplificada para r =
h(θ∗)

h(θ(t−1))
. Entretanto, é importante destacar que a escolha da

dispersão de q(θ∗ | θ(t−1)) influencia na autocorrelação da cadeia. Valores altos para a

variância geram taxas de aceitação muito baixas e isso leva a uma cadeia que permanece

constante por várias iterações, entretanto, valores baixos permitem movimentos pequenos

no espaço paramétrico e determinam taxas de aceitação altas, porém a cadeia terá forte

autocorrelação.

Utilizaremos neste trabalho o Metropolis-Hastings dentro do Gibbs Sampling para ge-

rar amostras das distribuições a posteriori condicionais completas desconhecidas. A ideia

é combinar os algoritmos Gibbs Sampling e Metropolis-Hastings construindo um Gibbs

Sampling que em alguns de seus passos executa uma iteração do Metropolis-Hastings, ou

seja, as observações que não podem ser geradas diretamente de suas distribuições con-

dicionais completas, serão geradas através do Metropolis-Hastings (uma única iteração)

dentro do ciclo amostral do Gibbs Sampling. Isso é conhecido na literatura como Metro-

polis within Gibbs, mais detalhes podem ser vistos em Gamerman e Lopes (2006).

2.4 Conclusões do Caṕıtulo

Este caṕıtulo apresentou alguns conceitos básicos sobre inferência Bayesiana indicando

a regra de Bayes como ferramenta para atualizar a distribuição a priori. Além disso, vi-

mos que uma escolha adequada da distribuição a priori facilita a análise ao obtermos

a conjugação. Apresentamos também uma breve descrição dos principais métodos com-

putacionais MCMC utilizados para amostragem indireta da distribuição a posteriori : os

algoritmos Gibbs Sampling e Metropolis-Hastings. O caṕıtulo seguinte apresentará essa

abordagem no contexto de análise de expressão de genes, onde um modelo fatorial simples

será usado para modelar um padrão de expressão genético.
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Caṕıtulo 3

Análise de Expressão de Genes

Recentes tecnologias envolvendo sequências de oligonucleot́ıdeos curtos (fragmentos

de DNA ou RNA com 25-30 bases) em pequenos chips estão sendo usadas para a cons-

trução de plataformas de microarrays. O sistema GeneChip, produzido pela Affymetrix

(http://www.affymetrix.com/estore/), utiliza sequências curtas de oligonucleot́ıdeos

depositados em um chip configurando em um “grid”com probes. As probes contêm mate-

riais genéticos compostos por sequências que são projetadas (conhecidas) para combinar

com outras sequências genéticas extráıdas de uma amostra. Um conjunto composto

por 11-20 pares de probes formam um probe set, que neste trabalho, iremos considerar

como representação de um gene de interesse. Assim, neste chip que contém sequências

genéticas é aplicado uma solução com material de células que se quer analisar. Esse

material genético recebe uma marcação fluorescente, e as sequências presentes na solução

poderão encontrar seus pares fixos no chip e, se isso acontecer, haverá conexão. Esse

processo é conhecido como hibridização. A Figura 3.1 apresenta uma imagem ilustrativa

desse processo.
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Figura 3.1: Representação da configuração de um chip usado para a construção de pla-

taformas de microarrays.

O processo de hibridização por complementariedade dos oligonucleot́ıdeos é avaliado

a partir de dois tipos de probes : Perfect Match (PM) e Mismatch (MM). O PM tem

uma sequência idêntica a um trecho de um dado gene; neste caso, a ligação entre a

sequência do chip e da solução é perfeita. Por outro lado, o MM apresenta uma sequência

de oligonucleot́ıdeos com a base do meio (13a posição) alterada; aqui a ligação entre as

sequências não ocorre perfeitamente resultando no que se chama de hibridização cruzada.

O propósito do probe tipo MM é justamente permitir que se investigue a ocorrência da

hibridização cruzada.

Após a hibridização, o chip é lavado para remover materiais sem conexão, em seguida

aplica-se um laser para ativar as etiquetas fluorescentes. No final, o chip é escaneado

medindo-se a luminosidade dos probes do microarray. Esta luminosidade é representada

por um valor real positivo. Onde houver hibridização o valor da luminosidade será alto

e onde não houver será baixo. A Figura 3.2 representa a imagem de um microarray.
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Figura 3.2: Representação de uma imagem de microarray.

Esses experimentos produzem um grande conjunto de dados que contêm ind́ıcios das

atividades de milhares de genes. Os dados que serão utilizados neste trabalho são os

valores das luminosidades. Eles representam a intensidade de hibridização e proporcio-

nam uma medida do ńıvel de expressão do gene. Essas medidas podem ser usadas para

classificar um gene como presente por meio de um padrão que um probe set apresenta

em diversos microarrays, produzidos para diferentes amostras do mesmo tipo de célula.

Podemos classificar o probe set (representando um gene) como ausente quando não há

um padrão ao longo das amostras; veja Mayrink e Lucas (2015). Alguns problemas como

sujeiras, desajuste do scanner ou defeitos no chip podem causar distorções nas lumino-

sidades, por isso, esses dados passam por um pré-processamento antes de propriamente

analisarmos o ńıvel de expressão.

Existem diversos métodos de pré-processamento, entre eles podemos citar o MAS 5.0,

RMA e o GCRMA. O MAS 5.0 (Microarray Suite Version 5.0) é um software desenvolvido

pela Affymetrix que incorpora um conjunto de ferramentas para análise de microarrays.

Entre as ferramentas, temos um método simples de pré-processamento que utiliza ambos

os tipos de probes PM e MM. Outro método de pré-processamento bastante popular
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é conhecido por Robust Multi-array Average (RMA). Esse método usa transformações

logaŕıtmicas e faz um ajuste linear para corrigir as luminosidades do chip, eliminando

parte dos erros. Além disso, os dados passam por uma normalização que utiliza projeção

de quantis para regular as luminosidades. Finalmente, o conjunto de dados de um probe

set será sumarizado resultando em uma única luminosidade para cada gene. Para mais

detalhes a respeito do MAS 5.0, RMA ou sobre outros métodos de pré-processamento

como o CGRMA veja, respectivamente, Affymetrix (2001), Irizarry et al. (2003), Wu

et al. (2004).

Este caṕıtulo está organizado da seguinte maneira: A seção 3.1 faz uma breve des-

crição da modelagem fatorial proposta. Na seção 3.2 apresentamos um estudo simulado

para avaliar o comportamento deste modelo. A seção 3.3 fecha o caṕıtulo com as princi-

pais conclusões.

3.1 O Modelo Fatorial Latente Simples

Considere Xij a luminosidade pré-processada referente ao probe ou gene (probe set) i

do microarray ou amostra j, com i = 1, 2, ...,m e j = 1, 2, ..., n. O modelo fatorial tem a

seguinte formulação:

X = αλ+ ε, (3.1)

sendo α uma matriz de cargas ou loadings (m × L), λ a matriz dos escores dos fatores

(L × n) e ε a matriz dos erros (m × n) com εij ∼ N(0, σ2
i ). Veja que L é o número de

fatores adotados no modelo.

As seguintes distribuições a priori conjugadas são especificadas:

σ2
i ∼ GI(a, b); (3.2)

λ•j ∼ NL(0, IL) com λ•j = (λ1j, λ2j, ..., λLj)
′. (3.3)

Considere GI a indicação de uma Gama Inversa e IL a matriz identidade com dimensão

L. A configuração escolhida em (3.3) é utilizada como estratégia padrão para fixar a

magnitude de λ e evitar um problema de identificabilidade no produto αλ. No contexto

de análise de expressão de genes, λ é responsável por descrever o padrão da expressão
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do probe (ou probe set) ao longo das amostras. Além disso, no modelo fatorial em (3.1)

as cargas atuam como se fossem coeficientes de regressão, podendo ser tanto positivas

quanto negativas e determinam a força e a direção de influência dos fatores.

Nesta versão mais simples do modelo fatorial adotamos a seguinte distribuição a

priori :

α′i• ∼ NL(Mα, Vα) sendo α′i• = (αi1, αi2, ..., αiL). (3.4)

Através da distribuição a priori em (3.4) podemos avaliar a significância das cargas

levando em conta o intervalo de credibilidade. Se o zero pertence ao intervalo, αil não

seria significativo e, com isso, o fator l não teria influência sobre as observações da linha

i na matriz de dados. Uma matriz de cargas com poucos αil significativos indica que o

efeito dos fatores no modelo é baixo ou nulo, caracterizando um padrão de expressão fraco

ou aleatório em X. Uma matriz com muitos αil significativos, sugere que a influência dos

fatores é alta e um padrão de expressão forte pode ser observado na matriz de dados X.

Na Figura 3.3, o painel esquerdo mostra uma matriz de dados que apresenta um

padrão de expressão forte; neste caso o modelo indicaria uma matriz α com muitas cargas

significativas. Por outro lado, a direita, temos uma matriz de dados com um padrão de

expressão fraco ou aleatório, aqui o modelo apresenta uma matriz α com poucas cargas

significativas.

Figura 3.3: Representação de duas matrizes de dados X, a esquerda observa-se um padrão

forte, a direita um padrão fraco ou aleatório.
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Uma das questões a ser levada em conta na estimação dos parâmetros é que α e

λ podem trocar de sinais. Este problema de identificabilidade é natural em análise

fatorial e no caso Bayesiano fica evidente quando se executa mais de uma vez o algoritmo

MCMC, pois em execuções diferentes podeŕıamos observar que a cadeia converge para o

valor correto, porém havendo mudança de sinal entre α e λ. Uma forma de tratar esse

problema para realizar inferência é multiplicar os valores da cadeia por -1 quando houver

mudança de sinal. Alem da troca de sinal, outro problema de identificação é a troca de

colunas dentro de α e linhas dentro de λ. Uma das maneiras de contornar este segundo

obstáculo é impor para α a restrição de ser uma matriz triangular superior. Há uma

desvantagem neste caso, pois iremos forçar alguns poucos αil = 0, sendo que o mesmo

não precisa ser necessariamente nulo. Na aplicação que iremos trabalhar, o problema

da troca de posições será controlado da seguinte forma: A partir da geração dos dados

especificamente da matriz das cargas, que será feito no estudo simulado a seguir com

L = 2, faremos a primeira coluna ter a maioria das cargas com valores maiores que as da

segunda coluna. Desta maneira, no final da execução do MCMC iremos: (i) construir uma

matriz com as médias das cadeias de cada carga gerada após o peŕıodo de burn-in (mil),

(ii) calcular a diferença absoluta entre as média da primeira coluna (mi1) e os valores

reais (αil) gerados para as cargas formando uma matriz com entradas absil = |mi1 − αil|.

O que se espera é que a maioria dos absi1 seja menor que absi2, caso contrario as cadeias

geradas para as cargas da primeira coluna serão trocadas de posição com as cadeias da

segunda coluna. Consequentemente os escores dos fatores da primeira linha de λ serão

trocados de posição com os escores da segunda linha de λ. Em uma aplicação que vamos

trabalhar no próximo caṕıtulo, o problema da troca de posições será controlado a partir

de especificações a priori para alguns elementos de α.

3.2 Estudo Simulado

Para verificar o desempenho do modelo (3.1) em relação a inferência de seus parâmetros,

foi simulada uma matriz de dados X com m = 30, n = 100 e L = 2. Este estudo servirá

de base para a modelagem mais robusta que será apresentada nos próximos caṕıtulos.
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Foi escolhido um modelo com dois fatores, pois no Caṕıtulo 4 faremos um estudo abor-

dando um problema onde cada fator estará relacionado a regiões do genoma afetadas por

alteração no DNA. É posśıvel modelar com mais de dois fatores (L > 2) porém este não

é o foco do presente trabalho. Os seguintes passos foram usados para gerar os dados:

1. Gerar α′i• ∼ N(0, Dα), onde Dα = diag(0.2, 0.2, ..., 0.2);

2. Gerar λ•j ∼ N(0, IL);

3. Gerar εij ∼ N(0, σ2
i ), sendo σ2

i = 0.2 (i = 1, ..., 15) e σ2
i = 0.1 (i = 16, ..., 30);

4. Calcular X = αλ+ ε.

A Tabela 3.1 apresenta algumas estat́ısticas da matriz de dados gerada para este

estudo inicial. Nela, pode-se verificar que o valor médio das observações é de 0.0138,

além disso, o menor e o maior valor são -3.2607 e 4.3124, respectivamente. O painel (a)

na Figura 3.4 apresenta um histograma mostrando a distribuição dos dados em X. No

painel (b) podemos observar um padrão na imagem que representa estes dados.

Tabela 3.1: Estat́ısticas descritivas da matriz de dados.

Estat́ısticas Valores

Mı́nimo -3.2607

Primeiro Quartil -0.4131

Mediana 0.0209

Média 0.0138

Terceiro Quartil 0.4390

Máximo 4.3124
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(a) (b)

Figura 3.4: Histograma e imagem da matriz de dados.

A partir da regra de Bayes obtém-se o núcleo da distribuição a posteriori p(α, λ, σ2|X)

que não é tratável analiticamente, então será aplicado o algoritmo Gibbs Sampling. O

Gibbs Sampling é essencialmente um esquema iterativo de amostragem de uma cadeia de

Markov, cujo núcleo de transição é formado pelas distribuições a posteriori condicionais

completas, que para o modelo em (3.1), apresentam forma fechada. As expressões das

distribuições condicionais completas estão apresentadas no Apêndice A. O algoritmo para

geração das amostras é como segue:

Passo 1 Escolha os valores iniciais α
(0)
i• = (α

(0)
i1 , α

(0)
i2 ), λ

(0)
•j = (λ

(0)
1j , λ

(0)
2j )′ e σ2(0) =

(σ
2(0)
1 , ..., σ

2(0)
m )′, para i = 1, ...,m e j = 1, ..., n. Inicialize o contador de iterações

t = 1.

Passo 2 Obtenha os novos valores α
(t)
i• , λ

(t)
•j e σ2(t), para i = 1, ...,m e j = 1, ..., n, a

partir das sucessivas gerações abaixo:

Gerar σ
2(t)
i de

[
σ2
i | α(t−1), λ(t−1), σ

2(t−1)
−i , X

]
.

Gerar α
(t)
i• de

[
αi• | α(t−1)

{−i•}, λ
(t−1), σ2(t), X

]
.

Gerar λ
(t)
•j de

[
λ•j | α(t), λ

(t−1)
{−•j}, σ

2(t), X
]
.

Passo 3 Faça t = t + 1 e retorne ao Passo 2 até obter a amostra desejada após a

convergência das cadeias.
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O algoritmo utilizado foi implementado na linguagem R [R Development Core Team

(2016)] utilizando os pacotes Rcpp [Eddelbuettel e Francois (2011), Eddelbuettel (2013)]

e RcppArmadillo [Eddelbuettel e Sanderson (2014)] que integra o R e a linguagem C++,

além disso, para o cálculo dos intervalos Highest Posterior Density (HPD) foi utilizado

o pacote coda [Plummer et al. (2006)]. Na simulação, foram assumidas as distribuições

a priori (3.2), (3.3) e (3.4) com hiperparâmetros a = 2.1, b = 1.1, Mα = 0 e Vα =

diag(10, ..., 10). Veja que a Gama Inversa escolhida a priori indica E(σ2
i ) = 1 e var(σ2

i ) =

10. Foi considerado um total de 6000 iterações para execução do MCMC. A convergência

de algumas cadeias foi avaliada por meio do critério de Gelman e Rubin (1992).

O diagnóstico de Gelman e Rubin (1992) é baseado na comparação das trajetórias de

múltiplas cadeias, com diferentes valores iniciais; elas devem ser muito parecidas após a

convergência. A análise consiste em comparar os desvios dentro de cada cadeia e entre as

cadeias. Considere m cadeias paralelas e uma função ψ = t(θ), então tem-se m trajetórias

{ψ(1)
i , ψ

(2)
i , ..., ψ

(n)
i } para i = 1, ...,m. Com base nisso as variâncias entre as cadeias B e

dentro das cadeias W são obtidas como segue:

B =
n

m− 1

m∑
i=1

(ψ̄i − ψ̄)2 e W =
1

m(n− 1)

m∑
i=1

n∑
j=1

(ψ
(j)
i − ψ̄i)2

sendo ψ̄i a média das observações da cadeia i e ψ̄ a média dessas médias. Sob a hipótese

de convergência, todos os mn valores são gerados da distribuição a posteriori conjunta

e a variância de ψ será estimada de maneira consistente por σ̂2
ψ =

(
1− 1

n−1

)
W +

(
1
n

)
B.

Se as cadeias não convergirem até o momento, então σ̂2
ψ vai superestimar σ2

ψ e W vai

subestimar esta variância. A partir dessa ideia, um indicador de convergência pode ser

obtido por meio de um estimador de redução de escala potencial dado por:

R̂ =

√
σ̂2
ψ

W
.

Este estimador é a estat́ıstica de Gelman e Rubin (1992) que é sempre maior que 1.

Os estimadores σ̂2
ψ e W convergem para σ2

ψ a medida que n → ∞, R̂ → 1. Se R̂ está

próximo de 1, então temos evidência de que as M cadeias convergiram para a distribuição

de interesse. Os autores sugerem que valores de R̂ menores que 1.2 indicam convergência.
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Neste primeiro estudo, consideremos três cadeias para o mesmo parâmetro partindo

dos valores iniciais 1, 2 e 3 para σ2(0); 0, -4 e 4 para α(0) e λ(0). A Figura 3.5 apresenta os

gráficos de algumas cadeias para σ2, α e λ partindo de diferentes valores inicias, pode-se

observar que as trajetórias das cadeias convergem para a distribuição alvo. A estat́ıstica

de Gelman e Rubin para estas cadeias foi menor que 1.19 confirmando a convergência.

σ2
1 α11 λ11

Figura 3.5: Gráfico de algumas cadeias de α, λ e σ2. A linha horizontal representa o

valor real.

Outra maneira de avaliar a convergência é usando o critério de Geweke (1992) que

sugere o uso de algumas ferramentas baseadas nas cadeia. Após um número suficien-

temente longo de N iterações, são constrúıdas as médias ta e td, sendo ta a média das

primeiras na iterações e td a média das últimas nd iterações. Em seguida é calculada a

estat́ıstica Z dada pela diferença entre as médias dividida pelo erro padrão assintótico

dessa diferença. Geweke (1992) sugere que essas médias só sejam constrúıdas após algu-

mas iterações inicias terem sido descartadas e que sejam usados os 10% inicial da cadeia

e os 50% final.
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Em nosso estudo, descartamos as 3000 primeiras observações das cadeias que tiveram

os valores iniciais σ2(0) = 1, α(0) = 0 e λ(0) = 0. O pacote “coda”fornece a estat́ıstica Z e

dois limites para avaliação. Se a maioria das estat́ısticas Z estiverem dentro dos limites

de 95% da Normal, há evidências de convergência da cadeia. A Figura 3.6 apresenta

gráficos do teste envolvendo nosso estudo simulado. Os valores da estat́ıstica Z (śımbolo

“×”) são investigados para algumas cadeias. Pode-se notar que a maioria dos pontos

estão dentro dos limites de 95% sugerindo a convergência.

σ2
9 α91 λ19

σ2
9 α91 λ19

Figura 3.6: Gráfico com os valores da estat́ıstica de Geweke e algumas cadeias de σ2,

α e λ. O śımbolo “×”representa a estat́ıstica Z, as linhas tracejadas demarcam os va-

lores (-1.96,1.96) correspondendo a região de probabilidade 0.95 na N(0, 1). As linhas

horizontais nos painéis inferiores representam os valores reais.
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A Figura 3.7 apresenta os gráficos de algumas cadeias e correlogramas referentes

as observações geradas após o peŕıodo de burn-in. Pode-se observar correlações baixas

para σ2
5 e λ15, porém para as observações referentes a α51, notamos uma autocorrelação

razoável para diversos lag’s. Visualmente podemos observar a convergência da cadeia

de α51 e podeŕıamos selecionar algumas observações de forma espaçada para melhorar a

inferência.

σ2
5 α51 λ15

σ2
5 α51 λ15

Figura 3.7: Gráfico de algumas cadeias e correlogramas referentes as observações geradas

após execução do MCMC. A linha horizontal nos gráficos inferiores representa o valor

real.

A partir destas primeiras análises devido algumas cadeias apresentarem uma autocor-

relação razoável, decidimos utilizar um lag de tamanho 15 como estratégia para melhorar

a inferência, e isto resultou em uma amostra a posteriori de tamanho 200. Na Figura

3.8, pode ser observado os valores reais (asteriscos) comparados com os valores estimados

a partir da média a posteriori (ćırculos) além dos intervalos HPD que são representa-

dos pelos seguimentos de reta na vertical. Veja que a maioria dos intervalos contém o
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verdadeiro valor do parâmetro e apresentam algumas amplitudes curtas, indicando uma

pequena variabilidade e boas estimativas. O painel (d) mostra os valores de λ ordenados

de forma crescente em relação à média a posteriori para uma melhor visualização.

(a) (b)

(c) (d)

Figura 3.8: Valores reais (asterisco) comparados com as médias a posteriori (ćırculo). O

intervalo HPD de 95% de credibilidade é representado pelo segmento de reta na vertical.

No painel (d) temos os intervalos de λ ordenados pela média a posteriori.
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Ao avaliar a significância das cargas tomando como base a Figura 3.8, observamos 67%

dos αil com intervalos HPD sem conter o zero, caracterizando uma matriz de cargas com

a maioria significativa. Isso determina um efeito forte dos fatores no modelo indicando

a existência de um padrão na matriz X. Lembramos que este padrão controlado pelos

escores em λ reflete uma informação subjacente que é compartilhada pelas linhas de X.

No contexto de expressão de genes, isto indicaria genes atuando coordenadamente.

3.3 Conclusões do Caṕıtulo

Neste caṕıtulo, fizemos uma breve descrição dos dados de expressão de genes, que mo-

tiva este trabalho. Ajustamos um modelo fatorial Bayesiano simples para um conjunto

de dados simulados e fizemos uma breve avaliação de alguns critérios de convergência

para as cadeias geradas. Os resultados do estudo indicam boas estimativas a posteriori

e servem para mostrar ao leitor o funcionamento do modelo fatorial Bayesiano em uma

aplicação simples. O caṕıtulo a seguir, irá apresentar uma modelagem mais robusta con-

textualizada para o problema da alteração no número de cópias em seguimentos de DNA

definindo regiões do genoma onde a expressão dos genes é mais forte ou mais fraca que o

esperado. O modelo fatorial que será apresentado contém uma matriz que representa a

interação entre os fatores. A distribuição a priori para as cargas será diferente da distri-

buição utilizada neste caṕıtulo; consideraremos uma mistura para avaliar a significância.
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Caṕıtulo 4

Alteração no Número de Cópias e

Interação entre Fatores

Diferentes regiões do genoma podem produzir quantidades de mRNA muito acima

ou abaixo do esperado, assim medidas feitas em microarrays podem ser afetadas por

duplicações/eliminação em seguimentos de DNA ocasionando o que chamamos de Al-

teração no Número de Cópias (Copy Number Alteration - CNA). Alguns métodos são

propostos para identificar essas regiões. Lucas et al. (2010) usaram a análise fatorial para

determinar regiões do genoma com CNA associadas a resposta de acidose lática e hipóxia

em tumores. Eles ajustaram um modelo fatorial latente para a assinatura de genes em

um conjunto de 251 amostras referentes ao câncer de mama [Miller et al. (2005)] para

gerar 56 fatores latentes. Além disso, o trabalho identificou que a variação no valor da

expressão de vários fatores estava altamente associada com a CNA em algumas regiões

cromossômicas. A busca por regiões do genoma com CNA, para o câncer de mama, é o

foco de outros estudos como: Pollack et al. (2002) e Rueda e Uriarte (2007).

Mayrink e Lucas (2015) utilizam o modelo fatorial latente esparso para avaliar o

efeito que a CNA tem no padrão de expressão de genes para diferentes tipos de câncer,

incluindo os tumores de mama. Esse artigo utiliza uma distribuição a priori esparsa

composta de duas componentes Normais centradas em zero e com variância pequena e

grande, respectivamente, para a matriz das cargas. Esta especificação a priori objetiva

avaliar se o fator teria efeito significativo para explicar o padrão na matriz de dados.
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Além disso, eles verificaram que um mesmo grupo de genes, localizados em uma região

do genoma com CNA para câncer de mama, pode exibir padrões relacionados ao CNA

em outros tipos de câncer como pulmão e ovário.

No contexto de dados de CNA vamos considerar, que o genoma tenha duas regiões

com alteração; regiões estas que englobam múltiplos genes cada. A ideia é utilizar um

modelo com dois fatores sendo que cada fator estará diretamente relacionado com o grupo

de genes das diferentes regiões com alteração. Incluiremos também uma influência direta

dos fatores ou indireta via interação para grupos de genes fora dessas regões. Assim, o

efeito principal do modelo seria o primeiro fator atuando diretamente no grupo de genes

G1 localizados em uma região 1 e o segundo fator atuando diretamente no grupo de genes

G2 localizados em uma região 2. Os demais genes, localizados fora das regiões do genoma

com CNA, poderiam ter influência de cada fator ou até mesmo de uma interação entre os

fatores. Mayrink e Lucas (2013) utilizam um modelo fatorial e investigam a existência do

efeito de interação não linear entre fatores latentes. A incorporação do efeito de interação

foi motivada pela existência de uma complexa estrutura de associação entre os genes que

não pode ser estudada em modelos simples. Os autores testaram a significância dos

termos de interação não linear assumindo uma distribuição a priori esparsa sendo uma

mistura com uma componente degenerada em zero e um Processo Gaussiano baseado

nos escores dos fatores. Esse tipo de especificação a priori tem sido usada para definir

a estrutura esparsa em modelos que são desenvolvidos, por exemplo, nos trabalhos de

West (2003), Lucas et al. (2006) e Carvalho et al. (2008).

Neste caṕıtulo, utilizamos o modelo fatorial latente esparso com interações proposto

por Mayrink e Lucas (2013) para modelar a associação entre os genes no contexto da

CNA. Mais adiante, no caṕıtulo seguinte, iremos propor uma modificação neste modelo

assumindo funções de covariâncias diferentes.

O presente caṕıtulo está organizado como segue: na seção 4.1, apresentamos o modelo

com interações que é uma extensão do modelo visto no caṕıtulo anterior, com a utilização

de misturas de distribuições a priori esparsa para as cargas e interação entre os fatores.

Na seção 4.2 mostramos um estudo simulado replicando os resultados expostos em May-

rink e Lucas (2013). Nosso objetivo aqui é confirmar os bons resultados de inferência
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para o modelo com função de covariâncias exponencial quadrática. A seção 4.3 finaliza

o caṕıtulo com as principais conclusões.

4.1 Modelo Fatorial Latente Esparso com Interações

Seja Xij a luminosidade pré-processada referente ao gene (probe set) i na amostra j.

Considere o seguinte modelo:

X = αλ+ F + ε, (4.1)

sendo α a matriz das cargas (m × L), λ a matriz dos escores dos fatores (L × n), F a

matriz do efeito de interação entre os fatores (m×n) e ε a matriz dos erros (m×n) com

εij ∼ N(0, σ2
i ).

O modelo em (4.1) tem como objetivo identificar o efeito não linear de interação

entre fatores sobre genes no conjunto de dados. Para isso no mı́nimo dois fatores terão

que ser bem definidos para que haja modelagem da interação. Considere que para cada

fator l = 1, 2, ..., L, há um grupo de genes Gl em X que está diretamente relacionado a

esse fator, e um grupo extra GE em X com genes que podem apresentar uma relação

direta com esses fatores e/ou com o efeito de interação entre eles. Além do mais, vamos

considerar que esses grupos são dijuntos, isto é, (G1 ∪G2 ∪ ...∪GL ∪GE) representam as

linhas de X. Estabelecemos a relação direta entre grupo-fator envolvendo os elementos

de Gl por meio de especificações a priori para α e F . Assumimos que os genes em Gl

são afetados por um único fator e não serão afetados por interação; a última suposição

é induzida por uma distribuição a priori que favorece a i-ésima linha de F a ser zero

(Fi• = 0) para cada gene i pertencente a Gl.

Há diferentes versões de modelos fatoriais que podem ser explorados, essas versões se

diferenciam por meio de diferentes especificações a priori para αil e Fi•. Neste caṕıtulo,

será utilizado uma formulação a priori para αil diferente daquela usada no Caṕıtulo 3.
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Consideraremos:

αil ∼ (1− hil)δ0(αil) + hilN(0, ω); (4.2)

hil ∼ Bernoulli(qil);

qil ∼ Beta(γ1, γ2),

sendo δ0(αil) a componente da mistura com ponto de massa em zero.

Ressaltamos que a variável latente binária hil foi introduzida na notação apenas para

auxiliar a descrição do modelo. Em cada iteração do MCMC fazemos hil = 0 se αil =

0 e hil = 1 caso contrário. Desta forma, não há inconsistência entre estes elementos

do algoritmo. A distribuição a priori em (4.2) é dita esparsa pois avalia, através da

probabilidade qil, se αil é um valor nulo proveniente de δ0(αil) ou não nulo proveniente

da N(0, ω). Expressamos nossa incerteza sobre qil por meio da distribuição Beta e sua

estimativa a posteriori permite avaliar a significância de αil, e determinar padrões em X.

Valores altos de qil favorecerão αil diferente de zero. Por outro lado, valores baixos de qil

favorecerão αil = 0. Utilizaremos adiante especificações a priori para qil visando permitir

a identificação do modelo ao evitar a troca de colunas dentro de α e, consequentemente,

linhas dentro de λ. Novamente, especificamos a priori λ•j ∼ N(0, IL) que é padrão para

fixar a magnitude de λ no produto com α.

Assumimos também uma mistura de distribuições a priori para o efeito de interação

Fi•, sendo que uma das componentes é a distribuição com ponto de massa em zero e a

outra um Processo Gaussiano com função de covariâncias dependendo dos escores dos

fatores. Assim a especificação a priori do efeito de interação será:

F ′i• | λ ∼ (1− zi)δ0(Fi•) + ziNn[0, K(λ)], (4.3)

sendo zi uma variável indicadora com zi tendo distribuição Bernoulli(ρi) e ρi com distri-

buição Beta(β1, β2). Valores baixos de ρi gerados da distribuição Beta favorecem zi = 0

levando à Fi• = 0, indicando que o gene i (ou i-ésima linha em X) não é afetado pela in-

teração dos fatores. Entretanto, valores altos de ρi favorecem zi = 1 ocasionando Fi• 6= 0,

indicando que o gene i é afetado pela interação dos fatores. No caso em que Fi• 6= 0 a

interação Fi• será gerada do Processo Gaussiano com vetor de médias zero e matriz de

covariâncias obtida pela função K(λ).
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Diferentes funções de covariâncias podem ser utilizadas, uma bastante popular na

literatura é a função de covariâncias Gaussiana (ou exponencial quadrática) que usaremos

neste caṕıtulo para reproduzir os resultados de Mayrink e Lucas (2013). Ela é expressa

por:

K(λ) = υ2 exp

{
− 1

2l2s
‖λ•j1 − λ•j2‖

2

}
, (4.4)

sendo υ2 um parâmetro global que controla a variabilidade, (j1, j2) ∈ 1, 2, ..., n e ls o

parâmetro de comprimento-escala que controla o quão próximos os escores dos fatores

λ•j1 e λ•j2 devem ser para que sejam considerados associados (considere λ•j a j-ésima

coluna de λ). Em um caso particular, assumindo υ2 = 1 temos a função de correlação.

Veja que a função exponencial quadrática depende da norma euclidiana ‖λ•j1 − λ•j2‖,

isto é, quanto mais próximos são os escores λ•j1 e λ•j2 das amostras j1 e j2 no espaço

<L, maior será a similaridade deles levando a K(λ) ≈ 1. Por outro lado, quanto maior a

distâncias entre estes vetores, menor será a similaridade entre os mesmos e assim temos

K(λ) ≈ 0.

4.2 Estudo Simulado

Para este estudo vamos considerar uma matriz de dados com tamanho m = 20 e

n = 100, além disso, utilizaremos um modelo com L = 2 fatores e definiremos Fij = λ1jλ2j

como o verdadeiro efeito de interação. Nosso objetivo com esta simulação é verificar o

desempenho em termos de inferência do modelo fatorial com interações. Admita que

cada fator tem uma relação direta com cada grupo de genes Gl, contendo 5 elementos, e

que esses grupos não serão influenciados pelo efeito de interação. Com isso, o primeiro

fator não terá influência em G2, assim como o segundo fator não influenciará G1. O efeito

de interação e/ou o efeito principal dos fatores podem estar associados com um grupo de

10 genes denominado GE. Os grupos de genes G1, G2 e GE são disjuntos e formam as

linhas da matriz de dados X que será simulada considerando os seguintes passos:

1. Considere αil = 0, para todo i ∈ G1 sendo l = 2, e para todo i ∈ G2 com l = 1.

Gere αil ∼ N(0, 1) para i ∈ G1 com l = 1, e i ∈ G2 com l = 2.

Gere u ∼ U(0, 1) e obtenha αil ∼ N(0, 0.5) se u < 0.8 para i ∈ GE e todo l.
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Fixamos em 0.8 supondo em média 80% de cargas significativas.

2. Gere λlj ∼ N(0, 1), para j = 1, 2, ..., 100 e l = 1, 2.

3. Gere a matriz de interações como segue:

Fi• = 0 se i ∈ (G1 ∪ G2). Gere u ∼ U(0, 1) e faça Fij = λ1jλ2j se u < 0.4 para

todo i ∈ GE.

Fixamos em 0.4 supondo em média 40% de interações significativas

4. Gere εij ∼ N(0, σ2
i ), sendo σ2

i = 0.2 (i = 1, ..., 10) e σ2
i = 0.1 (i = 11, ..., 20).

5. Calcule X = αλ+ F + ε.

Com a regra de Bayes obtemos o núcleo da distribuição a posteriori p(α, λ, F, σ2 | X)

que não é tratável analiticamente, por isso utilizamos o algoritmo Gibbs Sampling para

amostrar dessa distribuição; em particular será aplicado o Metropolis-Hastings com pas-

seio aleatório como um passo dentro do Gibbs Sampling para gerar λ•j. Esse parâmetro

alvo aparece em (4.3) e sua distribuição condicional completa não apresenta forma fe-

chada. As distribuições condicionais completas são apresentadas no Apêndice B. O algo-

ritmo utilizado tem os seguintes passos:

Passo 1 Escolher os valores iniciais para α(0), λ(0), σ2(0), F (0), z(0) = (z
(0)
1 , ..., z

(0)
m )′,

h(0) = (h
(0)
1• , ..., h

(0)
m•)′ com h

(0)
i• = (h

(0)
i1 , h

(0)
i2 ). Inicialize o contador de iterações t = 1.

Passo 2 Obtenha os novos valores α(t), λ(t), σ2(t), F (t), z
(t)
i , h

(t)
il ρ

(t)
i , para i = 1, ...,m e

l = 1, 2, a partir das sucessivas gerações abaixo:

2.1 Gere σ
2(t)
i de

[
σ2
i | α(t−1), λ(t−1), F (t−1), σ

2(t−1)
−i , X

]
.

2.2 Gere ρ
(t)
i de

[
ρi | z(t−1)

i

]
.

2.3 Calcule ρ∗i condicional a ρ
(t)
i , λ(t−1), F (t−1), α(t−1), σ2(t), X.

2.4 Gere u ∼ U(0, 1). Se u ≤ ρ∗, faça z
(t)
i = 1 e obtenha F

(t)
i• de Nn (MF , VF ).

Caso contrário, faça z
(t)
i = 0 e F

(t)
i• = 0.

2.5 Gere q
(t)
il de

[
qil | h(t−1)

il

]
.

2.6 Calcule q∗il condicional a q
(t)
il , σ2(t), F (t), λ(t−1), α(t−1), X.

2.7 Gere u ∼ U(0, 1). Se u ≤ q∗il, faça h
(t)
il = 1 e obtenha α

(t)
il de N (Mα, Vα).

Caso contrário, faça h
(t)
il = 0 e α

(t)
il = 0.
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Passo 3 Gere λ∗•j de NL

(
λ

(t−1)
•j , νIL

)
, para j = 1, ..., n.

3.1 Calcule a razão r e faça η = min{1, r} sendo,

r =
NL(λ∗•j |Mλ, Vλ) |K(λ∗)|−

1
2

∑m
i=1 z

(t)
i exp

{
−1

2

∑m
i=1 F

(t)
i• K(λ∗)−1F ′i•

(t)
}

NL(λ
(t−1)
•j |Mλ, Vλ) |K(λ(t−1))|−

1
2

∑m
i=1 z

(t)
i exp

{
−1

2

∑m
i=1 F

(t)
i• K(λ(t−1))−1F ′i•

(t)
} .

Onde NL(λ•j |Mλ, Vλ) é a densidade da normal multivariada no vetor λ•j.

3.2 Gere u ∼ U(0, 1). Se u < η, faça λ
(t)
•j = λ∗•j, caso contrário λ

(t)
•j = λ

(t−1)
•j .

Passo 4 Faça t = t + 1 e retorne ao Passo 2 até obter a amostra desejada após a

convergência das cadeias.

As especificações a priori em (4.2) e (4.3) podem ser usadas para tratar de alguns

problemas de identificabilidade do modelo, como por exemplo, se considerarmos a i-

ésima linha de αλ+F (no caso αi•λ+Fi•) poderia-se ter um problema como αi•λ+Fi• =

Cαi•λ+F ∗i•, onde F ∗i• = (1−C)αi•λ, sendo C um número real. Além disso, podem ocorrer

trocas de posições nas colunas de α e nas linhas de λ. Estes problemas são resolvidos a

partir das especificações a priori exibidas na Tabela 4.1.

Tabela 4.1: Distribuições a priori utilizadas para as probabilidades qil e ρi.

Parâmetros Distribuição a priori Valores Iniciais Índices

qil

Beta(2, 1) 0.9999 i ∈ G1, l = 1 ou i ∈ G2, l = 2

Beta(1, 2) 0.0001 i ∈ G1, l = 2 ou i ∈ G2, l = 1

Beta(1, 1) 0.5 i ∈ GE, l = {1, 2}

ρi
Beta(1, 2) 0.0001 i ∈ (G1 ∪G2)

Beta(1, 1) 0.5 i ∈ GE

A Tabela 4.1 apresenta as configurações a priori para as probabilidades qil e ρi,

que serão atualizadas em cada iteração do algoritmo MCMC. Com a escolha destas

distribuições Betas estamos afirmando que cada fator l influenciará cada grupo Gl, pois a

distribuição Beta(2,1) favorecerá αi1 6= 0 emG1, enquanto que uma distribuição Beta(1,2)
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favorecerá αi2 = 0 em G1. Desta forma, apenas o primeiro fator influenciará G1. Já a

distribuição Beta(1,2) favorecerá αi1 = 0 em G2 e αi2 6= 0 em G2. Neste caso, apenas o

segundo fator influenciará G2. Além disso, ao atribuir a distribuição Beta(1,2) para ρi

estamos considerando que o efeito de interação Fi• não influenciará o grupo (G1 ∪ G2),

mas ao assumir a Beta(1,1) tanto para qil quanto para ρi estamos deixando o modelo

livre para definir com base nos dados quais αil e Fi•, em GE, são significativos. O grupo

GE pode ser influenciado pelo efeito principal e/ou pelo efeito de interação.

Outras distribuições Beta poderiam ser especificadas para qil e ρi referentes a αil e

Fi• no grupo GE; como por exemplo, a Beta(γ1, γ2), com γ1 e γ2 entre 0 e 1. Gonçalves

(2006) ao realizar estudos simulados para modelos com detecção de DIF (Differential Item

Functioning) na Teoria da Resposta ao Item, sugere esta distribuição ao fazer simulações

com o objetivo de analisar e comparar dois algoritmos para gerar amostras da distribuição

a posteriori conjunta. A utilização dessa distribuição a priori Beta seria uma opção

interessante, pois ela tem o formato de “banheira”, concentrando sua massa nos extremos

do intervalo (0,1).

Considere novamente a distribuição a priori em (3.3) para λ•j, faça ω = 10 para a

componente da mistura em (4.2) e assuma GI(2.1, 1.1) para σ2
i (média 1 e variância 10).

Para a função de covariâncias em (4.4) consideramos υ2 = 1 e ls = 0.3. Em termos dos

valores iniciais da cadeia foram indicados F
(0)
ij = 0, α

(0)
il = 0, σ2(0) = 1 e λ

(0)
lj gerado da

N(0, 0.3). Para as indicadoras h
(0)
il e z

(0)
i foram considerados os valores iniciais de uma

distribuição Bernoulli conforme estabelecido na Tabela 4.1. Além disso, se o valor das

estimativas a posteriori, observadas nas cadeias, converge para o valor real do parâmetro

mas com o sinal trocado, basta multiplicar a cadeia por -1 para corrigir. Na geração

dos dados, a matriz de interação F foi simulada contendo as linhas 12, 13, 14, 15 e

17 diferentes de zero, sendo estas consideradas como efeitos de interação real. Para a

construção do algoritmo MCMC consideramos um total de 4000 iterações. A partir da

Figura 4.1 pode-se observar visualmente a convergência de algumas cadeias de α, λ, σ2

e F . Realizamos o teste de Geweke (1992) que confirmou a convergência destas cadeias;

veja o Apêndice C.
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α21 λ11

σ2
3 F171

Figura 4.1: Cadeias de algumas observações geradas de α, λ, σ2 e F . A linha horizontal

representa o valor real. Podemos visualizar a convergência dessas cadeias.

As primeiras 3000 observações foram definidas como peŕıodo de burn-in e removidas

da análise. Não foi utilizado lag (observações espaçadas) e a taxa de aceitação média

do Metropolis-Hastings, feita para os vetores λ•j foi de 41%. A Figura 4.2 apresenta

as estimativas dos parâmetros α, σ2, λ e F . Nela, pode-se observar que a maioria dos

intervalos com 95% de credibilidade contém o valor real do parâmetro dando ind́ıcios de

bom desempenho. No painel (a) observamos que as cargas αi1 em G1 e αi2 em G2 são

diferentes de zero, enquanto que αi2 em G1 e αi1 em G2 apresentam valores próximos a

zero. Isso é correspondente ao esperado conforme a geração dos dados.
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(a) (b)

(c) (d)

(e) (f)

Figura 4.2: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD de

95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori.
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A Figura 4.3 mostra gráficos de superf́ıcie representando os efeitos de interação assu-

mindo ls = 0.3. A superf́ıcie real tem o formato de “sela de cavalo”e é exibida no primeiro

painel. Os demais painéis mostram os Fi• estimados. Pode-se observar que o formato das

superf́ıcies estimadas reflete bastante a configuração da real. Isto é uma indicação de que

o modelo consegue capturar bem a interação não linear alvo. Algumas irregularidades

são notadas na superf́ıcie estimada, porém isto é natural visto que estamos estimando e

há incerteza a posteriori.

Real F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura 4.3: Gráficos de superf́ıcie representando o efeito de interação real e estimado. O

parâmetro de comprimento-escala é igual a 0.3.
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A partir da diferença entre o valor real e o estimado podemos verificar a qualidade do

ajuste. Na Figura 4.4 temos os gráficos das diferenças entre o efeito real e o estimado.

Uma situação ideal seria a visualização de um plano centrado na origem, entretanto, há

algumas irregularidades cuja magnitude nos dá ideia sobre o erro de estimação. Perceba

que não há registros de picos e vales extremos. As superf́ıcies são suaves e sugerem boa

estimação a posteriori.

F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura 4.4: Gráfico de superf́ıcie representando a diferença entre o efeito de interação

real e o estimado.

As Figuras 4.5 e 4.6 apresentam gráficos de superf́ıcie do efeito de interação estimado

considerando ls igual a 0.1 e 0.2, respectivamente. Comparando os resultados das Figuras

4.3, 4.5 e 4.6 podemos observar algumas diferenças entre as formas de superf́ıcie. Veja que

quando ls aumenta, as irregularidades da superf́ıcies F̂12• parecem diminuir deixando-as
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um pouco mais suave.

F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura 4.5: Gráfico de superf́ıcie do efeito de interação estimado considerando ls = 0.1.
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F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura 4.6: Gráfico de superf́ıcie do efeito de interação estimado considerando ls = 0.2.

Para verificar a significância das cargas e analisar a influência dos fatores em cada

grupo Gl foi utilizado a distribuição a posteriori condicional completa q∗il = p(hil = 1 |

α, λ, σ2, F, qil, X). Essa medida a posteriori é responsável por descrever a probabilidade

de cada αil ser diferente de zero, ou seja, significativo. Além disso, a influência ou não

do efeito de interação entre os fatores nos genes foi verificado a partir da distribuição

a posteriori condicional completa ρ∗i = p(zi = 1 | α, λ, σ2, F, ρi, X) que avalia Fi• 6= 0.

A Figura 4.7 apresenta as estimativas médias destas probabilidades a posteriori. Nela,

podemos observar que as médias a posteriori de q∗i1 referentes ao grupo G1 são maiores

que 0.5 sugerindo αi1 6= 0 enquanto que valores de q∗i2 referentes ao grupo G1 estão abaixo

de 0.5 indicando αi2 = 0, conforme o esperado. Além do mais, ao analisar as médias a

posteriori de q∗i1 referentes à G2, tem-se valores abaixo de 0.5, indicando αi1 = 0. Já
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as médias a posteriori de q∗i2 referentes a G2 estão acima de 0.5 indicando αi2 6= 0. No

grupo GE pode ser visto que algumas estimativas apresentam intervalos de credibilidade

bastantes amplos de maneira que englobam o valor 0.5 e isso aumenta a incerteza a

posteriori a respeito da significância de algumas cargas deste grupo. Na geração dos

dados, as cargas α11,2, α13,1 e α13,2 são iguais a zero, desta forma apenas o primeiro

fator influencia o gene 11, enquanto que o gene 13 não sofre influência de nenhum fator.

Já as cargas α14,2, α15,1 e α15,2 apresentaram valores próximos de zero. Voltando à

Figura 4.7, pode-se observar que a média a posteriori da probabilidade q∗13,1, referente a

significância da carga α13,1, além das médias a posteriori das probabilidades referentes

as cargas α13,2, α14,2, α15,1 e α15,2, estão abaixo de 0.5 sugerindo que essas cargas não

são significativas, apesar destas estimativas de probabilidades apresentarem intervalos de

credibilidade amplo. Com isso pode-se dizer que, em geral, o modelo dá ind́ıcios de bom

comportamento em relação a significância das cargas.

Quando analisamos a média de ρ∗i , verificamos que as interações Fi• são diferen-

tes de zero no grupo GE somente para i = 12, 13, 14, 15 e 17. Essa configuração esti-

mada corresponde ao real. Ainda na Figura 4.7, note que as médias de ρ∗i , referentes a

F12•,F13•,F14•,F15• e F17•, apresentam valores acima de 0.5 indicando que o efeito destas

interações é significativo. Observe também que nos grupos G1 e G1, as médias de ρ∗i

estão abaixo de 0.5 indicando Fi• = 0, este resultado está conforme o esperado devido a

escolha da distribuição a priori para ρi referentes a estes grupos.
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q∗il ρ∗i

Figura 4.7: Médias a posteriori (ćırculo) de q∗il e ρ∗i . O intervalo HPD de 95% de credi-

bilidade é representado pelo segmento de reta na vertical.

4.3 Conclusões do Caṕıtulo

Primeiramente foi feita uma breve descrição sobre o problema onde temos regiões do

genoma com CNA e grupos de genes localizados nessas regiões para os quais definimos

os fatores do modelo. Em seguida, foi estudado o modelo fatorial latente esparso com

interações assumindo distribuições a priori na forma de mistura para as cargas e para o

efeito de interação, sendo que o Processo Gaussiano usado na componente de mistura do

efeito de interação apresenta a função de covariâncias exponencial quadrática, conforme

estudado em Mayrink e Lucas (2013). Para verificar o desempenho do modelo foi reali-

zado um estudo simulado replicando os resultados do artigo. Neste estudo de simulação,

observamos boas estimativas para os parâmetros do modelo. No próximo caṕıtulo, serão

apresentados alguns resultados de um estudo feito usando funções de covariâncias di-

ferentes. A função de covariâncias exponencial quadrática permite tratar a suavidade

do processo somente por meio do parâmetro ls. As novas opções que iremos investigar

apresentam um parâmetro extra que permite maior controle sobre a suavização.
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Caṕıtulo 5

Aplicações Usando Outras Funções

de Covariâncias

Neste capitulo, será ajustado um modelo fatorial latente esparso com interações para

modelar os tipos de associações entre genes que apresentam CNA assim como feito no

caṕıtulo anterior. Utilizaremos o modelo em (4.1) juntamente com as distribuições a

priori em (4.2) e (4.3), sendo que o Processo Gaussiano na componente de mistura do

efeito de interação será definido usando outras funções de covariâncias, diferente da ex-

ponencial quadrática. Iniciamos o estudo com a função exponencial potência na próxima

seção. Além de apresentar as funções de covariâncias, este caṕıtulo também desenvolve

um estudo simulado de avaliação.

5.1 Função Exponencial Potência

Primeiramente considere t = ‖λ•j1 − λ•j2‖, então a função de covariâncias exponencial

potência é definida por:

K(t) = υ2 exp

{
−
∣∣∣∣ t

ls
√

2

∣∣∣∣κ} para t > 0 e 0 < κ ≤ 2. (5.1)

Diferente da função de covariâncias Gaussiana, esta opção apresenta em sua composição

um parâmetro extra que também será responsável pela suavização. Ao considerarmos

κ = 1, tem-se a função de covariâncias exponencial, para κ = 2 temos a função de
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covariâncias Gaussiana que foi estudada no caṕıtulo 4 e abordada por Mayrink e Lucas

(2013). O parâmetro ls é dif́ıcil de estimar, por isso optamos por fixá-lo junto com κ. A

Figura 5.1 apresenta três tipos de gráficos da função de covariâncias exponencial potência

assumindo: υ2 = 1, ls com valores 0.1, 0.2, 0.3 e κ sendo 0.5, 1.0, 1.5 e 2.0. Observe que

a medida que os valores de κ aumentam ou valores de ls diminuem, essa função apresenta

um decaimento mais intenso. Isso ocorre porque ao usarmos a função com κ = 0.5 ela

considera as maiores distâncias entre os escores dos fatores λ•j1 e λ•j2 , enquanto que

ao utilizarmos κ = 1.0 a função está considerando distâncias curtas entre os escores dos

fatores, observe por exemplo, que no terceiro painel da Figura 5.1 a função decai com mais

intensidade quando aumentamos os valores de κ. Da mesma forma ao aumentarmos os

valores de ls esta função também considera distâncias maiores entre os escores dos fatores,

veja por exemplo na Figura 5.1 que ao fixarmos κ = 0.5 e aumentarmos ls, notamos a

curva se distanciando das coordenadas do gráfico. Este tipo de comportamento poderia

trazer mais informação na estimação das interações do modelo fatorial e suavizar mais a

superf́ıcie estimada.

ls = 0.1 ls = 0.2 ls = 0.3

Figura 5.1: Exemplos de funções de covariâncias exponencial potência com: υ2 = 1 e

ls = 0.1, 0.2 e 0.3, respectivamente, e com κ = 0.5 (linha sólida); κ = 1 (linha tracejada),

κ = 1.5 (linha pontilhada) e κ = 2.0 (linha pontilhada e tracejada).
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5.2 Classe Matérn de Funções de Covariâncias

A classe de funções de covariâncias Matérn é uma outra opção a ser utilizada no

modelo fatorial em (4.1). Ela é expressa por:

K(t) =
υ221−κ

Γ(κ)

(
2t
√

2κ

ls

)κ

Bκ

(
2t
√

2κ

ls

)
para t > 0 e κ > 0, (5.2)

sendo κ um parâmetro de suavização e Bκ a função de Bessel modificada (veja Abra-

mowitz e Stegun (1965)). Essa função é obtida pela solução da seguinte equação diferen-

cial:

x2 d
2

dx
y + x

d

dx
y + (x2 − κ2)y = 0,

que fornecerá as funções de Bessel de primeiro e segundo tipo. Ao fazer uma alteração

no tipo 2 tem-se a chamada função de Bessel modificada utilizada em (5.2).

Essa classe apresenta caracteŕısticas interessantes ao modificarmos o parâmetro de

suavização. No caso em que κ → ∞, tem-se a função de covariâncias exponencial

quadrática. Para κ =
1

2
, tem-se a função exponencial. Se utilizarmos a função de co-

variâncias Matérn com o parâmetro de suavização κ =
3

2
ou κ =

5

2
, teremos as seguintes

formas respectivamente:

K(t) = υ2

(
1 + t

√
3

ls

)
exp

{
−t
√

3

ls

}
para t > 0,

K(t) = υ2

(
1 + t

√
5

ls
+

5t2

3l2s

)
exp

{
−t
√

5

ls

}
para t > 0.

Nesta classe de funções de covariâncias iremos utilizar estes casos especiais citados,

conforme especificação de κ, em um estudo de simulação adiante para avaliar o modelo

fatorial. Para mais detalhes a respeito dessa classe de funções e de outras veja Benerjee

et al. (2004).

5.3 Critérios de Comparação

Nesta seção, apresentamos alguns critérios de comparação que iremos utilizar nas

aplicações adiante, para avaliar o desempenho dos modelos com diferentes configurações
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da função de covariâncias no Processo Gaussiano. O Erro Quadrático Médio (EQM) é

uma medida que pode ser usada para nosso proposito de comparação. Neste trabalho,

ele é calculado como segue:

EQM(α) =
1

mL

L∑
l=1

m∑
i=1

(α̂il − αil)2 ; EQM(λ) =
1

Ln

L∑
l=1

n∑
j=1

(
λ̂lj − λlj

)2

;

EQM(σ2) =
1

m

m∑
i=1

(
σ̂2

i − σ2
i

)2

e EQM(Fi•) =
1

n

n∑
j=1

(
F̂ij − Fij

)2

.

Outro critério a ser utilizado é o Deviance Information Criterion (DIC). O DIC

conforme Spiegelhalter et al. (2002) é baseado em duas componentes, uma que mede a

qualidade do ajuste e outra que penaliza o modelo levando em conta a complexidade

medida pela estimativa do número efetivo de parâmetros. A deviance tem um papel

fundamental no cálculo do DIC, ela é dada por:

D(x, θ) = −2 log p(x | θ), sendo x = (x1, ..., xn) os dados.

A discrepância entre os dados e o modelo depende tanto de θ quanto de x. Para

resumir essa dependência apenas de x, pode-se definir:

Dθ̂(x) = D(x, θ̂(x)), (5.3)

que usa algum estimador pontual para θ como, por exemplo, a média a posteriori. Do

ponto de vista Bayesiano, talvez seja mais atrativo usar a média da deviance sobre a

distribuição a posteriori, dada por:

Davg(x) = E [D(x, θ) | x] ,

que pode ser estimada usando as observações θ(s) geradas nas simulações a partir do

estimador:

D̂avg(x) =
1

S

S∑
s=1

D(x, θ(s)). (5.4)

Para Gelman et al. (2003) a média em (5.4) é um melhor resumo do erro do modelo

que a discrepância da estimativa pontual em (5.3). A estimativa pontual usada faz com

que o modelo se ajuste bem, enquanto que a média D̂avg usa uma variedade de valores

posśıveis do parâmetro.
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A partir dessas informações o DIC pode ser calculado por:

DIC = 2D̂avg(x)−Dθ̂(x),

com D̂avg e Dθ̂ definidos em (5.4) e (5.3), respectivamente. Valores baixos do DIC indicam

melhor ajuste. Para mais detalhes veja Gelman et al. (2003).

O Widely Applicabe Information Criterion (WAIC), introduzido por Watanabe (2010),

utiliza a verossimilhança para calcular duas componentes. Uma delas é a componente

baseada na densidade preditiva para a qualidade do ajuste, que pode ser calculada pelo

seguinte estimador Monte Carlo:

l̂pd =
n∑
i=1

log

[
1

S

S∑
s=1

p(xi | θ(s))

]
, (5.5)

sendo S o número de observações geradas no MCMC da distribuição a posteriori. A

segunda é a estimativa para o número efetivo de parâmetros, que é calculada usando a

variância a posteriori da log densidade preditiva para cada dado xi, descrito por:

p̂WAIC =
m∑
i=1

V S
s=1

(
log p(xi | θ(s))

)
, (5.6)

sendo V S
s=1(as) = 1

S−1

∑S
s=1(as − ā)2, uma variância amostral.

Assim, a partir das equações (5.5) e (5.6) pode-se calcular o WAIC (valores altos

indicam melhor ajuste do modelo) como segue:

ŴAIC = l̂pd− p̂WAIC .

Uma quarta abordagem para avaliação e seleção de modelos é usar a distribuição

preditiva para obter uma medida chamada Conditional Predictive Ordinate (CPO). Os

CPO’s são densidades de validação cruzadas que sugerem quais valores de observações

xi são prováveis quando o modelo é ajustado a todas as observações exceto a i-ésima.

O CPO gera uma medida para cada observação individualmente e quando somamos o

logaritmo de cada um, isso nos proporciona a medida Log Pseudo Marginal Likelihood

(LPML). É posśıvel calcular um CPO para cada xi usando apenas um MCMC explorando

as amostras da distribuição a posteriori e a verossimilhança. Um estimador Monte Carlo

para calcular o CPO é dado por:
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ĈPOi =

[
1

S

S∑
s=1

1

p(xi | θ(s))

]−1

, (5.7)

sendo S o número de iterações do algoritmo MCMC utilizado para calcular a média

harmônica em (5.7). Valores altos de ĈPOi indicam melhores ajustes. Finalmente, o

LPML pode ser calculado da seguinte maneira:

LPML =
n∑
i=1

log ĈPOi.

5.4 Estudo Simulado Envolvendo as Funções Expo-

nencial Potência e Matérn

Neste estudo, ajustamos o modelo fatorial considerando o mesmo conjunto de dados

simulados usado no caṕıtulo anterior. As especificações a priori utilizadas para αil, Fi•

e λ•j estão em (4.2), (4.3) e (3.3), respectivamente. Assumimos uma GI(2.1, 1.1) para

σ2
i , ω = 10 e usamos a função exponencial potência com υ = 1, ls assumindo os valores

0.1, 0.2, 0.3 e κ considerando os valores 0.5, 1.0, 1.5 e 2.0. Ao avaliarmos a função

Matérn utilizamos κ sendo
3

2
e

5

2
. Inicialmente exploramos as distribuições a priori para

qil e ρi vistas na Tabela 4.1, entretanto na execução do MCMC estas especificações não

estavam garantindo a suposição estabelecida de que cada fator teria influência em cada

grupo individualmente. Por isso decidimos atribuir distribuições a priori mais “fortes”.

A Tabela 5.1 apresenta as distribuições a priori usadas neste estudo.
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Tabela 5.1: Distribuições a priori e valores iniciais.

Índices qi1 qi2 ρi

i ∈ G1 Beta(3, 1) Beta(1, 3) Beta(1, 3)

i ∈ G2 Beta(1, 3) Beta(3, 1) Beta(1, 3)

i ∈ GE Beta(1, 1) Beta(1, 1) Beta(1, 1)

Valores iniciais

0.9999 0.0001 0.0001

0.0001 0.9999 0.0001

0.5 0.5 0.5

Nesta simulação, consideramos um total de 4000 iterações sendo as 3000 primeiras

formando o peŕıodo de burn-in. Não foram utilizados lag’s e os valores iniciais das

cadeias são: α
(0)
il = 0, F

(0)
ij = 0, σ

2(0)
i = 1 e λlj ∼ N(0, 0.3). Para as probabilidades q

(0)
il

e ρ
(0)
i consideramos os valores iniciais mostrados na Tabela 5.1. Calculamos o EQM das

estimativas a posteriori, além do DIC, WAIC e LPML para comparar os modelos com

diferentes configurações de (κ, ls). A Tabela 5.2 mostra o EQM para alguns parâmetros

do modelo. Podemos notar que os melhores resultados (menores EQM’s) para α e λ

ocorrem quando assumimos κ = 0.5 e ls = 0.2 na função exponencial potência. A opção

κ = 2.0, também fornece baixos EQM’s para α e λ superando as configurações restantes

da função potência. Avaliando com mais atenção os resultados com κ = 2.0 na função

potência, observamos que neste caso o modelo captura melhor os efeitos de interação

com EQM’s baixos para F13•, F14• e F15•. Observe que ao utilizarmos a configuração

(κ = 1.5, ls = 0.3) obtivemos o pior cenário em termos de ajuste na análise dos EQM’s,

e isso também pode ser visto graficamente no Apêndice C.

Assim como no modelo com função exponencial potência tendo κ = 2.0, o modelo fa-

torial ajustado com a função Matérn usando κ =
3

2
também apresenta bom desempenho.

Observe que os EQM’s referentes a α, λ e alguns F quando usarmos a função Matérn

com

(
κ =

3

2
, ls = 0.1

)
são próximos dos EQM’s ao utilizarmos a função potência com

(κ = 2.0, ls = 0.3) e melhores em relação a algumas configurações como κ = 1.0 e 1.5 na

49



função exponencial potência e
5

2
na classe Matérn.

Tabela 5.2: Erro quadrático médio para os parâmetros α, λ, σ2 e F no modelo fatorial

com interações assumindo as funções de covariâncias exponencial potência (EP) e Matérn

(M).

Função κ ls α λ σ2 F12• F13• F14• F15• F17•

EP 0.5

0.1 0.0480 0.0789 0.0020* 0.2825 0.1314 0.2611 0.1536 0.2291

0.2 0.0380 0.0572 0.0014 0.2969 0.0988 0.3034 0.1473 0.2760

0.3 0.0648 0.0797 0.0009 0.3053 0.1069 0.3790 0.1577 0.3252

EP 1.0

0.1 0.1209 0.1299 0.0015 0.2639 0.1384 0.2460 0.1544 0.2194

0.2 0.1269 0.1407 0.0009 0.3115 0.1684 0.4310 0.1475 0.2627

0.3 0.1440 0.1314 0.0007 0.3290 0.1577 0.4342 0.1848* 0.3120

EP 1.5

0.1 0.1105 0.1373 0.0014 0.3072 0.1378 0.3322 0.1582 0.2470

0.2 0.3161* 0.2477* 0.0005 0.2846 0.1775 0.3388 0.1487 0.3033

0.3 0.2002 0.1889 0.0004 0.3346* 0.2508* 0.4522* 0.1602 0.3391*

EP 2.0

0.1 0.0958 0.1573 0.0014 0.3155 0.0881 0.2795 0.1488 0.2234

0.2 0.0536 0.0905 0.0010 0.2990 0.0991 0.2068 0.1309 0.2382

0.3 0.0424 0.0735 0.0019 0.2650 0.1796 0.2845 0.1389 0.2275

M
3

2

0.1 0.0648 0.0918 0.0016* 0.2724 0.0932 0.2152 0.1480 0.1492

0.2 0.1975 0.1912 0.0007 0.2905 0.2056* 0.2658 0.1469 0.2874

0.3 0.2380 0.2177* 0.0005 0.3128 0.1029 0.2468 0.1513 0.2853

M
5

2

0.1 0.0698 0.1118 0.0012 0.2897 0.1504 0.2876 0.1476 0.2144

0.2 0.1399 0.1549 0.0008 0.3278* 0.1488 0.2884 0.1480 0.2768

0.3 0.2452* 0.2136 0.0006 0.2847 0.1419 0.3029* 0.1536* 0.3387*

Em negrito e com marcação * estão os menores e maiores EQM, respectivamente, considerando a função EP e M.
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Ao considerarmos o DIC, WAIC e LPML, que são medidas globais para avaliação

de um modelo, notamos que estes critérios apontam direções diferentes em relação ao

EQM quando consideramos cenários diferentes para κ. Observamos na Tabela 5.3 que

os valores do WAIC e LPML são menores com κ = 0.5 e ls = 0.1 na função potência.

E ao utilizar κ = 1.5 e ls = 0.3 obtivemos o maior LPML. Um fato interessante é que

neste cenário obtivemos uma boa estimação para σ2 (cenário com menor EQM). Para o

cenário (κ = 2.0, ls = 0.3) foi obtido o menor DIC e o maior WAIC confirmando o bom

ajuste global do modelo com esta configuração na função de covariâncias exponencial

potência. Veja também que os valores do LPML para este cenário com κ = 2.0 e ls = 0.3

são próximos dos melhores valores obtidos com κ = 1.5.

Observe também na Tabela 5.3, que todos os critérios globais apontam para o modelo

com configuração

(
κ =

3

2
, ls = 0.3

)
na função Matérn como sendo aquele com melhor

ajuste. Entretanto, o modelo fatorial não apresenta um bom ajuste ao usarmos a função

com esta configuração. Os gráficos com as médias a posteriori e os intervalos HPD para o

cenário

(
κ =

3

2
, ls = 0.3

)
são apresentados no Apêndice C; observe que eles não sugerem

um bom ajuste.

Concluindo, esta análise acaba dando suporte para os bons resultados obtidos em

Mayrink e Lucas (2013), confirmando que o modelo fatorial ao utilizar a função expo-

nencial quadrática (ou potência usando κ = 2.0) com parâmetro ls = 0.3 apresenta um

bom ajuste.
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Tabela 5.3: Critérios para avaliação de modelos considerando diferentes valores para κ e

ls nas funções exponencial potência (EP) e Matérn (M).

Função κ ls DIC WAIC LPML

EP 0.5

0.1 4505.75 −2320.79∗ −1287.23∗

0.2 4303.72 -2060.50 -1260.63

0.3 3877.10 -1904.78 -1188.64

EP 1.0

0.1 4943.86∗ -1953.68 -1246.45

0.2 4074.99 -1903.11 -1215.49

0.3 3810.92 -1772.37 -1165.71

EP 1.5

0.1 3981.01 -1967.08 -1227.22

0.2 3613.02 -1715.78 -1146.19

0.3 3285.47 -1580.55 -1141.32

EP 2.0

0.1 4586.53 -2017.58 -1231.63

0.2 3264.24 -1640.85 -1158.03

0.3 2962.04 -1378.28 -1155.67

M
3

2

0.1 4592.53∗ −2162.36∗ −1258.07∗

0.2 3791.98 -1767.84 -1161.08

0.3 3636.92 -1579.32 -1146.74

M
5

2

0.1 4523.13 -2051.89 -1238.05

0.2 4375.75 -1762.60 -1174.21

0.3 4022.41 -1675.58 -1157.40

Em negrito e com marcação * estão os melhores e piores valo-

res, respectivamente, nas funções EP e M.

A Figura 5.2 apresenta os gráficos com as estimativas de α, σ2, λ e F , considerando

o cenário (κ = 2.0, ls = 0.3) que mostrou bons resultados na análise anterior. Podemos

observar que a maioria dos intervalos com 95% de credibilidade contêm o verdadeiro

valor do parâmetro confirmando o bom desempenho do modelo. Os gráficos do cenário

(κ = 0.5, ls = 0.2) são apresentados no Apêndice C; eles também sugerem bom ajuste.
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(a) (b)

(c) (d)

(e) (f)

Figura 5.2: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD de

95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário com

κ = 2.0 e ls = 0.3 na função exponencial potência.
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As Figuras 5.3 e 5.4 apresentam os gráficos de superf́ıcie real e das estimativas F̂i•

considerando os cenários (κ = 2.0, ls = 0.3) e (κ = 0.5, ls = 0.2), respectivamente. Note

que o modelo consegue capturar bem o formato de sela. Observe no segundo painel na

Figura 5.3 que a estimativa F̂12• apresenta uma leve melhora da suavidade na superf́ıcie

em relação a estimativa F̂12• na Figura 5.4 quando considerarmos (κ = 0.5, ls = 0.2)

na função de covariâncias exponencial potência. Uma maneira de entender o motivo

disso é pelo fato de ls ser maior, pois se aumentarmos o valor de ls a função estará

considerando as maiores distâncias entre os escores do fatores estimados, tornando o raio

de influência entre os λ̂•j maior, e isso acaba trazendo mais informação na estimação

de Fi• suavizando a superf́ıcie estimada. Veja novamente a Figura 5.1 para visualizar

esta relação que explica a maior suavidade. Os gráficos de superf́ıcie para o cenário

(κ = 1.5, ls = 0.3) são mostrados no Apêndice C; veja que o formato real de sela também

é bem estimado neste caso.
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Real F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura 5.3: Gráfico de superf́ıcie do efeito de interação real e estimado considerando os

parâmetro κ = 2.0 e ls = 0.3 na função exponencial potência.
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Real F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura 5.4: Gráfico de superf́ıcie do efeito de interação real e estimado considerando os

parâmetro κ = 0.5 e ls = 0.2 na função exponencial potência.
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Para avaliar a qualidade das estimativas do efeito de interação, além dos EQM’s

apresentados na Tabela 5.4, as Figura 5.5 e 5.6 mostram os gráficos da diferença entre

o efeito real de interação e o estimado, nos cenários (κ = 2.0, ls = 0.3) e (κ = 0.5, ls =

0.2), respectivamente. Novamente, ressaltamos que neste caso, em uma situação ideal

seria esperado um plano centrado na origem. Podemos observar algumas irregularidades

inerentes ao processo de estimação, que indicam o quão distantes as estimativas estariam

do valor real. Em uma análise visual fica dif́ıcil comparar as superf́ıcies correspondentes

nestas duas figuras. Ressaltamos apenas que estes resultados são visualmente mais planos

(melhores) que os demais cenários; veja as Figuras C.4 e C.5 no Apêndice C.

F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura 5.5: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado

considerando κ = 2.0 e ls = 0.3.
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F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura 5.6: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado

considerando κ = 0.5 e ls = 0.2.

Na Figura 5.7, pode-se observar o bom ajuste do modelo fatorial a partir dos gráficos

incluindo as médias a posteriori e intervalos HPD utilizando a função Matérn com κ =
3

2
e ls = 0.1. Este foi considerado um dos melhores cenários baseado nas análises dos

EQM’s, pois estima bem α e λ como quando usamos a função potência com κ = 0.5, e

consegui capturar e estimar bem as interações como na função Gaussiana (potência com

κ = 2.0). Note que as estimativas estão próximas do verdadeiro valor do parâmetro. Veja

também que os intervalos de credibilidade englobam em sua maioria os valores reais.
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(a) (b)

(c) (d)

(e) (f)

Figura 5.7: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD de

95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário

considerado κ =
3

2
e ls = 0.1 na função Matérn.
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As Figuras 5.8 e 5.9 apresentam os gráficos das diferenças entre o efeito de in-

teração real e os estimados considerando a função Mátern com

(
κ =

3

2
, ls = 0.1

)
e(

κ =
3

2
, ls = 0.3

)
, respectivamente. Podemos observar que as variações ou irregularida-

des nas superf́ıcies, que representam o quão ruins são as estimativas dos parâmetros, são

menores quando temos

(
κ =

3

2
, ls = 0.1

)
em relação a

(
κ =

3

2
, ls = 0.3

)
. Observamos

também, que no cenário

(
κ =

3

2
, ls = 0.1

)
temos visualmente estimativas de superf́ıcies

mais planas (melhores) que ao usarmos a configuração

(
κ =

5

2
, ls = 0.3

)
ou ao utilizar o

modelo com a função potência e (κ = 1.5, ls = 0.3). Os gráficos de superf́ıcie da diferença

entre o efeito real e o estimado para o cenário

(
κ =

5

2
, ls = 0.3

)
na função Matérn são

mostrados na Figura C.8 no Apêndice C.
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F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura 5.8: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado.

Considerando κ =
3

2
e ls = 0.1 na função Matérn.
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F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura 5.9: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado.

Considerando κ =
3

2
e ls = 0.3 na função Matérn.
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5.5 Conclusões do Caṕıtulo

Nesta etapa do trabalho, foi verificado o bom ajuste do modelo fatorial latente com

interações ao utilizar outras funções de covariâncias como, a exponencial potência e as da

classe Matérn. Nos estudos feitos, foi observado que ao utilizar estas funções obtivemos

estimativas para os parâmetros tão boas quanto ao utilizar a função de covariâncias

exponencial quadrática abordada por Mayrink e Lucas (2013). Nos gráficos de superf́ıcies

representando efeito de interação estimado, observamos que as estimativas conseguem

capturar bem o formato de sela, que representa o efeito de interação real. Além disso,

verificamos a partir dos gráficos da diferença entre a interação real e a estimada, o

quão distantes as estimativas estariam do efeito de interação real. O erro quadrático

médio assim como o DIC, WAIC e LPML foram calculados e usados como critério de

comparação. Foi observado que para algumas especificações de parâmetros nas funções

de covariâncias, como (κ = 2.0, ls = 0.3) na exponencial potência e

(
κ =

3

2
, ls = 0.1

)
na Matérn, o modelo fatorial apresentou bom ajuste. No caṕıtulo seguinte, iremos fazer

uma aplicação a dados reais utilizando o modelo fatorial com função Matérn.
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Caṕıtulo 6

Aplicação a Dados Reais

Neste caṕıtulo, desenvolvemos uma análise de dados reais tomando como base as ex-

pressões de genes registradas em 118 microarrays relativos ao câncer de mama e avaliado

em Chin et al. (2006). Este foi um dos conjuntos de dados utilizado por Mayrink e Lu-

cas (2013), que investigaram resultados para dois grupos de genes relacionados a regiões

do genoma com CNA. A primeira, localizada na posição 35152961 do cromossomo 22

(a qual denotamos como G1) e a segunda região foi localizada na posição 68771985 do

cromossomo 16 (que denotaremos por G2). Os grupos G1 e G2 apresentam 50 e 42 genes,

respectivamente. A seleção desses genes é baseada em um intervalo ao redor da posição

localizada no genoma. Os microarrays selecionados para a aplicação representam 22283

genes replicados em 118 amostras. Para diminuir o custo computacional foi realizado um

procedimento de limpeza descrito com detalhes na seção E do material suplementar de

Mayrink e Lucas (2013). Esse procedimento reduz o tamanho da matriz de dados X com

22283 linhas, selecionando os principais genes para aplicação. O conjunto de dados que

iremos investigar aqui tem G1 com 22 genes, G2 com 18 e GE com 3704 genes. Ressalta-

mos também que estes dados foram pré-processados via RMA. A Figura 6.1 apresenta a

matriz X que será utilizada neste estudo.
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Figura 6.1: Conjunto de dados de câncer de mama utilizados em Mayrink e Lucas (2013)

e Chin et al. (2006).

O modelo em (4.1) com dois fatores será utilizado em nossa análise e cada fator é

responsável por descrever o padrão de expressão a partir das amostras para cada região

onde a CNA foi detectada. Usaremos nesta aplicação a função de covariâncias Matérn

com κ =
3

2
e ls = 0.1, pois ela apresentou resultados mais interessantes em termos

do EQM no caṕıtulo anterior. As especificações a priori para αil e Fi• estão descritas

em (4.2) e (4.3), respectivamente. Utilizamos λ•j ∼ NL(0, In), σ2
i ∼ GI(2.1, 1.1) e

ω = 10. Estas são as mesmas distribuições a priori vistas no caṕıtulo anterior e foram

usadas por Mayrink e Lucas (2013) quando utilizaram a função de covariâncias Gaussiana.

Ressaltamos que estamos mudando apenas a função de covariâncias.

Como a matriz de dados apresenta muitos genes (linhas), iremos utilizar distribuições

a priori mais “fortes”para qil e ρi apresentadas na Tabela 6.1. Esta estratégia, também

usada por Mayrink e Lucas (2013), é importante e garante a suposição feita sobre a

relação grupo-fator determinando a identificação do modelo. Note que o grupo GE é

muito maior que (G1 ∪ G2) e, desta forma, as especificações a priori anteriores seriam

facilmente dominadas pelos dados. Veja que não assumiremos efeito de interação para os
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genes em (G1∪G2), supomos que eles serão influenciados por cada fator individualmente.

Tabela 6.1: Distribuições a priori e valores iniciais utilizados para qil e ρi.

Índices qi1 qi2 ρi

i ∈ G1 p(qi1 = 1) = 1 p(qi2 = 0) = 1 p(ρi = 0) = 1

i ∈ G2 p(qi1 = 0) = 1 p(qi2 = 1) = 1 p(ρi = 0) = 1

i ∈ GE Beta(1, 1) Beta(1, 1) Beta(1, 1)

Valores iniciais

1 0 0

0 1 0

0.1 0.1 0.5

Os valores iniciais utilizados para as cadeias foram: α
(0)
i1 ∼ N(0, 1) para i ∈ G1,

α
(0)
i2 ∼ N(0, 1) para i ∈ G2 e α

(0)
il = 0 para os demais i, l; λ

(0)
lj ∼ N(0, 1), σ

2(0)
i = 1 e

F
(0)
ij = 0. Para q

(0)
il e ρ

(0)
i , usados nas variáveis latentes binária h

(0)
il e z

(0)
i , utilizamos os

valores iniciais mostrados na Tabela 6.1. Consideramos um total de 5000 iterações com

um burn-in de 3000 e não foram utilizados lag’s. Gráficos mostrando a convergência de

algumas cadeias de α, σ2 e λ ; podem ser visualizadas na Figura D.1 no Apêndice D,

para estas cadeias foi realizado o teste de Geweke (1992) que confirmam a convergência

visual.

6.1 Resultados da Aplicação

A Figura 6.2 apresenta as médias a posteriori das cargas referentes aos grupos G1

e G2 e seus intervalos HPD. Podemos observar que a maioria das cargas αi1 em G1 são

negativas enquanto que as cargas αi2 em G2 são positivas mostrando que a direção do

efeito de cada fator é oposta sendo eles bem definidos. Estes resultados são semelhantes

aos encontrados por Mayrink e Lucas (2013), lembrando que estes autores utilizam o

modelo fatorial com a função exponencial quadrática.
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Figura 6.2: Gráfico com as médias a posteriori (ćırculo) e intervalos HPD de 95% de

credibilidade sendo representado pelo segmento de reta na vertical.

Ao analisarmos as médias a posteriori das probabilidades ρ∗i e seus intervalos HPD,

observamos que 280 genes apresentavam intervalo para ρ∗i com o limite inferior acima de

0.5. Isto indica que as linhas de F são significativas, isto é, 280 genes em GE estariam

sendo afetados pelo efeito de interação. Ao avaliarmos esta significância das interações

pela média a posteriori de ρ∗i , temos 453 médias acima de 0.5 sugerindo 453 linhas de F

significantes. Notamos que o número de linhas em X afetadas por F tem relação com a

escolha a priori da distribuição Beta atribúıda a ρi. Em um breve estudo que fizemos,

considerando ρi ∼Beta(1, 10) (esta Beta indica que supomos a priori que há poucas

interações afetando GE), obtivemos 142 genes com intervalos para ρ∗i completamente

acima de 0.5. Ao avaliarmos a significância por meio da média a posteriori, obtivemos 273

casos acima de 0.5. Para o mesmo banco de dados Mayrink e Lucas (2013) identificaram

275 interações afetando os genes ao utilizar a Beta(1, 1) para ρi.

A Figura 6.3 mostra a matriz F estimada. O painel (a) exibe a matriz F completa,

é posśıvel perceber a presença de algumas linhas na horizontal que representam as in-

terações significativas (Fi• 6= 0). Já o painel (b), exibe somente as 280 linhas de F que
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foram identificadas com interação significativa. Podemos observar também que o painel

(b) apresenta no topo e na base padrões distintos representando os diferentes efeitos de

interação.

(a) (b)

Figura 6.3: Imagens da matriz F . O painel (a) mostra a matriz completa e o painel (b)

exibe os casos onde Fi• 6= 0.

A Figura 6.4 mostra alguns gráficos de superf́ıcies, médias a posteriori e intervalos

HPD para alguns dos efeitos de interação. As superf́ıcies apresentam formatos irregula-

res diferentes sugerindo interações distintas afetando cada gene. Nos painéis a direita,

observamos as médias a posteriori utilizadas na construção da superf́ıcie e seus intervalos

de credibilidade indicando nossa incerteza a posteriori relacionada a estimação.
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F2764• F2764•

F3353• F3353•

Figura 6.4: Gráficos de superf́ıcies e médias a posteriori (ćırculo) dos efeitos de interação

F2764• e F3353•. Os intervalos HPD de 95% de credibilidade são representados pelos seg-

mentos de retas na vertical. Os painéis a direita estão organizados de forma crescente

em relação a média.
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6.2 Conclusões do Caṕıtulo

Neste caṕıtulo fizemos uma aplicação mostrando o uso do modelo fatorial com in-

terações utilizando a função de covariâncias Matérn com κ =
3

2
e ls = 0.1. Investigamos a

existência dos efeitos de interação envolvendo os fatores latentes por meio da modelagem

de misturas. Testamos a existência de interações a partir das probabilidades ρ∗i . Notamos

que número de interações significativas tem uma relação com a escolha da distribuição

Beta atribúıda a priori para ρi. Dependendo da informação a priori sobre a quantidade

de interações teremos a identificação de muitas ou poucas iterações (Fi• 6= 0) afetando os

genes localizados fora das regiões com CNA. Distintos formatos de interações (superf́ıcies)

são obtidos para cada gene individualmente. Mostramos que o modelo fatorial utilizando

a função de covariâncias Matérn identificou 280 interações. Este resultado está próximo

ao encontrado por Mayrink e Lucas (2013).
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Caṕıtulo 7

Conclusões

Neste trabalho, consideramos o modelo fatorial latente esparso com interações pro-

posto por Mayrink e Lucas (2013) em um estudo que explora outras opções de funções de

covariâncias. Estudamos o modelo diante das funções exponencial potência e da classe

Matérn com diferentes configurações para (κ, ls), comparando os resultados com a ex-

ponencial quadrática (usada em Mayrink e Lucas (2013) e sendo um caso particular da

função exponencial potência).

Regiões do genoma englobando grupos de genes afetados pelo problema da CNA

juntamente com uma complexa associação entre genes, motivou o uso de um modelo com

2 fatores, sendo cada um deles associados a diferentes regiões com CNA. No modelo,

utilizamos misturas para modelar as cargas e as interações. Além disso, as especificações

a priori Beta para as probabilidades (qil e ρi) que avaliam a significância de αil e Fi•

ajudam a resolver problemas de identificação do modelo.

Os estudos feitos nesta dissertação, explorou inicialmente dados simulados e versões

mais simples da modelagem fatorial. Em todas as análises, obtivemos bons resultados de

inferência que comprovam o funcionamento dos algoritmos implementados e dos modelos

explorados.

As análises do EQM e dos critérios de comparação DIC, WAIC e LPML fornece-

ram indicações diferentes sobre o melhor modelo. O EQM é um critério que faz uma

avaliação para cada parâmetro individualmente, enquanto que os demais são medidas

globais da qualidade do ajuste. Conforme as análises do EQM, DIC e WAIC, o modelo
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fatorial usando a função de covariâncias exponencial potência com (κ = 2.0, ls = 0.3),

captura melhor os efeitos de interação e apresenta um bom ajuste, confirmando o bom

desempenho do estudo em Mayrink e Lucas (2013). Pelo LPML, observamos que os

valores referentes as configurações (κ = 2.0, ls = 0.3) e (κ = 1.5, ls = 0.3) são bem

próximos apesar do LPML indicar a configuração (κ = 1.5, ls = 0.3) como tendo o me-

lhor ajuste. Ao avaliar o modelo com a função Matérn, a configuração

(
κ =

3

2
, ls = 0.1

)
forneceu os melhores resultados em termos do EQM. Entretanto, os critérios DIC, WAIC

e LPML apontam para o modelo com configuração

(
κ =

3

2
, ls = 0.3

)
. A partir das

análises gráficas notamos que esta opção não se ajusta bem apesar de apresentar uma

boa estimação de σ2 (menor EQM entre os analisados).

O uso de ferramentas computacionais do C++ através do Rcpp no R, teve grande

importância no desenvolvimento deste trabalho para que pudéssemos analisar o banco de

dados real. Os dados de câncer de mama explorado aqui, contêm 3744 genes replicados

em 118 amostras. Desta forma, ajustar o modelo fatorial com interações aqui é um desafio

computacional.

Na aplicação real, utilizamos as mesmas distribuições a priori que Mayrink e Lucas

(2013) tendo como diferença a função de covariâncias Matérn, pois ela apresentou melho-

res resultados nas análises dos EQM’s. Os resultados da estimação de α e do número de

interações significativas se mostraram bem similares aos de Mayrink e Lucas (2013). No

artigo, os autores identificaram 275 genes afetados pelos efeitos de interação. Em nosso

estudo identificamos 280 genes afetados quando avaliamos os casos em que ρ∗i apresentam

intervalos HPD completamente acima de 0.5 (453 genes quando avaliamos as médias a

posteriori de ρi acima de 0.5).
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7.1 Trabalhos futuros

Para trabalhos futuros podeŕıamos utilizar a priori uma distribuição Beta “ba-

nheira”com parâmetros menores que 1, conforme sugere Gonçalves (2006), em uma

análise de sensibilidade para o modelo. Outra proposta interessante seria estimar os

parâmetros da função de covariâncias atribuindo alguma distribuição a priori ou até

mesmo construir uma função de covariâncias válida (conforme mostra Benerjee et al.

(2004)) que venham a contribuir para melhorar o desempenho do modelo fatorial.
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Apêndice A: Verossimilhança e condicionais com-

pletas no modelo fatorial simples.

O cálculo das distribuições a posteriori é feito utilizando a forma mais apropriada da

função de verossimilhança que pode ser escrita de duas maneiras:

Verossimilhança 1: Primeiramente denote X•j como a j-ésima coluna da matriz

de dados X, então temos (X•j|α, λ, σ2) ∼ Nm(αλ•j, D), onde D = diag(σ2
1, σ

2
2, ..., σ

2
m).

Assumindo independência condicional entre as colunas de X pode-se escrever:

p(X | α, λ, σ2) =
n∏
j=1

p(X•j | α, λ, σ2)

=
n∏
j=1

(2π)−
m
2 | D |−

1
2 exp

{
−1

2
[X•j − αλ•j]′D−1 [X•j − αλ•j]

}
.

Verossimilhança 2: Agora denote por Xi• a i-ésima linha da matriz X, então

(X ′i•|α, λ, F, σ2) ∼ Nn(λ′α′i•, σ
2
i In) e assumindo independência condicional entre as linhas

de X temos:

p(X | α, λ, σ2) =
m∏
i=1

p(Xi• | α, λ, σ2)

=
m∏
i=1

(2π)−
n
2 | σ2

i In |−
1
2 exp

{
−1

2
[X ′i• − λ′α′i•]

′
(σ2

i In)−1 [X ′i• − λ′α′i•]
}
.

As funções de verossimilhanças descritas acima são equivalentes e serão utilizadas,

conforme conveniência, no cálculo das distribuições a posteriori condicionais completas

de cada parâmetro. Considere as seguintes notações: α−{i•} é o conjunto de elementos da

matriz α com exceção da linha αi•; λ−{•j} é o conjunto dos elementos da matriz λ com

exceção da coluna λ•j; e σ2
−i =

{
σ2

1, σ
2
2, ..., σ

2
i−1, σ

2
i+1, ..., σ

2
m

}
o vetor de variâncias sem a

i-ésima componente.

Utilizando a regra de Bayes e a verossimilhança 2 a distribuição a posteriori de αi•

será:
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p(α′i• | α−{i•}, λ, σ2, X) ∝

[
m∏
i=1

p(X | α, λ, σ2)

]
p(α′i•)

∝ exp

{
−1

2

[
αi•

(
λλ′

σ2
+ V −1

α

)
α′i• − 2αi•

(
λX ′i•
σ2
i

+ V −1
α Mα

)]}
.

Este é o núcleo da distribuição NL(M∗
α, V

∗
α ) com V ∗α =

(
λλ′

σ2
+ V −1

α

)−1

e M∗
α = V ∗α(

λX ′i•
σ2
i

+ V −1
α Mα

)
.

A distribuição a posteriori condicional completa de λ•j, é obtida utilizando a função

de verossimilhança 1, então via regra de Bayes, temos:

p(λ•j | α, λ−{•j}, σ2, X) ∝

[
n∏
j=1

p(X | α, λ, σ2)

]
p(λ•j)

∝ exp

{
−1

2

[
λ′•j
(
α′D−1α + IL

)
λ•j − 2λ•jα

′D−1X•j
]}

,

que é o núcleo de uma NL(M∗
λ , V

∗
λ ) com V ∗λ = (α′D−1α + IL)

−1
e Mλ = V ∗λ (α′D−1X.j).

Utilizando a verossimilhança 1 chega-se a distribuição condicional completa a poste-

riori de σ2
i :

p(σ2
i | α, λ, σ2

−i, X) ∝

[
m∏
i=1

p(X | α, λ, σ2)

]
p(σ2

i )

∝ (σ2
i )
−n

2
−a−1 exp

{
− 1

σ2
i

[
b+

1

2
(Xi•X

′
i• − 2αi•λX

′
i• + αi•λλ

′α′i•)

]}
.

Podemos observar que esta é a distribuição GI(a∗, b∗), com a∗ = a +
n

2
e b∗ = b +

1

2
(XiX

′
i• − 2αi•λX

′
i• + αi•λλ

′α′i•).

Apêndice B: Verossimilhança e condicionais com-

pletas no modelo fatorial com interações.

Assumiremos que as observações Xij são condicionalmente independentes dado os

parâmetros. Novamente, a função de verossimilhança será escrita de duas maneiras para

facilitar as contas. Para isso considere que Fi• e F•j são vetores que representam a i-ésima

linha e a j-ésima coluna de F , respectivamente. As funções de verossimilhança são como

segue:
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Verossimilhança 1: (X•j|α, λ, F, σ2) ∼ Nm(αλ•j+F•j, D), sendoD = diag(σ2
1, σ

2
2, ..., σ

2
m).

p(X | α, λ, F, σ2) =
n∏
j=1

p(X•j | α, λ, F, σ2).

Verossimilhança 2: (X ′i•|α, λ, F, σ2) ∼ Nn(λ′α′i• + F ′i•, σ
2In) e

p(X | α, λ, F, σ2) =
m∏
i=1

p(Xi• | α, λ, F, σ2).

A função de verossimilhança mais apropriada será utilizada para calcular as distri-

buições a posteriori condicionais completas. A partir da regra de Bayes obtemos os

seguintes resultados:

• (σ2 | α, λ, F, σ2
−i, X) ∼ GI(A,B), sendo A = a+ n

2
e

B = 1
2

[Xi•X
′
i• − 2αi•λ(X ′i• − F ′i•)− 2Fi•X

′
i• + Fi•F

′
i• + αi•λλα

′
i•] + b.

• Se hil = 0, a distribuição a posteriori condicional completa de αil será δ0(α).

• Se hil = 1, a condicional completa de αil seráN(Mα, Vα) com Vα =

[
1

w
+

1

σ2
i

n∑
j=1

λ2
lj

]−1

e Mα = Vα

[
1

σ2
i

n∑
j=1

λlj

(
Xij − Fij −

∑
l∗ 6=l

αil∗λl∗j

)]
.

• Para avaliar a significância das cargas αil, calculamos a seguinte probabilidade:

q∗il = p(hil = 1 | α, λ, F, σ2, qil, X) =
qil

qil + (1− qil)
N(0|Mα, Vα)

N(0|0, ω)

; e

(qil | hil) ∼ Beta(γ1 + hil, γ2 + 1− hil).

• Se zi = 0, a distribuição a posteriori condicional completa de F ′i• será δ0(Fi•).

• Se zi = 1, a condicional completa de F ′i• será aNn(MF , VF ) com VF =

[
1

σ2
i

In +K(λ)−1

]−1

e MF = VF

[
1

σ2
i

(X ′i• − λ′α′i•)
]
.
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• Para avaliar a significância de Fi•, calculamos a seguinte probabilidade:

ρ∗i = p(zi = 1 | α, λ, F, σ2, ρi, X) =
ρi

ρi + (1− ρi)
N(0|MF , VF )

N(0|0, K(λ))

; e

(ρi | zi) ∼ Beta(β1 + zi, β2 + 1− zi).

• Para λ•j temos a condicional completa:

p(λ•j | α, λ−{•j}, F, σ2
i , X) ∝ p(X | α, λ, F, σ2) p(F | λ, z) p(λ•j)

∝ NL(λ•j|Mλ, Vλ) |K(λ)|−
∑m

i=1
zi
2 exp

{
−1

2

m∑
i=1

Fi•K(λ)−1F ′i•

}
,

sendo Vλ = [α′D−1α + IL]
−1

e Mλ = Vλ [α′D−1(X•j − F•j)].

Este núcleo não permite reconhecer uma distribuição de probabilidade, então será ne-

cessário um método para amostragem indireta desta condicional completa. Consideramos

o algoritmo Metropolis-Hastings com passeio aleatório para gerar candidatos.

Apêndice C: Gráficos extras dos estudos simulados.

A Figura C.1 apresenta gráficos do teste envolvido em nosso estudo simulado. Os

valores da estat́ıstica Z (śımbolo “×”) são investigados para as cadeias de α21, λ11, σ2
3 e

F171. Pode-se notar que a maioria dos pontos estão dentro dos limites de 95% indicando

a convergência.
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α2,1 λ1,1

σ2
3 F17,1

Figura C.1: Gráfico com os valores da estat́ıstica de Geweke e algumas cadeias de α, σ2

e λ. O śımbolo “×”representa a estat́ıstica Z, as linhas tracejadas demarcam os valores

(-1.96,1.96) correspondendo a região de probabilidade 0.95 na N(0, 1).
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(a) (b)

(c) (d)

(e) (f)

Figura C.2: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD

de 95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário

considerado κ = 0.5 e ls = 0.2 na função exponencial potência.
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(a) (b)

(c) (d)

(e) (f)

Figura C.3: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD

de 95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário

considerando κ = 1.5 e ls = 0.3 na função exponencial potência. Este foi o pior cenário

na análise dos EQM’s.
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Real F̂12• F̂13•

F̂14• F̂15• F̂17•

Figura C.4: Gráfico de superf́ıcie representando o efeito de interação real e estimado

considerando os parâmetro κ = 1.5 e ls = 0.3 na função de covariâncias exponencial

potência. Este é o pior cenário na análise dos EQM’s.
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F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura C.5: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado.

Considerando κ = 1.5 e ls = 0.3 na função exponencial potência. Este é o pior cenário

na análise dos EQM’s.
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(a) (b)

(c) (d)

(e) (f)

Figura C.6: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD

de 95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário

considerado κ =
3

2
e ls = 0.3 na função de covariâncias Matérn.
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(a) (b)

(c) (d)

(e) (f)

Figura C.7: Valores reais (asterisco) e médias a posteriori (ćırculo). O intervalo HPD

de 95% de credibilidade é representado pelo segmento de reta na vertical. Os dois últimos

painéis exibem os intervalos ordenados de acordo com a média a posteriori. Cenário

considerado κ =
5

2
e ls = 0.3 na função de covariâncias Matérn.
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F12• − F̂12• F13• − F̂13•

F14• − F̂14• F15• − F̂15• F17• − F̂17•

Figura C.8: Gráfico de superf́ıcie da diferença entre o efeito de interação real e estimado.

Considerando κ =
5

2
e ls = 0.3 na função de covariâncias Matérn. Este é o pior cenário

na análise dos EQM’s.
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Apêndice D: Gráficos da aplicação real.

As taxas de aceitação dos λ apresentados ficam em torno de 21% a 35%.

α1,1 σ2
50 λ1,118

α23,2 σ2
10 λ2,1

Figura D.1: Algumas cadeias de α, σ2 e λ.
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A Figura D.2 apresenta gráficos do teste envolvido em nossa aplicação real. Os

valores da estat́ıstica Z (śımbolo “×”) são investigados para algumas cadeias de α, σ2 e

λ. Pode-se notar que a maioria dos pontos estão dentro dos limites de 95% indicando a

convergência.

α1,1 σ2
50 λ1,118

α23,2 σ2
10 λ2,1

Figura D.2: Gráfico com os valores da estat́ıstica de Geweke e algumas cadeias de α, σ2

e λ. O śımbolo “×”representa a estat́ıstica Z, as linhas tracejadas demarcam os valores

(-1.96,1.96) correspondendo a região de probabilidade 0.95 na N(0, 1).
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