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RESUMO

Incéndios Florestais representam uma das grandes preocupagdes relacionadas com o
meio ambiente, que causam impactos na vegetacdo, no solo, na fauna e flora. O célculo do
risco de incéndios consiste em verificar a probabilidade de ocorrer incéndio em determinado
local, sendo importante para determinar areas com maior risco e planejar atividades para sua
preven¢do. Dentre as metodologias existentes para seu céalculo, as Redes Neurais Artificiais
(RNA) ¢ um método que tem obtido bons resultados. Uma RNA consiste em um conjunto de
unidades de processamento simples que trabalham em paralelo, armazenando conhecimento
experimental e tornando-o disponivel para uso. Este conhecimento ¢ adquirido no processo de
treinamento e armazenamento dos pesos sindpticos (conexdes entre 0os neurdnios). Assim,
esse trabalho teve como objetivo fazer o mapeamento das regides de risco de incéndio na
regido metropolitana de Belo Horizonte (RMBH) utilizando um modelo de redes neurais
artificiais com treinamento supervisionado. Esta regido apresenta periodos de seca
acentuados, devido aos sistemas atmosféricos atuantes, os quais deixam a regido muito
propicia a ocorréncia de incéndios. Foram utilizadas 12 entradas na RNA: distincia as éareas
urbanas, distancia as rodovias, declividade, orientagdo do terreno, cobertura e uso do solo,
NDVI, umidade relativa minima do ar, temperatura maxima do ar, radiacdo solar, velocidade
média do vento, pressdo atmosférica e precipitacdo total. Para treinamento da rede foram
utilizados dados mensais de 2014 a 2016, sendo utilizada como saida desejada focos de
incéndio dos sensores MODIS e VIIRS. A validagdo foi feita com dados de 2017. Quanto aos
resultados, 0 modelo de RNA apresentou alta acuricia e coeréncia com dados de incéndio, na
validagdo subestimou 4areas de risco em épocas de seca. Assim foram feitos modelos
complementares, sendo treinados apenas com dados de chuva e seca separados. Estes modelos
apresentaram bons resultados. No modelo em épocas de seca a area de alto risco abrange
praticamente a regido inteira, enquanto o modelo com dados de chuva apresentou area de alto
risco apenas proximo as areas urbanas. O modelo geral, mesmo nado tendo o melhor resultado,
foi treinado com caracteristicas das duas épocas, selecionando apenas fatores que realmente
influenciam os incéndios, podendo ser utilizado como um complemento aos outros modelos.
Dentre as varidveis de entrada as mais influentes no modelo foram: a distancia as areas
urbanas e as variaveis meteorologicas. Assim a RNA se mostrou uma boa metodologia para

este fim. O método pode ser usado como modelo de previsao e ser reaplicada a outras areas.

Palavras-Chave: risco de incéndio, redes neurais artificiais, modelagem
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ABSTRACT

Forest Fires represents one of the greats concerns related with the environment, as it
causes impacts in the vegetation, soil, fauna and flora. The fire risk index consists in verify
the probability of fire occurrence in such place, so it is important to determine higher fire risk
areas and planning activities for your prevention. From the existing methodologies for your
calculation, the Artificial Neural Networks (ANN) is a methodology that have been achieving
good results. The ANN it is a set of simple process units working in parallel, which stores
experimental knowledge and make it available to use. This knowledge is acquired from a
training process and stored in synaptic weights (connections between neurons). So, this work
has the aim of mapping the fire risk areas in the Metropolitan Region of Belo Horizonte
(RMBH) using an artificial neural network model with supervised training. This region
presents accentuated dry seasons, due atmospheric systems activities; this season became the
region propitious for fire ignition. 12 input variables were used: distance to urban areas,
distance to roads, slope, aspect, land use, NDVI, minimum relative humidity, maximum air
temperature, air pressure, solar radiation, wind speed and total precipitation. For network
training it was used monthly data from 2014 to 2016, as output, fire active data from MODIS
and VIIRS were used. A model evaluation was done with 2017 data. The RNA model results
showed high accuracy and good consistency with fire data, but your validation underestimated
risk areas in dry season. So complementary models were developed, training dry and rainy
seasons separately. These models showed good results. In the dry model the high risk area
covers almost all the region, in the other hand, the rainy model showed high risk only in
locations near urban areas. The general model even dough it did not showed the best result, it
was trained with characteristics of both seasons, selecting just the factors that really affects
the fire, and can be used as a complementary model for the others. Among the input variables
those which have more influence in the model are the distance to urban areas and
meteorological variables. So, the ANN showed a good methodology for this end and can be

used as a forecast model and be reapplied in other regions.

Keywords: fire risk, neural artificial networks, modeling
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Introducio

Incéndio florestal ¢ uma das grandes preocupacdes relacionada ao meio ambiente, pois
devasta grandes proporcdes de florestas, campos e regides agricolas, causando alteragdes no
meio ambiente. Guimaraes et al. (2014) verificaram em seu estudo que os principais impactos
dos incéndios sdo: aquecimento do solo, erosdo, redu¢cdo de nutrientes do solo, redugdo do
teor de matéria organica, acidez do solo, alteragdo do microclima local, reducao da qualidade
da agua, mortandade de animais, enfraquecimento da madeira, limpeza do sub-bosque,
impactos as culturas agricolas, interferéncia na sucessdo vegetal, reducdo da atividade de
microrganismos e renovacdo da pastagem, transtornos a popula¢do do entorno, impactos

paisagisticos e destruicdo de areas de recreagdo.

A queima de biomassa também libera para atmosfera gases de efeito estufa, tais como:
CO2 (dioxido de carbono), CH4 (gas metano) e NOx (6xidos nitrosos) responsaveis pelo
aumento do efeito estufa e de problemas respiratorios (ICHOKU; KAUFMAN, 2005). Uma
pluma de fumaca tem sido observada na América do Sul, com aproximadamente 4 a 5
milhdes de km®. Com uma concentragio mais alta que 400 mg m™ de particulas inalaveis, e
uma concentragdo de ozonio de 100 ppb que ¢ observada a grandes distancias de incéndios
florestais (LONGO et al., 2009). Na Amazodnia Legal ¢ estimado um fluxo de carbono de 0.2
a 1,2 Pg C/ano (HOUGHTON et al., 2009).

As altas temperaturas e a ocorréncia de circulagdes das massas de ar, envolvidas na
fase de chamas das queimadas, favorecem ao movimento convectivo ascendente, elevando
poluentes até a troposfera e permitindo o transporte desses poluentes sobre uma extensa area

da atmosfera, que se distanciam das fontes emissoras (PINTO JUNIOR; SILVA, 2012).

O calculo do risco de incéndios consiste em verificar a probabilidade de ocorrer
incéndio em determinado local, ou seja, determinar a chance de ignicdo (HARDY, 2005).
Com essa medida ha a possibilidade de ter uma avaliagdo critica da ocorréncia de incéndios e
entdo fazer o monitoramento e prevencdo de queimadas dessas areas (CHUVIECO et al.,

2010).

A importancia em se determinar dreas com maior risco de incéndio esta relacionada
com o planejamento de atividades para sua prevencdo. Assim, ¢ possivel determinar as

estagdes em que ocorrem mais queimadas, permitindo queimadas controladas ou sua



prevengdo, bem como o combate destas. Permite ainda, informar a populagdo dos riscos e
fazer programas de educacdo ambiental e, adicionalmente, em casos extremos, limitar o

acesso a area (NUNES, 2000).

Ha varias abordagens para se modelar o risco de incéndio: métodos estatisticos, como
regressao logistica, métodos quantitativos e qualitativos baseados em conhecimento de
especialista, como a andlise multicritério. Além de métodos de inteligéncia artificial, como
Redes Neurais Artificiais (RNA) e Logica Fuzzy. RNA tem sido usada como metodologia
para desenvolver modelos de risco de incéndios e tem apresentados bons resultados
(ALONSO-BETANZOS et al., 2003; GOLDARAG; MOHAMMADZADEH; ARDAKANI,
2016; SATIR; BERBEROGLU; DONMEZ, 2016).

Este método tenta imitar o cérebro humano, devido a sua capacidade de conhecimento
adquirido, armazenado nas conexdes entre os neuronios. Diferente de outros métodos, a
escolha dos pesos de cada variavel do modelo ndo ¢ empirico, a escolha ¢ buscada através de
um processo de aprendizagem, baseado em métodos matematicos. O que deixa o processo

menos subjetivo, tais como em métodos baseados em especialistas.

Esse trabalho tem como objetivo fazer o mapeamento das regides de risco de incéndio
na regido metropolitana de Belo Horizonte (RMBH) utilizando um modelo de previsdo com o
método de redes neurais artificiais de treinamento supervisionado. Assim, a presente pesquisa
busca responder as seguintes perguntas: Qual o desempenho do método de Redes Neurais
Artificias aplicado a previsdo de risco de incéndio? Qual a localizacdo, bem como a dimensao
das éareas que tém maior risco de incéndios na RMBH? Estes riscos sdo mais associados aos
fatores humanos ou ambientais? Como o uso de dados de satélites auxiliam em estudos

ambientais?

Esses resultados fornecem o delineamento de 4reas prioritarias para planejamento de
atividades logisticas das equipes brigadistas, buscando minimizar possiveis danos causados

pelos incéndios.



1. Fundamentacao tedrica e bases conceituais

1.1. Conceitos basicos

Aqui serdo explicados alguns conceitos bésicos necessarios para a melhor

compreensdo dos capitulos e subcapitulos seguintes.

O fogo ¢ uma reagdo exotérmica onde o comburente reage com o combustivel na
presenca de uma fonte de calor, liberando energia na forma de luz e calor (ALMEIDA, 2008),
processo denominado de combustdo. Na combustdo ocorre um processo de oxidagdo rapida
autossustentada, tendo como principais produtos varios gases (CO,, HCN, CO, HCI, SO,
NOX, ...); calor; chamas e fumaca. Trés elementos basicos sd0 necessarios para se comecar

uma combustio (chamado de triangulo do fogo) (MOTTA, 2008):

o Combustivel: Fornece energia para a queima, representado por elementos susceptiveis

a entrar em combustdo como: madeira, papel, pano, estopa, entre outros.

o Comburente: Substancia que reage quimicamente com o combustivel e inicia a

combustdo, sendo o principal comburente o oxigénio.

o Fonte de Calor: Necessario para iniciar a rea¢do, pode ser desde luz solar, faiscas de

raios atmosféricos a pontas de cigarro.

O fogo descontrolado, que se dissemina no tempo e espaco, ¢ chamado de incéndio.
Fatores que influenciam os incéndios sdo: a forma geométrica do local, a superficie dos
combustiveis envolvidos, a quantidade do material combustivel, o local inicial do acidente, as

condi¢des do clima, entre outros (SEITO et al., 2008) .

No caso dos incéndios florestais as propriedades dos combustiveis tém maior
influéncia no comportamento do fogo. Os combustiveis florestais sdo classificaveis por
estrato: manta morta, sub-bosque, combustiveis de transicdo, copa das arvores. O
combustivel de superficie inclui a folhada superficial, ervas e arbustos. A continuidade de um
combustivel descreve sua distribuicdo e ¢ importante na propaga¢do do fogo. A carga de
combustivel ¢ a sua quantidade por unidade de area; quanto maior a quantidade maior o
potencial de queima. Além disso, o teor de umidade em combustiveis florestais ¢ importante

para definir a disponibilidade de um combustivel arder (FERNANDES; REGO, 2010).



Modelos sdo representagdes simplificadas de uma realidade especifica, podendo ser
classificados em trés grandes grupos: escala ou réplica, conceitual e matematico. O primeiro
consiste em uma redu¢do analoga ao original. O segundo mostra seu sistema principal,
processos e inter-relacdes com subsistemas. E modelos matematicos se utilizam de sistemas
de equagdes para sua construcdo, podendo ser deterministicos e estocasticos (SOARES-

FILHO, 1998).

Um modelo matematico deterministico € representado por um conjunto de equagdes
diferenciais deterministicas com termos derivados no tempo, e ¢ feito a partir de um conjunto
de condigdes iniciais. J4 modelos estocasticos-probabilisticos utilizam variaveis aleatdrias,

dependentes de fatores aleatorios ou acaso (SOARES-FILHO, 1998).

A construcdo de modelos ¢ conhecida como modelagem. Processo desenvolvido
através da definicdo de um conjunto de hipdteses e predicdes que sdo comparadas ao mundo
real. O aceite do modelo depende da concordincia entre os dados observados e os gerados

pelo modelo (SOARES-FILHO, 1998).

Um processo de simulagdo consiste na modelagem da dindmica de um sistema em um
ambiente computacional, onde ¢ reproduzida a complexidade dos mecanismos deste sistema,
representada por trocas de elementos dentro dele. A simulagdo ¢ vista como um instrumento
de aquisicdo de conhecimento, a partir da integra¢do da informacao sobre sistemas dindmicos
(SOARES-FILHO et al.,, 2007). Por sua vez um sistema ¢ um conjunto organizado de
elementos que vivem em interacdo, segundo determinadas leis, para atingir um objetivo

especifico (CHRISTOFOLETTI, 1999).

Modelos probabilisticos de distribuicdo binomial sdo os utilizados quando se tem
variaveis dicotomicas. Esse tipo de variavel diz respeito sobre o acontecimento ou ndo de um
evento, onde a varidvel pode apenas assumir somente dois valores 1 (sucesso) ou 0 (fracasso).
O interesse desse modelo ¢ verificar a probabilidade de sucessos em relagdo as variaveis

observadas que podem explicar ou predizer a variavel resposta (POVEDA, 2006).

1.2. Metodologias Utilizadas no Calculo de Risco de Incéndios

Métodos para o zoneamento do risco de incéndios florestais podem ser obtidos pela
sobreposi¢do de mapas temadticos, onde cada um representa um fator de risco e ha uma

interagdo ponderada entre esses. Esses fatores condicionam um risco para inicio e propagacao



do incéndio, podendo ser compostos de fatores fisicos, bioldgicos, socioecondmicos e
climaticos. Um Sistema de Informagdo Geogréfica (SIG) ¢ usado como ferramenta para esse

método (FERRAZ; VETTORAZZI, 2003).

Podem-se citar outros métodos para calcular o risco de incéndio. Métodos que se
baseiam em fatores meteorologicos, utilizando varidveis como temperatura, umidade,
precipitacdo e intensidade do vento. Métodos que se baseiam no risco potencial do fogo onde
sdo considerados o estado da vegetacdo, tipo de combustivel e o seu conteido de umidade.
Meétodo, como o desenvolvido pelo Centro de Previsdo de Tempo e Estudos Climaticos
(CPTEC), que se baseia na estima¢do da umidade da vegetacdo a partir de imagens de
sensores orbitais (CARAPIA, 2006). Além disso, existem métodos estatisticos como a
regressao logistica; métodos quantitativos e qualitativos como a andlise multicritério, métodos
de inteligéncia computacional utilizando redes neurais artificiais e logica fuzzy, além de
formulas que relacionam os parametros meteoroldgicos com o risco de incéndio, como a
formula de Monte Alegre. A seguir sdo detalhados alguns desses métodos e aplicacdes. Uma

analise critica destas metodologias pode ser encontrada em Fernandes et al. (2018).

1.2.1. Analise Multicritério

Meétodo desenvolvido por Saaty (1977) chamado Método de Anélise Hierarquica (em
inglés — Analytic Hierarquy Process - AHP) onde ¢ estruturada uma hierarquia de decisdo
para classificar os elementos de um nivel mais alto para um mais baixo, depois ¢ feita uma
matriz de comparagdo para definir os pesos de cada varidvel. A matriz de comparagdo registra
a importancia percebida, relativa de cada critério com cada outro critério, permite que os
tomadores de decisdo obtenham um conjunto de relacdo em escala de pesos para os critérios
individuais. Por fim, uma relagdo de consisténcia (RC) ¢ calculada para determinar se a

avaliacao foi bem-sucedida ou nao.

No caso do célculo do risco de incéndios sdo selecionadas varidveis que influenciam a
ignicao do fogo, por meio de mapas tematicos como no trabalho de Jaiswal et al. (2002) ou
por dados de sensoriamento remoto, como no estudo de Chuvieco e Congalton (1989). No
Quadro 1 s3o mostradas algumas varidveis apontadas e analisadas pelos autores

supramencionados.



Quadro 1 - Comparaciio entre diversos trabalhos da literatura que aplicam a metodologia

(Continua)
Jaiswal et al.(2002) Chuvieco et al (1989) Ribeiro et al. (2008)
Declividade 0-4% Baixo 2 0-3% Baixo 2 Até 15 % Baixo 1
5-8% Baixo 2 3-5% Mode 3 16-25 % Moderad 2
rado 0
9-12% Baixo 2 5-10% Mode 4 26-35 % Alto 3
rado
13-16% Médio 1 10-15% Alto 5 36-45% Muito 4
alto
17-20% Médio 1 15-35% Muito 6 >=46% Extremo 5
alto
21-36% Médio 1 >35% Muito 10
alto
27-40% Médio 1
41-44% Alto 0
>44% Alto 0
Proximidade | Buffer (< Alto 0 < 100m Muito 8 Sob influéncia Alto 1
a estradas 150 m de alto (<100 m de
qualquer qualquer estrada
estrada vicinais ou < 50
vicinais ou m de qualquer
<50 mde autoestrada)
qualquer
autoestrad
a)
Fora do Baixo 1 100-200 m Alto 7 Sem influéncia Nulo 0
buffer
200-300 m Mode 5
rado
300-400 m Baixo 3
Uso do Solo Pinheiro Alto 0| Misturaseca  Muito 10 | Lago/banhado/ Baixo 1
denso alto areas de
circulagdo
Pinheiro Alto 0 Mistura de Muito 9 Floresta Moderad 2
médio bambu alto 0
Pinheiro Médio 1| Sale Bambu Alto 8 Estradas Alto 3
esparso +
arbusto
Arbusto Médio 1 Bambu Alto 6 | Reflorestamento Muito 4
denso degradado alto
Arbusto Meédio 1 Sal* Alto 6 Campo Extremo 5
médio suo/agricultura
Arbusto Baixo 2 Plantagao Mode 4
esparso rado
Amendoei  Baixo 2 | Mistura imida Mode 3
ras rado
Vinhedos  Baixo 2 Espago em Baixo 1
branco
Laranjeira  Baixo 2| Agricultura Baixo 2
S
Terra seca Baixo 1
Agricultura Baixo 1
com
assentamento




Quadro 1 - Comparacio entre diversos trabalhos da literatura que aplicam a metodologia

(Continuagdo)
Jaiswal et al.(2002) Chuvieco et al (1989) Ribeiro et al. (2008)
Aspecto Sudeste Alto 0 Sudeste/ Baixo 1
sul/sudoeste
Sudoest  Médio 1 Leste Moderad 2
e o
Norte Baixo 2 Nordeste Alto 3
Noroeste/oeste Muito 4
alto
Norte Extremo 5
Elevacao 0-3 m Baixo 1| At¢600m  Extremo 5
3-6m Baixo 1| 600-900 m Muito 4
alto
398- Alto 0| 900-1200 m Alto 3
400 m
401- Alto 0| 1200-1500 Moderad 2
404 m m )
405 - Alto 0| Acimade Baixo 1
407 m 1500 m
Habitacdio --- Area de Muito 8
assentament alto
0
<1000 m Alto 7
1000-2000 Moderad 5
m 0
2000-3000 Baixo 2
m
Hidrografia Sob influéncia ( Alto 1
<50 m)
Sem influéncia Nulo 0

1.2.1. Légica Fuzzy

A metodologia da logica fuzzy ou logica difusa, introduzida por Zadeh (1965), ¢ um

problema de imprecisdo associado com conjuntos de dados onde ndo ha uma transicao

definida de uma classe a outra, ou seja, eliminando os limites entre elas. O grau da associagao

de um objeto varia entre 0 e 1, onde quanto mais proximo de 1 maior € a associagdo e quanto

mais proximo de 0 mais fraca ¢ a associagdo. As classes continuas dos conjuntos fuzzy (ou

difusos) sdo construidas a partir de conceitos definidos a priori usando a experiéncia, ciéncia

ou conhecimento heuristico. O conhecimento linguistico de um fendémeno complexo ¢ usado,

transformando-o em dados numéricos para processamento.



Na constru¢do de um conjunto fuzzy deve-se definir uma fun¢do de pertinéncia, que
pode ter vérias formas, as fun¢des mais comuns sdo: triangular, trapezoidal e em forma de
sino (fungdo normal). Além disso, ¢ estabelecido um conjunto de regras de acordo com o
conhecimento do especialista, na forma de proposi¢des do tipo “se E1 e/ou E2 entdo S1”, por
exemplo, uma aplicag@o pratica seria: “Se a umidade ¢ baixa e a precipitacdo ¢ baixa entdo o

risco ¢ alto”.

1.2.2. Regressao Logistica

A regressdo logistica ¢ a mais popular modelagem matemdtica que relaciona as
variaveis independentes com a varidvel dependente dicotdomica. Dessa forma, a varidvel
dependente seria o risco de fogo, que pode ser 0 (ndo fogo) ou 1(fogo), sendo representado
pela adaptacdo da equagdo de Bernoulli apresentada na Equagdo 1 (GOLDARAG et al.,
2016).

ez(a-l_ﬁixi)

1+ eX(@+BiX;) D

PY=1)=

Onde Y ¢ a variavel dependente, X; sdo as varidveis independentes e o e B;, os
coeficientes da equagdo, sendo numeros reais. A partir de dados histéricos conhecidos de
ocorréncia de incéndio ¢ possivel conhecer as relagdes entre as variaveis a partir do calculo

dos coeficientes, que sdo assim substituidos na Equacao 1.

1.2.3. Férmula de Monte Alegre

Desenvolvida por SOARES (1972) a partir de sete anos (1965 a 1971) de dados
meteoroldgicos e da ocorréncia de incéndios da Fazenda Monte Alegre, no municipio de
Telémaco Borba-PR. Esta formula foi amplamente utilizada por empresas e instituigdes
florestais para estimar o grau de risco de incéndios. Consiste em uma féormula simples que
requer apenas duas variaveis meteorolégicas: umidade relativa do ar e precipitagdo. E um
indice acumulativo que requer valores diarios de umidade relativa do ar e a quantidade de

precipitagdo. Sua formula basica ¢ apresentada na Equagao 2.

FMA=Y2 == (2)

Onde H ¢ a umidade relativa do ar medida as 13:00 h e n ¢ o niimero de dias sem
chuva. Apresenta algumas restrigdes referentes a precipitagdo diaria, como mostrado no

Quadro 2. O perigo de incéndio do dia ¢ indicado através de uma escala de cinco niveis: Nulo



(FMA < 1,0); Pequeno (1,1 <FMA 3,0); Médio (3,1 <FMAX 8§,0); Alto (8,1< FMA <20,0) e
Muito Alto (FMA>20,0).

Quadro 2 - Modificacéiio do calculo conforme a precipitacio ocorrida no dia NASCIMENTO; AMARAL; PONTES,
2013)

Chuva do dia (mm) Modificacio no calculo

<24 Nenhuma

25249 Abater 30% na FMA
acumulada e somar

(100/H) do dia

5,0a9,9 Abater 60% na FMA
acumulada e somar

(100/H) do dia

10,0 a 12,9 Abater 80% na FMA
acumulada e somar

(100/H) do dia

>12,9 Interromper o calculo e
recomegar no dia

seguinte

1.24. FIRA e FARSITE

Mbow, Goita, e Béni¢ (2004) criaram um algoritmo para o calculo do risco de
incéndios (FIRA- Fire Risk Assessment). Para tanto, utilizaram indices de temperatura de
brilho e umidade que foram normalizados e combinados em um algoritmo semi-empirico.
Tais indices foram utilizados devido a estes refletirem a umidade do combustivel e sua
distribuig¢do, aspectos importantes na propagacao de incéndios em areas de savana. Utilizando
em paralelo um simulador de area de fogo (FARSITE — Fire Area Simulator) foi desenvolvido
pelo departamento de agricultura dos Estados Unidos (USDA). O simulador consiste em um
modelo de crescimento do fogo que projeta seu perimetro e comportamento em ambientes
complexos. O modelo usa dados espaciais de SIG em conjunto com dados de clima e vento.

Os algoritmos estdo representados na Figura 1.



Algoritimo do calculo do Risco

de Fogo (FIRA) Simulador de Fogo usando FARSITE

—— - Mapa de T "
ransformacgao o IR N opografia
de Kauth-Thomas
v
Camadas SIG:
Uniformizagao Cobertura Vegetal, Modelo de Combustivel,
T Elevacdo, Declividade, Aspecto
Algoritimo de risco de
. & Dados
fogo Simulagao < .
- Meteorologicos

Mapa de risco de fogo )
Areas potenciais para queima

Analise cruzada com mapa de

veget‘acao Mapa Real de Cicatriz de

5 Fogo

Validacdo com Mapareal de
cicatrizes de fogo

Figura 1- Fluxograma dos dois algoritmos (adaptado de MBOW; GOITA; BENIE, 2004)

1.2.1. Redes Neurais Artificiais

Uma rede neural artificial (RNA) ¢ constituida de unidades de processamento simples
que trabalham em paralelo, armazenando conhecimento experimental e tornando-o disponivel
para uso em modelagens do conhecimento adquirido. A técnica computacional procura imitar
o comportamento do cérebro humano em dois aspectos: conhecimento adquirido e for¢a de
conexdo entre neurdnios. A aprendizagem da rede € o processo em que o conhecimento ¢
adquirido e armazenado nos pesos sindpticos (conexdes entre os neurdnios) (HAYKIN, 2001).
Ela difere de sistemas de especialistas, os quais oferecem ao usudrio uma resposta definitiva,
caso as caracteristicas avaliadas corresponderem aquelas codificadas nas bases das regras.
Uma RNA realiza uma analise das informacdes e fornece uma estimativa dependente da
compatibilidade do dado com as caracteristicas que foram treinadas, podendo chegar a uma
acuracia de 100% de acordo com a experiéncia adquirida pela rede (CANNADY, 1998). Um

maior detalhamento do método ¢é feito na secao 1.5.
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1.3. Agentes causadores de incéndio

Para o célculo do risco de queimadas existem dois tipos de varidveis que podem ser
consideradas: aquelas derivadas de fatores que ndo mudam em um curto periodo de tempo,
chamadas de estaticas, e aquelas que tém grandes variagdes em um periodo curto de tempo,
chamadas de dindmicas. As primeiras englobam: declividade, tipos de vegetacdo, tipos de
solo, proximidade com estradas e assentamentos. Ja as varidveis dindmicas podem-se citar
variaveis meteoroldgicas como: temperatura, direcdo e intensidade do vento, umidade do ar,

entre outras (LOPEZ; SAN-MIGUEL-AYANZ; BURGAN, 2002).

A FAO (Organizagdo das Nagdes Unidas para Agricultura e a Alimentagdo) agrupa as
causas dos incéndios em oito categorias ou grupos (JUVANHOL, 2014):

e Raios: representam as descargas elétricas da atmosfera;

e Incendiarios: incéndios que sdo provocados propositalmente por pessoas em
propriedades alheias por varios motivos como retaliacdo, vinganca, disputa

pela posse de terras, urbanizacao e incapacidade mental entre outros;

e (Queima para limpeza: originados pela negligéncia ou descuido do uso do fogo
para a limpeza do terreno para fins florestais, agricolas ou pecudrios que

escapam do controle;

e Fumantes: displicéncia e falta de precau¢do de fumantes que jogam ponta de

cigarros ou fosforos acesos em locais de risco;

e Operacdes florestais: provocado por trabalhadores florestais que estdo em

atividade na floresta;
e Estrada de ferro: incéndios causados por atividades ferrovidrias;

e Recreagdo: incéndios provocados por visitantes que utilizam a floresta como

recreacao;

e Diversos: causas desconhecidas ou que ndo sdo enquadradas em nenhum

grupo.
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Desses apenas um grupo ndo apresenta causa humana, os raios, mostrando assim a
importancia em se adicionar a influéncia humana nas analises. Em uma pesquisa Santos,
Soares e Batista (2006) contabilizaram que 63% dos incéndios florestais ocorridos entre 1998

a 2002 foram por causa de incendiarios.

Algumas formas de contabilizar essa influéncia ¢ utilizar dados de densidade
populacional, raios ou areas de influéncia de estradas e assentamentos. J& os movimentos de
atividades humanas, e veiculares nas estradas oferecem amplas oportunidades para incéndios
acidentais/artificiais, pois estdo sujeitas a acidentes e incéndios de veiculos, pontas de cigarros
em brasa jogada por motoristas e fogueiras de transeuntes, além de incéndios criminosos

(JAISWAL et al., 2002).
Outras variaveis importantes sdo explicadas a seguir.

1.3.1. Topografia

A elevagdo do terreno esta relacionada com o comportamento dos ventos e a
propensdo a incéndios. Para sua avaliacdo ¢ calculada a taxa de mudanca de elevagao,
podendo ser em graus ou porcentagem, definida como declividade do terreno (VADREVU;
EATURU; BADARINATH, 2010). Os incéndios se propagam mais rapido em areas de maior
declividade e mais devagar em éareas de menor declividade. Sendo assim, a inclina¢do do
terreno afeta tanto a taxa quanto a direcdo da propagacdo do fogo (ROTHERMEL, 1983).
Muitos estudos apontam que areas de maior declividade estdo associadas a maior risco de

incéndios (PEZZOPANE; NETO; VILELA, 2001).

Terrenos ingremes aumentam a taxa de propagacdo do fogo por causa de um sistema
de pré-ignicdo por convecgdo eficiente e a igni¢do por ponto de contato. Mas a inclina¢do
também influencia na supressdo do fogo, pois afeta a fadiga e o material de rolamento
(CHUVIECO; CONGALTON, 1989). Estudos reportam que vegetagdes em encostas suaves
tendem a queimar mais completamente do que em locais com cursos d’adguas e penhascos,

pois interrompe o movimento do fogo para frente (MINNINCH, 1978).

Outro fator importante ¢ a orientacdo do terreno. E importante saber as faces que tem
influéncia do calor direto do sol, pois esta afeta a taxa de secagem do material combustivel.
No hemisfério Sul, os raios solares incidem mais diretamente sobre faces voltadas ao Norte,

sendo a face Oeste a segunda a receber mais energia, seguida da Leste, sendo que a que
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menos se aquece ¢ a Sul. Isso depende das latitudes, ja que em latitudes maiores a face Sul

ndo recebe radiacdo direta nem no verdo (JUVANHOL, 2014).

1.3.2. Uso e Ocupacio do Solo

O estudo do uso e ocupacdo do solo ¢ importante para caracterizagdo da cobertura do
solo e suas respectivas localizagdes. Assim, € possivel conhecer a distribuicao e quantificacao

das areas de vegetagdo, pastagem, agricultura, area urbana, entre outros (PRUDENTE, 2010).

Saber o tipo de vegetacdo ¢ importante, pois afeta o comportamento do fogo, devido
aos tipos e propriedades do combustivel e condi¢des climaticas associadas. Por exemplo, uma
floresta densa e fechada proporciona um microclima mais ameno e os combustiveis possuem
contedo de umidade maior e mais estdvel em comparacdo com floresta rala e aberta. Além
disso, esses elementos interceptam a radiacdo solar, reduzindo a temperatura. Assim, o fogo
se propaga com mais facilidade em florestas abertas. Entretanto, as florestas plantadas
também apresentam condi¢des mais favordveis aos incéndios devido a sua homogeneidade

(JUVANHOL, 2014).

1.3.3. Hidrografia

A importancia em se utilizar a proximidade dos cursos d’agua no risco de incéndios
varia de regido a regido, dependendo das dimensdes e do uso que se faz dos recursos. Ja que
pode ser um fator facilitador de incéndios devido a melhoria do acesso as areas de vegetacao,
ou devido a presenca de mata ciliar ao redor da hidrografia. Seguramente, nem todas as
margens de rios podem significar algum tipo de risco de incéndios florestais. No entanto, para
definir os riscos exatos de cada trecho de margem de rio de um municipio € necessario tempo

e exclusividade no estudo (RIBEIRO; SOARES; BEPLLER, 2012).

1.3.4. Fatores Climaticos

A ocorréncia de incéndios estd diretamente ligada as condig¢des climéticas, que
proporcionam a igni¢do, ajuda na propaga¢do e no comportamento do fogo. Alguns

parametros importantes que influenciam nos riscos sao:
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Temperatura: A temperatura representa a energia interna de movimento nos
atomos e moléculas, essa energia calorifica ¢ importante na fase evaporativa da
combustdo (HAMADEH et al., 2017). Temperaturas mais altas fazem que os
combustiveis fiquem mais suscetiveis a incéndios, ja que os predispdem a
igni¢do, além de diminuir a umidade do material. Quando a temperatura
aumenta, o vapor de ar saturado aumenta, a umidade relativa diminui, afetando

o teor de umidade do combustivel fogo (LIU; ZHANG, 2015).

Umidade Relativa: Representa a relacdo entre a quantidade de agua existente
no ar e a quantidade méaxima que poderia haver na mesma temperatura e
pressio (HAMADEH et al, 2017). Quanto maior a umidade relativa, mais lenta
¢ a evaporacdo e maior ¢ a absorcdo de umidade pelos materiais. Enquanto
quando h4 a diminui¢do na absorcdo de umidade, aumenta a evaporacdo e a
umidade do material combustivel ¢ reduzida. Em geral, quando a umidade esta
maior que 75% ndo ocorrem incéndios, quando estd entre 55% e 75%, tem um
risco baixo, com 30% a 55% o risco de incéndio ¢ alto e quando ¢ menor que

30% o risco ¢ de incéndio muito alto (LIU; ZHANG, 2015).

Precipitagdo: Afeta diretamente a quantidade de 4gua no material combustivel.
Se a precipitagdo anual ¢ maior que 1500 mm em uma éarea e bem distribuida a
chance de se ter incéndios florestais ¢ bem pequena. Se a distribuicdo ¢
desigual, com periodos acentuados de seca, a chance de ocorrer incéndios
nessa época ¢ grande. No entanto, se a precipitagdo anual ¢ menor que 1000
mm por ano, a chance de incéndios ¢ maior. Entretanto, quando a precipitagdo
mensal ¢ maior que 100 mm o risco de incéndio ¢ pequeno, ja que tem uma
boa distribuicdo da chuva, aumentando a quantidade de agua no material

combustivel (LIU; ZHANG, 2015).

Velocidade do Vento: E o movimento do ar em uma distincia horizontal por
unidade de tempo. Quando o vento envolve com o combustivel pode acelerar a
evaporacdo da agua em matérias combustiveis, tornando a secagem rapida e
inflamavel. Ele também aumenta o fornecimento de oxigénio aumentando
condi¢des de combustdo. Além de ajudar na distribuicdo e direcdo do fogo

(LIU; ZHANG, 2015).
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e Pressdo Atmosférica: As condi¢des climaticas sdo relacionadas com a pressdao
atmosférica. Em geral em lugares sob alta pressdo ha sol, alta temperatura,
baixa umidade, deixando o clima susceptivel a incéndios. Enquanto a baixa

pressdo ajuda na formagao de nuvens e precipitagdo (LIU; ZHANG, 2015).

1.4. Uso de dados de satélite para deteccao de incéndios

A luz e calor liberados na combustio modificam o espectro de energia refletida e
emitida na area afetada pela queima, o que possibilita sensores de satélites orbitais a detec¢ao
de focos de incéndios, quantificacdo de areas queimadas e a distribuicdo de nuvens de fumaga
(COCHRANE, 2003). Produtos de satélites sdo a tunica fonte de informagdo global de
ocorréncia de incéndios, uma vez que fornecem uma cobertura espacial e temporal abrangente
das areas afetadas pelo fogo. Dois tipos de produtos de satélites sdo utilizados para
mapeamento da ocorréncia de incéndios: pontos de fogo ativo e areas queimadas. Os pontos
de fogo ativo sdo derivados de anomalias na temperatura registradas pelos sensores, enquanto
areas queimadas sdo detectadas pela diferenca na reflexdo de areas queimadas e ndo-
queimadas (HANTSON et al., 2013).

A deteccdo de incéndios por satélites comecgou apds 1978 com o lancamento do
primeiro sensor AVHRR, onde foram desenvolvidos algoritmos que medem a temperatura da
superficie radiante em resolu¢des menores que a do pixel. A partir de 1990 também foram
lancados outros satélites de melhor resolugcao como 0 ATSR e 0 GOES. Em 1999 e 2002 foram
lancados os Satélites TERRA e AQUA, respectivamente, que trouxeram os sensores MODIS
com uma resolucdo de 1 km. Estes representaram um grande avanco na detec¢dao de focos de
incéndio, j4 que combinados podem observar focos de incéndio globalmente em uma média
de passagem de 4 vezes por dia, compreendendo dia e noite. Além destes, outros sensores
foram langados, como o Visible Infrared Imager Radiometer Suite (VIIRS) a bordo do satélite
S-NPP em 2011 (ICHOKU; KAHN; CHIN, 2012). No Quadro 3 estdo listados os principais

sensores e satélites utilizados para este fim.
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Quadro 3 - Satélites que medem a localizacio de incéndios (Adaptado de ICHOKU; KAHN; CHIN, 2012)

Sensor (Satélite) Resolucao Cobertura Periodo
OLS (DMSP) 2.7x2.7km Global 1979 - 1992
AVHRR (Tiros-
N/NOAA- 1 x1 km Global 1992 - presente
6 NOAA-19)
0,75 x 0,75 km o o
VIRRS (TRMM) 0.375 x 0.375 km 40° Norte — 40° Sul 1997 - presente
ASTER (TERRA) 0,03 x 0,03 km Global 2000 - presente
HSRS (BIRD) 0,37 x 0,37 km Global 2000 - presente
IMG (GOES) 4x4km América dOI\SJgit: do 2000 - presente
SEVIRI (MSG) 3x3 km Africa e Europa 2004 - presente
MODIS (TERRA &
AQUA) 1x1km Global 2000 - presente

Uma das maiores criticas em relagdo ao uso de produtos de satélites € a presenga de
erros de omissdo e comissdo. Os erros de omissdo estdo relacionados com o tamanho e a
magnitude do incéndio, que podem ser menores que os detectados pelo satélite; a presenca de
nuvens e fumacga; o relevo e as manchas de vegetacdo grandes, que camuflam os incéndios.
Erros de comissdao podem acontecer devido ao aumento de sinal nos canais de incéndio pelo
brilho do sol, as superficies quentes e a certos tipos de nuvens. A presenca de nuvens tem sido
um problema persistente em produtos de incéndio, mas Schroeder; Csiszar e Morisette (2008)
investigaram esse problema detalhadamente na Amazodnia brasileira e verificaram que a
quantidade de focos perdidos estava entre 1,5% e 5%, em escala anual e mensal

respectivamente (I(CHOKU; KAHN; CHIN, 2012).

Os sensores MODIS e VIIRS utilizam o mesmo algoritmo para detec¢do dos focos de
incéndios, o qual ¢ baseado em um ganho duplo da temperatura de saturagdo (634 K) no canal
do infravermelho-médio (comprimento de onda de 4 um) e um ganho simples no canal do

infravermelho termal (comprimento de onda de 11 um) (CSISZAR et al., 2014).

O S-NPP/VIIRS tem uma Orbita quase polar, passando pelo equador 1:30 e 13:30,
tendo registros nas resolugdes de 375 m e 750 m. O produto VIIRS 375 m possui cinco
bandas. A banda [4 (comprimento de onda entre 3,55 a 3,93 um) ¢ a utilizada no algoritmo
para deteccdo de incéndios, pois abrange os comprimentos de onda do pico de radiacio
espectral para corpos negros emitido em temperaturas entre 737 e 817 K. Sendo também

possivel distinguir pixels de combustio de pontos frios. E um canal de ganho unico com
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temperatura de saturacdo (temperatura maxima de brilho de saida para um canal
infravermelho) de 367 K. Para complementar a banda I5 (comprimento de onda entre 10,5 a
12,4 um) ¢ comparada com a I4 para separar fogos ativos de pontos livres de fogo, sendo
também uma banda de ganho unico com uma temperatura de saturacdo de 380 K. As bandas
I1, I2 e I3 sdo utilizadas para diferenciar nuvens, luz solar e corpos d’agua (SCHROEDER et
al., 2014).

Este produto melhorou a resolucdo espacial na deteccdo de incéndios, eliminando
lacunas em baixas latitudes, aumentando a deteccdo de focos de incéndio menores ¢
melhorando o monitoramento de incéndios que duram dias. Schroeder et al. (2014) fizeram
uma comparacdo com o produto LANDSAT-8 que possui 30 m de resolucdo e observaram
concordancia na deteccao de incéndios entre os dois produtos. A drea minima em que os focos
sdo detectados sdo em torno de 10 m* com uma média de 850 K (576,85° C) de temperatura
(SCHROEDER et al.,, 2014). Oliva e Schroeder (2015) fizeram um estudo sobre o
desempenho do produto para detec¢cdo de incéndios e verificaram que no Brasil a deteccao de
incéndios menores (< 10 ha) ¢ mais baixa, o que pode ser explicado devido a ocorréncia de
incéndios que se alastram rapido e tem menor periodo de queima, sendo extinguido entre as
passagens do satélite. Enquanto para incéndios maiores a omissao na detec¢do ¢ bem menor,

sendo quase nula.

O sensor MODIS por sua vez tem 1 km de resolu¢do, mas uma frequéncia de
passagem maior, o satélite TERRA passa no Equador as 10:30 e 22:30 e o satélite AQUA entre
1:30 e 13:30, conseguindo detectar incéndios maiores que 50 m* (HANTSON et al., 2013).
Este produto fornece dados da localizagdo do pixel de incéndio, o dia e hora da detecgdo e sua
Energia Radioativa do Fogo (FRP - Fire Radioative Power). O FRP representa a quantidade
medida do calor radiante emitido, usado para prever a intensidade do fogo, sendo
proporcional a taxa de combustdo e emissdes de fumaca (VADREVU; LASKO, 2018). O
algoritmo desse produto como mencionado, ¢ o mesmo utilizado pelo VIIRS e ¢ demonstrado

no fluxograma da Figura 2.
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Figura 2 - Funcionamento do Algoritmo MODIS Collection 6 (Adaptado de GIGLIO; SCHROEDER; JUSTICE,
2016)

Hantson et al.(2013) fizeram um estudo com dados de area queimada do satélite de
referéncia LANDSAT para os biomas mais importantes no planeta. Verificaram que em geral
os erros de comissdo eram pequenos, sendo sua maioria em areas urbanas. Ja os erros de
omissdo estavam relacionados com o tamanho dos incéndios, sendo que para o Brasil em

areas pequenas (<50 h) os erros de omissao chegaram em até 70%.

Chen et al. (2017) usaram dados MODIS para verificar regimes de fogo na China, e
nos seus resultados concluiram que sua andlise estava de acordo com a literatura, sendo que
os dados utilizados foram eficientes para o método. Bedia et al. (2015) utilizaram dados do
MODIS para determinar estacdes de incéndios em um estudo de padrdes globais de incéndios.
Reddy et al. (2017) utiliza dados do MODIS para o monitoramento de focos de incéndio em
areas protegidas na India. Goldarag; Mohammadzadeh e Ardakani (2016) utilizaram dados

MODIS para produzir um modelo de risco de incéndios utilizando redes neurais artificiais.

18



Assim, dados de fogo ativo tém sido utilizados por muitos estudos em diversas aplicacdes,

devido a disponibilidade e qualidade dos dados.

1.5. Redes Neurais Artificiais (RNA)

“Uma rede neural é um processador maci¢camente paralelamente distribuido
constituido de unidades de processamento simples, que tém a propensdo
natural para armazenar conhecimento experimental e torna-lo disponivel para

o uso. Ela se assemelha ao cérebro humano em dois aspectos:

O conhecimento é adquirido pela rede a partir de seu ambiente através de um

processo de aprendizagem

Forgas de conexdo entre neurdnios, conhecidas como pesos sindpticos, sdo

utilizadas para armazenar o conhecimento adquirido”.
(HAYKIN, 2001, p.28)

Alguns beneficios da RNA sdo: a possibilidade de ndo linearidade, o fato de poder se
mapear a entrada e saida através da aprendizagem supervisionada e o fato da rede se adaptar

de acordo com as mudangas no meio ambiente (HAYKIN, 2001).

O cérebro humano continuamente recebe informacgdo, a percebe e toma decisoes. O
sistema nervoso controla as reagdes rapidas do corpo. O neurdnio € a célula responsavel pelas
atividades cerebrais. Ele ¢ constituido por um corpo celular e por ramificacdes, os dendritos, e
o axdnio. Os impulsos elétricos sdo recebidos pelos dendritos, a informagao ¢ processada pelo
corpo celular, onde um limiar de a¢do ¢ definido. O sinal ¢ entdo propagado para outro
neurdnio através do axonio, sendo este processo chamado de sinapse. A Figura 3 mostra a
comparagdo entre os neurdnios do corpo humano e o da rede neural artificial (ROMERO,

2017).

Na RNA os neuronios sdo interpretados como unidades de processamento, estes junto
com suas interligagdes ajudam a resolver problemas complexos. O primeiro neurdnio
artificial, proposto por McCulloch e Pitts (1943), conhecido por MCP, ¢ composto apenas
pelas entradas, um somatorio ponderado das entradas e uma fun¢do de ativagdo. Sendo que

cada entrada x; ¢ multiplicada pelo peso w; (conforme Figura 3) (ROMERO, 2017).
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Figura 3 — Modelo de um neurdnio biolégico e modelo de um neurdnio artificial (adaptado de ROMERO, 2017).

1.5.1. Modelo de um neuronio

Um neurdnio ¢ composto de trés elementos basicos (HAYKIN, 2001):

e Conjunto de sinapses ou elos de conexdes, representados pela entrada (x;) e
pelo peso sindptico (w;)

e Uma unidade que soma os sinais de entrada, ponderados pelas respectivas
sinapses do neuronio, constituindo uma combinagao linear.

e Uma funcdo de ativagdo que restringe a amplitude do sinal na saida do
neurdnio em funcao de seus argumentos.

Hé também o bias ou viés (b;), que € aplicado externamente com o efeito de aumentar

ou diminuir a entrada liquida da funcdo de ativagdo, dependendo se for positivo ou negativo.

Um neurodnio pode ser representado matematicamente pelas Equagdes 3 e 4. Sendo x;
os sinais de entrada, w; os pesos sindpticos do neurdénio i da camada j; u; representa o

somatorio que junto com b; denominado bias (viés) sdo argumentos da funcao de ativacdo f(.)
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e yi ¢ o sinal de saida do neurdnio. O bias permite calibrar o limiar de ativagdo da fungao

(ROMERO, 2017). Uma representagdo pode ser observada na Figura 4.
Ui = Z}nﬂ WX

yi = f(u; + b;)

Bias
b;

Fungdo de
ativagdo
u; 4
£C) Saida
Sinais de < " > Ve
entrada

Figura 4- Modelo de um neurénio (COUTINHO; SILVA; DELGADO, 2016)

€)

(4)

A func¢do de ativacdo ¢ importante, pois restringe a amplitude do sinal na saida do

neurdnio em fun¢do dos argumentos, e pode definir a linearidade ou ndo da saida da rede. Na

literatura hé varios tipos de fun¢des encontradas, os trés tipos basicos sao (HAYKIN, 2001):

o Funcgdo de Limiar (func¢do degrau): neste modelo um neurdnio assume o valor

1, se o campo local induzido daquele neur6nio ¢ niao negativo, e 0 caso

contrario. Representada na Equagdo 5 e Figura 5.

1sev>=0
Osev<0

f) ={

()
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Fungio Degrau
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Figura 5 - Funcao degrau (NICOLAU, 2016)

Funcdo Linear: Representado pela Equacao 6 e Figura 6.

Jv)=nv (6)

Fungdo Linear
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Figura 6 - Func¢ao Linear (NICOLAU, 2016)

Fungdo semi-linear: E uma aproximag¢ao de um amplificador ndo-linear. Onde
se assume que o fator de amplificacdo dentro da regido linear de operacdo ¢ a

unidade. Dado pela funcdo da Equacgdo 7 e representado pela Figura 7.
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lsev>1
f(w)={pvse 0<pr <1 (7)
0 sepr <0

0 ' Tp
Figura 7 - Fun¢do semi-linear (NICOLAU, 2016)

Fungao Sigmoide: fungdo estritamente crescente que exibe um balanceamento
adequado entre comportamento linear e ndo linear. Uma fun¢do muito usada ¢

a fun¢do logistica (Equacdo 8) e a tangente hiperbolica (Equacao 9).

1

fO) = e Sm (8)
__ 1-exp (-pv)
f(U) - 1+exp (—Bv) (9)

Onde B ¢ o parametro de inclinagdo da fungdo sigmoide, variando esse
pardmetro obtém-se funcdes sigmoides com diferentes inclina¢des. Estas

funcdes sdo representadas na Figura 8.
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Figura 8- Funcio Logistica (a) e funcio tangente hiperbélica (b) NICOLAU, 2016)

23



1.5.2. Arquitetura da rede

Para utilizagdo de uma rede neural é necessario definir sua arquitetura, ou seja, como
esta estruturado o nuimero de entradas, de » camadas e de ndés ou neurdnios, € também o
nimero de nés de saida. Basicamente, uma rede neural possui uma camada de entrada e uma
de saida, podendo ter camadas intermedidrias ou ocultas, sendo que a quantidade de neurdnios
depende do problema a ser aplicado. A Figura 9 mostra os trés principais tipos de arquiteturas

definidos em Haykin (2001):

e Redes alimentadas diretamente com Camada Unica (Figura 9a). A forma
mais simples de uma RNA, com uma camada de entrada com nos de fonte, que

se projeta sobre uma camada de saida de neurdnios.

e Redes alimentadas diretamente com Miltiplas Camadas (Figura 9b).
Presenga de uma ou mais camadas intermediarias chamadas de ocultas. Os
neurdnios ocultos interagem entre as entradas e saidas extraindo conhecimento
entre as iteracdes, o que € necessario quando o tamanho da camada de entrada
¢ grande. Os nds da camada de entrada fornecem os padrdes de ativagdo (vetor
de entrada) que sdo aplicados aos neurdnios na segunda camada. Os sinais da
saida da segunda camada sdo entrada para a terceira camada e assim por diante
até a saida final ou camada de saida. A saida da Ultima camada ¢ a saida

global, que ¢ a resposta da RNA.

e Redes recorrentes (Figura 9c). Distingue-se de uma rede neural alimentada
diretamente por ter pelo menos um lago de realimentagdo. Pode apresentar
apenas uma camada, por exemplo, desde que alimente seu sinal de saida de
volta para as entradas de todos os outros neurdnios (como mostrado na Figura
8c). Essa estrutura tem impacto na capacidade de aprendizagem da rede e no
seu desempenho. Os lagos de realimentagdo envolvem o uso de ramos
particulares compostos de elementos de atraso unitario (time-delay), que
resulta em um comportamento dindmico ndo linear, admitindo que a rede
contenha unidades ndo lineares. Utilizadas em processos de modelagem de
séries temporais, reconhecimentos de padrdes, entre outras areas (ANOCHI;

CAMPOS VELHO, 2014).
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Figura 9 - Algumas Arquiteturas de rede (ROMERO, 2017)

A rede MLP (MultiLayer Perceptron) ou PMC (Perceptron Multicamadas) ¢ a
arquitetura mais empregada em aplicacdes para solucionar diversos problemas complexos. Na
Figura 10 tem-se um exemplo de um PMC com duas camadas escondidas, sendo que cada
entrada (x) ¢ multiplicada por um peso (w) e a soma das entradas com os pesos € o bias (b)
resulta em uma funcdo de transferéncia ou ativacao (f{x)), que se transforma em entrada para a

camada seguinte. Nessa arquitetura cada camada envia sinais para a proxima camada, como se

fossem sinapses (GOLDARAG; MOHAMMADZADEH; ARDAKANI, 2016).
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Figura 10 - Rede Neural Perceptron Multicamadas (GOLDARAG; MOHAMMADZADEH; ARDAKANI, 2016).
1.5.3. Processo de Aprendizagem

A principal carateristica da rede neural ¢ sua capacidade de aprender através de
exemplos e melhorar o seu desempenho através da aprendizagem (ANOCHI; CAMPOS
VELHO, 2014). Na aprendizagem da rede ¢ utilizado um processo interativo de ajustes

aplicados a seus pesos sinapticos e bias, tornando a rede mais instruida apos cada interacao.
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Geralmente o conjunto de dados ¢ dividido em trés subconjuntos: conjunto de treinamento,
validacdo e teste. O primeiro consiste nos padrdes fornecidos a rede para os ajustes dos seus
parametros (aprendizagem), o segundo conjunto tem a tarefa da verificagdo da capacidade de
generalizacdo da rede e o conjunto de teste tem a tarefa de testar o comportamento da rede

neural com dados novos (ANOCHI; CAMPOS VELHO, 2014).

A aprendizagem pode ser feita de duas formas: treinamento supervisionado e o
treinamento ndo supervisionado. No caso do ndo supervisionado, ndo ¢ fornecida uma saida
desejada (supervisor) aos padrdes de entrada. Sendo estes ajustados conforme impulsos

fornecidos pelo ambiente externo a rede, visando minimizar métricas pré-estabelecidas

(ROMERO, 2017).

Na rede de treinamento supervisionado o treinamento ¢ através de dados fornecidos
por um especialista ou através de exemplos de entrada e saida desejada. Tendo trés
componentes inter-relacionados: o ambiente estacionario, quando as estatisticas do erro nao
mudam depois de vérias iteracdes do aprendizado da rede; o professor, que seria a resposta
desejavel e o algoritmo de aprendizado, que ajusta os pesos das conexdes (GOULART et al.,

2006).

No treinamento supervisionado, sdo selecionados exemplos contendo vetores de
entrada e vetores alvo contendo o que se deseja como saida. Assim, a rede compara a entrada
e a saida e obtém um sinal de erro. Este ¢ alimentado na rede para atualizagdo dos pesos

segundo o algoritmo a ser utilizado (GOULART et al., 2006).

Existem cinco regras basicas de aprendizagem, na qual os algoritmos sdo baseados

sendo elas (HAYKIN, 2001):

o Aprendizado por correcdo de erro: fundamentada na filtragem 6tima. Conhecido

também como regra delta, o objetivo ¢ minimizar a func¢do de custo dada pela Equacao

10.
E(m) = ; ep(n) (10)

Onde ey, ¢ o erro dado pela Equacdo 11, y o sinal de saida computado pela rede, d a
resposta desejada e k ¢ o nimero do neurdnio.

ex(n) = di(n) — y,(n) amn
O peso sinaptico ¢ atualizado pela Equacdo 12 e 13, sendo x o vetor de entrada e n o

passo de tempo, e 7 a taxa de aprendizado.

26



Awyj = neg(n)x;(n) (12)

wii(n + 1) = wy;(n) + Awyg;(n) (13)

Aprendizagem baseada em memoria: ela opera memorizando explicitamente os
dados de treinamento. Ela armazena todas as experiéncias em uma grande memoria de
exemplos de entrada e saida classificados como {(x;,d;)}., , onde x representa um
vetor de entrada e d uma resposta desejada correspondente. Quando um vetor de teste
deseja ser classificado, o algoritmo responde procurando em uma vizinhanga local a
resposta correspondente. Essa aprendizagem pode utilizar regras estatisticas como a

regra do vizinho mais proximo ou a probabilidade de erro bayesiana (BARRETO,

2002).

Aprendizagem Hebbiana: a mais antiga e famosa regra de aprendizagem. Ela parte do
principio que quando dois neur6nios estdo proximos o suficiente pode haver sinapse.
Se um neurdnio excitar o outro, entdo a forca da sinapse ¢ aumentada, caso contrario se
um tenta ativar o outro e outro ndo ativa, a sinapse ¢ enfraquecida. A sinapse ¢
dependente do tempo e da natureza local. Ela ¢ interativa e correlativa. A forma mais

simples de aprendizagem hebbiana ¢ dada pela Equagdo 14 .

Awyi(n) = ny(n)xj(n) (14)

Onde n € a taxa de aprendizagem, yj ¢ atividade pos-sinaptica e x; a atividade pré-

sinaptica (BARRETO, 2002).

Aprendizagem competitiva: os neur6nios competem entre si para se tornarem ativos.
Os neurdnios inibem outros, sendo que ao fim da competi¢do apenas um neurdnio ¢é
excitado. Assim, apenas um neuronio de saida fica ativo de cada vez, diferente do

anterior. Esta aprendizagem segue trés elementos basicos (HAYKIN, 2001):

1. Um conjunto de neurdnios iguais, ligados por conexdes sinapticas de valores

aleatorios.
2. Um valor limite que implica sobre a ativacdo dos neuronios

3. Um mecanismo que permita a competi¢do entre os neurdnios, pelo direito de

permanecerem excitados.
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e Aprendizagem de Boltzmann: os neurdnios constituem uma estrutura recorrente e
operam de maneira bindria, sendo o estado ligado representado por +1 e o estado
desligado representado por -1. Isto ¢ caracterizado por uma funcdo de energia E
(Equagdo 15), cujo valor ¢ determinado pelo estado particular ocupado pelo neurdnio

individual da maquina.

1
E = =2 Y Xk WigXiX; as)

Onde x; € o estado do neurdnio j € wy; € 0 peso sinaptico conectado ao neurdnio j ao

neurdnio k. Sendo p; ; a correlagdo dos estados entre os neur6nios em sua condi¢@o
presa (em estado especifico determinados pelo ambiente). py; representa a correlagio

entre os estados do neurdnio j e k, que estdo operando livremente. Assim a variag@o

Awy; € dada pela Equagdo 16 (HAYKIN, 2001).

Awy;(n) = n(pi; — piy).j * k (16)
1.54. Algoritmo Backpropagation

Uma das formas muito utilizadas no treinamento de redes MLP ¢ o algoritmo
conhecido como retropropagacdo do erro (backpropagation) baseado na regra de
aprendizagem por corre¢ao de erro. Consiste em dois passos através de diferentes camadas de
rede: um passo a frente, a propagacgdo, € um passo para trds, a retroprapagacdo. O erro é
retropropagado da camada de saida para a camada de entrada. No passo para frente um vetor
de entrada ¢ aplicado aos nds e seu efeito se propaga e ¢ assim produzido um conjunto de
saidas com pesos fixos. E no passo para trds os pesos sdo corrigidos de acordo com a regra de

correcao de erro (HAYKIN, 2001). O erro ¢ calculado como mostrado na Equagdo 17 , sendo
o valor instantaneo de energia do erro para o neur6nio k dado pela %e,? (n). O valor

instantaneo da energia total do erro ¢ dada pela Equagdo 17, onde C inclui todos os neurdnios
da camada de saida da rede, a energia média do erro quadratico médio dada pela Equacao 18,

avaliado para todos n (niimero de padrdes) (ROMERO, 2017).
1
€M) = Ykec k(M) (17)

Emed = 3 Xy E() (18)
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O €,,eq representa uma fungdo de custo para medir o desempenho de aprendizagem,

assim ¢ necessario ajustar os parametros livres para minimizagao desse custo.

As saidas y;(n) sdo retro-alimentadas nas camadas de entrada para os neurdnios, a
somatoria ponderada produz a variavel v;(n), mostrado na Equagdo 19, conhecida como

campo local induzido que ¢ o argumento da funcao de ativacao ¢(.).
v;(n) = XiZo Wi (m)yx(m) (19)

O algoritmo de retropropaga¢do aplica uma corregdo Aw;j(n) ao peso sindptico de
cada neurdnio, usando o gradiente da fun¢do de custo, como na Equac¢do 20. Devido ao uso

gradiente como forma de otimizagdo, a fun¢do de ativacdo da MLP deve ser continua.

de(n)
owjx(n)

Awj(n) = —n (20)

Se adicionar outro parametro a, ¢ possivel modificar a regra Delta (corre¢ao de erro)
de forma a evitar convergéncia para um minimo local da funcdo custo. Este pardmetro ¢

denominado taxa de momento (momentum).
Awj(n) = alwj,(n — 1) + nd;(n)y,(n) 21)

Sendo a definido no intervalo 0 e 1, para convergéncia do delta (Equagdo 21) € §;

representa o gradiente local da rede, definido pela Equagdo 22 .

8j(n) = — :,fj((n,f) = e;(M¢;(v;(n)) (22)

1.5.5. RNA autoconfigurada: Multi-Particle Collision Algorithm (MPCA)

Um dos maiores problemas no uso de RNAs ¢ a selecdo da melhor topologia. Processo

que geralmente demanda muito tempo e trabalho para encontrar os melhores parametros.

15.5 Algoritmo MPCA

Virios autores tém buscado melhorar o desempenho da rede com técnicas de
otimizacdo (TEIXEIRA et al., 2000; CARVALHO; RAMOS; CHAVES, 2011; COSTA et al.,
2003a; COSTA et al.,, 2003b). Desses o Multiple Particle Collision Algorithm (MPCA)
desenvolvido por Luz, Becceneri e Campos Velho (2008) ¢ um algoritmo de otimizagao

utilizado para encontrar a melhor arquitetura de uma RNA. Algoritmos de otimizagdo tém o
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objetivo de encontrar a melhor solu¢do maximizando ou minimizando uma funcao, definida

como fung¢do objetivo ou fungdo de custo (ANOCHI; CAMPOS VELHO, 2014).

O MPCA foi inspirado no Particle Collision Algorithm (PCA) (SACCO; OLIVEIRA,
2005), sendo que a diferenga entre eles ¢ que ao invés de usar uma particula como este ultimo,
apresenta varias particulas se movendo no espago de busca. Estes algoritmos sdo inspirados
no principio de um reator nuclear de absor¢do e dispersio (ANOCHI; CAMPOS VELHO,
2014).

O algoritmo inicia com a selecdo de uma solucdo inicial, que ¢ modificada com uma
perturbagdo estocastica, que produz uma solucdo nova. Esta ¢ comparada com a solucio
anterior e pode ou ndo ser aceita. Desse modo se a solucdo ¢ melhor que a anterior esta ¢
absorvida, caso contrario, a particula ¢ dispersa no espago. Operadores de perturbagdo sao
utilizados para a exploracdo de posi¢cdes proximas. A melhor solucdo ¢ entdo compartilhada
por todas as particulas no processo. Este algoritmo ¢ implementado em uma arquitetura de
multiprocessador com memoria distribuida usando Message Passing Interface (MPI)

(ANOCHI; CAMPOS VELHO, 2014). O pseudocodigo do algoritmo esta na Figura 11.

Na funcdo de Exploracdo (Exploration) sdo aplicadas pequenas perturbacdes
estocasticas usando a fungdo Small-Pertubation para realizar uma pequena exploracdo local, a
fim de verificar a existéncia de uma possivel solu¢do melhor em uma determinada vizinhanga,

o pseudocddigo ¢ mostrado na Figura 12.

Generate an 1nitial solution: Old-Config
Best-Fitness = Fitness{ Old-Config }
Update Blackboard
For n = 0 to # of particles
For n = 0 to # iterations
Update Blackboard
Perturbation{.}
If Fitness{New-Config} > Fitness{Old-Config}
If Fitness{New-Config} > Best-Fitness
Best-Fitness = Fitness{ New-Config}
End If
Ol1d-Config = New-Config
Exploration{.}
Else
Scattering{. }
End If
End For
End For
Figura 11 —Pseudocédigo do algoritmo MPCA (ANOCHI; CAMPOS VELHO, 2014)
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Exploration(.)
For n = 0 of # iterations
Small-Perturbation()
If Fitness(New-Config) > Fitness(Old-Config)
If Fitness(New-Config) > Best-Fitness
Best-Fitness = Fitness(New-Config)

End-if
Old-Config = New-Config
End-if

Return
Figura 12 — Pseudocédigo Func¢io Exploration (ANOCHI; CAMPOS VELHO, 2014)

A fun¢do de disseminacdo (Scattering) ¢ uma funcdo estocéstica que tenta evitar

arestas do algoritmo em regides com locais 6timos, o pseudocodigo ¢ mostrado na Figura 13.

Scattering(.)
Pscattering = 1 - Fitness(New-Config) / Best-Fitness
If Pscattering > Random(0,1)
0O1d-Config = Random solution
Else
Exploration()
End-if
Return
Figura 13 — Pseudocédigo Funcio Scattering (ANOCHI; CAMPOS VELHO, 2014)

Na aplicacdo em RNA o objetivo ¢ encontrar um valor 6timo que representa a melhor
arquitetura dependente de uma combinacdo de variaveis. Isso ¢ obtido através da minimizagao
de uma funcao custo dada pela Equagao 23, proposta por Carvalho, Ramos e Chaves (2011).

Pl*Etre“’PZ*Egen) (23)

fobj = penalidade * ( s

Onde pl =1 e p2 = 0,1, fatores e ajuste da relevancia do erro de treinamento (E.) €
erro de generalizacdo (Egen). O erro de treinamento reflete a capacidade de memoria da rede e
o erro de generalizacdo reflete a habilidade da rede identificar os padrdes no conjunto de
validagdo. A penalidade ¢ aplicada para se encontrar a melhor arquitetura de menor

complexidade, dado pela Equacdo 24 (ANOCHI; CAMPOS VELHO, 2014).
penalidade = C(£"*"mi95)2 4 C,(épocas) + 1 (24)
Onde C; =1, C, =0,1 e £n€uronios & o nimero total de neurdnios.

Assim o0 MPCA tem como resposta: o nimero de camadas intermediarias, nimero de

neurdnios em cada camada, a taxa de aprendizagem, a taxa de momento e a melhor fungado de
ativacdo. Os limites dos valores sdo mostrados no Quadro 4 (ANOCHI; CAMPOS VELHO,
2014).
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Quadro 4 — Parametros definidos pelo MPCA

Parametro Valor
Neurdnios na camada escondida [1,0]...]32]
Taxa de Aprendizagem: |0,0]...]1,0]
Constante de Momento: o |0,1]...]0,9]
Funcdo de Ativacao |Tanh| Logistic |Gauss|

(Adaptado de ANOCHI; CAMPOS VELHO, 2014)

O MPCA ¢ usado para gerar varias solugdes de arquitetura para uma RNA. Para cada
solugdo, a RNA ¢ ativada, e o treinamento ocorre até o critério de parada (erro minimo ou
total de épocas), sendo esse treinamento realizado por backpropagation. Com os valores
obtidos pela RNA, o MPCA calcula a fungdo objetivo, atualizando os parametros da RNA.
Esse processo ¢ repetido até um valor 6timo da fungdo objetivo ser encontrado (ANOCHI et

al., 2016).

ANOCHI et al. (2016) compara a rede autoconfigurada com a configurada por
especialistas na predi¢do clima de mesoescala mensal para precipitagdo, e mostra melhores
resultados para rede configurada com o MPCA. Cintra et al., (2015, 2016, 2018) aplicaram
em seus estudos essa metodologia na assimilacio de dados atmosféricos para modelos
atmosféricos globais. Sambatti (2017) aplicou em simulagdes de circulacdo oceédnica, em

equacdes de onda e de 4gua rasa e conseguiu respostas eficazes.
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2. Materiais e Métodos

O procedimento metodologico ¢ apresentado na Figura 14 e serd explicado nos itens a
seguir. Foram utilizadas 12 varidveis para entrada no modelo. Para calibragdo e validagdo do
modelo foram utilizados os dados de fogo ativo dos satélites (dados de saida). Foi feito o
processamento desses dados, sendo separados os dados de 2014 a 2016 para a confecgdo da
rede e os dados de 2017 para validagdo do modelo. Os primeiros foram vetorizados e
separados em conjuntos para entrada no MPCA, treinamento e validagdo da RNA. Apos

validada a RNA foi feita a validacdo do modelo com os dados de 2017.
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Dados de Entrada Dados de Saida
Elevagio (SRTM) Imagem Landsat Uso do Solo Rodovias Mancha urbana Meteoroldgicos
NDVI Umidade Velocidade Média Radiagéo Temperatura Precipitagdo Total Pressio
Relativa Minima dos Ventos Média
Declividade Orientagéo
do relevo Interpolagéo no espago
Processamento dos Dados
2014 a 2016
Vetorizagao dos dados
2017
Separagao dos
Conjunto de Dados daﬂos
Treinamento Validagao Generalizagao
|
Construgdo da RNA Validagdo do Modelo

ot
R el

Figura 14 — Roteiro Metodolégico

34




2.1. Dados e materiais

2.1.1. Dados NDVI

O Indice de Vegetagdo por Diferenca Normalizada (NDVI) ¢ utilizado para estimar a
biomassa, cobertura vegetal e na detec¢cdo de mudangas de padrao de uso e cobertura da terra.
O seu célculo (Equagdo 25) ¢ feito através de uma operacdo entre as bandas do espectro
infravermelho préximo (IR) e a do espectro vermelho (R). Partindo do principio que quanto
maior a quantidade de vegetacdo, maior a reflexdo no infravermelho e menor no vermelho,

aumentando o valor da razio e realgando a vegetagdo (MELO; SALES; OLIVEIRA, 2011).

NDVI=(NIR - R) / (NIR + R) (25)

A vegetacdo ¢ caracterizada assim, por uma intensa absor¢do devido a clorofila na
regido espectral do vermelho (0,63 — 0,69 um) e por uma intensa energia refletida na regido
do infravermelho préximo (0,76 — 0,90 um) causada pela estrutura celular das folhas. Os
valores de NDVI oscilam de -1 a +1, sendo que quanto mais préximo de 1, maior a cobertura
vegetal, e mais proéximo de -1, representam corpos d’adgua. As nuvens costumam refletir de
forma semelhante no visivel e no infravermelho préximo, assim o pixel costuma ter valor
proximo de 0. Se o solo for nu ou a vegetagdo esparsa, costumam ter valores positivos, mas

muito proximos de +1 (MELO; SALES; OLIVEIRA, 2011).

No presente trabalho calculou-se o NDVI para cada més dos anos de 2014 a 2017,
para verificar as mudancas mais sensiveis de vegetacdo. Para esse calculo foram utilizadas
imagens do satélite LANDSAT-8/OLI (USGS, 2017), utilizando as cenas 218/73 e 218/74
que englobam a regido. Foram selecionadas as cenas de cada més que continham a menor

porcentagem de nuvens.

2.1.2. Dados meteorolégicos

Os dados de precipitacdo foram selecionados das estagdes da Agéncia Nacional de
Aguas (ANA) (ANA, 2018) que continham dados recentes de precipitagio e que estdo
presentes no entorno e dentro da area de estudo, totalizando 73 estagdes, de onde foi

calculada a precipitagdo total por més.

Os dados de temperatura, velocidade dos ventos e umidade relativa minima foram

retirados de trés fontes: 6 estacdes automaticas (INMET, 2018b) e 6 estagdes convencionais
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(INMET, 2018a) provenientes do Instituto Nacional de Meteorologia (INMET); e 5 estagdes
automadticas provenientes da Rede de Meteorologia do Comando da Aerondutica
(REDEMET) (REDEMET, 2018), totalizando 17 estagdes na area e entorno. Destes dados de
estacdo, foram calculadas as médias mensais para cada variavel. Os dados de radiagdo e
pressdo atmosférica estdo disponiveis somente nas estagdes do INMET (2018a). As estagdes

estdo apresentadas na Figura 15.

Os dados foram interpolados seguindo os resultados da comparacdo dos métodos
constante no APENDICE A. Assim, a maioria das variaveis foram interpoladas utilizando o
método da krigagem ordinédria exponencial, apenas a pressdao foi interpolada utilizando o
método IDW (ponderacdo pelo inverso da distdncia ao quadrado) e a umidade relativa

minima foi feita utilizando o método TPS (Thin Plate Splines).
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2.1.3. Mapa de uso e cobertura do solo

O mapeamento do uso e cobertura do solo ¢ importante para definir os tipos de uso e
cobertura do solo, como: tipos de vegetacdes e areas antropizadas, como areas urbanas. O
mapeamento utilizado nesse trabalho ¢ o do Projeto de Mapeamento Anual da Cobertura e
Uso do Solo do Brasil (MAPBIOMAS, 2017), mapeamento feito por uma rede de
especialistas que utiliza processamento em nuvem e classificadores automatizados
desenvolvidos e operados a partir da plataforma Google Earth Engine para gerar uma série
historica de mapas anuais de cobertura e uso da terra do Brasil. Os dados utilizados nesse

trabalho foram os mapas de cobertura de 2014, 2015, 2016 e 2017.

As classes de uso presentes no mapeamento para a RMBH sdo mostradas no capitulo

2.1.1.

2.1.4. Distancia a mancha urbana e as rodovias

Para tentar quantificar a influéncia humana nos incéndios foi utilizada distancia as
rodovias e as dreas urbanas. A classe de infraestrutura urbana do MAPBIOMAS (2017) foi
usada como referéncia da mancha urbana. E para rodovias foi utilizado a base de rodovias
principais, em shapefile (UFMG, 2014). As distancias foram calculadas pela fungao

Distancia Euclidiana do ArcGis. Os resultados sdo apresentados na Figura 16.
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2.1.5. Dados de elevacao

Com respeito as altimetrias foram utilizados dados da Missdo SRTM-Shuttle Radar
Topography Mission (USGS, 2014), que possui uma resolugdo espacial de 30 m e foi
produzido no ano 2000.

A partir destes dados foram calculadas a declividade e a orientagdo do relevo com a

func¢ao “terrain” da biblioteca Raster do R.

2.1.6. Focos de incéndio

Foram utilizados dois produtos de Fogo Ativo: Near real-time (NRT) Moderate
Resolution Imaging Spectroradiometer (MODIS) Thermal Anomalies/Fire locations-
Collection 6, que utilizam produtos da faixa (MOD14/ MYD14), com resolugao espacial de 1
km e Near real-time (NRT) Suomi National Polar-orbiting Partnership (Suomi-NPP)
Visible Infrared Imaging Radiometer Suite (VIIRS) Active Fire detection product, que tem
resolucdo espacial de 375 m. Estes dados estdo disponiveis em NASA (2018), e eles sao
fornecidos no formato shape ou textfile, contendo informacgdes de localizagdo dos pontos, dia
e hora da deteccao, confiabilidade dos dados e FRP. Para tanto, foram utilizados dados de

2014 a2017.

Os pontos de fogo foram espacializados de acordo com suas coordenadas e com sua
resolugdo espacial. Depois foram convertidos em raster, onde o valor 1 representa ocorréncia
de incéndios e 0 representa ndo ocorréncia. Depois de colocados na mesma resolugdo
espacial, foi feita a soma do raster dos dois produtos, para se obter um produto Unico de

dados de focos de incéndio para cada més.

2.1.7. Processamento dos dados

Todos os dados foram transformados em Raster e colocados na mesma resolucao
espacial, tamanho e proje¢do. Como projecdo foi utilizado o sistema de coordenadas
geograficas no datum WGS84, devido a maioria das varidveis apresentarem esse sistema. A
grade utilizada foi a de 30 m, seguindo os dados de NDVI, uso do solo e elevagdo. E os dados
foram recortados seguindo o limite da 4rea disponivel em UFMG (2014), ficando nos limites
do seguinte quadrante: -45,77° ¢ -42,18° de longitude e -20,95° e -18,62 ° de latitude. Assim
no final de cada arquivo utilizou-se uma grade regular de 8404 linhas e 12948 colunas,

correspondente a 388,44 x 252,12 m.
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Os dados de 2014 a 2016 foram separados para constru¢cdo da RNA. Para isso foram
vetorizados e as células da matriz de cada varidvel foram associadas a sua correspondente,

como no exemplo apresentado na Tabela 1.

Tabela 1 - Exemplo de vetorizacio dos dados da RNA

UR Rodo Decl Urb Ori Uso Vento Prec Temp Rad Pres NDVI Fogo

54.4 1.6 13.7 4.1 2197 21 49 764 23.7 1.8  88.7 0.8 0
53.8 14 115 0.7 1752 21 49 76.6 23.7 1.8 89.0 0.7 0
54.5 2.1 14.2 2.0 256.1 15 48 76.7 23.7 1.8 89.0 0.7 0
55.2 0.0 114 2.4 18.7 15 49 713 23.7 1.8  88.6 0.8 0
54.4 1.9 9.6 5.1 2658 3 49 778 23.7 1.8  88.8 0.9 0
40.6 8.5 9.8 79 2550 9 48 743 24.5 1.8  93.7 0.8 1
43.4 1.5 185 0.0 67.1 24 4.0 587 24.5 1.8 928 0.1 1
43.1 1.7 10.0 0.0 30.9 24 4.1 59.0 24.5 1.8 928 0.3 1
435 1.2 2.5 0.0 90.0 24 4.0 59.1 24.5 1.8 928 0.1 1
43.2 1.7 2.4 0.1 46.5 4 4.0 585 24.5 1.8 92.8 0.5 1

*UR=Umidade Relativa minima; Rodo= Distincia as rodovias; Urb=Distincia a dreas urbanas; Ori=Orientacio do
Relevo; Vento= Vento médio; Prec=Precipitacio total; Temp=Temperatura Média; Press=Pressao

Ao todo o conjunto de dados teria: 8404 (niimero de linhas) x 12948 (nimero de
colunas) x 36 (niimero de meses) de elementos. Um nimero muito grande, que demandaria
muito tempo de processamento e muito provavelmente teria resultados ruins. Isso porque a
quantidade total de focos no periodo foi de 7388. Assim, foram selecionadas apenas as
células de foco de incéndio e para pontos de ndo ocorréncia de incéndio foram criadas janelas

selecionando um ponto aleatoério em cada uma. Para tanto, foram testadas janelas de 1 km, 5

km, 10 km e 20 km.

Posteriormente, esses dados foram separados 50% para treinamento, 25% para
validagdo e 25% para generalizacdo. Para a utilizacdo no MPCA-NN e para a construgdo da

rede.

2.2. Construcao da RNA

2.2.1. Normalizacao dos Dados

Para entrada da RNA os dados devem ser normalizados. Esta normalizagao foi feita
seguindo a Equacdo 26, onde x, ¢ o valor normalizado, x ¢ o valor ndo normalizado, i ¢ o
nimero do padrao, min(x) ¢ o valor minimo e max(x) ¢ o valor maximo do conjunto inteiro de

uma mesma variavel. Esse procedimento ¢ feito para cada variavel de entrada separadamente.
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x;—min (x)
X, = (26)
i max(x)—min (x)

2.2.2. MPCA-NN

O pacote MPCA-NN foi utilizado para encontrar a melhor arquitetura da RNA. Como
utiliza o algoritmo backpropagation para arquitetura da PMC, o programa devolve a taxa de
aprendizagem, taxa de momento e a func¢do de ativagdo a serem utilizados. O pacote utiliza
um método de busca (meta-heuristica) o MPCA, o qual minimiza (ou otimiza) uma fun¢ao
custo onde considera o erro de treinamento e o erro de generalizacdo da rede em funcdo de

uma penalidade que ¢ a complexidade da RNA.

Uma maquina com multiprocessador € necessaria, pois o sistema usa MPI (Multi
Paralel Interface), um padrdo para comunicacdo de dados em computagdo paralela. Este

pacote foi feito em linguagem Fortran 90 e estd disponivel para download em Campos Velho

et al. (2018).

Para utilizacio do MPCA-NN ¢€ necessario obter os trés conjuntos de dados
(treinamento, validacdo e generalizacdo) e editar o arquivo de configuracdo que vem na
estrutura do software; adicionando parametros como: nimero de padrdes para o treinamento
e validacdo, o numero de entradas e saidas, o valor de erro alvo, o nimero méximo de épocas
para critério de parada, dentre outras. E para executar o programa ¢ necessario indicar o
nimero de experimentos (para se obter varios resultados e escolher qual ¢ a melhor solug¢ao
dentre as rodadas) e o nimero de processadores (pois ¢ um programa paralelo — se a maquina

for de um so6 processador; colocar 1 no nimero de processadores).

Para este trabalho o software foi executado em um computador com multiprocessador
disponibilizado pelo LAC/INPE através de acesso remoto. Foram utilizados 4 processadores

e realizados 4 experimentos.

2.2.3. Rede Neural Artificial

A RNA construida foi do tipo perceptron multicamadas (PMC): com 12 variaveis de
entrada (que constituem a camada de entrada da rede) e uma saida (indicando se houve
incéndio ou ndo naquele ponto de grade). As varidveis de entrada utilizadas foram:

declividade do relevo, orientacdo do relevo, uso e cobertura do solo, imagem NDVI, distancia
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as rodovias, distdncia a area urbana, velocidade dos ventos, radiagdo, temperatura, pressao,

umidade relativa minima e precipitacao.

A RNA foi construida utilizando-se linguagem R (algoritmo em FERNANDES,
2019). Foram utilizados os pardmetros resultantes do MPCA-NN e a rede foi treinada com o
algoritmo backpropagation. O resultado do treinamento sdo os pesos fixos as conexdes rede.
Na validacdo da rede ¢ verificado se a rede estd adaptada para solucionar o problema com
valores de entrada ndo apresentados no treinamento. Posteriormente foi realizado um teste
para ver se a rede extrapola o conhecimento adquirido no treinamento, que ¢ a generalizagao

da RNA ou a previsao de focos de incéndio para outros valores de entrada.

2.24. Avaliacio da RNA

Para avaliacdo do desempenho da rede foi utilizada a metodologia de Weiss &
Kulikowski (1991) onde ¢ computada: a quantidade de verdadeiros positivos (VP), isto &,
pontos classificados corretamente como fogo; a quantidade de verdadeiros negativos (VN),
onde os pontos classificados corretamente como ndo fogo; quantidade de falsos positivos
(FP) e negativos (FN) e pontos classificados incorretamente. Para isso foi estabelecido como
valor limite de detec¢do 0,5. Todos os pontos acima de 0,5 foram considerados como positivo
e abaixo foram considerados negativo. Estas medidas foram calculadas conforme as

Equagdes 27, 28, 29, 30 e 31.

Acuracia (A) = (VP +VN)/(VP+FN+FP+VN) (27)
Sensibilidade (S) = VP/(VP+FN) (28)
Especificidade (E) = VN/(FP+VN) ) (29)
Predicao Valores Verdadeiros (PVV) = VP/(VP+FP) (30)
Predi¢dao Valores Negativos (PVN) = VN/(VN+FN) 31)

A acuracia ¢ a probabilidade do modelo de fornecer resultados corretos, tanto
positivos, quanto negativos. A sensibilidade (S) ¢ verificada, se o modelo ¢ capaz de
identificar corretamente os valores positivos e a especificidade (E) ¢ verificada, se 0 modelo ¢
capaz de identificar os valores negativos. A Predicdo de Valores Verdadeiros (PVV) e a
Predicdo de Valores Negativos (PVN) verificam a porcentagem de valores positivos e

negativos, respectivamente, em relacdo a quantidade total de cada grupo. Em todos esses
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parametros quanto mais proximo de 100%, maior ¢ a capacidade do modelo de retornar

valores corretos.

Adicionalmente, foram calculadas as curvas ROC (termo em inglés para Receiver
Operating Characteristic), técnica muito utilizada para avaliagdo de problemas binarios de
decisdo, que mostra como o numero de verdadeiros positivos varia em relagdo aos falsos
positivos. Assim, foi obtida a Area Sob a Curva - AUC (termo em inglés para Area Under
Curve), sendo que quanto mais proximo de 1 melhor o desempenho da rede e quanto mais

proximo de 0,5, pior ¢ o desempenho (AKOBENG, 2007).
2.2.5. Analise das variaveis mais caracteristicas no modelo

Existem alguns métodos desenvolvidos para tentar mensurar quanto uma variavel estd
influenciando no modelo de RNA, algumas delas sdo explicadas no decorrer do texto.

2.2.5.1.Algoritmo de Garson

O algoritmo proposto por Garson (1991) relaciona os pesos de conexdes da camada
escondida e da camada de saida, para obtengdo da importancia relativa de cada variavel.
Utilizando o procedimento de calculo apresentado nas Equacdes 32, 33, 34 e 35, para

encontrar a importancia relativa (R;).

B = abs(wij)x abs( w;,) (32)
Qi = Py/ Xz B (33)
S = X1 Qi S5 = Ljka Qi (34)
R; = (S;/ 2, Si5) x 100 (35)

Sendo i o niimero de neurdnios na camada intermedidria, j o numero de entradas e o

numero de neurdnios na camada de saida.

2.2.5.2 Método Perturb

Avalia o efeito de pequenas perturbacdes da varidvel de entrada na saida da rede.
Sendo adicionada a uma variavel de entrada de 10 a 50% do seu valor e ¢ verificado o erro
quadratico médio de da perturbagdo, isso ¢ feito para todas as entradas. Espera-se que esse

erro aumente & medida que uma maior quantidade de ruido ¢ adicionada a variavel. As
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variaveis que tendem a perturbar mais o modelo geralmente sdo as de maior importancia

relativa (LIMA, 2012).

2.2.5.3 Correlagao

A correlacdo mede a “for¢a” ou “grau” de relacionamento entre duas variaveis,
variando no intervalo de -1 a 1; quanto mais préximo de 1 e -1, maior a correlagdo, indicando

que a variavel exerce mais influéncia na determinagdo da saida da rede (LIMA, 2012).
2.3. Validac¢ao do Modelo

Serdo utilizados dados de 2017 (somente para dados de entrada) aplicados a rede
(PMC com os pesos fixos) e os resultados comparados as observagdes de focos de incéndio.
Esta verificagdo mostrara se o modelo consegue uma boa previsdo para focos de incéndio em

um periodo para o qual o PMC (modelo) ndo foi treinado.

O risco de incéndio serd separado em cinco classes: Risco Muito Alto (100-80%),
Risco Alto (80-60%), Risco Médio (60-40%), Risco Baixo (40-20%), Risco Muito Baixo
(20-0%).

Sera feito para dados mensais, obtendo o total de 12 mapeamentos para 2017.

3. Caracterizacio da Area de Estudo e Pré-analise da pesquisa

3.1. Informacées Gerais

A Regido Metropolitana de Belo Horizonte, esta inserida no Estado de Minas Gerais e
seus acessos principais sdo pelas rodovias BR-040, BR-381 (Rodovia Ferndo Dias), BR-356
e BR-262, como mostrado na Figura 17. A regido ¢ composta por 34 municipios, com uma
extensdo Territorial de 9460 Km?, sendo a 3* maior Regido Metropolitana do Brasil e a 7°
maior regido metropolitana da América Latina. Possui uma populacao de aproximadamente 5
milhdes de habitantes ¢ um PIB de 56,8 milhdes, correspondente a 40% do PIB estadual
(AGENCIA RMBH, 2016). A regido abrange trés bacias hidrograficas: Bacia do Rio das

Velhas, Bacia do Rio Paraopeba e Bacia do Rio Par4, sub-bacias do Rio Sao Francisco.
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As principais unidades geomorfolégicas da RMBH sdo: Quadrildtero Ferrifero,
Depressao do Sao Francisco e Serra do Espinhaco. O Quadrilatero Ferrifero ¢ delimitado pela
Serra do Curral, Serra da Moeda, Serra do Gandarela, Serra de Ouro Branco e Serra do
Caraca (Figura 33), situado a sudeste da regiio metropolitana. E uma regido classica da
geologia, ocorrendo jazidas de ferro, manganés, ouro, bauxita e pedras preciosas, como
topazio e esmeralda (ROESER; ROESER, 2010). A Unidade Geomorfoldgica da Serra do
Espinhago inicia-se na extremidade meridional desta, nas regides da nascente do Rio Cip0,
apresentando altitudes de 1200 m, sendo predominantemente constituida por quartzitos e as
formas de relevo resultantes sdo representadas por cristas, escarpas e vales profundos
adaptados as diregdes tectonicas e estruturais. A Depressdo San-franciscana desenvolveu-se
ao longo da drenagem do Rio Sdo Francisco, podendo ser considerada Inter-planéltica. Seu
arcabougo litologico ¢ bastante varidvel, ocorrendo desde rochas granito-gndissicas até

metassedimentares (REIS JUNIOR, 2008).

As cidades mais populosas da RMBH sdo: Belo Horizonte, Contagem, Betim,
Ribeirdo das Neves e Ibirit¢é (Figura 18). Belo Horizonte apresenta a maior densidade
populacional da regido com 72 hab/ha, seguido de Contagem com 30 hab/ha, Ibirité com 22
hab/ha e Ribeirdo das Neves com 19 hab/ha. E possivel notar que a densidade populacional

diminui quando se afasta do centro da regido.

A populagdo da RMBH ¢ em sua maioria urbana (98%), principalmente nos grandes
centros (maiores detalhes no APENDICE B). A area rural compreende 732.891 ha, enquanto
que a area urbana ¢ de apenas 214.273 ha, correspondente a apenas 22% da area total, como

visto na Figura 19 (IBGE, 2010a).
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Na RMBH existem aproximadamente 5.000 km?” de areas protegidas, totalizando 140
unidades de conservagdo (Figura 20) (UFMG, 2014). Dentre essas areas pode se destacar a
Area de Protegio Ambiental ao Sul da Regido Metropolitana de Belo Horizonte (APA Sul-
RMBH), regido que compreende os municipios de Bardo de Cocais, Belo Horizonte,
Brumadinho, Caeté, Catas Altas, Ibirité, Itabirito, Mario Campos, Nova Lima, Raposos, Rio
Acima, Santa Barbara e Sarzedo. Essa regido abrange parte das bacias do Rio Paraopeba, Rio
das Velhas e Rio Doce. Estando localizada em érea coberta por Floresta Estacional Semi-
decidual e pequenas areas de Cerrado e Campo. Dentro da APA existem vdarias areas
consideradas de preservacdo permanente, em diferentes categorias de unidade de
conservagdo. Sao elas: Reserva Particular do Patrimdnio Natural (RPPN) da Serra do Caraca,
APA Municipal do Mingu, Reserva Bioldgica da Mata do Jambreiro (RPPN), Parque
Estadual da Baleia, Parque Estadual do Jatoba, Estagdo Ecologica de Fechos e Parque
Estadual da Serra do Rola Moga. De 11 mananciais que abastecem a RMBH, oito estdo
presentes nela, sendo eles: Tabodes, Rola-Moga, Bélsamo, Mutuca, Fechos, Catarina,

Barreiro e Cercadinho (SPOSITO; STEHMANN, 2007).
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3.2. Uso e ocupacio do Solo

As classes de uso do solo segundo o MAPBIOMAS (2017) se apresenta como na
Figura 21. Segundo Alencar (2017) a classe de formacao florestal, compreende as florestas
densas, entre elas mata ciliar, mata seca e cerradao. Ja a formag¢ao savanica, inclui as florestas
abertas, cerrado denso e cerrado rupestre. E a formagdo rupestre representa os campos,
incluindo campo limpo, sujo e campo rupestre. Pela distribuicao de classes ¢ possivel notar
que a maior parte da regido compreende formacdo florestal, pastagem e mosaico de

agricultura e pastagem.
3.2.1. Caracterizacao da Vegetacio

A RMBH esta presente entre dois biomas: mata atlantica e o cerrado. O primeiro se
caracteriza pela predominancia de fisionomias florestais ombroéfilas e estacionais (semi-
deciduais e deciduais). Enquanto que o cerrado ¢ caracterizado pela predominancia de

fisionomias savanicas (OLIVEIRA FILHO, 2006).

A Mata Atlantica representa a segunda maior floresta pluvial tropical do continente
americano, sendo um dos 25 “hotspots” mundiais de biodiversidade. Embora tenha sido em
grande parte destruida, ela ainda abriga mais de 8.000 espécies endémicas de plantas
vasculares, anfibios, répteis, aves e mamiferos (MYERS et al., 2000). Segundo tultimo
relatorio da SOS MATA ATLANTICA/INPE (2018) apenas 15,20% da sua floresta original

ainda é remanescente.

O Cerrado ¢ uma das principais formagdes de savana nos tropicos, sendo o segundo
maior bioma da América do Sul, ocupando 22% do territorio brasileiro, ¢ o bioma que maior

concentra a produgdo agropecuaria do pais (MARQUES et al., 2017).

Analisando o ultimo inventario florestal disponibilizado pelo IEF “*® a RMBH
apresenta as feigdes vegetais apresentadas na Figura 22. Nota-se que mais de 45% da sua
vegetacdo ¢ composta por floresta semi-decidual montana, 25% Cerrado, 12% Campo, 7%

Campo rupestre e 5% Campo Cerrado.
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Figura 21 - Classificacio Uso e ocupacio do solo na RMBH para o ano de 2017.

Fonte: MAPBIOMAS (2017)
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A floresta estacional semi-decidual se caracteriza por possuir dossel de 4 m a 25 m de
altura, dependente do tipo de solo. Suas arvores emergentes podem chegar a 40 m e possui um
sub-bosque denso. Apresentam deciduidade (perda de folhas em determinada estagdo)
intermediaria nas épocas mais secas. No Dominio da Mata Atlantica, ¢ a tipologia
predominante e no Dominio do Cerrado ocorre na forma de encraves e florestas associadas a

corpos d'dgua permanentes ou intermitentes (OLIVEIRA FILHO, 2006).

B Campo

B Campo cerrado
B Campo rupestre
H Cerrado

M Eucalipto

M Floresta estacional semidecidual montana

Figura 22 - Classes de Vegetacio
Fonte: IEF (2009)

A vegetacdo de cerrado possui dois estratos, a saber, o herbaceo-subarbustivo (ou
campestre) e o arbdreo-arbustivo (ou lenhoso), sendo esse ultimo composto por arvores e
arbustos tortuosos, com casca grossa. O estrato campestre apresenta densidade inversamente
proporcional a cobertura do estrato lenhoso (OLIVEIRA FILHO, 2006). O Cerrado se

apresenta com varios tipos de cobertura vegetal, sendo essas classificadas em:

e Campo Limpo: apresenta apenas o estrato campestre

e Campo Sujo: Apresenta 10% de cobertura lenhosa e altura média de 1,5 m

e Campo Cerrado ou Cerrado: apresenta altura média de 7 m

e Cerraddo: 80% das suas fisionomias € de estrato lenhoso com altura média de
até 15 m, apresentando dossel continuo acima de 7 m de altura e sub-bosque

pobre em graminoides.
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Estes sdo presentes em climas com estagdes de seca e chuva bem definidos, ocorre em
solos em geral bem drenados e 4cidos, principalmente latossolos, cambissolos e neossolos

quatzarénicos. Sendo alta a incidéncia de fogo na esta¢do seca (OLIVEIRA FILHO, 2006).

Os incéndios tém influéncia na dindmica e estrutura das populagdes de plantas,
removendo serrapilheira e controlando espécies dominantes, além de atuar na hierarquia de
competicdo em comunidades vegetais. As vegetagdes sob influéncia dos incéndios possuem
adaptagdes que permitem sua sobrevivéncia ou a rapida regeneragdo (FIDELIS; PIVELLO,

2011).

Entre as adaptagdes do Cerrado aos incéndios florestais pode-se destacar: forma
tortuosa de arvores e arbustos; casca grossa das arvores; gramineas com gemas protegidas
através da estrutura das folhas; 6rgdos subterraneos, muitas vezes lenhosos, como xilopddios
e rizomas, providos de gemas capazes de formar ramos aéreos, tanto vegetativos como
reprodutivos, apos a passagem do fogo. Outras estratégias incluem aciimulo de biomassa na
porcdo subterrdnea e aumento da producdo de frutos e sementes apds queimadas. Assim, as
queimadas periodicas estimulam o rebrotamento, a ciclagem dos nutrientes, a frutificagdo e o
estabelecimento de plantulas de diversas espécies. Além disso, a auséncia do fogo geralmente
promove um aumento da cobertura lenhosa, levando a perda de espécies herbaceas

caracteristicas e a mudangas na fisionomia da vegetacao (FIDELIS; PIVELLO, 2011).

Mesmo o Cerrado sendo um ecossistema adaptado e dependente do fogo, queimadas
de grande intensidade e proporgdes espaciais ndo sdo benéficas para a vegetacdo ou a fauna e
podem causar perda de espécies, inclusive endémicas, invasdo por espécies exoticas,
desequilibrio nos ciclos ecologicos e mudangas nas fisionomias dos ecossistemas atingidos.
Isso pode provocar a perda de nutrientes, compactacao e erosdo dos solos; perda da biota local
devido ao acimulo da biomassa vegetal seca. Além disso, queimadas frequentes podem afetar
negativamente o estabelecimento de arbustos e darvores, e ainda liberar muitos gases
responsaveis pelo efeito estufa na atmosfera (KLINK; MACHADO, 2005). As simulag¢des
realizadas por Hoffmann & Jackson (2000) mostraram que a precipitacdo pode ser afetada,
tendo uma diminuig¢do de 10% de chuvas. Assim, as queimadas sdo importantes para esses
ecossistemas, mas devem ser feitas de forma programada e controlada, para manutencdo de

suas fisionomias e diversidade.
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3.3. Caracterizacao Climatologica RMBH

A classificagdo climatica da regido abrange quatro zonas climaticas definidas pelo
IBGE (2002) com base em Nimer (1979), como mostrado na Figura 23. As zonas de maior
expressdo sdo: Tropical Brasil Central mesotérmico brando semiumido e Tropical Brasil
Central sub-quente semiumido. O clima Tropical Brasil Central ¢ denominado assim devido a
influéncia da Alta Subtropical do Atlantico Sul (ASAS). O tipo Tropical Brasil Central
semiimido se destaca por um regime anual de chuvas caracterizado por uma acentuada
concentragcdo de chuvas de instabilidades tropicais no verdo, enquanto o inverno ¢ fortemente

marcado pela seca (entre 4 a 5 meses).

Quanto a classificacdo de sub-quente, esta compreende as terras situadas
imediatamente acima de cotas altimétricas, sofrendo grande influéncia das altitudes. Possui
pelo menos um més com temperatura média inferior a 18°C, o més mais frio (junho ou julho)
varia de 18 a 15°C, com minimas diarias de 6 a 10°C. Temperatura média anual inferior a
22°C, no verdo apresenta temperaturas mais elevadas com média superior a 22°C (NIMER,

1979).

O clima mesotérmico brando apresenta temperaturas amenas durante o ano, devido ao
relevo acidentado. Apresentando verdes amenos com temperatura média inferior a 22°C e

invernos mais frios com temperaturas médias inferiores a 15 °C (NIMER, 1979).

Para uma melhor analise climatica dados das normais climatoldégicas produzidas pelo
INMET (2018) foram utilizadas, elas sdo referentes ao periodo de 01/01/1981 a 31/12/2010.
Foram selecionadas as trés estagdes existentes na RMBH (Belo Horizonte, Ibirité e Florestal)

para analise (Figura 23).
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Nota-se que ndo ha uma variagdo muito brusca de temperaturas médias na RMBH
durante o ano (Figura 24). Em Belo Horizonte a amplitude térmica ¢ menor tendo no inverno
uma temperatura média de 20,55°C e minima de 14,7°C; enquanto no verdo apresenta média
de 22,9°C e méaxima de 29°C. Os municipios de Florestal ¢ Ibirité apresentam as maiores
variagdes entre as temperaturas do inverno e do verdo, apresentando temperaturas médias
mais proximas de suas temperaturas minimas. Florestal apresenta as temperaturas mais altas
das estagdes estudadas, apresentando no inverno 18,15°C de temperatura média e 8,5°C de
temperatura minima e 22,05°C de temperatura média ¢ 33°C de temperatura méxima nos
meses de verdo. Ibirité, unica regido classificada como mesotérmico brando, apresenta média
de 19,33°C e minima de 9,7°C no inverno e no verdo média de 22,6°C e maxima de 30,4°C.

Assim, € possivel notar diferengas climaticas dentro da regido metropolitana.
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Figura 24 - Climograma estacoes RMBH (a) Belo Horizonte, (b) Florestal e (c) Ibirité
Fonte dos dados: (INMET, 2018b)
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A precipitacdo total anual na RMBH ¢ de 1493,6 mm. Nota-se na Figura 24, uma
estacdo de seca bem definida entre maio e setembro. Aproximadamente 80% da precipitacdo
total anual estd concentrada entre os meses de novembro e margo. Entre as estacOes
analisadas a cidade de Belo Horizonte ¢ a que apresenta a maior quantidade de precipitagdo e
a cidade de Florestal a que possui menor quantidade de precipitagdo. Por estes graficos ¢
confirmada as caracteristicas de clima semiimido, uma vez que os meses de inverno sao

meses de seca e os meses de verdo, meses de chuva.

Para uma andlise mais aprofundada da precipitacio foram utilizados dados das
estagdes da ANA (2018) utilizadas nesse estudo. Na Figura 25 ¢ apresentado a precipitagdo
total anual média de todas as estagdes presentes na RMBH para os anos de 1987 a 2017. Nele
¢ possivel perceber que a média dos anos estudados ¢ de 1405,5 mm. Nota-se que os anos que
apresentaram menores precipitacdes foram 1990, 2007, 2015 e 2017 e o ano 2014 apresentou

o maior défict de precipitacdo dos ultimos 30 anos com apenas 729,30 mm de chuva.

Precipitacao Total Media na RMBH (1987-2017)
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Figura 25 — Média da Precipitaciio Total das estacées da RMBH da série histérica de 1987 a 2017
Fonte dos dados: ANA (2018)

Quanto as precipitagdes maximas registradas no ano, nota-se que em 2003 teve uma
maxima de 800 mm (Figura 26). Os anos de 1991, 2008 e 2011 também apresentam méaximas
maiores de 700 mm. Com isso pode se verificar que ha anos que a precipitagdo total anual

ocorre em apenas alguns meses. Nestes casos estas foram registradas no més de janeiro.
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Precipitacao Total Maxima na RMBH (1987-2017)
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Figura 26 — Média da Precipitacio Maxima das estacdes da RMBH das série historica de 1987 a 2017
Fonte dos dados: ANA (2018)

Quanto aos meses de maior precipitagdo (Figura 27), nota-se que o més de dezembro ¢
0 que apresenta maior precipitagdo, seguido de fevereiro, janeiro e novembro. Nota-se uma
pequena diferenga com os dados das normais climatoldgicas, que pode ser devido aos dados
das estagdes utilizadas nas andlises e o periodo utilizado. No entanto, os meses de chuva e

seca se mantiveram, seca de abril a setembro e periodo chuvoso de outubro a marco.

Precipitacao Média Mensal RMBH (1987-2017)
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Figura 27 — Média da Precipitacido Total Mensal das estacées da RMBH das séries histérica de 1987 a 2017
Fonte dos dados: ANA (2018)

A média da série historica dos dados de precipitacdo total foi interpolada a partir das
73 estacdes utilizadas no estudo (Figura 28). Assim foi possivel perceber as regides que tem
maior precipitacdo, estdo concentradas a sudeste da regido e as regides de menor precipitacao,
ao norte da regido. Nota-se que no sudeste da regido ha maiores valores de precipitagdes totais
anuais e ao norte da regido os menores. Uma analise de 10 estagdes meteorologicas de chuva

da RMBH pode ser observada no APENDICE C.
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Os balangos hidricos climatolégicos (Figura 29) Foram feitos com os dados das
normais climatoldgicas das mesmas estagdes, nota-se que em agosto ha maior deficiéncia
hidrica no solo em todas as estagdes e o excedente maior ¢ em dezembro, o que compreende
as épocas de maior e menor precipitagdo. Ha uma deficiéncia hidrica no solo de sete meses,
de abril a outubro. Quanto a retirada de dgua no solo ocorre principalmente em abril e a
reposicao ¢ feita principalmente no més de novembro. Ha um alto excedente de 4gua no solo
em janeiro e dezembro. Em Belo Horizonte hd uma deficiéncia hidrica de 347,7 mm e um
excedente hidrico de 498,3 mm. J4 Florestal apresenta déficit e excedente com valores
menores, de 244,2 mm e 248,8 mm, respectivamente. E Ibirité apresenta um déficit de 272,2

mm e um excedente de 239,2 mm.
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Figura 29 — Balanco hidrico estaces RMBH

Fonte dos dados: INMET (2018)
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Nas Figura 30 ¢ verificar a umidade relativa da regido, onde nota-se uma diminui¢ao
da umidade entre julho e outubro, chegando ao minimo de 57%. Nota-se que Ibirité possui

valores de umidade relativa maiores do que as outras regides.
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Figura 30 — Umidade Relativa Compensada na RMBH

Fonte dos dados: INMET (2018)

Na Figura 31 nota-se um aumento da pressdao atmosférica de abril a outubro, uma

relacdo com a diminui¢do da umidade relativa e da precipitacao.
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Figura 31 — Pressio Atmosférica na RMBH

Fonte dos dados: INMET (2018)
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Nota-se aumento da velocidade do vento de julho a outubro, que também compreende

com o periodo de seca (Figura 32), onde a velocidade do vento média ¢ maior em Belo

Horizonte.
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Figura 32 — Velocidade do Vento na RMBH

Fonte dos dados: INMET (2018)

3.3.1. Elementos influenciadores do clima da RMBH

Fatores que podem influenciar o clima de uma regido sdo: continentalidade, topografia
e elementos da circulagdo geral da atmosfera. O efeito da continentalidade faz com que a
superficie continental se aqueca e se resfrie mais rapidamente do que a superficie hidrica,

interferindo na circulacdo atmosférica (LUCAS, 2007).

O relevo atua como atenuante de temperatura, pois diminui com a altitude a uma taxa
aproximada de 0,6°C por 100 m (AYOADE, 2004) e influéncia no regime de chuvas. A
Figura 33 representa a topografia da RMBH, nela podem-se perceber regides de grandes
altitudes a Leste e Norte da RMBH, que sdo exatamente as regides classificadas como clima
mesotérmico brando, com temperaturas mais amenas. Comparando com a Figura 28 nota-se
que o local que apresenta maior precipitagdo ¢ o local de maiores altitudes, na regido do

quadriléatero ferrifero.

Moreira (2002) analisou a espacializagcdo de chuvas em Belo Horizonte e seu entorno,
analisando o papel da Serra do Curral na climatologia da regido. No seu estudo ele aponta que
a Serra do Curral serve de amparo para as maiores precipitagdes, o que pode ser notado na

Figura 28. Constata-se que o més de setembro, més de transi¢do entre a estacdo seca e
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chuvosa ¢ caracterizada pela influéncia da topografia, gerando chuvas orograficas. No més de
outubro ha acimulo de chuvas ao longo da serra. Em fevereiro hd uma diminui¢cdo da
precipitagdo, assim como o acoplamento ao longo da serra. E em marco ha desarticulagao
entre a topografia mais elevada e o maximo de precipitacdo, j& que os maiores totais se

encontram transversalmente a serra.
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Figura 33 — Altimetria na RMBH

A circulagdo geral da atmosfera e a interagdo com sistemas atmosféricos de escala
sindtica definem as caracteristicas basicas do clima, representados na Figura 34. A célula de
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Hadley tem como componentes principais: zonas de convergéncia, anticiclones subtropicais e
ventos alisios (ventos umidos), que sopram de sudeste em dire¢do ao Equador. Na célula de
Ferrel estd presente duas importantes zonas de convergéncia extratropical, onde ha o encontro
do ar quente timido com o ar frio e seco, de origem polar, originando frentes ou Sistemas

Frontais (LUCAS, 2007).
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Figura 34 — Circulagio Geral da Atmosfera
Fonte: Adaptado de (REBOITA; AMBRIZZI; PORFIRIO DA ROCHA, 2012)

A circulacdo geral da atmosfera origina massas de ar, por¢cdoes de ar com
caracteristicas uniformes de temperatura e umidade. Na RMBH o verdo ¢ caracterizado pela
presenca da massa equatorial continental, que ¢ formada em areas de baixa pressdo e muita
umidade, assim ¢ responsavel pela precipitacdo na regido. No inverno hd maior atuacdo da
massa tropical maritima e da massa polar maritima, que atuam através de anticiclones. Os
anticiclones sdo centros de alta pressdo atmosférica, que resultam em condi¢des de tempo
estaveis, céu limpo e baixa umidade (MUSK, 1989). Os principais anticiclones atuantes na
regido sdo os Anticiclones Subtropicais do Atlantico Sul (ASAS) e os Anticiclones Polares

Migratdrios (APM).

No verdo, dentro da estagdo chuvosa, os ASAS se restringem mais ao Oceano
Atlantico, sendo que sua acdo na RMBH se restringe a eventos de redugdes de precipitagdes e
elevagdo nas temperaturas (NIMER, 1979). No inverno os ASAS se estabelecem no
continente, diminuindo a umidade do ar e as precipitagdes, com predominancia de céu limpo.
Episédios extremos de baixa umidade relativa no Brasil central estdo associados a esse
anticiclone, que interrompe a agdo de frentes frias (PADILHA; SATYAMURTY, 2004).
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Os APM sao sistemas que invadem periodicamente o continente sul-americano com
ventos de oeste a sudoeste (NIMER, 1979). Caracteriza-se por possuir ar frio, denso e seco.
Na passagem do anticiclone no inverno ha uma reducdo da umidade relativa do ar, em
conjunto com quedas de temperatura e formacao de geadas nas areas mais elevadas. No verdo
atua como um dos principais mecanismos para organizagdo da convecc¢do tropical e

ocorréncia de chuvas frontais (FRANCA, 2009).

Quando duas massas de ar se encontram produzem uma superficie frontal que
geralmente tem precipitagdo associada. Podendo ser frentes frias, que quando estdo proximas
elevam as temperaturas, seguidas do desenvolvimento de trovoadas e precipitagao. Ou frentes

quentes, acarretando chuvas leves e continuas (LUCAS, 2007).

Linhas de instabilidades tropicais sdo zonas de baixa pressdo em forma de linhas
alongadas, representando 4reas de convergéncia proximas a superficie. A Zona de
Convergéncia do Atlantico Sul (ZCAS) ¢ o principal fendmeno atmosférico que provoca
precipitagdes no verdo (LUCAS, 2007). Definido por Quadro (2005) como uma banda de
nebulosidade com orientagdo noroeste-sudeste, desde a Amazodnia até o Atlantico Sul, por
pelo menos quatro dias. Apresentando convergéncia de umidade na baixa e média troposfera

alterando o regime de chuvas.
3.3.2. Dados meteorolégicos dos anos do estudo

Uma andlise detalhada dos dados meteorologicos usados neste trabalho ¢ apresentada

no APENDICE D. Dessa analise alguns pontos sio importantes de destacar.

A pressdo atmosférica e a radiag@o sdo inversas, sendo a primeira maior nos meses de
seca e a segunda mais baixa nos meses de junho e julho. A temperatura média durante os anos
ficou entre 24/25°C nos meses de verdo e entre 18/19°C nos meses de inverno, enquanto as
maximas se apresentaram entre 28/29°C no verdo e 22°C no inverno. A umidade relativa
seguiu o padrdo das normais, alta no verdo e baixa no inverno, sendo importante notar que a
umidade relativa minima chega a valores proximos a 40% no inverno, apresentando
condi¢cdes de umidade alarmantes. A velocidade do vento média ¢ bem maior do que a
apresentada nas normais, ficando proxima a 5 km/h. Com velocidade do vento maximas

proximas de 10 km/h, tendo um pequeno aumento nas rajadas no periodo do inverno.
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Quanto a precipitacdo observou-se que em 2014 a quantidade de precipitacdo mensal
foi menor que 100 mm em quase todos os meses, apenas em novembro que teve um evento
maior de precipitacio, com 200 mm de chuva. Isso ocorreu devido a um persistente e
andmalo sistema de alta pressdo atmosférica, que enfraqueceu a acdo de sistemas frontais,
bem como a acdo do ZCAS (“Infoclima”, [s.d.]). Em 2015 o periodo de chuva e seca também
foi bem acentuado, com precipitagdes quase nulas nos meses de junho a agosto. O ano de
2016 apresentou precipitagdes altas em janeiro, novembro e dezembro, com baixas a partir de

fevereiro. E 2017 apresentou precipitacdes bem altas a partir de novembro.

3.4. Analise de Incéndios na RMBH

A baixa umidade, principalmente no inverno, época de seca, faz com que a regido
esteja propicia a incéndios florestais. Na Tabela 2 ¢ possivel notar como ¢ expressivo o
tamanho de area queimada em Unidades de Conservagdo estaduais de Minas Gerais, que

ficam dentro e no entorno de Belo Horizonte, entre os anos de 2012 a 2016 (FEAM, 2017).

Tabela 2 - Relagdo de drea queimada em Unidades de Conservacio Estaduais, entre 2012 e 2016. (FEAM, 2017)

Unidade de Tipo Areada Area interna Area do entorno
Conservacao UC (ha)

Total Média de Porcentagem  Total Média de

por UC area da médiade por UC area
2012a queimada area 2012a queimada
2016 (ha) por atingida em 2016 (ha) por
ano relacéiio ao ano
tamanho da
UC (%)

Serra do Rola
Mocga PQ 3 940.00 2168.06 433,612 11.01 2025 405
Serra das
Aroeiras RVS 1035.41 271.59 90.53 8.74 348.54 116.18
Serra Verde PQ 142.02 272.99 54.598 38.44 58.66 11.732
Cercadinho EE 224.89 46.29 9.258 4.12 27.36 5.472
Serra do
Sobrado PQ 383.60 23.32 4.664 1.22 389.22 77.844
Fechos EE 603.00 1.2 0.24 0.04 13.29 2.658
Baleia PQ 102.00 0 0 0 26.58 13.29
APA Sul
RMBH APA 163 206.00 3706.87 741.37 0.45 i )
Vargem das APA  12263.00  93.84 18.77 0.15
Flores - -
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Uma analise de incéndios ocorridos na RMBH foi feita utilizando dados do CBMMG
(Corpo de Bombeiros Militar de Minas Gerais) (CBMMG, 2018). Estes dados foram
disponibilizados indicando a cidade de ocorréncia, tipo de incéndio e data da ocorréncia, para
o periodo de 2014 a 2017. Desse banco de dados foram utilizadas as ocorréncias classificadas
na categoria de Incéndio Florestal, de acordo com Sistema Integrado de Defesa Social (s.d.).

Para complementar a discussd@o dos incéndios foram utilizados também dados de fogo ativo

dos sensores MODIS e VIIRS (NASA, 2018), para o0 mesmo periodo.

O que pode ser observado na Figura 35, segundo os dados dos bombeiros, ¢ que a
maior parte dos registros ocorreram na area urbana e lote vago, em sua maioria nas cidades de
Belo Horizonte, Contagem e Betim, cidades mais povoadas da RMBH. Foram assinaladas
poucas ocorréncias em area rural, agricultura e unidades de conservagao. Seguindo o mesmo
padrdo nos anos de 2015, 2016 e 2017. Em 2014 a classificagdo dos bombeiros era diferente,
entdo foi s6 possivel comparar os dados de lote vago que ficaram entre 800 e 1200

ocorréncias para 0s quatro anos.
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Figura 35 —Comparacio entre as cidades da RMBH e as categorias de incéndios, segundo dados da CBMMG
Fonte: (CBMMG, 2018)
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Para efeitos de comparacdo foram verificados os focos de incéndios de satélite em
areas urbanas e rurais (IBGE, 2010a) e em unidades de conservacdo (UFMG, 2014). Na
Figura 36 ¢ observada uma mudanca de cenério sendo que as regides que mais ocorrem
incéndios estdo na area rural e em unidades de conservagdao. No meio rural as cidades com
maiores incidéncias sdo Pedro Leopoldo e Esmeraldas, Jaboticatubas, com destaque para
Brumadinho em 2017 que teve uma grande quantidade de incéndios. Ja& as cidades que
tiveram maiores queimadas em UCs variaram muito em cada ano, com destaque para Baldim
e Nova Unido em 2015 e Brumadinho e Pedro Leopoldo em 2017. Os incéndios em éreas

urbanas foram identificados mais em Belo Horizonte e Santa Luzia.
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Figura 36 -Comparacio entre as cidades da RMBH e as categorias de incéndios, segundo dados de satélite
Fonte: (IBGE, 2010a; NASA, 2018; UFMG, 2014)

E interessante notar que pelos dados dos bombeiros foram identificados niimeros
muito maiores de incéndios em 4areas urbanas do que os identificados pelo satélite. Isso
porque incéndios urbanos sdo rapidamente contidos e de menor magnitude, portanto mais
dificeis de serem identificados pelos satélites. Por outro lado, em é4reas mais afastadas, como

zonas rurais € unidades de conservagdo, muitas vezes, a identificacdo dos incéndios pelos
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bombeiros ¢ dificultada, devido a falta de dentincias e, dependendo do local, dificuldade de
acesso. Como os remanescentes florestais estdo mais concentrados em areas nao urbanas o

uso de dados de satélite foi necessario para a identificacdo dos incéndios.

Na Figura 37 ¢ possivel ver os focos de incéndio em cada classe de uso do solo,
segundo o MAPBIOMAS (2017), onde a maior quantidade de focos estd na classe de floresta,
sendo que em 2014 foi o ano de maior incidéncia nessa classe. Em 2015 teve um destaque na
classe de formagao Campestre, na cidade de Jaboticatubas. Nota-se uma quantidade de focos
consideravel em areas de agricultura e pastagem, principalmente em 2017 devido aos
registros no municipio de Brumadinho. Vale ainda ressaltar que no mesmo ano, a quantidade
de incéndios para classe floresta também foi maior para o municipio de Brumadinho, o que

coincide com os dados de queimadas na area Rural e UCs.

Pelo fato da Regido Metropolitana estar localizada em uma érea de transicdo de
Cerrado e Mata Atlantica, ¢ interessante ressaltar a importancia dessa analise. J& que a maior
quantidade de incéndios ocorre em areas florestais e ndo savanicas. Deve-se considerar ainda,
que o cerrado tem um ciclo de incéndios naturais importante para o ecossistema, enquanto em
areas florestais o incéndio ¢ prejudicial, ressaltando a importancia desse estudo de risco de

incéndios.

Nota-se que a Figura 38, segundo os dados do corpo de bombeiros, hd ocorréncia de
incéndios durante o ano inteiro. Enquanto na Figura 39, segundo dados de satélite, a
ocorréncia ¢ concentrada entre os meses de julho e outubro, tendo poucas ocorréncias nos
outros meses. Esse aumento, nesses meses, também ¢ encontrado nos dados dos bombeiros,
sendo interessante notar que em outubro a ocorréncia foi maior em 2014 e 2015 nas duas
bases de dados, como os meses de agosto e setembro que sdo os meses criticos, o que
compreende a época de seca na regido. O que pode explicar essas diferencas nas bases de
dados € o fato de dados de satélite estarem mais relacionados com incéndios em areas rurais,
que sdo mais dependentes de fatores climaticos para acontecerem, enquanto que os dados dos
bombeiros compreendem mais centros urbanos que tem muita incidéncia de incéndios

causados intencionalmente, ndo tendo influéncia de fatores climaticos.
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Figura 37 - Comparacio entre as cidades da RMBH e as classes de uso do solo, segundo dados de satélite

Fonte: (MAPBIOMAS, 2017; NASA, 2018)

72



900
800
700
600
500

300
200
100

700
600

500

300
200
100

=
e
1 2 3
=
1 2 3
= BALDIM BELO HORIZONTE BETIM BRUMADINHO = CAETE
= CAPIM BRANCO CONFINS CONTAGEM = ESMERALDAS = FLORESTAL
mIBIRITE W IGARAPE ITAGUARA ITATIAIUCU = JABOTICATUBAS

“JUATUBA LAGOA SANTA

- NOVA LIMA NOVA UNIAO
RIO ACIMA RIO MANSO

SAO JOSE DA LAPA = SARZEDO

MARIO CAMPOS
= PEDRO LEOPOLDO
= SABARA

TAQUARACU DE MINAS

MATEUS LEME
= RAPOSOS
* SANTA LUZIA
= VESPASIANO

* MATOZINHOS
= RIBEIRAO DAS NEVES
= SAO JOAQUIM DE BICAS
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Fonte: (CBMMG, 2018)
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Figura 39-Focos de incéndio por més na RMBH, para os anos estudados, segundo dados de satélite
Fonte: (NASA, 2018)
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Segundo a Figura 40, ¢ possivel observar a quantidade de incéndios por ano, onde

observa-se que nas duas base de dados o ano de 2014 foi 0 ano que teve a maior incidéncia de

incéndios, sendo que o ano de 2017 também se destacou por um alto nimero de ocorréncias.

Nota-se mais uma vez que os dados do CBMMG apontam para mais ocorréncias em Belo

Horizonte, Contagem, Betim e Nova Lima.

Enquanto os dados de satélite, para esses

municipios, sdo pouco expressivos, tendo maior incidéncia em Esmeraldas, Pedro Leopoldo,

Jaboticatubas, Caeté e Brumadinho.

4500

4000

3500

2500

2000

1500

1000

500

3000 |-

o P
Corpo de Bombeiros Satélite
6000
R 5000
e ==
|| —
— ___ 4000 - —_—
— r— — —
—_— |—= I
— - PR
— — S0k 3 -
ri—' — 020
SE— -
I— — == —
o ——— 2000 T .
- — —
- _— _— —
- I
A ol — e
— -
0
2014 2015 2016 2017 2014 2015 2016 2017
mBALDIM BELO HORIZONTE BETIM BRUMADINHO W CAETE
™ CAPIM BRANCO CONFINS CONTAGEM * ESMERALDAS ® FLORESTAL
RIBIRITE B IGARAPE ITAGUARA ITATIAIUCU % JABOTICATUBAS
JUATUBA LAGOA SANTA MARIO CAMPOS MATEUS LEME MATOZINHOS

B NOVA LIMA
RIO ACIMA

SAO JOSE DA LAPA

NOVA UNIAO
RIO MANSO

u SARZEDO

B PEDRO LEOPOLDO

W SABARA

TAQUARACU DE MINAS = VESPASIANO

W RAPOSOS

SANTA LUZIA

W RIBEIRAO DAS NEVES

® SAO JOAQUIM DE BICAS

Figura 40 - Dados de incéndio quanto ao ano

Fonte: (NASA, 2018)

Conforme Capitulo 1.4, o FRP ¢ uma medida da taxa de energia emitida pelo fogo por

unidade de tempo, em megawatts. Assim, este pardmetro estd relacionado com a intensidade

do fogo. Na Figura 41, nota-se que os meses que tém incéndios de maior intensidade sdo de

julho a outubro, sendo que os poucos que ocorrem nos outros meses possuem intensidade

menor que 5 MW. Na Figura 42, nota-se que a maior parte dos incéndios detectados pelos

satélites, tem magnitude pequena, menor que 5 MW e os focos chegam at¢é 50 MW de

intensidade. As intensidades maiores estdo nos anos de maiores incidéncias: 2014 e 2017.
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Figura 42 - Dados de FRP (MW) durante o ano
Fonte: (NASA, 2018)

Conforme citado anteriormente os dados de dois satélites foram utilizados para se esta
analise, com os sensores MODIS e VIIRS, como neste trabalho. Comparando os dados
obtidos pelos dois satélites nota-se que os dados do VIIRS sdo os que possuem mais focos
identificados, devido a sua melhor resolucdo espacial, como mostrado na Figura 43. Quanto a
intensidade nota-se que o MODIS nao detecta incéndios menores, detecta os incéndios que

tem FRP entre 10-50 MW, como na Figura 44.
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Fonte: (NASA, 2018)

Quantidade

5000
4500
4000
3500
3000
2500
2000
1500
1000

500

0-5 5-10 10-50 50-100 100-250 250-500 500-1600
FRP (MW)

H MODIS

VIIRS

Figura 44 — Comparacio entre os dados dos dois satélites quanto ao FRP
Fonte: (NASA, 2018)
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4. Resultados e Discussoes

Este capitulo apresenta uma breve estatistica descritiva dos dados utilizados, os
resultados do MPCA, bem como a configuragdo final da RNA. Apresenta também os
resultados finais da RNA, com seus pesos fixos e sua validacdo. A validagdo do modelo e

discussoOes e analises em cima dos resultados.
4.1. Estatistica Descritiva dos Dados

Na Tabela 3 sdo apresentadas as principais medidas de estatistica descritiva para os

dados de entrada do modelo entre os anos 2014 e 2016.

Quanto aos dados de temperatura méxima ¢ interessante notar que a maior parte dos
dados estd concentrada préximo da sua média. Nota-se uma grande variagdo entre os dados de
umidade relativa, j4 que apresenta um desvio de 9,25%, um valor minimo de 22,98% e um

valor maximo de 76,05%.

Quanto a velocidade do vento nota-se que ndo hé grande variacdo entre os dados,
ficando perto da média de 5 m/s. Contudo apresenta eventos de rajadas mais fortes, ja que a
maxima ¢ de 13,6 m/s e desvio de 0,98 m/s. A precipitacdo, como esperado, ¢ a que apresenta
a maior variacao dos dados, ja que compreende meses de chuva e seca, chegando a minimo de

0 mm a 661,59 mm de precipitacdo por més.

A radiagio apresenta uma média de 1,48 MJ/m” e os valores nio variam muito em
relagdo a média, tendo um desvio de 0,19 MJ/m>. A pressio apresentou valores de média e
mediana préximos de 92 kPa, sendo que a maior parte dos dados se encontram proximos
desse valor. No entanto, apresenta valores de minimo de 87,7 kPa e méaximo de 100,25, que

representam os extremos de épocas de chuva e seca, respectivamente.

Analisando os dados de distancia as rodovias nota-se que a maior parte das regides
tem alguma rodovia por perto, ja que a média de distincia ¢ de 3,54 km e a mediana 2,07 km.
O mesmo ocorre com areas urbanas em que a sua média ¢ de 3,38 km de distancia, sendo que
pelos quartis a maioria dos dados estd até 5 km de areas urbanas. O maior valor encontrado

para esta variavel foi de 20,92 km, o que explica o alto desvio de 3,57 km.
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Tabela 3 — Descricao dos Dados

Variaveis de . Desvio . ;. L. o . ° .
Entrada Média Padrio Mediana Minimo Maximo 1° Quartil 3" Quartil
Temperatura ——,; o 2,57 27,16 18,01 35,20 25,42 28,87
Maxima ("C)
Umidade
Relativa 49,64 9,11 49,20 22,98 76,05 42,95 56,22
Minima (%)
Velocidade do
vento média 5,02 0,98 5,00 0,83 13,60 4,56 5,52
(m/s)
Precipitagio 84,48 96,03 58,81 0,00 661,59 8,18 116,22
total (mm)
Radiacao
(MJ/mz) 1,48 0,19 1,49 1,02 1,83 1,33 1,63
Pressio (kPa) 92,28 1,58 92,17 87,70 100,25 91,26 93,20
NDVI 0,34 0,21 0,30 -0,52 1,00 0,18 0,46

Distiancia a

Rodovias (kam) 3,54 4,24 2,07 0,00 32,05 0,88 4,47
Distancia a
areas 3.36 3,57 2,28 0,00 20,92 0,61 4,94
urbanas(km)
Dec‘(‘;‘;‘ade 10,32 6,46 9,13 0,00 64,41 5,41 14,03
0
Orientagio 179.63 107.16 181.12 0.00 360.00 82.95 274.93
(graus)

A média da declividade ¢ de 10,13%, sendo que a maioria das declividades sdo
menores que 14%. No entanto, em locais de encostas de declividade mais elevadas, atinge-se
64,41%. Quanto a orienta¢do, a média e mediana sdo proximos de 180°, de forma que a média

das regides estdo voltadas para o Sul.

O teste de Anderson-Darling (ANDERSON; DARLING, 1954) foi aplicado com um

nivel de significancia a=5% para verificar-se se os dados tém uma distribui¢do normal. Como
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o valor—p encontrado foi inferior a 0,05, ha evidéncias para afirmar que estes ndo seguem uma

distribui¢@o normal. Os resultados do teste sdo apresentados na Tabela 4.

Tabela 4 - Teste de Normalidade dos Dados

Variaveis Anderson-Darling p-value
Temperatura maxima (°C) 25,806 <2,2e-16
Umidade Relativa Minima(%) 34,096 <2,2e-16
Distancia a Rodovias (km) 3250,9 <2,2e-16
Declividade (%) 556,04 <22e-16
Distiancia a areas urbanas(km) 1864,6 <2,2e-16
Orientacio (graus) 661,38 <2,2e-16
Velocidade do vento média(m/s) 412,28 <2,2e-16
Precipitagdo total (mm) 22423 <2,2e-16
Radiag¢io (MJ/m?) 269,78 <2,2e-16
Pressao (kPa) 95,947 <2,2e-16

NDVI 607,58 <2,2e-16

Além do teste, foram plotados os graficos Quantil-Quantil para verificar a
normalidade dos dados (Figuras 45 e 46), em que uma distribui¢do normal teodrica ¢
confrontada com os dados. Caso a distribui¢cdo fosse normal, os valores iriam se encontrar na

linha vermelha pontilhada, o que ndo ocorre na pratica em nenhum dos dados.
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Figura 45 - Grafico Quantil-Quantil varidveis meteorolégicas
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A ndo normalidade dos dados justifica o uso de RNA, pois ¢ uma técnica que ganha

importancia para ser usada com dados que se afastam da normal.

4.2. Resultados MPCA-NN

Cada experimento realizado no MPCA-NN resulta em uma configuragdo de rede

diferente. Assim, cada um desses resultados ¢ apresentado na Tabela 5.

Tabela 5 - Resultados MPCA-NN

Parametros Experimento 1 Experimento 2 Experimento 3 Experimento 4
Taxa de 0,0674 0,1185 0,6215 0,1177
Aprendizagem: n
Constante de 0,6304 0,3811 0,8513 0,8799
Momento: o
Neuronios 6 15 6 13
Funcao de Ativacido Tanh Tanh Tanh Tanh

*Tanh=tangente hiperbolica

E interessante notar que apesar da maior parte da literatura (ALONSO-BETANZOS et
al., 2003; GOLDARAG; MOHAMMADZADEH; ARDAKANI, 2016; SATIR;
BERBEROGLU; DONMEZ, 2016) utilizar a fun¢do logistica como funcdo de ativacdo para
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este tipo de problema, o MPCA retornou como melhor fun¢do a ser usada a tangente
hiperbodlica. Foram realizados testes com as duas fun¢des na RNA onde verificou-se que a

funcao tangente hiperbodlica apresentou melhores resultados.

Todos os resultados dos experimentos do MPCA-NN foram testados e o que resultou

em melhores resultados foi o Experimento 1.

Notou-se que quando se aumentava o nimero de neurénios, como no experimento 2 e
4, o erro quadratico médio da rede aumentava muito e a rede ndo convergia. Outro fator
determinante no desempenho da rede foi a taxa de aprendizagem (n), que quando muito alta,

como no Experimento 3, incrementava bastante o erro da rede.

Além desses experimentos também foram testadas outras arquiteturas de rede,
aplicando-se, por exemplo, o aumento de neurdnios para 7 e 8, e a variagdo da taxa de
aprendizagem e constante de momento. Constatou-se em todos os casos o incremento do erro.
Assim, o melhor nimero de neurdnios, considerando-se os resultados, foram 6 neuro6nios,

com taxas de aprendizagem mais baixas.

4.3. Resultados da RNA

A rede neural final ficou igual a representada na Figura 47, com 12 neur6nios na
camada de entrada, 6 neurénios da camada intermediaria e 1 neurdnio na camada de saida. A

funcao de ativacdo utilizada nas duas camadas foi a tangente hiperbdlica (Equagdo 9).

As entradas foram escolhidas seguindo as referéncias na literatura quanto aos fatores
de influéncia nos incéndios. Preferiu-se utilizar os dados de temperatura maxima ao invés da
temperatura média, ja que ¢ sabido que temperaturas mais altas influenciam na ocorréncia de
incéndios, bem como a umidade relativa minima que apresentou valores baixos (proximos de
30-40 %). Assim, quando foram utilizados estes ultimos valores ao invés dos parametros

médios os resultados melhoraram.
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Figura 47 - Representacio da RNA utilizada no modelo. Imagem produzida com o pacote R NeuralNetTools.

Na representacdo das conexdes (Figura 47) quanto mais espessas as linhas, maiores os
valores dos pesos. Nota-se que os dados de Distancias as areas urbanas e a velocidade do

vento média apresentaram maiores valores de peso.

Como mencionado no item 2.1.7, foram selecionados pontos aleatérios de nao
ocorréncia de incéndio através de janelas. Notou-se que quando essas janelas eram muito
pequenas, como as janelas de 1 km e 5 km, o nimero de pontos de auséncia de incéndio era
consideravelmente maior que os pontos de incéndio e consequentemente, a rede ndo
conseguia reconhecer os pontos de risco alto, apenas o risco baixo. J& quando se diminuia
muito a janela, como a janela de 20 km, o contrario acontecia, a rede apenas reconhecia os
pontos de risco mais alto. A janela de 10 km foi a que obteve melhores resultados, pois

conseguiu reconhecer tanto o risco mais alto, quanto o risco mais baixo.

A rede convergiu pelo niimero maximo de épocas (2000 épocas), com um erro de

0,063. A variagdo do erro ¢ mostrada na Figura 48. O tempo de treinamento foi de 3,47 horas.
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Figura 48 - Variacio do Erro de treinamento

4.3.1. Avaliacdo da Rede

Na Tabela 6, sdo apresentados os parametros de avaliacdo da rede. A acuricia ¢ a

probabilidade do modelo de fornecer resultados corretos, tanto positivos, quanto negativos. A

acuracia da RNA no presente trabalho atingiu aproximadamente 80%. A Sensibilidade e a

Predicdo Valores Verdadeiros estdo relacionadas com a capacidade da rede de prever os

valores positivos dessas medidas, os quais apresentaram valores mais baixos do que o

esperado, ficando entre 50-60%. A Especificidade e a Predicdo Valores Negativos medem a

capacidade do modelo de prever valores negativos. Como esses resultados proximos de 90%,

justifica-se o valor da acurécia.

Tabela 6 — Dados de Avaliacao da Rede

Treinamento Validacdo Generalizacio
Acuracia (A) 84% 80% 78%
Sensibilidade (S) 64% 54% 53%
Especificidade (E) 89% 91% 90%
Predicido Valores Verdadeiros (PVV) 64% 69% 71%
Predi¢do Valores Negativos (PVN) 90% 83% 81%
AUC 0,87 0,85 0,85

J4 a medida do AUC confronta a taxa de falsos positivos com a taxa de verdadeiros

positivos, sendo que quanto mais proximo de 1 melhor seu resultado. Os valores de AUC

ficaram proximos de 0,85, indicando um bom desempenho do modelo. As curvas ROC sdo

apresentadas na Figura 49.
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Apesar dos valores de Sensibilidade e PPV ndo estarem muito altos, nota-se que mais

de 60% dos pontos foram classificados nas classes muito alto e alto, e menos de 20% foi

classificado como baixo e muito baixo, indicando bons resultados da rede.

Tabela 7 - Percentagem de focos de incéndios classificados quanto ao grau de risco

Treinamento Validacdo Generalizacio
Muito Alto (MA) 11,7% 17,4% 16,7%
Alto (A) 40,3% 41,7% 46,1%
Médio (M) 27,7% 22,4% 19,7%
Baixo (B) 8,4% 7,4% 8,7%
Muito Baixo (MB) 11,9% 11,0% 8,8%

4.4. Validacao

Depois de finalizada, a RNA foi utilizada com os dados mensais de 2017.

resultados sdo apresentados nas Figuras 50 e 51.

Os
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A partir do resultado apresentado ¢ possivel verificar que, em todos os meses, regides
proximas as areas urbanas possuem um risco muito alto de incéndio e isso € coerente com a
presenca dos focos de incéndio na regido e com os dados apresentados no Item 3.4. As regides
mais afastadas de areas urbanas (dreas essencialmente rurais) e mais proximas ao limite da
RMBH, também apresentaram riscos altos e médios de incéndio, o que pode estar associado a
queimas utilizadas na agricultura, ou apenas com os proprios fatores meteoroldgicos
associados ao tipo de vegetacdo na regido. A classificacdo “risco muito alto” foi identificada
dentro das areas urbanas em todos os meses; no entanto, nos meses de setembro, margo ¢
outubro, essa classificacdo foi verificada também em outras areas. As variagdes observadas
entre os meses nao estdo relacionadas com o fator precipitagcdo, pois nas duas estagdes (seca e

chuva) foram observados locais de risco muito alto.

Foi verificado a incidéncia dos focos de incéndio em relacdo as areas classificadas,
mostrado na Tabela 8, onde € possivel perceber que nos meses de janeiro a junho e dezembro
os focos incidiram em sua maioria em areas classificadas como risco muito alto. J4 nos meses
de julho a outubro a maior parte dos focos de incéndio foi classificada como risco muito
baixo. Desta forma, o modelo ndo funcionou muito bem para os meses de seca. Quanto aos
meses de chuva, apesar da classificacdo estar correta, a quantidade de é4reas identificadas
como risco alto ¢ maior do que o esperado para essa época. Devido a esses resultados, foi

testada uma rede separada para cada estagdo para verificar o comportamento da RNA.

Tabela 8 - Percentagem de Focos de incéndio em cada classe de risco

Més Muito Alto Alto Médio Baixo Muito Baixo
Janeiro 58% 3% 18% 0% 21%
Fevereiro 56% 0% 13% 0% 31%
Margo 58% 2% 18% 7% 15%
Abril 42% 12% 9% 12% 26%
Maio 61% 2% 5% 11% 21%
Junho 52% 1% 5% 4% 38%
Julho 29% 5% 5% 10% 51%
Agosto 21% 5% 13% 5% 56%
Setembro 27% 23% 9% 12% 29%
Outubro 1% 4% 17% 9% 59%
Novembro 36% 9% 34% 0% 21%
Dezembro 69% 0% 0% 0% 31%
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4.5. Avaliacio Rede Neural: Modelo época de Seca

Foram selecionados como meses de seca os meses de déficit hidrico (maio a outubro),

que também compreendem os meses de maior incidéncia de focos de incéndio. O treinamento

da rede levou 1,89 horas, com um erro médio quadratico de 0,071 (Figura 52).

Erro
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Figura 52 - Variacio do Erro modelo seca

Na Tabela 9 ¢ possivel notar que, quando usado o modelo separado para a época seca,

a acuracia diminuiu, mas continua satisfatéria. A sensibilidade diminuiu, enquanto a

especificidade aumentou; isso pode ser explicado devido ao ntimero de predicdo de valores

positivos que aumentou e a predicdo de valores negativos que diminuiu. Para esta rede a

janela de 10 km foi mantida para a sele¢do de pontos de ndo ocorréncia de incéndio. Como a

maior parte dos focos de incéndio ocorreu nesse periodo, o niimero de focos em relagdo a

pontos de ndo ocorréncia de incéndio foi maior que o modelo geral, o que pode ter causado

esses resultados. J4 o parametro de AUC ndo variou muito, ficando préoximo de 0,85,

indicando um bom modelo, sendo as curvas ROC apresentadas na Figura 53.

Tabela 9 - Dados de Avaliacao do Modelo

Treinamento Validacao Generalizagao

Acuracia (A) 78% 77% 76%

Sensibilidade (S) 54% 50% 50%

Especificidade (E) 92% 91% 92%

Predicio Valores 78% 75% 79%
Verdadeiros (PVV)

Predicio Valores 78% 77% 75%

Negativos (PVN)
AUC 0,86 0,84 0,84
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Figura 53 - Curvas ROC modelo seca: (a) Treinamento (b) Validac¢io (c) Generalizacio

Na Tabela 10 pode ser visto que pelo menos 60% dos focos ocorreram em éreas
classificadas com risco alto ou muito alto, tendo em média 6% classificados no risco baixo,

indicando a boa capacidade da rede em prever o risco de incéndio.

Tabela 10 - Porcentagem de focos de incéndios classificados quanto ao grau de risco modelo seca

Treinamento Validacao Generalizagao
Muito Alto (MA) 40,62% 40,35% 40,89%
Alto (A) 20,67% 18,68% 22,90%
Médio (M) 32,99% 34,25% 29,26%
Baixo (B) 5,72% 6,60% 6,83%
Muito Baixo (MB) 0,00% 0,12% 0,12%

4.6. Avaliacdo Rede Neural: Modelo Epoca de chuva
Os meses de chuva considerados foram janeiro, fevereiro, marco, abril, novembro e

dezembro. O treinamento da rede levou 1,21 horas, convergiu com o niimero maximo de

épocas e obteve um erro médio quadratico de 0,019 (Figura 54).
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Na Tabela 11 ¢ possivel notar um aumento da acurécia, da especificidade e do PVN,
pois os valores de ndo ocorréncia de incéndio foram muito bem reconhecidos. Por outro lado,
a sensibilidade e a predi¢cdo de valores verdadeiros diminuiram, ou seja, a rede ndo teve uma
resposta satisfatoria para os pontos de ocorréncia de incéndio. Tal fato pode estar relacionado
ao numero de pontos de ocorréncia de incéndio ser muito pequeno em relagdo aos pontos de
ndo ocorréncia de incéndio, e realmente nessa época ocorrem poucos focos. No entanto a
RNA aplicada para esse modelo conseguiu prever muitos pontos, da forma que seu
desempenho nao foi prejudicado. O AUC foi de 0,84, mas no conjunto de validacdo este valor

reduziu para 0,78. As curvas ROC se encontram na Figura 55.

Tabela 11 - Dados de Avaliacido do Modelo

Treinamento Validacao Generalizagao

Acuracia (A) 95% 94% 95%

Sensibilidade (S) 46% 44% 51%

Especificidade (E) 97% 96% 98%

Predicio Valores 47% 35% 49%
Verdadeiros (PVV)

Predicio Valores 97% 98% 98%

Negativos (PVN)
AUC 0,84 0,78 0,83

Na Tabela 12, os focos estdo distribuidos em todas as classes de risco, tendo

porcentagem alta tanto nas classes de risco mais alto quanto nas classes de risco mais baixo.
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Tabela 12 - Porcentagem de focos de incéndios classificados quanto ao grau de risco modelo chuva

Treinamento Validacao Generalizacao
Muito Alto (MA) 32% 23% 34%
Alto (A) 9% 9% 10%
Médio (M) 10% 10% 9%
Baixo (B) 17% 18% 16%
Muito Baixo (MB) 32% 40% 31%

4.7.Valida¢ao dos modelos

Na Tabela 13 é possivel notar que a maior parte dos focos ocorreu em areas
classificadas como muito alta. Apenas o més de novembro teve uma discrepancia, isso devido
ao fato do més de novembro ainda estar proximo aos meses de seca. Pela Figura 56 observa-

se que as dareas classificadas com risco alto sdo exatamente as areas proximas a centros

urbanos.
Tabela 13 - Classificacido dos focos quanto a classe de risco modelo chuva
Més Muito Alto Alto Médio Baixo Muito Baixo
Janeiro 61% 0% 0% 0% 39%
Fevereiro 56% 0% 0% 0% 44%
Margo 71% 7% 0% 0% 22%
Abril 70% 0% 5% 0% 26%
Novembro 40% 6% 0% 0% 53%
Dezembro 69% 0% 0% 0% 31%
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Na Tabela 14, pode ser observado que quase todos os focos de incéndio sdo previstos
em areas de risco alto ou muito alto, e a porcentagem em areas de risco baixo ¢ muito
pequena. Na Figura 57, observa-se que o modelo muda bastante dependendo do més, assim ha
outras variaveis influenciando no modelo além da area urbana. Mas também ¢ possivel notar

que grande parte da area ¢ classificada como risco mais alto em alguns meses.

Tabela 14 - Classificacio dos focos quanto a classe de risco modelo seca

Meés Muito Alto Alto Médio Baixo Muito Baixo
Maio 64% 14% 21% 0% 0%
Junho 64% 14% 21% 0% 0%
Julho 91% 3% 6% 0% 0%
Agosto 72% 20% 5% 1% 1%

Setembro 52% 22% 25% 1% 0%
Outubro 40% 41% 15% 4% 2%
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4.8. Analise das variaveis do modelo

Os resultados dos testes para avaliar quanto cada variavel influencia no modelo ¢
apresentado a seguir. As Figuras 58, 59 e 60 apresentam o resultado do método de Garson
(1991) que relaciona os pesos de cada variavel. O que pode ser notado ¢ que para os trés
modelos a varidvel de maior importancia ¢ a distancia as areas urbanas. Depois desta, as
varidveis de destaque sdo as meteorologicas (radiagdo, vento médio e umidade relativa). No
modelo de seca, a pressdo também apresentou valor alto. Nota-se que as variaveis estaticas
como declividade, orientacdo do relevo, uso do solo e NDVI foram as que tiveram a menor

importancia no modelo.
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Figura 58 - Relacdo de importincia entre variaveis pelo método de Garson (1991) para o modelo geral
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Figura 59 - Relagdo de importincia entre variaveis pelo método de Garson (1991) para o modelo seca
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Figura 60 - Relagdo de importincia entre variaveis pelo método de Garson (1991) para o modelo chuva

As Figuras 61, 62 e 63 mostram a resposta dos modelos as perturbagdes nas variaveis,
onde ¢ possivel notar que a radiacdo ¢ a que mais modifica a resposta do modelo geral e do
modelo de seca. A temperatura € outro parametro que apresenta valor alto em todos os

modelos e a pressdo altera os modelos de chuva e seca.

Quadratico

Increemento no Erro Médio

Figura 61 - Analise da Importancia de variaveis no modelo pelo método da perturba¢io modelo geral
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Figura 63 - Analise da Importancia de variaveis no modelo pelo método da perturbagio modelo chuva

Também foi feita uma andlise de correlagdo de Spearman entre as varidveis € o risco

de incéndio. Nas Figuras 64, 65 e 66, ¢ possivel notar, para o0 modelo geral e o modelo de

seca, uma alta correlagcdo entre a umidade relativa e a radiagdo. As varidveis precipitagao,

vento médio e distancia a areas urbanas também apresentam uma boa correlagao.
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Com essa analise foi possivel perceber que as varidveis que mais influenciam o
modelo sdo as variaveis de “distincia as areas urbanas” e as “meteorologicas”, principalmente
umidade relativa minima, radia¢do solar, temperatura maxima e pressdo. Contudo, as
varidveis como declividade e orienta¢do do relevo contribuem muito pouco. Varidveis como

NDVI e uso do solo apresentaram uma contribui¢cdo abaixo do esperado.

4.9. Analises e discussoes

O esperado era que a Rede Neural pudesse identificar sozinha as sazonalidades, ndo
sendo necessaria a constru¢do de modelos separados. Porém a ocorréncia de incéndios pode
estar ligada a muitos fatores que ndo foram possiveis de mensurar. Um fator que pode ter
contribuido para a ndo diferenciacdo de sazonalidades pode ter sido a existéncia de focos em
épocas de chuva fora da 4rea em que se esperaria incéndio nesta época, ja que a rede acabou
associando os incéndios as caracteristicas das duas épocas. Assim, foram escolhidos alguns

meses do estudo para andlise detalhada.

Na Figura 67 sdo apresentados os modelos para o més de marco, bem como as
varidveis meteorologicas associadas. O modelo geral do més de margo, apesar de ter muitas
areas de risco baixo, também apresenta muitas areas de risco médio. Esse resultado pode ser
devido a combinacao de valores mais altos de radiagdo, aliados a valores baixos de umidade
relativa e valores mais altos da velocidade do vento. A precipitacdo também varia muito na
regido, apresentando valores baixos em alguns locais. E interessante notar que as areas de
risco mais alto, além de estarem influenciadas pelas areas urbanas, é também perceptivel, a

relagdo com a umidade minima na por¢do Sul da regido.

J& 0 modelo de época de chuva para o0 més de marco apenas indicou risco alto nas
areas urbanas. Neste local ja era esperado de se encontrar riscos mais altos, principalmente
porque, como visto no Item 3.4, ¢ o local que ocorrem mais incéndios nesse periodo.
Comprovando que algumas caracteristicas meteoroldgicas, principalmente umidade relativa
baixa, podem influenciar as queimadas, e essa caracteristica ¢ contemplada no modelo geral.
Mesmo com a pequena incidéncia de focos de incéndio fora de areas urbanas, o risco deles ¢

previsto no modelo geral.

Na Figura 68 sdo apresentados os modelos para o0 més de novembro, que mesmo

sendo um més em época de chuva apresentou areas de risco muito alto. Observa-se que isso ¢
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devido a baixa umidade apresentada no sul da regido, aliado a uma radiagdo alta e rajadas de
vento mais altas. Nota-se ainda que em dareas classificadas com risco médio a umidade
relativa estava com valores associados a risco mais altos, mas as outras variaveis, como a
precipitacdo e o vento estavam com valores associados a risco mais baixos, o que diminui o
fator de risco. Mas ¢ interessante notar que nessa regido ocorreram muitos focos de incéndio
no més, que ndo foram contemplados com o modelo apenas da época de chuva, que mais uma

vez apresentou como alto risco apenas as areas urbanas.
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Na Figura 69 mostra o modelo de época de seca, onde quase a totalidade da érea
apresenta risco alto e isto estd muito associado com os niveis muito baixos de precipitacdo no
més. Interessante notar que no local que hd maior risco de incéndio no modelo geral (regido
sul) ¢ classificado apenas como risco alto. Isso pode estar associado a temperatura e a pressao
com valores menores nesse local. O modelo geral estd mais associado com os dados de
umidade relativa que sdo mais baixos na regido sul, bem como rajadas de ventos mais

intensas.

Na Figura 70, relacionada ao més de setembro, nota-se que no modelo geral o risco de
incéndio estd concentrado na regido sul, o que pode ser relacionado com os dados de
temperatura, vento médio, pressdo e radiacdo nessa regido, que estdo com valores mais
extremos. J4 o modelo de época de seca apresenta alto risco em grande parte da regido, o que

pode ter grande influéncia da radiacdo solar e da umidade relativa.
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Assim, o modelo geral conseguiu captar areas que tem perigo de incéndio em épocas
em que se acredita que o perigo € baixo, enquanto o modelo de época de chuva captou apenas
as areas em que ja ¢ conhecido o risco alto. E para épocas de seca o modelo geral pode ndo ter
tido grande coeréncia com os dados de incéndio, mas selecionou areas onde a concentragdo de
focos ¢ maior. Dessa forma um modelo complementa o outro: em épocas de seca, como 0 mes
de setembro, a drea de risco abrange praticamente a regido inteira, dificultando a selecdo de

locais a serem monitorados, e isso ¢ conseguido com o modelo geral.

O modelo de redes neurais artificiais mostrou-se uma boa metodologia para esse
problema, pois conseguiu captar particularidades que outras metodologias, baseadas em

especialistas, ndo conseguiria captar.

A metodologia mais utilizada na literatura para célculo de risco de incéndios ¢ o da
analise multicritério, baseada apenas no conhecimento dos especialistas para dar pesos as
variaveis. O modelador coloca o peso na variavel de acordo com seu conhecimento e sua area
de estudo. Os resultados geralmente sdo subjetivos e ndo apresentam boa validagdo, como no
de Chuvieco et al. (1989) que comparou areas de pixels de queimadas e as areas de risco
encontradas, sendo que o resultado nao foi muito satisfatorio, ja que apenas 22,72% das éareas
foram classificadas como de alto risco. Jaiswal et al. (2002) aplicou em seu trabalho a
metodologia e atestou que areas de maior risco de incéndio, coincidiram com 4reas proximas
a assentamentos e rodovias. Deve-se ressaltar, ainda, que os métodos utilizados por Chuvieco
et al. (1989) e Ribeiro et al. (2008) foram aplicados por Oliveira et al. (2017) para o
Municipio de Jodo Pessoa-PB, considerando as sazonalidades (estacdes do ano) e o resultado

ndo foi satisfatorio.

Outra metodologia utilizada em modelos de risco de incéndio ¢ a logica Fuzzy. Este
método foi aplicado por Oliveira et al. (2017) com variaveis estaticas como declividade,
distancia de estradas, vegetacdo, entre outros e obteve um resultado satisfatério, comparando
seu modelo com dados de ocorréncia de incéndio fornecidos pela Brigada de Incéndios do
Municipio de Jodo Pessoa-PB, conseguiu explicar que o modelo em 85% em um dos
periodos, considerando as sazonalidades (estagdes de seca e de chuvas). Silva e Pontes (2011)
também fizeram uma abordagem fuzzy utilizando variaveis dindmicas, como umidade relativa
e precipitacdo. Ao compararem os indices de focos de calor registrados pelo INPE para
validagdao do modelo os resultados foram positivos. Dessa maneira, conseguiram atribuir altos

valores de fator de risco, exatamente no periodo em que ocorrem os focos de incéndio e até
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mesmo quando existe um nimero pequeno de focos isolados, ou seja, o modelo atingiu a
previsdo desse comportamento com valores ndo nulos. A desvantagem dessa metodologia
como aplicada pelos autores ¢ que as classes continuas dos conjuntos fuzzy sdo construidas a
partir de conceitos definidos a priori usando a experiéncia, ciéncia ou conhecimento

heuristico.

A regressdo logistica ¢ mais uma técnica muito utilizada na literatura para predicao e
analise de ocorréncia de incéndio, alguns mais recentes sdo Hoyo, Isabel e Vega (2011); Guo
et al. (2016); Hernandez-leal et al.(2006); Chuvieco et al.(2010) e Goldarag,
Mohammadzadeh e Ardakani (2016). Alguns trabalhos ndo tiveram resultados muito
acurados, por exemplo o trabalho de Hoyo, Isabel e Vega (2011). Neste trabalho o método de
validacdo por AUC, obteve o valor de 0,709 para o modelo utilizando pontos de igni¢do como
variavel independente e de 0,672 para o modelo utilizando densidade de pontos. Ja Guo et al.
(2016) utilizaram em seu modelo varidveis como topografia, vegetacdo, infraestrutura, dados
socioecondmicos € meteoroldgicos; onde a varidvel dependente consistia nos dados de focos
de calor obtidos de dados de satélite. Neste ultimo trabalho o valor de AUC foi de 0,843,

indicando que o modelo teve um bom resultado compativel com a expectativa do modelo.

Goldarag, Mohammadzadeh e Ardakani (2016) fizeram uma comparacdo entre os o
método da regressdo logistica e das Redes Neurais Artificiais e obtiveram um resultado muito
melhor com a segunda metodologia. O modelo de regressdo logistica apresentou uma acuracia
de apenas 50,84%, com um R? de 0,533, ou seja, o método ndo foi bem explicado. Com as
Redes Neurais Artificiais, o resultado foi de 95% de acuracia; além disso, no cruzamento com
os dados de incéndio, os resultados apontaram que todos os locais com predi¢cdo de ocorréncia

de incéndio foram atingidos no cruzamento com os dados de ocorréncias reais.

Foram encontrados poucos trabalhos na literatura que aplicam as redes neurais
artificiais para a andlise do risco de incéndios, os encontrados estio mencionados nesse
trabalho. Goldarag, Mohammadzadeh e Ardakani (2016) fizeram uma abordagem similar a
utilizada nesse trabalho, apresentando varidveis estdticas como declividade, orientagdo do
relevo, altitude, uso do solo, NDVI, distancias a rodovias e a arcas urbanas ¢ variaveis
meteoroldgicas como temperatura do ar, umidade, precipitacdo, vento e dura¢do do sol,
somando 12 variaveis de entrada da rede e utilizando como dados de saida para treinamento
dados do sensor MODIS. Neste trabalho os autores fizeram um experimento variando os

neurdnios de 5 até 65, mas a acurdcia maxima foi obtida com 20 neurdnios. O algoritmo
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usado para treinamento foi o algoritmo de otimizagdo Levenberg-Marquardt e sua fungdo de

ativacdo foi a fun¢do logistica.

Alonso-Betanzos et al.(2003) também fizeram um estudo utilizando RNA para
previsdo de riscos de ocorréncia de incéndios. O experimento utilizou apenas dados
meteorologicos, empregando também o algoritmo Levenberg-Marquardt para treinamento. Os
autores realizaram varios testes com as melhores topologias de redes neurais artificiais,
obtendo o melhor resultado com 9 neurénios e atingindo uma acuracia de 80%, na validacdo

com dados historicos de ocorréncia de incéndio.

Maeda et al.(2009) elaboraram um estudo em trés municipios do norte do Mato
Grosso, na regido Amazodnica, onde utilizou RNA do tipo feedfoward (alimentagdo direta),
treinadas com o algoritmo backpropagation (algoritmo de retropropagacdo do erro), tendo
como entrada imagens NDVI, adquiridas pelo sensor MODIS durante cinco periodos de 2005,
além de amostras de florestas queimadas e ndo queimadas para treinamento. Os resultados

obtidos apontaram um erro médio quadratico de 0,07.

Outro trabalho que aplica o método da RNA, ¢ o de Satir, Berberoglu ¢ Donmez
(2016), onde os autores mapeiam a probabilidade de ocorrer incéndios em florestas
mediterraneas. Como dados de entrada, foram utilizados dados historicos de incéndios, dados
climaticos, distancia as estradas e assentamentos, modelo digital de elevagdo e porcentagem
de cobertura de arvores. Em seus resultados, foi obtido um resultado positivo, com um ROC
de 0,83, indicando que essa metodologia ¢ adequada para o célculo de riscos de incéndio. Este

ultimo trabalho também realizou o treinamento com o algoritmo backpropagation.

A autora deste trabalho, previamente utilizou RNA para prever o risco de incéndio na
cidade de Belo Horizonte (FERNANDES et al., 2019), utilizando como variaveis de entrada
dados meteorologicos, uso do solo, declividade e orientacdo do relevo. Neste trabalho foi
selecionado apenas os meses de agosto, setembro e outubro, por ser o periodo com maior
incidéncia de focos de incéndio. Verificou-se que a maior parte da area foi classificada com

risco de incéndios alto.

Os trabalhos de Fernandes et al. (2019), de Goldarag, Mohammadzadeh e
Ardakani (2016) e de Alonso-Betanzos et al. (2003) utilizaram como algoritmo de

treinamento o algoritmo Levenberg-Marquardt. Diferente do backpropagation, que
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possui um algoritmo de descida mais ingreme, o treinamento por Levenberg-Marquardt é
uma aproximac¢do ao método de Newton e ¢ usado para acelerar a convergéncia do
algoritmo de aprendizado backpropagation. Este nao foi utilizado por ndo estar

implementado no MPCA-NN.

O que pode ser percebido € que as RNA geralmente possuem boa acuracia quando
aplicada na resolucdo desse problema. Uma das dificuldades encontradas foi o fato da
rede ndo conseguir reconhecer os dois tipos de dados, locais de ocorréncia e nao
ocorréncia de incéndio. A estratégia adotada de selecionar pixels por janelas foi inspirada
em Goldarag, Mohammadzadeh e Ardakani (2016), mas outros autores como Alonso-
Betanzos et al.(2003) selecionaram igualmente o nimero de pontos de ocorréncia e nao
ocorréncia de incéndios, que foi testado esse método também; porém a RNA reconhecia

praticamente todos os pontos como pontos de grande probabilidade de incéndios.

Outro fator observado ¢ que se tinham muitos pontos de ocorréncia de incéndio
proximos e muitos pontos de ndo ocorréncia também proximos, no conjunto de padrdes, a
rede também ndo conseguiu uma boa acuracia na generalizagdo. Por esse motivo os dados do

conjunto foram embaralhados aleatoriamente antes de comegar o treinamento.

Um ponto negativo da RNA ¢ a escolha da melhor arquitetura e parametros de
treinamento, que ¢ baseado na experiéncia e testes, mas isso foi facilmente resolvido com o

algoritmo do MPCA-NN, que auxiliou no processo e diminuiu o trabalho e o tempo de teste.

A avaliacdo do modelo foi outro problema enfrentado. A avaliagdo das RNA
geralmente ¢ feita quando o erro quadratico médio fica bem préximo de zero em todos os
conjuntos (treinamento, teste e validagdo); no entanto, isso ndo aconteceu. Como a saida
desejada da rede ¢ sempre 0 ou 1, e a saida da rede ¢ sempre entre O e 1, o erro se acumula,
resultando em valores mais altos. Assim foram utilizados métodos de avaliagdo da

classificacao correta da saida da RNA com os dados de incéndio classificados.

A opc¢do de se utilizar um algoritmo proprio faz com que o modelador tenha maior
controle sobre seu modelo. Quando se sabe o que estd ocorrendo dentro do modelo ¢ possivel
fazer pequenas modificagdes e benfeitorias que ajudam a melhorar seu desempenho, ndo
depende apenas das modificagdes nas varidveis de entrada. Em Fernandes et al. (2019) foi

utilizado o Neural Network Toolbox disponivel no Matlab, nesse toolbox ¢ apenas necessario
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selecionar os dados de entrada e o nimero de camadas escondidas. Apesar da facilidade em se
usar essa ferramenta, os resultados nao foram satisfatorios. Com o desenvolvimento da RNA
propria foi possivel fazer testes de modificagdes de taxa de aprendizado e taxa de momento,
funcdes de ativagdo e nimero de neurdnios, o que possibilitou o melhor resultado da rede e

entendimento do modelamento da RNA

A escolha das variaveis certas também ¢ outro fator que influencia nos modelos de
incéndio. Em Hernandez-Leal et al. (2006) foram inicialmente utilizadas apenas variaveis
estaticas e este concluiu que havia necessidade de adicionar varidveis meteorologicas em seu
modelo. Pelos trabalhos apresentados aqui, nota-se que quando adicionadas varidveis
meteoroldgicas ha uma tendéncia de melhora do modelo. A FMA, metodologia de risco de
incéndio, que envolve apenas variaveis meteorologicas, apresenta bons resultados que podem
ser vistos em Soares (1998) e Nascimento, Amaral e Pontes (2013), chegando a
correspondéncia de 91% entre os dados de incéndio e o risco alto. O modelo de Alonso-
Betanzos et al.(2003) também utiliza apenas variaveis meteorologicas. Como ¢ conhecido que

outros fatores influenciam os incéndios, outras variaveis foram aplicadas no modelo de RNA.

A RNA apresentada aqui também sofre muita influéncia das varidveis meteorologicas,
que ¢ o que confere as diferengas mensais entre os resultados do modelo. Mas ¢ importante
salientar que a adicdo da variavel “distancia as areas urbanas” foi essencial. As variaveis de
uso do solo e NDVI, que se esperava maior representacdo da vegetagdo, ndo contribuiram
muito. A varidvel “uso do solo” foi a unica categoérica utilizada, pode ser uma explicagdo para
sua baixa influéncia, seria necessario utilizar outros meios de quantificar essa variavel. Satir,
Berberoglu e Donmez (2016) utilizam, por exemplo, porcentagem de cobertura de arvores
como medida. Ou possibilidade ¢ a utilizagdo de parametros que indiquem a presenga ou nao

de vegetacdo.

O fato de distancia 4 areas urbanas ter tido grande influéncia no modelo mostra que
esta variavel foi eficiente em tentar mensurar o fator humano na ocorréncia dos incéndios.
Porém, como esse fator ¢ aleatorio, também prejudica esse tipo de modelo, sendo que

qualquer pessoa pode iniciar um incéndio em qualquer local, e ¢ dificil de ser mensurado.

Outra dificuldade encontrada na constru¢do da metodologia foi a disponibilidade de

dados. Os dados meteoroldogicos disponiveis foram os dados das estagdes do INMET, que sdo
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poucas em relacdo ao tamanho da darea, esse fato pode ter prejudicado o modelo,

superestimando ou subestimando valores para algum local.

A disponibilidade de dados de incéndio foi mais uma dificuldade, ja que nao foi
possivel conseguir dados de ocorréncia efetiva dos incéndios. Estes foram solicitados junto ao
Corpo de Bombeiros e ndo puderam ser disponibilizados por questdes de seguranga. Foi feita
uma tentativa de pedido desses dados junto ao 6rgdo responsavel pelas florestas em Minas
Gerais, o Instituto Estadual de Florestas de Minas Gerais (IEF) e este também nao possuia

esse tipo de dados observados e computados.

Assim, a alternativa foi utilizar dados de focos de incéndio de satélite. Apesar de
apresentarem problemas de omissdo e superestimacdo, sdo dados que se utilizam de
algoritmos de recuperacdo que estdo cada vez mais sendo aprimorados e apresentando bons
resultados, como mostrado no Item 1.4. Na analise feita entre os dados estatisticos de satélite
e do Corpo de Bombeiros nota-se a importancia dos satélites em detectar incéndios em éareas
de acesso dificultado, como por exemplo, unidades de conservacao e dreas rurais, que nao sao

verificados pelos bombeiros.

Uma vantagem da RNA ¢ que ela propria reconhece a relagao entre as variaveis com a
ocorréncia de incéndios, ndo sendo necessario o conhecimento de especialista na selecdo de
pesos. Uma vez treinada, ela pode ser utilizada como um modelo de previsao e ser reaplicada
para a regido, apenas adicionando-se as variaveis para qualquer época desejada. Isso pode
auxiliar brigadas de incéndio que estardo preparadas para atuar nas regides, podendo servir

como modelo de prevencao.

Outra aplicac¢do deste modelo, também apresentado no trabalho de Alonso-Betanzos et
al. (2003) e Bonazountas et al. (2007), é que a partir do risco calculado foi feito um sistema
acoplado a um modelo de propagagdo de fogo e assim foram preparados planos de agdo e
planos emergenciais. Também foram verificadas as areas com maior dificuldade de controle,
classificando as regides que devem ter maior alerta. O modelo de RNA pode ser facilmente
implementado e também atuar como ferramenta de preservacdo ambiental, pois se
conhecendo o local da queima, pode-se analisar o impacto causado por essa e auxiliar na
importancia na preservacdo. Resultados desse tipo de trabalho poderiam ser utilizados em

programas de educacdo ambiental.
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Conclusao

Para a obtencdo de melhores resultados foram feitos trés modelos, um geral, um da
época de seca e um da época de chuva. Todos os modelos apresentaram boa acuricia e
coeréncia com os pontos de ocorréncia de incéndios. Ja na validagdo, o modelo geral ndo

conseguiu reconhecer muito bem as areas de risco de incéndio na época de seca.

Quanto ao modelo da época de seca este obteve boa coeréncia de dados de incéndio,
pois mais de 50% dos pontos se apresentaram em areas de alto risco em quase todos os meses,
mas por outro lado a maior parte da area estava também classificada com valores mais altos
de risco. Esse resultado seria interessante para alertar sobre o risco de incéndios nesse
periodo, mas ndo auxilia muito bem as equipes brigadistas em termos de localizagdo com boa

precisao.

No modelo da época de chuva, apenas as regides proximas as areas urbanas foram
classificadas como de risco muito alto e o restante como de risco baixo, mesmo apresentando
boa coeréncia com os dados de focos de incéndio, ¢ interessante notar que ha focos externos a
essas areas. Um nimero maior de focos de incéndio nessa €poca seria interessante para
melhorar o treinamento da RNA regides, e isso sO seria possivel se aumentasse o periodo de

coleta de dados.

O modelo geral, mesmo nao tendo o melhor resultado, foi treinado com caracteristicas
das duas épocas, podendo ter selecionado apenas fatores que realmente influenciam os
incéndios. Assim, seria interessante na utilizagdo como informac¢do adicional, pois auxiliaria
na sele¢do das 4areas de maior risco de incéndios na época de seca e para alertar sobre

possiveis riscos em outras areas em épocas de chuva.

E importante ressaltar que dentre as variaveis de entrada as que mais influenciaram o
modelo foram: a distancia as dreas urbanas e as varidveis meteoroldgicas. A primeira ndo ¢
alterada nos anos estudados, sendo que em todos os modelos as 4dreas mais proximas
receberam risco muito alto. J& as varidveis meteoroldgicas como se alteram todos os dias,
podem apresentar eventos atipicos, como a influéncia dos sistemas atmosféricos atuantes na
regido. Assim, mesmo que seja conhecido que ndo ha muitos focos de incéndio em marco e
novembro, meses geralmente chuvosos, nota-se que o modelo se baseou em dados de

umidade relativa mais baixas para apresentar o resultado de risco alto na regido. Portanto, o
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modelo reconheceu as caracteristicas meteorologicas que mais influenciam os incéndios e
demonstra isso em seu resultado, importante para que as variaveis de entrada do modelo

estejam coerentes com a realidade.

Quanto as varidveis de entrada, estas sdo produtos da interpolagdo de dados de
estagdes meteorologicas, pois na regido de estudo estas sdo escassas. Dessa maneira, o
produto pode ndo ter conseguido extrapolar os dados meteorologicos para a regido inteira.
Para pesquisas futuras seria necessario o aprimoramento desses modelos ou busca de outras

fontes de dados meteorologicos.

O sensoriamento remoto pode ser uma forma de melhorar os modelos de interpolagao,
pois existem satélites meteoroldogicos que fazem a medicdo indireta de parametros
meteorologicos, por exemplo dados de temperatura que sdo derivados de radiancias. Os
produtos dos satélites sdo utilizados em modelos de previsao meteorologica. Este tipo de dado
¢ interessante, pois possui informagdes de todo o globo, depende da resolucdo espacial; as

estagdes (medidas diretas) possuem informagdes apenas de alguns pontos.

E importante destacar aqui que os dados de sensoriamento remoto foram essenciais na
construcdo deste trabalho, uma vez que os focos de incéndios foram retirados de produtos do
MODIS e do VIIRS. Nao foi possivel a obtengdo de dados de focos de incéndios
espacializados de uma outra fonte mais precisa (a exemplo de enderegos codificados da
Brigada de Incéndio). Apesar disso, estudos demonstram que esses dados t€ém melhorado
bastante e tem grande coeréncia com a realidade, a inica desvantagem ¢ que s6 conseguem
verificar a ocorréncia dos maiores incéndios e que sdo registrados na hora da passagem do
satélite. Assim, alguns dados de focos de incéndio por imagens de satélite ndo foram

contemplados nesse estudo.

E importante ressaltar que este tipo de modelagem de risco de incéndios tem duas
grandes dificuldades intrinsecas. Uma delas ¢ a influéncia humana na ocorréncia de incéndios,
por ser uma ac¢do aleatdria, ¢ dificil de ser prevista, se os incéndios fossem dependentes
apenas de fatores meteoroldgicos os resultados seriam bem melhores. Devem ser buscadas

melhores formas de prever esta acdo humana.

Outra grande dificuldade ¢ que os incéndios se tratam de varidveis ndo continuas,

apresentando uma ndo linearidade essencial. Sendo dificil de encontrar uma aproximacao
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matematica para o problema. Uma forma que poderia ser utilizada para melhorar o modelo
seria a utilizacdo de uma classificacdo hierarquica, utilizando quatro redes neurais uma para

cada classe de risco.

Outra forma de melhorar o modelo seria fazer um estudo prévio da correlagdo das
variaveis do modelo com a ocorréncia de incéndios, aonde poderia ser utilizada, por exemplo,

a medida da entropia de Shannon.

O desenvolvimento do modelo de Redes Neurais Artificiais ¢ trabalhoso devido a seu
processo de treinamento, onde devem ser parametrizados a melhor taxa de aprendizagem, a
taxa de momento, o nimero de neurdnios e a fun¢ao de ativacao. Além disso, necessita de um
conjunto de padrdes que represente bem o problema. Parte desse trabalho foi minimizado

quando se utiliza o software MPCA-NN para defini¢do dos parametros.

Apesar das dificuldades encontradas, apds o entendimento e familiarizacdo com a
RNA, as possibilidades de utilizagdo deste método sdo quase inesgotaveis, em praticamente
todos os dominios do saber. De fato, as redes neurais artificiais tém permitido novas fronteiras
na resolu¢do de varios problemas, neste caso em especial, da andlise do risco de incéndio, a

RNA revelou resultados muito interessantes.

Pelo fato da RNA ser uma metodologia baseada em aprendizagem, ela pode ser
reaplicada para qualquer regido, sendo apenas necessario ter os dados especificos para o
treinamento. Isso se faz necessario, pois poucos sdo os estudos de risco de incéndio voltados
para regides proximas as areas urbanas, em especial considerando ainda a Regido Sudeste do
Brasil, onde devido aos periodos de estiagem no inverno, a incidéncia de incéndios ¢ bem

alta.

Os Mapas de Risco de Incéndio podem ser usados como recurso de atenuagdo de
desastres dessa categoria, ja que predizem cendrios vulneraveis quanto ao risco,
diagnosticando com precisdo locais onde devem-se tomar medidas cabiveis para prever

tragédias, como locais para estabelecer postos de vigia e bases de equipes brigadistas.

Estes mapas podem ser usados como ferramenta de alerta a populagdo, ja que a maior
parte dos incéndios ocorrem em 4reas urbanas. Esses alertas podem ser feitos com a criacdo
de politicas informativas para a populacdo com dados de cuidados e os prejuizos que podem
ocorrer. Além disso, com o conhecimento das 4areas de maior perigo, pode-se fazer o
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monitoramento constante dessas areas e criar estratégias para acesso as mesmas, de modo a

proporcionar a melhoria no atendimento das ocorréncias.

Como trabalho futuro, espera-se colocar esse modelo em um sistema no qual ele seja
alimentado com dados de previsdo meteorologicas vindos do CPTEC, de modo a permitir a
predicao dos riscos com até sete dias de antecedéncia. Isso seria colocado em uma plataforma
de possivel divulgacdo desses dados, que poderiam auxiliar tanto o poder publico com a
criacdo de politicas publicas, bem como as empresas privadas que dependem de recursos

florestais.
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APENDICE A

Analise de Interpoladores

Como dados meteorologicos sdo escassamente distribuidos e pontuais ¢ necessaria a
criacdo superficies continuas com informagdes meteoroldgicas espacialmente distribuidas,
isso € possivel através de métodos de interpolagdo (ALVAREZ et al., 2014). A Interpolagao ¢
definida como a predi¢do dos valores de uma variavel primaria em pontos dentro da mesma

regido de locais amostrados (BURROUGH; MCDONNELL, 1998).

Existem dois grupos principais de interpolagdo: os deterministicos e o0s
geoestatisticos. Os métodos deterministicos criam superficies de dados medidos baseados na
extensdo de similaridade (inverso da distdncia ao quadrado) ou no grau de suavizagdo
(fungdes de base radial), métodos que podem forcar resultados a passar pelos valores dos
dados ou ndo. Ja os métodos geoestatisticos quantificam a correlagdo espacial entre todos os
pontos medidos, levando em conta a configuragdo espacial dos pontos em torno do local de
previsdo, utilizando propriedades estatisticas dos dados medidos para produzir mapas em

Raster (KAMALI, 2015).

Neste estudo foram comparados trés métodos de interpolagdo. O método de
interpolacdo do Thin Plate Spline (TPS) consiste em ajustar uma superficie para os dados
com algum erro associado a cada ponto. Neste método cada estagcdo ¢ omitida da estimagdo e
o erro médio ¢ encontrado. Isso ¢ repetido para um intervalo de valores de pardmetros
suavizados, entdo o valor que minimiza o erro ¢ base para se ter uma suavizacdo Otima

(BOER; DE BEURS; HARTKAMP, 2001).

A Krigagem, método geoestatistico, se utiliza da dependéncia espacial entre amostras
vizinhas para estimacao dos valores, e isso ¢ feito com o ajuste de um semivariograma. No
caso da krigagem ordinaria a varidncia estd relacionada com a distribuicdo espacial das
amostras, ou seja, depende apenas da distincia e ndo dos valores dos atributos. No método do
inverso do quadrado da distancia (IDW), ¢ calculado o inverso do quadrado da distancia

euclidiana entre o ponto conhecido e o estimado (SOUZA et al., 2010).

E isso foi feito utilizando-se o pacote “gstat” e “fields” do R. Foi utilizado o
algoritmo disponibilizado por Hijmans e Ghosh (2019), onde sdo utilizados para teste um

modelo 6timo para o IDW, através de um processo de otimizagdo, a Krigagem Ordinaria
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Exponencial e o modelo do Thin Plate Spline simples. Para validacdo do modelo de
interpolagdo, ¢ feita uma valida¢do cruzada estratificada em duas amostras e tem-se a
constru¢ao de um modelo médio ponderado, onde os pesos sdo feitos de acordo com o Raiz

do Erro Médio Quadratico (RMSE) de cada modelo.

A Tabela 1 apresenta os valores do RMSE para cada variavel de acordo com cada
interpolador. Nao foi possivel fazer a validagdo do TPS com os dados de Radiacdo devido ao
nimero de estagdes. Os melhores modelos sdo os que apresentaram os menores valores de
RMSE. Nota-se que para a maioria dos resultados, a krigagem foi o melhor modelo, apenas a

pressdo apresentou como melhor o IDW e a Umidade Relativa como o TPS.

Tabela 1 - Resultados do RMSE para modelos de interpolacio

IDW Krigagem TPS
Temperatura 1,64 1,62 1,74
Vento 4,32 3,91 5,78
Radiacao 144,23 111,19 -
Pressao 19,97 21,46 46,86
Precipitacio 41,59 36,72 41,48
Umidade
Relativa 6,09 6,18 5,67

Das Figuras A.1 a A.6 sdo apresentados os resultados das interpolagdes € o modelo
médio. O modelo médio no caso da radiacdo (Figura A.3) ndo foi possivel de ser construido

por causa da falta de validagdo do modelo TPS.
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APENDICE B

Relacao entre populacio Rural e Urbana na RMBH

Porcentagem de

Populacio
Municipio Populag¢ido Total Urbana Rural
Baldim (MG) 7913 64% 36%
Belo Horizonte (MG) 2375151 100%
Betim (MG) 378089 99% 1%
Brumadinho (MQG) 33973 84% 16%
Caetée (MQG) 40750 87% 13%
Capim Branco (MQG) 8881 91% 9%
Confins (MG) 5936 100%
Contagem (MQG) 603442 100% 0%
Esmeraldas (MG) 60271 93% 7%
Florestal (MG) 6600 83% 17%
Ibirité¢ (MG) 158954 100% 0%
Igarapé (MG) 34851 94% 6%
[taguara (MG) 12372 T7% 23%
Itatiaiugu (MG) 9928 63% 37%
Jaboticatubas (MG) 17134 63% 37%
Nova Unido (MQG) 5555 52% 48%
Juatuba (MG) 22202 98% 2%
Lagoa Santa (MG) 52520 93% 7%
Mario Campos (MQG) 13192 94% 6%
Mateus Leme (MG) 27856 89% 11%
Matozinhos (MQG) 33955 91% 9%
Nova Lima (MG) 80998 98% 2%
Pedro Leopoldo (MG) 58740 85% 15%
Raposos (MG) 15342 95% 5%
Ribeirdo das Neves
MG) 296317 99% 1%
Rio Acima (MQG) 9090 87% 13%
Rio Manso (MG) 5276 53% 47%
Sabara (MG) 126269 97% 3%
Santa Luzia (MQG) 202942 100% 0%
Sao Joaquim de Bicas
MG) 25537 73% 27%
Sdo José da Lapa
MG) 19799 58% 42%
Sarzedo (MG) 25814 99% 1%
Taquaragu de Minas
MG) 3794 46% 54%
Vespasiano (MG) 104527 100% -
Total 4883970 98% 2%

Fonte: IBGE (2010)
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APENDICE C

Analise detalhada de 10 estagdes de precipitacio na RMBH

Verificando a Figura C.1 ¢ possivel notar que em Baldim e Jaboticatubas, cidades
mais ao Norte da RMBH, a precipitacdo média ¢ mais baixa, aproximadamente 1150 mm.
Ressalta-se o ano de 1991 em Jaboticatubas que teve uma precipitagdo menor que 500 mm.
Em Taquaracu de Minas e Vespasiano, a precipitacio média registrada foi de 1250 mm
aproximadamente. Os municipios de Caeté e Sabara, situadas a Nordeste da RMBH
apresentaram maior precipitagdo média, aproximadamente 1450 mm. O municipio de
Brumadinho, a sudeste da regido, também apresentou precipitacdes médias menores, 1250
mm, sendo que em 2011 apresentou um evento ainda menor, precipitagdo com 886 mm. Por
outro lado, Betim, Florestal e Mateus Leme, municipios a sudoeste da RMBH, apresentaram
precipitacdes médias proximas de 1400 mm. Em particular, no municipio de Mateus Leme
ocorreu precipitacdo mais baixa, 918 mm. Com essa andlise ¢ possivel perceber que a

precipitacdo varia na regido, podendo ter eventos isolados em cada lugar.

Nota-se que ndo hd muita diferenca entre os meses apresentados na regido, todos
seguem o mesmo padrdo (Figura B.1). Quanto a precipitacdo maxima (Figura B.2), nota-se
que as maximas registradas estdo nos municipios de Caeté e Sabard em 2003, sendo Caeté o
municipio que apresentou o maior nimero de altas precipitacdes maximas durante os anos.
Deve-se destacar também, o municipio de Florestal, que apresentou uma alta precipitagdo

maxima em 1991.
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APENDICE D

Analise dados meteorolégicos da regiio de estudo

Os dados meteorolégicos utilizados para compor a metodologia foram analisados. E

possivel perceber que os dados de pressdo atmosférica seguem os padrdes normais, onde a

pressdo aumenta nos meses de inverno e diminui nos meses de verdo, como apresentado na
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Figura D.1 - Pressdo Atmosférica na RMBH
Fonte: (INMET, 2017)

Quanto a radiacdo (apontado na Figura D.2) apresenta os menores valores entre junho

e julho, mesmo em novembro também os valores de radiagdo sdo menores, principalmente

em 2017.
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Figura D.2 - Radia¢cio na RMBH

Fonte: (INMET, 2017)

Nota-se na Figura D.3, que a temperatura média durante os anos 2014 a 1017, ficou
entre 24/25°C nos meses de verdo e entre 18/19°C nos meses de inverno. Com destaque para
2017 que apresentou 16°C em julho de 2017, e temperatura minima de 13°C. As temperaturas
minimas ficaram em 15°C no inverno e 20°C no verdo. E as temperaturas maximas entre

28/29°C no verdo e 22°C no inverno.

A umidade relativa do ar média apresenta valores mais altos de novembro a margo,
proximos a 70/75%, como pode ser observado na Figura D.4. Enquanto nos meses de agosto
a outubro apresentam valores mais baixos, proximos a 50%. Nota-se que ndo ha muita
variagio na distribuicdo da umidade entre os anos estudados. E importante notar que a
umidade relativa minima chega a valores proximos a 40% no inverno, condi¢des de umidade

alarmantes.
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Figura D.3 - Temperatura na RMBH

Fonte: (INMET, 2017)
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Fonte: INMET, 2017)
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A velocidade média do vento varia pouco durante os anos, ficando proxima a 5 km/h

e a velocidade do vento méximas proximas de 10 km/h. Verificando um pequeno aumento

nas rajadas no periodo do inverno, apontado na Figura D.5
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Figura D.5 — Velocidade do Vento na RMBH

Fonte: (INMET, 2017)

Nota-se que em 2014, a quantidade de precipitagdo mensal foi menor que 100 mm em

quase todos os meses, apenas em novembro teve um evento de maior de precipitagdo, com

200 mm de chuva. Em 2015 o periodo de chuva e seca também foi bem acentuado, com

precipitagdes quase nulas nos meses de junho a agosto. O ano de 2016 apresentou

precipitacdes altas em janeiro, novembro e dezembro, com baixas a partir de fevereiro. E

2017 apresentou precipitacdes bem altas a partir de novembro, como mostrado na Figura D.6.
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Fonte: (ANA, 2018)
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APENDICE E

Artigo:
MODELAGEM DE RISCO DE INCENDIOS FLORESTAIS: UMA VISAO GERAL
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Resumo — A avaliacdo do risco de incéndios é importante para
estabelecer dreas prioritdrias de risco e assim ter um melhor
planejamento para prevengdo e combate dos mesmos. Assim este
artigo tem o objetivo de comparar diferentes abordagens para
modelar o risco de incéndios. Foram discutidas cinco
abordagens, a saber: Andlise Multicritério, Logica Fuzzy,
Regressdo logistica, Redes Neurais e Formula de Monte Alegre.
O método que aplica as Redes Neurais tem melhor desempenho
em relagdo as outras, mas sua execucdo depende de
conhecimentos computacionais e tempo para testar a melhor
estrutura da rede. Entdo a escolha da melhor metodologia
depende do objetivo do estudo e do tempo que se tempo disponivel
para a modelagem.

Palavras-chave: modelagem de risco de incéndios, revisao,
métodos.

Abstract -The fire risk assessment is important to establish the
priority risk zones to have a better planning of prevention and
firefighting activities. So this paper has the aim to compare
different approaches to modeling the fire risk. It was discussed
four approaches the Multicriteria Analysis, Fuzzy Logic, Logistic
Regression, Neural Networks and Monte Alegre Formula. The
neural networks have a better performance, but your execution is
more complex because depends in computational knowledge, and
time to test the better structure for the network. So the choose of
the methodology to be use depends of the aim of the work and the
time to spend in the modeling.

Keywords: fire risk modeling, review, methods.

I. INTRODUCAO

Incéndios florestais sdo um dos maiores fatores de
alteracdo do meio ambiente, tendo impactos globais,
afetando areas florestais com importante papel na emissao
de gases de efeito estufa. O fogo tem sido usado
historicamente para gestdo do uso da terra e em muitos
ecossistemas bem adaptados a ciclos de queimadas, mas
mudangas recentes no clima e em fatores sociais
transformam regimes tradicionais do fogo, aumentando seus
efeitos negativos na vegetacdo, solo e valores humanos.
Além dos efeitos globais, ha efeitos locais, associados com a
frequéncia e intensidade dos incéndios, o que implica em
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degradagdo do solo, perda de vidas, de biodiversidade ¢ de
infraestruturas (CHUVIECO et al, 2010).

A avaliacdo do risco de queimadas ¢ a parte critica da
prevencdo de incéndios, jA que as agdes preventivas
demandam recursos ¢ ferramentas objetivas para monitorar
quando e onde este pode ocorrer ou aonde terd mais efeitos
negativos (CHUVIECO et al, 2010). Estabelecidas as
regides com maiores riscos ¢ possivel se ter um melhor
planejamento em atividades de prevencdo de incéndios
florestais, como definicdo de estagdo de queimadas,
permissdo de queimadas controladas em periodos e lugares
menos perigosos, previsao do comportamento do fogo para
adotar técnicas mais efetivas de combate e informar a
populagdo quanto aos riscos. Em casos extremos, limitar o
acesso em areas de risco e proibir o uso de fogo proximo a
florestas ou outras formas de vegetagdo (NUNES, 20006),
além de verificar os lugares com prioridade no atendimento
podem ser consideradas medidas preventivas efetivas.

Para o calculo do risco de queimadas existem dois tipos
de variaveis que podem ser consideradas: aquelas derivadas
de fatores que ndo mudam em um curto periodo de tempo,
chamadas de estaticas, e aquelas que mudam em periodos de
tempo mais curtos, chamadas de dindmicas. Os primeiros
englobam declividade, tipos de vegetacdo, tipos de solo,
proximidade com estradas e assentamentos. Ja as variaveis
dindmicas podem-se citar variaveis meteorologicas, como
temperatura, direcdo e intensidade do vento, umidade do ar,
entre outras (AYANZ et al., 2003).

Na modelagem de risco de incéndios florestais existem
muitas abordagens, como métodos estatisticos como a
regressdo logistica; métodos quantitativos e qualitativos
como a analise multicritério, métodos de inteligéncia
artificial como redes neurais e logica fuzzy, além de
formulas que relacionam os parametros meteorolégicos com
o risco de incéndio, como a féormula de Monte Alegre. Nesse
sentido este artigo traz uma revisdo e comparagdo destes
métodos.
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II. METODOLOGIAS ESTUDADAS

2.1. Andlise Multicritério

Meétodo desenvolvido por SAATY, 1977, chamado
Analytic Hierarquy Process (AHP), aonde ¢ estruturada uma
hierarquia de decisdo classificando os elementos de um
nivel mais alto para um mais baixo, depois ¢ feita uma
matriz de comparagao para definir os pesos de cada variavel.
A matriz de comparagdo registra a importancia percebida
relativa de cada critério com cada outro critério e permite
que os tomadores de decisdo obtenham um conjunto de
relacdo em escala de pesos para os critérios individuais. Por
fim, uma relacdo de consisténcia (RC) ¢ calculada para
determinar se a avalia¢do foi bem-sucedida ou nio.

No caso do calculo do risco de incéndios sdo
selecionadas variaveis que influenciam a igni¢ao do fogo,
por meio de mapas tematicos, como utilizado por Jaiswal et
al 2002 ou dados de sensoriamento remoto, como utilizado
por Chuvieco, 1989.

Na tabela 1 sdo mostradas algumas variaveis apontadas
por esses autores analisados. Dessa maneira, ¢ possivel notar
que cada autor coloca o peso na variavel de acordo com seu
conhecimento e sua area de estudo, assim como a defini¢ao
de quais variaveis utilizar e as classes de risco de cada um
(tabela 2). Para validagdo do modelo de Jaiswal et al (2002),
esses autores atestaram que as areas de maior risco de
incéndio resultantes coincidiram com &reas proximas a
assentamentos e rodovias, considerando o modelo vélido, a
partir de conhecimentos prévios que nessas regides ocorrem
mais queimadas. Ja Chuvieco et al (1989) realizou a
comparag¢do com imagens de satélite, onde foi realizada a
analise de coeréncia entre as areas de pixels de queimadas,
com as areas de risco, sendo que o resultado ndo foi muito
satisfatorio. Isso foi constatado pois ndo houve coeréncia
dos dados reais em para o que foi obtido na pesquisa, onde:
22,72 % das areas foram classificadas como de alto risco,
15,28% como de médio risco e 3,74% como de baixo risco.
Com isso aqueles autores concluiram que o importante do
método ¢ conhecer as areas com maior risco, e que
necessitando de estudos mais aprofundados para aprimorar a
metodologia.

2.2. Légica Fuzzy

A logica fuzzy, introduzida por Zadeh (1965), é um
problema de imprecisdo associado com conjuntos aonde ndo
ha uma transi¢do definida de uma classe a outra, ou seja
eliminando os limites entre elas. O grau de uma associagdo
de um objeto varia de 0 a 1. Onde o valor 1 representa uma
associagdo completa e quanto mais proximo de 0 mais fraca
¢ esta associacdo. As classes continuas dos conjuntos fuzzy
sdo construidas a partir de conceitos definidos a priori
usando a experiéncia, ciéncia ou conhecimento heuristico. E
usado o conhecimento linguistico de um fenémeno
complexo transformando-o em dados numéricos para
processamento. Esta técnica tem ampla aplicacdo em varias
outras linhas de pesquisa, tais como exposto em Steiner et al
(2013), os quais aplicaram em tomadas de decisdes de
investimento em agdes e em Saragioto & Pereira (2012) que
utilizaram para controlar a velocidade de uma linha de
montagem.
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Tabela 1 — Comparagdo entre andlises de multicritério feita por
diferentes autores

Jaiswal et al Chuvieco et al 1989 Ribeiro et al

2002 2007
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15
5-8 B 2 35 M 3 16 M 2
25
912 B 2 5-10 M 4 26 A 3
s 35
3 1316 M 1 10-15 A 5 3- M 4
< 45 A
T 1720 M 1 1535 M 6 >=46 E 5
= A
& 2136 M 1 >35 M 1
A
27440 M 1
4144 A 0
>44 A 0
<50 A 0 <100 M 8 <50 A 1
2 A
’g >50 B 1 100-200 A 7 >0 N 0
g 200300 M 5
<
g 300-400 B 3
2
E
»
[=]
S
=W
SE A 0 SE/ B 1
S/
SW
2 SW M 1 E M 2
15
2 N B 2 NW A3
<
NW M 4
W A
N E 5
0-3 B 1 até600 E 5
36 B 1 600-900 M 4
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S 39%- A 0 9001200m A 3
S 400
5 401- A 0 1200-1500 M 2
B 404
405 - A 0 acimade B 1
407 1500
— 0 M 8
E A
8] <1000 A 7
g
Z 10002000 M 5
= 20003000 B 2

*Legenda: E=Extremo, MA=Muito Alto, A=Alto, M=Moderado,
B=Baixo, N=Nulo

Na construgdo de um conjunto fuzzy deve-se definir
uma fungdo de pertinéncia, que pode ter varias formas,
sendo as mais comuns: triangular, trapezoidal e em forma de
sino (fungdo normal). Além disso ¢é estabelecido um
conjunto de regras de acordo com o conhecimento do
especialista, na forma de preposicdes do tipo “se E1 e/ou E2
entdo S17, por exemplo “Se umidade ¢ baixa e precipitagdo
¢ baixa entdo o risco ¢ alto”.
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Tabela 1 — Atribuigdo da classe de risco de incéndio de acordo com
Vvarios autores.

Jaiswal et al 2002 Chuvieco et al 1989 Ribeiro et al 2007

162-98 MA 0-30 MA 21-22 E
90 A 31-60 A 17-20 MA
75 M 61-160 M 13-16 A

66-54 B 161-190 B 9-12 M

191-230 MB 4-8 B
231-255 N

*Legenda: E=Extremo, MA=Muito Alto, A=Alto, M=Moderado,
B=Baixo, N=Nulo

Este método ¢ aplicado por Ferreira et al (2001) e
Oliveira & Nero (2013) com variaveis estaticas como
declividade, distancia a estradas, vegetagdo entre outros.
Oliveira & Nero (2013) obtiveram um resultado satisfatorio,
comparando seu modelo com dados de ocorréncia de
incéndio fornecidos pela Brigada de Incéndios do Municipio
de Jodo Pessoa-PB (capital do Estado da Paraiba, Brasil),
conseguindo explicar seu modelo em 85% em um dos
periodos considerando as sazonalidades (estagdes de seca e
de chuvas). Ja Ferreira ndo validou seu modelo com dados
de incéndio, mas indicou que os lugares que resultaram um
risco mais alto estdo de acordo com o esperado.

Silva & Pontes (2011) também fizeram uma
abordagem fuzzy utilizando variaveis dindmicas, como
umidade relativa e precipitacdo. Comparando indices de
focos de calor registrados pelo INPE para validagdo de seu
modelo, tendo respostas positivas. Dessa maneira,
conseguiram atribuir altos valores de Fator de Risco
exatamente no periodo em que ocorrem os focos de incéndio
e até mesmo quando existe um numero pequeno de focos
isolados, o modelo atingiu a previsdo desse comportamento
com valores ndo nulos.

2.3. Regressdo Logistica

A regressdo logistica ¢ a mais popular modelagem
matematica que relaciona as variaveis independentes com a
varidvel dependente dicotdmica. Assim, a variavel
dependente seria o risco de fogo, que pode ser 0 (ndo fogo)
ou 1(fogo), sendo representado pela adaptagdo da equagdo
de Bernoulli apresentada na equagdo 1 (GOLDARAG,
2016).

eE(CH-BiXi)
PY=1)= 17 o2 (@B X 1)

Onde Y ¢ a varidvel dependente, Xi sdo as variaveis

independentes e O € Bi numeros reais. A partir de dados
histéricos conhecidos de ocorréncia de incéndio é possivel
conhecer as relagdes entre as variaveis a partir do calculo
dos coeficientes, que sdo assim substituidos na equagéo 1.

E uma técnica muito utilizada pelos autores para
predicdo e analise de ocorréncia de incéndio, alguns mais
recentes sdo Del Hoyo, Isabel & Vega (2011); GUO et al
(2016); Hernandez-Leal et al (2006); Chuvieco et al (2010)
e Goldarag (2016).

Del Hoyo, Isabel & Vega (2011) utilizaram dados
socioecondmicos, tais como uso da terra, rodovias, areas
protegidas e recreacionais, como varidveis independentes,
aplicando as variaveis dependentes de duas formas. No
primeiro foram utilizados os pontos de igni¢do e no segundo
modelo a densidade dos pontos. Finalmente, os autores
realizaram a validagdo com dados independentes dos
utilizados na constru¢do do modelo, aplicando o método de
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validacdo por meio da area sob a curva (AUC), obtendo-se o
valor de 0,709 para o primeiro modelo e para o segundo
0,672. J& GUO et al (2016) utilizaram em seu modelo
variaveis como topografia, vegetacdo, infraestrutura, dados
socioecondmicos ¢ meteorolégicos e como variavel
dependente dados de focos de calor obtidos de dados de
satélite. Neste Ultimo caso o valor de AUC foi de 0,843,
indicando que o modelo teve um bom resultado.

Hernandez-Leal et al (2006) utilizou variaveis
dinamicas, como declividade, altitude, insolacéo,
proximidade a rodovias e vegetacdo em seu modelo, sendo
utilizada a area queimada, contabilizada a partir de imagens
NDVI, como dados historicos para o calculo dos
coeficientes. Em seus resultados percebeu-se que ha uma
sinergia entre os valores de risco de fogo ¢ o NDVI, que
indica indiretamente o estresse hidrico nas plantas. Os dados
ndo foram validados com dados historicos, mas como foram
utilizadas apenas variaveis estaticas, os autores concluiram
da necessidade de se utilizar variaveis meteorologicas para o
aprimoramento do modelo proposto, sugerindo a adogao da
metodologia para o conhecimento prévio dos lugares de
maior risco de fogo.

Goldarag (2016) por sua vez aplicou a regressiao

logistica  utilizando-se ~ de  varidveis  estaticas e
meteoroldgicas, como, temperatura do ar, umidade,
precipitagdo, vento e duragdo do sol. Assim, foram
utilizados dados histéricos de ocorréncia de incéndio

obtidos do sensor MODIS. Os resultados apresentaram uma
acuracia de apenas 50,84%, com um R? de 0,533, ou seja, o
modelo ndo estava muito bem explicado. Para melhorar o
resultado o autor diminui os valores de pixels
representativos da ndo ocorréncia de focos de incéndio,
utilizando amostras onde os nimeros de focos de incéndio
eram maiores. Com isso o autor melhorou muito o modelo,
obtendo a acuracia de 80% para alguns anos. No entanto,
essa estratégia, do ponto de vista pratico, fez com que o
modelo ndo fosse efetivamente coerente em toda a area de
estudo.

2.4. Redes Neurais

Uma rede neural ¢ constituida de unidades de
processamento simples que trabalham em paralelo,
armazenando conhecimento experimental e tornando-o
disponivel para uso. Se assemelhando ao cérebro em dois
aspectos: o conhecimento adquirido pela rede pelo processo
de aprendizagem e as for¢as de conex@o entre os neurdnios,
conhecidas como pesos sinapticos, que armazenam o
conhecimento adquirido (HAYKIN, 1998). Ela se difere de
sistemas de especialistas, os quais oferecem ao usudrio uma
resposta definitiva, caso as caracteristicas avaliadas
corresponderem aquelas codificadas nas bases das regras.
Na rede neural é realizada uma analise das informagdes e ¢é
fornecida uma estimativa de probabilidade de que o dado ¢
compativel com as caracteristicas que foi treinado a
reconhecer, podendo a chegar a uma acuracia de 100%,
dependente da  experiéncia  adquirida pela rede
(CANNADY, 1998 apud ALMEIDA &VIERA, 2015).

Para utilizacdo de uma rede é necessario definir sua
arquitetura, ou seja, como estd estruturado o numero de
entradas, camadas e nds ocultos ¢ o nimero de saida dos
nés. Na figura 1 tem-se um exemplo de uma rede
Perceptron multicamadas, com duas camadas escondidas,
sendo que cada entrada (x) ¢ multiplicada por um peso (w) ¢
a soma das entradas com os pesos e o bias (b) resulta em
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uma fungdo de transferéncia (f(x)), que se transforma em
entrada para a camada seguinte. O indice S representa o
numero de neur6nios. Portanto, cada camada manda sinais
para a proxima camada, como se fossem sinapses. A
quantidade de neurdnios e camadas pode ser modificada
para melhorar o desempenho do modelo, sendo que para se
saber a melhor arquitetura ¢ necessdrio se fazer
experimentos, ndo havendo uma férmula pronta de como se
fazer.

Para aprendizagem da rede ¢ utilizado um processo
interativo de ajustes aplicados a seus pesos sinapticos e bias,
tornando a rede mais instruida apos cada interagdo. Para
isso, € utilizado um algoritmo de aprendizagem. Neste
processo sdo selecionados dados historicos como saida e as
variaveis escolhidas como entrada. Apds o treinamento a
rede funciona como modelo de previsdo, onde sdo inseridas
as variaveis e a saida ¢ calculada automaticamente.

Este método tem sido aplicado na resolugdo de
problemas diversos. Um exemplo é o aplicado por Almeida
& Viera (2015) onde ha a simulagdo de sistemas de corte de
folhas para criagdo de um ambiente onde ¢ possivel
conhecer o rendimento de producdo a partir dos dados de
defeitos presentes na folha e a producdo requerida.
Enquanto Cavalcante et al (2015) construiram uma rede para
predicdo de ajustes para o consumo de produtos quimicos
utilizados no tratamento de agua.

Figura 1- Rede Neural Perceptron
Multicamadas.

CETY
fi \ Output
/

,‘/-._',-__

1*hidden layer 274 hidden layer Output layer

Fonte: Goldarag, 2016.

Goldarag (2016) também utilizou a abordagem de rede
neural utilizando as mesmas variaveis para regressdo
logistica. Esse autor fez um experimento variando a sua
quantidade de neurdnios desde 5 até 65, conseguindo uma
acuracia maxima de 95%, a qual foi atingida com 20
neurénios, sendo que o autor teve um trabalho
computacional desnecessario fazendo estes testes com até
65 neurdnios. Outro processo de teste que o autor fez foi o
uso de 11 algoritmos de treinamento, sendo que o que
obteve o melhor desempenho foi o Levenberg-Marquardt,
com acurdcia de 91%. Comparando os dados de pontos em
que houve incéndio com os dados em que teve alto risco de
incéndios, todos os pontos foram comtemplados.

Alonso-Betanzos et al (2003) também utilizou redes
neurais para previsdo de riscos de ocorréncia de incéndio,
mas ele utilizou apenas dados meteoroldgicos, empregando
também o  algoritmo  Levenberg-Marquardt para
treinamento. Este ultimo autor realizou varios testes com as
melhores estruturas, obtendo o melhor resultado com 9
neurdnios e atingindo uma acuracia de 80%, na validagdo
com dados historicos de ocorréncia de incéndio.
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2.5. Formula de Monte Alegre

Desenvolvida por Soares (1972) a partir de dados
meteorologicos e de ocorréncia de incéndios da Fazenda
Monte Alegre, no municipio de Telémaco Borba, PR,
durante 7 anos (1965 a 1971). Esta foi amplamente utilizada
por empresas ¢ instituigdes florestais para estimar o grau de
risco de incéndios. Consiste numa foérmula simples que
requer apenas duas variaveis meteorologicas: umidade
relativa do ar e precipitagio. E um indice acumulativo que
requer valores diarios de umidade relativa do ar e
quantidade de precipitagdo. Sua formula Dbasica ¢
apresentada na equagao 2.

FMA =33, == @)

Onde H ¢ a umidade relativa do ar medida as 13:00 h e
n € o nimero de dias sem chuva. Apresenta algumas
restri¢Oes referentes a precipitagdo diaria, como mostrado na
tabela 3. O perigo de incéndio do dia ¢ indicado através de
uma escala de cinco niveis: Nulo (FMA < 1,0); Pequeno
(1,1 <FMA 3,0); Médio (3,1 <FMAK 8,0); Alto (8,1< FMA
<20,0) e Muito Alto (FMA>20,0).

Tabela 3 — Modificago no célculo conforme a precipitacao
ocorrida no dia

Chuva do dia (mm) Modificaciio no calculo

<24 Nenhuma
2,5a49 Abater 30% na FMA
acumulada e somar (100/H) do
dia
5,0a9,9 Abater 60% na FMA
acumulada e somar (100/H) do
dia
10,02 12,9 Abater 80% na FMA
acumulada e somar (100/H) do
dia
>129 Interromper o célculo e

recomecar no dia seguinte

Fonte: Nascimento, Amaral & Pontes, 2013

Soares, 1998, avaliou o desempenho do indice e
comparou com outros indices existentes no mundo,
aplicando-o em trés regides: no Distrito Florestal de Monte
Alegre (o local aonde foi desenvolvido), norte do estado de
Santa Catarina e no Distrito de Suwannee (no estado da
Florida, U.S.A). Neste estudo ele verificou no primeiro caso
que pelo menos 50% dos incéndios ocorreram quando o
grau de risco estava alto, ja no segundo 87% dos incéndios
ocorreram quando estava alto e no terceiro teve uma
correspondéncia de apenas 24,3% para risco muito alto e
52,6% para alto risco.

Nascimento, Amaral & Pontes (2013) avaliaram o
desempenho da FMA em cinco municipios do estado do
Par4: Paragominas, Concei¢do do Araguaia, Itaituba,
Parauapebas e Maraba, entre os anos de 2010 e 2011.
Verificando o desempenho do indice em cada cidade os
autores repararam que existe uma tendéncia dos focos de
incéndio de se concentrarem nas classes de perigo alto e
muito alto, tendo 91% de correspondéncia entre os dados de
incéndio na frequéncia média, porém houve casos onde
ocorreram incéndios quando o indice estava nulo.

82

ISSN 1809-3957



I11. DISCUSSOES

Comparando as abordagens apresentadas nota-se que a
abordagem multicritério, ¢ a que possui um desempenho
pior em relacdo as outras, ja que necessita muito dos
conhecimentos do pesquisador na atribui¢do de pesos, por
sua vez ¢ a mais simples e rapida, caso a necessidade seja de
apenas se ter uma ideia das areas com maior risco, sendo o
desenvolvimento bem mais rapido. Por outro lado, a
abordagem Fuzzy ¢ um melhoramento da multicritério ja
que ela ndo define limite entre as classes, mas também
depende do operador para definir as fungdes a serem
utilizadas e o intervalo dos pesos, além de possuir melhor
acuracia com relagdo as outras.

A Formula de Monte Alegre ¢ um indice simples e facil
de ser aplicado, caso se tenha disponivel dados de estagdes
meteoroldgicas. No entanto, por ser muito genérica se
comporta de forma diferente em diferentes regides, além de
que ocorrem casos de incéndio quando o grau de perigo é
nulo. Esse fato pode ser explicado devida a ndo
consideracdo de outros fatores de ocorréncia de incéndio,
tais como do uso do solo e de fatores socioecondmicos.

Os métodos de regressdo logistica e de redes neurais
definem os pesos das classes independentemente do
pesquisador, comparando os dados ja existentes de dados de
incéndio para produzir os modelos. O método de regressao
logistica faz uso de andlises estatisticas e 0 método de redes
neurais que utiliza algoritmos computacionais que imitam o
cérebro humano. Segundo os trabalhos pesquisados a
regressdo logistica ndo apresentou uma acuracia muito boa,
principalmente no trabalho de Goldarag (2006), onde se faz
a comparagdo entre os dois métodos. O método de Redes
Neurais foi o que apresentou melhor desempenho dentre
todas as técnicas, mas ¢ uma técnica mais complicada que
necessita de conhecimentos computacionais, sendo que para
apresentar o melhor resultado deve-se testar as melhores
arquiteturas, o que torna o processo trabalhoso.

Um outro fator observado na modelagem do risco de
incéndio foi o uso de variaveis estaticas e dinamicas, sendo
que os modelos com melhor acurdcia foram os que
utilizaram varidveis meteorologicas. Isso se explica pelo
fato de que a ocorréncia de incéndios ¢ muito influenciada
por esses tipos de variaveis. Adicionalmente, nas pesquisas
onde essas variaveis ndo foram utilizadas recomendou-se o
emprego das mesmas em trabalhos futuros. Por meio do
método de Rede Neural apos o treinado poder ser usado na
producdo de cenarios e predi¢do, ele pode ser alimentado
diariamente com dados meteoroldgicos para conhecer os
riscos diarios.

IV. CONCLUSAO

A escolha do método depende do objetivo do trabalho,
e do tempo disponivel para se fazer essa modelagem. Além
disso, deve-se considerar o0s conhecimentos dos
profissionais que vado fazer essa modelagem. Apods a
elaboracdo dos mapas de risco pode-se aplicar estes nas
politicas publicas de prevencdo e combate de incéndios.

Vale ressaltar finalmente que faltam em muitos casos
ou metodologias aplicadas a devida validagdo para a
consagracdo do método proposto.
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Abstract. Forest fires cause many changes in environment and in climate,
becoming a huge concern related with environment, as your prevention and
control. The fire risk calculation supports the planning of activities to prevent
forest fire, as it determines the probability of fire occurrence in certain place.
This article has the aim of mapping fire risk areas of Belo Horizonte, one of the
most populous cities from Brazil, located in the Minas Gerais State, in the
Southeast Region of Brazil. The proposed modeling is to create an artificial
neural network with supervised training. A neural network to do the prediction
of most propitious fire areas is expected, where it can be introduced the input
variables at any period that desire to be determined. This estimate will provide
the outline of priority areas for prevention activities and allocation of brigade
teams, seeking to minimize possible damages caused by fires.

Keywords: Fire risk - Artificial Neural Networks * Inverse problems

1 Introduction

Forest Fires are one of the major concerns related with the environmental, since they
devastated great portions of forests, fields and agricultural regions. Among your main
impacts are: the fauna and flora destruction, erosion, soil degradation, trees weakness,
habitats destruction, human health damages and landscape beauty reduction [1]. In
addition of causing the increase of gases in the atmosphere, such as: CO2 (dioxide of
carbon), CH4 (methane gas) and NOx (nitrous gases), that are responsible for
increasing the greenhouse effect and causing respiratory problems [2].

The fire risk calculation consists in verify the probability of fire occurring in
determined place, that is, the chance of ignition [3]. So it is possible to do a critical
evaluation of fire occurrence, and do the correct monitoring and prevention of burned
areas, using objective tools [4].

The importance of determining areas with higher risk of fires is related with
activities planning for your prevention. So, it is possible to know the seasons that most
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occur the forest fires, allowing controlled burns, combat and prevention of it, notify the
population about the risks and do environmental education programs and, in extreme
cases, limited the access in this areas [5].

The variables used in the fire risk calculation can be of two types: some derived
from factors that do not change in a short period of time, called statics, and those who
vary in shorter time period, called dynamics. The first ones include the slope, types of
vegetation, types of soil, road and settlement proximity. As the dynamic variables, can
be cited the meteorological ones, such as, temperature, wind intensity and direction,
humidity, among others [6].

There is a lot of approaches used in the fire risk modelling, statistics methods such
as logistic regression, quantitative and qualitative methods, based on expert knowledge,
such as multicriteria analysis. Besides artificial intelligence methodologies, for example
Artificial Neural Networks (ANN) and Fuzzy Logic, that has been used for this and
retuning accurate results [7—12].

The Southeast Region of Brazil presents a lot of fire spots in the winter, when the
weather is more dry, which coincide with the registration of the air particle material
concentrations increase, as observed in the air monitoring stations of the State Foun-
dation of Environmental (in portuguese: Fundacdo Estadual do Meio Ambiente -
FEAM) of Minas Gerais State.
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Fig. 1. Study area location in Brazil
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Then, the aim of this article is to mapping fire risk areas of Belo Horizonte, city
located in the Minas Gerais State, in the Southeast Region of Brazil. The proposed
modeling is to create an artificial neural network with supervised training. A neural
network to do the prediction of most propitious fire areas is expected, where it can be
introduced the input variables at any period that desire to be determined. This estimate
will provide the outline of priority areas for prevention activities and allocation of
brigade teams, seeking to minimize possible damages caused by fires.

2 Study Area

With 330.9 km® of area, the Belo Horizonte city (Fig. 1) has a population of 2.4
million in the 2010 census and a density of 7167 hab/km2. Has a GDP per capita of
approximately 35000 brazilian real, and a HDI of 0.81 [13]. It is inserted in the third
biggest metropolitan region of Brazil, named [14] as a “Ecological Tension Area”. It is
a transition area between two important Brazilian biomes: the “Cerrado” and the “Mata
Atlantica”, both of them considerate biodiversity “hotspots” that demanding concrete
measures of protecting. It is a very afforest city, 82.7% of urban households in public
roads have afforestation. The original vegetation is basically Brazilian savanna and sub-
tropical forest, presents in the municipal parks around the city.

The weather in the region is defined by subtropical semi-humid [15] with a defined
dry season with duration of 4 to 5 months, between April and September. Approxi-
mately 80% of annual precipitation occurs in the rainy season. [16]. The region pre-
sents seasons of low humidity, especially in the winter, due the presence of the
anticyclones that brings dry air mass and decrease the temperature and humidity. In a
study [17] have observed that the relative air humidity is decreasing in the city. This
low humidity became the region propitious to forest fires.

3 Materials and Methods

3.1 Input Variables

Slope. It affects the wind behavior and direction, the fires propagates faster in areas
with higher slope, affecting the rate and direction of the fire [18]. The slope was
calculated from the function terrain, from raster R package, were the input elevation
data used was from SRTM (Shuttle Radar Topography Mission), available from the
USGS website [19], the input data have 30 m of resolution.

Aspect. The aspect describes the terrain orientation, that is important because it get to
know the faces with direct influence of sun direct heat, which affects the dry rate of the
combustible material [20]. The calculation of aspect was also done with the terrain
function from the SRTM.

Land Cover and Use. It comprehends the characterization of land cover and your
locations. So it is possible to know the distribution and quantifying the vegetation
areas, the fields, agriculture, urban area, among others [21]. The vegetation affects the
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kind and properties of the combustible material and the weather conditions associated.
Also this variable is important to compute the human influence from the roads and
settlement proximities influence.

The map used it was produced by Prodabel (Informatics and Information Company of
the city of Belo Horizonte) in 2012. The Land Use classification was extract with
reference in orthorectified images, from visual interpretations and manual practices for
thematic classes. The classes from the original image, that had 3 levels of details, were
grouped in 29 classes, showed in Table 1. The map was transformed in raster with a
cell size of 100 m, in ArcGIS software.

Table 1. Classes of Land Use map

Class Value
Water 1
bare soil 2
Rock outcrop 3
Buildings high density 4
Buildings low density 5
Buildings medium density | 6
Buildings very high density | 7
Buildings very low density | 8
Roads 9
Railroad 10
Subway 11
Urban road 12
Central public roadway 13
Parks 14
Fields 15
Plaza 16
Tree-shrub vegetation 17
Undergrowth 18
Mining 19
Leisure area 20
Big equipment 21
Landfill 22
Industry 23
Allotment high ordering 24
Allotment low ordering 25
Cultivation areas 26
Fields 27
Woods 28
Reforest 29
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Meteorological Variables. The meteorological variables were collected from the
INMET (National Institute of Meteorology of Brazil) from automatic and manual
stations. Monthly maps, from 2014 to 2016, of the parameters were interpolate using
Thin Plate Spline function, from rgdal package in R.

Average Temperature. The temperature represents the internal energy of movement in
atoms and molecules, this heat energy is important in the evaporative phase of com-
bustion [22]. Higher temperatures are more susceptible to fires, predisposes them to
ignition, in addition reduce the humidity of the material [23]. The data used is in
Celsius degrees units.

Air Pressure. The climate conditions changes dependent of the air pressure. Higher
pressure, have higher temperatures and lower humidity, leaving the weather susceptible
to fires [23]. The data used is in hPa.

Air Relative Humidity. Represents the relation between the amount of water in the air
and the maximum amount that could have in the same temperature and pressure. [22].
As higher the relative humidity, higher the combustible humidity absorption [23]. The
data used is in percentage.

Wind Speed. 1t is the movement of air at a horizontal distance per unit of time. It can
accelerate the water evaporation in the combustible material, becoming it dry and
flammable. The wind also increases the oxygen supply, increasing the combustion
conditions [23]. The unit in the data used is in m/s.

Radiation. Represents the great amount of energy from the sun, whose energy is
received by Earth in the form of electromagnetic waves. This type of radiation is the
primary source of energy that the globe has, and its variable distribution in time and
spacezis the generator of all atmospheric processes [23]. The unit in the data used is in
Kj/M~.

3.2 Output Variable: Fire Data

Active fire products have information about the location and timing of fires that are
burning at the time of the satellite overpass, usually in form of lists of fire pixel
locations and dates. These observations are then summarized at coarse spatial resolu-
tions over daily time periods.

In this article were used two active fire products. The first is the Near real-time
(NRT) Moderate Resolution Imaging Spectroradiometer (MODIS) Thermal
Anomalies/Fire locations- Collection 6, that use a swath products (MOD14/MYD14),
with resolution of 1 km. The second is de Near real-time (NRT) Suomi National Polar-
orbiting Partnership (Suomi-NPP) Visible Infrared Imaging Radiometer Suite (VIIRS)
Active Fire detection product, that has a resolution of 375 m.

The fire points were spatialized according to the coordinates, and then convert to
raster, with 1 km of resolution, where the value 1 represents fire occurrence, and the
value 0, represents non-occurrence.
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3.3 Data Arrangement

All the data were set in the same projection, Sirgas 2000, in the same extent and
resolution, using R rgdal package. Resulted in a regular grid of 100 x 100 m reso-
lution, with 313 rows and 217 columns.

The months of August, September and October were select because of the fire
frequency. For each pixel of the fire map were related each of 8 parameters, generating
the samples to input in the ANN. As the non-occurrence samples (background pixels)
were much larger than the occurrence samples, the area were partitioned in 1 km

1 km squares and background samples were selected randomly.

The data from 2014 and 2015 were used to fit the ANN, and the samples were
divided in: train (60%), validate (20%) and test (20%).

The data from 2016 was used to evaluate the ANN, being used the pixels of the
whole area.

3.4 The Artificial Neural Network

An Artificial Neural Network (ANN) consists in simple process units that works in
parallel, storing experimental knowledge and becoming available to use in modeling of
acquired knowledge. This technique seeks to reproduce the human brain behavior in
two aspects: the acquired knowledge for the network, done from a learning process and
the connection strength between neurons, known as synaptic weight, which stores the
knowledge (Haykin, 2001). Between the ANN benefits are the possibility of non-
linearity, the fact of mapping inputs and outputs, from supervised training, that also
allows the ANN to be adaptable, modifying your synaptic weights according to
changes in the environment [24].

There are many architectures for ANN, from that the Multilayer feed-forward
Perceptron, is one of the most used, as can be seen in the figure (Fig. 2), that has two
hidden layers, where each input (x) is multiplied by an appropriate weight (w) and the
sum of these weighted (Eq. 1) inputs and the bias (b) results in the input transfer
function f(x) (Eq. 2), becomes the input of following layer. The input layer is the source
node, that provide the initial signal and the output layer is the response for the input
[24].

1 Wik (1)

yi = f(ui +b;) (2)

The transfer function is important because restricts the amplitude of the signal at the
output of the neuron as a function of the arguments and can define the linearity or not
of the network output. The used in this article are the sigmoid-logistic (Eq. 4) and the
linear (Eq. 3).

f(v) = nv (3)
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1= hidden layer 20d hidden layer Output layer

Fig. 2. Multilayer feed-forward perceptron [10]
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Fig. 3. ANN results diagram.

1

=13 exp(—pv)

(4)

The training is very important to the network learning and improve your perfor-
mance. It is used an interactive process to adjust weights and bias. Generally the data
are divided in 3 subsets. The first one, training subset, consists in the knowing patterns
to adjust the network parameters, the validation has the aim of verify the capacity of
generalization of the network and the third, the test, tests the behavior of the ANN with
new data [25]. The supervised learning is the training where is given a desired output
and the parameters are adjusted based on that [26].

To training the multilayer perceptron the most used algorithm is the backpropa-
gation, which is based in the Delta rule. This rule has the aim of minimizing the cost
function of error (Eq. 5), where a delta (Eq. 6) based in the error computed is used to
update the weights.



Fire Risk Modeling Using Artificial Neural Networks 945

e(n) = %e,i(n) (5)

Awyg = e (n)x;(n) (6)

The backpropagation algorithm consists of two steps: the step forward and the step
backward, where the error is backpropagated from the output layer to the input layer.
And the delta is given by the gradient from the transfer function.

L Og(n)
= 1 ) (7)

Aij (n)

The Levenberg-Marquardt algorithm, the one used in this article, despites back-
propagation, that has a steepest descent algorithm, is an approximation to Newton’s
method, so the delta is given as Eq. 8. These algorithm is used to speed up convergence
of the backpropagation learning algorithm.

Aw = (JTT+ul)"'JTe (8)

Where w is the weight vector, I is the identity matrix, u is the combination coef-
ficient, J the Jacobian matrix (Eq. 9), and e, the error vector.

Oeyy Oeny
owy Owy B e n
8e'1M (?e'lM °
0w1 . BWN elM
J= : e= 9)
3€.P1 5éP1 e ;)1
6w1 aWN
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Where P is the number of training patterns, M is the number of outputs, and N is the
number of weights. Elements in error vector are calculated from Eq. 10.

epm = dpy — Opy (10)
Where d is de desired output e o the observed output.
These algorithms were implemented in neural network toolbox of matlab.
4 Results and Discussion
After testing a lot of architectures with different number of neurons in the hidden layer

and the one that have the least error was with 15 neurons. So the final ANN had 8
neurons in the input layer, 15 neurons in the hidden layer and 1 output. The transfer
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function used was the logistic-sigmoid in the first layer and the linear function in the
second layer, and it was trained with Levenberg-Marquardt algorithm.

From the resulted output the values next to 1 were considered high risk, and the
next to 0 low risk. In table it can be seen the classification of pixels from the data used
to fit the ANN. What can be seen is that the majority were classified as high risk. But
the fire occurrence points it was in the area of most risk, which is a good result
(Table 2).

Table 2. Results from ANN fitting data

Percentage | Risk Pixels | Fire occurrence pixels
0-0.25 Low 3.84% | 0.05%
0.25-0.5 |Medium |2.83% |0.36%
0.5-0.75 | High 9.01% |6.95%
0.75-1 Very high | 84.33% | 92.64%

In 2016 data, that wasn’t used in ANN fitting, it can be seen that almost all the
pixels were classified as high and very high. And all the fire occurrences were in the
Very high classification (Table 3).

Table 3. Results for model validation

Date Percentage | Risk Pixels | Fire occurrence pixels
August/2016 0-0.25 Low 0.0% | 0.0%
0.25-0.5 |Medium |0.9% |0.0%
0.5-0.75 | High 4.3% |0.0%
0.75-1 Very high | 94.8% | 100.0%
September/2016 | 0-0.25 Low 0.0% | 0.0%
0.25-0.5 |Medium |0.0% |0.0%
0.5-0.75 | High 3.8% |0.0%
0.75-1 Very high | 96.2% | 100.0%
October/2016 | 0-0.25 Low 0.0% |0.0%
0.25-0.5 |Medium |6.1% |0.0%
0.5-0.75 | High 8.1% |0.0%
0.75-1 Very high | 85.8% | 100.0%

So the network could recognize the fire points very well, but maybe is whereas
almost all the area with high risk. This can be due the small variation of meteorological
parameters in the whole area, as they are the majority of the inputs (5 inputs). As were
taken just months with lower precipitation, when is expected higher fire risks. Also the
area is urban and in the literature is seen that the proximity with urban areas has higher
risk because of the human influence.
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[10] did a similar approach with a neural network with 12 variables (slope, aspect,
land cover, NDVI, air temperature, day with precipitation, duration of Sunshine, pre-
vailing wind percent, relative humidity, height, road and city distance), being 6
dynamic and 6 static in an area of 268 km?, predicting 95% of the fire points. [11] uses
in their network only meteorological parameters in an area of 360 km? and had a
accuracy of 80%. [12]) used as inputs NDVI images, that are very sensitive to vege-
tation changes, and had a Mean Square Error of 0.07.

5 Conclusion

Using Artificial Neural Networks to predict fire risk is a methodology that results in
good responses, but is necessary to be careful with the chosen of input variables. In this
study the network could find very well the fire points, but didn’t recognize with great
accuracy points with low risk.

In future studies could be added more static variables, as NDVI images and dis-
tance to roads and settlement. Also would be interesting study a longer period, to see
seasonal changes in meteorological variables.
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