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Resumo

Modelos Exponenciais para Grafos Aleatorios (ERGM) sdao modelos es-
tatisticos para estrutura de redes que nos permitem fazer inferéncia sobre o
processo gerador de tais estruturas. Sao baseados em trés principais estatis-
ticas: arestas, k-estrelas e triangulos.

Hunter e Handcock| (2006)) apresentam um método para estimagao dos
parametros do modelo ERGM para grafos simples através de simulagoes
MCMC, e também a estimacao da matriz de covaridncia dos parametros
estimados. O objetivo dessa dissertacao é estender esse método para os gra-
fos aleatorios valorados, cujos valores das arestas nao estao restritos a zero
ou um. Nos estendemos o algoritmo proposto por |[Hunter e Handcock! (2006)
para o Modelo Exponencial para Grafos Aleatorios Valorados (ERGM-V),
proposto por Krivitsky| (2012), e o implementamos para o modelo onde os
valores das arestas possuem distribuicao Poisson. Implementamos também o
algoritmo proposto por Krivitsky (2012)) para simulagao de grafos aleatorios
valorados.

Os resultados do estudo de simulagao sao satisfatorios. Para o modelo
uniparamétrico, com arestas independentes, todas as simulagoes convergiram.
Ao inserir uma medida de correlag@o entre as observagoes, a convergéncia de-
pende imensamente do vetor de parametros inicial fixado para as simulacoes.
Contudo, em todos os casos em que houve convergéncia do algoritmo, tanto
uniparamétrico como biparamétrico, observamos que este foi eficiente para
estimar os parametros do modelo.

Palavras-chave: ERGM, ERGM-V, Espaco de Produtos, Grafos Aleatorios
Exponenciais, Grafos Valorados, MCMC.



Abstract

Exponential Random Graph Models (ERGM) are statistical models for
network structure, which allows us to make inferences about the generating
process of such structures. They are based on three main statistics: edges,
k-stars and triangles.

Hunter and Handcock (2006) present a method for estimation of the pa-
rameters of the ERGM model for simple graphs through MCMC simulations,
as well as the covariance matrix of the estimated parameters. The main ob-
jective of this work is to extend this method to valued random graphs, whose
edge values are not constrained to zero or one. We extend the algorithm
proposed by Hunter and Handcock (2006) to Exponential Random Graph
Model for valued networks (ERGM-V) proposed by Krivitsky (2012)) and
implement it to the model where the values of the edges are Poisson. We
also implemented the algorithm proposed by Krivitsky| (2012)) for simulation
of valued random graphs.

The results for simulation studies are satisfactory. For the uniparametric
model, with independent edges, all of the simulations converged. By inser-
ting a correlation measure between the observations, the convergence depends
greatly on the initial parameter vector set for the simulations. However, in
all of the cases where there was convergence of the algorithm, both unipa-
rametric and biparametric, we observed that it was efficient to estimate the
parameters of the model.

Keywords: ERGM, ERGM-V, Exponential Random Graphs, MCMC, Pro-
duct Space, Valued Graphs.
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Capitulo 1

Introducao

Atualmente estamos vivendo em um mundo conectado, onde as diferentes
caracteristicas dos objetos que percebemos em nosso entorno aparecem como
relagoes entre estes objetos, e para o estudo destes objetos sao utilizados
grafos ou redes. Podemos dizer que uma rede, ou grafo, é uma cole¢ao de
elementos e suas inter-relagoes. Os modelos de grafos tém sido aplicados nas
mais diversas areas do conhecimento. Por exemplo, na medicina, Ayla et al.
(2006) utilizam grafos para identificar genes associados ao cancer de pros-
tata. Na epidemiologia|Gopal (2007)) utiliza grafos para relacionar blogs com
a tematica AIDS. Ainda, podem ser utilizados no estudo das redes sociais,
como o Facebook ou Twitter, e na Comunicagao sao estudados as redes de

computadores e celulares.

O estudo de modelos de grafos aleatérios pode ser considerado recente na
estatistica, uma vez que a fun¢ao de verossimilhanca, que ¢ a funcao utili-
zada para inferir sobre os parametros do modelo estatistico, dos mais simples
modelos para grafos aleatorios nao sao derivaveis analiticamente ou sao mo-

delos muito complexos cujo comportamento nao é totalmente compreendido.



Um dos fatores que mais contribuiram para o desenvolvimento dos modelos
estatisticos de estimacao ou inferéncia para redes aleatoérias é o recente uso
dos métodos computacionais intensivos, como o MCMC (Cadeias de Markov
Monte Carlo), Método de amostragem de Gibbs e o Metropolis Hastings,
que sao métodos de simulagao de amostras aleatérias para uma distribuicao
de probabilidades. Ainda, a recente facilidade de obter dados em diferentes
tipos de redes gera a necessidade de se obter adaptacoes dos modelos esta-

tisticos para tais redes.

O modelo exponencial para grafos aleatoérios (ERGM) é um dos principais
modelos paramétricos utilizado para fazer inferéncia sobre grafos aleatérios.
Uma revisao geral deste modelo pode ser encontrada em Lusher et al.| (2012).
O estudo dos modelos exponenciais com um enfoque mais matemético pode
ser visto em (Chatterjee e Diaconis (2013). O estimador de méaxima verossimi-
lhanga foi proposto por Besag (1974), para o modelo de grafo que possui in-
teracoes com os vizinhos proximos, chamado modelo “autologistico”. |Robins
et al.| (2007) desenvolveram uma aproximagao do estimador de maxima veros-
similhanga, o método ficou conhecido como estimadores de Pseudo-méaxima
verosimilhanga. O estimador de méaxima verosimilhanca para este modelo
foi desenvolvido posteriormente em uma série de trabalhos, dos quais des-
tacamos o trabalho de [Hunter e Handcock (2006)), onde é desenvolvido um
algoritmo para estimar a variancia do estimador de méxima verossimilhanca

proposto.

Este trabalho visa estudar uma modificagao do modelo de grafo alea-
torio, chamado grafo aleatorio exponencial valorado (‘Valued Exponential

Random Graph Model’, ERGM-V), que foi introduzido por Krivitsky (2012])



para incluir valores aleatorios inteiros positivos nas arestas. Um estudo mais
matematico e detalhado deste modelo pode ser encontrado em Yin et al.
(2016). O modelo valorado nos permite considerar modelos longitudinais
para grafos valorados. Para este modelo de grafo valorado, iremos esten-
der o método de estimagao de méaxima verosimilhanga (EMV) proposto por
Hunter e Handcock| (2006)), que usa a aproximagao Monte-Carlo para a fun-
¢ao de Verossimilhanga, para o modelo apresentado por Krivitsky (2012).
Ainda, implementamos no software R Core Team| (2017) o algoritmo para
a estimagao da variancia do EMV. Como mencionado em Krivitsky| (2012)
e na implementagao no R deste modelo no Capitulo 4 desta dissertagao, o

algoritmo apresenta sérios problemas de convergéncia.

Como aplicacao dos modelos exponenciais para grafos valorados, estuda-
remos nesta dissertacao um modelo de grafo chamado ‘Espaco de Produtos’
(Product Space). Este modelo econémico foi proposto por Hidalgo et al.
(2007) como explicagdo do fenomeno da complexidade associada aos produ-
tos que sao exportados por um pais. O Espago de Produtos é uma rede cujos
vértices sao produtos e onde dois produtos sao conectados se possuem alta
probabilidade de serem exportados conjuntamente. Neste trabalho utiliza-
remos o espaco de produtos para os anos de 2015, 2010, 2005, 2000, 1995,
1990, 1985 e 1980, como observagoes do Espago de Produtos em diferentes
tempos e representamos estes grafos em um tunico grafo valorado, composto
pela soma dos valores do Espago de Produtos de cada ano. Para obter o Es-
paco de Produtos, utilizamos o conjunto de dados de comércio internacional
fornecido pelo UN Comtrade| (2017) e disponibilizado para este trabalho pela
Fundacao de Amparo a Pesquisa do Estado de Minas Gerais (FAPEMIG).



Esta dissertagao inclui cinco capitulos. No Capitulo 2 apresentamos as
principais defini¢oes de grafos. No Capitulo 3 introduzimos os grafos ale-
atorios e o modelo ERGM, e descrevemos a estimagao dos parametros por
méxima verosimilhanca para o modelo em estudo. No Capitulo 4, apresen-
tamos o modelo exponencial valorado para grafos, ERGM-V e estendemos a
estimagao proposta no Capitulo 3 para esse modelo. No Capitulo 5 apresen-

tamos como aplicacao o espago de produtos valorado.



Capitulo 2

Grafos

A teoria dos grafos tem origem a partir de um problema histérico, que
ficou conhecido como as sete pontes de Kionigsberg. Cortada pelo rio Pregolia,
a cidade de Konigsberg, no territorio da Prussia, possuia duas grandes ilhas
que, juntas, formavam um complexo que continha sete pontes. Por muito
tempo se discutia a possibilidade de atravessar todas as pontes sem repetir
nenhuma delas. Em 1736, o matematico Leonard Euler provou que nao
existe um caminho que permita tal travessia, representando os caminhos

como arestas e suas interse¢oes como vértices (Barabasi, 2016).
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Figura 2.1: As sete pontes de Konigsberg.

Em muitos problemas praticos, como o exemplo citado, um grafo é a
melhor maneira de representar a relagao entre os objetos de um determinado
conjunto, onde alguns pares de objetos, chamados vértices, estao conectados

por arestas.

2.1 Definicao

Defini¢ao 2.1.1. |Feofiloff et al| (2011). Considere o conjunto de vértices

V =1,...,n, finito com n elementos. Denotamos V? o conjunto de pares
nao ordenados de elementos de V. Os elementos de V® sdo identificados
com os subconjuntos de V que possuem cardinalidade 2, e cada elemento de
V® terd a forma {v,w}, sendo v e w dois elementos distintos de V. Um
grafo é um par (V,E) em que E é um subconjunto de V®. Os elementos de

V' sao chamados de vértices e os elementos de E sao chamados arestas.

Considere, por exemplo, o conjunto de vértices V' = {1,...,7} e as arestas
E =1{(1,4),(1,5),(2,3),(2,7),(3,6), (4,7), (5,6), (5,3)}, entdo, o grafo G =
(V, E) pode ser representado pela Figura [2.2]
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Figura 2.2: Exemplo de grafo com n = 7 vértices.

Kolaczyk e Csardi (2014) define o tamanho de um grafo como o nimero
de arestas e a sua ordem como o nimero de vértices. Assim, no exemplo

anterior, o tamanho do grafo ¢ |[E| =8 e a ordem ¢é |V| = 7.

2.2 Caracteristicas de Grafos

Duas importantes caracteristicas de um grafo sao:

e Lacos - Um laco é uma aresta que conecta um vértice a ele mesmo.

Também sao chamados de loops.

e Multigrafo - Um multigrafo pode apresentar miltiplas arestas entre um

par de vértices.

Define-se um grafo simples como aquele grafo que nao possui lagos ou
arestas multiplas. Segundo Lusher et al.| (2012), muitos trabalhos tém sido

desenvolvidos para este tipo particular de grafos, e mais especificamente para

11



aqueles nao dirigidos. A Figura [2.2] representa um grafo simples nao dirigido.

Uma importante estatistica de um grafo ¢ a distribuicao dos graus de seus
vértices. |Kolaczyk e Csardi (2014) define o grau d(i) de um vértice i € V
como o numero de outros vértices conectados ao vértice ¢ por meio de uma

aresta que pertence ao grafo:

i)=Y 1,
3:(i-§) EE(G)
onde F(G) é o conjunto das arestas de GG. Assim, no grafo da Figura
temos que d(1) = 2, d(2) = 2, etc. Dois vértices sao ditos adjacentes se o
grafo contém uma aresta que conecta ambos. Utilizando este conceito, pode-
se representar um grafo através de uma matriz de adjacéncia A = (a; ),
na qual as linhas e as colunas sao indexadas por vértices de um grafo, e os
coeficientes a;; assumem o valor 1 se os vértices ¢ e j sao adjacentes ou 0

caso contrario. A matriz de adjacéncia A do grafo representado na Figura

2.2 seria

0110000
1000010
1000101

A=]10000110
0011001
0101000
0010100

Observe que, quando o grafo G é nao-dirigido, os elementos a; ; € a;; sao

12



idénticos e portanto a matriz de adjacéncia A é simétrica.
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Capitulo 3

Grafos Aleatoérios

O primeiro modelo para grafos aleatorios foi introduzido por Erdos e
Rényi (1959). Neste modelo, cada aresta era incluida em um grafo simples
de maneira independente e com igual probabilidade. Neste capitulo serao
apresentados os principais modelos estatisticos para grafos aleatérios simples.

Segundo Robins (2013), o Modelo Exponencial para Grafos Aleatérios
(ERGM) é o0 modelo paramétrico mais usado nos estudos de redes sociais. E
um modelo flexivel e que nos permite introduzir observagoes das caracteris-
ticas estruturais dos grafos em sua distribuicao de probabilidade. Em outras
palavras, a probabilidade de um grafo depende de caracteristicas tais como o
numero de arestas, tridngulos e estrelas que estao presentes no grafo. [Lusher
et al. (2012) apresentam uma descrigdo detalhada do desenvolvimento destes

modelos paramétricos.

3.1 Definicao

Seja G, o conjunto de todos os grafos simples com n vértices, chamado

espaco amostral e seja © é um conjunto contido em R¥, chamado espaco

14



paramétrico. Um modelo para grafos aleatorios esté definido pela colegao

{Gn. Po(G)}.

Para cada @ € O a distribuicao de probabilidade em G,, é dada por
Pg : gn — [0, 1]

A principal dificuldade em trabalhar com modelos aleatérios para grafos
consiste em definir o valor da probabilidade P para cada grafo G = (V| E) do
espago amostral G,,, pois embora o niimero de grafos deste espaco seja finito
ele é muito grande quando o nimero de vértices n é grande, pois |G, | = 9(3)

(Kolaczyk, [2009)).

3.2 Alguns Modelos de Grafos Aleatérios Sim-
ples

A seguir apresentaremos trés modelos de grafos aleatorios simples: Uni-
forme, Erdos-Rényi e Exponencial, sendo o modelo exponencial objeto de

estudo principal desse trabalho.

3.2.1 Modelo Uniforme G(n,m)

Neste modelo todos os grafos G € G,, possuem igual probabilidade, defi-
nida como
1
P(G) = —.
|Gl

Em geral, suponha que o nimero de vértices ¢é fixo, |V| = n bem como o

namero de arestas, |E| = m. Definimos o Modelo Uniforme com m arestas, e

15



G(n, m), como a distribui¢ao de probabilidade que atribui igual probabilidade
aos grafos pertencentes a G, ,, = {G = (E,V) : |V| = n,|E| = m}, isto &

]P(G) - NN G S gn’m,

(m)’

com N = (72‘) o nimero de arestas possiveis em um grafo com n vértices.

3.2.2 Modelo Erdos-Rényi

O modelo de Erdés-Rényi foi introduzido em 1959 por Paul Erdés. A
construcao do modelo consiste em atribuir uma probabilidade p a todas as
arestas, em que cada aresta pertenca ao grafo, independentemente das outras
arestas: P((u,v) € E(G)) = p. A probabilidade para G = (E,V) € G, no
modelo de Erdés-Rényi, G(n,p), é dada por

Py(G) = plI(1 — p)(2) 12,

Nesse caso temos que 0 = log (ﬁ) Note que a probabilidade de cada
grafo G com m arestas é P(G) = p™(1 — p)(g)_m. Segundo [Robins (2013),
a hipotese de independéncia entre as arestas nao é esperada nos grafos ale-
atorios. No entanto, o modelo independente é amplamente utilizado como

modelo base para comparacoes.

3.2.3 Modelo Exponencial Aleatério ERGM

Considere um conjunto de estatisticas 71, ..., Z; de um grafo, que podem
ser o numero de arestas, de triangulos, estrelas, etc. e suponha que associa-

mos parametros: 6y, ...,0; a cada uma delas. Assim, definimos a distribuigao

16



de probabilidades deste modelo como

i etz 6:2:(G) .
=——— GE€G,
onde @ = (6,...,0;) € © & o vetor de parametros e x(6) é uma constante

normalizadora chamada funcao de particao,

Gegn

O modelo de Erdos-Rényi é um caso particular do modelo ERGM, cor-
respondente ao caso de usar somente o nimero de vértices dos grafos no
modelo

HIE@)]

PlG) =~ g7 GEGn

Observe que Z(G) = |E(G)|. Neste caso é facil mostrar o valor da cons-

n

tante normalizadora k(0) = (1 + 69)(2), em que a probabilidade de ter uma
69
1+ef "

aresta é p = Em geral a grande dificuldade em estimar os parametros
do modelo ERGM consiste em encontrar o valor de k(0) e, por essa razao,
sao utilizados métodos numéricos para sua aproximagao. Nas Segoes [3.3] e
sera apresentado o método de estimacao para o modelo ERGM proposto

por [Hunter e Handcock! (2006)).

17



3.3 Estimadores de Maxima Verosimilhanca para

o modelo ERGM

Para o modelo ERGM temos uma tnica observagao de um grafo G, que

sera denotado por g, com funcao de verossimilhanca dada por

eez(go)

Pol(90) =~ g7 (3.3.1)

O vetor Z(go) = (Z1(go), - , Zr(go)) contém estatisticas do grafo g,
ou seja, sao fungoes de g,. Conforme descrito em |Robins| (2013), os modelos
ERGM sao completamente caracterizados pelas estatisticas suficientes deste
modelo (Casella e Berger| 2002).

O Estimador de Maxima Verossimilhanga (EMV) do vetor de parametros
0 ¢ definido por

~

0 = argmax ((6, g),

onde €(97go> = log P@(QO)'
Por exemplo, se considerarmos V' = {1,2,3,4,5}, Z = |E(V)]| e o grafo
Jgo apresentado na Figura temos que Z(g,) = 5.

18



Figura 3.1: Exemplo de ciclo com n = 5 vértices.

A funcao de verossimilhanca para o grafo da Figura fica dada por

659

Po(go) = m‘

A fungao de log-verossimilhanga ¢(6, g,)

50

{0.90) = 108 | |

=50 — 101log(1 + ¢%).

A primeira derivada da funcao de log-verossimilhanca fica dada por

19



00(0,90) _ - 10¢?
o0 log(1 +¢?)

No ponto de méximo da fung¢ao de log-verossimilhanca, temos

~

ag(eﬂgo) _ 0
00 A
1 0
=5 — L =0
log(1+ e”)
=0=0

A maximizagao da fungao ¢(8,g,) nao é trivial devido a dificuldade de
aproximar a constante normalizadora x(60). Nesta segao sera apresentado um
método de estimagao via aproximacao de Monte Carlo proposto por Hunter
e Handcock (2006]).

Seja 8 € @ um vetor de pardmetros conhecido, e suponha que po-
demos simular grafos aleatérios da distribuicao que possui parametro 6.
Denotemos 7(0,6q) = £(0,g,) — (00, 9,), em que £(6o,g,) ¢ a funcao de
log-verossimilhanga avaliada em 6y.

Observamos que

ee'z(go) 690‘Z(go)
£(0,9,) — £(60,9,) = log <—) —log (—)

K(0) r(6o)
o, ()
= (0 — 6o) - Z(g,) — log (H(90)> :

20



~ 2] .
A razao % pode ser reescrita como

K(0) Y geg, 4@

k(6o) k(6o)
0-Z(G)

60-Z
> (0—00)2(G)
Geg, KJ(OO)

— By, [e®—0)-Z(©)]

onde G é um grafo aleatorio com fung¢ao de probabilidade Py, (G). Conside-
rando uma amostra gi, - - - , gm de grafos aleatérios com distribuicao Pgy () e

utilizando a utilizando a Lei dos Grandes Numeros (James, 2015), podemos

a i 1 LGN
proximar log ( ;g5 | por

,{(e)) 1 X~ (0-60)-Z(qi
lo ~ log | — e(0=60)-2(g:) |
g(ﬁ(eo) g<m;

Assim, utilizamos esta aproximacao para definir

R 1 S (6—00)-Z(ar
71n(6,80) = (8 — 80) - Z(go) — log (526(" % Z@l’)- (3.3.2)
=1

Portanto, o EMV aproximado para o modelo ERGM é dado por

~

0,, = arg max 1:,(80,00)

= (0, 600).
arg max 'y, (6, o)

A aproximacao descrita na Equacao possibilita a estimagao do vetor

de parametros @. No entanto, para a estimacao da variancia de 6,,, utilizamos

o método escore de Fisher, onde a estimativa de @ na t-ésima interagao é dada
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por

00+ — 90 1 [1(6Y)] ' ve(6W), (3.3.3)

onde I(0) representa a matriz de Informacgao de Fisher de 8 e V/(O®)) re-

presenta a primeira derivada da func@o de log-verossimilhanca £(6)

vI(OW) = Z(go) — Eyor |Z(g)]. (3.3.4)

Para estimar a variancia do estimador 9m, descrevemos a seguir o al-
goritmo proposto por Hunter e Handcock (2006). Defina 8y um vetor de
parametros conhecido. A escolha de 6y é muito importante pois implica di-
retamente em um bom ajuste e a convergéncia do algoritmo. Quanto menor
a distancia entre Oy e 8, melhor a convergéncia.

Para gerar a amostra de grafos aleatorios com a distribuicao dada em
[3.3.1], foi utilizado o pacote ergm do software R. Para cada simulacao i e em
cada passo t da estimagao, calcula-se o vetor de estatisticas de interesse Z;,

. t) .
paraz:1,~--,meoseupesowg)edadopor

0 — 0,7
wf = 2Pl o2 i1 m.

Y exp{[0® — 60) 7}

A matriz de Informacao de Fisher pode ser aproximada por

m m m T
[0)0 =" w2, 2T - (Z wf)Zi) (Z wgt)zi> :
=1 =1 =1

Por outro lado, a expressao |3.3.4] pode ser aproximada por

viOD) = Z(go) - > w Z;. (3.3.5)
=1
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Portanto, a expressao [3.3.3 pode ser aproximada por
~ ~ NN ! -
o' — " 4 169 [Z(go) - ngt)zi] . (3.3.6)
i=1

A convergéncia do algoritmo [3.3.3| pode ser verificada pela diferenca absoluta
entre as estimativas Q¢+ ¢ §®): |9+ — §®)| < ¢ Seja 6 o estimador
obtido apos convergéncia de [3.3.6] Deve-se recomegar a estimagdo com um

novo Oy se o seguinte critério de parada nao for atingido

\V Varolim) < k0(8), (3.3.7)

para algum k. Para aproximar a funcao de log-verossimilhanga é(é) utilizada

no critério de parada do algoritmo, utilizamos que

_eo'Z(gO)
0(0) = log 1

L #(0)

[ 1
= log _ZGegn 6().Z(G):|

1
= log —]
_ZGegn 1

1
=8| |]

= log :2*(3)}

= — (Z) log(2)
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e definimos

(0, 00) — 71 (0, 00) = £(8) — {(8o) — £(0) + £(6o)

= 0(6) — ((0)
= 0(6) + (Z) log 2,

Portanto, temos que
SaN (B . n
€<0) = Tm(ea 00) - T‘m((), 90) — <2) log 2.

Considere U; = exp{[é — 6o] - Z;}, para t = 1,...,m, 0s pesos nao pa-
dronizados das simulagoes Monte Carlo e U = % Yo, Ui A variancia da

funcao 7, é dada por

Ve[Pm 2U2 Z — k), (3.3.8)

onde v, = Cov(U;,Uj4y) denota a funcdo de autocovariancia estimada da
sequéncia Uy, Us, ... e K representa o numero de auto-covariancias conside-

radas para a estimacao de V,c.

3.4 Desvio-Padrao para o Estimador de Ma-

xima Verossimilhanca do Modelo ERGM

Para estimar a variancia do estimador 8 definido na Secao , apresen-
taremos o método proposto por Hunter e Handcock (2006), que é baseado

no artigo de |Geyer (1994). Este artigo é tedrico e estuda a aproximagao
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via Cadeias de Markov Monte Carlo (MCMC) da fungao de verossimilhanga
em distribuigoes exponenciais. Os resultados tedricos utilizados neste artigo
encontram-se no Apéndice [A]

Para calcular a matriz de covariancia do estimador 6 devemos corrigir
a matriz de Informacao de Fisher aproximada. Para isso, considere W; =
(Z(go) — Z;) exp{[@ — 6°]'Z;} o peso MCMC do grafo g; simulado, i =
1,-+--,m. Como em[A.0.4] a matriz A é aproximada por

lzexp{ 000 Z}] zgk,

onde @ é o estimador proposto em e & € a matriz de autocovariancia
de Wq,..., W, de lag k, ou seja, ék = Cov(W;, Wiyk). Assim, a matriz de
covariancia MCMC para 0 fica dada por

~1

1)) A 1))

1
m

3.5 Estudo de Simulacao

Apresentamos a seguir alguns resultados de simulagao para avaliar o de-
sempenho dos métodos de estimagao descritos nas Secoes 3.3 e [3.4 Todas as
simulagoes foram implementadas no software R Core Team (2017)) e o codigo
encontra-se no Apéndice [B| desta dissertacao.

Para avaliar o algoritmo desenvolvido na Segao [3.3] foram implementados
dois modelos: o primeiro modelo é o mais simples, que é o modelo uniparamé-
trico, com fungao Z; igual ao nimero de arestas |E| do grafo. Posteriormente,
foi implementado o modelo bi-paramétrico, que considera duas caracteristi-

cas: namero de arestas e nimero de triangulos. Para verificar a convergéncia
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da sequéncia ® foi utilizado o seguinte critério: 8% — =1 < 0,0001, e
a constante k da expressao [3.3.7] foi fixada em & = 4. O nuamero de auto-
covariancias K consideradas para o calculo da variancia da func¢ao \Y% Me[Pm)
foi definido como K = 10. Foi realizada uma analise de sensibilidade para
tais valores e foi observado que eles nao interferem no tempo de convergéncia

ou nos valores dos parametros estimados.

3.5.1 Modelo Uniparamétrico

Como apresentado na Secao [3.2.3] ao considerarmos o modelo unipara-
métrico e a estatistica Z(g) como o nimero de arestas, o modelo ERGM

corresponde ao modelo de Erdés-Rényi descrito na Subsecdo [3.2.2] Assim,

15

2) arestas fol in-

para gerar um grafo g com n = 15 vértices, cada uma das (
serida aleatoriamente com probabilidade p = 0, 2, de maneira independente.

A Figura [3.2] apresenta o grafo simulado sob essas condigoes.
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Figura 3.2: Grafo G

O modelo contém apenas um parametro 6, que pode ser calculado como

definido na Subsegao [3.2.3

69

p 0,2
Lt cf Og(l—p) % (0,8) ’

Aplicando os algoritmos descritos na Segdo [3.3] o valor de 6, estimado

p:

foi —1,447 e 6 = —1,340, com erro-padrao igual a 0,535, para m = 100
simulagoes MCMC. Note que o algoritmo gerou uma boa aproximacgao para
o parametro 6.

Para verificar se o algoritmo gera boas estimativas para os demais valo-
res de 6 foi realizada uma analise de sensibilidade. A Tabela [3.1| apresenta

o resultado da anélise de sensibilidade do algoritmo para diferentes valores
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para o parametro . O tempo computacional para cada simulacao foi apro-
ximadamente 1, 7 segundos para os modelos com m = 100 simulagdes Monte

Carlo e 9 segundos para m = 1000 simulagoes.

Tabela 3.1: Analise de sensibilidade para diferentes valores de 6, n = 20.

0 m = 100 simulagoes MC | m = 1000 simulagoes MC
b O g V@) | 6 g V(o)
0,1 -2,197 | -2,257 -2,250 0,430 |-2,257 -2,254 0,020
0,2 -1,386 | -1,322 -1,340 0,286 |-1,322 -1,324 0,052
0,3 -0,847 |-0,872 -0,887 0,968 |-0,872 -0,877 0,087
0,4 -0,405|-0,427 -0,427 1,195 |-0,427 -0,431 0,164
0,5 0.000 | 0,126 0,105 1,656 | 0,126 0,129 0,225
0,6 0,405 | 0,427 0,420 4,248 | 0,427 0,428 0,249
0,7 0,847 | 0,872 0,857 5,130 | 0,872 0,882 0,395
0,8 1,386 | 1,260 1,246 6,703 | 1,322 1,324 0,407
09 2,197 | 2,257 2247 13,852 | 2,257 2243 1,844

Na Tabela n representa o numero de vértices do grafo simulado, p é
a probabilidade de existir uma aresta entre um par de vértices, 6 é o valor
verdadeiro do parametro, 6y = log (ﬁ) ¢é o valor inicial do algoritmo do qual
as simulagoes sao realizadas, d é a densidade observada no grafo simulado,
6 ¢ o parametro estimado pelo algoritmo e V(é) a sua respectiva variancia.
Podemos observar que os resultados 6 sao proximos ao valor verdadeiro 6,
tanto para m = 100 quanto para m = 1000 simulagbes MCMC, para todos
os valores de p testados. A variancia foi estimada entre 0,286 e 13,852
para m = 100 simulagoes e entre 0,020 e 1,844 para m = 1000 simulagoes.
Observe também que a varidncia é maior para m = 100 simulagoes do que
para m = 1000, além disso, observamos que quando o valor de p aumenta
o erro padrao também aumenta, embora nao conhecemos uma explicacao
teorica para tal comportamento. Observamos também que, em alguns casos

a estimativa 6 se aproxima mais do valor verdadeiro do que a estimativa 6.
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Ainda, foi realizada uma analise de sensibilidade do algoritmo para di-
ferentes valores do nimero de vértices n do grafo. Na Tabela fixamos
o valor de p em 0,2 e variamos o valor de n entre 10 e 90. Com aumento
do ntmero de vértices n, as variancias diminuem, para m = 1000 simulacoes

apresenta erro padrao menor do que para m = 100.

Tabela 3.2: Anélise de Sensibilidade para diferentes valores de n, p = 0,2 e
0=—1,386

n 0, m = 100 simulagoes | m = 1000 simulagoes
0 EP 0 EP
10 -2.079 | -1.997 0,038 -2,064 0,005
20 -1,260 | -1,290 1,034 -1,266 0,063
30 -1,415 | -1,427 1,190 -1,416 0,110
40 -1,555 | -1,555 1,132 -1,557 0,116
50 -1,326 | -1,336 2,326 -1,328 0,295
60 -1,358 | -1,372 5,915 -1,362 0,438
70 -1,402 | -1,399 2,579 -1,346 0,591
80 -1,374 | -1,380 17,098 -1,374 0,792
90 -1,363 | -1,360 6,975 -1,363 1,113

Variando o n entre 10 e 90 e fixando p = 0,2 e § = —1, 386 observamos
que, em geral foram realizadas boas estimacoes e o método consegue obter
um valor estimado préximo ao pardmetro verdadeiro. Assim como na Tabela
observamos que os valores de § sdao proximos de 6, e, maiores valores de
n apresentam variancias menores e para m = 1000 simulacoes apresentam
menor variancia que para m = 100 simulagoes. Para maiores valores de n,
as estimativas estao mais préoximas do 6 verdadeiro do que para os menores
valores de n.

A Tabela [3.5.1] apresenta os resultados da analise de sensibilidade, para a
realizagao de 100 repetigdes em cada simulagao. Observamos que 6§y médio é
muito proximo de 8 médio. Esta anélise nos mostra que o algoritmo possui

uma forte dependéncia de 6.
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Tabela 3.3: Anélise de Sensibilidade para diferentes valores de p, n = 12,
m = 100 simulagoes, 100 repeticoes.

D 6 6o Médio | 6 Médio | Var(f) Média
0.1 |-2.197 | -2.265 -2.267 0.238
0.3 ]-0.847 | -0.865 -0.866 0.474
0.5 | 0.000 0.003 0.004 0.708
0.7 | 0.847 0.856 0.857 1.105
0.9 | 2.197 2.268 2.268 2.294

3.5.2 Caso Multiparamétrico

Nesta subsecao sera considerado o caso multiparamétrico, ou seja, com
um vetor de estatisticas Z(g) = (Z1(g); Z2(g)) em que Z;(g) representa
o ntmero de arestas e Zs(g) o namero de tridngulos do grafo g. Para o
grafo da Figura os valores estimados sao 6; = —1,684 e 6, = —0, 005.
Considerando que este grafo foi gerado sob a distribuicao exponencial com
parametros #; = —1,386 e A3 = 0, observamos que os valores estimados
pelo algoritmo foram préximos aos valores verdadeiros dos parametros, no
entanto a variancia de 6; é muito grande: 1,0310* em relacdo a variancia
de 6y: 3,02107%, e a covariancia estimada entre 6; e 0, foi 1074,

Posteriormente, foi realizada uma analise de sensibilidade para os para-
metros 0 e 05. A Tabela apresenta os resultados dessa analise.

Nesse caso, foi utilizado 8y = @ e portanto, nao conseguimos estimar a

varidncia de @ em quase todas as simulacoes.
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Tabela 3.4: Analise de sensibilidade para o caso biparamétrico, com n = 20
e m = 100.

6 6, | 6, V@)| 6 VP®@H)
20 1 [-1,999 0,000 | 1,001 0,000
15 1 [-1,499 0,000 | 1,001 0,000
1.0 1 [-0,999 0,000 | 1,001 0,000
05 1 [-0,499 0,000 | 1,001 0,000
0 -1 |-0,723 0,000 | -1,236 0,000
0 1 | 0,00l 0000/ 1,001 0,000
05 -1 | 0,116 0,000 |-0,658 0,000
05 1 | 0,501 0,000/ 1,001 0,000
1.0 1 | 1,001 0,000 | 1,001 0,000
1,5 -1 | 1,539 0,057 |-1,066 0,115
1,5 05 | 1,501 0,000 | 0,501 0,000
1,5 1 | 1,501 0,000 | 1,001 0,000
20 -05| 0,562 0,000 | -0,169 0,000
2.0 0,5 | 2,001 0,000 | 0,501 0,000
20 1 | 2001 0,000/ 1,001 0,000
25 -1 | 2439 0,000 | -1,700 0,000
25 05| 2501 0,000 | 0,501 0,000
25 1 | 2501 0,000 1,001 0,000
3.0 -0,5| 2272 0,000 |-0,350 0,000
3.0 05 | 3,001 0,000 | 0,501 0,000
3.0 1 | 3,001 0,000 1,001 0,000
35 05 | 3,501 0,000 | 0,501 0,000
35 1 | 3,501 0,000/ 1,000 0,000
40 -05| 3,377 0,000 | -0,452 0,000
4.0 0,5 | 4,001 0,000 | 0,501 0,000
40 1 | 4,001 0,000 | 1,001 0,000
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Capitulo 4

Modelo Exponencial para Grafos

Aleatoérios Valorados

Em varias situagoes, as relacoes de interesse entre os vértices de um
grafo nao sao necessariamente iguais entre si. Nesses casos, nao ¢ adequado
representé-las através de um grafo estritamente dicotomico. Tais relagoes
podem aparecer de diferentes formas, como por exemplo, valores de conta-
gens, ordenagoes ou até mesmo variaveis continuas. |Robins| (2013) apresenta
diversos modelos que comportam esse tipo de informagcao, e neste Capitulo
apresentaremos o modelo para dados de contagem proposto por [Krivitsky
(2012). Tais modelos podem ser vistos como uma extensao do modelo ERGM
apresentado no Capitulo |3 para o caso de grafos valorados. O objetivo neste
Capitulo é implementar o método de estimacao apresentado no Capitulo
para o modelo exponencial para grafos aleatorios valorados. A Figura @.1

apresenta um exemplo de grafo valorado com 5 vértices.
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Figura 4.1: Representacao grafica para um grafo valorado.

4.1 Definicao do Modelo

Sejam V e V(2 definidos no Capitulo , n = |V| o ntumero de vértices,
Ny o conjunto dos nimeros naturais incluindo o zero e h(G) uma medida de
referéncia. O espago amostral é denotado por G, C Ngm e a ele associamos

a seguinte medida de probabilidade

(4.1.1)

onde k(0) é a constante normalizadora dada por

K(0) = ) W(G)e?H D,

Gegn

onde Z(G) representa o vetor de estatisticas do grafo GG. Por exemplo, se

consideramos o caso Z(G) = >, ;em@) Gij» onde Gj; representa o valor
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associado a aresta (7, ) e tomamos h(G) = 1, temos que

P@(G) X eezﬁvj)GE(G)Gij

(i,))€E(G)

Assim, a funcao de probabilidade fica dada por

H % (1 — &),

(1.)€E(G)

que corresponde a um modelo onde cada aresta G;; pode ser representada de

forma independente por uma distribuicao geométrica com probabilidade de

1
Gyl

sucesso igual a (1 — ¢%). Por outro lado, se tomamos h(G) = [Tijere

temos que

P2 per@ G

X
H(i,j)eE(G) Gij!
QG”‘

<~ 11 &1

(i.5)eB(@G) Y

Py (G)

e a sua fun¢ao de probabilidade fica dada por

e@Gij
PG = [] == (4.1.2)

Gijlec

(i4)eBG) Y
que corresponde ao modelo onde os valores das arestas possuem distribuicao
Poisson com parametro e?. Este Capitulo tem o objetivo de obter estimadores
A . . . ~ ~ o 1 .

para o parametro 8 da distribui¢do com a fungao h(G) = H(i’j)eE(G) @1 Pois
este corresponde ao modelo Poisson, que é um dos modelos estatisticos mais

utilizados para dados de contagem.
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4.2 Inferéncia para Grafos Aleatérios Valora-
dos
A fungédo de log-verossimilhanga do modelo proposto na Segao [4.1], para
um grafo observado denotado por g, é dada por

e92(g0)
r(6) }
= log [h(go)] + 6 - Z(go) — log [x(0)] .

() = log {h@o)

A principal dificuldade para a maximizacao da fungao acima, assim como
visto no Capitulo [ ¢ a estimacdo da constante normalizadora x(8). No
entanto, a mesma aproximacao utilizada anteriormente pode ser adaptada

para este caso
r(0)
=E
w(6) "

Y

[(0=00)-2(G)]

onde Oy € © é um vetor de parametros conhecido e G é um grafo aleatério
com fungao de probabilidade indexada por 6g. Utilizando a Lei dos Grandes

Nimeros, pode-se aproximar a razao acima por

K(e) ~ l f: e(0—00)-Z(g:)
k(o)  m = ’

onde g;,7 = 1,--- ,m é uma amostra de m grafos aleatérios valorados com
distribui¢do dada por Pg,. Assim como no Capitulo [3] podemos aproximar

rm(0,60) = £(0) — £(8g) por

- 1 - — . .
Tm(e, 90) = (9 - 00) . Z(go) — log [E Ze(e 6o) Z(gz)] ,

i=1
O Estimador de Maxima Verossimilhanca de 6 sera denotado 0 e maximiza
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a funcao 7,,(0,6o).

No entanto, obter uma amostra de grafos aleatoérios gerados sob a distri-
buicao Py, serd um desafio maior para o caso de grafos valorados. Para isso,
iremos implementar o algoritmo proposto por |[Krivitsky| (2012) e que estéa
explicado na Secao [4.3] Este algoritmo foi proposto para a geragao de grafos
aleatorios com a distribuigdo dada na Equagao [£.1.1]

4.3 Simulacao Metropolis-Hastings de Grafos
Aleatérios Exponenciais com Distribuicao

Poisson

Nesta Se¢ao, apresentaremos o algoritmo proposto por Krivitsky| (2012])
para simular um grafo aleatério com distribuigdo Poisson. Definimos U(0, 1)

o valor obtido apods a simulagao de uma variavel aleatéria com distribuicao

uniforme no intervalo (0, 1) e Poisson ¢ (ggfl)) o valor aleatorio gerado
(t—=1)

sob distribui¢ao Poisson com média g;; *, condicional a ser diferente de

t—1
gz(j )~

36



Algoritmo 1: V ERGM PoOISSON
Entrada: ¢, T, 7,0

Saida: V-ERGM simulado sob a distribuicao 6

1 inicio
2 parat=1,---,T faga
3 Gere um par (i,j) € V® aleatoriamente
4 Se gg*l) #0e U(0,1) < m, entao gj; < 0
5 Caso contrario gj; <= Poisson. .- (gg )
(
mo+(1—m0)p(0s9;;) (t—1)
p(g;;,0) s S€ 9ij =0
6 Calcule ¢ + Py O - #0egl=0
q mo+(1—m0)p(0; gfj_l)’ s€ gij e gij — Y
—(1_m)p(9f7 g7y caso contrério
[ (1—mo)p(g;,95 ")’ '
(t 1), (t—1)
7 Calcule r < ¢ x ”” exp (OA i Z(g“‘”))
8 Se U(0,1) < r entdo gl(]) + g;; Caso contrério gl(j) — gg %
9 fim
10 fim

11 retorna g7

4.4 Algoritmo para calcular o estimador EMV

O método de estimagao utilizando o método escore de Fisher serd muito
parecido com o caso dos grafos simples apresentado no Capitulo [3] A esti-

mativa de 0 na iteragao t + 1 fica dada por

6" — 9" 1 [f(mt)] 1[2( )—Zw ] (4.4.3)
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sendo 1(0®)~! a matriz de informacio de Fisher inversa aproximada na
iteragao t. No entanto, com a inclusdo da funcao h(-), os pesos podem ser

escritos como

) _ h(g;) exp [O(t) - 90} i
w,; = ™ O ,Z—l,...
Zj:l h(g:) exp [0 - 00} Zi

, M.

Utilizando o mesmo critério de parada do Capitulo [3] nesse caso temos
que
P = . 1 1
0(0) = #1,(6, 0g) — 7 (0, 8) — yol I —
e/ (i jyeb(go) T
A matriz de covariancia de 8 ¢ calculada de maneira idéntica ao apresen-

tado na Se¢ao [3.4] adaptada para o caso valorado, e ¢ dada por

A~ ~ [ A ~

1 16)] " Alid)] -

m

~ ~ 2 A A
onde A = 5 [221 exp{[6o — O]tZi}] S & e & ¢ amatriz de au-

tocovariancia dos pesos Wy, ..., W,, de lag k.

4.5 Estudo de Simulacao

Nessa secao serao apresentados alguns resultados de simulacgoes realizadas
para avaliacao do método de estimagao proposto na Secao [4.4] Foram im-
plementados dois modelos: o primeiro, apresentado na Secao [4.5.1] considera
o modelo apresentado em em que ha apenas um parametro para a dis-
tribuicao de referéncia Poisson, com arestas independentes. Na Secao
estao apresentados os resultados do modelo biparamétrico, que considera a
distribuicao Poisson e uma medida de correlagao entre os valores das arestas.

Durante a implementacao do algoritmo, foi observado que o algoritmo
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converge e gera bons resultados apenas quando o vetor de parametros inicial
do algoritmo Oy ¢é proximo ao vetor de parametros verdadeiro 8, o que implica
que a escolha @y ¢ essencial para a convergéncia do algoritmo. No entanto,
Hunter e Handcock (2006) nao apresentam um critério para a escolha desse
vetor de parametros inicial. No modelo uniparamétrico, utilizamos a relacao
entre o parametro da distribuicdo de referéncia Poisson e’ para estabelecer

o seguinte critério:

Z(i,j)eE(G) Gij
(5)

Para o modelo multiparamétrico, |[Krivitsky e Butts| (2013) sugerem dois

0y = log [

métodos diferentes para defini¢ao de 8g: o primeiro consiste em definir 8y = 0

n

e o segundo método consiste em utilizar 6y; = log {%} e definir 6); =
2

0, para ¢ > 1. O primeiro método nao foi implementado nesse trabalho, pois
inicialmente verificamos que apenas valores de @ proximos a 6@ poderiam
gerar bons resultados. Na Secao implementamos o segundo método
proposto.

Assim como no Capitulo [3] utilizamos §® — #¢~ < 0,0001 para veri-
ficar a convergéncia da sequéncia #®); e fixamos k = 4 e K = 10. Para o
modelo uniparamétrico, o tempo computacional para cada ajuste foi de apro-
ximadamente 2 minutos para o modelo com 100 simulagoes Monte Carlo e
16 minutos para 1000 simulag¢oes, enquanto o modelo multiparamétrico com
m = 100 simulacoes demora aproximadamente 1 hora e 15 minutos para cada

simulagao, com n = 12 vértices.

4.5.1 Modelo Uniparamétrico

A distribuicao de referéncia nesse caso é dada por
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onde h(g) = [, Loe Z(g) = > (i.jyeg 9ij- Esse modelo corresponde

€9 gi;!
ao caso onde os valores atribuidos a cada aresta sao independentes, com
distribui¢do Poisson com taxa ¢’. A Tabela apresenta os resultados de
estimacao quando o numero de vértices n = 5, para diferentes valores de 6
e utilizamos m = 100 e m = 1000 simulacbes MCMC. Note que, quando
consideramos 0 entre -2 e 4, as estimativas 6 foram proximas aos valores ver-
dadeiros de 6. As variancias estimadas apresentam valores muito pequenos,
entre 0,0000012 e 0,57. Em geral, os modelos que utilizam m = 1000 simu-
lacoes apresentam variancia estimada menores que os modelos que utilizam
m = 100 simulagoes. Ainda verificamos que m = 100 simulagoes MCMC é

suficiente para gerar boas estimativas de 6.

Tabela 4.1: Resultados para n = 5 vértices.

0 0 m = 100 simulagoes | m = 1000 simulagoes
0 0 Var(0) 0 Var(9)

-2 -2,303 | -2,285  0,0060457 | -1,593  0,0006381
-1 -0,693 | -0,613  0,0177808 | -0,927  0,0002120
0 0,336 | 0,327  0,0006115 | 0,269  0,0000965
1,030 | 1,046  0,0032495 | 1,031 0,0000665
1,872 | 1,863  0,0000053 | 2,081 0,0000142
3,073 | 3,068  0,0000012 | 2,921 0,0000010
4,050 | 4,055  0,5706785 | 4,038  0,0000033

=~ W N =

A Tabela [4.2] apresenta os resultados da analise de sensibilidade para
6 = 1, para diferentes valores de n. Para n maior que 40, o algoritmo
nao converge. Observamos que, em todos os casos foram realizadas boas
estimacoOes para 6, com as estimativas 6 variando entre 0,894 e 1,025. Ainda,
podemos notar que, assim como no caso anterior, os valores das variancias

estimadas sao muito proximos a zero.
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Tabela 4.2: Analise de sensibilidade para # =1 e m = 100 simulagoes.

n

0o

7

Var(0)

6
7
8
9
10
15
20
30
40

1,030
0,887
1,025
0,991
0,912
0,933
1,018
0,951
0,989

1,021
0,804
1,025
0,988
0,907
0,944
1,023
0,953
0,972

0,0000088
0,0007780
0,0000359
0,0000148
0,0000171
1,0603290
0,4531279
0,3851729
9,72e-70

Fixando n = 12, foram ajustados 100 modelos para cada um dos seguintes

valores de 6 : 0,1,2 e 3. A Tabela apresenta as estimativas médias dos

resultados obtidos, onde podemos observar novamente que a estimativa 6,

fornece uma boa aproximagao para 6. A Figura apresenta os valores

estimados de 6, e 8, para § = 1 em cada uma das 100 repeticoes. Observamos

que ha uma forte relacao linear entre estes dois valores, ou seja, para os valores

de 0y mais distantes de 1, temos 6 também mais distantes de 1, ou seja, o

algoritmo nao consegue melhorar a estimativa inicial 6.

Tabela 4.3: Analise de sensibilidade para 100 repeticoes em cada modelo,
n = 12, m = 100 simulagdes MC e 100 repetigoes.

0 | 6y Médio | @ Médio | Var(f) Média
0| 0.00066 | 0.00016 0.0000643
1] 0.97802 | 0.97708 0.0000521
2| 1.99558 | 1.99564 0.0000152
3] 3.00178 | 3.00189 0.0000029
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Figura 4.2: 6, e 0 estimados,f = 1, n = 12, m = 100.

4.5.2 Modelo Biparamétrico

Nesta Segao iremos considerar o modelo com fungao de probabilidade

e9%(9)

Po(g) = h(g)—ov
onde h(g) = [T jeq 501 © Z(9) = (Z1(9), Z2(9)) para Zi(g) = 3, ), 9is
e Zy(g) = Z(iyj)eE(ngeV(g) gikgk;- Esse modelo é uma extensdo do modelo
Poisson apresentado na Secao [4.5.1) considerando uma correlagao entre as
arestas. A Tabela apresenta os resultados de estimacao para o ntmero
de vértices n = 8 e para diferentes valores de #. Nesse caso, fixamos 6, igual
a #, o vetor de parametros verdadeiro. Verificamos que houve convergéncia
do algoritmo em quase todas as simulacoes. Nesse caso, utilizar m = 100
simulagoes MCMC nao foi suficiente para obter a convergéncia do algoritmo,

portanto foram utilizadas m = 1000 simulagoes MCMC por modelo. Obser-
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vamos que as estimativas de 8 estao préximas aos respectivos valores de 6 e,
em todos os casos, a variancia estimada de 6; é maior que a variancia de 6.
Ainda, podemos observar que a correlagao é aproximadamente igual a -1 ou

1 em todos os casos, sendo negativa na grande maioria das simulagoes.
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Tabela 4.4: Analise de sensibilidade para n = 8 e m = 1000 simulagoes.

0, 0, 0, 0, Var(60,) Var(0y) Cor(6,,06,)

0,00 -1,00 | 1,3318 -0,7505 0,00588  0,00004  0,9999
0,00 -0,50 | 0,1585  -0,6663 0,00752  0,00018  -0,9999
0,00 0,00 | 1,9292 -0,1290 8,26484  0,03875  -0,9999
0,00 050 | 0,2358 0,998  9287,23200 0,01379  -1,0000
0,00 1,00 | 0,3944  0,9995 243417,70000 0,64107  -1,0000
0,00 2,00 | 0,0059 1,9999  6009,21400  0,05177  -0,9999
0,00 3,00 | 0,4598 2,0983  1655,82800  0,03028  -1,0000
0,00 4,00 | -1,8132 4,0108  21731,82000 0,72131  -0,9999
0,00 5,00 | -0,3617 5,0028  3041,75300  0,15949  -0,9999

1,00 -0,50 | 1,13410 -0,56852 0,00643 0,00009 -1,0000
1,00 0,50 | 0,96603 0,50009  32459,60000 0,04671 -0,9999
1,00 1,50 | 1,31288 1,49986  6678,48100  0,03159 -1,0000
1,00 3,00 | 2,06633 2,99603  2537,11500  0,04180 -0,9999
1,00 4,00 | 2,04360 3,99567  5566,64400  0,14201 -1,0000
1,00 5,00 | 0,63830 5,00281  3041,75300  0,15949 -0,9999

2,00 -0,50 | 2,07406 -0,48245 0,00015 0,00003 0,9999
2,00 0,00 | 2,08120 -0,00094  1344,10300  0,17035 -0,9999
2,00 0,50 | 2,09768 0,49994  20359,62000 0,02971 -0,9999
2,00 1,00 | 1,93121 1,00019 363800,60000 0,97414 -0,9999
2,00 2,25 | 2,01059 2,24994  8608,54900  0,09381 -0,9999
2,00 3,00 | 3,21412 299551  2879,15800  0,04605 -1,0000
2,00 4,00 | 0,67955 4,00741  14272,90000 0,47636 -1,0000
2,00 5,00 | 1,66351 5,00265  3040,92800  0,15955 -0,9999

3,00 050 | 2,72885 0,50041 54778,08640 0,07697  -1,0000
3,00 1,00 | 3,25464 0,99963 308632,40420 0,83712  -0,9999
3,00 2,00 | 2,31944 2,00252 12477,05820 0,10838  -1,0000
3,00 3,00 | 2,68219 3,00151 825274020  0,15664  -1,0000
3,00 4,00 | 3,75616 3,99655  310,90860  0,00896  -0,9999
3,00 500 | 2,66406 5,00264  3086,64810  0,16204  -0,9999

4,00 0,00 | 3,84497 0,00026 356685,83440 0,80613 -1,0000
4,00 1,00 |4,11278 0,99990 332433,86230 0,89247 -1,0000
4,00 2,00 |3,92428 2,00029  5628,38020  0,04949 -1,0000
4,00 4,00 |4,75616 3,99655 310,90860 0,00896 -1,0000
4,00 5,00 | 3,66406 5,00264  3086,64810  0,16204 -0,9999

44



Posteriormente, utilizamos g proposto por |[Krivitsky e Butts (2013])

fo1 = log [

Z(iaj)e.q Yij

()

] 7602:0'

Podemos observar os resultados para esta analise na Tabela Ob-

servamos que o algoritmo convergiu apenas para o caso em que 6, < 0 e,

mesmo fixando 6y, = 0 existe convergéncia para valores proximos ao ver-

dadeiro #; = 0. A covariancia entre esses estimadores também é negativa,

ou seja, durante a convergéncia do algoritmo eles se relacionam de maneira

mversa.

Tabela 4.5: Anélise de sensibilidade para n = 8, m = 1000 simulagoes e 0q

estimado.
61 62 91 62 VCLT(91> VCLT(@Q) COU(el, 92)
0 -1 |-15564 -0,075 0,189  0,0020  -0,0061
0 -05(-0245 -0486 00197  0,0001  -0,0016
0 0 | 0,578 -0,029 12,7788 0,0596 -0,8726
1 -1 0,763 -0,689 0,1030 0,0005 -0,0069
1 0 1,354 -0,003  148,5260 0,0889 -3,6334
3 0 3,609 -0,003 49092,7400 0,8462  -203,8165

Krivitsky| (2012) discute a dificuldade de convergéncia do modelo Poisson

ao considerarmos o modelo com estatistica Z>(g) = > ; ;g rev Jikkj:

"No6s consideramos outras variantes, incluindo a versao nao cen-

tralizada, em que cada termo é apenas ,/g;;g;r- Descobrimos

que, particularmente em redes nao direcionadas, tal termo pode

induzir uma distribuigdo de probabilidade bimodal."(Krivitsky),

2012)

Nesse caso, uma distribuicao bimodal justifica a nao convergéncia do al-

goritmo.
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Capitulo 5
Aplicacao

Neste Capitulo apresentaremos uma aplicagao dos modelos para grafos ex-
ponenciais ERGM apresentados nos Capitulos [3 e ], no contexto econdmico
de Complexidade dos Produtos proposto por Hidalgo et al.| (2007)). Buscando
responder perguntas classicas da economia, do tipo: "Qual a consequéncia do
tipo de produto que um pais exporta para a sua performance econdémica?",
os autores propuseram um modelo econémico através da teoria dos grafos.
Enquanto a teoria econdmica classica geralmente utiliza os fatores produti-
vos para responder tal pergunta, Hidalgo et al. (2007) definem o produto
exportado como uma materializacao da capacidade produtiva de uma regiao.
Assim, cada produto possui um conjunto de capacidades e, produtos que
utilizam as mesmas capacidades possuem uma alta probabilidade de serem
exportados conjuntamente.

Conforme seréa apresentado na Segao 5.1} podemos criar uma medida de
similaridade entre os produtos e, representar tais produtos e suas relagoes em
um grafo, que sera chamado Espago de Produtos. Na Secao serd definida
uma extensao do modelo proposto por Hausmann et al.| (2011) e a base de

dados utilizada. Na Segao serao apresentados os resultados obtidos e
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iremos discutir tais resultados e seu contexto.

5.1 O Espaco de Produtos

Hidalgo et al.| (2007) utilizam a ideia inicial que, se dois produtos sao
relacionados, por utilizarem matéria-prima, infraestrutura ou tecnologia si-
milares, entao eles tendem a serem produzidos conjuntamente. Dessa forma,
podemos estabelecer uma relagao de semelhanca entre dois produtos ¢ e j se
os paifses que se especializam no produto ¢ também produzem o produto j, e
vice-versa. Em outras palavras, podemos dizer que dois produtos estao rela-
cionados se eles requerem insumos similares e entao tendem a ser produzidos
conjuntamente, enquanto os bens dissimilares sao pouco provéveis de serem
produzidos conjuntamente. Para criar entao uma medida de similaridade
entre produtos, utiliza-se o conceito de vantagem comparativa.

A vantagem comparativa revelada (RC'A) é um indice utilizado para se
calcular a vantagem ou desvantagem de uma certa regiao na producao de um
bem ou servigo (Mankiw| (2012)). O RC A, de uma regiao k em um produto

1 € dado por
X!
X XF
i X

onde XF representa o valor total de exportagoes do produto i pela regido
k. Em outras palavras, a vantagem comparativa é uma comparagao entre
a concentracao do produto ¢ na regiao k£ e a concentragao desse produto
na economia global. Se RCA;, > 1, dizemos que a regiao k possui vanta-
gem comparativa na produgao do bem ¢, caso contrario, a regiao nao possui
vantagem comparativa.

Uma vez definido o conceito de vantagem comparativa, podemos agora
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definir a similaridade entre dois produtos

Utilizando a medida acima, podemos criar uma matriz M de similarida-
des, onde o elemento M ; ¢ composto pela similaridade ¢;; entre os produtos
1 e j. Tal matriz pode ser representada por um grafo, que chamaremos de
Espago de Produtos.

Para que o grafo produzido seja conexo, utiliza-se o algoritmo proposto
por (Cormen et al.| (2009) para gerar a Arvore Geradora Maxima (AGM) da
matriz de similaridade M. O MST é o conjunto de arestas que conecta todos
os vértices da rede utilizando um nimero minimo de arestas e maximiza a
soma das similaridades. Portanto, a AGM inclui todos os produtos, criando
assim um grafo conexo, com o nimero de arestas minimo. O segundo passo
para criacao do Espaco de Produtos é adicionar arestas entre os produtos
similares que nao foram adicionadas pelo método MST. Hausmann et al.
(2011) incluem todas as similaridades maiores ou iguais a 0, 55.

Assim, utilizando o banco de dados de exportacao de um ano, pode-se es-
timar a matriz de similaridades e produzir o espago de produtos daquele ano.
Neste trabalho, iremos também utilizar a ideia de um espaco de produtos va-
lorado, contendo informagoes das relagoes entre os produtos por vérios anos.
Assim, o Espaco de Produtos Valorado é composto pela soma dos valores do

espago de produtos de vérios anos.

5.2 O Banco de Dados

Para a estimacao das matrizes de similaridades e consequentemente, cria-

¢ao dos grafos, foram utilizados os dados de comércio internacional fornecido
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pelo UN Comtrade| (2017). O UN Comtrade é um repositorio de estatisti-
cas oficiais de comércio global, e sao de direitos autoriais da Organizagao
das Nagoes Unidas. Os dados foram disponibilizados pela Fundagao de Am-
paro a Pesquisa do Estado de Minas Gerais (FAPEMIG) através do projeto

DataViva. A base de dados contém as seguintes informagoes:

Ano de referéncia,

Codigo do pais exportador,

Codigo SITC (Standard International Trade Classification) do produto

exportado,

Valor da exportagao correspondente, em USS$.

Para esta dissertagao foram utilizados os dados referentes aos seguintes
anos: 2015, 2010, 2005, 2000, 1995, 1990, 1985 e 1980. Ainda, seguindo a
metodologia proposta por Hausmann et al.| (2011]), foram retirados da anélise
os dados dos paises cujo valor médio de exportacao no periodo entre 2013 e
2015 foi inferior a 1 bilhao de ddlares, e também as exportagoes dos paises
que possuem populagao menor que 1,2 milhoes de pessoas no ano de 2015.

Apobs o tratamento dos dados, sao apresentados dados de 109 paises. O
Espaco de Produtos proposto por Hidalgo et al. (2007) contém todos os
1467 produtos codificados, divididos em 9 se¢oes, ou grupos de produtos.
Neste trabalho iremos utilizar apenas os produtos da Se¢ao 1, que representa

Bebidas e Tabacos. Esta secao contém 12 produtos, que estao descritos na

Tabela 511
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Tabela 5.1: Produtos que Compoem a Secao 1 - SITC-Rev.2

Cédigo Descrigao

11101 Aguas (incluindo 4dguas de spa e dguas gaseificadas); gelo e neve

11102 Limonada, dguas aromatizadas, dguas gaseificadas aromatizadas e
outras bebidas nao alcodlicas

11211 Vinho suave, em fermentacao ou com fermentacao interrompida,
exceto pela adicao de alcool

11212 Vinho de uvas frescas; vinho de uva com fermentagao interrompida
pela adicao de alcool

11213 Vermouths e outros vinhos de uvas frescas aromatizados com extratos
aromaticos

11241 Uisque

11242 Alcool obtido com vinho destilado ou bagaco de uva

11249 Alcool e bebidas alcodlicas destiladas, preparacoes alcodlicas para
fabricagao de bebidas

12111 Tabaco, nao descascado, curado do tipo Virginia

12119 Tabaco, nao descascado, exceto o tipo curado da Virginia

12121 Tabaco, totalmente ou parcialmente descascado, curado, do tipo Virginia

12129 Tabaco, total ou parcialmente descascado, exceto do tipo Virginia

Este subconjunto de produtos, chamado Secao 1, apresenta uma média de

1,17% da exportacao mundial no periodo considerado. Aplicando o algoritmo

obtemos a seguinte matriz de adjacéncia valorada, representada na Tabela

0.2l
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A Figura [5.1] apresenta o Grafo Espaco de Produtos restrito a Segao 1,
apresentado na Tabela [5.2]

12121

12119

Figura 5.1: Espaco de Produtos Valorado para a Secgao 1.

Podemos observar que o produto 11102 - Limonada, dguas aromatiza-
das, aguas gaseificadas e outras bebidas nao alcodlicas - apresenta as rela-
¢oes de maiores valores estabelecidas no grafo observado, com os produtos
11101 - Aguas, gelo e neve e 11249 - Alcool e bebidas alcoolicas destiladas,
preparacgoes alcoolicas para fabricagao de bebidas, sendo que ambos foram

considerados similares ao produto 11102 em todas as oito versoes dos grafos
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estimados. Os produtos 1121 - Vinho Suave,... e 11213 - Vermouths e outros
vinhos ... apresentam a segunda maior relagao, sendo que esses produtos
foram similares em seis dos oito casos analisados. Ainda, o produto 11212 -
Vinho de uvas frescas,... apresenta uma forte similaridade com os dois cita-
dos anteriormente, sendo o valor das arestas iguais a 5. O valor médio das
arestas observado ¢é igual a 1,106 e densidade igual a 0,455, ou seja, 55% das

arestas apresentam valor nulo.

5.3 Estimacao VERGM e Resultados

As estatisticas observadas para o Espaco de Produtos apresentado na Fi-
gura [b.1| sao Z; = 73 e Zy = 680. Para o modelo uniparamétrico, temos
6y = 0, 1008047 e o valor estimado do parametro 6 é § = 0.0913 e a variancia
estimada ¢ Var(é) = 1.05e — 05, utilizando m=100 simulacoes. Se conside-
ramos 1000 simulacoes, o parametro estimado ¢ igual a 6 = 0.1013706 ¢ a
sua variancia é Var(é) = 1.21e — 05. Nao houve convergéncia para o modelo
biparamétrico.

Para verificar se o modelo Poisson independente é adequado para repre-
sentar o grafo observado, foi realizado um estudo de simulacao para verificar
a qualidade do ajuste de tal modelo. Foram simulados 1000 grafos com dis-
tribuigao indexada por #; = 0,1008047 e 6, = 0, e para cada simulacao foram
calculadas as estatisticas Z; e Z,. A distribuicao das estatisticas simuladas
estao representadas na Figura Verificamos que, um grafo com distribui-
¢gao € = (0,101;0) tem alta probabilidade de gerar o grafo observado, ou

seja, podemos concluir que o modelo Poisson independente é adequado para

representar o Espaco de Produtos - Secao 1.
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Capitulo 6

Conclusao e Trabalhos Futuros

Nesse trabalho foram realizadas duas contribuigoes principais para o es-
tudo de grafos aleatérios: primeiramente, estendemos e implementamos o mé-
todo de estimagao por méxima verossimilhanga via MCMC para o modelo de
grafos aleatorios exponenciais valorados com distribuicao de referéncia Pois-
son e com correlagao entre os valores das arestas. Até o final desta disserta-
¢ao nao identificamos nenhum trabalho que tenha implementado tal modelo.
Vimos que tal medida de correlagao pode ocasionar a nao-convergéncia do
método proposto, mas para os modelos em que houve convergéncia obser-
vamos que frequentemente o valor inicial do algoritmo 6y é uma estimativa
para # melhor que o 6. Implementamos também o algoritmo para simulagao
de grafos aleatorios valorados com distribui¢cao Poisson.

Posteriormente, aplicamos os métodos citados acima em um problema
pratico da area economica, chamado Espaco de Produtos, e observamos que

o modelo Poisson independente é adequado para representar tal modelo.

Como possiveis trabalhos futuros, podemos apontar

e Aplicacao do método de estimacao por maxima verossimilhanca via
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MCMC para outras estatisticas, inclusive as variagoes da medida de

correlagdo Z, sugeridas por [Krivitsky (2012);

Aplicacao do algoritmo de simulagao de grafos aleatorios para outras

distribuicoes, particularmente para a distribuicao Geométrica;

Estender também o método de estimagao por maxima verossimilhanca

via MCMC para a distribui¢ao geométrica;
Implementar medidas de qualidade de ajuste para as estimagoes e

Otimizar o tempo computacional das simulagoes.
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Apéndice A
Estimacao

Neste apéndice, iremos apresentar o resultado proposto por |Geyer]| (1994)
para calcular a variancia (Teorema dos estimadores obtidos via apro-
ximagao MCMC da fungao de verossimilhanga para distribuigoes da familia
exponencial, através da convergéncia assintotica desses estimadores. Este re-
sultado foi utilizado por Hunter e Handcock (2006) para obter a variancia dos
estimadores de méaxima verossimilhanga via MCMC para grafos aleatorios, e
também foi utilizado nessa dissertacao para obter a variancia do estimador

para o modelo de grafos aleatorios valorados.

Teorema A.0.1. Suponha que sejam vdlidas as sequintes condi¢coes de requ-

laridade

1. O EMV @ ¢ inico e o espago paramétrico @ contém uma vizinhanca

aberta de 6 € RY;
2. O MCMCMLE 8,, converge em probabilidade para o EMV 0;

3. k(0) € duas vezes diferencidvel sob o sinal de integragao com relagao a

0;
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4. névfm(é) — N(0, A), para alguma matriz de covaridncia A;
5. B =—v%,,(0) ¢ positiva definida;

6. V30,,(0) € limitado em probabilidade uniformemente em uma vizinhanga

de 0.

Entao

D>

V0 (0,n) — B (A.0.1)

em probabilidade e,

A~ A~

(0 — 0) — N(0,B"*AB™Y) (A.0.2)

N

n

A parte [A.0.1] do teorema pode ser demonstrada através da Proposigao
6.7(b) de|James| (2015)), enquanto a parte ¢ uma adaptacao do método
delta para o caso multiparamétrico e pode ser provado através da expansao
em série de Taylor (Ver Geyer| (1994)).

As condic¢oes de regularidade definidas no Teorema sao satisfeitas
sob algumas condigbes. A condi¢ao 3 é verdadeira quando nao ha Transigao
de Fase, ou seja, quando a funcao de verossimilhanca é unimodal. Yin et al.
(2016) mostra que ha Transi¢ao de Fase apenas no subconjunto de © onde
01 < 0. Ou seja, se #; > 0, a condigao 3 ¢é satisfeita. A condigao 4 apresenta
uma versao do Teorema Central do Limite para o método MCMC. Para o caso
em que o vetor de pardmetros 6 pertence a um espaco continuo, o método MC
é reversivel e a soma das autocovariancias da cadeia é finita, entao, a condig¢ao
4 é verdadeira (Ver |Geyer (1994)). Nos artigos de Hunter e Handcock! (2006)
e Geyer| (1994)), tais condigoes de regularidades sdo assumidas para todo o

espago paramétrico e os resultados do Teorema [A.0.1] sdo utilizados.
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Para encontrar a variancia assintotica B~*AB~1 do estimador 8, preci-
samos encontrar a matriz A. Seguindo |Geyer| (1994)), para obter a variancia

podemos escrever V7,,(0,6y) como

B [(t(00) ~ () 2251

0

oty | 229] /

Vim(0,6) = (A.0.3)

onde G ¢ um grafo sobre a distribui¢ao Py, € Ey,q,[f(G)] = = Y10 f(Gy) €

o estimador de Monte Carlo de Eq,[f(G)] = >_ g, [(9) - Po, (G = g).
Podemos escrever a verossimilhanc¢a como

P ( ) _ h(gobs)eez(g()bs) _ Hé(gobs)
6\ YJobs /ﬁj(@) I{(Q) )

tal que H@(gobs) - h(gobs)eez(gObS) .

Portanto, temos

ViHy(g) _ h(g)e"*Wg(g)
Hy(g) h(g)e?19)

te(g) = = 2(9)-

Quando m vai para infinito, o numerador da equacao converge para 0

1 B, [toa) — 02) A

H90 (Z)

¢ o denominador:

lim Em,@g |i

m—0o0

He(Z)} _ hugl0)
Hoo(2)] ™ Fng(00)

Agora definimos Wy = Wy, (Gy) := (te(gops) — to(Gy)) }i"((GGt)), onde G} é a
) t

simulagao MCMC de grafos valorados, utilizando Metropolis Hastings, esta
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sequencia W, converge para G sob a distribuigao Py, , e seja W = lim; o, W; =
limy 0o Wo, (G) Temos que E(W) = 0, assim, temos o seguinte Teorema

Central do Limite

(e K(60)
ﬁ(Zm E<W>>%H(@>N<0,A>,

Para cadeias reversiveis (Varadhan (1986)), a matriz A pode ser repre-

sentada como

= = t -U.
k(0) /) =,
onde 7, = Cov(W,;, Wy).

Note que utilizando a expressao da distribuicao Py para os grafos valora-

dos, podemos expressar W; como

Wi = (to(gobs) — to(G1)) ]Zf ((Cé;t))
e0Z(Gr)
= (Z<gobs) - Z(Gt)) %

= (Z(gobs) - Z(Gt)) exXp (9 - GO)Z(Gt>
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Apéndice B
Codigo R

### CAPITULO 3: GRAFOS ALEATORIOS SIMPLES

my.ergm <— function (n,p,m,max.times){
eta.true <— log(p/(1-p))
X <— rbinom (n~2,1,p) #gera wvetor aleatorio
A <— matrix(x,nrow=n,ncol=n)
Allower. tri(A,diag=T)] = 0
A=A+ t(A) # Deiza a matriz simetrica
diag(A) <— 0 # Fiza a diagonal princial em 0
g <— graph.adjacency (A,mode="undirected")

# Transformando o grafo g em um objeto network

gnet <— asNetwork(g)

z.obs <— network.edgecount (gnet) #Numero de arestas
d <— z.obs/choose(n,2) # densidade do grafo

eta0 <— NULL; etaO[l] <— log(d/(1-d)) # walor inicial
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# Algoritmo 8.4 (Hunter 2006)

log.l <— NULL; # log—wverossimilhanca
hats <— NULL # estimativas

K <— 10 # numero de lags utilizado

k <— 4 # Constante passo 4 do algoritmo

teste <— FALSE
1 <— 1

while (teste—FALSE & i <= max. times){

eta <— NULL; denominador <— NULL; f.inf <— NULL

eta|l] <— etal[1]

w <— matrix (NA, ncol=max. times ,nrow=m) # pesos das simulacoes

w. f <— matrix(NA, ncol-max. times ,nrow-m) # W i

z.sim <— rep (NA,m)

for (cont in 1:m){
sim <— simulate(g ~ edges,nsim=1,coef=etal , basis=gnet)
z.sim|cont| <— network.edgecount (sim)

}

t<-1

denominador [t]| <— sum(exp((eta|[t]—etal)*(z.sim)))

for(j in 1:m){
w[j,t] <— exp((eta|t]—etal)*xz.sim|]j])/denominador|t]
w.f[j,t] < (z.obs—z.sim[j])*(exp((eta|[t]—etal)*xz.sim[]j]))

}

foinf|t] <= w|,t|%%(z.sim"~2) —

(w|,t]\%*\%z.sim )= (w| , t|%%z . sim)
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eta[t+1] <— eta[t] + (1/f.inf[t])%%
(z.obs—(w|,t|%+%z.sim))
t <— t+l
while (abs(eta|[t]—eta|t—1])>=0.0001 & t<=max.times){
denominador [t] <— sum(exp((eta|[t]—etal)*(z.sim)))
for(j in 1:m){
w[j,t] <— exp((eta|[t]—etal)*z.sim|[]j])/denominador [t ]
w.f[j,t] < (z.obs—z.sim[j])*(exp((eta|[t]—etal)*z.sim|[]j]))
}
f.inf[t] <— w[,t]|%+%(z.sim"2) —
(w[,t]%%z.sim)*(w|,t]|%+%z . sim )
eta|t+1] <— eta|t] + (1/f.inf[t])%%
(z.obs—(w|,t]|%%z.sim))
t <— t+1
}
hats|[i] <— eta|t]
# Calculando a log—verossimilhanca estimada em eta:
r_function <— function(eta){
dif exp <— exp((eta—etal)*z.sim)
r <— (eta—eta0)*z.obs—log(1/mxsum(dif exp))
return (as.double(r))
}
] function <—function(eta){
return(r_function(eta)—r function(0)—
(choose(n,2)x*log(2)))
}

log.1[i] <— 1 function(hats|[i])
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# Calculando var(rm_hat):
u <— exp((hats|[i|—etal)*z.sim)
u.barra <— mean(u)
gama <— c(acf(u, plot=FALSE, type="covariance",
lag .max-K)$acf)
k.sum0 <— mkgama|[l] + sum((m—1:10)*(gama|[2:(K+1)]))
var.mc <— (1/m"~2)x(1/u.barra”2)*k.sum0
teste <— sqrt(var.mc) < kxabs(log.l[i])
eta0 [i+1] <— hats|[i]
1 <= i+1
}
eta_ til <— hats[length(hats)]|
eta0 <— log(d/(1—-d)) # walor inicial para estimativa
# Calculando o erro padrao estimado :
somal <— sum(exp(eta0—eta til)%z.sim)"2
epsilon <— c(acf(w.f[,1],plot=FALSE, type="covariance",
lag .max-K)$act)
somal <— epsilon [1] + sum(2x*(epsilon [2:(K+1)]))
V <— 1/(m"2)*somal*somal

var . memc <— 1/mVs(1/f.inf[1])"2

se.mcme <— sqrt (var.mcme)

se . meme

return (list (result=c(n,p,eta.true ,m,max. times

eta_ til ,se.mcmc,etal),g=g))
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### CAPITULO 4 : GRAFOS ALEATORIOS VALORADOS

# Funcao gera poisson

T

.pois <— function (y){

X <—Yy
while (x—y){x <— rpois(1,y+0.5)}

return (x)

Funcao p

.function <— function(a,b){

x <— ((exp(—(b+0.5))*((b+0.5)"a)/factorial(a)))/
((1—exp(—(b+0.5))*((b+0.5)"b)/factorial (b)))

return (x)

Funcao g

.function <— function (y){

gl <— sum(y)/2
g2 <— 0
for (i in 1:(dim(y)[1]—1)){
for (j in (i+1):dim(y)[1]){
for(k in 1:dim(y)[1]){
g2 <— g2 + y|i, k]*y[k,j]

}

return(c(gl,g2))
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#Funcao delta

delta.function <— function(yl,y2){
dif <— g.function(y2)—g.function(yl)
return(dif)

# Simula grafo aleatorio wvalorado uniparametrico
simulate .vergm <— function(n,m, T, pi0  etal  eta2){

x <— NULL

for(i in 1:(n"2)){x|i] <— rpois(1,m)}

A <— matrix(x,nrow=n,ncol=n)

Allower. tri(A,diag=T)]|=0

A=A+t (A)

diag(A) <~ 0

# Implementacao do algoritmo

N <— 1:n # Conjunto de vertices

eta <— c(etal ,eta2); delta <— NULL; y.list <— NULL;
y.list [[1]] <— A; q <~ NULL; r <— NULL

for (i in 1:T){

ij <— sample(N,2 replace=FALSE)

y.star <— ifelse(y.list [[1]][ij[1],1]j]2]] =0 &
runif(1)<pi0,0,r.pois(y=y.list [[1]][1ij[1],1]j[2]]))

# razao de probabilidades de trans:i 0
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qli] < ifelse(y.list [[i]][1ij][1],1j][2]]==0,(pi0+(1—pi0)=x
p.function (0,y.star))/(p.function(y.star ,0+0.01)),
ifelse(y.list [[i]][ij[1],1j[2]] !'= 0 & y.star==0,
p.function(y.list [[i]|]|[1j[1],1j][2]],0)/(pi0+(1—pi0)=x
p.function (0,y.list [[i]]|[1j[1],1i][2]])),
((1—pi0)*p.function (y.list [[i]][1ij[1],1ij|2]],y.star)/
((1—=pi0)*p.function (y.star ,y.list [[i]|]|[ij[1],ij[2]]))))

y2 <— y.list [|i]]
y21i (1], 6§ [2]] < y2[ij[2], 1§ [1] < y.star
delta <— delta.function(y.list [[i]],y2)

# tara de aceitacao do MH
r[i] <— q[i]*(factorial(y.list [[1]][ij[1],1j[2]])/
factorial (y.star))x(exp(t(eta)%%delta))
if(r[i|>runif(1)){
y.list [[1+1]] <— y2
} else { y.list[[i+1]] <— y.list[[1]] }
}

return(y.list [[T+1]])

}

# Simula grafo aleatorio wvalorado biparametrico
simulate .vergm2 <— function(n,m, T, pi0 , etal ,eta2){
x <— NULL
for(i in 1:(n"2)){x|i] <— rpois(1,m)}

A <— matrix(x,nrow=n,ncol=n)
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Allower. tri(A,diag=T)|=0
A=A+t (A)
diag(A) <~ 0

N <— 1:n #Conjunto de v rtices
eta <— c(etal ,eta2); delta <— NULL; y.list <— NULL;
y.list [[1]] <— A; q <~ NULL; r <— list ()
for (i in 1:T){
ij <— sample(N,2 replace=FALSE)
y.star <— ifelse(y.list [[i]][1ij[1],1ij[2]] '= 0 &
runif(1)<pi0,0,r.pois(y=y.list [[1i]][1ij[1],1j[2]]))

# razao de probabilidades de transi 0

qli] < ifelse(y.list [[i]]|[1j][1],1j[2]]==0,(pi0+(1—pi0)=x
p.function (0,y.star))/(p.function(y.star ,0)),
ifelse (y.list [[i]][ij[1],1j[2]] !'= 0 & y.star==0,
p.function(y.list [[i]]|[1j[1],1j[2]].0)/
(pi0+(1—pi0)*p.function (0,y.list [[i]][ij[1],
21,
ifelse (((1—pi0)*p.function(y.star ,y.list [[i]]
[1j[1],1j[2]]))==1Inf,0,
((1—=pi0)*p.function (y.list [[1]][1j[1],1][2]],
y.star))/((1—pi0)=*p.function(y.star,

y-list [[1]][15[1],151211)))))

y2 <— y.list [[i]]
v2[ 4§ (11,3 [2]] < y2[ij 2], §j [1]] <= y.stas
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delta <— delta.function(y.list [[i]],y2)

# taza de aceitacao do MH (fizxar menor que 1)
r[[i]] <= asNumeric(q[i][[1]])=*
(factorialZ (y.list [[1]][1ij[1],1][2]])/
factorial (y.star))*x(exp(t(eta)%delta))
r||i]] <— ifelse(is.na(r[[i]|])==TRUE,0,asNumeric(r|[[i]]))

if(r[[i]]>runif(1)){
y.list [[i+1]] < y2
} else { y.list[[i+1]] < y.list[[i]] }

}

return(y. list [[T+1]])

# Estimacao modelo Uniparametrico
my.vergm <— function (m.times gl max.times K k){
n <— dim(gl)[1] # N mero de wvertices
eta0 <— log(sum(gl)/(2*choose(n,2)))
z.obs <— g.function(gl)[[1]]
z.sim <— matrix(NA ncol=1,nrow-m. times)

h=NULL; eta <— eta0; w <— list (); hats <— NULL

i=1;teste=FALSE
while (teste=—FALSE & i<max. times){

for (cO in 1:m.times){
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print (c0)
sim <— simulate.vergm (n=n,m=4,pi0=0,etal=eta0|1],T=10000)
z.sim[c0] <— c(sum(sim)/2)
h{[cO]] <— prod(factorialZ (sim|[lower.tri
(sim, diag=F)]) " (—1))
}
t <— 1 # t: conta interacoes
# Estima os pesos w’s das simulacoes (equacao 3.4)
soma <— 0; w.f <— rep(NA,m. times)
for (count in 1:m.times){
w|[count || <— exp(mpfr((eta|[t|]—etal)=
z.sim [count|,128))xh|[[c0]]
soma <— soma+w || count ||
w. f|[count| <— t(z.obs—z.sim|[count,|)%%
(exp(t(t((etal[t]]) —etald))%+%
z.sim [count ,|))
}
for (j in Lan. times){w[[j]] <= w[[]j]]/soma}
# Calculo da informacao de fisher
soma2 <— soma3 <— mpfr(0,128)
for(cl in 1:m.times){
soma2 <— soma24w|[cl]|]*(z.sim[cl]"2)
soma3d <— somadfw|[cl]||*(z.sim[cl])
}
f.inf <— asNumeric(soma2—soma3 " 2)
# Atualiza o valor de eta estimado

eta|t+1] <— asNumeric(eta|[t][[1]]) +
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f.inf~(—1)%+%(z.obs—asNumeric (soma3))
# Repete os passos para as demais simulacoes
t <— t+l
while (abs(eta|t]—eta|[t—1])>=0.001 & t<=max. times){
soma <— 0
for (count in 1:m.times){
w||[count || <— exp(mpfr((eta[t]—etal)=
z.sim |[count|,128))xh[[c0]]
soma <— soma+w||count ||
w.f[count| <— t(z.obs—z.sim |[count ,|)%%
(exp(t(t((etal[t]]) —etald))%+%z.sim|[count,|))
}
for (j in L. times){w[[j]] <= w[[]]]/soma}
soma2 <— soma3 <— mpfr(0,128)
for(cl in 1:m.times){
soma2 <— soma24w|[cl||*(z.sim[cl]"2)
soma3d <— soma3+w|[cl]|]|*(z.sim[cl])
}
f.inf <— asNumeric (soma2—soma3"2)
eta[t+1] <— asNumeric(eta|[t]|[[1]]) + f.inf " (—1)%%
(z.obs—asNumeric (soma3))
t <— t+1
}
hats|[i] <— eta[t]
# Calculando a log—verossimilhanca estimada em eta:
r _function <— function(eta){

dif exp <— ifelse (exp((eta—etal )%t (z.sim))==0,0.001,
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exp ((eta—etal )%+t (z.sim)))
soma <— 0
for (i in 1:m.times){soma <— soma+th|[[i]]*dif exp[i]}
r <— (eta—eta0)%+%z.obs—log (mpfr(1l/m.times*soma))
return(as.numeric(r))
}
h.obs <— prod(factorialZ (gl|lower.tri
(gl ,diag=F)])"(—1))*exp(—1)"(choose(n,2))
] function <—function(eta){
return (asNumeric(r_function(eta))—
asNumeric (r_function(0))—log(asNumeric(h.obs)))
}
log.1 <~ 1 function(hats[i]) # Verossimilhanca
# Calculando var(rm_hat):
u <— exp((hats|[i]—etal)*z.sim)
u.barra <— mean(u)
gama <— c(acf(u, plot=FALSE, type="covariance",
lag .max-K)$act)
k.sum0 <— m. times*gama|l]| + sum((m.times —1:10)x%
(gama[2: (K+1)]))
var.mc <— (1/m.times ~2)*(1/u.barra”~2)xk.sum0
teste <— sqrt(var.mc) < kxabs(log.1)
eta0 <— ifelse(teste=—TRUE, eta0 , hats|[i])
}
# Calculando o erro padrao estimado :
epsilonll <— c(acf(w.f,plot=FALSE, type="covariance",
lag .maxK)$act)
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somall <— epsilonll [1] + sum(2*(epsilonll [2:(K+1)]))

denominador <— sum(exp(t(hats|[i]—eta0)\%*\%t (z.sim)))

V <~ 1/(m.times ~2)*(denominador ~2)*somall

var . mecmc <— 1/m.times*(solve(f.inf))%%
VWTo(solve (f.inf))

return(list (eta=eta ,var.mcmc=var.mcmc,

teste=teste , hats=hats ,i=i))

# simula um grafo e estima os parametros simulados
simest . vergm <— function(n,m, pi0,etal ,T,m. times ,max. times ,K,k){
gl <— simulate.vergm (n=n,m-m, pi0=0,etal=etal ,T=10000)
mod <— my.vergm (m. times=m. times , gl=gl ,
max. times=max. times , K=K, k=k)

return (mod)

# Estimacao modelo Biparametrico
my.vergm2 <— function (m.times , gl max.times K k,eta0){
z.obs <— g.function(gl)
n <— dim(gl)[1]
z.sim <— matrix(NA ncol=2 nrow-m. times)
h=NULL; eta <— list (); eta|[[l]] <— eta0;
w <— list (); hats <— matrix(NA nrow=100,ncol=2)

i=1;teste=FALSE
while (teste=—FALSE & 1 <100){
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for (c0 in 1:m.times){
print (c0)
sim <— simulate.vergm (n=n,m=4,pi0=0,etal=etal[1],
eta2=etal[2] ,T=10000)
z.sim|c0,] <— g.function(sim)
h{[cO0]] <— prod(factorialZ (sim|[lower. tri
(sim ,diag=F)])"(—1))
}
t <— 1 # t: conta interacoes
# Estima os pesos w’s das simulacoes (equacao 8.4)
soma <— 0
for (count in 1:m.times){
w|[count || <— exp(mpfr(t(eta[[t]]—etald)%+%
z.sim [count .| ,128))
soma <— soma+w || count ||
}
for(j in 1:m.times){w][[]j]|] <= w[|j]]/soma}
# Calculo da informacao de fisher
soma2 <— matrix(0,ncol=2 nrow=2);
somad <— matrix(0,ncol=2 nrow=1)
for(cl in 1:m.times){
soma2 <— soma2+w|[cl|][1,1]*(z.sim][cl,]
Y%t (z .sim [ cl ,]))
soma3d <— somad+w|[cl||[1,1]*(z.sim]|[cl,])
}
soma3 <— asNumeric (soma3)

f.inf <— asNumeric (soma2—t (soma3)%+%soma3)

77



# Atualiza o valor de eta estimado
eta [[t+1]] <— asNumeric(eta[[t]|]) + solve(f.inf)%%
t (z.obs—asNumeric (soma3))
# Repete os passos para as demais simulacoes
t <— t+l
while (sum(abs(eta [[t]]—eta|[[t —1]]) >=0.0001) & t<-max.times){
soma <— 0
for (count in 1:m.times){
w||[count || <— exp(mpfr(t(eta|[t]]—etald)%=%
z.sim [count,| ;128))*h || cO]]
soma <— soma+w || count ||
}
for (j in Lo, times){w|[j]] <= w[[j]] /soma}
# Calculo da informacao de fisher
soma2 <— matrix(0,ncol=2 nrow=2);
somad <— matrix(0,ncol=2 nrow=1)
for(cl in 1:m.times){
soma2 <— soma24w|[cl|][1,1]*(z.sim]|cl ,]|%%
t(z.sim[cl,]|))
soma3 <— soma3+w|[cl|][1,1]*(z.sim[cl,])
}
soma3 <— asNumeric (soma3)
f.inf <— asNumeric (soma2—t (soma3)%%soma3)
# Atualiza o wvalor de eta estimado
eta[[t+1]] <— asNumeric(eta|[[t]]) + solve(f.inf)%%
t (z.obs—asNumeric (somad))

t <— t+l
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}
hats|i,|] <— eta[[t]]
# Calculando a log—verossimilhanca estimada em eta:
r_function <— function(eta){
dif exp <— ifelse (exp((eta—etal )% %t (z.sim))==0,0.001,
exp ((eta—etal )%+t (z.sim)))
soma <— 0
for (i in 1:m.times){soma <— soma+h|[[i]]|*dif exp[i]}
r <— (eta—eta0)%+%z.obs—log (mpfr(1l/m.times*soma))

return (as.numeric(r))

h.obs <— prod(factorialZ (gl|[lower.tri(gl,diag=F)])
“(—1))*exp(—1)"(choose(n,2))
1 function <—function(eta){
return(r_ function(eta)—r function(c(0,eta0))—
log (mpfr(h.obs)))
}
log.1 <~ | function(hats[i,|) # Verossimilhanca
# Calculando wvar(rm_hat):
u <— exp(t(hats[i,]—eta0)%=+%t (z.sim))
u.barra <— mean(u)
gama <— c(acf(u,plot=FALSE, type="covariance",
lag .max-K)$act)
k.sum0 <— m. times*gama|l]| + sum((m.times —1:10)%
(gama[2:(K+1)]))
var.mc <— (1/m.times"2)%(1/u.barra”2)xk.sum0

teste <— sqrt(var.mc) < kxabs(log.l)
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eta0 <— hats|1i,]
}
# Calculando o erro padrao estimado :
w. f <— matrix(NA, ncol=2 nrow-m. times) # W i
for (count in 1:m.times){
w.f[count ,| <— t(z.obs—z.sim[count,|)%%
(exp(t(t((eta|[t]]) —etald))%+%z.sim|[count,]|))
}
epsilonll <— c(acf(w.f[,1], plot=FALSE,
type="covariance"  /lag .max=10)$acf)
epsilonl2 <— c(c(ccf(w.f[,1],w.f],2],plot=FALSE,
type="covariance" ,lag .max=10))8$acf)
epsilon22 <— c(acf(w.f[,2]|,plot=FALSE,

type="covariance"  /lag .max=10)$acf)

somall <— epsilonll|[1] + sum(2*(epsilonll [2:(K+1)]))
soma22 <— epsilon22 1] + sum(2*(epsilon22[2:(K+1)]))

somal2 <— sum(epsilonl2)

somal <— cbind (c(somall ,somal2),c(somal2,soma22))

denominador <— sum(exp(t(eta[[t]]—etal )%t (z.sim)))

V <~ 1/(m. times ~2)#*(denominador ~2)=*somal

var.memc <— 1/m.times*(solve(f.inf))%%
WTo(solve (. inf))

return(list (eta=eta ,var.mcmec=var .memc,

teste=teste ,hats=hats,i=i))
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# simula um grafo e estima os parametros simulados
simest . vergm2 <—

function (n,m, pi0 ,etal ;eta2 ,T,m.times ,max. times , K, k){

gl <— simulate.vergm (n=n,m-m, pi0=0,etal=etal ,

eta2=eta2 ,[T=10000)

#etal <— c(etal ,eta?)

eta0 <— c(log(sum(gl)/(2*choose(n,2))),0)

mod <— my.vergm (m. times=m. times ,gl=gl ,

max. times=max. times ,K=K, k=k , eta0=eta0)

return (mod)
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