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Resumo
Nos últimos anos, incêndios florestais de grandes proporções têm sido frequentemente
noticiados em âmbito mundial. Quando não controlados, podem provocar impactos irrepa-
ráveis, como perda da biodiversidade, prejuízos à saúde humana, a propriedades rurais,
indústrias e a todas as comunidades que permeiam as florestas. Outrossim, devido ao
desenvolvimento tecnológico e à necessidade de maiores áreas para plantio de alimentos,
as florestas, no mundo todo, têm sido cada vez mais suprimidas. Nesse contexto, torna-se
indispensável a adição de técnicas eficazes capazes de detectar incêndios automaticamente.
Nesse sentido, nos últimos anos, é possível observar um aumento significativo de técnicas
que investigam a detecção automática do fogo. Essas técnicas geralmente são baseadas em
algoritmos de visão computacional e podem compreender desde o processamento de vídeos
ou imagens ao uso de aprendizado profundo, especialmente as redes neurais convolucionais.
Neste trabalho é apresentado um método para detecção de fogo em duas etapas baseado
em sinais de vídeo por meio de análise de séries temporais. Na primeira etapa, regiões
com possibilidade de incidência de fogo são selecionadas por meio de um detector espacial
implementado por uma rede neural convolucional. Na segunda etapa, é utilizado um
detector temporal baseado na análise das séries temporais (AST) das regiões de interesse
(ROIs) identificadas pelo detector espacial. A AST consiste em uma sequência de passos:
inicialmente, a ROI do vídeo investigado é dividida em blocos de dimensão N ⇥N pixels
e, para cada um desses blocos, é computada uma série temporal média. Com intuito de
realçar o efeito da cintilação do fogo, a primeira diferença temporal é calculada, rotulada e
organizada em vetores de entrada para serem classificados por meio de seis algoritmos de
aprendizado de máquina. São analisados valores diferentes do tamanho do bloco N ⇥N ,
observando o desempenho computacional. Ao todo são usados 87 vídeos para avaliar a
AST, sendo que 35 compõem o conjunto de treinamento dos algoritmos de aprendizado
de máquina e 52 compõem o conjunto de testes. A abordagem AST foi aplicada às ROIs
com possibilidades de fogo, identificadas pelo detector espacial. O conjunto de teste é
constituído por 50% dos vídeos sendo falsos positivos e 50% sendo verdadeiros positivos.
Os resultados experimentais obtidos mostram que a adição de informações temporais ao
detector espacial produz reduções significativas na taxa de erro. Essa redução depende
do tamanho do bloco utilizado. O melhor desempenho foi obtido com regiões de interesse
divididas em tamanhos de bloco de 8⇥ 8 pixels e com o classificador SVM. Nesse cenário,
a AST é capaz de eliminar todos os falsos positivos sem reduzir a taxa de verdadeiros
positivos, adicionando um tempo médio de processamento por vídeo de menos de 1 segundo.

Palavras-chave: Análise de séries temporais. Detecção de fogo. Aprendizado de máquina.
Redes neurais convolucional. Detector espacial.



Abstract
In recent years, large forest fires have often been reported worldwide. When they are
not controlled, they can have irreparable impacts such as loss of biodiversity, human
health losses, rural properties, industries and all the communities that permeate forests. In
addition, due to technological development and the need for higher areas of food planting,
forests worldwide have been increasingly suppressed. In this context, it is essential to
add effective techniques capable of automatically detecting fires. In this sense, in recent
years, it is possible to observe a significant increase in the techniques that investigate
automatic fire detection. These techniques are usually based on computational vision
algorithms and can understand from video processing or images to the use of deep learning,
especially convolutionary neural networks. This work is presented a method for detecting
fire in two steps based on video signals by analyzing the temporal series. In the first stage,
regions with the possibility of fire are selected through a spatial detector implemented
by a convolutionary neural network. In the second stage, a temporal detector is used
based on the analysis of the temporal series (AST) of the regions of interest identified by
the space detector. AST consists of a sequence of steps: Initially, the investigated video
ROI is divided into blocks of dimension n ⇥ N pixels and, for each of these blocks, an
average temporal series is calculated. To improve the glow effect of fire, the first temporal
difference is calculated, labeled and organized into input vectors to be classified by six
machine learning algorithms. The values different from the size of the Block N ⇥N are
analyzed, observing computational performance. In all 87 videos are used to evaluate AST,
with 35 composing the training set of machine learning algorithms and 52 make up the
test set. The AST approach was applied to ROI’s with fire possibilities, identified by the
space detector. The test set consists of 50 % of the videos being false positive and 50 %
being true positive.

Experimental results show that the addition of temporal information to the spatial detector
produces significant error reductions. This reduction depends on the size of the block
used. The best performance was obtained with regions of interest divided into 8⇥ 8 pixels
and SVM classifier. In this scenario, AST is able to eliminate all false positives without
reducing the real positive rate by adding an average video processing time less than 1
second.

Keywords: Time series analysis. Fire detection. Machine learning. Convolutional neural
networks. Spatial detector.
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Capítulo 1

Introdução

Incêndios não controlados são eventos que podem surgir naturalmente ou podem
ser provocados pela ação humana. Independente da forma como se iniciam, são eventos
destrutivos, com potencial para causar danos irreparáveis à vida e ao meio ambiente. Além
do fogo, que devasta áreas florestais, exterminando diversas espécies da flora e da fauna,
a fumaça e a fuligem se espalham por quilômetros, prejudicando a qualidade do ar e
interferindo na saúde da população atingida. Outrossim, o fogo ainda pode causar danos
a propriedades e a redes de transmissão de energia elétrica com prejuízos imensuráveis
(Lisboa et al., 2020; Avazov et al., 2022).

Para minimizar a de incêndios não controlados na natureza, diferentes técnicas de
detecção de fogo, com metodologias próprias, têm sido experimentadas e utilizadas (Jadon
et al., 2019). Técnicas convencionais adotam sensores que detectam fumaça e fogo. Estes
são considerados populares, devido ao baixo custo e simples operação (Yin et al., 2017).
Contudo, apresentam limitações, tais como retardo no acionamento do alarme, cobertura
restrita a pequenas áreas e necessidade de um sistema para a transmissão dos sinais.
Comumente, esses sensores são destinados a espaços confinados e são instalados no teto,
o que faz com que o tempo necessário para a fumaça e/ou o calor serem detectados seja
longo, resultando em um atraso na detecção. As peculiaridades dos sensores convencionais
dificultam sua instalação em espaços abertos, como por exemplo, áreas públicas, estádios,
hangares, dentre outros.

Por outro lado, há as técnicas de detecção de fogo em vídeo, que apresentam
resposta rápida, detecção em ambientes abertos e fechados, sem necessidade de contato,
capacidade de prever o progresso da fumaça e das chamas e abranger extensos limites
territoriais, sendo limitados pela abertura da câmera (Ojo e Oladosu, 2014). Além disso,
os custos para instalação e manutenção de um sistema dessa natureza podem não ser tão
altos (Töreyin et al., 2005). Um sistema composto por câmeras, como por exemplo um
Circuito Fechado de Televisão (CFTV), captura as imagens em tempo real possibilitando
que as chamas sejam detectadas mais rapidamente em comparação com a detecção por
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sensores (Çetin et al., 2016).

A partir de 1980 a detecção de fogo em vídeo ganhou notoriedade, uma vez que
foi nesta época que os sensores para captação de imagens se tornaram mais acessíveis. Um
dos primeiros trabalhos visando a Detecção de Fogo em Vídeo (DFV) e a Detecção de
Fumaça em Vídeo (DFV) foi publicado por Cappellini et al. (1989). Desde então, tem
aumentado as publicações que demonstram a viabilidade da DFV e DFV como alternativas
aos métodos tradicionais, sendo úteis em resolver vários problemas associados com os
sensores convencionais de fogo e fumaça (Verstockt, 2011; Xiong et al., 2007; Çetin et al.,
2013).

As técnicas de detecção de fogo e fumaça por imagens podem ser classificadas em
três categorias: extração de características, aprendizado profundo e abordagem híbrida,
conforme é demonstrado na Figura 1 (Gaur et al., 2020; Subbiah et al., 2020). Em relação
à primeira categoria, é necessário conhecimento prévio das características do fogo e da
fumaça para extraí-las. A partir daí, podem ser utilizados modelos simples de classificação
binária. O uso de classificadores demanda organizar as características de tal forma que
seja possível utilizá-las como vetores de entrada para serem classificadas. Por sua vez,
a ausência de classificadores exige que sejam propostas regras para definir regiões de
interesse que envolvam espaços de cores, análise de movimentos, dentre outras. Já a
detecção por meio de técnicas de aprendizado profundo exige obter uma visão geral das
diversas arquiteturas para garantir generalização das características espaciais, de tal forma
que seja possível detectar eventos reais de fogo, mesmo que para isso ocorram detecções de
objetos parecidos com o fogo. A obtenção de um detector que utilize a abordagem híbrida
exige conhecimento tanto das características do fogo e fumaças, quanto das técnicas de
aprendizado profundo (Gaur et al., 2020).

Figura 1 – Categorias de classificação das técnicas de detecção de fogo e fumaça.

Fonte: Adaptado de Gaur et al. (2020).

Se na abordagem que utiliza a extração de características, com uso de aprendizado
de máquina, é difícil processar os dados no formato bruto, pois é requerido conhecimento
prévio para se projetar um extrator de características a fim de transformar esses dados em
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um vetor de características que possam ser classificadas (Lecun et al., 2015), a abordagem
com técnicas de aprendizado profundo remove estas dificuldades. O aprendizado profundo
tem ganhado força na última década, e tem sido bastante utilizado para a detecção
de fogo e fumaça (Muhammad et al., 2018a; Li et al., 2020; Muhammad et al., 2018b;
Majid et al., 2022). No entanto, ao aprendizado profundo estão associadas algumas
limitações importantes, como longos tempos de treinamento, necessidade de conjuntos de
dados robustos e diversificados para o treinamento, falta de controle sobre os processos
internos e a incapacidade de detectar padrões temporais (Schmidhuber, 2015). Como
consequência, podem produzir falsos alarmes (falsos positivos) ou perder eventos reais
(falsos negativos) (Venâncio et al., 2021).

A abordagem híbrida surge como tentativa de melhorar o desempenho da detecção
de fogo automática (Gaur et al., 2020). A tendência desta técnica é combinar informações
espaciais e temporais para detectar fogo de modo a propor arquiteturas mais robustas (Xie
et al., 2020; Nguyen et al., 2021; Shahid et al., 2022). Comumente, as abordagens híbridas
se desenvolvem em duas etapas. Na primeira, são extraídas as características em função
de regras baseadas principalmente em cores e movimentos, definindo, assim, regiões de
interesse. Na segunda etapa, é aplicado o aprendizado profundo de máquina para extrair
as características espaciais do fogo.

Caminhando nessa direção, este trabalho realiza um estudo bibliográfico de técnicas
de detecção baseadas em visão computacional aplicadas à detecção de fogo e fumaça
publicadas nas últimas décadas. Outrossim, é proposto um método para detecção de fogo
baseado em duas etapas, conforme é mostrado na Figura 2. Na primeira etapa é realizada
a detecção espacial baseada em aprendizado profundo utilizando o algoritmo YOLO (You
Only Look Once) (Redmon et al., 2016). Neste projeto, vídeos são transmitidos a uma taxa
de 2 quadros por segundo. Essa taxa é muito baixa para que seja possível uma análise
espectral convencional, pois a cintilação do fogo atinge pelo menos 12 Hertz (Hz). O
objetivo desta etapa é definir uma região de interesse com grande potencial de haver a
presença de fogo. O algoritmo YOLO possui elevado nível de implementação e possui altas
taxas de detecção de incêndios. Gaur et al. (2020) e Subbiah et al. (2020) apresentam
diversas arquiteturas que utilizam aprendizado profundo aplicadas na detecção automática
de fogo.

Na primeira etapa, a detecção do fogo a partir das características espaciais foi
desenvolvida por Venâncio et al. (2021). O algoritmo YOLO usado para detecção de
incêndios está em uso no projeto Apaga o FOGO1 (CEMIG, UFMG, Gaia, RaroLabs e
UFVJM, 2021).
1

O Apaga o Fogo utiliza câmeras para monitorar, em tempo real, as matas e florestas, detectando

automaticamente os focos de incêndio através de um software de inteligência artificial. www.apagaofogo.
eco.br.

www.apagaofogo.eco.br
www.apagaofogo.eco.br
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Figura 2 – Sistema híbrido de detecção de fogo proposto baseado em duas etapas: detecção
espacial e análise de séries temporais.

Fonte: Autoria própria.

O segundo passo surge com o intuito de potencializar a detecção espacial, reali-
zando a análise das características temporais. Dessa forma, este passo visa incorporar as
características temporais de forma a solucionar as detecções que o YOLO não é capaz de
identificar corretamente. Conforme será descrito, a AST é uma abordagem multipassos que
permite classificar quais séries da região delimitada pelo detector espacial pertencem às
chamas de fogo ou não. O desempenho de seis classificadores diferentes das séries temporais
é comparado. Junto a isto, as regiões de interesse são divididas em blocos. Cada bloco é
composto por vários pixels e uma única série temporal média o representa. Quanto maior a
dimensão do bloco, menor o custo computacional e, assim, é possível avaliar o desempenho
dos classificadores à medida que a dimensão dos blocos é alterada.

A diferença temporal de cada série temporal média de bloco é proposta com
intuito de realçar as amplitudes das séries que possuem baixa taxa de quadros. Os vídeos
usados para treinamento, validação e teste apresentam taxa de 2 quadros por segundo
e duração de 30 segundos, resultando em um total de 60 quadros por vídeo. Uma outra
maneira de analisar as séries temporais seria observar o domínio da frequência, aplicando
por exemplo a transformada de Fourier. No entanto, a cintilação das chamas do fogo
apresentam oscilações maiores que 12 Hz. Sendo assim, a análise no domínio da frequência
é inviável, pois seria necessário considerar vídeos com taxas acima de 24 quadros por
segundo, de acordo com o Teorema da Amostragem (Aguirre, 2007).

Para obtenção dos resultados são utilizados ao todo 87 (oitenta e sete) vídeos,
sendo que destes, 35 (trinta e cinco) são utilizados para as etapa treinamento e validação e
52 (cinquenta e dois) vídeos utilizados para avaliar a desempenho da AST na etapa de teste.
Os resultados da análise do comportamento temporal da região de interesse, usando a AST,
permite, a um baixo custo computacional, diminuir significativamente a taxa de falsos
positivos sem depreciar a taxa de verdadeiros positivos. Considerando o conjunto de vídeos
de teste, a AST todos os falsos positivos, adicionando um tempo médio de processamento
por vídeo de 0,54 segundos utilizando o classificador SVM (máquina de vetores de suporte)
e a dimensão dos blocos igual a 8⇥ 8 pixels. A abordagem atinge 100% de acurácia. A
AST apresenta algumas limitações, como por exemplo, não é capaz de ser aplicada a
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vídeos de câmeras dinâmicas, ou seja, câmeras com movimentos vertical, horizontal e
zoom. E também, a AST suprime apenas falsos positivos, sendo incapaz de suprimir falsos
negativos, uma vez que, neste trabalho, ela é utilizado após a detecção realizada pelo
detector espacial. Os resultados obtidos mostram que a AST é uma importante ferramenta
para auxiliar na detecção de incêndio a partir de vídeos.

1.1 Motivação

Segundo o Instituto Nacional de Pesquisas Espaciais (INPE), nos anos de 2021 e
2022, foram registrados 688.252 focos ativos de incêndio na América do Sul. Apenas o Brasil
atingiu 384.844, ou seja, cerca de 56% desse total (INPE, 2022). Para contextualização, na
Figura 3 são apresentadas as séries temporais dos focos ativos de incêndio identificados na
América Latina e Brasil no período entre 1998 e 2022.

Por si só, essas considerações motivam o estudo da detecção de incêndios. Porém,
detectar fogo a partir de um vídeo cuja câmera é criteriosamente configurada é um
grande desafio. Esse desafio torna-se maior em um contexto em que as câmeras de vídeo
possuem configurações realizadas automaticamente. Sensibilidade, abertura e velocidade do
obturador são algumas das configurações que comumente são automaticamente ajustadas
na maioria das câmeras de monitoramento.

Figura 3 – Histórico temporal dos focos ativos de incêndios na América Latina (-+) e
Brasil (-*) no período entre 1998 e 2022.

Fonte: Adaptado de INPE (2022).

Mesmo diante dessas dificuldades, o número de trabalhos sobre DFV e DFV usando
visão computacional cresceu consideravelmente nas últimos décadas (Çetin et al., 2016).
Não obstante esse crescimento, a detecção de fogo não é um problema completamente
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resolvido. No Capítulo 2 são descritos diversos trabalhos abordando as mais diferentes
técnicas aplicadas com um único objetivo: detectar fogo e/ou fumaça. Cada método visa
representar as características do fogo e da fumaça para situações diferentes, sejam elas
cenários abertos ou fechados, cidades ou florestas, durante o dia ou noite, e assim por
diante. Modelos ou métodos globais, que abrangem todas as situações, são representações
que, devido à complexidade computacional e à quantidade de informações de cada uma
das situações podem se tornar inviáveis a curto e médio prazo.

Essas ponderações motivam o desenvolvimento deste trabalho que propõe um
novo método para detecção de fogo em vídeos. Para isso, as informações temporais dos
vídeos são consideradas e representadas como amostras igualmente espaçadas no tempo,
nomeadas como séries temporais.

O uso das séries temporais para representar vídeos é limitado na literatura. Em
Töreyin et al. (2006) os autores obtêm as variações temporais de determinados pixels,
porém para delimitarem possíveis regiões de fogo, analisam as variações dos subsinais
obtidos pela decomposição por um banco de filtros utilizando a transformada Wavelet. Os
autores mostram que os pixels que pertencem às regiões de fogo, em especial às bordas,
apresentam nos seus subsinais variações que estão diretamente relacionadas à cintilação
do fogo. Ou seja, as variações se devem à alternância das cores de fogo e do plano de
fundo desse determinado pixel sob análise. No entanto, a análise do histórico temporal dos
pixels só é realizada após a aplicação de outras técnicas que possibilitam detectar regiões
de interesse, limitando a quantidade de pixels analisados. O uso do histórico temporal
de pixels de fogo analisados sob a ótica dos subsinais da transformada Wavelet pode ser
encontrado também em Ko et al. (2009) e Zhang et al. (2008).

Hamad e Tsumura (2012) utilizam séries temporais de pixels para detectar e
extrair silhuetas de objetos do primeiro plano de vídeos. O método proposto utiliza, além
da análise estatística das séries temporais dos pixels, outras técnicas para detecção de
movimento e identificação das regiões do plano de fundo.

Adotando o conceito de séries temporais dos pixels em vídeos, desbravado por
Töreyin et al. (2006) e Hamad e Tsumura (2012), visa-se, neste trabalho, analisar o
comportamento temporal a partir das séries temporais das regiões de interesse, definidas
por um detector espacial, com intuito de auxiliar na detecção de fogo, diminuindo a taxa
de falsos alarmes, aumentando assim a eficiência do procedimento.

1.2 Objetivos

O presente trabalho tem como objetivo geral diminuir a taxa de falsos positivos em
sistemas reais de detecção automática de incêndios. Para isso, é proposta uma abordagem
que auxilie na detecção automática de incêndios florestais a partir das características
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temporais. A análise das séries temporais é realizada em regiões de interesse detectadas
pelo algoritmo YOLO proposto por Venâncio et al. (2021) para detectar incêndios. Os
objetivos específicos podem ser enumerados conforme listado:

1. coleta de vídeos contendo ocorrências de incêndio em diversas fontes de informações
gratuitas, visando qualidade e variedade;

2. representação de sinais de vídeos em séries temporais;

3. construção de um conjunto de dados de séries temporais rotuladas pertencentes às
regiões de fogo e regiões comuns;

4. analisar a divisão das regiões de interesse em blocos de tamanhos diferentes, obtendo,
assim, a melhor relação entre custo computacional e desempenho dos classificadores;

5. utilização de modelos capazes de classificar as séries temporais. Para este passo seis
diferentes classificadores são comparados: árvore de decisões, análise de discriminante
linear, naïve, regressão logística, K vizinhos mais próximos e máquina de vetores
suporte;

6. avaliar os modelos levando-se em consideração a diminuição da taxa de falsos positivos,
sendo que para isso, a taxa de verdadeiros positivos seja mantida.

1.3 Organização da tese

Este trabalho apresenta mais cinco capítulos. No Capítulo 2 é realizada uma
revisão bibliográfica contendo os conceitos e técnicas envolvidos no âmbito da detecção
automática de fogo e fumaça.

O Capítulo 3 apresenta a fundamentação teórica necessária para a compreensão
deste trabalho. A representação de sinais de vídeos em séries temporais é tratada, como
também o cálculo da primeira diferença de uma série temporal, chamada de diferença
temporal. Os classificadores que usam aprendizado de máquina são retratados e também a
sua metodologia de validação. O algoritmo de aprendizado profundo, YOLO, também é
destacado. As principais métricas usadas para avaliar o desempenho dos classificadores
são descritas.

No Capítulo 4 são apresentados dois bancos de dados distintos. O primeiro foi
usado exclusivamente para treinar e validar os classificadores. O segundo foi empregado na
etapa de testes dos modelos. A abordagem Análise de Séries Temporais (AST) é detalhada.

Os resultados da classificação usando aprendizado de máquina são apresentados
no Capítulo 5. O tamanho do bloco é avaliado com o objetivo de obter a melhor relação
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entre custo computacional e desempenho dos classificadores. As conclusões e os próximos
passos a serem seguidos são descritos no Capítulo 6.



25

Capítulo 2

Trabalhos Relacionados

Nas últimas três décadas, diversos trabalhos que permeiam a detecção de fogo têm
sido publicados. Se for considerada apenas a base de dados bibliográficos Compendex1 da
Elsevier, esse número tem crescido consideravelmente, conforme pode ser visto na Figura
4. De acordo com a base Compendex, em 1989 o número de trabalhos que continham o
termo “detecção de fogo” foi igual a 84 e, em 2022, atingiu 1761 trabalhos.

Figura 4 – Número de trabalhos científicos agrupados por ano de publicação. Período:
1990-2019.

Fonte: Adaptado de Elsevier (2022).

Os números apresentados graficamente na Figura 4 mostram que o tema “detecção
de fogo” é um problema complexo que ainda precisa ser explorado. Investigar esse assunto
1

Compendex é um banco de dados bibliográficos de engenharia publicado pela Elsevier. O Compendex

indexa a literatura científica referente a materiais de engenharia, ciência da computação e temas

correlacionados. O conteúdo oferece mais de 20 milhões de registros, com referências de milhares de

revistas científicas especializadas e anais de conferências. A partir de 1884, foi compilado manualmente

sob o título original de Engineering Index. O nome “Compendex” significa COMPuterized ENgineering

inDEX (Elsevier, 2022).
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é primordial, face a diversos prejuízos que as queimadas não controladas podem causar à
fauna, à flora, às indústrias e às áreas urbanas.

Os trabalhos encontrados na literatura costumam compartilhar técnicas para
detectar fogo e fumaça. Obviamente, essas técnicas consideram parâmetros diferentes para
cada tipo de detecção, pois as características da fumaça e do fogo são diferentes. Conforme
descrito em Beutling (2009), o fogo é definido como uma rápida oxidação de um material
em um processo químico exotérmico liberando calor, luz e vários produtos resultantes da
reação química, ou seja, uma reação de combustão que produz luz. Em incêndios florestais,
geralmente irá ocorrer a combustão incompleta do material combustível (por exemplo, a
madeira), produzindo uma grande quantidade de partículas ou fuligem (Quintiere, 2016).
Nesse caso, a cor da chama é determinada principalmente pela radiação térmica emitida
por essas partículas ou pela fuligem, em que a cor varia do amarelo claro ou branco até o
vermelho (Company, 2010).

A fumaça, por sua vez, é um forte indicativo de que há fogo e, em um incêndio, é
resultante de gases, vapor de água, materiais particulados finos e resíduos da combustão
(Ye et al., 2015). É possível enxergar duas cores de fumaça bem distintas: branca e cinza.
A fumaça branca é resultante de material combustível fino, com pouco material lenhoso e
com alto teor de umidade. Essa coloração se deve, principalmente, ao volume de vapor
d’água nos combustíveis. A fumaça cinza é resultante de material combustível mais seco e
com maior quantidade de material lenhoso (Rasbash e Drysdale, 1982; Seito et al., 2008).
Geralmente, o contorno, a forma, a velocidade, a direção do movimento e a textura interna
do bloco de fumaça são fortemente influenciados pelo fluxo de ar. As bordas da fumaça
apresentam cintilação com frequências que variam entre 1 e 3 Hz, enquanto as bordas de
uma chama cintilam com frequências de 2 a 15 Hz (Yamagishi e Yamaguchi, 2000; Phillips
et al., 2002; Töreyin et al., 2005; Memarzadeh e Mohammadi, 2015).

O comportamento da fumaça e das chamas de um incêndio não controlado
são diferentes quando consideradas a distância e a iluminação. Além disso, as câmeras
possuem características distintas entre si, com diferentes sensores e algoritmos de cores e
balanceamento de iluminação. Esses fatores produzem diferentes imagens e vídeos para
uma mesma cena, influenciados também pelas configurações internas das câmeras e dos
seus algoritmos (Ruas, 2009).

Em relação à abordagem que utiliza técnicas de extração, com o uso ou não de
classificadores, são comumente utilizadas na detecção de fogo em vídeo (DFV) e detecção
de fumaça em vídeo (DFV) a detecção por cores, a detecção de objetos em movimento, a
análise do movimento e cintilação, a análise dinâmica de textura e padrão, a análise de
desordem, a análise de localização, a divisão dos quadros em blocos menores (sub-blocking),
dentre outras (Çetin et al., 2013; Matlani e Shrivastava, 2018; Bu e Gharajeh, 2019).

A detecção por cores foi uma das primeiras técnicas de detecção em vídeo e ainda é



Capítulo 2. Trabalhos Relacionados 27

usada em quase todos os métodos de detecção. Existem vários espaços de cores aplicados na
DFV e na DFV, destacando-se o HSI/HSV (Yamagishi e Yamaguchi, 1999), YCbCr (Celik
et al., 2007b), YUV (Dedeoğlu et al., 2005; Ebert e Shipley, 2009), L*a*b* (Celik, 2010) e
sistemas de detecção por cores mais complexos que usam técnicas baseadas em modelos de
mistura de Gaussianas (Töreyin et al., 2006; Zhao et al., 2011) e modelos estatísticos do
espaço de cores (Celik et al., 2007b; Borges e Izquierdo, 2010). A maioria das abordagens
baseadas em cores usa o espaço de cores RGB (Red-Green-Blue), principalmente em razão
da baixa complexidade computacional e porque quase todas as câmeras de alcance visível
possuem sensores que detectam vídeo no formato RGB (Frizzi et al., 2016; Yu et al., 2013;
Bortolini et al., 2014).

A análise de objetos em movimento é também amplamente usada na detecção em
vídeo porque elimina os objetos estacionários, enquanto chamas e fumaça, que apresentam
movimentos, são evidenciadas (Verstockt et al., 2009; Zaman et al., 2018). Essa etapa exige
alta complexidade computacional e também é sensível ao ruído (Matlani e Shrivastava,
2018). Uma análise detalhada da região investigada é necessária para diferenciar objetos
comuns (e.g. carros, nuvens, pessoas, etc) de fumaça e chamas (Çetin et al., 2016). Para
isso, alguns métodos são utilizados:

• subtração do fundo da imagem (Celik et al., 2007a; Chen et al., 2010; Ko et al.,
2010);

• diferenças temporais (Lee e Han, 2007; Yu et al., 2013);

• fluxo óptico (Gomez-Rodriguez et al., 2002; Rodríguez et al., 2003; Rinsurongkawong
et al., 2012);

• modelo de mistura de Gaussianas (GMM) (Vijayalakshmi e Muruganand, 2017; Han
et al., 2017);

• métodos que extraem o fundo visual (ViBE) (Barnich e Van Droogenbroeck, 2011) e
SubSENSE (St-Charles et al., 2015).

A análise de cintilação pode ser aplicada usando as transformadas de Fourier e
Wavelet (Yamagishi e Yamaguchi, 2000; Phillips et al., 2002; Memarzadeh e Mohammadi,
2015). As chamas têm comportamento turbulento e cintilam em chamas de fogo, logo,
podem ser utilizadas para diferenciar o fogo de objetos comuns. Essa análise foca no com-
portamento temporal das chamas, pois pixels coloridos de chama aparecem e desaparecem
nas bordas turbulentas das chamas com uma frequência de até 15 Hz.

A análise de diferenças espaciais de cores foca na característica das chamas de
incêndio não controlado terem variações de cores mesmo dentro de uma pequena área,
diferentemente de objetos comuns que apresentam cores iguais para determinadas áreas
(Verstockt, 2011). No caso da fumaça, a sua densidade é desigual em toda a sua extensão



Capítulo 2. Trabalhos Relacionados 28

(Rasbash e Drysdale, 1982). As variações espaciais das cores nos pixels das regiões de
fogo são observadas e diferenciadas de objetos comuns usando a análise de variância e
histogramas (Borges e Izquierdo, 2010), filtros de alcance (range filters) (Ebert e Shipley,
2009), e a análise espacial Wavelet (Töreyin et al., 2006).

A análise dinâmica de padrões e texturas em vídeo pode ser definida como a movi-
mentação da textura no vídeo. Embora as texturas dinâmicas sejam facilmente observadas
pelos olhos humanos, são difíceis de discernir usando métodos de visão computacional,
pois a localização espacial e a extensão das texturas dinâmicas podem variar com o tempo
e podem ser parcialmente transparentes (Celik, 2010). Objetos comuns em vídeo, como
pessoas andando, têm bordas bem definidas, apresentando um limite bastante estável ou
quase estacionário ao longo do tempo. Por outro lado, regiões descontroladas de chamas
e fumaça exibem contornos sem formas definidas. Alguns métodos utilizados na análise
de padrões e texturas dinâmicas em vídeo estão intimamente relacionados à análise de
diferenças espaciais (Hamme et al., 2010; Wang et al., 2017).

O grau de desordem do fogo e da fumaça pode ser analisado como a quantidade
de pixels de uma chama ou fumaça entre duas imagens consecutivas (Horng e Peng,
2001). Alguns exemplos de métricas usadas frequentemente para a análise de desordem são
aleatoriedade do tamanho da área (Borges et al., 2008), rugosidade dos limites (Töreyin
et al., 2006) e variação da turbulência (Xiong et al., 2007; Labati et al., 2013). Verstockt
et al. (2009) citam que, embora essas métricas sejam diferentes em definição, o resultado
de cada uma delas é praticamente idêntico.

A técnica de subblocking consiste em dividir uma imagem, ou sequência de imagens,
em blocos menores. Essa técnica reduz os distúrbios da medição, ou seja, filtra erros e
imprecisões na medição, uma vez que se analisa o bloco e não mais o pixel (Verstockt
et al., 2009; Piccinini et al., 2008; Yasmin, 2009). As imagens de entrada são subdivididas
em blocos de dimensão n⇥ n, e um valor de bloco é calculado como a média de todos os
valores de pixel no bloco. Posteriormente, análises adicionais são realizadas no nível do
bloco e não mais no nível do pixel. A partir de cada bloco da imagem, técnicas como, por
exemplo, reconhecimento de padrões, são utilizadas para identificar blocos positivos (com
presença de fogo ou fumaça) ou blocos negativos (Gubbi et al., 2009; Lee et al., 2012; Ojo
e Oladosu, 2018).

Todas as técnicas referenciadas são utilizadas na DFV e na DFV com o objetivo de
filtrarem as características das imagens e vídeos. Após extrair as principais características
da fumaça e do fogo, uma opção é utilizar aprendizado de máquina para processar
essas características e classificá-las. Dessa maneira, o treinamento de um determinado
classificador é usado para criar modelos de cores de fundo e cores de fogo que potencializam a
detecção de objetos em movimento e a detecção de fogo, diminuindo ainda mais a ocorrência
de falsos-positivos (Phillips et al., 2002; Celik et al., 2007a). Em Mao et al. (2018); Bhogal
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e Rawat (2020) são destacadas algumas técnicas que utilizam aprendizado de máquina na
DFV e na DFV.

Por outro lado, os métodos baseados em aprendizado profundo, especialmente as
redes neurais convolucionais, do inglês Convolutional Neural Network (CNN), têm sido
alternativa para detectar fogo e/ou fumaça (Yin et al., 2017; Lin et al., 2019a; NAMOZOV
e CHO, 2018). Ao contrário da abordagem convencional, as CNNs são um tipo de redes
neurais multicamadas que reconhecem padrões visuais diretamente dos pixels de imagens
com o mínimo pré-processamento. Em todo o processo do sistema de detecção de incêndio,
os quadros obtidos do vídeo são usados como entrada para o método baseado em CNN
e o resultado da previsão é transmitido ao sistema de alarme. A maioria dos métodos
existentes usa o modelo CNN sequencial, que consiste em camadas convolucionais, de
amostragem descendente e totalmente conectadas (Mao et al., 2018; Jadon et al., 2019;
Saeed et al., 2020; Frizzi et al., 2016; Dunnings e Breckon, 2018; Zhang et al., 2016; Sharma
et al., 2017; Maksymiv et al., 2017; Son et al., 2018; Yang et al., 2019; Li et al., 2020).
As camadas profundamente empilhadas extraem efetivamente várias características das
imagens de entrada, que alcançam alto desempenho na detecção de incêndio e reduzem os
alarmes falsos.

Algumas arquiteturas, ou modelos, existentes de CNNs, como por exemplo o
GoogleNet (Szegedy et al., 2015), AlexNet (Krizhevsky et al., 2017) e VGGNet (Simonyan
e Zisserman, 2014) têm sido aplicados em tarefas de detecção de incêndio e fumaça
(Muhammad et al., 2018a,b). Para detecção de incêndio em tempo real, Muhammad et al.
(2019b) aplicaram o MobileNet (Howard et al., 2017), que tem desempenho semelhante
aos outros modelos de CNN, mas reduz consideravelmente o custo computacional. Em
Gaur et al. (2020) e Subbiah et al. (2020) é apresentado um levantamento detalhado das
principais arquiteturas envolvendo as CNNs aplicadas à detecção de fumaça e fogo.

Após a citação dos trabalhos de grande relevância na literatura sobre a detecção
de fogo e fumaça publicados nas últimas três décadas, são apresentadas duas tabelas
que sintetizam as principais obras. A Tabela 1 mostra o estado da arte da detecção
de fogo e da fumaça. Essa tabela foi adaptada de Çetin et al. (2013). Existem outros
trabalhos que relatam estudos sobre a detecção de fogo e fumaça utilizando a extração
de características: Mengxin et al. (2013); Alkhatib (2014); Mahdipour e Dadkhah (2014);
Ojo e Oladosu (2014); Çetin et al. (2016); Buhus e Apatean (2017); Petra et al. (2017);
Matlani e Shrivastava (2018); Bhogal e Rawat (2020) e Gaur et al. (2020). As referências
destacam os métodos com foco na extração das características espaciais, temporais e
também em características espectrais. Já a segunda tabela, Tabela 2, sintetiza algumas
das metodologias usando as CNNs aplicadas na detecção de fogo e fumaça e apresenta
também a taxa de detecção obtida por cada uma delas.
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Tabela 1 – Estado da arte da detecção de fogo e da detecção de fumaça: técnicas de detecção que realizam a extração de características
destacadas na literatura. Fonte: Autoria própria.

Artigo
Detecção

por cor

Detec.

movim.

An.

cintil.

An. dif.

espacial

An. padrão

/textura

An.

desordem

Sub-

blocos

Trein.
Pós-

process.

An. de

local.

Detec.

fogo

Detec.

fumaça

Cappellini et al. (1989) X X X X X

Healey et al. (1993) X X X

So e Chan (1994) X X X X

Noda e Ueda (1994) RGB X X

Foo (1996) X X

d. Breejen et al. (1998)

Yamagishi e Yamaguchi (1999) RGB/HSV X X X X X X X

Arrue et al. (2000)

Yamagishi e Yamaguchi (2000) RGB/HSV X X X X X X X

Vicente e Guillemant (2002) RGB X X X X X X

Phillips et al. (2002) RGB X X X X X

Gomez-Rodriguez et al. (2002) X X X X

Rodríguez et al. (2003) X X X

Gómez-Rodríguez et al. (2003)

Thou-Ho Chen et al. (2003) RGB/HSI X X X

Thou-Ho Chen et al. (2004) RGB/HSI X X X X

Che-Bin Liu e Ahuja (2004) RGB/HSV X X X X X

Töreyin et al. (2005) YUV X X X X

Dedeoğlu et al. (2005) RGB/HSV/YUV X X X

Töreyin et al. (2005) RGB/HSI X X X X X X

Wen-Bing Horng et al. (2005) RGB/HSI X X X X

Töreyin et al. (2006) YUV X X X X

Chen et al. (2006) RGB/HSI X X

Continua na próxima página
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Tabela 1 – Continua na página anterior

Töreyin et al. (2006) RGB X X X X

Marbach et al. (2006) YUV X X

Celik et al. (2007a) RGB/YCbCr/HSV X X

Xiong et al. (2007) X X X X

Xu e Xu (2007) X X X X X

Celik et al. (2007a) RGB X X X X X

Celik et al. (2007b) YCbCr/RGB X X

Töreyin e Çetin (2007) RGB/HSI X X X X

Lee e Han (2007) RGB X X X X X

Piccinini et al. (2008) RGB X X X X

Yang et al. (2008) RGB X X X

Cui et al. (2008) X X X X X

Horng e Peng (2008) RGB/HHSI X X X

Yasmin (2009) RGB/HSI X X X X X

Kim e Wang (2009) YUV X X X X

Ebert e Shipley (2009) YUV/RGB/HSV X X X X

Gubbi et al. (2009) X X X X

Chunyu et al. (2010) RGB/HSI X X X

Celik (2010) CIE L*a*b X X X X X

Borges e Izquierdo (2010) RGB X X X X X

Chen et al. (2010) RGB/HSI X X X X

Gunay et al. (2010) RGB/HSI X X X X X X

Ko et al. (2010) RGB X X X X

Kolesov et al. (2010) X X X X X

Rafiee et al. (2011)

Genovese et al. (2011) RGB/YUV X X X X X

Hamme et al. (2010) HSV X X X X

Continua na próxima página
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Tabela 1 – Continua na página anterior

Zhao et al. (2011) RGB/HSV X X X X X

Lee et al. (2012) RGB X X X X X X X X

Millan-Garcia et al. (2012)

Habiboğlu et al. (2012) RGB/HSI X X X X

Truong e Kim (2012) RGB/CIE L*a*b X X X X X X

Labati et al. (2013) RGB/YUV X X X X X

Yu et al. (2013) RGB/HSI X X X X X X X

Wang et al. (2013) RGB/HSI X X X X X

Barmpoutis et al. (2014) HSV X X X X X X X

Dimitropoulos et al. (2014) RGB X X X X X X

Gomes et al. (2014) RGB/HSI/YCbCr X X X X

Memarzadeh e Mohammadi (2015) RGB X X X

Foggia et al. (2015) RGB/YUV X X X X X

Chino et al. (2015) RGB/YCbCr X X X

Zaidi et al. (2015) RGB/YCbCr X X

Toulouse et al. (2016)
RGB/HSI/YCbCr/

CIE L*a*b/YUV

X X

Qureshi et al. (2016) RGB X X X X X X

Chi et al. (2017) RGB X X X X

Han et al. (2017) RGB/HSI//YUV X X

Mahmoud e Ren (2018) RGB/YCbCr X X

Gong et al. (2019) RGB/HSI X X X X X X

Mahmoud e Ren (2019) CIE L*a*b X X X X

Khondaker et al. (2020) YUV X X

Torabian et al. (2021) RGB X X X X X

Khalil et al. (2021) RGB/CIE L*a*b X X X X
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Tabela 2 – Metodologias recentes usando redes neurais convolucionais (CNN) na detecção
de fogo e fumaça.

Autor Metodologia
Acurácia/

Taxa de detec.

Detec.

Fogo

Detec.

Fumaça

Zhang et al. (2020) CNN (AlexNet) 99,3% X
Hu e Lu (2018) CNN (ConvNet) 97,0% X
Yin et al. (2019) CNN (6 camadas) 95,0% X
Xu et al. (2019) CNN (9 camadas) 98,1% X
Luo et al. (2018) CNN (9 camadas) 99,8% X
Zhong et al. (2018) CNN (9 camadas) 97,6% X
Filonenko et al. (2017) CNN (4 camadas) 91,4% X
Yuan et al. (2019) CNN (14 camadas) 97,3% X
Muhammad et al. (2018b) CNN (GoogleNet) 94,4% X
Polednik (2015) CNN (CaffeNet) 92,0% X
Zhang et al. (2016) CNN (AlexNet) 84,8% X
Muhammad et al. (2018a) CNN (AlexNet) 94,4% X
Yin et al. (2017) CNN (14 camadas) 97,2% X
NAMOZOV e CHO (2018) CNN (12 camadas) 96,2% X X
Lin et al. (2019b) CNN (13 camadas) 95,2% X
Tao et al. (2016) CNN (AlexNet) 99,4% X
Frizzi et al. (2016) CNN (9 camadas) 98,1% X X
Jadon et al. (2019) CNN (14 camadas) 93,9% X X

Fonte: Autoria própria.

2.1 Comentários finais

Esse capítulo apresentou os principais trabalhos de detecção de fogo e fumaça
da literatura, desde métodos que utilizam a extração de características a partir de regras
simples até o uso de redes neurais convolucionais. De maneira geral, a extração das
características em uma imagem ou sequência de imagens acarreta um custo para o
especialista que precisa conhecer muito bem o processo de detecção, enquanto as CNN�s
apresentam arquiteturas complexas com uso de memória e computação.

Por mais que as metodologias usando CNNs potencializem a detecção de fogo e
fumaça, como pode ser visto na Tabela 2, ainda é preciso desenvolver novos métodos para
auxiliar na detecção, de tal forma, que seja possível diminuir a taxa de falsos positivos dos
modelos existentes. Dando passos nessa direção, esse trabalho propõe uma abordagem para
a detecção de fogo a partir de sinais de vídeos por meio da análise de séries temporais. Essa
abordagem será utilizada em conjunto com um detector espacial, que utiliza aprendizagem
profunda, objetivando diminuir a taxa de falsos positivos na detecção de fogo.
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Capítulo 3

Fundamentação Teórica

Este capítulo fornece o referencial teórico necessário para a compreensão da
metodologia empregada e das contribuições realizadas neste trabalho. Sendo assim, os
subsídios para extrair as séries temporais dos pixels de um vídeo são descritos, bem como,
o cálculo das diferenças temporais. Além disso, são brevemente descritos os algoritmos de
aprendizado de máquina e as métricas de avaliação de desempenho que serão usados na
abordagem que será proposta.

3.1 Representação de vídeos em séries temporais

O termo imagem refere-se a uma função de intensidade luminosa bidimensional,
denotada por f(c, l), em que o valor ou amplitude de f nas coordenadas espaciais (c, l) dá
a intensidade (brilho) da imagem naquele ponto (pixel) (Gonzalez e Woods, 2008). Como
a luz é uma forma de energia, f(c, l) deve ser positiva e finita, isto é,

0 < f(c, l) < 1. (3.1)

Uma imagem digital monocromática é formada por vários pixels, sua menor
unidade, e pode ser definida matematicamente como uma matriz bidimensional de números
reais de tamanho (M,N):

f(c, l) =

2

66664

f(1, 1) f(1, 2) · · · f(1, N)

f(2, 1) f(2, 2) · · · f(2, N)
...

... . . . ...
f(M, 1) f(M, 2) · · · f(M,N)

3

77775
, (3.2)

sendo que l e c correspondem às coordenadas de cada pixel que compõe a imagem, linha e
coluna, respectivamente. O valor da função bidimensional f(c, l) para um determinado
pixel com coordenadas l0, c0, denotado por f(c0, l0), é chamado de intensidade ou nível de
cinza do pixel desta imagem. A intensidade pode variar de 0 a 255. No caso de imagens
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coloridas no espaço de cores RGB, a representação é bem parecida com a equação 3.2,
porém, existem três camadas, e cada pixel é representado por três intensidades de cores.
As intensidades são representadas cada uma por uma cor, sendo, vermelho, verde e azul,
variando de 0 a 255 para imagens de 8 bits, totalizando 24 bits.

Em uma imagem, cada pixel recebe um valor que corresponde à intensidade
luminosa naquele ponto, referente a uma escala de tons de cinza ou brilho. No caso de
imagens coloridas, cada pixel é formado por um conjunto de valores. É o que ocorre
com imagens no padrão de cores RGB que é constituída por uma função f(c, l), ou
valor, para cada componente ou canal, R (red - vermelho), G (green - verde) e B (blue -
azul), respectivamente (Gonzalez e Woods, 2008; Filho e Neto, 1999). As Figuras 5 e 6
representam uma imagem no espaço de cores RGB.

Figura 5 – Imagem de uma fogueira e sua composição pelos três canais: R, G e B.

Fonte: Autoria própria.

Considerando que a Figura 5 tem resolução igual a 640x360, ela pode ser repre-
sentada por uma matriz com 360 linhas, 640 colunas e uma terceira dimensão que é a
réplica da primeira matriz, sendo uma para cada componente de cor. Sendo assim, esta
imagem é representada por uma matriz de dimensão [360, 640, 3]. O número total de pixels
é igual a 230.400, e cada um deles é constituído pelas cores básicas R, G e B. Por meio de
uma única imagem, não é possível representá-la usando séries temporais, pois não existe
nenhuma informação temporal, isto é, a imagem é estática e contém apenas informações
espaciais. Diferentemente do que se tornaria a análise de um vídeo, por este apresentar
informações temporais.

A Figura 6 mostra em detalhes alguns pixels estrategicamente selecionados: i)
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de fogo, ii) de fumaça, iii) da mata, e iv) do céu. Esses pixels destacam as diferenças
entre os padrões RGB em cada uma das seleções. Percebe-se que pixels de chama de fogo
estão contidos no intervalo das cores vermelha e amarela do espaço de cores RGB, com
intensidades de acordo com a seguinte regra (Thou-Ho Chen et al., 2004):

R > G > B. (3.3)

No segundo caso, são destacadas as intensidades de cores RGB da fumaça e, devido
a predominância da cor cinza os valores RGB são próximos R ⇡ G ⇡ B. Na terceira
seleção, os valores RGB para os pixels da mata apresentam intensidades mais baixas e
próximas entre si, o que é esperado tendo em vista a uniformidade predominante da cor
verde escuro. Na última seleção percebe-se que os valores RGB do céu azul apresentam
intensidades R < G < B.

Figura 6 – Detalhes de pixels fogo, fumaça, mata e céu da imagem e sua composição pelas
três intensidades de cores R, G e B.

Fonte: Autoria própria.

A representação de um vídeo é bem parecida com a de uma imagem. No entanto,
em um vídeo são processadas várias imagens ao longo de um determinado tempo, ou seja,
um vídeo é composto por diversas imagens igualmente espaçadas no tempo. Cada uma
destas imagens é conhecida como quadro ou frame. O número de frames por segundo
(FPS) indica a taxa do vídeo. Quanto maior essa taxa, maiores as informações temporais
contidas no vídeo. A Figura 7 ilustra um vídeo com k quadros pertencentes aos espaços de
cores RGB. Isto é, para cada quadro existem três informações de cores: vermelha, verde e
azul (RGB).
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Figura 7 – Representação de um vídeo com as componentes de cores RGB e comprimento
de k quadros.

Fonte: Autoria própria.

Formalmente, uma série temporal é qualquer conjunto de observações ordenadas
no tempo. Elas podem ser discretas ou contínuas (Morettin e Toloi, 2006). Dessa maneira,
a representação das informações de um vídeo por meio de séries temporais é formada pelas
informações das composições de cores do vídeo ao longo do tempo, isto é, ao longo dos
quadros. A resolução da Figura 6 é igual a 640x360, resultando em 230.400 pixels. Existe
pois, um total de 230.400 séries temporais neste vídeo, cujo comprimento temporal é k.
O comprimento temporal está relacionado ao número de quadros que são exibidos por
segundo (FPS). Logo, se um vídeo possui taxa de 25 FPS e tem a duração de 42 segundos,
logo contém 1050 quadros. Sendo assim, a série temporal de um pixel pertencente às
coordenadas c e l é definida por:

x(c,l) [k] =
⇥
f(c,l) [1] , f(c,l) [2] , . . . , f(c,l) [k]

⇤
. (3.4)

Ou seja, a série temporal de um pixel em um vídeo representa as intensidades de
cores ao longo dos k quadros. Caso o vídeo seja composto por imagens coloridas RGB,
cada amostra da série temporal x(c,l) [k] é representada por três intensidades, uma para
cada componente de cor. Analogamente, a equação 3.4 pode ser utilizada para representar
as componentes dos outros espaços de cores.

As Figuras 8 e 9 mostram quadros de dois vídeos gravados no mesmo cenário:
um sem fogo e o outro com fogo, respectivamente. Os dois vídeos têm o comprimento de
525 quadros, 21 segundos, taxa de 25 FPS e resolução igual a 640 ⇥ 360 pixels. Desta
maneira, cada vídeo possui 230.400 séries temporais, contendo 525 amostras para cada
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uma das componentes de cores. Considerando um pixel de cada vídeo na mesma posição
(c, l) = (215, 430), suas séries temporais são mostradas nas Figuras 8 e 9.

Figura 8 – Séries temporais x(215,430) [k] de um pixel RGB em um cenário que não contém
fogo. Total de k = 525 frames.

Fonte: Autoria própria.

As regiões destacadas nas Figuras 8 e 9 são as mesmas para possibilitar analisar
o comportamento temporal ao longo dos quadros de cada uma das séries. Na Figura
8 percebe-se que ao longo dos 525 quadros (21 segundos), praticamente não existem
oscilações bruscas no espaço de cores RGB.

Já na Figura 9, existe fogo no cenário ao longo de todo o vídeo (21 segundos).
Nota-se claramente a diferença deste conjunto de séries temporais RGB quando comparadas
às séries da Figura 8. Oscilações bruscas no espaço de cores RGB acontecem devido ao
movimento natural das chamas, que provocam alternância entre as cores do fogo e as cores
do plano de fundo em cada um dos quadros do vídeo. É possível observar também que as
intensidades das séries temporais de fogo das camadas RGB obedecem à regra definida na
equação 3.3, isto é, a intensidade de cor do canal R é maior que G, que por sua vez, é
maior que B.

3.2 Diferenças Temporais

A segmentação de vídeos baseada em movimento é uma tarefa de pré-processamento
muito importante em diversas aplicações da visão computacional e do processamento de
vídeos, tais como sistemas de vigilância, rastreamento de objetos, codificação de vídeos,
recuperação de informações, análise de vídeos, dentre outros (Verstockt et al., 2009).
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Figura 9 – Séries temporais x(430,215) [k] de um pixel RGB em um cenário que contém fogo.
Total de k = 525 frames.

Fonte: Autoria própria.

Diversos trabalhos utilizam as diferenças temporais para detecção de movimento (Töreyin
et al., 2006; Lee et al., 2012; Yu et al., 2013; Yang et al., 2008). No entanto, nesses trabalhos,
os autores consideram a diferença entre um quadro representativo do plano de fundo e
computam a diferença entre os quadros predecessores do vídeo.

O método de Diferenças Temporais para análise de movimento leva em conta o
primeiro plano de cada imagem em relação à estimativa do plano de fundo. A segmentação
de movimentos em vídeos resulta em um novo vídeo, com os objetos do primeiro plano
destacados. Esse método é implementado comparando um quadro padrão (contendo o
plano de fundo estático) e quadros obtidos no momento k. Para analisar o movimento, é
computada a diferença entre o quadro padrão (fdefault) e cada um dos quadros em instantes
k diferentes:

D [f(k)] = f(k)� fdefault. (3.5)

D [f(k)] é a imagem resultante da diferença que mostra apenas alguma intensidade
para as localizações dos pixels que foram alteradas entre os dois quadros. Para melhorar a
segmentação, um valor limite é imposto nesta imagem resultante

[D [f(k)]�D [f(k � 1)]] > th. (3.6)

Isso significa que as diferenças nas intensidades de cor dos pixels das imagens são filtradas
com base no valor limite th. A precisão desta abordagem depende da velocidade do
movimento da cena.
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De forma similar, nesta seção, é mostrada as Diferenças Temporais, representada
pela primeira diferença de uma série temporal de um pixel, ou de uma região específica.
Dessa maneira, é possível analisar em quais quadros existem as mudanças mais signifi-
cativas. Essas informações podem ser úteis para analisar eventos quando existir apenas
mudanças que venham a ser consideradas significativas, como, por exemplo, fogo, fumaça
ou movimento atípico em uma região específica.

Analogamente à detecção de movimento em imagens de um vídeo, o método de
Diferenças Temporais aplicado nas séries temporais resulta em séries de diferenças que
apresentam valores iguais a zero para objetos estáticos e valores diferentes de zero para
objetos que se movimentam ao longo dos quadros de um vídeo. A Diferença Temporal de
uma série temporal de um determinado pixel localizado na posição (c, l) é dada por

�(c, l) = x(c,l) [k]� x(c,l) [k � 1] . (3.7)

Diversos trabalhos usam a componente R do espaço de cores RGB ou a luminância
Y do espaço YUV para detecção de movimento em vídeos (Ebert e Shipley, 2009; Qiu
et al., 2012). O uso de uma componente específica, como por exemplo a componente R
ou a Y, se dá por ela apresentar maior intensidade nas regiões de fogo/chama quando
comparada as outras componentes que formam os seus respectivos espaços de cores Foggia
et al. (2015); Han et al. (2017).

3.3 Aprendizado de máquina

A equação 3.4 permite extrair séries temporais de regiões de interesse em vídeos e,
a partir daí, compor um banco de dados que, por sua vez, pode ser utilizado para classificar
algum evento de interesse, como, por exemplo, o fogo.

O aprendizado de máquina, ou um algoritmo de aprendizado de máquina, ou
ainda o termo em inglês machine learning, é um processo computacional que usa dados de
entrada para realizar previsões ou classificações. Esses algoritmos são capazes de alterar
ou adaptar automaticamente sua arquitetura por meio da repetição para que se tornem
cada vez melhores na realização da tarefa desejada. O processo de adaptação é chamado
de treinamento, no qual amostras de dados de entrada são fornecidas juntamente com
os resultados desejados. O algoritmo então se configura de forma otimizada para que
possa, não apenas produzir o resultado desejado quando apresentado com as entradas
de treinamento, mas também generalizar para produzir o resultado almejado a partir de
dados novos e não vistos anteriormente. Esse treinamento é a parte de “aprendizagem” do
aprendizado de máquina. O treinamento não se limita a uma adaptação inicial e pode se
aperfeiçoar a cada conjunto de novos dados apresentados para o algoritmo (Bonaccorso,
2017; Molnar, 2020; Rätsch, 2004). Existem muitas maneiras pelas quais um algoritmo
computacional pode se adaptar em resposta ao treinamento (Carleo et al., 2019):
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• os dados de entrada podem ser selecionados e ponderados para fornecer os resultados
mais decisivos;

• o algoritmo pode ter parâmetros numéricos variáveis que são ajustados por meio de
otimização iterativa;

• o algoritmo pode organizar uma rede de possíveis caminhos computacionais para
obter resultados ótimos;

• o algoritmo pode determinar distribuições de probabilidade a partir dos dados de
entrada e usá-los para prever resultados.

O algoritmo pode aprender a reconhecer os padrões de maneira supervisionada
ou não supervisionada. Na aprendizagem supervisionada, deve, por óbvio, existir um
supervisor, que é dado pelo registro dos valores das variáveis de saída, ou variáveis-objetivo,
que são as variáveis que se deseja predizer a partir dos dados existentes. Essas variáveis
devem ser escolhidas de modo a representar a resposta para algum problema que se deseja
resolver (Sathya e Abraham, 2013). Como resultado, obtém-se um modelo que descreva
o conjunto de dados utilizados e espera-se que ele permita prever o comportamento da
saída para novas entradas. Os principais algoritmos de aprendizagem supervisionada criam
modelos que permitem a classificação, para variáveis categóricas, e a regressão, para
variáveis contínuas. A classificação consiste em atribuir um rótulo para a saída a partir de
determinada entrada.

O algoritmo de aprendizagem não-supervisionado encontra seu próprio caminho na
fase de treinamento a partir dos dados de entrada. O aprendizado não-supervisionado não
necessita que os dados usados para treino contenham os rótulos ou classificação. Por meio
dele, busca-se encontrar o padrão entre as diferentes amostras e separar as que possuem
as mesmas características (El Naqa et al., 2015).

Um terceiro tipo de aprendizado de máquina é o aprendizado semi-supervisionado,
em que parte dos dados é rotulada e outras partes não o são. Nesse cenário, variáveis
rotuladas podem ser usadas para auxiliar no aprendizado de variáveis não rotuladas
(Molnar, 2020).

Para avaliar o modelo obtido, normalmente se separa uma parte dos exemplos
existentes para realizar testes, de preferência não os utilizando durante o processo de
treinamento para evitar o sobre-ajuste, ou overfitting. Esse fenômeno ocorre quando
o modelo descreve muito bem o conjunto utilizado para treinamento, mas tem baixa
capacidade de prever novas entradas. É importante ressaltar que os dados, de forma
inerente, apresentam desvios causados por fatores aleatórios que os algoritmos devem
minimizar a influência desses desvios na geração dos modelos.
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Levando-se em consideração o desenvolvimento deste trabalho, as séries temporais
que são extraídas de vídeos, exibidas na equação 3.4, são classificadas como pertencentes
às regiões de fogo ou não pertencentes a esta região. Para treinar o modelo, são usadas
milhares de séries temporais rotuladas como “fogo” e “não-fogo”. A partir das características
das séries temporais classificadas como “fogo”, o algoritmo aprende a rotular o que é “fogo”
e “não-fogo”. Esse tipo de modelo é denominado de classificação. Esta é uma aplicação
que pode ser feita com modelos supervisionados. Neste trabalho, para classificar as séries
temporais extraídas de vídeos, são usados seis classificadores diferentes:

• Naïve;

• regressão logística;

• árvore de decisão;

• análise discriminante linear;

• máquina de vetores de suporte (SVM);

• K-vizinhos mais próximos.

Os classificadores utilizados para os testes são brevemente descritos e referenciados,
como também a metodologia de validação utilizada.

3.3.1 Árvore de decisões

A árvore de decisões é um algoritmo de aprendizado supervisionado que pode ser
usado para classificar dados com base em um modelo construído em dados de treinamento
(Su e Zhang, 2006).

A árvore de decisões consiste em um mapa dos possíveis resultados de uma série de
escolhas. Essas escolhas estão relacionadas a diversas decisões tomadas com base no banco
de dados utilizado. Sua representação consiste consiste em três partes principais (Safavian
e Landgrebe, 1991):

• Raiz: é onde a primeira decisão deve ser tomada. A partir dela o algoritmo é
direcionado a outras decisões, de acordo com a escolha realizada nessa questão.

• Nós: são todas as decisões apresentadas na árvore.

• Folhas: local onde a classificação é realizada, ou seja, são os resultados da árvore de
decisões.
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Sendo assim, nesta estrutura, cada nó interno corresponde a um teste sobre um
dado atributo, cada ramo descendente representa uma possibilidade para esse teste, e cada
folha, contendo a classe respectiva às instâncias por ela classificadas, é a decisão obtida
após testar os atributos de forma sequencial. O caminho percorrido ao longo dos raiz e
nós, corresponde a uma regra de classificação, resultando em uma classe.

Figura 10 – Árvore de decisões composta pela raiz, nó e folhas. Com base nos dados
apresentados a árvore é capaz de classificar se uma amostra pertence à classe
C1 ou C2.

Fonte: Adaptado de Safavian e Landgrebe (1991).

A Figura 10 ilustra uma árvore de decisões. A primeira condição é considerada a
raiz. A segunda condição e, caso haja outras condições, são definidas como nós. Caso as
condições sejam satisfeitas, o dado apresentado a esse classificador pertence à classe C1 ou
C2, que são denominadas como folhas.

O uso das Árvores de Decisões na detecção de fogo pode ser visto em Stojanova
et al. (2006); Maksimović e Vujovic (2013); Suklabaidya e Das (2021) e Abid (2020).

3.3.2 Análise Discriminante Linear (LDA)

A análise discriminante é uma técnica da estatística multivariada utilizada para
discriminar e classificar objetos. Segundo Li e Yuan (2005) é uma técnica da estatística
multivariada que estuda a separação de objetos de uma população em duas ou mais classes.
A discriminação ou separação é a primeira etapa, sendo a parte exploratória da análise e
consiste em se procurar características capazes de serem utilizadas para alocar objetos em
diferentes grupos previamente definidos. A classificação ou alocação pode ser definida como
um conjunto de regras que serão usadas para alocar novos objetos (Johnson et al., 2014).
O problema da discriminação entre dois ou mais grupos, visando posterior classificação,
foi inicialmente abordado por Fisher (1936), enquanto que, Wei et al. (2013) utilizam esta
técnica para realizar a detecção de fogo.
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Figura 11 – Classes, C1 e C2, separadas por uma função discriminante linear. (a) Função
discriminante linear com alto erro e (b) função discriminante linear otimizada
com o erro minimizado.

Fonte: Adaptado de Johnson et al. (2014).

Conforme está representado na Figura 11, a análise de discriminante linear consiste
em obter funções matemáticas capazes de classificar uma observação x em uma das classes
C1 ou C2, com base em características observadas. Busca-se minimizar a probabilidade
de má classificação, isto é, minimizar a probabilidade de classificar erroneamente uma
observação em uma classe, quando realmente pertence a outra.

3.3.3 Classificador Naïve

O classificador Naïve Bayes é um classificador supervisionado probabilístico simples
baseado na aplicação do teorema de Bayes (da estatística Bayesiana) com suposições
de independência fortes. Ele descreve a probabilidade de um evento, baseado em um
conhecimento prévio que pode estar relacionado ao evento. O classificador é denominado
ingênuo (naïve) por assumir que as características são condicionalmente independentes,
ou seja, que a informação de um evento não é informativa sobre nenhum outro (Koller e
Friedman, 2009).

O teorema de Bayes é usado para determinar a probabilidade de uma hipótese
quando o conhecimento prévio está disponível. Depende de probabilidades condicionais.
Dados dois eventos A e B, o teorema de Bayes afirma que

P (C1|C2) =
P (C2|C1)⇥ P (C1)

P (C2)
, (3.8)

dado que P (C1|C2) é a probabilidade a posteriori, ou seja, é a probabilidade do evento C1

ocorrer dado que o evento C2 ocorreu. P (C2|C1) é a probabilidade de verossimilhança, ou
seja, do evento C2 ocorrer dado o evento C1. P (C1) é a probabilidade a priori e P (C2) é a
probabilidade marginal.
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Figura 12 – Classificação usando Naïve para separar duas classes C1 ou C2.

Fonte: Adaptado de Koller e Friedman (2009).

Considere duas classes, C1 e C2. Ao estudar as características de várias amostras
dessas classes, é possível discernir alguns padrões e probabilidades.

O classificador Naïve Bayes é uma técnica para realizar tal classificação. O
comprimento da antena é um recurso usado para classificar um inseto em uma das duas
classes. Suponha que para um valor de x2 que seja menor que um determinado valor k,
o classificador Naïve classifica essa amostra por ela apresentar a possibilidade maior de
pertencer à classe C1 do que a C2, por exemplo (Figura 12). O uso do classificador Naïve
aplicado na detecção de fogo pode ser encontrado em Krstinić et al. (2009); Borges e
Izquierdo (2010) e Maheen e Aneesh (2019).

3.3.4 Regressão logística

A Regressão Logística tem sido utilizada na estatística há muitos anos e, re-
centemente, tornou-se objeto de estudo da comunidade de aprendizagem de máquina
(Hosmer e Lemeshow, 2000). É uma técnica recomendada para situações em que a variável
dependente é de natureza dicotômica ou binária. Quanto às variáveis independentes, tanto
podem ser categóricas ou não. A regressão logística é um recurso que permite estimar a
probabilidade associada à ocorrência de determinado evento em face de um conjunto de
variáveis explanatórias.

O modelo simplificado de regressão logística, no qual se tem a probabilidade de
sucesso dada por:

P (x) =
1

1 + exp(�(�0 + �1x))
, (3.9)

as probabilidade P vão resultar em valores entre 0 e 1. Os coeficientes �0 e �1 são estimados
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a partir do conjunto de dados, pelo método da verossimilhança, em que se encontra uma
combinação de coeficientes que maximiza a probabilidade de a amostra ter sido observada.
A curva logística tem um comportamento probabilístico no formato da letra “S”, o que é
uma característica da regressão logística (Figura 13).

Figura 13 – Regressão logística separando duas classes C1 ou C2. Em função do valor
limiar indicado pela linha tracejada, as amostras representadas pelo ponto A
e B são classificadas como pertencentes à classe C1 e C2, respectivamente.

Fonte: Adaptado de Hosmer e Lemeshow (2000).

O uso da classificação utilizando a regressão logística aplicada na detecção de
fogo pode ser vista com mais detalhes em Chang et al. (2013); Catry et al. (2009) e
De Vasconcelos et al. (2001).

3.3.5 K-vizinhos mais próximos (Knn)

O algoritmo K-Nearest Neighbors (Knn) é um dos algoritmos mais populares
para reconhecimento de padrões (Suguna e K.Thanushkodi, 2010). É um algoritmo não
paramétrico, sendo primeiramente descrito por E. Fix e L. L. Hodges em 1951 conforme
citado em Abbott (2014). A categoria em que o método se insere é chamada de métodos
de aprendizado baseados em instâncias. Esses métodos diferem de outros utilizados para
aprendizado de máquina porque não constroem modelos que representam o conjunto de
treinamento durante o aprendizado, mas simplesmente armazenam os dados para serem
consultados na etapa de classificação.

Knn é um algoritmo que classifica novos dados com base em uma medida de
similaridade entre seus “vizinhos” mais próximos, ou seja, aqueles que têm características
semelhantes às suas. Ele pressupõe que itens semelhantes estão próximos uns dos outros,
então, tenta encaixar o dado em questão nos conjuntos de seus vizinhos. O valor de “K” é
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o número de vizinhos mais próximos considerados para a amostra poder ser classificada.
Quanto menor a distância entre os vizinhos mais próximos, maior a chance de serem mais
semelhantes. A seleção de valores diferentes para K pode gerar resultados de classificação
diferentes para o mesmo objeto de amostra.

A Figura 14 apresenta uma ilustração de como o algoritmo Knn funciona para
classificar uma nova amostra. Para K = 3, a nova amostra é classificada como C1; porém,
foi classificada como C2 quando K = 5.

Figura 14 – Algoritmo Knn. Quando k = 3, a amostra azul (ao centro dos círculos) é
classificada como pertencente à classe C2, pois recebe mais votos dessa classe.
Já, quando K = 5, a mesma amostra azul é classificada como C1, pois se
assemelha a mais amostras desta classe.

Fonte: Adaptado de Abbott (2014).

Yuan et al. (2014); Zivkovic e Van der Heijden (2006) e Wu et al. (2019) utilizam
o classificador Knn para detectarem fogo.

3.3.6 Máquinas de Vetores Suporte (SVM)

As Máquinas de Vetores de Suporte, do inglês Support Vector Machine (SVM),
também conhecido como Máquina de Suporte Vetorial, foi elaborado com o estudo proposto
por Boser et al. (1992). Trata-se de um algoritmo de aprendizado supervisionado, cujo
objetivo é classificar determinado conjunto de pontos de dados que são mapeados para
um espaço de características multidimensionais usando uma função kernel, que por sua
vez, é uma abordagem utilizada para classificar problemas. Nessa abordagem, o limite de
decisão no espaço de entrada é representado por um hiperplano em dimensão superior no
espaço (Drucker et al., 1997; Saradhi et al., 2005).
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De maneira geral, o objetivo do SVM é encontrar uma linha de separação, mais
comumente chamada de hiperplano entre dados de duas classes. Essa linha busca maximizar
a distância entre os pontos mais próximos em relação a cada uma das classes (Figura
15). Os vetores de suporte são pontos de dados que estão mais próximos do hiperplano
e influenciam sua posição e orientação. Por meio desses vetores de suporte, é possível
maximizar a margem do classificador, na medida em que a exclusão dos vetores de suporte
alterará a posição do hiperplano. Esses são os pontos que dão suporte, ou seja, ajudam a
criar um modelo de SVM.

Figura 15 – Hiperplano de uma máquina de suporte vetorial (SVM). Os vetores de suporte
são pontos de dados que estão mais próximos do hiperplano e influenciam sua
posição e orientação. O uso desses vetores de suporte maximiza a margem do
classificador, na medida em que a exclusão dos vetores de suporte alterará a
posição do hiperplano.

Fonte: Adaptado de Saradhi et al. (2005).

O SVM padrão toma como entrada um conjunto de dados e prediz, para cada
entrada dada, qual de duas possíveis classes a entrada faz parte. Isso faz do SVM um
classificador linear binário não probabilístico. Dado um conjunto de exemplos de treina-
mento, cada um marcado como pertencente a uma de duas categorias, um algoritmo de
treinamento do SVM constrói um modelo que atribui novos exemplos a uma categoria
ou outra. Na prática, um algoritmo de otimização é usado para encontrar os valores dos
coeficientes que maximizam a margem (Saradhi et al., 2005).

Exemplos do uso da detecção de fogo por meio do classificador SVM podem ser
vistos em Ko et al. (2009); Zhao et al. (2011); Mahmoud e Ren (2019); Russo et al. (2018)
e Suklabaidya e Das (2021).
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3.4 Validação cruzada

Normalmente, antes de treinar um modelo, separa-se de forma aleatória o conjunto
de dados em treinamento e validação, gerando incerteza estatística intrínseca ao processo
aleatório de composição dos conjuntos. Uma alternativa para minimizar esse problema são
procedimentos baseados no princípio de repetição, em que o modelo é treinado e avaliado
em várias divisões arbitrárias da base de dados. Kohavi (1995) apresenta algumas formas
de particionamento dos dados, dentre eles o método k-fold.

A validação cruzada K-fold (K-fold cross-validation) é uma técnica para avaliar
a capacidade de generalização de um modelo a partir de um conjunto de dados de
treinamento. Busca-se estimar o quão preciso é, na prática, esse modelo treinado, ou seja,
o seu desempenho para um novo conjunto de dados, chamado de conjunto de dados de
teste.

O método de validação cruzada k-fold consiste em dividir o conjunto total de
dados em k subconjuntos, mutuamente exclusivos, do mesmo tamanho e, a partir daí, um
subconjunto é utilizado para validação e os k � 1 restantes são utilizados para estimação
dos parâmetros, fazendo-se o cálculo da acurácia do modelo. Esse processo é realizado
k vezes até que todo o conjunto passe pelo processo de treino e validação gerando uma
acurácia de avaliação média para o modelo. A Figura 16 ilustra o esquema realizado pelo
método k-fold.

Figura 16 – Esquema do método de validação cruzada k-fold com k = 5. O conjunto de
dados é dividido em k partes iguais.

Fonte: Adaptado de Venâncio (2021b).

3.5 Aprendizado de máquina profundo - YOLO

Aprendizado profundo é um subconjunto do aprendizado de máquina que, por sua
vez, é derivado da grande área Inteligência Computacional (Hunt, 2014). O processo de
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aprendizado é profundo porque a estrutura das redes neurais artificiais consiste em várias
camadas: de entrada, saída e oculta. Cada camada contém unidades que transformam os
dados de entrada em informações que a próxima camada pode usar para executar uma
determinada tarefa de detecção, por exemplo (Ongsulee, 2017).

YOLO (You Only Look Once) é um método de detecção de objetos de passada única
(single pass), que utiliza aprendizado profundo para extrair as características (features)
espaciais de uma imagem. O YOLO é um algoritmo bastante utilizado na detecção de
objetos (Redmon et al., 2016). A ideia fundamental do YOLO assume que, se uma rede
possui informações suficientes para determinar se um objeto está ou não presente em uma
imagem, é plausível acreditar que a rede também possui informações para encontrar a
localização do objeto na imagem (Muhammad et al., 2018a; Govil et al., 2020; Huang
et al., 2016).

O algoritmo YOLO usa uma única rede neural convolucional profunda (CNN),
cuja arquitetura é chamada de Darknet, para prever simultaneamente probabilidades das
classes e caixas delimitadoras em imagens. A versão original do YOLO foi proposta por
Redmon et al. (2016), posteriormente aprimorada em outras duas versões (YOLOv2 e
YOLOv3) de código aberto desenvolvido na linguagem C. Posteriormente, Bochkovskiy
et al. (2020) desenvolveram a quarta versão do YOLO (YOLOv4). Outras versões do
YOLO podem ser vistas em Muhammad et al. (2019a) e Jadon et al. (2019).

A Figura 17 sintetiza o funcionamento do algoritmo YOLO. Primeiramente o
YOLO redimensiona a imagem de entrada para N × N pixels e a fragmenta em uma grade
de células de dimensão S ⇥ S não sobrepostas. Cada uma das S2 células é responsável
por fazer a predição de B caixas delimitadoras de objetos, juntamente com pontuações de
confiança para cada caixa C probabilidades de classe. O valor de confiança para a caixa
delimitadora e a predição da classe são combinados em uma pontuação final, que indicará
a probabilidade dessa caixa conter um objeto específico. Cada célula é responsável por
detectar a existência de apenas um objeto. Se o centro desse objeto estiver dentro da célula,
essa célula é responsável por detectá-lo. O algoritmo YOLO, que é usado neste trabalho,
foi proposto em Bochkovskiy et al. (2020) e, em Venâncio (2021a), é configurado para
detectar duas classes de interesse (fogo e fumaça), sendo assim, cada célula i representada
por:

ci = [ci1, ci2,bi1, ...,biB] , (3.10)

sendo j�th caixa delimitadora da i�th célula representada por bij = [pij, xij, yij, hij, wij],
em que pij é a probabilidade da caixa j conter um objeto, xij e yij são as coordenadas do
centro da caixa j, hij e wij são, respectivamente, a altura e a largura da caixa j, e ci1 e ci2

são as probabilidades de o objeto dentro da célula i ser da classe 1 (fumaça) ou 2 (fogo),
respectivamente.

Se mais de um valor de confiança estiver acima de um certo limiar tconf , a caixa
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delimitadora será definida conforme o maior valor de confiança sij, bem como a classe
será definida conforme o maior valor de probabilidade de classe ci (Redmon et al., 2016).
Todavia, se o número de células S2 for suficientemente grande, as caixas delimitadoras
de células diferentes estarão muito próximas umas das outras e poderão ser atribuídas ao
mesmo objeto.

De modo a evitar esse cenário, o YOLO emprega uma técnica conhecida como
supressão não-máxima (NMS - non-maximum suppression) após a saída da rede. Essa
operação seleciona a caixa com maior probabilidade de detecção pij e elimina as caixas
atribuídas ao mesmo objeto que mais a sobrepõem. Desconsiderando a caixa selecionada
anteriormente, o processo se repete até que todas as caixas restantes sejam processadas.

Figura 17 – Processo de detecção do algoritmo YOLO: a imagem de entrada é dividida
em uma grade de células S ⇥ S (à esquerda). O modelo atribui uma confiança
acima de tconf às caixas (ao centro). Como ainda são muitas caixas para
um mesmo objeto, aquela com maior confiança é selecionada por meio da
supressão não-máxima (à direita).

Fonte: Adaptado de Saponara et al. (2021).

3.6 Avaliação de desempenho

Uma tarefa importante é a de quantificar a qualidade dos modelos de aprendizado
de máquina obtidos. Esta tarefa é essencial na obtenção da generalização desejável. A
escolha de métricas quantitativas, que permitam representar o real potencial dos modelos
propostos, é imprescindível (Castro e Braga, 2011; Venâncio, 2021b).

O desempenho dos modelos propostos neste trabalho é avaliado pela capacidade de
esses modelos atribuírem as classes corretas às séries temporais. As medidas frequentemente
usadas para esta tarefa são descritas abaixo e são detalhadas em Hossin e M.N (2015).

3.6.1 Acurácia

Em geral, a métrica usada na avaliação e seleção de modelos de classificação é a
acurácia (ou taxa de acerto) estimada em relação a um dado conjunto de teste. A acurácia
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consiste em comparar os valores de saída obtidos com o modelo treinado, utilizando os
exemplos de teste como entrada, com os valores de saída existentes nesses exemplos. A
taxa de acerto, ou Acurácia, diz quanto o modelo que está sendo avaliado acertou das
previsões possíveis, e é dada por:

Acc =
V P + V N

V P + FP + FN + V N
, (3.11)

sendo VP o Verdadeiro Positivo, que é a série temporal detectada como "fogo"e é realmente
"fogo". VN é o Verdadeiro Negativo, ou seja, é a série temporal que não é fogo e é classificada
como “não-fogo”. FP, Falso Positivo, é a série temporal classificada como “fogo”, mas ela
não é fogo.

3.6.2 Medida F1 (F1-score)

A medida F1 é uma média harmônica calculada com base na precisão e na
revocação. Pode ser obtida com base na equação:

F1 = 2⇥ r ⇥ p

r + p
, (3.12)

sendo que, r é conhecido como revogação (ou recall). Essa métrica é a taxa de séries
temporais detectadas corretamente dentre todas as séries de interesse, ou seja, ela avalia a
capacidade do método de detectar, com sucesso, resultados classificados como positivos,
sendo definida como:

r =
V P

V P + FN
. (3.13)

Por outro lado, a precisão (p) é a proporção de objetos detectados corretamente
dentre todos os objetos detectados pelo modelo. Pode-se dizer ainda que, por meio da
precisão, se avalia a quantidade de séries temporais positivas sobre a soma de todos os
valores positivos:

p =
V P

V P + FP
. (3.14)

É interessante ressaltar que uma média simples não é recomendada nesse contexto,
visto que não penaliza valores extremos. Por exemplo, um modelo com precisão 0 e
revocação 1 teria média 0,5. Já o F1 para esse mesmo caso é 0.

3.7 Comentários finais

Este capítulo apresentou os conceitos essenciais para que seja possível entender a
metodologia que será apresentada no Capítulo 4, composta por um detector espacial e por
uma análise de séries temporais. Para isso, princípios básicos do algoritmo de aprendizado
profundo, o YOLO, foram introduzidos. Também foram discutidos os classificadores de
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aprendizado de máquina que serão utilizados para classificar as séries temporais das regiões
de interesse pré-selecionadas pelo YOLOv4. Estes conceitos serão fundamentais para a
interpretação dos resultados que serão explicitados no Capítulo 5.

Vale ressaltar que, neste trabalho, não contempla comparar as diversas arquiteturas
existentes usadas para detectar as características espacias. Detectores espaciais baseados
em CNN têm alto desempenho na detecção de incêndio (Schmidhuber, 2015), mas por
sua própria natureza, eles são incapazes de detectar padrões temporais (Gaur et al.,
2020). Nesse sentido, este trabalho utiliza a rede YOLOv4 parametrizada e treinada em
(Venâncio et al., 2021). Os autores compararam outras arquiteturas, mas o YOLOv4
mostrou eficiência e foi capaz de detectar todos os eventos positivos de incêndio, atingindo
100% da taxa de verdadeiro positivo, considerando o conjunto de dados do sistema Apaga
o Fogo (CEMIG, UFMG, Gaia, RaroLabs e UFVJM, 2021).
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Capítulo 4

Metodologia

Neste capítulo são descritos os conjuntos de dados dos vídeos empregados nas
etapas de treinamento, validação e teste dos classificadores utilizando aprendizado de
máquina. Logo em seguida, é apresentada a metodologia utilizada para detecção de fogo
em sinais de vídeo por meio da análise de séries temporais. Para isso, são necessárias duas
etapas. Na primeira, é realizada a detecção a partir de características espaciais de uma
região de interesse onde possivelmente pode haver fogo. Na segunda etapa, é proposto
um procedimento para confirmar se realmente há fogo na região de interesse a partir da
classificação das séries temporais pertencentes a essa região.

4.1 Conjunto de dados

Como será visto, o sistema de detecção de incêndio proposto consiste em um
estágio de extração de características estáticas e um estágio de extração de características
dinâmicas. Por isso, requer dois conjuntos de dados uma para cada estágio. A primeira
base de dados é composta por imagens e a outra composta por vídeos.

O estágio de detecção espacial utiliza aprendizado profundo e foi proposto em
Venâncio (2021a) e Venâncio (2021b). Para treinar e validar esse modelo, o autor utilizou a
base de dados D-Fire (Gaia, solutions on demand, 2018). Essa base de dados foi projetada
especificadamente para tarefas de classificação e localização de incêndios.

A base de dados D-Fire é composta por 21.527 imagens com seus respectivos
rótulos, ou seja, identificadores de classe e coordenadas normalizadas da caixa delimitadora.
A função desta caixa é delimitar a região onde há eventos de fogo e/ou fumaça. Ao todo,
1.164 imagens contêm apenas fogo, 5.867 contêm apenas fumaça, 4.658 contêm fogo e
fumaça e 9.838 contêm exemplos negativos, ou seja, nem fogo nem fumaça. A maioria
das imagens tem mais de uma ocorrência de uma determinada classe. Em imagens com
eventos de fumaça, há uma média de 1,13 caixas delimitadoras rotuladas como fumaça por
imagem. Nas imagens que possuem eventos de fogo, por sua vez, há uma média de 2,52
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caixas delimitadoras rotuladas como incêndio por imagem. Essa diferença ocorre porque
a coleta de imagens priorizou incêndios de média e longa distância, em que é possível
visualizar vários exemplos com múltiplos focos de incêndio. No total, existem 11.865 caixas
delimitadoras rotuladas como fumaça e 14.692 rotuladas como fogo.

Em relação ao segundo estágio, análise de séries temporais, foi necessária uma
busca exaustiva na internet por vídeos contendo fogo. Geralmente, coletar vídeos da
internet não é uma tarefa fácil, pois a maioria possui direitos autorais e de privacidade,
além da possibilidade de alteração de sua qualidade. Para treinar e validar a abordagem
proposta, alguns vídeos foram coletados de trabalhos científicos: Foggia et al. (2015);
A. Enis Cetin (2021); Muhammad et al. (2018a); Ultimate Chase (2019). Além disso,
foram gerados vídeos de incêndio e realizadas simulações de incêndio controlado em áreas
verdes. Para as etapas de treinamento, validação e teste foram selecionados ao todo 87
vídeos. A Figura 18 apresenta um quadro de cada um dos vídeos do conjunto de dados de
treinamento e validação. Para treinar e validar a abordagem de análise temporal, foram
usados 35 (trinta e cinco) vídeos contendo principalmente regiões de mata e incêndio.

Na etapa de teste, foram escolhidos vídeos de câmeras de vigilância da plataforma
Apaga o Fogo! (CEMIG, UFMG, Gaia, RaroLabs e UFVJM, 2021). A plataforma Apaga
o Fogo! utiliza câmeras para monitorar, em tempo real, as matas e florestas da região
metropolitana de Belo Horizonte, detectando automaticamente os focos de incêndio.
Todas as câmeras estão conectadas a um servidor localizado no Centro de Estudos da
Fala, Acústica, Linguagem e Música (CEFALA) da UFMG por meio de um enlace de
internet por uma rede privada virtual (VPN - virtual private network), o que promove um
gerenciamento eficaz dos vídeos coletados. Os vídeos são detectados e salvos no servidor a
uma taxa de 2 FPS e 30 segundos de duração.

No total, foram separados 52 vídeos1 para a etapa de testes. Esses vídeos foram
submetidos à detecção espacial. O YOLO resolve a grande maioria de dados reais envolvendo
a detecção de fogo, por isso foi realizada uma busca exaustiva no servidor do Apaga o
Fogo. Não são muitos os casos de falsos positivos, daí foram selecionados 26 vídeos que
apresentam a detecção de eventos parecidos com o fogo (falsos positivos). Para ter uma base
de dados balanceada, foram selecionados 26 vídeos contendo eventos de fogo (verdadeiros
positivos). Ou seja, 26 foram classificados equivocadamente como fogo, pois, na realidade,
não possuem este evento. Os 26 vídeos restantes foram detectados como verdadeiros
positivos, isto é, o sistema detectou fogo em uma situação de evento real. A Figura 19
mostra alguns quadros de vídeos do conjunto de dados de teste.

Os quadros dos vídeos apresentados na Figura 19 representam uma parte dos
52 vídeos que formam o conjunto de dados de teste e mostram 15 vídeos contemplando
1

Os vídeos usados no treinamento e validação e teste estão disponíveis em : https://drive.google.
com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_link.

https://drive.google.com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_link
https://drive.google.com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_link
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Figura 18 – Quadros dos 35 vídeos que compõem o conjunto de dados utilizados na etapa
de treinamento e validação.

Fonte: Autoria própria.

cenários sem fogo e 15 cenários com fogo. Esses vídeos foram selecionados para que fosse
possível investigar como a abordagem utilizando análise de séries temporais colabora na
correção das detecções equivocadas realizadas pelo sistema de detecção espacial, e não
para avaliar o desempenho do detector espacial. A avaliação do desempenho do detector
espacial aplicado na detecção de fogo é realizada em Venâncio (2021b) e Venâncio et al.
(2022).
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Figura 19 – Quadros de 30 dos 52 vídeos que compõem o conjunto de dados utilizados na
etapa de teste.

Fonte: Autoria própria.

4.2 Abordagem proposta

O sistema para detecção de fogo proposto é ilustrado na Figura 20 e é constituído
por dois estágios sequenciais:

(i) detector espacial de fogo;

(ii) análise das séries temporais.

De acordo com o diagrama mostrado na Figura 20, o detector espacial monitora
vídeos. Caso haja alguma detecção, é selecionada uma região de interesse que possa ter o
indício de incêndio. A região selecionada é, então, avaliada por meio da análise das séries
temporais. As seções seguintes detalham este procedimento de detecção.
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Figura 20 – Sistema para detecção de fogo composto por dois estágios sequenciais: (i)
detector e (ii) análise de séries temporais.

Fonte: Autoria própria.

4.2.1 Região de interesse (ROI)

Inicialmente, uma sequência de quadros de um vídeo é utilizada como entrada
para o detector. O primeiro estágio (i) tem o objetivo de identificar e localizar eventos
de fogo em uma sequência de imagens. Esse detector é baseado no algoritmo de detecção
YOLO. Caso não haja nenhuma detecção de fogo, o procedimento é reiniciado e uma
nova entrada de quadros é realizada. Caso haja alguma detecção de fogo, o algoritmo
YOLO, descrito na seção 3.5, delimita a região do evento com uma caixa delimitadora.
Essa caixa delimitadora é indicada no diagrama da Figura 20 como ROI, ou seja, região
de interesse, termo do inglês Region Of Interest. É possível haver mais de uma ROI em
uma sequência de quadros de um vídeo e, ao longo dessa sequência, a área da região pode
variar, acompanhando o tamanho da forma do evento detectado.

Uma vez confirmada a detecção de um evento no primeiro estágio, no estágio
subsequente (ii), realiza-se a análise das séries temporais dos sinais de vídeo. Na Figura 20,
o bloco do diagrama referente à análise de séries temporais (destacado com linha tracejada)
é constituído por um processo multi-passos mostrado em detalhes na Figura 21.

A ROI definida pelo detector espacial contempla algum evento de incêndio, seja
ele verdadeiro positivo ou falso positivo e, na maioria das vezes, apresenta a sua área bem
menor que a dimensão total de um quadro. Normalmente, o detector espacial é capaz de
detectar algum foco de incêndio ainda no início e a aplicação da AST numa região com
dimensões reduzidas proporciona um processamento computacional menor do que em toda
a área de um quadro. O vídeo da ROI é usado como entrada para o processo multi-passos
da AST (A).

A Figura 22 mostra um exemplo de um quadro cuja ROI foi detectada pelo
YOLO. O quadro em questão tem resolução de 720⇥ 1280 pixels, enquanto a ROI possui
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Figura 21 – Análise de séries temporais (AST): processo multi-passos extrai as séries
temporais de sinais de vídeo, rotula-as em duas classes (fogo/não-fogo) e as
classifica usando aprendizado de máquina.

Fonte: Autoria própria.

a dimensão de 45 ⇥ 61 pixels. Dessa maneira, ao invés de analisar o contexto temporal
de um vídeo composto por quadros de dimensão 720⇥ 1280 pixels, a análise é realizada
apenas na região que, neste exemplo, possui uma área quase 330 vezes menor. Assim, de
acordo com a Figura 21, a sequência de quadros composta pela ROI detecta pelo YOLO
é utilizada como entrada para a AST. A ROI, detectada pelo YOLO, pode variar sua
dimensão ao longo dos quadros, no entanto, para a análise temporal é considerada apenas
a primeira delimitação realizada pelo detector espacial.

4.2.2 Blocos

O segundo passo da abordagem proposta (B) é dividir as regiões delimitadas pelo
detector espacial em blocos de dimensão N ⇥N . Neste trabalho, N assume valores iguais
a:

N = 1, 2, 4, 8, 16, 32. (4.1)

Variar o tamanho do bloco (N) permite analisar o comportamento da abordagem
proposta em relação à capacidade de auxiliar na detecção do fogo.

Para exemplificar, considere N sendo igual ao tamanho 1⇥ 1 pixel, ou seja, N = 1.
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Figura 22 – Região de interesse (falso positivo) detectada pelo algoritmo YOLO em um
quadro de um vídeo com dimensão de 1280⇥ 720 pixels. Ampliação da ROI
com dimensão igual a 45⇥ 61 pixels.

Fonte: Autoria própria.

Nesse caso, o bloco contém apenas um único pixel, que pode ser representado por uma
série temporal a partir da equação 3.4. Para elucidar ainda mais, considere agora um vídeo
composto por imagens no espaço de cores RGB com resolução de 320⇥ 240 pixels, que
totalizam 76.800 pixels para cada uma das componentes (veja a Figura 23). Todos esses
pixels gerariam o mesmo número de séries temporais para N = 1, tornando o processamento
uma tarefa árdua. Se, então se considerar dividir esta imagem em blocos com dimensão
N = 16, por exemplo, cada um dos 300 blocos gerados conteriam exatamente 256 (16⇥ 16

pixels) séries temporais.

Caso uma imagem, ou uma sequência de imagens, possua resolução que não seja
múltipla do valor da dimensão do bloco (N), é realizado uma extensão das bordas. A
extensão é preenchida por zeros, técnica conhecida como zero padding, permitindo que
a imagem resultante tenha dimensões divisíveis pelo fator desejado. A Figura 24 mostra
um exemplo desta técnica. Para esse exemplo, a imagem apresentada possui resolução
290⇥ 210 pixels, e para que seja possível dividi-la em blocos de dimensão N = 16 é preciso
realizar a extensão das bordas com preenchimento por zeros. A imagem resultante passa
a possuir resolução 304 ⇥ 224 pixels, gerando 266 blocos. Nota-se que a cor das bordas
estendidas possui a cor preta.
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Figura 23 – Quadro de um vídeo dividido em blocos de tamanho N = 16⇥ 16 pixels. Em
destaque (cor verde) um bloco pertencente à região de fogo. A dimensão da
imagem é de 320⇥ 240 pixels e possui ao todo 300 blocos, cada um com 256
pixels.

Fonte: Autoria própria.

4.2.3 Série temporal média

Considerando que cada bloco possui n séries temporais, para representá-lo por
uma única série temporal, basta tomar a média das séries temporais:

STBloco =
1

n

nX

i=1

xi[k], (4.2)

cada bloco passaria a ser representado por uma série temporal para cada componente
RGB. Isto é, no exemplo dado, ao invés de representar o vídeo por 76.800 séries temporais,
agora é possível representá-lo por apenas 300 séries temporais se N = 16. Esse mesmo
raciocínio é válido para os outros valores de N representados na expressão 4.1. Na equação
4.2 n é o número total de séries temporais do bloco. No caso de blocos 16⇥ 16, n é igual
a 256 séries temporais. STBloco é representada por três intensidades de cores, uma para
cada componente de cor, conforme é mostrado na Figura 25.

Apesar das séries temporais apresentadas na Figura 25 serem bastante parecidas
entre si, computar a média permite reter informações de uma região de fogo mesmo
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Figura 24 – Quadro de um vídeo dividido em blocos de tamanho N = 32 ⇥ 32 pixels.
A dimensão original (290 ⇥ 210 pixels) da imagem não é divisível por N ,
acarretando em uma extensão das bordas da imagem usando zeros (zero
padding). A imagem resulta em uma resolução 304⇥ 224 pixels e possui ao
todo 266 blocos.

Fonte: Autoria própria.

havendo a saturação de algumas séries da componente vermelha. Dessa maneira as séries
temporais conseguem reter informações das baixas intensidades, sem haver perda das
informações com altas intensidades.

4.2.4 Diferenças Temporais

Comumente, vídeos de câmeras de vigilância necessitam ser armazenados e trans-
mitidos, o que embora, a princípio, pareça simples, é deveras oneroso. Transmitir vídeos
captados em um lugar ermo, tal qual uma floresta, com infraestrutura mínima, é um
desafio. Da mesma maneira, armazenar uma quantidade grande de vídeos torna-se um
problema, pois demanda equivalente capacidade de armazenamento. O uso de baixa taxa
de quadros é uma solução simples que permite gerar vídeos com tamanhos reduzidos,
cooperando, assim, tanto na transmissão quanto no armazenamento.

A base de dados disponível pelo sistema Apaga o Fogo apresenta vídeos com taxa
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Figura 25 – (a) Séries temporais (x) de um bloco com tamanho N = 8 pertencente à
região de fogo. N = 8 representa um total de n = 64 séries temporais para
cada componente R, G e B. (b) Séries temporais médias (STBloco) do bloco
para as componentes R, G e B. A linha tracejada representa o valor máximo
da intensidade de cor, 255.

Fonte: Autoria própria.

de 2 quadros por segundo e duração de 30 segundos, resultando em um total de 60 quadros
por vídeo. Ao invés de computar a primeira diferença, uma outra maneira de analisar as
séries temporais amostradas e 2 FPS seria observar o domínio da frequência, aplicando por
exemplo a transformada de Fourier. No entanto, as chamas de fogo apresentam oscilações,
devido a cintilação, maiores que 12 Hz. Tendo em vista esta evidência e considerando o
teorema da amostragem (Aguirre, 2007), idealmente seria necessário gravar um vídeo com
pelo menos duas vezes a máxima frequência do sinal. Sendo assim, a gravação de vídeos
para sistemas de detecção de fogo deveria considerar uma taxa superior a taxa de Nyquist,
ou seja, 24 quadros por segundo. Diante da impossibilidade de se realizar uma análise
espectral, pois esta exigiria uma amostragem acima da taxa de Nyquist, torna-se necessário
buscou-se outras formas de se utilizar a informação temporal contida nos sinais. Uma
primeira ideia seria explorar as diferenças entre as funções densidade de probabilidade
dos sinais estimadas a partir dos seus histogramas. Essa possibilidade foi tentada com
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resultados apenas razoáveis. Resultados muito melhores foram obtidos por meio da análise
das diferenças temporais conforme detalhado a seguir.

A redução na taxa é eficaz para reduzir o tamanho do vídeo, porém o movimento
de fogo, ao longo dos quadros, perde a fluidez natural. Considerando as séries temporais
pertencentes a uma região de fogo, essas apresentam um menor número de oscilações na
intensidade de cores se comparadas a uma série temporal de um vídeo com taxa alta. Esse
fato pode ser observado na Figura 26. Computar a Diferença Temporal (3.7) das séries
temporais ajuda a contornar essa situação.

Figura 26 – (a), (b) e (c) são séries temporais (x) da componente R pertencentes à região
de fogo com diferentes taxas: 60 FPS, 30 FPS e 2 FPS, respectivamente. (d),
(e) e (f) apresentam as respectivas diferenças temporais (�ST).

Fonte: Autoria própria.

A Figura 26 (a), (b) e (c) mostra três séries temporais da mesma região de fogo de
vídeos com taxas diferentes, respectivamente, 60, 30 e 2 FPS. Suas respectivas diferenças
temporais, �ST (equação 3.7), são mostradas em (d), (e) e (f).

A Figura 26 permite realizar duas análises: a primeira em relação às séries
temporais e a segunda em relação às diferenças temporais. No que tange às séries temporais,
(a), (b) e (c), pode-se dizer que, quanto maior a taxa, maior quantidade de informações,
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pois tem-se um número maior de amostras. À medida que a taxa diminui, a quantidade de
oscilações também diminui e a intensidade das oscilações tende a ser menor. Na análise das
diferenças temporais, (d), (e) e (f), a quantidade de oscilações também diminui quando há
decaimento na taxa, porém, as diferenças temporais conseguem manter as intensidades das
oscilações mesmo quando a taxa diminui. As diferenças temporais realçam as oscilações
que ocorrem nas regiões de fogo, em razão à cintilação natural apresentada por uma chama
de fogo.

4.2.5 Classificação das séries temporais usando aprendizado de

máquina

Computar as diferenças temporais das séries temporais permite realçar, muito
mais que usar simplesmente as séries temporais, as variações que ocorrem entre a chama de
fogo e o plano de fundo. Isto corrobora para que a aplicação dos classificadores que utilizam
aprendizado de máquina sejam mais eficientes. Para determinar se a região delimitada
pelo detector espacial possui ou não fogo foram comparados seis classificadores diferentes,
conforme descrito na seção 3.3.

Devido ao fato do treinamento ser supervisionado, as séries temporais foram
rotuladas em “fogo” e “não fogo”. Cada um dos blocos da ROI possui três diferenças
temporais, uma para cada componente do espaço de cores R, G e B. A Figura 27 mostra as
diferenças temporais das três componentes R, G e B típicas de uma região de fogo. As séries
temporais selecionadas e rotuladas no conjunto de trinta e cinco vídeos de treinamento
foram selecionadas e rotuladas manualmente de regiões de fogo, mata, luzes artificiais e
cores parecidas com o fogo. Estas séries compõem o vetor de entrada dos classificadores.
As séries de fogo foram selecionadas principalmente nas regiões das bordas do fogo. E as
séries não pertencentes às regiões de fogo, rotuladas como “não fogo”, foram selecionadas
nas regiões que compõem os planos de fundo dos vídeos, como, por exemplo, florestas, céu,
estacionamentos e luzes. O conjunto de dados de treinamento composto pelas diferenças
temporais é igualmente dividido, isto é, as classes são equilibradas.

As três diferenças temporais apresentadas na Figura 27 foram extraídas de uma
região de fogo e representam as componentes do espaço RGB de um bloco. Esse tipo de série
de diferenças temporais exemplifica as séries que compõem os vetores de entrada utilizados
para o treinamento dos classificadores. Na prática as séries temporais usadas como entrada
possuem um total de 60 quadros, gravados a uma taxa de 2 quadros por segundo. Para
cada um dos classificadores foram usados diferentes conjuntos de entradas para verificar a
influência do tamanho do bloco na classificação das séries temporais analisadas. Todos
os classificadores foram treinados usando otimização de hiperparâmetros, de forma que
os resultados obtidos foram os melhores para os conjuntos de dados propostos. A escolha
ótima dos parâmetros de cada classificador teve como critério de parada o número de
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Figura 27 – Diferenças temporais (�ST) das componentes (a) vermelha (R), (b) verde (G)
e (c) azul (B) de uma região de fogo. Estas diferenças temporais representam
cada um dos blocos e compõem o vetor de entrada para os classificadores. Ao
todo são mostradas 64 séries, o que representa um bloco de tamanho 8⇥ 8
pixels.

Fonte: Autoria própria.

iterações igual a trinta (30), uma vez que os parâmetros ótimos dos modelos foram obtidos
em números menores de iteração. Conforme descrito na seção 3.4, o método utilizado para
particionamento dos dados de treinamento e validação foi a validação cruzada 5-fold.

O modelo ajustado para cada classificador foi testado usando um novo conjunto
de dados contendo 52 (cinquenta e dois) vídeos. A etapa de teste dos classificadores
permite verificar o seu desempenho frente a vídeos não apresentados aos modelos na fase
de treinamento e validação.

Seguindo o fluxo na Figura 21, caso o classificador que está sendo analisado detecte
fogo, um alarme é disparado para avisar a presença do evento. Caso o classificador não
detecte fogo no vídeo apresentado no sistema proposto, o sistema volta à etapa inicial e
aguarda uma nova detecção de evento a ser realizada pelo detector espacial.
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4.3 Comentários finais

Neste capítulo foram apresentados os dois conjuntos de dados que serão usados
para treinar/validar e, respectivamente, testar a metodologia proposta. A composição
desses conjuntos de dados foi uma tarefa árdua, tendo em vista a escassez de vídeos
estáticos e sem direitos autorais na internet. Do conjunto de dados que será usado para
treinamento e validação no Capítulo 5, 26 foram de autoria própria. Ao todo são utilizados
87 vídeos, sendo 35 para treinamento e validação e 52 para a etapa de testes. Já os vídeos
que compõem o conjunto de dados de teste foram, em sua maioria, coletados da plataforma
Apaga o Fogo!. Todos os vídeos possuem duração de 30 segundos e taxa de 2 quadros por
segundo.

A abordagem proposta para detectar fogo em ROIs de vídeos, a partir das
diferenças temporais, foi apresentada e o processo é ilustrado nas Figuras 20 e 21.
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Capítulo 5

Resultados

Os resultados dos procedimentos descritos no Capítulo 4 são reportados aqui.
Primeiramente, uma breve descrição dos conjuntos de dados de treinamento, validação
e teste é realizada. Os principais resultados das etapas de treinamento e validação são
apresentados. A partir do conjunto de dados de teste, é realizado um comparativo do
desempenho de seis classificadores diferentes. Além disso, são realizados testes alterando-se
a dimensão dos blocos entre os valores de N = 1, 2, 4, 8, 16, 32. O tempo computacional e
o desempenho dos algoritmos submetidos a diferentes tamanhos de blocos são discutidos.
A partir do conjunto de dados de teste, os resultados da AST são comparados com o
método proposto em Venâncio et al. (2021). Os autores apresentam uma abordagem
na qual primeiro extraem as características espaciais usando CNN e depois analisam as
variações temporais das caixas ao longo dos quadros. Os autores consideram as distâncias
do centroide das caixas delimitadoras entre os quadros subsequentes. Se as variações forem
significativas, a detecção de incêndio é confirmada. Essa abordagem é chamada de Análise
Temporal (TA).

Levando-se em consideração a Figura 21, todo o procedimento da análise das séries
temporais foi realizado usando uma máquina Intel(R) Xeon(R) Gold 6140 de 18 núcleos e
36 threads operando a 2,30 GHz, 256 GB de RAM, RAID 5 com SSDs de 1TB e Placa
de Vídeo NVIDIA Quadro P5000 com 2560 cores CUDA e 16GB GDDR5X, executando
o sistema operacional Ubuntu 18.04.3 LTS e a ferramenta de compilação CUDA 10.1,
V10.1.243.

5.1 Conjuntos de dados atribuídos aos tamanhos dos

blocos N

Conforme já discutido, vide Figura 21, os quadros das regiões de interesse são
divididos em blocos de tamanhos N de acordo com a expressão 4.1. Dessa maneira, para
cada tamanho de bloco N , foi criado um conjunto específico de dados a ser usado para



Capítulo 5. Resultados 70

treinamento e validação dos classificadores descritos na seção 3.3. Na Tabela 3, estão
discriminadas as quantidades de séries temporais selecionadas para cada tamanho de bloco
N . O tamanho do bloco é avaliado com o objetivo de se obter a melhor relação entre custo
computacional e desempenho dos classificadores.

Tabela 3 – Conjuntos de dados usados para o treinamento dos classificadores. Quantidade
de séries temporais (x) utilizadas para cada dimensão N do bloco e quantidade
de diferenças temporais (�ST).

N 1⇥ 1 2⇥ 2 4⇥ 4 8⇥ 8 16⇥ 16 32⇥ 32 Total

Nº de x 10.560 10.560 22.080 76.800 168.960 675.840 964.800
Nº de �ST 10.560 2.640 1.380 1.200 660 660 17.100

Fonte: Autoria própria.

Para treinamento e validação dos classificadores foram destinados 35 (trinta e
cinco) vídeos (Figura 18) e, de acordo com a Tabela 3, foram selecionadas, desses vídeos,
mais de 960.000 séries temporais (x[k]) para compor os conjuntos de dados para os
tamanhos de blocos N . As séries temporais são divididas igualmente em duas classes e
rotuladas em “fogo”e “não fogo”. Na terceira linha, apresenta-se a quantidade de diferenças
temporais (�ST), definida pela equação 3.7, computada a partir das séries temporais
médias de cada bloco.

Para testar os modelos é utilizado outro conjunto de dados composto por 52
(cinquenta e dois) vídeos, conforme descrito na seção 4.1. A quantidade de séries temporais
que são utilizadas na etapa de teste depende da dimensão da ROI, que é definida pelo
detector espacial em cada um dos vídeos. Evidente que cada vídeo apresenta um evento
detectado e as dimensões das ROIs são diferentes. Sabendo disso, são utilizadas, no total,
472.710 séries temporais para a etapa de teste dos algoritmos que utilizam aprendizado de
máquina.

A próxima seção apresenta os resultados da classificação das séries temporais
usando aprendizado de máquina. Ao final, é realizada uma comparação entre os melhores
algoritmos de aprendizado de máquina, levando-se em consideração o tamanho do blocos.

5.2 Classificação das séries temporais usando

aprendizado de máquina

Uma vez definidos os conjuntos de dados de treinamento para cada um dos
diferentes tamanhos dos blocos, N , esses conjuntos são utilizados como vetores de entrada
para cada um dos classificadores empregados neste trabalho. Todos os classificadores foram
treinados usando validação cruzada com 5 divisões no conjunto de dados, ou seja, 5-fold.
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O tempo de processamento da etapa de treinamento é mostrado na Tabela 4 e a acurácia
da validação na Figura 28.

Tabela 4 – Tempo de processamento (em segundos) da etapa de treinamento dos modelos
para cada um dos tamanhos dos blocos N .

N 1⇥ 1 2⇥ 2 4⇥ 4 8⇥ 8 16⇥ 16 32⇥ 32
Árvore de decisões 145,7 83,2 66,3 51,9 40,6 31,1
LDA 115,7 94,9 83,7 73,6 68,9 65,8
Naïve 4.808,8 213,6 180,4 149,9 121,2 116,9
Regressão logística 8,5 1,2 1,2 1,5 1,8 1,5
knn 396,3 145,1 68,8 58,7 76,6 53,1
SVM 3.629,3 494,1 391,2 294,7 140,6 136,1

Fonte: Autoria própria.

Na Tabela 4, os tempos de treinamento são apresentados em segundos. Quanto
menor o tamanho do bloco N maior é o tempo de treinamento. Para cada tipo de
classificador existem diversos parâmetros que impactam a acurácia. Todos os classificadores
tiveram seus parâmetros otimizados de tal maneira que os resultados obtidos são os
melhores para o conjunto de treinamento proposto. A escolha ótima dos parâmetros de
cada classificador teve como critério de parada o número de iterações igual a 30. Os modelos
Naïve e SVM possuem os maiores tempos de treinamento, atingindo, respectivamente,
4.808,8 e 3.629,2 segundos quando N = 1.

Figura 28 – Acurácias da etapa de validação dos classificadores para cada um dos tamanhos
de blocos N . Classificadores: (a) Árvore de decisões, (b) LDA, (c) Naïve, (d)
Regressão Logística, (e) Knn e (f) SVM.

Fonte: Autoria própria.
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Observando a Figura 28, pode-se comparar as acurácias na etapa da validação
de cada um dos classificadores para os diferentes tamanhos de blocos N . Para N = 1 o
modelo de regressão logística obteve a menor acurácia, atingindo 80,0% (Figura 28(d)),
enquanto que a maior acurácia foi do classificador SVM, 99,4%. Para N = 2 a menor e
maior acurácias são 88,4% e 99,7% que foram obtidas pelos modelos de regressão logística
e Knn, respectivamente. A acurácia da validação dos dados quando N = 4 atingiu 86,5%
para a regressão logística e 99,6% para o modelo Knn. Quando N = 8, a regressão logística
atinge a menor acurácia, 84,0% e os modelos Knn e SVM atingem 100%. Para N = 16, os
valores mínimo e máximo da acurácia são, respectivamente, 97,1% (árvore de decisões) e
96,6% (SVM). E, para N = 32, a menor acurácia é igual a 97,0% (árvore de decisões) e
99,7% (Knn).

Concluídas as etapas de treinamento e validação, os classificadores são submetidos
a um novo conjunto de vídeos: o conjunto de testes.

5.3 Teste dos classificadores

O conjunto de testes é constituído por 52 (cinquenta e dois) novos vídeos que
foram usados para avaliar o desempenho dos classificadores. Todos os 52 vídeos foram
detectados pelo detector espacial, YOLO. Em 50% deles (26 vídeos), a presença de fogo foi
detectada, sendo que realmente havia fogo, isto é, são verdadeiros positivos. Por outro lado,
para os outros 26 vídeos, o detector avaliou a existência de fogo, sem, contudo, havê-lo, ou
seja, são detecções falsas, falsos positivos. O objetivo da análise das séries temporais é
verificar se é possível diminuir a taxa de falsos positivos, sem que haja decréscimo na taxa
de verdadeiros positivos.

Tabela 5 – Tempo médio (± desvio padrão) em segundos da AST para processar um video
do conjunto de teste para cada classificador considerando o tamanho do bloco
N .

N Árv. decisões LDA Naïve Reg. Log. Knn SVM
1⇥ 1 31±45 37±54 370±516 57±79 95±132 38±52
2⇥ 2 8,2±12 9,5±13,6 9,3±12 15±20 13±17 9,0±12
4⇥ 4 2,1±2,8 2,5±3,4 2,6±3,6 3,9±5,4 3,2±4,7 2,2±3,3
8⇥ 8 0,59±0,84 0,61±0,84 0,68±0,91 1,0±1,28 0,76±0,96 0,54±0,68

16⇥ 16 0,19±0,22 0,21±0,25 0,21±0,25 0,30±0,36 0,23±0,26 0,19±0,22
32⇥ 32 0,10±0,09 0,10±0,09 0,10±0,10 0,13±0,13 0,11±0,10 0,10±0,09

Fonte: Autoria própria.

A Tabela 5 mostra os tempos médios, em segundos, da etapa de teste dos 52
vídeos. Tendo em vista que a AST é realizada apenas na ROI, que foi definida pelo detector
espacial, cada vídeo apresenta um tempo específico, pois o tempo da análise é proporcional
ao tamanho da ROI. Para constar, a média das dimensões das ROIs é 93⇥ 69 pixels. A
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maior dimensão definida pelo detector é igual a 438 ⇥ 126 e, a menor, a 38 ⇥ 26 pixels
(veja a Figura 29). Nota-se também que, quanto maior for o tamanho dos blocos menor
será o tempo de processamento de um vídeo pela AST. Sendo assim, para exemplificar,
o processamento da AST de um vídeo cujo tamanho dos blocos é igual a N = 1, é, em
média, igual a 31,06 segundos quando o classificador aplicado é a árvore de decisões. Para
esse mesmo classificador e N = 32, o tempo de processamento médio de um vídeo é de
0,10 segundos.

Figura 29 – Dimensão das ROIs de cada um dos vídeos usados na etapa de testes. (�⌅)
representa a largura e (-.-•) a altura das ROIs selecionadas pelo detector
espacial do conjunto de vídeos de teste.

Fonte: Autoria própria.

A Figura 29 mostra a dimensão (largura ⇥ altura) em pixels de cada uma das
ROIs dos vídeos usados na etapa de teste dos classificadores. A linha preta (�⌅) representa
a largura e a linha vermelha (-.- •) a altura da ROI. Em média a dimensão da região
de interesse, delimitada pelo detector espacial, é aproximadamente 9 vezes menor que
a dimensão total de um vídeo1. A título de comparação, considere o vídeo com a maior
resolução, isto é, o vídeo que possui a maior dimensão da ROI, vídeo número 12 (localizado
1

Os vídeos obtidos da plataforma Apaga o Fogo! possuem a dimensão 1280⇥ 720 pixels.
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no maior pico) e o que possui a menor ROI, vídeo número 52. Se para realizar o teste
desses vídeos for utilizado o classificador SVM para os diferentes tamanhos dos blocos N ,
tem-se os tempos de processamento em segundos, conforme é mostrado na Tabela 6. Como
já dito, quanto menor for o N maior o tempo de processamento da abordagem, vez que a
ROI possui um maior número de séries temporais. Sendo assim, para N = 1 a menor ROI
apresenta um tempo de processamento mais de 50 vezes menor que a maior ROI. Vale
ressaltar que os vídeos possuem ao todo 60 quadros e duração de 30 segundos. Por outro
lado, se se considerar a maior resolução da ROI, o tempo de processamento do maior valor
do tamanho do bloco, N = 32, é mais de 600 vezes menor que para N = 1.

Tabela 6 – Tempo de processamento em segundos da maior e menor ROI dos vídeos de
teste usando o classificador SVM.

Tempo (s)

Dimensão da ROI / N 1⇥ 1 2⇥ 2 4⇥ 4 8⇥ 8 16⇥ 16 32⇥ 32
438⇥ 126 252,2 59,1 16,2 3,4 1,1 0,41
38⇥ 26 4,7 1,2 0,26 0,09 0,04 0,03

Fonte: Autoria própria.

O conjunto de testes composto pelos 52 vídeos foi usado para estimar o impacto
da AST na detecção de fogo. A Figura 30 mostra a relação entre o tamanho do blocos e o
desempenho de cada um dos classificadores na etapa de teste.

Na Figura 30, podem ser vistas as taxas de detecção usando a AST. Para simplificar
o exame dessa figura, considere analisar isoladamente uma subfigura e as análises das outras
serão análogas. Sendo assim, de acordo com a Figura 30(f), que se refere ao classificador
SVM, pode-se observar que a taxa de verdadeiros positivos (TVP) é igual a 100% quando
N = 1, 2, 4, 8 e para N = 16, 32 essa taxa é menor que 100%. Uma redução na taxa de
verdadeiros positivos não é desejável, pois, haver fogo em um vídeo e o classificador não ser
capaz de detectá-lo pode ser devastador. Por outro lado, objetiva-se diminuir ao máximo
a taxa de falsos positivos (TFP). Para N = 8 a TFP é igual 0%. Ou seja, dos 26 vídeos
que foram detectados erroneamente com fogo pelo detector espacial, a AST foi capaz de
corrigir o diagnóstico e classificá-los como vídeos que não possuem vestígio de incêndios.

Na Tabela 7, são mostrados os desempenhos dos resultados obtidos para os
classificadores em todos os tamanhos de blocos. Nela, são destacados em negrito os
principais resultados, levando-se em consideração não apenas a acurácia, mas a capacidade
do modelo em não diminuir a taxa de verdadeiros positivos. Em casos em que há igualdade
no desempenho, prevalece o modelo que tem o maior tamanho do bloco N , pois, de acordo
com a Tabela 5, quanto maior o bloco, menor será o tempo de processamento.

Em relação ao classificador árvore de decisões, quando N = 8, a acurácia atingiu
94,23%. A AST com este classificador foi capaz de reconhecer todos os vídeos que realmente
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Figura 30 – Taxas de detecção (%) dos classificadores para os diferentes tamanhos de
blocos usando os vídeos do conjunto de teste. (-*) é a taxa de verdadeiros
positivos (TVP) e (-o) a taxa de falsos positivos (TFP). Classificadores: (a)
Árvore de decisões, (b) LDA, (c) Naïve, (d) Regressão Logística, (e) Knn e
(f) SVM.

Fonte: Autoria própria.

apresentavam fogo e diminuir 88,46% a taxa de falsos positivos, uma vez que, seis vídeos
do conjunto não foram detectados corretamente.
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Tabela 7 – Desempenho do método AST na detecção de fogo. Para cada classificador foi
destacado em negrito o tamanho do bloco (N) que apresentou as melhores
métricas.

N VP FP FN VN TVP TFP TFN TVN Acc (%) Recall Precision F1-Score

Árvore de Decisões

1⇥ 1 26 22 0 4 100,00 84,62 0,00 15,38 57,69 1,00 0,54 0,70
2⇥ 2 26 13 0 13 100,00 50,00 0,00 50,00 75,00 1,00 0,67 0,80
4⇥ 4 26 7 0 19 100,00 26,92 0,00 73,08 86,54 1,00 0,79 0,88
8⇥ 8 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95

16⇥ 16 26 4 0 22 100,00 15,38 0,00 84,62 92,31 1,00 0,87 0,93
32⇥ 32 23 2 3 24 88,46 7,69 11,54 92,31 90,38 0,88 0,92 0,90

LDA

1⇥ 1 26 10 0 16 100,00 38,46 0,00 61,54 80,77 1,00 0,72 0,84
2⇥ 2 26 10 0 16 100,00 38,46 0,00 61,54 80,77 1,00 0,72 0,84
4⇥ 4 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95
8⇥ 8 25 1 1 25 96,15 3,85 3,85 96,15 96,15 0,96 0,96 0,96

16⇥ 16 26 2 0 24 100,00 7,69 0,00 92,31 96,15 1,00 0,93 0,96

32⇥ 32 25 1 1 25 96,15 3,85 3,85 96,15 96,15 0,96 0,96 0,96

Naïve

1⇥ 1 26 7 0 19 100,00 26,92 0,00 73,08 86,54 1,00 0,79 0,88
2⇥ 2 26 7 0 19 100,00 26,92 0,00 73,08 86,54 1,00 0,79 0,88
4⇥ 4 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95
8⇥ 8 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95

16⇥ 16 26 2 0 24 100,00 7,69 0,00 92,31 96,15 1,00 0,93 0,96

32⇥ 32 25 1 1 25 96,15 3,85 3,85 96,15 96,15 0,96 0,96 0,96

Regressão Logística

1⇥ 1 26 14 0 12 100,00 53,85 0,00 46,15 73,08 1,00 0,65 0,79
2⇥ 2 26 6 0 20 100,00 23,08 0,00 76,92 88,46 1,00 0,81 0,90
4⇥ 4 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95
8⇥ 8 26 3 0 23 100,00 11,54 0,00 88,46 94,23 1,00 0,90 0,95

16⇥ 16 22 4 4 22 84,62 15,38 15,38 84,62 84,62 0,85 0,85 0,85
32⇥ 32 19 1 7 25 73,08 3,85 26,92 96,15 84,62 0,73 0,95 0,83

Knn

1⇥ 1 26 26 0 0 100,00 100,00 0,00 0,00 50,00 1,00 0,50 0,67
2⇥ 2 26 6 0 20 100,00 23,08 0,00 76,92 88,46 1,00 0,81 0,90
4⇥ 4 26 1 0 25 100,00 3,85 0,00 96,15 98,08 1,00 0,96 0,98

8⇥ 8 25 0 1 26 96,15 0,00 3,85 100,00 98,08 0,96 1,00 0,98
16⇥ 16 20 0 6 26 76,92 0,00 23,08 100,00 88,46 0,77 1,00 0,87
32⇥ 32 16 0 10 26 61,54 0,00 38,46 100,00 80,77 0,62 1,00 0,76

SVM

1⇥ 1 26 12 0 14 100,00 46,15 0,00 53,85 76,92 1,00 0,68 0,81
2⇥ 2 26 9 0 17 100,00 34,62 0,00 65,38 82,69 1,00 0,74 0,85
4⇥ 4 26 2 0 24 100,00 7,69 0,00 92,31 96,15 1,00 0,93 0,96
8⇥ 8 26 0 0 26 100,00 0,00 0,00 100,00 100,00 1,00 1,00 1,00

16⇥ 16 25 2 1 24 96,15 7,69 3,85 92,31 94,23 0,96 0,93 0,94
32⇥ 32 19 1 7 25 73,08 3,85 26,92 96,15 84,62 0,73 0,95 0,83

Fonte: Autoria própria.

Para N = 16, a acurácia do modelo LDA atingiu 96,15%, pois conseguiu classificar
todos os vídeos positivos e detectou corretamente 24 vídeos com falsos positivos, diminuindo
a TFP para 7,69%. Assim como a LDA, o classificador Naïve apresenta acurácia de 96,15%,
uma vez que diminuiu a taxa de falsos positivos para 7,69% sem depreciar a taxa de
verdadeiros positivos.

Para N = 8, a acurácia do modelo de regressão logística atingiu 94,23%, pois
conseguiu classificar todos os vídeos positivos e detectou corretamente 23 vídeos com falsos
positivos, diminuindo a TFP para 11,54%. Apesar da acurácia ser a mesma quando N = 4,
nesse caso o tempo de processamento é, aproximadamente, 4,26 vezes maior, se comparado
ao N = 8 (veja a Tabela 5).

O classificador Knn apresentou acurácia para N = 4, igual a 98,08% e manteve
a taxa de verdadeiros positivo em 100%. Para N = 8 o classificador não foi capaz de
classificar um vídeo onde realmente há fogo, diminuindo, assim, a taxa de verdadeiros
positivos para 96,15%. O mesmo acontece quando N = 16, 32, reduzindo a TVP para
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76,92% e 61,54%, respectivamente.

O SVM atingiu acurácia de 100,00% quando o tamanho do bloco era igual 8⇥8. O
modelo foi capaz de classificar corretamente os 26 vídeos que possuem fogo, como também,
todos os vídeos que possuem falsos positivos.

Os resultados da AST destacados em negrito apresentados na Tabela 7 são
comparados com o detector espacial, YOLOv4, sem qualquer contexto temporal e, também,
com a abordagem YOLOv4+AT (análise temporal), baseada na variação das distâncias
euclidianas entre os centroides das caixas delimitadoras (ROI’s) detectadas pelo YOLOv4.
Ambas as abordagens foram aplicadas à detecção de incêndios em Venâncio et al. (2021).

Tabela 8 – Métricas do conjunto de testes: impacto da AST na detecção de fogo.

Abordagens TVP TFP Acc (%) F1-Score Atraso

YOLO (Venâncio et al., 2021) 100,00 100,00 50,00 0,67 3,72
YOLO+AT (Venâncio et al., 2021) 84,62 11,54 86,54 0,86 +0,15

YOLO+ASTArvDec_8⇥8 100,00 11,54 94,23 0,95 +0,59
YOLO+ASTLDA_16⇥16 100,00 7,69 96,15 0,96 +0,21
YOLO+ASTNaive_16⇥16 100,00 7,69 96,15 0,96 +0,21
YOLO+ASTRegLog_8⇥8 100,00 11,54 94,23 0,95 +0,68
YOLO+ASTKnn_4⇥4 100,00 3,85 98,08 0,98 +3,24
YOLO+ASTSVM_8⇥8 100,00 0,00 100,00 1,00 +0,54

Fonte: Autoria própria.

Na primeira linha da Tabela 8, o detector espacial, YOLOv4, avaliou corretamente
todos os 26 vídeos que contêm eventos de incêndio (TVP=100%). Por outro lado, os vídeos
que não possuem fogo, mas possuem eventos semelhantes ao fogo, foram classificados
incorretamente (TFP=100%). O tempo médio para o YOLOv4 detectar possíveis eventos
de incêndio foi de 3,72 segundos, com desvio padrão igual a 1,04.

As linhas subsequentes da Tabela 8 apresentam abordagens com contexto tem-
poral. YOLOv4+AT reduziu a taxa de falso positivos em 88,46%, porém reduziu taxa
de verdadeiros positivos em 15,38%, resultando em uma precisão de 86,54%. Reduzir a
taxa de verdadeiros positivos é indesejável, uma vez que, caso haja incidência de fogo, a
abordagem deve gerar o alarme para que providências sejam tomadas. Acrescentar AT
ao processo de detecção implica, em média, em um acréscimo de 0,15 segundos (desvio
padrão de ±0,05).

Por outro lado, as abordagens que utilizam a AST são capazes de manter a TVP
na sua totalidade, garantindo, a plena detecção dos eventos com ocorrência de incêndio.
Estas resultados estão representados nas seis últimas linhas da tabela.

Destacado em negrito na Tabela 8, apresenta-se a abordagem AST usando o
classificador SVM, considerando o tamanhos blocos N = 8, aplicada na sequência do
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detector espacial, representada por YOLOv4+ASTSVM_8⇥8. Essa abordagem apresentou
a menor taxa de falsos positivos, conseguindo classificar corretamente todos os 26 vídeos
contendo alarmes falsos. Dessa forma, a abordagem atingiu 100,00% de acurácia.

Em relação ao custo computacional, a AST apresentou tempo médio de processa-
mento igual a 0,54 segundos para o classificador SVM. Por outro lado, a abordagem de
contexto temporal (TA), descrita em Venâncio et al. (2021), apresenta tempo médio de
0,15 segundos, sendo 3,6 vezes mais rápida. Vale destacar que a metodologia apresentada
para a AST não utilizou processamento paralelo.

As Figuras 31(a) e 32(a) mostram as ROIs delimitadas pelo detector espacial em
dois vídeos de teste. A primeira figura representando um falso positivo e a segunda, um
verdadeiro positivo. Na Figura 31(a), percebe-se que o detector espacial interpreta um
reflexo do sol na lente da câmera como sendo um possível foco de incêndio. Realmente,
quando esse vídeo é analisado, o reflexo aliado ao movimento natural das folhas da árvore
no plano de fundo, tornam essa região muito parecida com uma região de fogo. Em virtude
dessas características, na análise das séries temporais desta região, quando N = 1, 2, o
classificador SVM identifica movimentos nas séries temporais parecidos com os que ocorrem
nas bordas da região de fogo, proporcionado pelo movimento das folhas da árvore no plano
de fundo. No entanto, quando N = 4, 8, 16, 32, a abordagem é capaz de classificar a região
corretamente, ou seja, sem a incidência de fogo.

Por outro lado, a Figura 32 mostra a ROI de um vídeo contendo fogo e detectado
pelo algoritmo YOLO. Para N = {1, 2} o classificador SVM tende a detectar toda a
extensão do fogo contido na ROI. Quando N = {4, 8} o classificador detecta a maioria da
região do fogo. Para N = 16, a abordagem proposta detecta os blocos que apresentam as
maiores variações do movimento das chama de fogo. Para N = 32 não foi possível detectar
nenhum evento de incêndio.

Várias outras figuras mostrando as detecções das regiões com grandes possibilida-
des de haver fogo podem ser vistas no capítulo Apêndice A.

5.4 Comentários finais

Neste capítulo foram apresentados os experimentos conduzidos para validação
de uma abordagem robusta e computacionalmente factível utilizando séries temporais
para detectar incêndios, sendo capaz de ser realizada em computadores pessoais sem alto
poder computacional. A abordagem AST é utilizada como pós-processamento do detector
espacial (YOLO). O algoritmo YOLO detecta a região de interesse e a AST realiza a
análise temporal apenas da região de interesse e não de todo cenário que compõe o vídeo
analisado. Essa abordagem permite que a região analisada pela AST seja, em média, nove
vezes menor que dimensão total de um vídeo.
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Figura 31 – Quadro de um vídeo de teste que apresenta um evento parecido com fogo
(falso positivo). (a) Detecção da ROI pelo detector espacial, YOLO, com
possibilidade de ser incêndio. Ampliação da ROI e análise das séries temporais
(AST) usando o classificador SVM para diferentes tamanhos de blocos: (b)
N = 1, (c) N = 2, (d) N = 4, (e) N = 8, (f) N = 16 e (g) N = 32. Os blocos
da cor verde foram identificados como fogo pelo classificador SVM.

Fonte: Autoria própria.

A AST foi analisada a partir de seis algoritmos de aprendizado de máquina.
Além disso, avaliou-se a resultados para tamanhos de blocos diferentes. Os resultados das
combinações entre algoritmos e tamanhos dos blocos foi apresentada nas Tabelas 5 e 7,
em que são mostrados os tempos e o desempenho. Tamanhos de blocos maiores implicam
menores tempos computacionais para analisar as séries temporais. Os classificadores com
tamanhos de blocos menores apresentam falsas detecções devido a cores semelhantes com
a do fogo e ao movimento das folhas, quando o plano de fundo é composto por árvores. A
junção de cores do fogo e movimento do plano de fundo gera detecções erradas, pois o
algoritmo interpreta essas características como sendo uma imitação da cintilação natural
das chamas de fogo. Esse problema tende a ser suprimido quando o valor de N aumenta,
conforme pode ser visto na Figura 31.

Vale ressaltar também que a AST pode ser aplicada em vídeos com diferentes
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Figura 32 – Quadro de um vídeo de teste que apresenta incêndio em estágio inicial (verda-
deiro positivo). (a) Detecção da ROI contendo fogo em ambiente noturno pelo
detector espacial, YOLO. Ampliação da ROI e análise das séries temporais
(AST) usando o classificador SVM para diferentes tamanhos de blocos: (b)
N = 1, (c) N = 2, (d) N = 4, (e) N = 8, (f) N = 16 e (g) N = 32. Os blocos
da cor verde foram identificados como fogo pelo classificador SVM.

Fonte: Autoria própria.

dimensões. Isso proporciona trabalhar em conjunto com diversos sistemas de detecção e
monitoramento sem que seja necessário redimensionar os vídeos.

A partir do classificador SVM e com o tamanho do bloco igual a 8⇥ 8 pixels, foi
possível classificar corretamente 100,00% do conjunto de vídeos de teste.

Um ponto muito importante a ser discutido é o custo computacional para processar
o detector espacial e adicionalmente o AST. Em relação ao detector espacial, seja ele
o YOLOv4, ou qualquer outra abordagem que utilize aprendizado profundo, o custo
computacional é uma característica inerente ao sistema de detecção de incêndio. Isto é,
sempre haverá um custo computacional para analisar a presença de fogo em um vídeo.
O YOLOv4 tem bom desempenho, mas paga um alto custo computacional na etapa de
treinamento. O uso de sistemas mais leves melhora o custo computacional ao custo de



Capítulo 5. Resultados 81

uma queda de desempenho.

Dessa maneira, o uso de um método computacionalmente mais leve para detecção
da ROI pode ser um problema, devido ao potencial aumento de casos de falsos negativos.
Neste caso, é possível que o uso da AST compense pelo menos parcialmente essa queda
de desempenho identificando os casos de falsos positivos. No entanto, o importante não
é utilizar um detector espacial muito rápido, mas sim um que seja capaz de detectar
corretamente os verdadeiros eventos de incêndios (VP), mesmo que a taxa de falsos
positivos aumente. E dessa forma, o uso da AST pode compensar a queda de desempenho
proporcionada pela alta taxa de falsos positivos.

Em relação ao tempo de processamento causado pela abordagem temporal apresen-
tada em Venâncio et al. (2021), apresentou um tempo de processamento aproximadamente
3,6 vezes menor que a AST. No entanto, o ganho que o AST proporciona para o sistema
de detecção é bastante significativo, pois reduz em até 100,00% o número de falsos alarmes,
levando-se em consideração o conjunto de testes utilizado. Em média, a AST acarreta em
um atraso de apenas 0,54 segundos, o que não impede a detecção de fogo em tempo real.
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Conclusão

Os métodos baseados em redes neurais convolucionais aplicados na detecção
automática de fogo são os mais notáveis e têm sido bastante explorados nos últimos anos.
Devido à sua capacidade de detectar e localizar as regiões de fogo em uma imagem a
partir das características espaciais, esses métodos têm ganhado preferência em relação
aos métodos clássicos de extração das características baseados em regras. No entanto, as
redes neurais convolucionais exigem um grande conjunto de imagens para o treinamento
e um alto poder computacional. Conforme mostrado no Capítulo 2, por mais que essa
metodologia tenha um grande potencial em detectar automaticamente o fogo, ainda assim
apresenta limitações em detectar imagens onde há determinados objetos que se parecem
ou que tenham comportamento parecido com o fogo, gerando falsos alarmes.

Diante das dificuldades que os métodos mais avançados de detecção automática de
fogo têm apresentado, a abordagem apresentada neste estudo vem ao encontro do esforço
para se tentar diminuir a taxa de falsos alarmes. Sendo assim, o método da Análise de séries
Temporais (AST) é utilizado para detecção de fogo em vídeos a partir do comportamento
temporal. A premissa básica é que o fogo, diferentemente de objetos estáticos, apresenta
movimento característico, denominado cintilação. Uma vez que um sistema de detecção
automático delimite uma região de interesse, analisar o comportamento temporal dessa
região é muito importante. A AST realiza essa análise temporal a partir de séries temporais
dos pixels. No Capítulo 3 foi apresentado como um vídeo pode ser representado por séries
temporais.

Para que a AST pudesse ser implementada foi necessário constituir dois conjuntos
de dados compostos por vídeos: um utilizado para treinamento/validação dos modelos de
aprendizado de máquina e outro para realizar o teste desses modelos.

A abordagem AST foi aplicada às regiões de interesse selecionadas pelo detector
espacial YOLO que é baseado em uma rede neural convolucional. Os resultados foram
expostos no Capítulo 5. Essas regiões de interesse foram divididas em blocos. Então, foram
agrupados conjuntos de séries temporais de mesmo tamanho, formando seis diferentes
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conjuntos. Essa abordagem se mostrou necessária para investigar a relação da assertividade
do método versus o custo computacional.

Demonstrou-se que, quanto menor o tamanho do bloco, maior é seu tempo de
processamento. Por outro lado, os blocos menores apresentam as maiores taxas de falsos
positivos, apesar de conseguirem manter as taxas de verdadeiros positivos.

Tamanhos de blocos maiores resultam em menores tempo de processamento.
A taxa de falsos positivos tende a diminuir, enquanto a taxa de verdadeiros positivos
apresenta decréscimo.

O ponto ótimo é obtido quando o tamanho do bloco N é igual a 8 ⇥ 8 pixels
utilizando o classificador SVM, que proporciona à AST manter a taxa de verdadeiros
positivos, diminuir a taxa de falsos negativos e adicionar uma média de apenas 0,54
segundos de processamento na detecção do evento.

A abordagem proposta permite uma redução na totalidade da taxa de falsos
positivos sem diminuir a taxa de verdadeiros positivos (100%) a um baixo custo computa-
cional, resultando em um atraso da ordem de centenas de milissegundos. Esses resultados
não impedem o uso da AST em sistemas reais de detecção de fogo. O AST foi capaz de
aumentar a acurácia do sistema de detecção de 50% para 100%. A abordagem mostrou-se
robusta a luzes artificiais, luzes de veículos e objetos que possuem cores parecidas com o
fogo. Além disso, a AST é capaz de trabalhar com diferentes resoluções de vídeo. Ela é
robusta à saturação de cores em regiões de incêndio e também pode ser aplicada a vídeos
com taxas superiores a 2 fps. No entanto, quanto maior a dimensão da ROI, maior o custo
computacional. Da mesma forma, trabalhar com vídeos que possuem alta taxa de quadros
(>2 fps) também torna a abordagem computacionalmente mais cara.

Por outro lado, vídeos gravados por câmeras que operam com movimento horizontal,
vertical ajuste da distância focal não são capazes de serem classificados usando AST devido
ao fato de que não irá haver o monitoramento do mesmo ponto, impossibilitando a análise
das características temporais. Além disso, é importante garantir que câmeras estáticas não
apresentem oscilações provocadas por ventos, ao custo de comprometer a análise temporal.

6.1 Trabalhos futuros

Como trabalho futuro será interessante analisar o uso das séries temporais aplicadas
à detecção de fumaça. Poder-se-á investigar se as séries temporais das regiões de fumaça
possuem características próprias que permitam ser identificadas por um classificador
simples, assim como ocorreu para as séries temporais de fogo. Detectar fumaça é mais
complexo que o fogo dadas as características da fumaça, como, por exemplo, o formato, o
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movimento e as diversas tonalidades que pode possuir variando de branca a preta. Por
essas razões, a taxa de falsos positivos na detecção da fumaça costuma ser alta e o uso da
AST poderá ajudar a diminuí-la.

Outro ponto interessante será implementar a AST usando processamento paralelo,
para que ela seja capaz de lidar com ROIs de dimensões maiores e taxas de vídeos mais
elevadas mantendo o tempo de execução computacional. Além disso, será possível avaliar
quadros completos, e não apenas a ROI, permitindo identificar falsos negativos, caso estes
não sejam detectados pelo detector espacial.

A análise de séries temporais mostrou-se uma forma eficiente de se incorporar
informações não utilizadas pelo algoritmo YOLO usado para classificação de padrões
espaciais contidos em imagens.
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Apêndice A

Detecções do conjunto de teste

As detecções realizadas pelo método AST a partir de cada um dos classificadores
usados são mostradas nesta seção. Devido à quantidade de vídeos usados no conjunto de
teste, 52 vídeos, serão exibidas as detecções de apenas 30 vídeos para cada classificador,
sendo que 15 são falsos positivos e o restante são verdadeiros positivos. Todas as as
detecções realizadas estão disponíveis online para análise 1.

As figuras mostradas representam quadros dos vídeos de conjunto de testes. Estas
figuras são constituídas por sete sub-figuras, sendo que a primeira, (a), apresenta a detecção
da ROI realizada pelo detector espacial, YOLO e as sub-figuras subsequentes mostram os
resultados da aplicação usando a AST para diferentes tamanhos de blocos: (b) N = 1, (c)
N = 2, (d) N = 4, (e) N = 8, (f) N = 16 e (g) N = 32.

1 https://drive.google.com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_
link

https://drive.google.com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_link
https://drive.google.com/drive/folders/1HHpxW_908VZJ8wRi-DOpCwoZd2nPKj11?usp=share_link
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A.1 Árvore de decisões
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A.2 LDA
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A.3 Naïve
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A.4 Regressão logística
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A.5 K-vizinhos mais próximos (Knn)
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A.6 SVM



Apêndice A. Detecções do conjunto de teste 129



Apêndice A. Detecções do conjunto de teste 130



Apêndice A. Detecções do conjunto de teste 131



Apêndice A. Detecções do conjunto de teste 132


	Folha de rosto
	Dedicatória
	Agradecimentos
	Epígrafe
	Resumo
	Abstract
	Lista de Ilustrações
	Lista de Tabelas
	Lista de Abreviaturas e Siglas
	Lista de Símbolos
	Sumário
	Introdução
	Motivação
	Objetivos 
	Organização da tese

	Trabalhos Relacionados
	Comentários finais

	Fundamentação Teórica
	Representação de vídeos em séries temporais
	Diferenças Temporais
	Aprendizado de máquina
	Árvore de decisões
	Análise Discriminante Linear (LDA)
	Classificador Naïve
	Regressão logística
	
	Máquinas de Vetores Suporte (SVM)

	Validação cruzada
	Aprendizado de máquina profundo - YOLO
	Avaliação de desempenho
	Acurácia
	Medida  (-score)

	Comentários finais

	Metodologia
	Conjunto de dados
	Abordagem proposta
	Região de interesse (ROI)
	Blocos
	Série temporal média
	Diferenças Temporais
	Classificação das séries temporais usando aprendizado de máquina

	Comentários finais

	Resultados
	Conjuntos de dados atribuídos aos tamanhos dos blocos N
	Classificação das séries temporais usando aprendizado de máquina
	Teste dos classificadores
	Comentários finais

	Conclusão
	Trabalhos futuros

	Referências
	Detecções do conjunto de teste
	Árvore de decisões
	LDA
	Naïve
	Regressão logística
	
	SVM


