UNIVERSIDADE FEDERAL DE MINAS GERAIS
Instituto de Ciéncias Exatas
Programa de Pé6s-Graduagao em Ciéncia da Computacao

Ttlio Braga Moreira Pinto

Previsao do tempo de resposta de aplicagoes paralelas de processamento de
dados massivos em ambientes de nuvem

Belo Horizonte
2019



Ttlio Braga Moreira Pinto

Previsao do tempo de resposta de aplicagoes paralelas de processamento de
dados massivos em ambientes de nuvem

Versao Final

Dissertacao apresentada ao Programa de Pés-Graduagao em
Ciéncia da Computacao da Universidade Federal de Minas
Gerais, como requisito parcial & obtenc¢ao do titulo de Mestre
em Ciéncia da Computagao.

Orientadora: Jussara Marques de Almeida
Coorientadora: Ana Paula Couto da Silva

Belo Horizonte
2019



© 2019, Tulio Braga Moreira Pinto.
Todos os direitos reservados

Ficha catalogréfica elaborada pela bibliotecéaria Belkiz Inez
Rezende Costa CRB 62 Regi&o n° 1510

Pinto, Tulio Braga Moreira.

P659p  Previsdo do tempo de resposta de aplicagdes
paralelas de processamento de dados massivos em
ambientes de nuvem / Tulio Braga Moreira Pinto
— Belo Horizonte, 20109.

xxiii, 78 f.:il.; 29 cm.

Dissertacao (mestrado) - Universidade Federal de
Minas Gerais — Departamento de Ciéncia da
Computacéo.

Orientadora: Jussara Margques de Almeida.

Coorientadora: Ana Paula Couto da Silva

1. Computacao — Teses. 2. Computacao em nuvem
— Teses. 3. Sistemas distribuidos — Teses. 3.
Processamento massivo de dados — Teses. |.
Orientadora. Il. Coorientadora. Ill. Titulo.

CDU 519.6*22(043)




UNIVERSIDADE FEDERAL DE MINAS GERAIS
INSTITUTO DE CIENCIAS EXATAS )
PROGRAMA DE POS-GRADUAGCAO EM CIENCIA DA COMPUTACAO

FOLHA DE APROVACAO

Previsao do tempo de resposta de aplicages paralelas de processamento de
dados massivos em ambientes de nuvem

TULIO BRAGA MOREIRA PINTO

Dissertacio defendida e aprovada pela banca examinadora constituida pelos Senhores:

'""'(\-/L%’(';i " }\.«U A : 0 CQ."\ % V\/\MAL‘ : 6-9—-'\ F‘«;JE_,‘\‘;—S
PrOFA. JussaraA MARQUES DE ALMEIDA GONCALVES - Orientadora
Departamento de Ciéncia da Computacio - UFMG

PrOFACANA %&ULA%COUTO DA SILvA - Coorientadora

artamento de Ciéncia da Computagio - UFMG
Pror. FaBRiCIO MURAT FERREIRA

Departamento de Ciéncia da Computacio - UFMG

~PROEADORGIVAL OLAVO GUEDES NETO
Departamento de Ciéncia da Computacio - UFMG

Belo Horizonte, 15 de Julho de 2019.



Dedico esta dissertacao de mestrado ao meu pai, a minha mae
e ao meu 1rmao que sempre estiveram presentes me incenti-

vando nos estudos e na carreira.



Agradecimentos

Agradeco a Prof.? Dr.? Jussara Marques de Almeida (UFMG) por toda a ajuda e pelos
conselhos durante a minha trajetéria no mestrado. Agradeco também por ser compreen-
siva e sempre apoiar minhas decisdes durante todo este periodo em que fui orientado por
ela.

Agradego a Prof.? Dr.2 Ana Paula Couto da Silva (UFMG) pelo apoio, conselhos
e compartilhamento de conhecimento durante todo o meu mestrado e durante o projeto
BigSea.

Agradego ao Prof.? Dr.? Danilo Ardagna (Politecnico di Milano) e demais colegas
pelo auxilio e compartilhamento de conhecimento durante todo o projeto do BigSea.

Agradego a Prof.? Dr.? Cristina Duarte Murta (CEFET-MG) e Prof.* Dr.? Anolan
Yamilé Milanés Barrientos (CEFET-MG) pelos conselhos e indicagao ao Programa de Pos-
Graduagao em Ciéncia da Computacao do DCC/UFMG.



“Libertem-se da escravidao mental, ninguém além de nos mesmos pode libertar nossas
mentes [...] nenhum deles pode parar o tempo.”
(Bob Marley)



Resumo

A popularizagao das aplicagoes online e intensas em dados nos tltimos anos trouxe consigo
novos desafios & computacao. Apesar de a flexibilidade e a elasticidade da computacao em
nuvem terem facilitado a alocagao de recursos de hardware e software sob demanda, a he-
terogeneidade e a irregularidade nos padroes de acesso das aplicacoes massivas em dados,
por outro lado, tornaram esta tarefa mais desafiadora. Em consequéncia, a combinacao
destas caracteristicas tornam a previsao de desempenho (p. ex: previsao do tempo de
resposta das aplicagoes) mais complexa. Sendo assim, este trabalho explora dois modelos
analiticos para a previsao do tempo de resposta de aplicagoes paralelas na plataforma
Spark, muito popular para processamento de grandes volumes de dados. O primeiro mo-
delo é baseado em um fork/join, no qual uma aplicagao é dividida em N tarefas que sao
processadas em paralelo em multiplos servidores. Este modelo captura o tempo do servi-
dor mais lento para computar os atrasos de sincronizagao. O segundo modelo é baseado
em teoria de filas e considera a precedéncia entre as tarefas para estimar os atrasos de
sincronizagao. Multiplos cenérios experimentais sao considerados, incluindo atividades
recorrentes como o wordcount, algoritmos frequentemente utilizados em aprendizado de
maquina, como o SVM, o Logistic Regression e o K-Means, e consultas ad-hoc comuns
em anélise de dados. Para o modelo baseado em precedéncia de tarefas, os resultados das
previsoes apresentaram erro médio inferior a 20% para a maioria dos cendrios, conside-
rado tipicamente baixo para modelos analiticos. Ainda, com um tempo de execucao na
casa dos milissegundos, este modelo se mostrou eficaz para a reconfiguracao dinamica de
sistemas paralelos, tarefa importante na garantia de qualidade de servigo das aplicagoes
massivas em dados. Ambos os modelos fork/join e de precedéncia de tarefas sao compa-
rados com o modelo de simulacao DagSim, considerado estado da arte para previsao de

desempenho de aplicacoes Hadoop e Spark.

Palavras-chave: Previsao de desempenho, Computagao em nuvem, Spark, Processa-

mento massivo de dados, Aplicagoes paralelas, Sistemas Distribuidos



Abstract

The popularity of online and data-intensive applications presented new challenges to com-
puting. Although cloud computing technology has enabled on-demand resource schedu-
ling, the data access heterogeneity and irregularity of data-intensive applications have
increased the difficulty of both hardware and software resource scheduling. Nonetheless,
the performance prediction (e.g.: response time) of such applications increase in comple-
xity as all these characteristics are combined. Thus, this research explores two analytical
models for the response time prediction of parallel applications running on Apache Spark,
one of the most popular frameworks for massive data-processing. The first model is ba-
sed on a fork/join queues, in which an application is split into N tasks and processed
in parallel in multiple servers. This model captures the synchronization delays perceived
in the slowest server. The second model is based on queuing networks. It considers the
precedence relationship between the application tasks to compute the synchronization de-
lays. Multiple experimental scenarios were considered, including the parallel wordcount
algorithm, machine learning common algorithms, such as SVM, Logistic Regression, and
K-Means, and ad-hoc data analytics queries. The precedence relationship model presen-
ted a mean error less than 20% for most of the experimental scenarios, which is typically
considered reasonable for analytical models. Yet, both models presented execution times
in the range of milliseconds. Such a low execution time enables the usage of the models for
the dynamic provisioning of parallel systems, an important task to guarantee the quality
of service of massive data-processing applications. Both the analytical models were com-
pared to the DagSim simulation model, the state-of-art model for performance prediction

of Hadoop and Spark applications.

Keywords: Performance prediction, Cloud computing, Spark, Massive data-processing,

Parallel applications, Distributed Systems
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Capitulo 1

Introducao

Os avancos recentes de hardware para computacao, especialmente no que tange a conecti-
vidade e o armazenamento, possibilitaram o surgimento de uma nova gama de aplicagoes
orientadas a dados. Neste cenario, todo tipo de dado gerado pelos dispositivos, pelas
aplicagoes ou pelos proprios usuérios é, portanto, armazenado. Para aproveitar a riqueza
de informacao presente em cada fracao de tempo, em toda parte do mundo, aplicacoes em
dispositivos cada vez menores, geralmente conectados a redes sem fio, sao frequentemente
integradas a sistemas distribuidos [Coulouris et al., 2011]. Muitas vezes, os recursos com-
putacionais utilizados sao provenientes do que chamamos de nuvem piiblica: hardware e
software em datacenters disponibilizados através de pagamento por demanda, comparti-
lhados com o publico geral [Fox et al., 2009].

Assim, considera-se haver uma transicao de intensidade em processamento para
intensidade em dados, alterando o fator limitante das aplicacoes. A necessidade de poder
computacional soma-se aos desafios de lidar com um grande volume de dados, a comple-
xidade destes dados e a velocidade com que estes dados se multiplicam e precisam ser
processados [Kleppmann, 2017]. Estes desafios vao de encontro a uma das mais populares
definigoes para o que sdo dados massivos (Big Data). Para Beyer & Laney [2012] o con-
ceito se trata de "grande volume, velocidade e variedade de informacoes e requer novas
formas de processamento que possibilitem uma melhor tomada de decisoes, descoberta de
insights e otimizagao de processos". De forma similar, Jacobs [2009] define como sendo
dados cujo tamanho nos for¢a a procurar além das alternativas testadas e predominantes
a época.

Com a consolidagao e popularizacao de diferentes aplicagoes online e intensas em
dados nos ultimos anos (comércio eletronico, redes sociais, internet das coisas, etc), os
desafios da computacao em larga escala se tornaram mais evidentes em diferentes areas
do conhecimento [Chen & Zhang, 2014]. Neste quesito, uma das principais vertentes de
estudo passou a ser a de sistemas distribuidos para processamento massivo de dados.
O surgimento do MapReduce |[Dean & Ghemawat, 2004|, um modelo de programagao
simples e escalavel para processamento de dados em paralelo em milhares de maquinas

e sua implementacao tolerante a falhas e de coédigo aberto mais popular, o Hadoop!,

Thttps://hadoop.apache.org/
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impulsinaram este cenario. Posteriormente, diversos outros modelos e plataformas para
processamento distribuido tolerante a falhas surgiram ao longo dos anos, sejam de pro-
posito especifico ou geral. Como exemplos, pode-se citar o Storm? para processamento
massivo continuo (streaming) e o Giraph® para processamento de grafos de larga escala.
Atualmente, o Spark* é o sucessor mais popular do Hadoop. Esta plataforma usa a memo-
ria para otimizar o acesso a dados. Com uma comunidade de cerca de 225 mil membros e
mais de 1200 contribuidores no Github [Databricks, 2016|, o Spark é uma plataforma para
processamento massivo de dados em paralelo, tolerante a falhas, de propoésito geral, com
bibliotecas que cobrem os principais algoritmos de aprendizado de maquina e mineracao
de dados existentes atualmente.

Adicionalmente, a consolidacao da computacao em nuvem permitiu o acesso a
recursos computacionais em larga escala com baixo investimento inicial. Tanto a flexi-
bilidade quanto a elasticidade presentes na natureza dos recursos computacionais e na
politica de precos dos ambientes em nuvem facilitaram o acesso das aplicagoes menores a
uma gama de recursos antes alcangaveis apenas para as grandes corporagoes. Tais carac-
teristicas tém contribuido para uma maior adocao da nuvem como base para aplicagoes
massivas em dados. Por exemplo, as instalacoes de Spark em nuvem apresentaram um
crescimento de 10% de 2015 para 2016, saltando de 51% das instalacoes totais para 61%
[Databricks, 2016].

Com uma forte tendéncia de uso de nuvem piublica para aplicagoes intensas em
dados, a gestao eficiente dos recursos computacionais disponiveis passa a ser uma tarefa
de suma importancia, tanto para a reducao de custos pagos por demanda, quanto para
o alcance de requisitos de qualidade de servigo das aplicagoes. Portanto, mecanismos
que permitam a previsao do tempo de resposta deste tipo de aplicagao, de acordo com os
recursos computacionais disponiveis, se tornam aliados importantes. Tais previsoes podem
ser usadas, por exemplo, para determinar a quantidade minima de recursos necessarios
para que uma aplicagao intensa em dados seja executada, dado um limiar de qualidade
de servigo.

Entretanto, devido a caracteristica compartilhada dos recursos, ao volume e a ir-
regularidade dos dados, prever o tempo de resposta nestes cenérios torna-se uma tarefa
bastante desafiadora. Adicionalmente, pensando em reconfiguracao dinamica de sistemas
paralelos, ou seja, o ajuste auténomo dos recursos de um sistema paralelo, como o prin-
cipal caso de uso dos mecanismos de previsao, esta tarefa se torna ainda mais critica.
Neste cenario, é necessario balancear a rapidez com que as previsoes sao concluidas e a
precisao da previsao em si. Caso esta combinacao de fatores nao esteja adequadamente

calibrada, pode-se chegar a duas situagoes indesejadas: (i) uma previsao bastante réapida,

2https://storm.apache.org/
3https://giraph.apache.org/
4https://spark.apache.org/
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mas de precisdo ruim; (ii) uma previsdo bastante precisa, mas demorada. Estas situa-
goes poderiam levar a: (i) superestimar os recursos necessarios para o sistema paralelo
executar a aplicacao, dado um determinado requisito de qualidade de servigo, neste caso,
causando subutilizagao de recursos; ou (ii) subestimar os recursos necessarios, neste caso,
prevenindo o sistema paralelo de executar a aplicagao atingindo os requisitos de qualidade
de servico predefinidos. Sendo assim, a principal motivacao deste trabalho é permitir pre-
visoes rapidas e suficientemente precisas para o tempo de resposta de aplicagoes paralelas
massivas em dados.

No campo da previsao de desempenho, diversos modelos foram propostos ao longo
dos anos, cada qual com seu cenério alvo. Tratam-se de abstracoes com a finalidade
de representar, de maneira genérica, o comportamento de um sistema durante a sua
execucao. Por se tratar de uma abstracao, um modelo de desempenho captura apenas o
minimo necessério para alcancar o nivel de representatividade adequado para o objetivo
da modelagem, sendo que o tnico modelo completamente confiavel de um sistema é o
proprio sistema Menasce et al. [2004].

Dito isto, existem dois tipos principais de modelos de desempenho de sistemas: os
modelos analiticos e os modelos de simulagao. Os modelos analiticos sao baseados em
um conjunto de equagoes matematicas e algoritmos que produzem métricas de acordo
com parametros de entrada. As representacoes matematicas e algoritmicas costumam
nao conter muitos detalhes sobre o sistema e sao geralmente projetadas para execucao
rapida e eficiente. Ja, os modelos de simulacao se baseiam em emular a estrutura estatica
e os aspectos dindmicos de um sistema de acordo com uma carga de trabalho, sendo ela
observada ou sintética. Para que uma simulagao ocorra, geralmente necessita-se de uma
grande variedade de caracteristicas sobre o sistema, resultando em uma avaliacao deta-
lhada, porém de maior complexidade. Por este motivo, modelos de simulacao tendem a
ser mais precisos, porém costumam demorar mais que os modelos analiticos para produzir
uma previsao.

Dentre os modelos analiticos, Nelson & Tantawi [1988] propuseram um modelo
baseado em filas fork/join, onde uma tarefa é dividida em subtarefas e processadas em
servidores de dados distribuidos. Badue et al. [2010] apresentou um simplificagao do mo-
delo de Nelson & Tantawi [1988]. Clement & Quinn [1993] propuseram um modelo para
estimar o speedup para variagoes na quantidade de processadores com foco em aplica-
¢oes de tamanho invariavel no Dataparallel-C. Mak & Lundstrom [1990] desenvolveram
um modelo baseado em teoria de filas e grafo de precedéncias, representando, respectiva-
mente, o sistema paralelo e as tarefas da aplica¢do. Liang & Tripathi [2000] estenderam
o modelo proposto por Mak & Lundstrom [1990] para contemplar a previsdo de multiplas
aplicagoes concorrentes. Thomasian & Bay [1986] apresentaram um modelo baseado em
cadeias de Markov. Adve & Vernon [2004] focaram em aplicagoes paralelas de memoria

compartilhada. Ipek et al. [2005] utilizaram modelos de aprendizado de maquina trei-
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nados a partir de de execugbes prévias das aplicagdes. Yang & Sun [2011] abordaram
a previsao de desempenho de jobs map-reduce no Hadoop. Vianna et al. [2013] aplica-
ram dois modelos previamente propostos por outros autores também na previsao de jobs
map-reduce.

Ja, entre os modelos de simulagao, Bagrodia et al. [1999] propuseram o COMPASS,
um simulador para previsao de desempenho de aplicacoes MPI e MPI-IO. Zheng et al.
[2004] apresentaram o BigSim, um simulador paralelizavel para representar computadores
petaflops. Uysal et al. [1998| desenvolveram um simulador genérico para aplicages inten-
sas em dados, mas pouco eficiente para simular muitos processadores. Song et al. [2013|
apresentaram um analisador para jobs map-reduce do Hadoop 1.x. Ardagna et al. [2016],
no ambito de jobs map-reduce do Hadoop 2.x, utilizaram as ferramentas JMT [Bertoli
et al., 2009, baseada em teoria de filas, e a GreatSPN [Chiola, 1985|, de redes estocasti-
cas baseadas em Petri Nets [Reisig et al., 2013]. Mais recentemente, Ardagna et al. [2018|
propuseram o DagSim, modelo baseado em simulacao de eventos discretos que superam
a precisao do JMT e o GreatSPN.

Considerando as caracteristicas particulares do modelo de execucao do Apache
Spark, levanta-se neste trabalho que a caracteristica distribuida dos dados e as relac¢oes
de dependéncia entre as tarefas das aplicacoes paralelas executadas nesta plataforma sao
os fatores de maior representatividade para a execucao. Nesta linha, modelos analiticos
baseados na divisao das tarefas entre servidores de dados ( Fork/Join [Nelson & Tan-
tawi, 1988] [Badue et al., 2010]) e modelos que capturam as precedéncias entre as tarefas
[Mak & Lundstrom, 1990]|[Liang & Tripathi, 2000] costumam capturar bem estes fatores.
Portanto, este trabalho tem como hipdtese que tais modelos podem ser suficientemente
rapidos e precisos para compor o processo de reconfiguragao automatica de sistemas pa-
ralelos Spark. Para suportar esta hipotese, este trabalho compara o tempo de resposta
de sistemas paralelos reais com previsoes baseadas em execugoes prévias para diferentes
quantidades de processadores. Ainda, levanta-se que tais modelos podem apresentar pre-
cisao proxima ao DagSim [Ardagna et al., 2018|, atual estado da arte para previsdes por
simulacao, que sao naturalmente mais representativas e complexas.

Em resumo, esta dissertagao explora ambos modelos analiticos e modelos de simu-
lacao. Os dois modelos analiticos para aplicagoes paralelas de cunho real escolhidos sao:
um modelo baseado em uma representagao Fork/Join [Nelson & Tantawi, 1988| [Badue
et al., 2010] e um modelo baseado na anélise do valor médio (MVA), teoria de filas e na
precedéncia de estagios [Mak & Lundstrom, 1990]. A escolha dos modelos nao se deu
somente pela rapidez em obter uma previsao ou pela precisao demonstrada nos cenarios
aos quais foram propostos, mas também pela compatibilidade de ambos com a arquitetura
e modelo de execucao paralela do Apache Spark, plataforma para aplicagbes massivas em
dados, alvo deste trabalho. Para contraste, o baseline escolhido é o modelo por simulacao

DagSim, proposto por [Ardagna et al., 2018|, atual estado da arte. Diversos experimentos
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foram executados no Spark em trés diferentes nuvens. Os logs destas execugdes prévias
foram utilizados para parametrizar os modelos de previsao de desempenho e comparar a
precisao das previsoes para sistemas paralelos de diferentes quantidades de processadores.
Por se tratarem de recursos de méquinas virtuais em nuvem, por coeréncia e simplifica-
¢ao, a partir deste ponto esta dissertagdo passara a chamar os processadores (CPUs) de

processadores virtuais (vCPUs).

1.1 Objetivos

Este trabalho tem como principal objetivo avaliar a rapidez e a precisao de dois mo-
delos analiticos de previsao de desempenho para sistemas paralelos, na previsao do tempo
de resposta de aplicacoes paralelas e massivas em dados no Spark em nuvem ptublica. O
modelo de Nelson & Tantawi [1988] foi inicialmente proposto como uma aproximagcao de
escalabilidade para a analise de sistemas paralelos fork/join, baseados em filas, homoge-
neos, que consistem de dois ou mais servidores. Ja o modelo de Mak & Lundstrom [1990]
foi originalmente proposto para sistemas concorrentes onde o paralelismo é definido por
uma colecao de tarefas concorrentes com precedéncia predefinida. Este trabalho visa, por-
tanto, avaliar a precisao dos modelos em um cenario mais instavel e heterogéneo, como o
das aplicagoes paralelas massivas em dados em nuvem ptblica, mantendo a rapidez e com
eficacia demonstrada através da comparacao com o modelo por simulagao DagSim, atual

estado da arte para este cenéario.

1.2 Contribuicoes

As principais contribuigoes desta dissertagao sao discutidas a seguir. Uma parte
delas foi publicada nos trabalhos de Ardagna et al. [2018] e B. M. Pinto et al. [2018].
Os principais resultados mostram que o modelo de precedéncia de estagios é satisfatorio
tanto para prever o tempo de resposta para a mesma quantidade de processadores dos logs
execucgoes prévias coletados, quanto para extrapolar de uma quantidade de processadores

para outra diferente, com erro, em média, inferior a 20% para a maioria dos cenarios.

e Aplicacao de modelos eficientes e precisos em um cenario novo: este tra-

balho explora a aplicagao de dois modelos analiticos de previsao de desempenho
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previamente propostos para estimar o tempo de resposta de aplicagbes Spark em
nuvem publica, particularmente considerando cenarios de infraestrutura (nimero de
vCPUs disponiveis) diferentes dos utilizados em execugoes anteriores. Os resultados
da avaliagao experimental mostram que o modelo de precedéncia de estagios produz
previsoes bastante razodveis em cenéarios praticos. Ainda, esta dissertacao mostra
como os modelos podem ser aplicagoes em um cenério diferente do proposto, para
aplicagoes paralelas no Apache Spark. As informagoes dos logs Spark sao usadas na
modelagem do sistema paralelo através de um sistema de filas, e na modelagem do
grafo de precedéncia de estagios, onde cada par de tarefas possui sua probabilidade
de execucao concorrente. Além disso, é utilizada uma nova estratégia de aplica-
¢ao do modelo para previsao em infraestruturas diferentes (quantidade de vCPUs)
dos logs de execugoes prévias. Vale destacar que uma premissa desta adaptagao é
a manutencao da complexidade de tempo polinomial do modelo, visando o menor
impacto possivel no tempo de execugao das previsoes, e, portanto, possibilitando o
uso do modelo para ajustes dindmicos de infraestrutura em cenarios reais. Este tra-
balho também demonstra a aplica¢do do modelo Fork/Join para a previsdo. Apesar
de eficiente, os resultados mostram que este modelo nao captura detalhes o sufici-
ente do paralelismo no Spark, como as dependéncias de execucao entre os estigios,
que causam atrasos ignorados pelo modelo. Como resultado, o modelo fork/join

apresentou erros que variam de 169,4% a 256,3%.

Avaliacao diversificada da precisao do modelo: Na avaliacao apresentada
neste trabalho, foram propostos cenarios diversificados sobre méquinas virtuais com
caracteristicas diferentes. No Microsoft Azure foram utilizados trés tipos diferentes
de maquina virtuais, tanto de proposito geral quanto intensas em CPU e Memo-
ria. Também foram realizados experimentos em uma infraestrutura virtualizada via
OpenStack, ampliando a diversidade de ambientes. Além disso, os cenarios expe-
rimentais cobrem uma vasta gama de aplicagoes, muitas delas bastante populares.
Foram exploradas consultas interativas, através das consultas 26 e 52 do TPC-DS,
algoritmos de aprendizado de maquina supervisionados, como o K-Means, Support
Vector Machine (SVM), Logistic Regression, e um algoritmo de aprendizado de ma-
quina nao-supervisionado, o K-Means. Ainda, foi experimentado um cenario com
execucoes concorrentes dos mesmos trés algoritmos de aprendizado de maquina ci-

tados e um caso de wordcount na nuvem da Google Cloud.
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1.3 Organizagao

O restante desta dissertacao estd organizada como segue. Trabalhos relaciona-
dos sao discutidos no préximo capitulo, incluindo detalhes sobre o DagSim, modelo de
desempenho de simulacao utilizado para fins de comparagao com os modelos analiticos
experimentados nesta dissertacao. No Capitulo 3, é detalhada a fundamentacao teérica,
com informagoes sobre ambos os modelos analiticos de previsao de desempenho, o modelo
fork/join |Nelson & Tantawi, 1988] e o modelo por precedéncia de estagios [Mak & Lunds-
trom, 1990], seu funcionamento, suas premissas e as caracteristicas do Apache Spark. No
Capitulo 4, sao apresentados os cenarios experimentais, a metodologia de avaliagao do
modelo e a estratégia de aplicagao dos modelos para previsao de tempo de resposta de
aplicagoes Spark. O Capitulo 5 apresenta os resultados dos modelos analiticos e do modelo
de simulagao e faz um comparativo do tempo de resposta e da precisao dos modelos. O
Capitulo 6, lista as conclusoes desta dissertacao considerando a aplicabilidade do modelo

de previsao em ambientes reais e propoe trabalhos futuros.
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Capitulo 2

Trabalhos Relacionados

Modelos de previsao de desempenho podem ser classificados em trés categorias distintas:
(i) modelos analiticos; (ii) modelos de simulagao; e (iii) modelos baseados em aprendi-
zado de méquina. Neste capitulo, sao discutidos trabalhos relacionados & previsao de
desempenho de sistemas paralelos das trés categorias, com foco em tracar um paralelo
entre a modelagem analitica proposta nesta dissertacao, as diferencas para os modelos
de simulacao e de aprendizado de maquina, e as caracteristicas da execucao paralela das
aplicagoes Spark. Sendo assim, este capitulo inicia por detalhar os modelos analiticos e
suas caracteristicas. Em seguida, sao detalhados os modelos de previsao por simulacao,
incluindo o DagSim [Ardagna et al., 2018], utilizado para fins de comparagao na avaliagao
dos modelos analiticos aplicados na presente dissertagao. Em seguida, trabalhos sobre
modelos de aprendizado de méquina sao sucintamente descritos. Embora nao seja o foco,
a reconfiguracao dindmica de sistemas paralelos é também um tépico relacionado a esta
dissertagao. Portanto, ao final deste capitulo sao abordados alguns trabalhos desta linha

de pesquisa.

2.1 Definicao da terminologia

Considerando todos os trabalhos prévios discutidos neste capitulo e também a
nomenclatura oficial dos elementos 16gicos do modelo de execucao paralela do Apache
Spark, observa-se uma despadronizacao na terminologia usada pelos diversos autores. A
titulo de clareza, sera usada nesta dissertacao a mesma terminologia definida por Zaharia

et al. [2010] em sua publicagao original sobre o Spark. Sendo assim, temos:

e Tarefa: Menor unidade logica do modelo de execugao paralela do Spark. Cada tarefa

executa de forma independente em uma particao de dados no sistema paralelo.

e Estagio: Conjunto de tarefas iguais e independentes representando uma transfor-

macao uniforme nos dados. Estagios possuem relacoes de precedéncia com outros
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estagios na execugao.

e Job: Representagao logica no Spark para uma agao sobre os dados (e.g. salvar no
disco, contar, selecionar o maximo, etc). Um job é composto por uma ou mais

transformagoes em dados (um ou mais estagios).

e Aplicagao paralela ou simplesmente aplicacao: Trata-se de um programa escrito pelo
usuério representado logicamente no Spark como um conjunto de jobs, composto por
uma ou mais entradas e uma ou mais saidas. Comumente chamado de job por outros

autores, inclusive na publicacao original do Hadoop.

Figura 2.1: Submissao de um job, estagio e tarefas de uma aplicagao Spark

RDD Stage
partition m
_____ submitsjob JDb m
partition
partition m

Fonte: Laskowski [2018al

,
L

2.2 Modelos analiticos

Modelos analiticos capturam, por meio de equagoes e/ou algoritmos, aspectos cen-
trais dos sistemas. O nivel de detalhamento pode variar, mas, no geral, este tipo de
modelo tende a ser menos detalhado que modelos de simulacao. Consequentemente, mo-
delos analiticos tendem também a ser menos precisos, porém mais rapidos [Menasce et al.,
2004]. Um exemplo deste tipo de modelo é a técnica de aproximacao para o tempo de
resposta médio de sistemas paralelos homogéneos fork/join apresentada por Nelson &
Tantawi [1988]. Esta técnica aborda uma infraestrutura homogénea formada por k ser-
vidores de dados, chamados de index, controlados por um computador mestre, chamado
de broker. Neste modelo a infraestrutura computacional é representada por um sistema
de filas fork/join, onde um estagio é quebrado em multiplas tarefas independentes, distri-
buidas e executadas em cada index (fork). Os resultados das tarefas sao mesclados para

obter o resultado final (join). A estimativa do tempo de resposta da aplicagao usa o tempo
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médio dos estagios para capturar o tempo da estagio no servidor mais lento. A aproxima-
cao proposta pelos autores baseia-se na observacao de que existe um limitante superior
e um limitante inferior para o tempo de resposta médio da aplicacao e que este tempo é
composto por uma func¢ao f(k) que cresce na mesma taxa que os limitantes. Este modelo
desconsidera, por exemplo, informagoes sobre a dependéncia entre os estagios presente no
modelo de programacao do Spark. Porém, ele representa bem a relagao mestre-escravo
dos nés worker, coordenados por um ou mais nés master, no Spark. Nesta dissertacao, é
usada uma modelagem baseada na técnica de aproximagao de Nelson & Tantawi [1988],
posteriormente apresentada por Badue et al. [2010], que teve como referéncia as expli-
cagoes de Menasce et al. [2004]. Aplicagoes Spark diversas sao usadas como carga de
trabalho. Mais detalhes sobre o modelo de Nelson & Tantawi [1988] e a simplificacao de
Menasce et al. [2004] e Badue et al. [2010] serdo apresentados no Capitulo 3.

O modelo de precedéncia de estagios de Mak & Lundstrom [1990] também é um
dos modelos experimentados nesta dissertagao. Neste, o sistema paralelo é representado
através de uma rede de filas que recebem estagios para execucao. A aplicagao paralela
é representada por um grafo de precedéncias, onde os vértices representam os estagios e
as arestas representam as relagoes de precedéncia entre eles. Cada par de estagios pos-
sui uma probabilidade de execugao concorrente especifica. Na rede de filas, os recursos
computacionais (p. ex. vCPUs) sdo modelados como centros de servigo e os estagios
como clientes, levando em consideracao as relagoes de precedéncia. Trata-se de um mo-
delo de complexidade polinomial que tem como premissa a execucao sequencial dos jobs
no sistema. Como jobs no Spark sao por padrao sequenciais, tal premissa se mostrou
compativel com o proposito desta dissertagao. Além disso, a representacao da aplicagao
como um grafo de precedéncias muito se assemelha com o modelo de execucao baseado
em um grafo direcionado aciclico do Spark. Mais detalhes sobre o modelo de precedéncia
de estégios sao apresentados no Capitulo 3.

Liang & Tripathi [2000] estendem o modelo proposto por Mak & Lundstrom [1990]
de modo a considerar a possibilidade de dois ou mais jobs concorrentes para o processo
de previsao de desempenho. Neste caso, uma aplicacao paralela é modelada como um
conjunto de jobs, cada qual composto por estagios distintos. De forma similar, o sistema
paralelo é também representado como uma rede de filas de centros de servigo (recursos
computacionais) enquanto que a aplicagao paralela é representada por grafos de precedén-
cia entre estigios. Neste caso, podem haver relagoes de precedéncia tanto entre estagios
de um mesmo job (intrajobs) quanto entre estagios de jobs diferentes (interjobs). Para
obter o tempo de resposta da aplicagao, eles consideram dois tipos de atraso: (i) atrasos
de sincronizagdo de estagios de acordo com as relagdes de precedéncia; (ii) atrasos de
enfileiramento de estagios devido a contengao de recursos pela concorréncia na utilizacao.
Desta forma, o modelo de Liang & Tripathi [2000] trata de um processo iterativo baseado

em uma aproximagao da técnica da Anélise do Valor Médio (MVA, do inglés Mean Value
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Analysis) com dois passos principais em cada iteragdo. No primeiro passo, estima-se de
forma aproximada os atrasos de sincronizacao e as duragoes da execucao concorrente de
cada par de estagios através da distribuicao do tempo de resposta dos estagios. Com a
duragao da execucgao concorrente, o segundo passo é responséavel por estimar os atrasos
de contencao de recursos. Com ambos os atrasos estimados, ao fim da iteracao verifica-se
a convergéncia de ambos os tempos de resposta dos estagios e os tempos de resposta do
jobs de acordo com um limiar preestabelecido. O modelo possui complexidade polinomial,
tanto em tempo quanto em espago, e assume como premissa que as demandas por recursos
podem ser obtidas e fornecidas como entrada para a previsao. Nesta dissertagao, usamos
as configuragoes padrao do Spark, ou seja, jobs sao executados sequencialmente. Sendo
assim, o modelo proposto por Mak & Lundstrom [1990] é mais simples e suficiente para
prever o tempo de resposta das aplicacoes aqui abordadas.

Proposto por Nudd et al. [2000], o PACE é um conjunto de ferramentas para
avaliacao e previsao de desempenho baseado em medi¢ao e modelagem analitica de apli-
cagoes paralelas. A ferramenta considera diversas informacgoes inerentes ao paralelismo,
incluindo o grafo de execugao da aplicacao, a estratégia de paralelizacao, os recursos e a
arquitetura do sistema paralelo. Para os autores, o modelo tradicional da engenharia de
desempenho para previsao deve incluir, além do modelo de execucao da aplicacao e da
rede de filas para centros de servico, também uma representacao da estratégia de para-
lelismo. Nesta camada adicional sao consideradas as caracteristicas relativas a interacao
entre os processadores a nivel de computacao e comunicacao. De fato, este modelo cap-
tura uma quantidade razoével de informagoes, porém, isto aumenta a complexidade de
uso e a quantidade de informagoes necessarias, podendo tornar a previsao dependente
da implementacao. Na presente dissertacao, nosso objetivo é fornecer um modelo sufi-
cientemente preciso e eficiente em tempo para permitir a elasticidade dos recursos em
nuvem de forma independente da aplicacao, e, apesar do PACE possibilitar varios niveis
de abstragao para a modelagem analitica, o modelo de Mak & Lundstrom [1990] ¢ mais
simples e contém todas as caracteristicas aparentemente necessarias para a representa-
¢ao de aplicagoes paralelas no Spark, que, no geral, segue a estratégia de paralelismo
mestre-escravo.

Diversos outros modelos analiticos de previsao de desempenho de sistemas parale-
los foram propostos ao longo dos anos. Thomasian & Bay [1986] usam cadeias de Markov
para solucionar um modelo baseado em rede de filas e um grafo de precedéncia de estagios,
porém, com complexidade exponencial no ntumero de estagios. Adve & Vernon [2004] pro-
poem um modelo de desempenho para aplicacoes paralelas de memoria compartilhada que
leva em consideragao o grafo de execucao, a politica de alocacao de estégios e a contencao
de recursos. Ipek et al. [2005] usam aprendizado de méquina para treinar modelos com
informagao proveniente de execugoes prévias. Apesar de capturar a complexidade dos

sistemas paralelos completamente, a abordagem proposta introduz uma etapa de treina-
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mento que pode levar minutos para completar, depende de uma vasta gama de exemplos
de execugoes prévias e pode ser influenciada por ruidos presentes no conjunto de dados
de treino, comuns em ambientes compartilhados, como é o caso das nuvens piblicas.

Mais recentemente, Yang & Sun [2011] propuseram um modelo analitico para ava-
liar o desempenho de aplicagoes map-reduce no Hadoop, focando em métricas de tempo
de resposta e throughput. Neste modelo, eles consideram como premissas que (i) os da-
dos sdo igualmente divididos entre cada maquina do sistema paralelo; (ii) cada tarefa é
executada com a mesma capacidade computacional; (iii) a banda de rede entre os nos
do sistema é suficientemente grande para suprir a demanda de comunicacao sem afetar a
velocidade; e (iv) ndo ocorrerao falhas durante a execugdo da aplicagdo. Essas premissas
refletem o que geralmente ocorre em configuragoes Hadoop e Spark. Na modelagem, os
autores determinam trés tempos diferentes a serem representados, sendo t; o tempo de
resposta de um estagio map, to o tempo de shuffling apos a finalizacao do map e t3 o
tempo de resposta de um estégio reduce. O modelo leva em consideragao o volume de
dados de entrada e saida dos estagios map e reduce (incluindo shuffling) e a quantidade
de tarefas de cada estagio que podem ser executadas simultaneamente. Com estas ca-
racteristicas, equagoes matematicas sao parametrizadas e usadas para estimar o tempo
de resposta total da aplicacao. Este modelo apresenta uma boa precisao, é eficiente em
tempo, e captura bem os detalhes de uma aplicacao map-reduce no Hadoop. Entretanto,
as aplicagoes Spark sao muito mais diversificadas e nao apresentam apenas estagios map
e reduce em sua composi¢ao. Ainda que alguns elementos do trabalho de Yang & Sun
[2011] sejam utilizados na presente dissertacao, considera-se que um grafo de precedéncias
como o existente no modelo de Mak & Lundstrom [1990] é importante para capturar os
atrasos causados pelas dependéncias entre os estégios, presentes no modelo de execucao
de uma aplicacao Spark.

De forma similar a proposta desta dissertagdo, Vianna et al. [2013] propoem a
utilizagao de modelos analiticos na avaliagao de métricas de desempenho de jobs map-
reduce no Hadoop, como tempo de resposta médio, throughput e utilizacao de recursos.
Os autores baseiam-se em duas estratégias de aproximacao. A primeira é baseada no
modelo de Liang & Tripathi [2000] que possibilita capturar as relagoes de precedéncia
entre estagios de um mesmo job e inclui os atrasos de sincronizacao entre os estagios. A
segunda é baseada em um modelo Fork/Join com solugao através de um MVA proposto
por Varki [1999]. Ambas as alternativas sdo experimentadas e comparadas com execugoes
reais e com os resultados de um simulador baseado em uma rede de filas dirigida por
eventos, desenvolvido pelos préoprios autores, que reproduz as dinamicas da execucao
de um job map-reduce no Hadoop, levando em conta atrasos por contencao de recursos e
sincronizagao de estagios. Os resultados demonstram, em particular, a precisao do modelo
Fork/Join, com cerca de 15% de diferenga para os valores das execugoes reais no Hadoop.

A proposta desta dissertacao se assemelha bastante com a proposta de Vianna et al.
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[2013]. Como diferencas, esta dissertacao usa o modelo de simulagao dagSim, estado da
arte, especialmente desenvolvido para aplicacoes Hadoop e Spark, além de usar o modelo
fork/join de Nelson & Tantawi [1988].

2.3 Modelos de simulacao

Modelos de desempenho de simulacao capturam a dindmica da execucgao das apli-
cagoes e suas estruturas estaticas através de emulacao. Geralmente oferecem um nivel
de detalhes elevado sobre os sistemas representados, o que pode levar a uma boa preci-
sao. Entretanto, costumam ser custosos, tanto em implementacao, validacao e execucao.
[Menasce et al., 2004]. Por exemplo, o trabalho de Bagrodia et al. [1999] descreve um
simulador para previsao de desempenho de aplicagoes paralelas, geralmente intensas em
comunicagao ou em entrada e saida. O COMPASS, como é chamado o simulador, é com-
posto por diversos componentes: (i) simulador do kernel para alocagao e execucao de
threads; (ii) simulador de rotinas de comunicac¢ao paralelas; (iii) simulador de operagoes
de entrada e saida paralelas; e (iv) simulador de sistema de arquivos paralelo. Estes
componentes sao acoplados para representar o fluxo de execucao. O simulador é aplicavel
tanto em sistemas paralelos compostos por maquinas de memoria distribuida quanto por
méquinas de memoria compartilhada. Apesar de preciso para os cenarios apresentados,
o modelo é bastante ineficiente, ambos em tempo e espaco, para simulagoes detalhadas.
Ainda, a caracteristica intensa em computacao das aplicacoes difere das aplicacoes Spark,
que sao geralmente intensas em dados.

De forma similar, Zheng et al. [2004] propéem o BigSim, um simulador paraleliza-
vel para previsao de desempenho de sistemas paralelos de larga escala. Por se tratar de
uma simulacao complexa e inviavel em maquinas sequenciais, a natureza paralela do simu-
lador permite o speedup da execugao de simulagoes de sistemas paralelos compostos por
um grande ntumero de processadores. Para simular a classe dos computadores petaflops,
a abstracao consiste de representar cada n6 do sistema paralelo através de uma quanti-
dade de threads com memoria compartilhada. Fungoes codificadas em mensagens curtas,
enviadas de um no6 virtual para outro, sao extraidas do buffer de cada né virtual destino
por threads receptoras e, enfim, invocadas para completar a simulacao. Trata-se também
de paralelismo intenso em computagao, que difere do cenario comum de paralelismo de
dados presente no Spark.

Uysal et al. [1998] propoem um arcabougo de simulagdo de baixo acoplamento
dividido em (i) emuladores de aplicagao, para representar os padrdes de comunicagao,

computagao e acesso a dados de aplicagoes intensas em dados usando grafos; e (ii) uma
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suite de simuladores, para representar os dispositivos de rede, entrada e saida, disco e
processadores. A nivel de rede e entrada e saida, os simuladores modelam apenas a
concorréncia de uso dos links e das portas pelos processadores. Com relacao ao disco,
por sua vez, sao capturados o overhead do controlador, velocidade de transferéncia de
dados, a velocidade de busca de dados e parametros de rotacao do disco. Com relagao
ao processador, sao capturados apenas os tempos em que o mesmo estd ocupado de
acordo com os parametros presentes no emulador de aplicagao. Embora o modelo permita
simulagoes detalhadas e precisas de sistemas paralelos intensos em dados, as aplicacoes
simuladas no trabalho de Uysal et al. [1998]| s@o de cunho genérico e ndo capturam um
nivel alto de detalhes. Apesar disto, é possivel observar pelos resultados que a simulagao
passa a gastar varios segundos a medida que a quantidade de processadores aumenta.
Pode-se notar que o aumento no tempo de execucao da simulacao quando a quantidade
de processadores cresce apresenta caracteristica ctibica para todos os cenarios avaliados.

Aproximando-se dos cenarios em foco nesta dissertacao, previsdes por simulagao
de aplicagoes Hadoop foram exploradas por outros autores no passado. Song et al. [2013|
propoem a avaliacao de jobs map-reduce no Hadoop através de um analisador. Este ana-
lisador é composto por um ambiente de execucao virtual baseado no Hadoop que captura
os parametros de configuragao estéticos e dinamicos da plataforma. Em seguida, um mé-
dulo de execugao de fungbes map-reduce captura caracteristicas da aplicagao como (i) o
tamanho da carga de trabalho de entrada e a quantidade de registros; (ii) a complexidade
computacional das fungoes map e reduce; e (iii) a taxa entre a entrada e a saida dos esté-
gios de map e reduce. A previsao, por sua vez, é baseada em um método de regressao local
que compara a distancia de cada parametro da simulagao com logs de execugoes prévias
para escolher os mais similares como referéncia para treinamento do modelo e posterior
previsao.

De forma diferente, Ardagna et al. [2016] utiliza duas ferramentas para simulagao
jé existentes para prever o desempenho de jobs map-reduce no Hadoop, uma delas baseada
em teoria de filas, e a outra baseada em redes estocasticas baseadas em Petri Nets [Reisig
et al.,, 2013]. A primeira abordagem usa o conceito de regides finitas de capacidade
para modelar centros de servigo provenientes de uma fila tnica de recursos, similar a
politica first in first out, geralmente utilizada no escalonamento de recursos do Hadoop.
Desta forma, o tamanho maximo da fila é igual & quantidade de processadores no sistema
paralelo. A segunda abordagem captura por completo o comportamento do escalonador
de capacidade, possibilitando simular diferentes configuracoes e cenérios, inclusive aqueles
de degradacao de desempenho causada por falhas. Os autores afirmam que a primeira
abordagem pode ser facilmente estendida para o Spark.

Mais recentemente, Ardagna et al. [2018] propoem o dagSim, modelo baseado em
simulacao de eventos discretos, atual estado da arte para a previsao de desempenho de

jobs map-reduce e Spark. Este modelo é também utilizado na presente dissertagao para
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fins de comparacao com os modelos analiticos. A representacao provida pelo modelo é
baseada num grafo de precedéncia de estagios das aplicagoes paralelas sob avaliacao. Nela,
considera-se uma lista de estagios (5), a quantidade de nos de processamento (Nyoges), a
quantidade de usuérios submetendo jobs ao sistema (Nygers) € 0 intervalo de tempo entre
submissoes de jobs por um usuario (Z). Cada estagio S; é composto por um identificador
simbdlico (id), a quantidade de tarefas do estagio (NViqsks), @ lista dos estégios antecessores
de S; (Pre), a lista de sucessores diretos de S; (Post) e a distribui¢do de probabilidade
da duracdo de uma tarefa do estagio S;, obtida de logs de execugdes prévias (7). Com
isso, tem-se o modelo do paralelismo com as tuplas DAG = (S, Nyodes, Nusers, Z2) € S; =
(id, Nrasks, pre, post, T).

O motor de simulagao considera quatro estados diferentes para os estagios durante
a simulacao de um job: CAN_ START, WAITING, RUNNING, ENDED. Para descre-
ver o processo de simulagao, diz-se que estagios que possuem todos seus antecessores ja
executados (V S, € Pre, estado(S,) = ENDED) estarao em estado CAN_START e
passarao para estado RUNNING a depender da disponibilidade dos recursos. Os estagios
com antecessores pendentes de execucao, estarao em estado WAITING. Todos os estagios
em estado RUNNING controlam a execucao de suas tarefas através de um contador de
tarefas pendentes. A medida que tarefas sdo concluidas, o contador é decrementado e
o recurso é disponibilizado para uma nova tarefa. Quando um contador chega a zero, o
estagio correspondente muda para o estado ENDED e os estagios na lista de sucessores
(Post) passam para o estado CAN _START desde que todas as suas dependénias tenham
sido satisfeitas. Quando todos os estagios do job chegam ao estado ENDED, obtém-se o

tempo previsto de execugao. A Figura 2.2 ilustra a transigao de estados.
Figura 2.2: Estados de um estagio durante a simulagao

Recursos disponiveis >0
Tarefas em execugao >0

+{ WAITING H CAN_START H RUNNING H ENDED }*

w Sp € Pre, estado(Sp) = ENDED Tarefas em execugdo =0

3 Sp = Pre | estado(x) # ENDED

O dagSim usa listas duplamente encadeadas como estrutura de dados para tarefas
pertencentes a estagios em estado CAN START, removendo a necessidade de uma busca
completa na lista de estégios para encontrar tarefas aptas a iniciar a execugao. Isto torna
este modelo mais rapido que os modelos de simulacao anteriores. Ainda, o dagSim se
mostra preciso, apresentando 6.06% de erro em média para os cenarios avaliados pelos
autores, com cargas de trabalho diversas e variadas configuragoes em nuvem. Por se
tratar de um modelo eficiente, preciso e estado da arte para previsao de desempenho de

aplicacoes paralelas Hadoop e Spark, este foi adotado para fins de comparacao com os
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modelos analiticos aplicados nesta dissertacao.

2.4 Modelos de aprendizado de maquina

Embora modelos de aprendizado de maquina nao sejam utilizados nesta disserta-
¢ao, ¢ importante destaca-los, mesmo que de forma sucinta, como trabalhos relacionados.
Como justificativa, destacamos que os modelos analiticos usados na presente disserta-
¢ao sao mais simples de utilizar que os modelos baseados em aprendizado de maquina e,
aparentemente, capturam os detalhes principais das aplicacoes Spark aqui avaliadas.

Motivados pela crescente complexidade dos sistemas paralelos de larga escala, Ipek
et al. [2005] e Singh et al. [2007] utilizam redes neurais multicamada para capturar as
caracteristicas dos sistemas paralelos, minimizando os ruidos, treinando modelos a partir
de execucoes prévias. O modelo apresenta erros bastante baixos, na casa dos 2% a 7% de
erro.

Matsunaga & Fortes [2010] experimentam diversas técnicas aprendizado de ma-
quina para a previsao de desempenho de sistemas paralelos. Os autores levam em consi-
deracao diversos detalhes de configuracao dos sistemas paralelos e das aplicagoes, como
as caracterisitcas CPU, memoria, tamanho da entrada, entre outros, na modelagem de
atributos. Ainda, os autores abordam cendarios distintos em configuracao de sistema e
em consumo de recursos e propoem o algoritmo Predicting Query Runtime Regression,
uma generalizacao da arvore de classificagao PQR, que possibilida previsoes de granula-
ridade fina. A avaliacao dos autores abordam também os algoritmos K-Nearest Neighbor
(KNN), a regressao linear, o SVM, entre outros, na previsao de desempenho de aplicagoes
populares de bioinformética.

Considerando os desafios na representacao dos sistemas computacionais atuais, Ga-
napathi [2009] propoe a utilizagao de andlise de correlagdo candnica através de técnicas de
aprendizado de méquina baseadas em estatistica (KCCA) para a previsao de desempenho
de sistemas paralelos complexos. Detalhes da carga de trabalho, dos parametros do sis-
tema e métricas de desempenho prévio sao utilizados na modelagem do sistema. Dentre
os cenarios avaliados pelo autor, esta o de jobs map-reduce, que apresentou uma precisao

tao alta quanto 0,93 (considerando 1,00 como uma previsao perfeita).
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2.5 Reconfiguracao dinamica de sistemas

A reconfiguragao dindamica de sistemas foca no ajuste auténomo de um sistema,
seja para prover 0s recursos necessarios para a execug¢ao ou para promover economia de
capacidade. Embora seja campo de estudo relacionado, esta dissertagao possui foco nos
modelos de previsao de desempenho, sua precisao e rapidez de execucao. Ainda assim,
é interessante discutir os trabalhos relacionados a reconfiguracao dindmica de sistemas,
tendo em vista a intersegao com o objetivo, as motivacoes e os cendrios alvo desta disser-
tagao. Nesta secao, listaremos aqueles ligados a otimizacgao de uso dos recursos em nuvem
e & parametrizacao dinamica de aplicacoes massivas em dados.

Para a otimizacao do uso de recursos em ambientes em nuvem, Truta et al. [2017]
baseiam-se em logs prévios de utilizagao de recursos das aplicagoes para auxiliar na tomada
de decisdes para escalonamento eficiente. Com base em um previsor de utilizacao de
capacidade de periodo curto e um algoritmo de escalonamento de recursos, a proposta dos
autores promove decisoes sobre o melhor momento de execucao dos estagios submetidos
ao sistema. Pode-se, portanto, decidir por executar o estagio imediatamente, atrasar a
sua execucao, ou rejeitar a execugao caso nao hajam recursos suficientes. Pode-se também
acelerar a execugao do estagio em andamento caso existam recursos adicionais disponiveis.

Schneider et al. [2009] exploram a elasticidade de recursos para garantir o desem-
penho de aplicacoes baseadas em analise de streams de dados. Mais especificamente, os
autores se concentram na linguagem de programacao SPADE empregada no System S
da IBM para processamento de streams em larga escala. Eles propoem um algoritmo
adaptativo para detectar tanto variacoes na carga de trabalho quanto variagoes na dis-
ponibilidade dos recursos computacionais, permitindo a estabilizacao do desempenho do
sistema em tempo de execucao. Na visao deles, é importante considerar que nao apenas
o fluxo de dados possa variar, mas também a disponibilidade de recursos, tendo em vista
que nos cenarios atuais, aplicagoes coexistem em um mesmo ambiente paralelo. Ainda, a
solugao apresentada por eles apresenta sobrecarga minima no consumo de recursos para
os cenarios estudados.

Warneke & Kao [2011] apresentam o Nephele, um framework para processamento
massivo de dados baseado na alocacao dindmica de recursos possibilitada pelas infraestru-
turas em nuvem. O Nephele representa suas aplicacoes através de um grafo direcionado
aciclico de estégios com suas relagoes de precedéncia. Também, segue uma arquitetura
mestre-escravo, onde o mestre coordena a alocagao de méquinas virtuais em nuvem e a
execucao dos estagios. Para uma melhor alocagao de recursos e escalonamento de es-
tagios, o framework implementa um profiler baseado no Java Management Extensions
(JMX) para coleta de dados de execugdes com a finalidade de identificar gargalos de pro-

cessamento e de 1/O. De acordo com os autores, gargalos de processamento sugerem a
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necessidade de um maior grau de paralelismo, enquanto que gargalos de I/O permitem
uma melhor decisao sobre canais de transmissao e armazenamento de dados, permitindo
reconsiderar os tipos e quantidades de méquinas virtuais em nuvem a serem usadas.

Herodotou et al. [2011] consideram a complexidade envolvida na otimizacgao de de-
sempenho do Hadoop devido aos mais de 190 parametros de configuragao da plataforma
para propor o Starfish, um sistema para otimizagao autonoma (self-tuning) do Hadoop
para anéalise de dados em escala. Os autores partem da premissa de que boas configuragoes
dependem da aplicacao, dos dados e das caracteristicas do sistema paralelo. Sendo assim,
exploram a otimizacao em trés niveis: aplicacao, fluxo de execucao, e carga de trabalho.
A nivel de aplicag@o, o Starfish gera modelos de desempenho a partir de pequenas fra-
¢oes da execucgao das aplicagoes. A nivel do fluxo de execugao, o Starfish busca otimizar
o escalonamento de tarefas para o mais proximo dos dados, evitando a degradacao de
desempenho. Ja, a nivel de carga de trabalho, o Starfish explora o uso de aplicagoes preli-
minares para computar dados compartilhados, o armazenamento de dados intermediarios
para reuso e a reorganizacao dos dados nos nés otimizando os acessos. Trata-se de uma
proposta poderosa que opera como um componente da arquitetura do Hadoop.

Em resumo, esta dissertacao considera as caracteristicas da reconfiguracao dina-
mica de sistemas paralelos e adota dois modelos de previsao de desempenho de sistemas
paralelos previamente propostos. Os modelos fork/join e de precedéncia de estégios bus-
cam capturar: (i) os atrasos resultantes da sincronizagao entre as tarefas paralelas; (ii) os
atrasos devidos a contenc¢ao de recursos no sistema paralelo. Tais modelos sao parametri-

zados a partir de logs prévios de aplicagoes paralelas no Spark em cenarios diversos.
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Capitulo 3

Fundamentacao Teoérica

Este capitulo inicia com uma breve discussao sobre o que sao dados massivos e uma descri-
¢ao dos principais componentes do Hadoop Distributed File System (HDFS) comumente
usado como armazenamento persistente para grandes volumes de dados. Em seguida, as
principais caracteristicas do Apache Spark de Zaharia et al. [2010], ambiente alvo deste
estudo, sao detalhadas. Posteriormente, o modelo analitico de desempenho baseado em
fork/join de Nelson & Tantawi [1988], um dos modelos considerados no presente estudo,
é apresentado. Por fim, o modelo de precedéncia de estagios [Mak & Lundstrom, 1990|
é brevemente descrito, enfatizando as principais diferencas entre ele e o0 modelo baseado

em fork/join.

3.1 Dados massivos

Existem diversas defini¢bes para o termo dados massivos (ou Big Data) na litera-
tura. Uma das defini¢oes mais citadas é a de Beyer & Laney [2012] com os trés "Vs", que
afirma tratar de "grande volume, velocidade e variedade de informagoes que requerem no-
vas formas de processamento e possibilitam uma melhor tomada de decisoes, descoberta
de padroes e otimizagdo de processos". Assuncao et al. [2015] destacam a existéncia de
outros dois "Vs", veracidade e valor, e também acescenta o surgimento de um sexto "V",
a viabilidade. Manyika et al. [2011] definem dados massivos como sendo "grandes grupos
de dados que podem ser capturados, comunicados, agregados, armazenados e analisados".
Para Franks [2014], os dados podem ser de pequena quantidade, média quantidade ou
grande quantidade, estruturados, semi-estruturados ou nao estruturados, estaticos, dina-
micos ou de tempo-real. Estima-se que mais de 95% dos dados usados atualmente em
modelos preditivos sdo encontrados na forma nao estruturada |Gandomi & Haider, 2015].

Uma das plataformas de processamento de dados massivos mais conhecidas é o

Apache Hadoop?, que surgiu em 2006 como a primeira implementacao de codigo aberto

Thttps://hadoop.apache.com
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do modelo de programacao MapReduce [Dean & Ghemawat, 2004] em cluster. Como
tal, ela oferece uma solucao para armazenar e processar dados em paralelo em multiplos
computadores de hardware comum. Um dos componentes mais importantes da plataforma
¢ justamente o sistema de arquivos distribuidos Hadoop Distributed File System(HDFS)
[Borthakur et al., 2008], que permite o armazenamento persistente de grandes volumes
de dados de forma particionada e replicada. Para avaliar os modelos de desempenho
considerados nesta dissertacao, o HDFS foi usado como sistema de armazenamento de
dados em conjunto com o Apache Spark, que é considerado por muitos como o sucessor
do Hadoop. O HDFS é brevemente descrito na secao a seguir, enquanto que o Spark é
detalhado na Secao 3.4.

3.2 O MapReduce e o Hadoop

O MapReduce foi inicialmente proposto por pesquisadores da Google. Consiste
de um modelo de programacao paralela projetado para processamento de dados em larga
escala [Dean & Ghemawat, 2004] composto por duas etapas principais, map e o reduce.
De maneira geral, o map é responsavel por transformar os dados, que em seguida sao
agrupados em listas de elementos que contém uma mesma chave em um processo chamado
de shuffle que sao distribuidas para o reduce, responsavel por processar uma lista de
elementos transformados.

O Apache Hadoop é a implementacao mais popular, de cédigo aberto, do Ma-
pReduce [Assungao et al., 2015]. A implementagao utiliza o sistema de arquivos Hadoop
Distributed File System (HDFS) para escrita e leitura de dados, que foi projetado para
um funcionamento conjunto eficiente. O Hadoop é uma plataforma horizontalmente es-

calavel e tolerante a falhas [White, 2015, bastante utilizada para processamento massivo

de dados.

3.3 Hadoop Distributed File System

O HDF'S ¢é um sistema de arquivos distribuido inicialmente construido como infra-
estrutura para o Apache Nutch [Borthakur et al., 2008|, posteriormente usado no Apache

Hadoop [Shvachko et al., 2010] para particionamento e replicagao de dados em multiplos
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no6s de um cluster [Assungao et al., 2015]. Trata-se de um sistema de arquivos distribuidos
projetado para rodar em hardware comum [Borthakur et al., 2008|. Na primeira versao do
Hadoop, o HDFS esteve acoplado ao MapReduce, sendo posteriormente desacoplado para
permitir o uso de outros modelos de programagao diretamente na localidade dos dados
do sistema de arquivos [Shvachko et al., 2010| [Borthakur et al., 2008].

Como principais caracteristicas, o HDFS ¢ altamente tolerante a falhas, desenvol-
vido para ser implantado em hardware de baixo custo, fornece alto throughput (volume de
dados transferidos em uma fra¢ao de tempo) para a aplicagao e é ideal para grandes vo-
lumes de dados [Borthakur et al., 2008]. O sistema de arquivos também fornece uma API
eficiente para leitura dos dados, armazenados no sistema de forma distribuida [Shvachko
et al., 2010].

O HDFS foi usado nesta dissertacao como sistema de arquivos para o armazena-
mento dos dados de entrada de cada um dos cenérios experimentais. O Spark, portanto,
cria RDDs a partir dos dados presentes no HDFS. Cada tarefas que opera sobre estes
RDDs, portanto, executam sobre uma tnica particao dos dados armazenados no HDFS.
Os cenarios experimentais sao descritos no Capitulo 4, incluido o volume de dados utili-

zado para cada aplicacgao.

3.4 Apache Spark

Proposto por pesquisadores da UC Berkeley [Zaharia et al., 2010, o Apache Spark &
uma plataforma de co6digo aberto de propoésito geral para processamento de dados de forma
paralela e distribuida em clusters de computadores comuns que consiste no uso de memoria
distribuida para otimizar o acesso a dados |Laskowski, 2018a]. O Spark apresenta maiores
beneficios para aplica¢oes que fazem o retiso dos dados em processos paralelos e iterativos
|[Kamburugamuve et al., 2013]. Algoritmos iterativos, muitas vezes presentes em processos
de aprendizado de maquina e analises interativas, como as consultas exploratoérias ad-hoc
sao exemplos de aplicagoes comumente executadas no Spark. De acordo com Zaharia
et al. [2010], o Spark pode superar o Hadoop MapReduce em tempo de resposta em até

10x para aplicagoes de aprendizado de maquina iterativas.
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3.4.1 Visao geral

A principal caracteristica do Spark é a presenca de um sistema de armazenamento
distribuido de dados em memoria, o Resilient Distributed Dataset (RDD). Sua natureza
distribuida permite o particionamento da colecao de objetos através de computadores
comuns, otimizando leituras repetidas durante a execucao da aplicagao paralela [Zaharia
et al., 2010|. Este tipo de armazenamento em memoria permite a tolerancia a falhas
autonoma através da criagao de um historico das transformacoes utilizadas para construir
um RDD, processo chamado de linhagem (ou genealogia).

O Spark é modularizado, permitindo que diversos motores de execucao usem a
mesma abstracao para processamento distribuido em memoria: os RDDs. Desta forma, o
projeto apresenta solugoes para dados estruturados com o Spark SQL, para aprendizado
de maquina com a biblioteca MLIib, para grafos com o GraphFrames e para colegoes de
dados continuos (streaming) com o Spark Streaming. Ainda, o Spark é compativel com
diferentes escalonadores de recurso e capacidade, como sua implementagao propria (Spark
Standalone), o Apache Mesos 2, o Hadoop YARN 3 ou Kubernetes . Neste trabalho,
sao exploradas aplicagoes baseadas em algoritmos da MLIib e consultas interativas ad-hoc
utilizando o Spark SQL para aplicacoes batch sobre o HDFS e Spark Standalone.

O modelo de programacao do Spark consiste em dois tipos de operagoes principais
executadas sobre os dados: transformacoes e agoes. O ponto inicial para o Spark é a leitura
de dados de um armazenamento persistente para uma colecao de objetos que é um RDD.
Em seguida, é possivel transformar estes dados de diversas formas, podendo, por fim,
executar uma ag¢ao de agregacao, como, por exemplo, a contagem ou sumarizagao, para
posterior armazenamento persistente [Zaharia et al., 2012|. As transformagoes no Spark
nao sao executadas imediatamente quando as operagoes sao avaliadas. Uma execugao
acontece comumente quando os dados transformados vao ser de fato agregados através de
uma agao, tendo a memoria liberada logo apos o uso (lazy transformations). De fato, Spark
e os RDDs funcionam de forma similar a um sistema de memoria multi-nivel, sendo que
em alguns momentos um RDD precisa ser armazenado em um sistema de arquivos, como
por exemplo o HDFS, para que haja espago para outros dados. Para esta situacao, Spark
permite que o programador defina quais RDDs devem ir para o disco primeiro, dando uma
maior flexibilidade e controle sobre o que tem prioridade para ficar na memoria devido a
constante reutilizacao.

Esta abordagem tem intimeras vantagens em comparagao com as memorias com-

partilhadas distribuidas, especialmente pelo fato de utilizar granularidade grossa e tratar

2http:/ /mesos.apache.org/
3https://hadoop.apache.org/docs/current /hadoop-yarn /hadoop-yarn-site/ YARN.html
“https://kubernetes.io/
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de dados imutéveis criados a partir de transformagoes. Em outras palavras, um RDD
nao pode ser alterado, mas apenas transformado para a criacao de outro RDD. Isto evita
escritas diretas na memoria e permite tolerar falhas sem a necessidade de replicacao de
dados, possibilita manter o desempenho caso a memoria nao seja suficiente (similar as hi-
erarquias de memoria e recuperacao de RDDs por linhagem), possibilita o processamento
na localidade dos dados e garante imutabilidade, este dltimo permitindo tarefas como

backup com custo consideravelmente baixo |Zaharia et al., 2012].

3.4.2 Funcionamento do cluster

Um cluster Spark funciona com estratégia de paralelizacao mestre-escravo, po-
dendo ter um ou mais mestres coordenando a execucao dos nés trabalhadores (workers).
Neste sentido, a nivel de software, uma aplicacao Spark é um conjunto de processos co-
ordenados por um principal, chamado de driver program, acessivel a nivel de cédigo por
um objeto chamado de SparkContext. Através do SparkContext é possivel solicitar ao
modulo de gestao do cluster (Spark Standalone, Mesos, YARN) a alocagao de recursos,
que instancia executores de acordo com a disponibilidade de cada n6. Cada executor é
um processo com miltiplas threads que recebe do SparkContext instru¢oes no formato
de tarefas para serem executadas em dados de forma paralela. Este fluxo é ilustrado na

Figura 3.1.

Figura 3.1: Fluxo de execucao de uma aplicagao Spark
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Fonte: [Spark-Docs, 2018a|

Uma aplicacao no Spark é, basicamente, um programa escrito pelo usuario com
uma instancia de driver program (SparkContext) disponivel e executores alocados pelo
modulo de gestao do cluster. Usando Spark Standalone, por padrao, as aplicagoes sao

submetidas para execuc¢ao de acordo com a politica FIFO de forma que cada aplicacao
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tentara usar todos os recursos disponiveis no cluster.

Como dito anteriormente, o Spark possui dois tipos de operacoes: transformagoes
e agoes. Cada agao (por exemplo: save, collect, count) em uma aplicagdo delimita uma
unidade computacional chamada no Spark de job. Por padrao, os jobs também sao subme-
tidos para execucao em FIFO °. Cada job, é dividido em unidades menores, dependentes
entre si, chamadas de estagios, que englobam uma sequéncia de transformacoes a dados
que nao requerem sincronizagao dentro daquele job. Cada estagio de um job modifica
uniformemente uma colegao de dados (RDDs) e, portanto, é dividido em tarefas indepen-
dentes, uma para cada particao do dado. As tarefas sao submetidas de forma paralela para
os executores, cada qual com miltiplas threads, de forma que uma tnica tarefa pode estar
ativa por vez em cada nticleo de processamento [Spark-Docs, 2018b| [Laskowski, 2018a].

A lista a seguir sumariza o fluxo de execucao de uma aplicagao Spark em 5 etapas.

1. O plano de execucao é construido de acordo com o codigo da aplicagao. Cada acao
(p. ex. save, collect, count) e as transformagoes correspondentes sao estruturadas

como um job;

2. Jobs sao, por padrao, submetidos sequencialmente ao escalonador da aplicagao
(DAG Scheduler), que organiza cada job em um DAG de estagios de acordo com as
relacoes de precedéncia dos conjuntos de transformacoes, representando o fluxo de

execugao;

3. Os estagios sao submetidos ao escalonador de tarefas de acordo com a ordem topolo-
gica descrita pelo DAG. Cada estagio possui multiplas tarefas iguais e independentes
que executam a mesma por¢ao de codigo para cada particao de dados correspon-

dente;

4. O escalonador de tarefas submete as tarefas aos executores de acordo com a disponi-
bilidade. Os executores sao responsaveis por servir as tarefas com as suas respectivas

particoes de dados.

5. Ao final, o resultado de cada tarefa é mesclado e distribuido como entrada para o
estagio seguinte do DAG, até que o DAG chegue ao fim. Ao fim de cada estagio, ha
sempre uma etapa de shuffling para construir a saida, o que resulta em um atraso
de sincronizagao. O estagio seguinte s6 tem acesso a saida do estagio imediatamente

anterior apés a sincronizagao.

A Figura 3.2, de propria autoria, ilustra uma aplicacao Spark, composta por jobs,

estagios e tarefas.

5A estratégia Fair Scheduler do Spark permite uma distribuicdo de recursos estilo "round robin"para
jobs concorrentes. Porém, todos os experimentos apresentados nesta dissertacao seguem a estratégia
padrao (FIFO).
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Figura 3.2: Exemplo de DAG de uma aplicacao Spark

/ Aplicacéo \
- — \ , pr—— \ / Estagio 0 \

[ Jobo | [ wobt Ll ]
\ Eslagiol | \ Estagio0 | Tarefa 1 Tarefa 2 Tarefa 3
\/ Tarefa 4 Tarefa 5 Tarefa 6
[ Jobz |
|  Estagio | Tarefa 7 Tarefa M

Job2 |
| Estagio3

Considerando todas as caracteristicas do Spark descritas nesta se¢ao, é importante

destacar aquelas que servirao de premissa para a modelagem de desempenho apresentada

neste trabalho. Sao elas:

e Apesar do Spark possibilitar a execuc¢ao de aplicagoes e de jobs em paralelo de acordo

com configuragoes especificas, a politica FIFO é padrao e amplamente adotada.

e Dois ou mais estagios podem ser executados em paralelo desde que nao haja depen-

déncias entre eles.

e Embora um estigio possua miiltiplas tarefas, uma para cada particao, todas estas
tarefas sao iguais e independentes, tendo seus resultados individuais combinados ao
final.

A Figura 3.3 ilustra em alto nivel o escalonamento de um job no Spark, baseando

nas explicagoes de Arggawal [2015].
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Objeto RDD
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Figura 3.3: Escalonamento de um job no Spark
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Thread
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Gerenciador de
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3.5 Sumarizacao dos modelos analiticos

O modelo fork/join de Nelson & Tantawi [1988] ¢ o modelo de precedéncia de

estagios de Mak & Lundstrom [1990] possuem caracteristicas especificas para a previsao

de desempenho de aplicagoes paralelas. Antes de apresentar formalmente estes modelos,

o modo de aplicacao dos modelos em cenarios praticos desta dissertacao é brevemente

listada. A sumarizagao dos modelos apresentada a seguir inclui: (i) entrada esperada; (ii)

saida; e (iii) atrasos capturados. As entradas de ambos os modelos sao extraidas de logs

de execugoes prévias de aplicagoes Spark. No Capitulo 4 é apresentada a estratégia de

parametrizacao dos modelos.

e Modelo Fork/Join:

Entradas:

Ti: Tempo de resposta médio de um servidor;

K: Quantidade de ntucleos de processamento no cluster

Saida:

Tk ou Te,: Tempo de resposta previsto

Atrasos capturados:

Atrasos de contencao de recursos.

Atrasos de sincronizacao desconsiderando precedéncia de estagios.
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e Modelo de Precedéncia de Estagios
Entradas:
N: Ntmero de estagios

D: Matriz D x K de demandas de cada estagio por cada ntcleo de processa-

mento.
R: Matriz de tempo de resposta de cada estagio em cada ntcleo.
P: Matriz E x E' de fatores de execucao concorrente entre pares de estagios.

K (Opcional): Quantidade de ntcleos de processamento (vCPUs) no cluster

para prever;
Saidas:
TK ou Tprev
Atrasos capturados
Atrasos de contencao de recursos.

Atrasos de sincronizacao de estagios considerando as precedéncias de estagios.

3.6 Modelo Fork/Join

Proposto originalmente por Nelson & Tantawi [1988], este modelo permite a pre-
visao do tempo de resposta de aplicagoes paralelas com modelo de execugao fork/join,
na qual um job é dividido em N tarefas (fork) e processadas em paralelo em K > 2 ser-
vidores, para posterior jungao dos resultados (join). No cenario principal descrito pelos
autores, as aplicacoes tém taxa de chegada igual a A, determinada por um processo de
Poisson. A aplicagao é dividida em N tarefas idénticas, independentes, exponencialmente
distribuidas e possuem tempo médio de execugao igual a 1/p, submetidas a K sistemas de
filas homogéneas M/M/1 (uma tarefas para cada servidor) com taxa de utiliza¢ao igual a
p=Ap.

A aproximagao sugerida por eles para solucionar este cenéario baseia-se na observa-
¢ao de que existe um limitante inferior e um limitante superior para o tempo de resposta
médio da aplicagao (Tx) que crescem a mesma taxa que uma fungao f(K), onde K é a
quantidade de servidores do sistema paralelo. Os autores sugerem que quando o sistema
estd com praticamente todos os recursos disponiveis os limitantes seguem o crescimento

de uma série harmonica Hy. Considera-se que o tempo de resposta médio da aplicacao é
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dado pelo tempo gasto pelo servidor que mais demorou para executar sua tarefa (apesar de
servidores idénticos, processos nao deterministicos podem levar os servidores a diferentes
estados, influenciando, por exemplo, taxas de hit e miss da cache).

Sendo assim, o limitante inferior desconsidera os atrasos causados pela contencao
de recursos e os atrasos causados pela sincronizacao entre as tarefas e é dado em funcao
da série harmoénica Hgx e do tempo médio da tarefa 1/u, este dltimo que sempre seré
menor que o tempo no servidor mais lento. Para o limitante superior, uma aproximagcao
do método da anélise do valor médio (MVA, do inglés Mean Value Analysis), uma técnica
recursiva aplicada a redes de filas fechadas, é usada para computar o tamanho das filas e
o tempo de espera das tarefas por recursos. Este limitante pode ser definido em funcao
de Hy e do tempo médio de execugao da aplicagdo em um tnico servidor M/M/1, aqui
chamado de T}, que considera o tempo médio da tarefa e captura ambos os atrasos nao

considerados pelo limitante inferior. A equagao é dada por:

1
Hy— < Ty < HeTh (3.1)
u

A partir dai, observa-se que ambos o limitante inferior e superior possuem carater
de crescimento igual a O(In K) a medida em que a quantidade de servidores cresce. Sendo
assim, conclui-se que uma boa aproximacao para o tempo de resposta do sistema segue o
mesmo carater. A equacao do tempo de resposta médio previsto (T ) desenvolvida pelos

autores, é dada por:

Ty ~ [ﬂ +al(p) (1 - %)}TZ (3.2)

Nelson & Tantawi [1988| usam simulagao com K = 4, 8, 16, 32 para encontrar uma
boa aproximagao para o a(p) que satisfaca a Equacao 3.2. Porém, informagcoes colhidas
de execucgoes prévias podem ser usadas e, geralmente, sao mais precisas.

De acordo com Menasce et al. [2004], o nimero harménico Hj, presente nas equagoes
é um fator de inflagao suficiente para capturar os atrasos resultantes da sincronizacao entre
varias tarefas durante a operacao de join. Os autores afirmam que "a justificativa para
esta aproximagao surge do fato de que a expectancia de uma varidvel aleatoria definida
como o maximo de k variaveis aleatorias exponencialmente distribuidas com média 17 é
igual a H,T|". Esta afirmativa simplifica, portanto, a equagao da previsao do tempo de

resposta T}, de Nelson & Tantawi [1988] para apenas a equacao do limitante superior.

Tk < HkTy, onde Hx=1+4+1/2+4+1/34+---+1/K (3.3)
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Nesta linha, Badue et al. [2010] utilizaram a simplifica¢do proposta por Menasce
et al. [2004] e aplicaram no cenério de motores de buscas verticais, onde o sistema paralelo
é composto por um servidor broker e servidores inder. O primeiro é responsavel por
controlar consultas em cada um dos servidores indezx. Os servidores indez, por sua vez,
armazenam porgoes de dados e processam as consultas de forma independente e paralela
na localidade dos dados. O broker é responséavel por combinar os resultados individuais
de cada index para obter a resposta final.

De acordo com os experimentos de Badue et al. [2010], esta adaptacao do modelo
fork/join apresentou resultados precisos para a estimativa do limitante superior no cenério
experimental dos autores, demonstrando que trata-se de uma boa estimativa para o tempo
de resposta médio da aplicagao. Sua simplicidade, quando comparado ao modelo de Nelson
& Tantawi [1988|, apresenta forte apelo para o uso em cenérios onde hé a necessidade de
rapidas estimativas de tempo de resposta.

A estratégia de execucao apresentada no cenario de motores de buscas verticais
por Badue et al. [2010] é andloga & estratégia de execu¢ao do Spark, baseada em uma
execugao mestre-escravo. No Spark, os nés master coordenam a execugao, enquanto que
os nos worker armazenam e processam as tarefas, de forma independente, também na
localidade dos dados. A Figura 3.4 ilustra os elementos do Spark representados através

do modelo de desempenho fork/join.

Figura 3.4: Modelo fork/join para aplicagbes Spark

Spark
Client

\

Worker Worker Worker
server 1 server 2 server 3

Apesar de os estdgios no Spark serem submetidos de acordo com as relagoes de
precedéncia descritas pelo DAG de execugao, caracteristica nao capturada por este mo-
delo, hé o enfileiramento de suas tarefas de acordo com a taxa de utilizagao dos servidores,

podendo ocasionar atrasos por contencao de recursos. Ainda, cada tarefa dos estagios é
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submetida a um né worker associado a uma particao de dados, priorizando execucao na
localidade dos dados.

Dadas as semelhangas do Spark com o cenario apresentado por Badue et al. [2010], o
presente trabalho baseia-se, portanto, em uma implementacao da adaptagao proposta por
Menasce et al. [2004]. Esta adaptagao considera ambos os tempos dos servidores workers
e os tempos do servidor master. A equacao geral do limitante superior proposta por eles
¢ dada a seguir, onde R é o tempo de resposta médio da aplicagao, Rpyoker representa
o tempo de resposta médio de um tnico servidor master, R;,q4e. representa o tempo de
resposta médio do servidor worker e Hg representa o k-ésimo niimero harmoénico, onde

K é o niimero de servidores worker do sistema paralelo:

R S HKRindea: + Rbroker (34)

Apesar de nao capturar as relagdes de precedéncia entre os estagios, um modelo com
este grau de simplicidade, é, consequentemente, bastante rapido em tempo de execucao.
Desde que preciso, o modelo é bastante 1til como suporte a elasticidade horizontal de
sistemas paralelos, garantindo requisitos de qualidade de servico das aplicagoes ao passo
em que permite a economia de recursos. Detalhes de como os logs de execugoes prévias

foram usados para parametrizar este modelo sao descritos na Secao 4.2.

3.7 Modelo de precedéncia de estagios

Mak & Lundstrom [1990| propuseram um modelo de desempenho para sistemas
paralelos no qual o fluxo de execugao é baseado em um conjunto de estagios que executam
de forma concorrente e cooperativa. Além do tempo de resposta dos estégios paralelos,
este modelo captura os atrasos de enfileiramento por recursos e sincronizagao de estagios
de forma mais detalhada que o modelo fork/join. O modelo de previsao tem como entrada
duas representagoes principais: (i) o sistema paralelo homogéneo modelado como uma
rede de filas de servidores, obtido a partir das caracteristicas do sistema paralelo (no caso
desta dissertacdo, cada vCPU é um centro de servigo compondo a fila de servidores); e
(ii) a aplicagao paralela modelada como um grafo direcionado aciclico (DAG) de estégios
(vértices) e suas relagoes de precedéncia de execugao (arestas). A Figura 3.5 ilustra a
aplicacao do modelo.

Para solucionar o sistema de filas considerando as precedéncias, os autores propoem
uma modifica¢do no método da analise do valor médio (MVA) que inclui um fator de

inflacao relativo a etapa de sincronizacao entre os estagios, levando em consideracao as
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Figura 3.5: Modelagem do sistema paralelo e aplicacao paralela
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probabilidades de execugao concorrente entre eles. A aproximacao utilizada pelos autores
permite, portanto, a solucao de sistemas de filas fechados de multiplas classes, como ¢é o
caso das aplicagoes com fluxo de execucao baseado em um DAG.

As probabilidades « de execucao concorrente sao necessarias durante a reducao
do grafo de precedéncia a fim de estimar os atrasos de sincronizacao de estagios. Estes
valores podem ser obtidos ao comparar o tempo de inicio e fim de permanéncia de cada
par de estagios nos servidores. No estado inicial, o sistema esta livre de contencao de
recursos, e portanto, é possivel usar a demanda d de cada estégio t em cada servidor k
para estimar os tempos de inicio e fim dos estagios e derivar as probabilidades de execugao
concorrente. Quando hé relagao de precedéncia entre um par de estagios ¢ e j, nao ha
paralelismo (a;; = 0). Quando nao ha relacdo de precedéncia entre um par de estagios, o
paralelismo pode ser parcial (0 < «a;; < 1) quando os estagios competem por um mesmo
recurso ou total (a;; = 1) quando os estagios podem ser executados simultaneamente sem
restricoes.

Considerando que utilizar informagoes provenientes de logs prévios é geralmente
mais preciso [Menasce et al., 2004], obtém-se diversos valores necessarios para a execugao
do modelo a partir de logs ao invés de usar as equagoes originais. Sao eles: (i) as pro-
babilidades de execucao paralela p;;, onde i e j sao estagios; (ii) a duracdo da execucao
paralela d,;; (iii) a demanda por servico D;;, do estagio i no servidor k. Outros fatores
sao derivados a partir dos valores obtidos dos logs e das equagoes propostas por Mak &
Lundstrom [1990]. S&o eles: (iv) o tamanho da fila A;; no momento em que o estagio
i entra na fila do servidor k; e (v) o tempo de permanéncia médio R, do estagio i no
servidor k, que considera os atrasos de enfileiramento; e (vi) o tempo de permanéncia

médio R; do estégio ¢ no sistema paralelo.



3.7. Modelo de precedéncia de estagios 44

Com os tempos de permanéncia de cada estagio estimados, é necessario reduzir o
grafo de precedéncias para obter os tempos de resposta previstos para a aplicagao paralela.
Ao reduzir estagios em série, deve-se somar os tempos. No caso dos estagios em paralelo,
considera-se que eles sao formados por duas partes, uma dependente e que nao pode ser
executada em paralelo devido a contencao de recursos mutua, e outra independente, que
pode ser executada em paralelo. A Figura 3.6 demonstra as etapas da redugao de dois
estagios paralelos, representando a parte dependente em preto e a parte nao dependente

em branco [Mak & Lundstrom, 1990].

Figura 3.6: Reducao de tarefas paralelas. Inicialmente, reduz as etapas dependentes,
em preto, somando os tempos de resposta de cada uma delas (similar a uma execugao
sequencial). Em seguida, reduz as etapas nao dependentes, em branco, utilizando o maior
tempo entre elas como o tempo de resposta da etapa nao dependente (execugao paralela).

Jpedas

No processo de reducao de dois estagios paralelos i e j, considera-se que o tempo
de permanéncia do estagio ¢ é afetado pela contencao gerada pelo estagio concorrente j.
Logo, o tempo de permanéncia de ¢ ¢ composto pela soma de um fator dependente f3;; e
de um fator independente «;;, ou seja, R; = B;; + ;.

Para aplicar o modelo, os tempos de permanéncia médios sao inicializados para
uma estimativa definida pelo usuario. Logo, para estimar o tempo de permanéncia dos
estagios em um sistema paralelo de miltiplos servidores, como é o caso das aplicacoes

tratadas nesta dissertagdo, Mak & Lundstrom [1990] sugerem o seguinte passo a passo:

1. O fator de concorréncia, 0;;, é obtido a partir da probabilidade de concorréncia p;;,
do intervalo de duracao da concorréncia d;; e do tempo de permanéncia R; do estagio
1 computado na iteragao anterior.

para todo estagio i e todo estagio j

Pij Gij dz]
0;; = =

2. O tempo médio da fila, @}, ¢ obtido a partir dos tempos de permanéncia do estégio

computado na iteracao anterior.

para todo estagio i e todo centro de servigo k

Qik:%
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3. O tempo de permanéncia do estagio j no centro k quando o estégio ¢ ¢ removido do
sistema, R;x;, ¢ obtido a partir dos fatores de probabilidade e dos tempos médio da
fila computados nos passos (1) e (2), e do tamanho da fila no momento de chegada
de ¢ computado na iteragao anterior. Considerando m como a quantidade total
de servidores, caso a quantidade total de estagios for menor que a quantidade de
servidores, nenhuma espera é necessaria. Se a quantidade de estégios for maior
que m, m se torna um fator de multiplicagao para a taxa de execucao de estagios
considerando um servidor.

para todo estagio i, todo estagio j e todo centro de servico k&
_ Djp(14A;5—0,iQir)
R]m - min(1+A;k—0;iQik, m)

4. Novas estimativas para os tamanhos da fila no momento da chegada de cada estagio,

Aik, sao computados a partir R;jj.
para todo estagio i e todo estagio j
K
Rji =3 o Rjki
para todo estagio i e todo centro de servigo k
A= 0057

J=1j#i 7 Ry;

5. O tempo de permanéncia R;; de cada estégio ¢ em cada centro de servico k é obtido
a partir das demandas e do tamanho da fila no momento da chegada de 1.

para todo estagio i e todo centro de servico k

__ Dg(14+4y)
Rzk - mz’n(l—l—Aik, m)

6. O tempo de permanéncia de cada estagio, R;, é obtido a partir do tempo de perma-
néncia de cada estagio nos centros de servigo.

para todo estagio i
K
R; = Zk:l Ry,

Nesta dissertacao, utiliza-se informagoes mais precisas presentes nos logs de exe-
cucoes prévias de aplicagoes Spark para parametrizar o modelo de desempenho. Neste
caso, considera-se o tempo médio de execucao dos estagios como sendo as demandas Dy,
dos estagios pelos servidores. A partir dos tempos de inicio e fim dos estagios, é possi-
vel também computar as probabilidades médias de execucao paralela entre os pares de
estdgio. Desta forma, o processo iterativo é iniciado com valores medidos de execugoes
anteriores. Isto simplifica bastante a aplicacao do modelo, bastando seguir o passo a passo
descrito anteriormente para obter as previsoes. Detalhes de como os logs do Spark foram

utilizados para parametrizar este modelo sao descritos em detalhes na Segao 4.2.
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3.7.1 Premissas de uso do modelo

Os autores definem sete premissas para uso do modelo de precedéncia de estégios.

Sdo elas:

1. Os recursos do sistema paralelo podem ser modelados de forma independente, com
cada recurso (p. ex. memoria, cpu, disco) representando um centro de servigo, ou
unificada, com um servidor completo representando um centro de servico. No caso

desta dissertagao, consideramos um servidor completo como um centro de servigo.

2. O modelo possibilita o uso de trés politicas de escalonamento diferentes para estagios
concorrentes: (i) primeiro a chegar, primeiro a servir (FCFS); (ii) ultimo a chegar,
primeiro a servir - interromper e retomar (FCFS); e (iii) compartilhamento dos
processadores (PS). Este trabalho considera aplicagoes com compartilhamento dos
processadores para estagios concorrentes, enquanto que as tarefas executadas em

cada particao de dados seguem FCFS.

3. A distribuigao do tempo de servigo de um centro (recurso) que segue politica FCFS

é exponencial e é o0 mesmo para todas os estagios.

4. As relacgoes de precedéncia entre os estagios da aplicacao paralela podem ser re-
presentadas por um DAG. Este é o caso das aplicagoes Spark, como explicado na
Secao 3.4.

5. Estagios concorrentes sao independentes entre si. Como dito anteriormente, a execu-
¢ao da aplicacao no Spark representada por um DAG segue uma ordem topoldgica.
Estéagios s6 poderao executar caso todos os seus precedentes tenham concluido. Isto
é facil de visualizar, tendo em vista que as saidas dos estagios anteriores (RDD

transformado) servem de entrada para o estagio em execugao.

6. O tempo de permanéncia de um estagio em um centro de servigo (servidor) ¢ mo-

delado como uma variavel aleatéria com distribuigao exponencial.

7. O estagio ira circular na rede de filas inimeras vezes antes de sair, comportamento
geralmente associado a estagios de granularidade grossa. Um estagio no Spark
geralmente engloba multiplas instrugoes delimitadas por operacoes de shuffling, e,
portanto, geralmente ndo trata-se apenas de um estagio de granularidade fina (p.
ex. adigao, subtracao). Casos de estagios de granularidade fina podem violar esta

premissa afetando a precisao do modelo.
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3.8 Aplicacao dos modelos no contexto do Spark

Tanto o modelo fork/join de Nelson & Tantawi [1988] adaptado por Menasce et al.
[2004], quanto o modelo de precedéncia de estagios de Mak & Lundstrom [1990] possuem
representagoes compativeis com a estratégia de execugao paralela do Spark. A adaptagao
do modelo fork/join é aparentemente adequada para capturar a caracteristica mestre-
escravo do Spark, além de ser bastante simples e rapidos. Ja o modelo de precedéncia
de estagios vai além e captura também as relagoes de precedéncia entre os estagios da
aplicacao.

No contexto do Spark, usa-se logs de execugoes prévias para parametrizar ambos
os modelos. No caso do fork/join, o modelo é parametrizado através do enfileiramento
das tarefas dos estagios, sem considerar as relacoes de precedéncia. No caso do modelo
de precedéncia de estégios, as probabilidades de execugao concorrente dos estagios, a
duracao da execucgao concorrente e as demandas dos estagios pelos servidores sao extraidas
diretamente dos logs. A metodologia de parametrizacao de ambos os modelos é explicada

em detalhes no Capitulo 4 a seguir.
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Capitulo 4

Metodologia de Avaliacao

Neste capitulo, inicialmente serao apresentadas as métricas utilizadas na analise dos resul-
tados. Em seguida, sao definidas duas tarefas de previsao para a avaliacao dos modelos de
previsao de desempenho, chamadas de validacao e extrapolacao. Também sao apresenta-
dos detalhes da modelagem de desempenho utilizando logs de execugoes prévias do Spark
e os modelos descritos no Capitulo 3. Em seguida, os cenarios experimentais sao apre-
sentados destacando as principais caracteristicas dos sistemas paralelos e das aplicacoes

paralelas avaliadas.

4.1 Meétricas de avaliacao

A titulo de clareza, define-se duas principais métricas consideradas para avaliar as
previsoes de desempenho obtidas com os modelos Fork/Join e Precedéncia de Estagios: (i)
precisao da previsao, representada nos resultados através do erro relativo; e (ii) o tempo
médio gasto na solucao do modelo. Estas duas métricas sao apresentadas juntamente com
os resultados de todos os cenarios experimentais. Os cenarios experimentais considerados
neste trabalho sao apresentados na Secao 4.4.

A precisao da previsao é estimada a partir do erro relativo calculado considerando
os tempos de resposta previstos (TPREV]STO) e 0s respectivos tempos de resposta reais
(Trear) obtidos de logs de execugoes prévias. Para isto, foi feita uma extensa coleta de
dados através da execucao de aplicacoes Spark em clusters de trés diferentes ambientes de
nuvem. O tempo de resposta real é dado pela média do tempo de resposta das repeticoes
de execucao para cada cenario, os quais sao comparados com o tempo de resposta previsto
pelos modelos, que sao deterministicos. A previsao através dos modelos analiticos apre-
sentados neste trabalho ¢ um processo deterministico, e, portanto, para entradas iguais
apresenta as mesmas saidas sempre. A analise da precisao permite determinar até que
ponto os modelos capturam bem as caracteristicas de desempenho das aplicagoes Spark,

e, portanto, podem substituir, sem grandes perdas, um modelo de maior complexidade
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como os de simulacao. A titulo de clareza, a Equacao 4.1 detalha como é calculado o erro

relativo.

TREAL - TPREVISTO (4 1)

ER —

TREAL

O tempo gasto na solucao do modelo refere-se simplesmente ao tempo que as imple-
mentacoes dos modelos levaram para, a partir das entradas pré-computadas, resolver as
respectivas equagoes e obter o tempo de resposta previsto para as entrada. Os modelos sao
executados 10 vezes para cada experimento de cada cenério. As discussoes deste capitulo
baseiam-se, portanto, no tempo médio gasto para solucionar os modelos. Esta métrica
é importante para avaliar a viabilidade dos modelos para a reconfiguragao dinamica de

clusters.

4.2 Parametrizacao dos modelos

Para parametrizar ambos os modelos de previsao, baseados no Fork/Join e pre-
cedéncia de estagios, sao usados logs de execugoes prévias colhidos a partir de cenéarios
variados de aplicacoes intensas em dados que serao descritos mais adiante. O parametro
de configuragao spark.eventLog.enabled permite o monitoramento da execugao de aplica-
¢oes Spark através da coleta e gravagao dos eventos ocorridos em um arquivo de log. Com
o History Server configurado, é possivel visualizar detalhes dos logs, como por exemplo o
DAG de cada job, através de uma interface visual acessivel pelo navegador. Cada linha de
um arquivo de log representa um evento (p. ex. estagio submetido ao escalonador, estagio
finalizado, tarefa iniciada), em ordem cronolégica, estruturado em atributos, em notagao
JSON!. Neste trabalho, eventos especificos sdo utilizados para parametrizar os modelos
de previsao. Os principais eventos utilizados estao dispostos na Tabela 4.1 a seguir.
Para simplificar, nomeia-se cada um dos intervalos dados pelos eventos. Neste tra-
balho, o intervalo delimitado por Spark Listerner ApplicationStart e Spark Listener Application End
é chamado de tempo da aplicagao (T4). O intervalo entre SparkListernerJobStart e
Spark Listener JobEnd é chamado de tempo do job (T;). O intervalo entre Spark ListernerStageSubr
e Spark ListenerStageCompleted, tempo do estagio (Ts). O intervalo entre Spark ListernerTaskSta:
e SparkListenerTaskEnd, tempo da tarefa (7). Além destes intervalos facilmente iden-
tificados pela tabela acima, o tempo real da execugao T (ou Trg, tempo da execugao) é

computado como o intervalo entre os eventos SparkListenerStageSubmitted do primeiro

thttps://www.json.org/
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Tabela 4.1: Principais eventos dos log spark

Evento Descrigao Atributo principal
ApplicationStart | Inicio da execucao de uma aplicacao. | Timestamp
ApplicationEnd | Fim da execugao de uma aplicacao. Timestamp
JobStart Inicio da execugao de um job. Submission Time
JobEnd Fim da execucao de um job. Completion Time
StageSubmitted | Submissao do estagio ao escalonador. | Submission Time
StageCompleted | Fim da execugao de um estagio. Completion Time
TaskStart Inicio da execucao de uma tarefa. Launch Time
TaskEnd Fim da execucao de uma tarefa. Finish Time

estagio e SparkListenerStageCompleted do ultimo estagio, seguindo a ordem cronologica
refletida nos logs. Estes tempos sao computados a partir das médias dos tempos presentes
em repeti¢oes de execugao de um mesmo experimento (logs de repetigoes da execugao
de uma aplicagdo para um configuragao especifica do sistema paralelo). A estimativa de
tempo de resposta obtida através da execugdo dos modelos é chamada de T episto (OU
Tprev)-

De modo geral, ambos os modelos representam especificamente o trabalho realizado
durante a execugao da aplicacao e nao capturam detalhes sobre alocacao de recursos de
hardware, inicializacao de ambiente de software e orquestracao que precede a execucao.
Neste caso, é necessario evitar a absorcao destes atrasos no célculo do erro da previsao.
Portanto, ao invés de usar o tempo da aplicacao (74) que engloba nao apenas a execugao
paralela, mas também todas as atividades que precedem e sucedem a execugao, usa-se o
tempo real de execucao (Tgrg). Sendo assim, a previsao leva em conta apenas o tempo
gasto de fato na execucgao dos estagios, suas tarefas e os atrasos de sincronizacao entre elas.
Apesar disto, é possivel obter os atrasos médios na submissao e finalizacao de um job a
partir da diferenga do tempo do job e o tempo de resposta do job (tempo de submissao do
primeiro estagio do Job menos tempo de conclusao do ultimo estagio do Job). Também,
é possivel acrescer ao tempo final da previsao a diferenca média entre Ty e Trg para
capturar os demais atrasos.

Para os experimentos, sao incluidos na modelagem do sistema paralelo a quantidade
de vCPUs presentes nos nos worker como servidores (ou centros de servigo). Os nos de
dados do HDFS sao configurados para execucao em conjunto com os workers do Spark
com a parametrizacao de quantidade de réplicas padrao, ou seja, com fator de replicagao
igual a 3. Sendo assim, os resultados refletem o impacto causado ao variar a quantidade de
vCPUs em clusters homogéneos. E importante ressaltar que, para configuracio de cada
cenario, o cluster é instalado uma tinica vez. Sendo assim, a variabilidade na localidade em
que as maquinas vituais podem ser alocadas em nuvem nao é avaliada nesta dissertacao.

E totalmente possivel expandir a modelagem para considerar, além dos vCPUs,

outros tipos de recursos como memoria e disco, por exemplo, embora a abordagem geral
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para melhorar o desempenho em sistemas paralelos consista na inclusao de novos nos ao
sistema e, consequentemente, mais vCPUs. As especificidades na parametrizacao de cada
modelo sdo descritas nas subsegoes a seguir. As variadas configuracoes de cluster sao

apresentadas na Segao 4.4.

4.2.1 Fork/Join

Para aplicar o modelo Fork/Join baseado na abordagem previamente apresentada
por Badue et al. [2010], utiliza-se uma estimativa para o tempo de resposta de cada estagio
no vCPU mais lento como entrada para o modelo. Para obter estas estimativas, utiliza-se
o tempo médio das tarefas para cada estagio e a quantidade de vCPUs disponiveis para
construir sistemas de filas independentes de tarefas uniformemente distribuidas, de forma
que o tamanho da fila mais longa multiplicado pelo tempo médio da tarefa determina o
tempo de resposta desejado. Em outras palavras, as tarefas de sao distribuidas igualmente
entre os vCPUs disponiveis. O tamanho da maior fila multiplicado pelo tempo médio das
tarefas representa o tempo de resposta do vCPU mais lento. Como este modelo nao
representa as relagoes de precedéncia entre os estagios, soma-se os tempos obtidos para
cada estigio, um a um, para obter o tempo de resposta previsto.

Apesar de nao capturar o paralelismo entre estagios possivel nas aplicagoes Spark,
é provavel que este modelo apresente boa precisao de previsoes. O paralelismo entre
estédgios causa competicao por recursos entre tarefas de estagios distintos, o que pode
causar o tempo do estagio a ser consideravelmente maior que o somatério dos tempos
das tarefas do estagio, conforme descricao dos eventos interceptados no escalonador de
Laskowski [2018b]. Sendo assim, apesar de nao capturar as rela¢oes de precedéncia,
utilizar apenas os tempos das tarefas evita que os atrasos causados pela concorréncia por
recursos absorvidos nos tempos dos estégios sejam considerados.

Neste modelo os tempos do servidor broker sao considerados como nulos, ou seja,
considera-se que os atrasos causados pelos noés mestre do Spark ja sao capturados pelos
eventos presentes nos logs. Sendo assim, o parametro referente ao tempo do broker é
definido como zero, enquanto que o tempo do indexr é calculado a partir dos logs de
execugoes prévias, conforme descrito acima. Em um cenério real de uso do modelo, é
esperado que as entradas para o modelo sejam preconstruidas a partir de logs de cenarios
diversos, de forma que o previsor apenas precise buscar a entrada que mais se assemelhe

ao cenério a prever em um banco de dados auxiliar.
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4.2.2 Precedéncia de estagios

Para aplicar o modelo de precedéncia de estagios, primeiramente considera-se o
sistema paralelo como um sistema de filas de estagios para cada um dos k vCPUs. A
aplicacao paralela é dada através do grafo de precedéncia entre os estagios da aplicacao
Spark. Desta forma, sao contruidas trés matrizes de entrada para o modelo, sendo: (i)
uma matriz ¢ X k de demanda de estégios por centros de servigo; (ii) uma matriz i x k
de tempo de residéncia dos estagios nos centros de servigo; e (iii) uma matriz ¢ x j de
probabilidades de execugao concorrente entre pares de estagios.

As demandas dos estagios sao dadas pelo tempo em milissegundos de cada estagio
obtido a partir dos logs de execucao prévia. Como as tarefas dos estagios sao executadas
em multiplos servidores paralelamente, define-se que a demanda do estagio ¢ a mesma
para cada vCPU (centro de servigo no sistema de filas). Esta dissertagdo nao aborda as
variacoes que os dados podem causar na execuc¢ao das aplicagoes. Os tempos de residéncia
dos estagios é cumulativa de acordo com a posi¢ao de cada estagio no sistema de filas.
Ja, as probabilidades de execucao concorrente p;; entre os estagios sao valores entre 0 e
1 dados pela fracao do intervalo concorrente pelo intervalo total da execuc¢ao do par de
estagios. Em outras palavras, estes valores indicam a porcentagem do tempo total do par
de tarefas em que ambas executam em paralelo.

Os valores de demanda por servico, tempo de residéncia dos estagios no sistema de
filas e as probabilidades de execucao concorrente entre pares de estagios sao computados
a partir de uma quantidade de 5 a 10 repeti¢oes para cada experimento. Sendo assim,
os valores usados tratam-se de valores médios considerando multiplas repeticoes de um

mesmo experimento.

4.3 Tarefas de previsao: validagao e extrapolacao

Apos entender como os modelos sao parametrizados, é importante distinguir duas
tarefas de previsao de desempenho consideradas neste trabalho. A primeira delas é cha-
mada de validagao e trata-se da modelagem e previsao de tempo de resposta de determi-
nada aplicagao e sistemas paralelos idénticos (ou muito semelhantes em recursos fisicos
e perfil de paralelismo) aos logs de execugoes prévias utilizados na parametriza¢ao dos
modelos. A segunda tarefa é chamada de extrapolagdo. No caso da extrapolagao, a pre-

visao ¢ feita para determinada aplicacao em um sistema paralelo diferente em termos de
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quantidade de recursos (centros de servigo) daquele aos quais os logs de execucao prévia
se referem.

Considerando uma aplicacao paralela de perfil o, um carga de trabalho de perfil 6 e
um sistema paralelo de perfil o, a validagao tratara da previsao do tempo de resposta de «
sobre ¢ em um sistema o de kK vCPUs, com parametrizagao dos modelos a partir de logs de
execucgoes prévias de uma aplicacao de perfil a sobre § em um sistema de perfil o também
de k vCPUs. Esta tarefa é importante para validar se os modelos representam bem a
execugao paralela no Spark e capturam os atrasos de contengao de recursos e sincronizagao
de estagios satisfatoriamente. Na extrapolacao, entretanto, a parametrizacao dos modelos
é feita com base em logs de uma aplicagao de perfil a sobre § em um sistema de perfil o
com n # k vCPUs. Ou seja, a extrapolagao corresponde a previsao do tempo de resposta
de sistemas paralelos com maior ou menor quantidade de vCPUs que do sistema referente
aos logs préviamente colhidos.

No caso da extrapolacao, ha uma particularidade no calculo do tempo dos estagios
que determinam a demanda D, por um servidor. Nesta abordagem, a demanda nao
é dada pela diferenca entre o tempo de submissao e o tempo de finalizagao do estégio,
mas sim de acordo com os tempos das tarefas. Sendo assim, deve-se redistribuir as
tarefas dos estagios de acordo com os n # k vCPUs existentes no sistema paralelo alvo e
computar novos tempos para cada estagio. Para isto, considera-se nesta nova configuragao
de cluster que a quantidade de partigoes de dados dos estagio em RDDs no Spark se
mantém a mesma, tendo em vista que a aplicacao « e carga de trabalho § s@o as mesmas.
Consequentemente, a quantidade de tarefas dos estagios nao muda, tendo em vista que
uma unica tarefa é langada para cada particao de dados referente aquele estidgio. Como
cada tarefa executa em um tnico vCPU, os valores de tempo de resposta também sao
mantidos visto que os recursos de hardware utilizado por cada tarefa nao variam. Para
redistribuir as tarefas de acordo com a quantidade de vCPUs alvo da previsao, considera-se
a politica FIFO, sendo que cada tarefa é alocada em fila aos vCPUs de forma alternada. A
partir dos tempos de inicio e fim de cada tarefa do estégio, calcula-se o tempo das tarefas.
Dado o somatoério de cada fila independente de tarefas, o maior tempo encontrado é
considerado como o novo tempo do estagio. Apesar de possuir uma sutil diferenca com
relacao ao esquema padrao de alocacao de tarefas do Spark, que tende a priorizar vCPUs
proximos das réplicas da particao, este método de alocacao se mostrou bastante verossimil,
conforme sera discutido no Capitulo 5.

Por fim, para o modelo Fork/Join, os novos tempos dos estagios sao suficientes para
a parametrizacao na extrapolagao. No entanto, para o modelo de precedéncia de estagios
¢é necessario usar os novos tempos dos estagios para ajustar em cascata novos tempos de
submissao e finalizacao para os estagios. Com isto, é possivel computar também novas
probabilidades de execugao concorrente para os pares de estagios. Diferentemente da

validacao, que usa informacoes mais precisas com relagao ao tempo dos estagios colhidas
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diretamente dos logs prévios, a extrapolagao usa os logs para estimar novos tempos para
os estagios através dos tempos das tarefas, podendo inclusive ignorar alguns atrasos nao

capturados pelo tempo de inicio e fim das tarefas.

4.4 Cenarios experimentais

Para uma avaliacao ampla dos modelos de previsao para aplicagoes Spark, os ex-
perimentos se basearam em classes de aplicagoes bastante comuns na plataforma. Os
cenarios experimentais descritos a seguir incluem algoritmos iterativos com implementa-
¢oes presentes na MLIib, consultas ad-hoc usando o SparkSQL e mesmo um wordcount
com miltiplos arquivos como fonte de dados. De acordo com uma enquete da Databricks
[2016], a MLIlib apresentou um crescimento de popularidade de 67% de 2015 para 2016,
enquanto que o SparkSQL cresceu 38%, ambos figurando entre as abstracoes mais usadas
do Spark.

Dentre os algoritmos avaliados estao trés algoritmos comuns em aprendizado de
méquina: o algoritmo K-Means de agrupamento de dados nao supervisionado, o algo-
ritmo Support Vector Machines (SVM) de classificagdo e o método de regressao logistica.
Os trés algoritmos foram avaliados individualmente. Além disso, foi avaliado um cenario
com o SVM, Logistic Regression e Naive Bayes em conjunto em uma mesma aplicagao.
Todos estes algoritmos sdo muito comuns em aplicagoes de dados massivos (p. ex. big
data analytics). As consultas ad-hoc avaliadas sdo implementag¢oes em SparkSQL das
consultas Q26 e Q52 descritas no benchmark TPC-DS?. J4 a aplicacao baseada em word-
count consiste da contagem de palavras de trés arquivos distintos armazenados no HDFS
em paralelo. Este cenario em especifico apresenta um maior grau de paralelismo entre
os estagios. Além disso, o wordcount costuma ser uma tarefa base para diversos outros
algoritmos, inclusive, no processamento de linguagem natura para computar a frequéncia
de palavras.

Para avaliar a precisao dos modelos de previsao em diferentes recursos de hardware
e software, foram usadas quatro diferentes versoes do Spark, trés diferentes ambientes de
nuvem e maquinas virtuais distintas para cada configuracao de cluster. As versoes do
Spark usadas nos experimentos sao: (i) 1.6.2; (2) 2.1.0; (iii) 2.3.1 e (iv) 2.3.2, cada qual
instalada em cenérios especificos. Os ambientes de nuvem utilizados consistem de ma-

quinas virtuais na Microsoft Azure HDInsight®, na Google Cloud (GCE)* e em ambiente

Zhttps://www.tpc.org/tpeds/
3https://docs.microsoft.com/en-us/azure/hdinsight /spark /apache-spark-overview
4https://cloud.google.com /compute/
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OpenStack® instalado em servidores no laboratério SPEED do DCC-UFMG. Cada cluster
Spark é configurado de forma homogénea, ou seja, composto por maquinas virtuais com as
mesmas configuragoes. Foram usadas tanto maquinas virtuais de propoésito geral quanto
méquinas virtuais otimizadas em CPU e memoria.

A Tabela 4.2 lista as principais caracteristicas dos cinco tipos de méquina virtual
usados para os nos workers do Spark (para armazenamento distribuido de dados e pro-
cessamento na localidade dos dados). Sa@o elas a méaquina virtual otimizada em memoria
e CPU Azure D12v2, e as de proposito geral Azure A3, Azure D4v2, Google Compute
Engine nl-standard-8 e OpenStack ml.large. Para o Microsoft Azure, foi selecionada
a configuracao recomendada com dois nés mestre por cluster, enquanto que nos demais
apenas um. Como os modelos sao parametrizados levando em consideracao apenas a
quantidade de vCPUs dos nos worker, a diferenca na configuracao dos nés mestre nao

afetam o resultado das previsoes.

Tabela 4.2: Configuracao das maquinas virtuais (VMs)

VM dos nés worker VM dos nés master Software
VM vCPU Disco RAM Spark Executors VM Driver | Ubuntu Spark
D12v2 4 200 SSD  28GB 2x 2 vCPU e 2GB RAM D12v2 2GB 14.04 1.6.2
A3 4 250 HDD 7GB 2x 2 vCPU e 2GB RAM D12v2 2GB 14.04 1.6.2
D4v2 8 400 SSD  28GB 2x 4 vCPU e 10GB RAM D12v2 8GB 16.04 2.1.0
ml.large 4 80 HDD 8GB 1x 4 vCPU e 6912MB RAM | ml.large 6GB 16.04 2.3.1
nl-std-8 8 250 HDD 30GB 1x 8 vCPU e 28GB RAM nl-std-4 13GB 16.04 2.3.2

Com base nas méaquinas virtuais e nas aplicagoes previamente selecionadas, foram
planejados nove cenérios experimentais conforme descrito pela Tabela 4.3. Os cenarios 1,
2,5,6,7,8e9 foram executados em condigoes normais do cluster, enquanto que os cenarios
3 e 4 foram executados com o cluster em contencao de recursos induzida. Nesta situacao,
uma aplicacao externa foi responsavel por alocar, de forma padronizada, niicleos e memo-
rias do cluster impedindo que o Spark iniciasse a execugao com todos os recursos possiveis
para cada configuracao do sistema paralelo. Todos os quatro primeiros cenarios foram pla-
nejados por pesquisadores do Politecnico de Milano. Nestes cenérios, foi utilizada uma
carga de trabalho sintética gerada pelo ferramental oficial do benchmark TPC-DS (tpc.org)
para testar as consultas Q26 e Q52. Para os cenarios 5 a 7, foram feitas duplicagoes do da-
taset HIGGS (https://archive.ics.uci.edu/ml/datasets/HIGGS) para atingir os tamanhos
de 8GB, 48GB e 96GB e experimentar os algoritmos K-Means, Logistic Regression e SVM,
individualmente. Para o cenario 8, o dataset KDD CUP 2010 em formato compativel com
a LibSVM (https://www.csie.ntu.edu.tw/ cjlin/libsvmtools/datasets/binary.html) foi du-
plicado para atingir o tamanho desejado para executar uma aplicagao de multiclassificador
que combina o SVM, o Logistic Regression e o Naive Bayes. Para o cenario 9, foram usadas

duplicagoes de trés datasets de didlogos transcritos (https://github.com/Phylliida/Dialogue-

Shttps://www.openstack.org/
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Datasets, BNCCorpus, BNCSplitWordsCorpus e MovieCorpus) para executar uma apli-

cagao de contagem de palavras com trés fontes de dados distintas (MultiWordcount).

Tabela 4.3: Descricao dos Cenarios

Cenéarios  Aplicacao VM Nos vCPU por n6  Carga de trabalho (GB)
1 TPCDS Q26 D12v2 J3al3 4 500

2 TPCDS Q52 D12v2 3al3 4 500

3 TPCDS Q26 A3 Jal2 até 4 500

4 TPCDS Q52 A3 3al2 até 4 500

5 K-Means D4v2 3eb 8 8,48,96

6 Log. Regression D4v2 3eb 8 8,48,96

7 SVM D4v2 3eb 8 8,48,96

8 MultiWordcount nl-std-8 6,9 e 12 8 88

9 Multiclassificador ~ m1.large 3ab 4 4

Cada um dos experimentos foram executados entre 5 e 20 vezes (mais detalhes
na Secao 4.6). A validagao foi executada para cada experimento e comparada com o
tempo de resposta real. Para as extrapolacgoes, foram usados trés diferentes contextos de
logs de referéncia para a modelagem de desempenho (indicados nas tabelas de resultados
pelo rotulo "REF."). As extrapolagoes foram feitas de logs de execugoes prévias de
referéncia para as demais quantidades de servidores. Os contextos de referéncia escolhidos
para cada cenério foram: i) logs com a menor quantidade de vCPU disponiveis para o
cenario (extrapolagao A), ii) logs com uma quantidade intermediaria de vCPUs disponiveis
para o cenario (extrapolagao B), iii) logs com a maior quantidade de vCPUs disponiveis
para o cenario (extrapolagao C). Por exemplo, para o cenério 1, a menor quantidade de
vCPUs com logs disponiveis ¢ 12 vCPUs (3 nos, 4 vCPUs por no), enquanto que no caso
intermediario o total de vCPUs é 32 (8 nos, 4 vCPUs por n6) e a maior é 52 vCPUs
(13 nos, 4 vCPUs por no6). Enfatiza-se que a razao para experimentar com trés logs de
referéncia diferentes nao é para encontrar qual extrapolacao tem melhor precisao, mas
sim demonstrar que o modelo produz bons resultados mesmo quando os logs disponiveis
sao para clusters bem diferentes (menores ou maiores em quantidade de vCPUs) que a

referéncia.

4.5 Descricao das aplicacoes

A consulta 26 do TPC-DS esta presente em dois cenérios desta dissertagao. O
primeiro deles é o cenério 1 com cluster homogéneos. O segundo é o cenario 3, com
contencao de recursos. Esta consulta computa a média de valores de quatro campos
relativos a um catalogo de produtos: (i) quantidade; (2) prego de venda; (3) desconto;
(4) prego promocional de venda e permite filtrar por ano, género, estado civil e formagao

educacional. Trata-se portanto de uma filtragem e agregacao de valores em uma base de
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dados de grande volume. No Spark, esta consulta é executada como um DAG que possui
trés estagios paralelos no primeiro nivel e dois estagios paralelos no segundo nivel do grafo

de precedéncia de estagios, como pode ser visto na Figura 4.1.

Figura 4.1: DAG da consulta 26

A consulta 52 do TPC-DS estéd também presente em dois cenarios experimentais
desta dissertacao, o cenério 2 e o cenario 4. Esta consulta lista o pre¢o promocional
estendido para todos os itens de uma determinada marca, ano e més. Trata-se de uma
consulta que explora filtro, agrupamento, agregacao e ordenacao em dados massivos.
Diferentemente da consulta 26, esta consulta em especifico possui um grafo de precedéncia
de estigios mais simples e menos paralelo, como pode ser visto na Figura 4.2.

O K-Means, presente no cenario 5, ¢ um algoritmo iterativo de clusterizacao. Como
primeiro passo do algoritmo, os centroides dos K clusteres sao definidos (geralmente de
forma aleatoria). Em seguida, cada ponto na cole¢ao de dados é alocada a um cluster
levando em consideragao a distancia entre o ponto e os centroides. Por fim, um novo
centroide é definido para o cluster que recebeu o novo item e o algoritmo continua a
iteracao. Sua implementagao em Spark utilizada nesta dissertagdo apresentou apenas
paralelismo de dados (ou seja, paralelismo na execugao das tarefas nas parti¢oes de dados),
nao apresentando paralelismo entre estégios. Isto é justificivel tendo em vista que as
etapas do algoritmo sao bastante isoladas e sequencialmente dependentes. De forma
similar, os algoritmos de regressao logistica presente no cenario 6, o SVM presente no

cenario 7 e o classificador miultiplo composto pelos algoritmos SVM, logistic regression e
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Figura 4.2: DAG da consulta 52

Naive-Bayes também apresentam DAGs sem paralelismo entre estagios. Cabe ressaltar
que apesar disto, o classificador miltiplo é o algoritmo que apresentou maior demanda
pOT recursos.

O algoritmo do cenario 9 é um wordcount multiplo. Esta implementacao usa 6
fontes de dados diferentes presentes no HDFS e executa um wordcount em paralelo em
cada uma das fontes de dados. O wordcount em si trata-se basicamente de um estagio
de map e um estagio de reduce. O grafo de precedéncia de estagios é apresentado na
Figura 4.3. Além do paralelismo, o wordcount miiltiplo é o cenério que apresenta maior
demanda por disco dentre os nove cenarios. Apesar de o volume de dados ser menor que
outros cenarios, isto é justificavel devido a necessidade constante de escritas intermediarias

ao longo da execucgao do algoritmo.

4.6 Cargas de trabalho

Esta secao apresenta uma descricao das cargas de trabalho de cada cenério, com
uma andlise estatistica das amostras de logs de execugoes prévias colhidos ao longo dos

experimentos. Serdo listadas as médias e os intervalos de confianga 95% de confianga.
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Figura 4.3: DAG do wordcount multiplo

4.6.1 Cenarios 1 e 2

Os cenarios 1 e 2 contam com um total de 20 execugoes repetidas para cada ex-
perimento realizado. Considerando um total de 11 diferentes clusters variando de 3 a
13 nos com 4 ntcleos cada (12 a 52 nucleos), tanto para o cenario 1 quanto o cenario 2
foram coletados um total de 220 logs de execugbes prévias cada. Assim como nos demais
cenarios, parte dos dados presentes nos logs sao usados como base para a modelagem
de desempenho e entrada para os algoritmos experimentados. As médias, os coeficien-

tes de variacao (CV) e os intervalos de confianga para 95% de confianga sao listados na
Tabela 4.4.

Tabela 4.4: Caracterizagao do tempo de resposta da aplicagao de acordo com os logs
prévios dos cenarios 1 e 2. Tempos em milissegundos.

” Cenério 1 Cenério 2
Média (ms) cv 1C 95% Média (ms) cv 1C 95%

12 660.424,50 0,052 644.006,86; 676.842,14 653.272,15 0,014 648.819,73; 657.724,57
16 553.475,05 0,082  531.791,78; 575.158,32 510.063,50 0,013  506.789,37; 513.337,63
20 461.454,05 0,100 438.351,33; 484.556,77 411.218,10 0,011  408.993,14; 413.443,06
24 380.070,50 0,130  355.589,36; 404.551,64 352.168,30 0,017  349.240,22; 355.096,38
28 350.711,60 0,150  325.173,19; 376.250,01 298.712,65 0,014  296.758,52; 300.666,78
32 305.550,00 0,180 279.639,50; 331.460,50 264.233,80 0,023  261.378,32; 267.089,28
36 243.701,65 0,150 225.651,96; 261.751,34 241.392,55 0,022  238.826,76; 243.958,34
40 224.130,75 0,180 204.973,24; 243.288,26 209.789,60 0,006 209.141,76; 210.437,44
44 193.543,30 0,130 181.517,56; 205.569,04 194.991,25 0,019  193.253,52; 196.728,98
48 185.828,10 0,010 184.961,71; 186.694,49 185.784,25 0,011  184.821,21; 186.747,29
52 169.462,85 0,008 168.842,84; 170.082,86 174.642,55 0,011 173.687,72; 175.597,38

Ambos os cenarios 1 e 2 apresentam um coeficiente de variagao baixo. O cenéario 1
apresenta coeficiente de variagao inferior a 0,2 para todas as configuragoes. Ja, o cenario
2 apresenta coeficiente de variagao inferior a 0,03 para todas as configuragoes. A maior
estabilidade no tempo de resposta das execucoes repetidas para o cenério 2 reflete em

uma previsao mais precisa, como sera visto no Capitulo 5. Isto é justificavel pela consulta
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26 apresentar uma maior quantidade de estagios paralelos que a consulta 52, o que traz

também um maior atraso por sincronizacao de tarefas e estagios.

4.6.2 Cenarios 3 e 4

Os cenérios 3 e 4 contam com uma quantidade variavel de execugoes repetidas por
experimento realizado, de 2 a 38 repeti¢oes. A intencao neste cenario foi de avaliar a
precisao do modelo tanto para um ambiente de contencao de recursos quanto para casos
em que a quantidade de logs prévios para as configuragoes do sistema paralelo pode ser
tanto consideravelmente grandes quanto muito pequenas. E importante destacar que nao
foram coletados logs para a configuragao de 28 ndés com contengao de recursos para o
cenéario 3. As médias e os coeficientes de variagao (CV) sao listados na Tabela 4.5. A

coluna com o nimero de repeticoes de cada configuracao é identificada com o simbolo #.

Tabela 4.5: Caracterizagao do tempo de resposta da aplicagao de acordo com os logs
prévios dos cenarios 3 e 4. Tempos em milissegundos.

vCPU Cenéario 3 Cenério 4
# Media (ms) CV 1C 95% # Media (ms) CV 1C 95%

13 |15 1.715.509,07 0,094 1.622.703,03; 1.808.315,10|10 1.257.027,93 0,015 1.246.094,21; 1.267.961,64
12 5 1.628.389,40 0,028 1.566.094,32; 1.690.684,48 | 6 1.054.972,33 0,009 1.044.339,81; 1.065.604,86
14 |23 1.377.622,96 0,027 1.361.303,84; 1.393.942,07 |18  907.059,44 0,026 894.977,78; 919.141,11
16 2 1.211.137,50 0,004 1.144.881,00; 1.277.394,00| 7  816.277,71 0,019 800.484,60; 832.070,83
18 |19 1.065.195,37 0,079 1.023.636,45; 1.106.754,29 | 18  748.714,78 0,037 734.725,78; 762.703,77
20 8 1.032.754,63 0,028 1.007.070,89; 1.058.438,36 | 9  671,521,56 0,035 652.378,20; 690.664,91
22 122 931.828,18 0,037 916.077,48; 947.578,88 |19  598.753,00 0,016 594.019,97; 603.486,03
24 5  846.356,80 0,012 832.631,98; 860.081,62 | 7 551.734,71 0,009 546.941,56; 556.527,86
26 |30 654.022,37 0,122 623.624,09; 684.420,64 | 9  499.386,33 0,006 497.114,03; 501.658,63

- - - -121  465,621.95 0,009 463.581,81; 467.662,10
30 |22 590.449,36 0,086 567.533,98; 613.364,75| 9 453.085,89 0,037 439.329,58; 466.842,20
32 2 563.997,00 0,003 541.024,18; 586.969,82 | 15  419.804,27 0,037 410.807,61; 428.800,92
34 |38 558.299,66 0,029 552.964,17; 563.635,15 | 17 390.204,35 0,007 388.824,31; 391.584,40
36 2 507.582,50 0,020 379.675,49; 635.489,51 |23 370.389,74 0,009 368.907,37; 371.872,11
38 |29 479.687,57 0,022 475.478,48; 483.896,66 | 13 367,859.38 0,034 359.924,42; 375.794,35
40 6  461.385,00 0,027 447.249,96; 475.520,04 | 22 346,827.59 0,029 342.234,85; 351.420,33
42 132 422.407,75 0,039 416.434,72; 428.380,78 | 17 322,515.71 0,009 320.933,36; 324.098,06
44 8  403.478,00 0,041 388.688,05; 418.267,95 |23 314,367.30 0,012 312.672,38; 316.062,23
46 |20 378.806,20 0,059 368.146,45; 389.465,95 |18  307.137,67 0,030 302.411,72; 311.863,62
48 |15 364.521,73 0,068 350.342,62; 378.700,85 |23  293.739,95 0,017 291.472,84; 296.007,07

O cenario 3 apresentou coeficientes de variacao abaixo de 0,13, enquanto que o
cenario 4 apresentou coeficientes de variacao inferiores a 0,04. Como ilustrado na Se¢ao 4.5
pelos grafos de precedéncia de estégios, pode-se observar que a consulta 26, presente no
cenario 3, explora mais o paralelismo que a consulta 52, presente no cenério 4. Esta
caracteristica em particular indica a existéncia de mais pontos de sincronizacao de estagios
e tarefas para a consulta 26 e, consequentemente, mais pontos causadores de atrasos na
execugao da aplicagao. Isto justifica uma maior estabilidade para a consulta 52 quando

comparada a consulta 26.



4.6. Cargas de trabalho 61

4.6.3 Cenarios 5,6 e 7

Os cenarios 5, 6 e 7 contam com um total de 5 repeti¢des para cada experimento
realizado. Ao todo, sao 18 configuracoes de experimentos diferentes, resultado da combi-
nacao de 3 fatores: (1) algoritmo; (2) quantidade de nucleos; e (3) tamanho do dataset.
Os algoritmos experimentados sao K-Means, SVM e Logistic Regression, em configuragoes
de 24 e 48 nucleos, com datasets de 8GB, 48GB e 96GB.

Para o dataset de 8GB, podemos observar que a diferenga entre os tempos de
execugao com 3 workers e com 6 workers é minima. Isto sugere que a quantidade de
dados nao foi suficiente para esgotar os recursos dos sistemas paralelos em praticamente
nenhum momento da execuc¢ao. Pode-se dizer que a demanda por recursos foi menor que

a quantidade recursos disponiveis em ambas as configuragoes.

Tabela 4.6: Caracterizacao dos tempos de resposta da aplicagao de acordo com logs prévios
para uma carga de trabalho de 8GB. Tempos em milissegundos.

E%ec Tempo em 24 vCPUs (ms) Tempo em 48 vCPUs (ms)
Logistic Logistic
K-Means SVM Regression K-Means SVM Regression
Média 98.461 190.752 178.900 90.394 189.741 181.978
CV 3,69% 1,18% 0,74% 1,72% 1,32% 1,20%
1C95%|88.375; 108.547|184.511; 196.992|175.252; 182.548|86.070; 94.718|182.785; 196.698|175.941; 188.014

Para o dataset de 48GB ja é possivel notar a diferenga no tempo de execucao de
algoritmos iguais em configuragoes com 3 workers e 6 workers. O tempo de execugao é
consideravelmente menor para o caso com mais nés. Para o K-Means, o tempo com 6
workers é 42,88% menor, enquanto que para o SVM ¢é 41,72% menor e para o Logistic

Regression é 43,94% menor.

Tabela 4.7: Caracterizacao dos tempos de resposta da aplicagao de acordo com logs prévios
para uma carga de trabalho de 48GB. Tempos em milissegundos.

E%ec Tempo em 24 vCPUs (ms) Tempo em 48 vCPUs (ms)
Logistic Logistic
K-Means SVM Regression K-Means SVM Regression
Meédia 340.983 639.213 683.157 194.768 372.529 382.952
Cv 3,79% 9,09% 1,00% 2,20% 1,57% 1,12%
1C95%|330.623; 351.344(591.075; 687.352|678.201; 688.113]189.241; 200.295|364.264; 380.795|377.282; 388.622

Pode-se destacar a partir da Tabela 4.7 que os intervalos de confianca sao estreitos,
mesmo para uma confianga de 95%. Isto indica uma certa estabilidade do sistema mesmo
utilizando apenas 5 repeti¢oes de cada configuragao.

Para o dataset de 96GB, destacamos um coeficiente de variagao mais alto que o
normal para o K-Means com 3 workers, podendo representar uma interferéncia nas VMs

em nuvem do Azure causada por alguma anormalidade no hardware fisico. Apesar disto,
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podemos destacar tempos com reducao de 31,06%, 52,41% e 24,85% para o K-Means,

SVM e Logistic Regression, respectivamente.

Tabela 4.8: Caracterizacao dos tempos de resposta da aplicagao de acordo com logs prévios
para uma carga de trabalho de 96GB. Tempos em milissegundos.

E;iec Tempo em 24 vCPUs (ms) Tempo em 48 vCPUs (ms)
Logistic . Logistic
K-Means SVM Regression K-Means SVM Regression
Média 862.059 1.366.995 1.431.853 594.310 650.509 1.219.151
CcvV 69,23% 1,89% 3,72% 8,42% 1,21% 5,66%
1C95%|672.824; 1.051.294|1.356.989; 1.377.000|1.413.395; 1.450.312|573.177; 615.443|644.133; 656.886|1.190.573; 1.247.729

4.6.4 Cenarios 8 ¢ 9

Os cenérios 8 e 9 contam com um total de 10 repeti¢oes para cada experimento
realizado. Considerando um total de 3 diferentes clusters cada, tanto o cenéario 8 quanto
o cenario 9 contam com um total de 30 logs de execugoes prévias cada. Vale lembrar
também que o ambiente de nuvem para estes dois cenérios sao diferentes, sendo o cenario
8 configurado em um ambiente OpenStack de nuvem privada do laboratério Speed da
UFMG, e o cenario 9 configurado na Google Cloud Platform.

A Tabela 4.9 lista as médias, os coeficientes de variagao e os intervalos de confianga
de 95% para os cenarios 8 e 9. Considerando as amostras de logs prévios para 16 nucleos,
destacamos um desvio padrao mais de 3 vezes superior que aqueles encontrados para as
amostras de 12 e 20 niuicleos. Apesar disto, nenhuma das trés configuragoes apresentaram
valores altos para o coeficiente de variagao, nao havendo sobreposi¢ao nos intervalos de

confianca.

Tabela 4.9: Caracterizacao dos logs prévios do cenario 8 e 9

Cenério 8 Cenéario 9
#  Meédia CcvV 1C 95% +# Média cv 1C 95%
48 472.678 0,009 469.373; 475.983 | 12 1.812.070 0.020 1.781.699; 1.842.441

72 315.894 0,009 313.801; 317.988 | 16 1.466.617 0,095 1.361.975; 1.571.260
96 238.258 0,011  236.201; 240.314 | 20 1.289.298 0,030 1.260.431; 1.318.164

No geral, foram realizados experimentos diversificados ao longo desta dissertacao.
Ao todo, foram experimentados 9 cenarios com diferentes aplicacoes e dados para vari-
adas configuracgoes de cluster, conforme detalhado neste capitulo. Ainda, o processo de
validacao e de extrapolacao, duas tarefas distintas de previsao aplicadas nesta dissertagao
foram detalhadas com a finalidade de facilitar o entendimento dos resultados que serao

apresentados no Capitulo 5.
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A estratégia de parametrizacao dos modelos usando logs de execugoes prévias de
cada cenario foi explicada para ambos os modelos fork/join e precedéncia de estagios.
No capitulo seguinte, serao apresentados os resultados das previsoes, seguido de uma
discussao, inclusive, comparando ambos os modelos com o DagSim, modelo de simula¢ao
atual estado-da-arte para previsao de desempenho para aplicacoes Hadoop e Spark. Os
resultados para o DagSim foram cedidos por pesquisadores parceiros do Politecnico di

Milano e publicados por Ardagna et al. [2018].
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Capitulo 5

Resultados Experimentais

Este capitulo apresenta e discute os principais resultados obtidos nos experimentos rea-
lizados conforme metodologia descrita no Capitulo 4. Os experimentos cobrem cenarios
bastante diversificados e representativos de aplicagoes praticas: (i) consultas interativas
Q26 e Q52 do TPC-DS, (ii) algoritmos iterativos como o K-Means, SVM e Logistic Re-
gression, (iii) o multiclassificador, e (iv) uma operacao mais simples porém recorrente em
paralelismo, o wordcount. Ainda, ao considerar trés diferentes ambientes de nuvem, Mi-
crosoft Azure, Google Cloud e uma nuvem privada em OpenStack, este capitulo mostra
de forma variada que o modelo de precedéncia de estagios é uma ferramenta razoavel para
suportar a reconfiguragao dinamica de sistemas paralelos devido a sua boa precisao e ra-
pidez de execugao. Os resultados para os modelos analiticos sao detalhados e comparados
aos resultados do modelo de simulagao DagSim, estado-da-arte para Hadoop e Spark. Os
resultados do DagSim foram cedidos por pesquisadores parceiros do Politecnico di Milano

e publicados por Ardagna et al. [2018].

5.1 Disposicoes gerais

Nas proximas segoes, serao listados os resultados para os cenarios de 1 a 9. Num
primeiro momento, serao apresentados os tempos médios de execucao dos modelos para
cada cenario. Esta informacao serd utilizada durante a discussao dos resultados e da
precisao dos modelos que serao apresentados em seguida. Nas tabelas de resultados, o
maior erro observado é destacado em negrito e o menor erro observado com preenchimento
cinza.

Os resultados dos modelos sao apresentados por cenario na seguinte ordem: (1) mo-
delo de simulagao DagSim; (2) modelo fork/join; (3) modelo de precedéncia de estagios.
O modelo de simulagao DagSim é apresentado primeiro com a finalidade de estabele-
cer a base comparativa para os modelos analiticos fork/join e de precedéncia de esté-

gios. Ainda, cabe ressaltar que a abordagem do modelo DagSim e do modelo fork/join
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acrescentam ao final das previsoes os atrasos de inicializacao da aplicagao Spark. Desta
forma, o tempo de resposta real (T4 ) compreende o intervalo de tempo entre os eventos
ApplicationStart e ApplicationEnd. Diferentemente, o modelo de precedéncia de estagios
considera os tempos relativos a execugao do grafo de estagios da aplicacao e compreende
o intervalo de tempo entre os eventos Spark ListenerStageSubmitted do primeiro estagio
e SparkListenerStageCompleted do dltimo estagio.

E importante notar que o modelo fork/join foi executado apenas para os cenérios
1 e 2 conforme sera explicado na proxima se¢ao. Jé, o modelo de simulagao DagSim foi
executado para os cenarios 1 a 7, tendo em vista que estes foram os cenarios avaliados
e publicados pelos autores do modelo. Os cenarios 8 e 9 foram exclusivamente prepara-
dos para esta dissertacao e para a avaliacao do modelo de precedéncia de estagios com

aplicagoes de alta demanda por recursos e com maior grau de paralelismo.

5.2 Tempo médio de execucao dos modelos

A Tabela 5.1 apresenta os tempos de resposta médios (T.) e os coeficientes de
variacao para 10 execugoes do modelo para cada configuracao as quais foram aplicados.

Os tempos sao apresentados em milissegundos.

Tabela 5.1: Tempo médio de execucao dos modelos e coeficientes de variagao

Fork/Join Task Precedence DagSim

Scemario ol OV T, (ms) OV T, (ms)  CV
1 313 259 535 1196 3,085.29 5.54
2 267 298 459 481 76345 597
3 - - 626 395 3264.96 1.43
4 - - 508 272 81547 2.0
5 ~ - 942 3197 123811 91.56
6 ~ - 2838 2920 2417.94 84.10
7 S - 5082 36.64 4,923.00 87.35
8 S - 13937 5212 ; ;
9 ~ - 12382 1253 ; ;

Observa-se a partir dos tempos médios de execucao que os modelos analiticos sao,
em alguns casos, até 3 ordens de magnitude mais rdpidos que o modelo de simulagao
DagSim. Com tempos na casa dos milissegundos, é interessante a utilizacao de ambos
modelos na reconfiguragao dinamica desde que os mesmos apresentem precisao satisfatoria
para tal. A precisao dos modelos em cada cenério aos quais foram aplicados é feita nas

secoes a seguir.



5.3. Cenarios 1 e 2 (VMs D12v2) 66

5.3 Cenarios 1 e 2 (VMs D12v2)

5.3.1 Modelo de simulagao DagSim

Esta subsecao apresenta os resultados cedidos pelos pesquisadores do Politecnico
di Milano sobre o modelo de simulacao estado-da-arte para previsao de desempenho de
aplicagoes paralelas Hadoop e Spark para os cenarios 1 e 2. Estes resultados foram
publicados por Ardagna et al. [2018] e servem de comparativo na avaliacao dos resultados
dos modelos fork-join e precedéncia de estagios para esta segao. Os resultados para este

modelo sao dispostos na Tabela 5.2.

Tabela 5.2: Validagao com o modelo DagSim (cluster homogéneo)

# Cenario 1 Cenario 2
Nicleos TRcal (S) TP're'uisto (S) Erro TRcal (S) TP're'uisto (S) Erro

12 722,2 682,3 5,5% 719,9 716,0 0,6%
16 582.9 526,55  9,7% 562,7 559,6  0,6%
20 515.9 455,3 11,8% 471,8 468,3 0,8%
24 447.6 3943  11,9% 417,7 4153 0,6%
28 415.7 348,4 16,2% 364,1 360,7  0,9%
32 366.1 3124 14,7% 324,7 3223 0,7%
36 306.1 290,3 5,2% 306,8 304.2  0,9%
40 287.5 270,3  6,0% 275,2 273,1  0,8%
44 259.7 250,6 3,5% 258,8 257,0 0.7%
48 248.6 249,0 -0,1% 250,0 248,3 0,7%
52 220.2 2210  -04% 226,1 2242 0,8%

Para o cenario 1, o DagSim apresentou um erro médio de 7,27% com erro absoluto
minimo de 0,10% e erro absoluto maximo de 16,20%. Pra o cenario 2, os erros foram bem
inferiores, todos abaixo de 1%, o que destaca a precisao do modelo de simulacao para este
cenario. O DagSim apresentou erro absoluto médio de 0,74%, com erro absoluto maximo

igual a 0,9% e erro absoluto minimo igual a 0,6%.

5.3.2 Modelo fork/join

Esta subsecao traz os resultados das previsoes para o modelo fork/join para os
cenarios 1 e 2, com execucao em clusters homogéneos de maquinas virtuais Microsoft
Azure D12v2, cada uma com 4 nucleos. Os clusters variam de 3 nos (12 nucleos) até 13
nos (52 nucleos). Para o fork/join, foram realizados apenas experimentos de validagao.

Os resultados podem ser vistos na tabela Tabela 5.3.
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Tabela 5.3: Validagdo com o modelo fork/join (cluster homogéneo)

# Cenario 1 Cenario 2
Nicleos TRe(Ll (S) TPTe'uisto (S) Erro TReal (S) TPrevistO (S) Erro

12 722,2 1.945,3 -169,4% 719,9 2.041,5 -183,6%
16 582.9 1573.8 -170,0% 562,7 1763,2 -213,3%
20 515.9 1408.9 -173,1% 471,8 1.454,2 -208,2%
24 447.6 1266.4  -182,9% 417,7 1.3354  -219,7%
28 415.7 1138.7  -173,9% 364,1 11728 -222.1%
32 366.1 1037.4 -183,4% 324,7 1.068,4 -229,0%
36 306.1 953.8 -211,6% 306,8 1.004,2 -227,3%
40 287.5 903.9  -214,4% 275,2 920,0  -234,3%
44 259.7 855.1 -229.3% 258,8 884,2 -241,7%
48 248.6 865.7 -248.2% 250,0 857,7 -243.1%
52 220.2 784.5 -256,3% 226,1 805,6 -256,3%

Apesar de rapido, o modelo fork/join se mostrou impreciso para prever o tempo
de resposta para aplicagoes Spark em todas as configuracoes de cluster experimentadas.
Deve-se ressaltar aqui que, de acordo com os resultados, o modelo nao captura detalhes
suficientes da estratégia de execucao paralela do Spark. Trata-se de um modelo que usa
como pardmetros apenas o tempo médio de resposta em um tunico nicleo (vCPU) e a
quantidade total de niicleos do sistema paralelo para produzir uma previsao.

A justificativa aqui é que o modelo superestima o tempo de resposta por computar
atrasos para os passos de sincronizagao de forma repetida quando a demanda por recursos
¢ elevada. Como geralmente os estigios Spark sao separados em intimeras tarefas e cada
nicleo de processamento s6 pode executar uma tarefa por vez, o modelo fork/join pode
acabar por considerar cada rodada de tarefas como um passo passivel de sincronizacao.
Isto causa uma inflagao nos valores dos atrasos de sincronizagao que nao reflete o que de
fato acontece internamente no Spark.

A execugao do modelo fork/join apresentou tempos de resposta abaixo dos 5 milis-
segundos. Entretanto, devido a baixa precisao em cenarios simples, como os cenérios 1 e
2 de clusters homogéneos, a analise da rapidez do modelo torna-se dispensavel. Também,
opta-se por nao executar o modelo fork/join para os demais cenérios tendo em vista os
resultados ruins para as previsoes usando o modelo para um cenério relativamente mais

estavel que os demais.

5.3.3 Modelo de precedéncia de estagios

De forma similar & subsecao anterior, esta subsecao apresenta os resultados das
tarefas de validacao e extrapolacao do modelo de precedéncia de estagios para os cenérios
1 e 2. Note que para as extrapolacoes foram considerados o menor ntimero de nicleos,

i.e., 12, como referéncia para a extrapolacao do tipo A, um nimero intermediario, i.e., 32,
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para a extrapolacao do tipo B e o maior ntimero de nticleos considerados nestes cenarios,
i.e., 52, para a extrapolagao do tipo C. Os trés valores de referéncia aparecem na tabela
marcados com REF nas colunas correspondentes a resultados de extrapolacao.

Os erros para os experimentos de cada configuracao sao apresentados na Tabela 5.4.
Para cada tarefa de previsao, o maior erro observado estd em negrito, e o menor com
preenchimento cinza. Em seguida, é apresentada uma sumarizacao dos erros para este
cenario tanto para as validagoes quanto para as extrapolacbes. A sumarizacao contém

erros médios, maximos, minimos e desvio padrao.

Tabela 5.4: Validagao e Extrapolagao com o modelo de precedéncia de estagios (cluster
homogéneo)

Nucleos Threar Validagao Extrapolagdo A Extrapolagao B Extrapolagao C
(s) Tprev(s)  Erro  Tpreu(s) Erro  Tpreu(s) Erro  Tpreu(s) Erro

Cenério 1 - Q26

12 660,8 690,2  -4,4% REF. REF. 670,9  -1,5% 7223 -9.3%
16 534,8 543,9 -1,7% 495,7 7,3% 511,4 4,4% 555,4 -3,9%
20 454,1 469,0 -3,3% 401,56 11,6% 417,0 8,2% 454,3  -0,04%
24 385,7 398,3 -3,3% 334,6  13,2% 347,8 9,8% 375,1 2,7%
28 354,2 367,2 -3,7% 289,6 18,2% 303,1 14,4% 324,9 8,3%
32 304,1 316,5  -4,1% 259.2  14,8% REF.  REF. 290,4 4,5%
36 244,3 256,1  -4,8% 231,4 5,3% 239,6 1,9% 259,0 -6,0%
40 225,5 236,8  -5,0% 217,8 3,4% 223,8 0,8% 2447 -8,5%
44 199,0 209,6  -5,3% 199,7 -0,4% 206,4 -3,7% 2226 -11,9%
48 186,7 1972 -5,6% 185,7 0,5% 193,7 -3,7% 207,1  -10,9%
52 170,6 1814 -6,3% 169,7  0,5% 1732 -1,5% REF.  REF.
Cenario 2 - Q52
12 658,5 660,8  -0,3% REF. REF. 693,5 -5,3% 741,8  -12,6%
16 515,3 517,3  -0,4% 512,5 0,5% 523,7 -1,6% 566,2 -9,9%
20 410,6 4127 -0,5% 4084  0,5% 4205 -2,4% 4484  -9.2%
24 356,3 358,3  -0,6% 347,0 2,6% 355,5 0,2% 379,9 -6,6%
28 302,8 304,7  -0,6% 300,0 0,9% 304,9 -0,7% 328,1 -8,4%
32 263,1 265,0 -0,7% 267,2 -1,6% REF. REF. 291,3  -10,7%
36 245,1 2470  -0,8% 237,1 3,3% 241,2 1,6% 258,3 -5,4%
40 213,4 2152 -0,8% 220,3  -3.2% 2239  -4,9% 2404  -12,7%
44 198,1 200,2 -1,1% 203,7  -2,8% 2071 -4,5% 2229  -12,5%
48 188,9 190,7 -1,0% 188,8 0,1% 192,3 -1,8% 205,6 -8,8%
52 1774 179,3 -1,1% 173,9 2,0% 175,5 1,1% REF. REF.

Tabela 5.5: Sumarizagao dos erros dos cenarios 1 e 2 (cluster homogéneo)

Erro para a consulta Q26 Erro para a consulta Q52
Validagdo Ext. A Ext. B Ext. C | Validacado Ext. A Ext. B Ext. C
Média 4,3% 7,5% 5,3% 6,6% 0,70% 1,80% 2,40% 9,70%
MIN 1,7% 0,4% 0,8% 0,0% 0,30% 0,10%  0,20% 5,40%
MAX 6,3% 18,2% 14,4% 11,9% 1,10% 3,30% 5,30% 12,70%
Desv. Padrao 1,3% 6,6% 4,3% 3,8% 0,30% 1,20% 1,80% 2,50%

Considerando todas as configuragoes de cluster para o cenario 1, tanto a validagao
quanto a extapolacao apresentaram erros médios abaixo de 10%. No caso da validacao o
erro médio do cenario foi de apenas 4,3% com um desvio padrao de 1,3%. Estes resultados
refletem a pequena diferenga entre o erros absolutos minimo e maximo da validagao para a
consulta 26, com valores de 1,3% e 6,3%, respectivamente. Para as extrapolagoes, o maior
erro médio encontrado foi de 9,70% para a extrapolacao do tipo C. Ja, o erro absoluto

maximo aconteceu para a extrapolagao tipo A, com 18,2% de erro para a configuracao
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de 28 niicleos. Ainda, estes erros sao condizentes com o esperado para modelos analiticos
de previsao de desempenho para sistemas paralelos em cenérios praticos [Menasce et al.,
2004].

Mais especificamente, ja era esperado que as validagoes apresentassem uma maior
precisao que as extrapolagoes. Isto se justifica pelo fato de as extrapolagdes terem como
referéncia para a construcao das entradas logs de execucoes prévias em configuracoes
diferentes da qual se deseja prever. Estas diferencas também sao notadas a partir do
desvio padrao dos erros, que possuem uma maior variabilidade para a extrapolacao.

Nas trés extrapolacoes, a que usou o menor nimero de ntcleos como referéncia
(extrapolagdo A) foi a que levou aos maiores erros. Uma justificativa para este fato é a
incidéncia de mais contencao de recursos, o que pode causar uma maior variabilidade nos
tempo de resposta das tarefas e, consequentemente, uma maior variabilidade nos tempos
de resposta dos estagios.

Considerando que o cenario 2 possui uma menor quantidade de paralelismo en-
tre estagios, conforme apresentado na Se¢ao 4.5, é possivel observar nos resultados uma
tendéncia a menores erros para as previsoes (exceto para a extrapolacao C). A validagao
apresentou erro médio de 0,70%, com erro absoluto minimo igual a 0,3% e erro absoluto
maximo igual a 1,1%, o que representa uma precisao melhor que o esperado para o mo-
delo. Além computar menos atrasos devido a um grafo de precedéncia mais simples, este
cenario também possui uma menor variabilidade nos tempos de resposta reais medidos e
apresentados na Secao 4.6 relativos as execugoes prévias da consulta 52 para o cenario 2.
Ambas as caracteristicas afetam consideravelmente a precisao da validacao e da extrapo-
lagao. E importante pontuar que mesmo para a extrapolacao do tipo C, que apresentou
erros maiores que as demais previsoes, os erros sao ainda razoavelmente baixos, com erro
absoluto minimo igual a 5,4% e erro absoluto maximo igual 12,7%.

O modelo de precedéncia de estagios se mostrou bem melhor que o modelo fork /join
e apresentou resultados satisfatérios tanto para a validacao quanto para a extrapolacao
para os cenarios 1 e 2. Isto se deve ao fato de o modelo de precedéncia de estagios capturar,
além das demais caracteristicas, as relagoes de precedéncia entre os estégios no Spark.
Desta forma, o modelo é capaz de contabilizar ambos os atrasos por contengao de recursos
durante a solugao da aproximagao do MVA quanto os atrasos relativos a sincronizagao
refletidos pelas relagoes de precedéncias entre os estagios, dadas as probabilidades de
execugao concorrente dos estagios.

Os resultados do modelo de simulagao DagSim suportam ainda mais nossa afirma-
tiva de que o modelo de precedéncia de estagios é satisfatorio em precisao para previsao
do tempo de resposta de aplicagoes Spark. Para o cenario 1, o modelo DagSim apresentou
erro médio de aproximadamente 7,73% enquanto que o modelo de precedéncia de estagios
apresentou erro médio de 4,31% para a tarefa de validacdo. Para o cenario 2, o erro médio

foi de 0,74% para o DagSim e de 0,72% para o modelo de precedéncia de estagios também
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para a tarefa de validagao.

Para as tarefas de extrapolagao, o modelo de precedéncia de estagios apresentou
erros mais elevados, com erro absoluto maximo de 18,2% (extrapolagao tipo A) e 12,7%
(extrapolagao tipo C) para os cenérios 1 e 2, respectivamente. Apesar de valores mais
elevados, os resultados sao bastante satisfatorios. Conforme afirmado por Menasce et al.

[2004], modelos analiticos comumente apresentam erros na previsao de até 30%.

5.4 Cenarios 3 e 4 (VMs A3)

5.4.1 Modelo DagSim

Esta subsecao apresenta os resultados cedidos pelos pesquisadores do Politecnico
di Milano sobre o DagSim para os cenarios 3 e 4 de contencao de recursos. Estes resul-
tados servem de comparativo na avaliacao dos resultados do modelo de precedéncia de
estégios para esta secao. Cabe ressaltar que no cenério de contencao de recursos o tempo
dispendido na inicializacao da aplicacao e na alocacao dos recursos foi, no geral, maior
que nos demais cenarios. Isto é refletido na diferenca entre os tempos reais medidos para
o DagSim e para o modelo de precedéncia de estagios. O modelo de simulagao acresce tais
atrasos ao final das previsoes enquanto que o modelo de precedéncia de estagios apenas
considera o intervalo de tempo relativo a real execugao da aplicagao. Os resultados para
o DagSim sao dispostos na Tabela 5.6.

Para o cenario 3, o DagSim apresentou erro médio de 2,95%, com erro absoluto
maximo igual a 7,10% e erro absoluto minimo igual a 0,01%. Ja, para o cenério 4, este
modelo apresentou erros abaixo de 1,2% (exceto para 30 nucleos, que apresentou 11,6%
de erro devido a instabilidade desta configura¢ao observavel pelos logs). Considerando os
resultados, pode-se dizer que o DagSim é um modelo bastante estavel, que captura, inclu-
sive, caracteristicas comuns em cenarios de contengao de recursos como os representados

pelo cenario 3 e 4.
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Tabela 5.6: Validagdo com o modelo DagSim (contengao de recursos)

# +# Cenério 3 Cenéario 4

Nos  Nucleos | Treat (8)  Tprrevisto (8) Erro Treat (8) Trrevisto (s)  Erro
3 6 2532,3 2538,5  -0,3% 2.158,9 2.153,0 0,3%
3 8 2071,2 2086,1 -0,7% 1.709,2 1.702,5 0,4%
4 10 1778,8 1778,6  0.01% 1.327.4 1.316,3 0,8%
4 12 1690,6 17045 -0,8% | 1.124,5 11174 0,6%
5 14 1.439,3 1.4529 -0,9% 976,4 970,5 0,6%
5 16 1.271,6 1.281,0 -0,7% 884,9 880,4 0,5%
6 18 1.127,2 1.152,9 -54% 816,5 809,8 0,8%
6 20 1.093,6 1.095,2 -0,1% 738,8 733,3 0,7%
7 22 996,7 1.050,4 5,4% 667,9 663,3 0,7%
7 24 911,2 933,99 -2,5% 620,1 615,8 0,7%
8 26 720,8 7356  -2,1% 572,1 568,4 0,6%
8 28

9 30 658,8 691,6 -5,0% 525,9 465,0 11,6%
9 32 629,8 643,7 -2.2% 492,3 4879 0,9%
10 34 625.8 647.6  -3.5% 462,2 4574 1,0%
10 36 577.4 602.9 -4.4% 4421 439,3 0,6%
11 38 546.6 572.1  -4.7% 438,7 436,8 0,4%
11 40 530.6 555.2  -4.6% 418,4 415,6 0,7%
12 42 488.4 510.6 -4.6% 392,1 390,2 0,5%
12 44 470.7 493.8  -4.9% 383,7 379,5 1,1%
13 46 446.4 455.2 -2.0% 378,4 380,1 -0,4%
13 48 430.5 460.9 -7.1 362,8 359,3 1,0%

5.4.2 Modelo de precedéncia de estagios

O cenario 4 possui caracteristicas diferentes do sistema paralelo para as mesmas
consultas Q26 e Q52 apresentadas para o cenario 1 e 2. Nestes cenarios, os clusters
explorados nao sao homogéneos. Mais especificamente, os nés nao possuem a mesma
quantidade de nucleos de processamento (vCPU), além de representar um cenario de
contencao de recursos simulada. Desta forma, as aplicacoes destes cenarios enfrentaram
situagoes em que os nicleos e a memoria RAM ja estavam alocados para outros processos,
0 que causou uma maior heterogeineidade no sistema paralelo.

Note que para as extrapolagoes foram considerados o menor ntumero de ntcleos,
i.e., 4 n6s e 10 nicleos, como referéncia para a extrapolacao do tipo A, um numero
intermediario, i.e., 9 nés e 30 nicleos, para a extrapolagao do tipo B e o maior niimero de
ntcleos considerados nestes cenarios, i.e., 13 nés e 48 nicleos, para a extrapolacao do tipo
C. A Tabela 5.7 apresenta os resultados para cada configuracao testada para os cenérios 3
e 4, e a Tabela 5.8 sumariza estes resultados, apresentado erros médios, minimo e maximo
(assim como desvio padrao) para previsao e extrapolagao, para cada cenario.

Considerando a validagao, o cenério 3 apresentou erro médio baixo com valor igual a
2,5%, com erros absolutos minimo e maximo de 0,2% e 5,5%, respectivamente. O cenério
4, apresentou erro médio, maximo e minimo ainda mais baixos, seguindo a tendéncia
apresentada e justificada para os cenarios 1 e 2. Tanto os cenérios 1 e 2, quanto os cenarios

3 e 4 possuem como aplicacao paralela as mesmas consultas Q26 e Q52 do TPC-DS.
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Tabela 5.7: Validagao e extrapolagao nos cenarios 3 e 4 (contencao de recursos)

No6s Nucleos Trear Validagao Extrapolacdo A Extrapolacado B Extrapolagao C
(s) Tprev(s) Erro Tprew(s) Erro  Tprew(s) Erro  Tpreo(s) Erro
Cenario 3 - Q26
4 10 1.718,5 1.763,6 -2,6% REF. REF. 1.788)5  -4,1% 1.753,7  -2,0%
4 12 1.632,3 1.674,5 -2,6% 1.517,3 7,0% 1.518,9 6,9% 1.463,0 10,4%
5 14 1.381,1 1.414,0 -2,4% 1.321,8 4,3%  1.305,7 55% 1.262,9 8,6%
5 16 1.214,0 1.243;3 -24% 1.171,3 3,5% 1.163,5 42% 1.119,1 7,8%
6 18 1.069,5 1.099,8 -2,8%  1.039,7 2,8% 1.036,4 3,1% 995,6 6,9%
6 20 1.036,2 1.064,2 -2,7% 936,8 9,6% 936,6 9,6% 908,6  12,3%
7 22 936,4 963,2 -2,9% 866,7 7,4% 868,9 7,2% 829,1 11,5%
7 24 850,6 874,8 -2,8% 805,4 5,3% 803,4 5,5% 766,0 9,9%
8 26 657,4 682,2 -3,8% 57,6  -15.2% 757,6  -152% 7156  -8,9%
9 30 593,6 617,6  0,8% 658,4 -10,9% REF REF. 639,0  -7,6%
9 32 565,6 589,0 -3,3% 627,6 -11,0% 629,9 -11,4% 605,6  -7,1%
10 34 561,4 584,3  5,2% 599,6  -6,8% 588,0  -4,7% 562,6  -0,2%
10 36 511,2 532,4  1,6% 565,2 -10,6% 565,3 -10.6% 536,0  -4,9%
11 38 482,3 503,1 -1,0% 557,1 -15,5% 544,5 -12.9% 5279  -9,5%
11 40 466,3 4873  4,1% 520,5 -11,6% 517,1  -10.9% 496,5  -6,5%
12 42 425,2 4473  -0,6% 4918 -15,7% 4946 -16.3% 468,9 -10,3%
12 44 406,3 4276  0,2% 492,0 -21,1% 486,1 -19,6% 461,4 -13,6%
13 46 383,2 405,6 -1,1% 472,0 -23,2% 455,1 -18,8% 4355 -13,6%
13 48 367,2 387,5 -5,5% 459,0 -25,0% 4521 -23,1% REF. REF.
Cenério 4 - Q52
4 10 1.270,6 1.276,4 -0,5% REF. REF. 13545 -6,6% 1.370,8 -7,9%
4 12 1.067,4 1.072,5 -05% 1.0758 -0,8% 1.141,7 -7,0% 1.152,0 -7,9%
5 14 918,9 924,0 -0,6% 9297 -1,2% 986,8  -7,4% 993,0 -8,1%
5 16 827,7 832,6 -0,6% 822,7 0,6% 869,7  -5,1% 873,8  -5,6%
6 18 759,6 764,8 -0,7% 728,3  4,1% 775,1 -2,0% 780,7  -2,8%
6 20 682,0 687,3 -0,8% 653,7  4,1% 6939 -1,7% 700,3  -2,7%
7 22 608,7 613,6 -0,8% 605,6 0,5% 638,9  -5,0% 6475  -6,4%
7 24 561,2 566,2 -0,9% 553,6 1,4% 588,6  -4,9% 589,9  -5,1%
8 26 508,0 512,77 -0,9% 527,6 -3,9% 561,7 -10,6% 559,8 -10,2%
8 28 474,2 478,8 -1,0% 4798  -1,2% 509,8  -7,5% 510,8  -7,7%
9 30 461,8 466,6 -1,0% 457,7 0,9% REF. REF. 4830  -4,6%
9 32 428,0 4327 -1,1% 429.2 -0,3% 453,7  -6,0% 4593  -7,3%
10 34 397,8 402,5 -1,2% 402,8  -1,3% 4241 -6,6% 431,1  -8,4%
10 36 377,9 382,6 -1,2% 379,3  -0,4% 3995  -5,7% 4059  -7,4%
11 38 375,6 380,2 -1,2% 3779  -0,6% 3975  -5,8% 4030  -7,3%
11 40 354,3 359,1 -1,4% 3545 -0,1% 370,2 -4,5% 3754  -6,0%
12 42 329,5 3342 -1,4% 328,7 0,2% 3462  -5,1% 3524  -6,9%
12 44 321,3 3259 -1,4% 328,7  -2,3% 3441 -7,1% 351,2  -9,3%
13 46 314,2 318,8 -1,5% 303,6 3,4% 321,8 -2,4% 3247 -3,3%
13 48 300,4 305,0 -1,5% 303,7 -1,1% 321,2  -6,9% REF. REF.

Tabela 5.8: Sumarizagao dos erros dos cenérios 3 e 4 (contengao de recursos)

Erro para consulta Q26

Erro para consulta Q52

Validagdo Ext. A Ext. B Ext. C | Validagdgo Ext. A Ext. B Ext. C
Meédia 25% 11.5%  10.5% 8.4% 1.0% 1.5% 5.7% 6.6%
MIN 0.2% 2.8% 3.1% 0.2% 0.5% 0.1% 1.7% 2.7%
MAX 55%  25.0% 23.1%  13.6% 1.5% 41%  10.6% 10.2%
Desv. Padrao 1.5% 6.6% 6.0% 3.6% 0.3% 1.4% 2.1% 2.1%

Com relagao as extrapolacoes, pode-se notar que os erros médios e os erros méxi-

mos sao maiores para os cenarios 3 e 4 que para os cenarios 1 e 2. Isto se justifica pelo

incidéncia de uma maior contengao de recursos para os cenarios 3 e 4, que, consequente-

mente, causa uma maior variabilidade nos tempos de resposta medidos para as tarefas e

os estagios, dificultando as previsoes para configuracoes diferentes dos logs prévios usados

como referéncia. Apesar disso, os resultados das extrapolagdes se mantiveram dentro do

esperado para modelos analiticos de previsao de desempenho de sistemas paralelos.
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5.5 Cenarios 5, 6 e 7 (VMs D4v2)

5.5.1 Modelo DagSim

Esta subsecao apresenta os resultados do DagSim cedidos pelos pesquisadores do
Politecnico di Milano para os cenérios 5, 6 e 7 baseados em algoritmos comuns em aprendi-
zado de maquina (K-Means, regressao logistica e SVM) para diferentes volumes de dados.
Parte destes resultados foram publicados por Ardagna et al. [2018] e servem de compa-
rativo na avaliagao dos resultados do modelo de precedéncia de estagios para esta secao.

Os resultados para este modelo sao dispostos na Tabela 5.9.

Tabela 5.9: Validacao nos cenarios 5, 6 e 7

24 nucleos 48 nucleos
Volume | Trear (S) Tprev (8) erro | Trear  Tprew (S)  erro

Cenario 5 - K-Means

8GB 99,0 75,6 23,6% 90,3 70,3 22,1%

48GB 342,2 364,6 -6.5%| 195,0 219,2 -12.4%

96GB 862,1 788,4 8,5%| 594,3 746,2 -25,6%
Cenario 6 - Regressao Logistica

8GB 164,6 156,1 5,1%| 166,5 156,5  6,0%

48GB 669,4 671,7 -0,3% | 368,2 362,9 1,4%

96GB | 1.418,8 1.4049 0,9%|1.200,7 1.193,9  0,5%
Cenéario 7 - SVM

8GB 190,9 167,7 12,2%| 189,7  164,0 13,5%
48GB 356,7  358,1 0,4%|3.7250 3522  5.4%
96GB | 1.367,0 1.323,9 32%| 650,5 6354  2,3%

O erro médio para o cenério 5 (K-Means) foi de 16,45%, enquanto que o cendrio 6

(regressao logistica) apresentou erro médio de 2,37% e o cenario 7 (SVM) de 6,17%.

5.5.2 Modelo de precedéncia de estagios

Com configuragoes homogéneas de 24 nucleos (3 nos) e 48 nicleos (6 nos) e tama-
nhos de dados variando entre 8GB, 48GB e 96GB, estes cenérios apresentaram resultados
razoaveis para as previsoes, salvo algumas excegoes. Para estes cenarios, as extrapolacoes
sao feitas de 24 ntcleos para 48 nucleos e de 48 nucleos para 24 nicleos, tendo em vista
que estas sao as duas configuracoes de cluster experimentadas. Sendo assim, esta tabela

é organizada de forma diferente dos cenérios anteriores. Os resultados sao exibidos na
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Tabela 5.10.
Tabela 5.10: Validacao e extrapolagao nos cenérios 5, 6 e 7
24 ntcleos 48 nicleos
Validagao Extrapolacao Validagao Extrapolacao

Volume | Trear () Tprev (8) Erro Tprev (s) Erro Treai  Tprev (8) Erro Tprev (s) Erro

Cenaério 5 - K-Means

8GB 83,4 81,9 1,8% 73,8 11,5% 75,3 74,0 1,7% 81,7 -8,5%

48GB 326,3 325,1 0,4% 3519 -7,8%| 180,1 178,8 0,7% 180,0 0,1%

96GB 847,0 8459 0,1%  1.148,3 -35,6% | 575,1 572,9 0,4% 523,0 9,1%
Cenario 6 - Regressao Logistica

8GB 164,7 159,5 3,2% 160,7  2,4%| 166,6 161,0 3,4% 159,2 4,4%

48GB 669,5 664,4 0,8% 7052 -5,3%| 368,3 362,5 1,6% 368,4 -0,03%

96GB | 1.418,9 14141 0.3% 2.367,6 -66,9%|1.200.8 1.192,6 0,7%  766.3 36,2%
Cenéario 7 - SVM

8GB 176,3 171,7 2,6% 169,8 3,7%| 174,9 170,2 2,7% 1713 2,1%
48GB 3415  339,3 0,7%  648,0 -89,8%| 3580  353,3 1,3% 210,3 41,3%
96GB | 1.353,5 1.349,6 0,3% 1.216,4 10,1%| 636,0  631,1 0,8% 758,7 -19,3%

Os cenarios 5, 6 e 7 apresentaram erros baixos para as validagoes, com valores de
erros meédios iguais a 0,85%, 1,67% e 1,40% para os cenarios 5 (K-Means), 6 (regressao
logistica) e 7 (SVM), respectivamente. Estes valores para erro na validagdo demonstram
uma precisao mais elevada que o DagSim. Para as extrapolacoes, os erros também foram
razoavelmente baixos. Porém, pode-se observar erros absolutos elevados variando entre
36,2% e 89,9%, para a regressao logistica com 96 GB de dados e para o SVM com 48 GB
de dados. A expectativa para esta situacao é que o DagSim seja mais estavel e preciso, o
que poderia ser validado em trabalhos futuros.

E importante notar que nas extrapolacoes em que o modelo teve precisdo baixa,
os tempos reais de resposta dos algoritmos (T,.q) foram bastante parecidos tanto para
24 quanto para 48 ntucleos. Considerando a maior disponibilidade de recursos para o
cenario com 48 ntcleos, a expectativa era de que os tempos de resposta diminuissem
consideravelmente para estas configuragoes, assim como ocorreu para as demais.

Possiveis justificativas para a instabilidade notada para as configura¢oes mencio-
nadas acima sdo: (i) congestionamento de rede nos dispositivos fisicos onde as maquinas
virtuais estavam alocadas; ii) gargalo causado pela quantidade de memoria disponivel
para as operagoes executadas; iii) gargalo causado por pouco espago disponivel em disco
para essas configuragoes em especifico, o que pode causar atrasos na leitura e escrita de
dados, ou mesmo durante a alocagdo de memoria virtual; iv) falha nas réplicas de da-
dos; v) configuracdo incorreta dos data nodes, mantendo dados apenas em 3 dos 6 nos
disponiveis. Nenhuma destas situacoes é capturada pelo modelo.

Apesar de, em menor quantidade, estes cenéarios apresentarem configuragoes em
que o modelo nao teve boa precisao, as demais configuracoes, em sua maioria com resul-
tados precisos, demonstram que o modelo ¢é satisfatério para a previsao de aplicagoes com
as caracteristicas apresentadas pelo K-Means, regressao logistica e SVM. Como exemplo,

pode-se destacar que a a extrapolacao de 24 ntucleos para 48 niicleos do K-Means apre-
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sentou erro absoluto maximo de apenas 9,1%, como destacado para a carga de trabalho

de 96GB. Para a extrapolacao do mesmo algoritmo, o erro absoluto minimo foi de 0,1%.

5.6 Cenarios 8 e 9 (VMs D12v2)

Estes cenarios apresentam os resultados de um algoritmo de contagem de palavras
com multiplas fontes de dados e de um multiclassificador composto pelos algoritmos SVM,
regressao logistica e Naive-Bayes executando de forma concorrente. Ambos os cenérios
apresentam demanda elevada por recursos, o que pode causar maiores atrasos por con-
tencao de recursos. Por se tratarem de cenérios planejados exclusivamente para avaliar
os modelos analiticos, experimentos do DagSim nao foram executados até entao, podendo
ser realizados em trabalhos futuros. Ainda, de todos os cenarios avaliados, o wordcount
multiplo é o algoritmo com o maior nivel de paralelismo de estagios, conforme descrito na

Secao 4.5. A Tabela 5.11 lista os resultados para as validagoes e extrapolacoes.

Tabela 5.11: Validacao e extrapolagao nos cenarios 8 e 9

Cores Tyear(s) Validagao Extrapolacdo A Extrapolagao B Extrapolacdo C
real Tprevisto(s) Erro Tprevisto(s) Erro Tp're'uisto(s) Erro Tprevisto(s) Erro

Cenério 8

48 474,70  593,5 -25,03% REF. REF. 640,0 -34,83% 685,4 -44,40%

72 317,5 416,3 -31,12% 386,1 -21,62% REF. REF. 445,9 -40,46%

96 239.,7 330,3 -37,82% 286,0 -19,35% 308,3 -28,64% REF. REF.
Cenério 9

12 1.814,0 1.701,3 6,21% REF. REF. 1.811,6 0.13%  1.965,5 -8,35%

16 1.468,6 1.358,7 7,48%  1.276,0 13,12% REF. REF. 1.474,1 -0.38%

20 1.291,2 1.179,3 8,67%  1.020,8 20,94% 1.087,0 15,82% REF. REF.

O cenério 8 apresentou erros razoéveis para a extrapolacao A, na qual logs prévios
do menor tamanho de cluster sao usados como referéncia para extrapolar para tamanhos
maiores de cluster. A validacao e extrapolacao B excederam um pouco o valor conside-
rado razoavel para erro em modelos analiticos (>30%), enquanto que a extrapolagao C
apresentou erros superiores a 40%. Uma justificativa para estes erros mais elevados ¢
similar a apresentada nos cenérios anteriores. Neste caso, o disco se manteve com apro-
ximadamente 90% de taxa de ocupacao, o que prejudica o desempenho individual das
méquinas virtuais, seja na leitura e escrita de dados no disco ou na alocagao de memo-
ria virtual. Além disso, a leitura simultanea de 6 arquivos diferentes do HDF'S pode ter
causado contencao de recursos de disco e rede.

Por outro lado, o cenario 9 se mostrou estavel, com erros inferiores a 21% no pior
dos casos para a extrapolacao. A validacao apresentou erro médio de 7,45%, considerado

bastante baixo para modelos analiticos. Cabe ressaltar que este cenario foi executado em
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um cluster OpenStack na nuvem privada do laboratério Speed/UFMG, que é formada
por clusters compartilhados entre os alunos do laboratério. O modelo de precedéncia de

estagios se mostrou satisfatorio para este cenério.

5.7 Consideracoes finais sobre os resultados

No geral, um total de 85 experimentos de validagao diferentes foram executados
para o modelo de precedéncia de estagios. O erro médio encontrado considerando todos
os cenarios foi de 3,10%. Para a extrapolacao, o nimero de experimentos foi ainda maior,
totalizando 207 experimentos diferentes. Para a extrapolagao, o cenario 8 apresentou o
maior erro médio, com 31,55% de erro, seguido do cenério 7 (SVM), com 27,72% de erro
e do cenario 6 com 19,21% de erro. Todos os demais cenarios apresentaram erro médio
da extrapolacao inferior a 10%.

No proximo capitulo, seré feita uma recapitulagao de forma a elucidar a linha
seguida por esta dissertagao, da proposta até a discussao de resultados. Serao apresentadas
as conclusoes desta dissertacao, tendo como base a proposta e os resultados apresentados
no Capitulo 5. Por fim, serao sugeridos trabalhos futuros, tanto para preencher as lacunas

deixadas por esta dissertacao como para expandir a aplicabilidade dos modelos estudados.
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Capitulo 6

Conclusao

Dadas as caracteristicas da computacao em nuvem e do paralelismo para o processamento
de dados massivos, conforme apresentado no Capitulo 1, a previsao de desempenho de
sistemas paralelos se tornou tarefa importante na garantia da qualidade dos servigos
online e na reducao dos custos de infraestrutura. Ambos os modelos considerados nesta
dissertacao, o fork/join e o precedéncia de estégios, capturam (i) atrasos por contengao
de recursos; e (ii) atrasos por sincronizacao de tarefas, e foram apresentados em detalhes
no Capitulo 3 juntamente com as caracteristicas do Apache Spark, plataforma tolerante
a falhas mais popular para processamento de dados massivos. No caso do modelo de
precedéncia de estagios, os atrasos por sincronizacao de tarefas sao computados levando
em consideracao aspectos da execucao concorrente dos estagios. Para isto, este modelo
utiliza um grafo direcionado aciclico para representar as relagoes de precedéncia entre
os estagios da aplicacao e as probabilidades de execugao concorrente entre os pares de
estagios. J&, o modelo baseado em fork/join é mais simples e ndo captura os detalhes da
precedéncia entre os estagios, tornando-o menos preciso.

A aplicagao de ambos os modelos para a previsao do tempo de resposta de aplica-
¢oes Spark seguiu uma abordagem diferenciada. Nesta dissertacao, algumas das equacoes
dos modelos foram substituidas pelo uso de informagoes extraidas dos logs de execucoes
prévias, o que é considerado geralmente mais preciso [Menasce et al., 2004|. Desta forma,
as entradas para os modelos apresentadas no Capitulo 3 sao construidas através de logs
de execugoes prévias planejadas e executadas em trés ambientes de nuvem diferentes, a
nuvem da Google (Google Cloud), a nuvem da Microsoft (Microsoft Azure) e uma nuvem
privada configurada em OpenStack no laboratério SPEED da UFMG.

Levando em consideracao o erro da previsao e o tempo de execugao do modelo como
métricas de avaliagao dos modelos, os cenéarios experimentais foram apresentados no Ca-
pitulo 4, incluindo detalhes sobre a configuragao dos clusters nos ambientes de nuvem e
as caracteristicas das aplicagoes executadas. Ao todo, 9 cenarios diversos foram experi-
mentados, incluindo ambos clusters homogéneos e heterogéneos, com e sem contencao de
recursos e diferentes volumes de dados. Os algoritmos utilizados contemplam consultas
ad-hoc com paralelismo moderado entre estégios, algoritmos comuns em aprendizado de

maquina, como o K-Means, a regressao logistica, e o SVM, um classificador multiplo com
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alta demanda por recursos e um contador de palavras miltiplo com um maior paralelismo
entre estagios.

As previsoes foram executadas diversas vezes para cada cenario e os tempos médios
de execugao dos modelos foram apresentados no Capitulo 5. Os tempos médios de execu-
¢ao do modelo de simulagao DagSim e os erros de previsao deste modelo foram cedidos por
pesquisadores parceiros do Politecnico di Milano e publicados por Ardagna et al. [2018|.
Os dados deste modelo sao usados para fins de comparagao com os modelos analiticos
avaliados nesta dissertagao.

Também no Capitulo 5 os erros insatisfatorios do modelo fork/join sao apresenta-
dos para os cenarios 1 e 2 e comparados aos erros do modelo de precedéncia de estagios.
Devido & baixa precisao do modelo fork/join, nos cenérios de 3 a 7 0 modelo de precedén-
cia de estagios foi comparado apenas com os resultados do modelo DagSim. Ao final, os
resultados de dois cenarios, os cenérios 8 e 9, ambos com alta demanda por recursos, sao
apresentados apenas para o modelo de precedéncia de estagios. Como trabalhos futuros,
seria interessante executar o DagSim para estes cenarios também para fins de comparagao.

No geral, o modelo de precedéncia de estigios se mostrou satisfatério, com erro
médio de interpolacao, considerando todos os cenarios, de 3,10%. Para a interpolacao, um
total de 85 experimentos diferentes foram executados para 9 cenarios variados. Ja, para
a extrapolagao foram feitos um total de 207 experimentos diferentes. Dentre os cenarios,
o que apresentou os piores resultados para a extrapolacao foi o cenario 8, com o contador
de palavras multiplo, apresentando erro médio de 31,55%, seguido do cenario 7 (SVM),
com 27,72% de erro médio e do cenario 6 com 19,21% de erro médio. Todos os demais
cenarios apresentaram erro médio da extrapolacao inferior a 10%. Para modelos analitico
de desempenho de sistemas paralelos, os erros encontrados sao satisfatorios, dado que
erros de até 30% sao geralmente razoaveis para modelos desta categoria [Menasce et al.,
2004].

A comparacgao de ambos o tempo de execucao e a precisao do modelo com o estado-
da-arte, o DagSim, mostra também que o modelo de precedéncia de estagios é um 6timo
candidato para o uso de previsao de desempenho como suporte & reconfiguracao dindmica
de sistemas paralelos em ambientes de nuvem. Com tempos de execucao do modelo na
casa dos milissegundos, o modelo de precedéncia de estagios é até 3 ordens de magnitude
mais rapido que o DagSim. A aplicacao na reconfiguracao dindmica poderia permitir
tanto a garantia da qualidade de servico de aplicacoes online massivas em dados quanto
a redugao do custo de infraestrutura em nuvem, melhorando a experiéncia dos usuarios e

reduzindo os custos de manutencao dos servigos.
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6.1 Trabalhos futuros

Previsao de desempenho de sistemas paralelos é uma tarefa bastante especifica,
mas também bastante ttil nos dias atuais. Da perspectiva desta dissertagao, sao diversas
possibilidades de trabahos futuros que serao enumeradas nesta secao. Elas variam de
novas estratégias de aplicacao dos modelos, a novos cenérios experimentais, como também
a utilizagao pratica dos modelos para a reconfiguracao dindmica de sistemas paralelos.

Uma possiblidade de trabalhos futuros seria a proposta de novos cenarios expe-
rimentais, explorando aplicagoes com grafos de precedéncia de estagios diferentes dos ja
explorados. Neste caso, seria interessante tanto realizar experimentos para outras consul-
tas ad-hoc do TPC-DS quanto explorar novos algoritmos da MLIib do Spark. De forma
similar, seria interessante também explorar os mesmos algoritmos para outras cargas de
trabalho e outros volumes de dados.

Considerando os cenarios experimentais ja existentes, seria interessante também
executar o DagSim para os cenarios 8 e 9 para fins de comparagao. Estes resultados
seriam bastante importantes para a anélise e discussao dos resultados do cenério 8, que se
mostrou menos preciso que os demais para o modelo analitico de precedéncia de estagios.
Ainda, dadas as inconsisténcias de resultados apontadas para os cenarios 6 e 7, seria
interessante executar os mesmos experimentos em um ambiente de nuvem mais robusto,
evitando impactos causados por contencoes de recursos e com espaco o suficiente livre no
disco.

Uma outra possibilidade é a de explorar outras estratégias de aplicacao de mo-
delos simples como o do fork/join para o Spark. Uma dessas estratégias seria similar
a extrapolacao feita para o modelo de precedéncia de estégios, distribuindo as tarefas
entre a quantidade de nucleos disponiveis no cluster e usar o tempo médio da tarefa para
encontrar uma estimativa para o tempo de cada estagio da aplicagao.

Ainda, seria possivel expandir os experimentos dessa dissertacao com a finalidade
de segmentar os recursos, ao invés de tratar um servidor completo como um centro de
servigo. Assim, a anélise do tempo de resposta levaria em consideracao, individualmente,
as caracteristicas da CPU, da memoéria RAM, do disco e de outros elementos especificos
do sistema paralelo com os estigios trafegando por redes de filas distintas para cada tipo
de recurso representado. Este tipo de analise é perfeitamente possivel e suportada pelo
modelo de precedéncia de estagios.

Também como trabalhos futuros, seria interessante fazer um comparativo da abor-
dagem apresentada com outras ferramentas para melhoria de desempenho de aplicacoes
Hadoop/Spark através de self-tuning, como o Starfish [Herodotou et al., 2011].

Por fim, seria bastante pertinente dar sequéncia a esta dissertacao através da pro-

posta e avaliacao de uma arquitetura de reconfiguracao dinamica de sistemas paralelos
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com a aplicagao do modelo de precedéncia de estégios. Existem diversas abordagens para
seguir a partir daqui. Uma delas consiste no preprocessamento e armazenamento de [ogs
de aplicacoes prévias para consulta e utilizagao em tempo de execucao. Basicamente, um
modulo gerenciador do sistema paralelo alocaria recursos para execugao de uma determi-
nada aplicagao levando em consideracao o tempo de resposta necessario para garantia da
qualidade de servigo. Durante a execucao da aplicacao, em intervalos de tempo prees-
tabelecidos, o moédulo gerenciador do sistema paralelo poderia executar novas previsoes
de tempo de resposta, podendo solicitar o provisionamento ou liberagao de recursos do
sistema paralelo. A primeira situacao se trataria de uma agao proativa para garantia da
qualidade de servigo, de forma que a aplicagao consiga finalizar sua execuc¢ao dentro do
tempo de resposta limite. A segunda situacao permitira a economia de recursos em nuvem
garantindo o tempo de reposta limite. Para isto, seria necessario projetar e implementar
no Spark estratégias de reconfiguragao em tempo de execugao. Possiveis momentos para

ajuste poderiam ser, por exemplo, os intervalos de sincronizacao entre estagios.
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