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“In theory, there is no difference between theory and practice. But in practice, there is.”
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Resumo

Diversos trabalhos têm utilizado algoritmos de aprendizado de máquina e deep learning

para realizar a predição de séries temporais financeiras ou prever a direção de movimento

de preço de ativos, e demonstrado melhor desempenho em relação aos tradicionais métodos

econométricos. Entretanto, ainda não há trabalhos que realizem um estudo sistemático

do resultado histórico das predições a fim de estabelecer um sistema de gestão de risco

(SGR) para operações automatizadas (algotrading).

Este trabalho aplicou algoritmos de aprendizado profundo, especificamente as redes

LSTM e Bi-LSTM, para realizar a predição de limites diários de negociação de um ativo

(valores máximo e mı́nimo do ativo). Um estudo estátistico e sistemático das predições

do modelo nos dados de treino permitiu estimar a probabilidade de acerto, relação de

risco/ganho, bem como mensurar o grau de exposição adequado. As predições de limites

foram utilizadas para filtrar as sugestões de operações de sete estratégias automatizadas

baseadas em cruzamento de médias e osciladores (RSI e MACD).

Simulações foram realizadas em 5 ativos mais negociados da B3 entre 2008 e 2019

(ABEV3, B3SA3, ITUB4, PETR4 e USIM5) e em 7 estratégias automatizadas. Os resul-

tados indicaram que, apesar do grau de incerteza das predições dos modelos, a utilização

do SGR proposto apresentou melhor desempenho em relação ao retorno ĺıquido finan-

ceiro das estratégias em 64% das situações e ganho médio no retorno ĺıquido de 0,31%.

As estratégias que utilizaram SGR e que apresentaram melhor desempenho tiveram um

retorno sobre o capital alocado superior ao baseline estabelecido de buy-and-hold.

Palavras-chave: gestão de risco, algotrading, aprendizado profundo.



Abstract

Machine learning and deep learning algorithms are being used by several studies to predict

future values in financial series or the direction of assets price movements, and proved to

outperform the traditional econometric models. Nevertheless, there are not yet working

papers that conduct systematical analysis of historical predictions in order to establish a

risk management system (RMS) for automated trades (algotrading).

This work employ deep learning algorithms, specifically the LSTM and Bi-LSTM

networks, to predict daily trading ranges of assets (high and low prices). A statistical and

systematical analysis of the predictions allow to estimate the hit probability, risk/gain

ratio, as well to measure more adequate exposure sizes. The range predictions were

applied to filter suggested operations of seven automated trading strategies based on

moving average and oscillatores (RSI and MACD).

Backtestings were performed upon 5 most negotiated assets in B3 between 2008

and 2019 (ABEV3, B3SA3, ITUB4, PETR4 and USIM5). The results pointed that,

despite of the predictions uncertainty of the models, the appliance of RMS outperformed

the strategies in terms of net return in 64% of the cases and demonstrated average gain

of 0,31% in the net return of the strategies. Those strategies that made use of risk

management system and had the best performance for each tested asset also had a net

return over allocated capital greater than the baseline defined as buy-and-hold strategy.

Keywords: risk management, algotrading, deep learning.
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A.19 PETR4 - Gráfico de boxplot do valor de RMSE nos dados de validação agru-

pado por tamanho da janela do modelo . . . . . . . . . . . . . . . . . . . . . . 135
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5.11 Predição de valor máximo - Análise de percentil da distribuição de erros per-

centuais de predição (eliminando 10% das caudas em cada extremidade) . . . 79
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Caṕıtulo 1

Introdução

A palavra risco representa um conceito com diversas interpretações a depender do con-

texto no qual é utilizada. No senso comum, o conceito de risco é geralmente associado à

possibilidade de que algo ruim aconteça, como retrata o Dicionário de Cambridge [2021].

No contexto da área de administração, o Dicionário de Merriam-Webster [2021] define

risco como a chance de uma aplicação financeira perder valor.

De maneira abrangente pode-se entender o risco como sendo a probabilidade de que

o resultado de um evento seja diferente do esperado, tal como a norma ABNT NBR ISO

31000:2018 define: “risco é definido como o efeito da incerteza nos objetivos”. Há de se

notar que um efeito é um desvio em relação ao esperado, podendo ser positivo ou negativo,

criando ou resultando em oportunidades/ameaças. O risco é normalmente expresso em

termos de fontes de risco, eventos potenciais e suas consequências ou probabilidade.

Na área financeira, especificamente no tema de investimentos, a fonte do risco pode

materializar-se em três principais componentes: crédito, liquidez e mercado.

O Conselho Monetário Nacional do Brasil (CMN) define o risco de crédito como

“a possibilidade de ocorrência de perdas associadas ao não cumprimento pelo tomador

ou contraparte de suas respectivas obrigações financeiras nos termos pactuados...” (CMN

[2021]). A t́ıtulo de exemplo, quando um investidor compra um t́ıtulo de d́ıvida de uma

empresa (conhecido por debênture) ou do governo (t́ıtulos público), ele está na realidade

emprestando dinheiro para esses tomadores e sujeito, portanto, ao risco de crédito que é

a probabilidade de que os tomadores não paguem o retorno financeiro esperado.

Ainda segundo o CMN (Resolução 4.090/2012), o risco de liquidez é definido como

“possibilidade de uma instituição não ser capaz de honrar suas obrigações esperadas e

inesperadas, correntes e futuras e decorrentes de garantias, sem afetar suas operações

diárias e sem incorrer em perdas significativas, além da possibilidade de não conseguir ne-

gociar a preço de mercado uma posição, em razão de alguma descontinuidade do mercado”

(CMN [2021]). Pode-se exemplificar o risco de liquidez na seguinte situação: suponha que

alguém possua patrimônio na forma de um imóvel e uma aplicação de poupança. Caso

esta pessoa queira obter o valor financeiro desses dois investimentos, necessitará prova-

velmente de mais tempo para realizar a venda do imóvel do que sacar recurso da conta

poupança. Entende-se, portanto, que a poupança é um investimento mais ĺıquido do que
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o imóvel. Além disso, se esta pessoa desejasse obter o valor financeiro do imóvel rapi-

damente talvez fosse obrigada a vender o imóvel por preço abaixo do valor de mercado,

devido à baixa liquidez. No mercado de ações, uma ação pouco negociada é tratada como

pouco ĺıquida, devido à dificuldade de combinar um agente interessado em vender e outro

em comprar. Desta forma, caso um investidor com um grande volume de ações deseje

vender ao preço de mercado, para que haja total liquidação do volume, pode ser que as

ações sejam negociadas a valores inferiores ao preço desejado. Situação análoga ocorre

quando um investidor deseja comprar um volume muito grande de ações de uma só vez.

Quando a expectativa do valor de venda de uma ação é muito maior que a expectativa

do valor de compra, ou há pouco volume negociado em cada faixa de preço do ativo, este

ativo possui maior risco de liquidez.

Por fim, segundo CMN [2021], o risco de mercado refere-se “a possibilidade de

ocorrência de perdas resultantes da flutuação nos valores de mercado”. De forma mais

abrangente, a oscilação de valores de mercados decorrem da volatilidade das negociações,

ativos pouco ĺıquidos sofrerão também de maior risco de mercado, as quais podem elevar

ou reduzir bruscamente o valor negociado e, portanto, causar prejúızos ou grandes lucros

a depender do posicionamento do investidor. Assim, o risco de mercado é geralmente

quantificado pela volatilidade do preço do ativo, que pode ser calculada como o desvio

padrão do valor do ativo em um peŕıodo de tempo ou intervalo de oscilação do preço do

ativo.

Percebe-se que o tema gestão de risco é central para o funcionamento do sistema

financeiro, tais como fundos de investimentos e instituições financeiras (bancos e coo-

perativas de crédito), bem como para o sucesso de investidores, sejam profissionais ou

amadores. Uma adequada gestão de risco permite maior chance de sucesso nos investi-

mentos e a evolução do patrimônio ao longo do tempo.

A utilização de técnicas de aprendizado profundo para fins de gestão de risco é uma

área ainda pouco explorada na literatura e, portanto, espera-se que este estudo explore

o impacto dessas técnicas para gestão de risco de operações automatizadas (algotrading)

na bolsa de valores.

1.1 Motivação

Uma das técnicas mais utilizadas para medir o risco de um portfolio ou ativo é

o VaR - Value at risk (Morgan [1996]). Em linhas gerais, este método calcula a perda

máxima esperada em um determinado peŕıodo de tempo e nivel de confiança. Por exemplo,

suponha um investidor que tenha em seu portfólio R$ 100 mil em ações de uma única
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empresa e que tenha calculado um VaR mensal para esse portfólio com 95% de confiança

de R$ 2 mil. Isto significa que a cada mês há 95% de chance de que o portfólio desse

investidor não perca mais que R$ 2 mil de seu valor, e como seu portfólio consiste apenas

nas ações de uma única empresa, esta mensuração de risco reflete em última instância o

risco de mercado daquele ativo.

O VaR permite gerenciar o risco da perda esperada em um determinado intervalo

de confiança, mas não fornece muita informação sobre a cauda da distribuição de proba-

bilidade, que seriam, para o exemplo dado, os outros 5% dos eventos que poderiam levar

a perdas maiores do que os R$ 2 mil.

Diversos trabalhos têm sido apresentados utilizando técnicas de aprendizado de

máquina e aprendizado profundo para prever a direção de movimento de um ativo no

futuro. De certa forma, ao limitar a questão a um problema de classificação (preço doa

ativo sobe ou desce), estes trabalhos visam reduzir o risco de perda em investimentos

realizados. Ao projetar que o valor de um ativo possa cair em um determinado horizonte

de tempo, um investidor pode decidir não comprar o ativo naquele momento, caso sua

estratégia seja de buy-and-hold, ou até mesmo realizar uma operação de venda a descoberto

(short).

Outros trabalhos, porém, conforme será apresentado nos caṕıtulos seguintes, fo-

caram na previsão do preço de fechamento de ativos em um determinado horizonte de

tempo. Este tipo de abordagem, a qual já trata o problema como uma regressão, permite

apurar por meio do erro de predição e, de forma mais aprofundada, o resultado obtido.

Estes trabalhos também possibilitam realizar uma gestão de risco de investimentos, mas

ainda não estruturam sistematicamente o processo de previsão do valor em um arcabouço

de sistema de gestão de risco.

Verifica-se, portanto, que a aplicação de algoritmos de aprendizado profundo para

gestão de risco em investimentos é ainda uma área pouco explorada. A previsão do

intervalo de variação futuro de preços (valor máximo e mı́nimo) relacionado a determinado

ativo para fins de gestão de risco seria uma abordagem pioneira. Tal previsão poderia

auxiliar o investidor sobre o momento mais adequado de iniciar uma operação de compra

ou venda, ou no caso de sistemas automatizados de transação, selecionar as operações

com maior chance de sucesso, a fim de maximizar os ganhos de cada operação sinalizada

pela estratégia.
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1.2 Objetivos do trabalho

O objetivo deste trabalho é estruturar um arcabouço modularizado de gestão de

risco de operações automatizadas na bolsa de valores. Para isto, serão utilizadas ar-

quiteturas e técnicas de aprendizado profundo, especificamente redes LSTM e BiLSTM,

incorporando mecanismo de atenção, para prever o intervalo de valor de negociação (valor

máximo e mı́nimo) de um determinado ativo no próximo peŕıodo de tempo. O resultado

desta predição será utilizado para selecionar as recomendações de abertura de posição que

tenham maior chance de sucesso e retorno financeiro.

Assim, são objetivos espećıficos do trabalho:

• Realizar o estudo estat́ıstico de 5 ativos mais representativos do ı́ndice IBOVESPA;

• Definir as variáveis de entrada para o treinamento de redes LSTM e BiLSTM;

• Obter as estruturas de redes otimizadas para predição dos preços máximo e mı́nimo

de ativos;

• Realizar um estudo estat́ıstico do desempenho de predição das redes treinadas, vi-

sando a criação de um sistema de gestão de risco;

• Simular o sistema de gestão de risco em estratégias automatizadas nos 5 ativos

selecionados;

• Comparar o desempenho das estratégias automatizadas, com e sem a utilização

do sistema de gestão de risco, a fim de verificar os benef́ıcios da gestão de risco

implementada.

1.3 Contribuições do Trabalho

Até onde o autor deste trabalho tem conhecimento, não há trabalhos que tratem

da formulação de um sistema de gestão de risco (SGR) utilizando técnicas de aprendizado

profundo para filtrar operações sugeridas por estratégias automatizadas.

Espera-se que a estruturação de um arcabouço de gestão de risco baseado em

técnicas de aprendizado profundo seja uma contribuição relevante para o desenvolvi-

mento da área de finanças computacionais. Ademais, ao abordar a gestão de risco de
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forma modular, este trabalho poderá ser aplicado em qualquer estratégia automatizada

de negociação e ser aperfeiçoado de forma modular.

Para fins de transparência e reprodutibilidade deste trabalho, todo código-fonte de-

senvolvido está dispońıvel na plataforma Github pelo link https://github.com/johnathas/

dissertacao.

1.4 Organização do Trabalho

Tendo sido realizada a introdução do tema da dissertação neste caṕıtulo, bem como

a motivação para o trabalho, o Caṕıtulo 2 apresenta a revisão bibliográfica realizada e

aborda os trabalhos relacionados ao tema de predição de séries temporais financeiras.

Em sequência, o Caṕıtulo 3 apresenta os fundamentos e técnicas utilizadas para

desenvolvimento do sistema de gestão de risco (SGR). Ao passo que o Caṕıtulo 4 descreve

cada etapa metodológica executada para construção desse sistema.

O Caṕıtulo 5 demonstra os resultados obtidos no trabalho, bem como a análise

desses, enquanto o Caṕıtulo 6 encerra este documento com a conclusão do trabalho.

Todas as informações complementares foram inseridas em apêndices e anexos ao

final da dissertação.

https://github.com/johnathas/dissertacao
https://github.com/johnathas/dissertacao
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Caṕıtulo 2

Revisão bibliográfica

Na literatura podem ser encontrados vários trabalhos que realizam revisão sistemática

do uso de modelos de machine learning e deep learning em aplicações financeiras. Entre

estes trabalhos, Omer et al. [2020] realizaram uma revisão da literatura, entre os anos

2005 e 2019, sobre estudos de aprendizado profundo aplicados à previsão de séries tem-

porais financeiras, coletando 140 trabalhos ao todo. Estes trabalhos foram categorizados

de acordo com o tipo de ativo previsto: preço de ação, previsão de movimento (sobe ou

desce), previsão de ı́ndice, previsão de forex, commodity, previsão de volatilidade e pre-

visão de criptomoedas. A maior parte dos estudos foi publicada a partir de 2017 e cerca

de 70 % dos trabalhos analisados foram focados em previsão de preço de ações, ı́ndices

ou tendência (problema de classificação). Os pesquisadores verificaram que os modelos

recorrentes de redes neurais (RNN) são os mais utilizados para previsão de preço de ati-

vos, sendo a arquitetura LSTM a mais empregada. Também identificou-se o uso de redes

MLP (Multilayer Perceptron) e CNN (Convolutional Neural Network) para classificação

de tendência. Por fim, entre as análises finais, os pesquisadores pontuaram que o uso

de dados textuais, visando capturar o sentimento dos investidores e operadores de mer-

cado (traders), foi uma tendência observada e que deve continuar atraindo interesse nos

próximos anos.

Em um segundo trabalho mais espećıfico para apresentar a situação atual do estado

da arte de modelos de aprendizado profundo para aplicações financeiras, Ozbayoglu et al.

[2020] analisaram 144 trabalhos nos 5 anos anteriores, coletados de journals, conferências,

dissertações de mestrado, teses de doutorado e caṕıtulos de livros. Os autores concluem

que nos últimos 3 anos, além da previsão de séries temporais financeiras, os tópicos mais

abordados foram mineração de textos financeiros e algotrading, seguidos de gestão de

risco, análise de sentimentos, gestão de portfolio e detecção de fraudes. Foi observada a

predominância no uso de modelos de rede neural recorrente (70% dos estudos utilizaram

redes LSTM), seguido por DMLP e CNN.

Jabbur [2020] realizou um estudo dos principais trabalhos que envolveram aplicações

no mercado de ação relativas à tratamento de dados, modelos de classificação de tendência

e modelos de operação. Foram utilizados dados de cotação diária de 50 ativos da B3, bem

como 10 ı́ndices globais com o objetivo de prever o movimento do dia seguinte por meio
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de algoritmos de aprendizado de máquina para classificação. Utilizou-se dados entre 2010

e 2014 para treinamento dos modelos e dados entre 2015 e 2019 para validação. O autor

implementou os algoritmos de Árvore Decisão J48, Naive Bayes, SVM, KNN (K Nearest

Neighbor). Além disso, constatou o uso frequente na literatura de máquina restrita de

Boltzmann (RBM) para extração de features de forma não supervisionada. Assim, foram

realizados experimentos com os 4 modelos, com e sem a extração de features utilizando

RBM, totalizando 8 modelos. Por meio de otimização, o autor verificou que o treina-

mento apresentou melhor resultados com uma janela deslizante de 20 dias e concluiu que

o modelo RBM + Naive Bayes gerou o melhor resultado, apresentando precisão média

de 50,45%, acurácia média de 52,75%, retorno financeiro bruto de 68,29%, sendo 17,01%

maior que o baseline buy-and-hold (56,67%), avaliado para os 50 ativos e 10 ı́ndices.

Olorunnimbe and Viktor [2022] realizaram uma revisão sistemática da literatura

sobre a utilização de modelos de aprendizado profundo em artigos de pesquisa que envol-

viam backtesting. A intenção dos autores foi de selecionar trabalhos que tivessem uma

experimentação suficiente para que profissionais do mercado financeiro pudessem conside-

rar como casos reais. Ao todo foram selecionados 35 trabalhos de 2018 a 2020, nos quais

foi verificado que a maior parte dos estudos era focada em estratégias de negociação,

predição de preço e gestão de portfolio (27 trabalhos), enquanto que uma parte pequena

dos trabalhos centrou a pesquisa em simulação de mercado, seleção de ativos, estratégias

de hedging e gestão de riscos (8 trabalhos, sendo apenas 1 categorizado como gestão de

risco). Observou-se uma prediminância da utilização de redes LSTM em conjunção com

aprendizado por reforço e utilização de taxas de retorno para avaliação de desempenho,

principalmente nos trabalho focados em estratégias de negociação (compra/venda baseado

na predição de movimento futuro como um problema de classificação).

Ao debruçar sobre a tarefa de prever os valores futuros de séries temporais finan-

ceiras, tratando como um problema de regressão, uma equipe de pesquisadores realizou

dois estudos em sequência, um para comparar modelos ARIMA com redes LSTM na

predição de séries temporais financeiras (Siami-Namini et al. [2018]) e um segundo estudo

para comparar o desempenho de predição univariável do preço de fechamento ajustado de

um modelo ARIMA e das redes LSTM e BiLSTM, e avaliar aspectos no tratamento dos

dados de entrada e impactos na convergência dos algoritmos. Utilizando dados do Yahoo

Finance para os indices N225 (Nikkei 225 index), NASDAQ index, HSI, S&P Commodity

index price (GSPC), DJIA e ações da IBM entre jan-1985 e aug-2018, e a função de perda

RMSE e percentual de redução de RMSE para comparar os resultados. Os autores con-

clúıram que os algoritmos de aprendizado profundo apresentaram melhor resultados que

o modelo ARIMA. Além disso, a rede BiLSTM foi capaz de melhorar a acurácia em 37,78

% em relação à LSTM. Verificou-se que o processo de treinamento das redes BiLSTM é

mais lento e pode utilizar batches menores que as redes LSTM. Como trabalho futuro, os

autores indicaram a avaliação dos algoritmos para predição multivariada e séries sazonais.
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Já Selvin et al. [2017] utilizaram técnicas de aprendizado profundo (RNN, LSTM e

CNN) em uma janela deslizante de dados (com sobreposição) para identificar a dinâmica

latente e prever os futuros valores de fechamento de um ativo no curto prazo. Das ações

listadas na bolsa de valores da Índia foram escolhidas 3 empresas para realização do estudo,

duas da área de TI e uma da área farmacêutica. Foi definida uma janela deslizante de 100

minutos, após testes de tamanho de janelas e seleção da janela que apresentava menor erro

quadrático médio (RMSE), onde os primeiros 90 minutos eram usados como entrada dos

modelos e os últimos 10 minutos consistiam na previsão fornecida pelos algoritmos. Os

pesquisadores concluiram que os algoritmos de aprendizado profundo obtiveram menor

erro de predição, tendo a CNN apresentado melhores resultados. Também acreditaram

que, como no mercado de capitais ocorrem movimentos muito bruscos e a dinâmica altera-

se ao longo do tempo, esses distúrbios não eram adequadamente tratados nos estados

internos na RNN e LSTM, ao passo que a CNN, por não utilizar informação fora da

janela deslizante, foi capaz de melhor prever os valores futuros. Contudo, o artigo não

apresenta detalhes da estrutura da rede CNN utilizada.

Um trabalho que avançou no pré-processamento dos dados para treinamento dos

modelos pode ser encontrado em Qiu et al. [2020], onde propuseram um modelo para

previsão do preço de abertura de ativos por meio de uma rede LSTM com mecanismo

de atenção, utilizando transformação wavelet nos dados para treinamento (WLSTM).

O resultado é comparado com uma rede GRU e LSTM sem atenção. Como base de

dados foram extraidos os preços de abertura, máximo, mı́nimo, fechamento e fechamento

ajustado, a partir do Yahoo finance para S&P 500, DJIA e HSI (́ındice da bolsa de Hong

Kong) entre jan-2000 e jul-2019. Por meio das métricas MSE, RMSE, MAE e R2, os

autores conclúıram que o modelo WLSTM com atenção apresentou melhores resultados.

Como uma das direções de trabalhos futuros, os autores sinalizaram que o modelo poderia

se beneficiar em termos de estabilidade e acurácia do uso de dados relacionados às not́ıcias

sobre ativos negociados devido aos eventos relevantes que não guardam relação com os

dados históricos.

Bao et al. [2017] apresentou outro trabalho que demonstrou benef́ıcios na uti-

lização de transformação wavelet nas séries financeiras e afirmou o pioneirismo no uso

de autoencoders empilhados para extração de features relevantes de dados OHLC (Open-

High-Low-Closing prices) de forma não supervisionada, bem como a proposta de um

arcabouço em três etapas para predição de séries temporais financeiras. O trabalho uti-

liza dados diários entre jul-2008 e set-2016 para 6 ı́ndices de ações: CSI 300 (China),

Nifty 50 (́India), HSI (Hong Kong), Nikker 225 (Japão), S&P 500 e DJIA (EUA), bem

como 12 indicadores técnicos e variáveis macroeconômicas (taxa de câmbio em relação ao

dólar e taxa de juros). O desempenho da predição foi realizado por meio das métricas

MAPE, coeficiente R e Theil U, bem como relizado teste de rentabilidade por meio de es-

tratégia buy-and-sell e buy-and-hold. O estudo concluiu que o novo arcabouço utilizando o
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modelo de transformação wavelet-autoencoders empilhados e rede LSTM (WSAE-LSTM)

demonstram estabilidade na predição, mesmo diante de condições de maturidade de mer-

cados distintas, tendo apresentado retorno anual médio acima entre 45% e 64%, operando

contratos futuros, e resultado melhor que os modelos WLSTM, LSTM e RNN.

Kusuma et al. [2019] utilizaram redes convolucionais (CNNs) em gráficos de can-

dles para prever direção futura dos preços de ativos. Os autores realizaram experimentos

em 50 ações negociadas em Taiwan e 10 ações do mercado da Indonésia. A metodologia

consistiu em gerar figuras de gráficos de candles com 5, 10 e 20 dias de negociação, com e

sem a informação de volume, e comparar o desempenho de redes de aprendizado profundo,

tais como CNN, VGG (Visual Geometry Group) e redes residuais, com o desempenho de

algoritmos tradicionais de aprendizado de máquina (random forest e d K-Nearest Neigh-

bors). Os autores identificaram que a informação de volume não melhorou o desempenho

do modelo CNN e alegam que o modelo apresenta melhor acurácia quando aplicado sobre

as mesmas bases de dados de outros modelos de trabalhos anteriores.

No que se refere a interdependência de bolsas ao redor do mundo, Malagrino et al.

[2018] investigaram a viabilidade de redes bayesianas identificarem a influência de ı́ndices

de outras bolsas na direção do IBOVESPA (alta ou baixa em relação ao fechamento

anterior). Foram realizados testes com dados de 12 ı́ndices entre jun-2005 e abril-2012, em

diferentes combinações de conjuntos de ı́ndices de bolsas em operação até 48 horas antes

do fechamento do IBOVESPA. Os autores conclúıram que o melhor resultado obtido foi

uma acurácia de 75,49 %, utilizando os dados de fechamento dos ı́ndices NYSE Composite,

CAC 40 e HSI.

Fischer and Krauss [2018] propõem uma estratégia de operação (trading) baseada

em caracteristicas comuns de ativos selecionados após treinamento de uma rede LSTM,

obtendo retorno médio diário de 0,46 % antes dos custos de transação. O trabalho apre-

senta uma comparação criteriosa dos resultados de previsão da rede LSTM com algoritmo

Random Forrest, DNN (deep neural Network) e classificador de regressão loǵıstica. Foram

utilizados dados diários dos ativos do S&P obtidos da Thomson Reuters, entre jan-1990 e

out-2015. A rede LSTM implementada previa a probabilidade do ativo apresentar ganho

maior que a mediana, abrindo posição comprada nos n ativos com maior probabilidade

de superar a mediana de ganho diário e posição vendida nos k ativos com menor pro-

babilidade, segurando as posições por um dia. Os autores conclúıram que a rede LSTM

apresentou melhores resultados que demais algoritmos e identificaram que os ativos mais

selecionados pela rede apresentavam caracteŕısticas comuns de alta volatilidade, movimen-

tos fortes de tendência em dias anteriores a operação e tendência de reversão no horizonte

próximo.
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2.1 Considerações sobre os trabalhos relacionados

Observa-se pelos trabalhos relacionados neste caṕıtulo, principalmente nas re-

visões sistemáticas de literatura, que há um crescente uso de aprendizado profundo para

aplicações financeiras. Ficou evidenciado nos trabalhos até então explorados a aplicação

de deep learning em gestão de risco, mas não se verificou a aplicação espećıfica em risco

de mercado, o qual é tema central do trabalho proposto nessa dissertação.

Adicionalmente, ao utilizar redes LSTM e BiLSTM, vários trabalhos apresentaram

melhores resultados que técnicas tradicionais de previsão de séries temporais financeiras

ou algoritmos de aprendizado de máquina, o que reforça os posśıveis benef́ıcios do uso

de aprendizado profundo (deep learning). No entanto, observa-se que a avaliação de

desempenho dos preditores baseiam-se em métricas gerais, tais como RMSE, MSE, MAE,

não sendo mais profundamente explorados a distribuição dos erros de predição.

Esta dissertação visa não apenas utilizar as redes LSTM e BiLSTM, mas também

estruturar um arcabouço de análise estat́ıstica dos erros de predição desses modelos a fim

de inferir regras parametrizáveis de um sistema de gestão de risco que irá calcular o risco

envolvido em operações sugeridas por estratégias automatizadas.

É importante ressaltar ainda, que a estruturação do referido arcabouço será re-

alizada de forma modular. Assim, os modelos de predição poderiam ser substitúıdos

por outros que se deseje, bem como as estratégias automatizadas de operações. Assim,

esta dissertação diferencia-se dos trabalhos relacionados à medida que busca unir o uso

de técnicas de aprendizado profundo (deep learning) e a estruturação de uma análise es-

tat́ıstica detalhada dos erros de predição, exergando estes dois componentes como módulos

no desenvolvimento de um sistema de gestão de risco (SGR).
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Caṕıtulo 3

Fundamentação teórica

Neste caṕıtulo serão apresentados os conceitos básicos utilizados no decorrer deste docu-

mento. A Seção 3.1 apresenta os conceitos de mercado financeiro, introduzindo termos

comuns da área de negociação de ativos em bolsas de valores. A Seção 3.2 trata dos con-

ceitos formais das redes de recorrência utilizadas na dissertação (LSTM e BiLSTM) e do

mecanismo de atenção aplicado às redes neurais recorrentes. A Seção 3.3 apresentado os

indicadores técnicos adotados no desenvolvimento do trabalho e por fim, a Seção 3.4 in-

troduz o conceito de critério de Kelly utilizado para definição de exposição nas estratégias

automatizadas de operações.

3.1 Conceitos de mercado financeiro

Antes de aprofundar no tema de gestão de risco, é conveniente introduzir algumas

noções básicas do funcionamento das bolsas de valores.

Em termos bem simplificados, a bolsa de valores é um ambiente de intermediação

financeira, no qual há mecanismos e instrumentos que permitem agentes, sejam pessoas

f́ısicas ou empresas, negociarem ativos financeiros.

Os ativos financeiros podem ser ações de empresas listadas naquela bolsa de valores

ou derivativos, que são instrumentos financeiros que possuem algum ativo subjacente, por

exemplo, ı́ndice futuro IBOVESPA.

Quando um investidor realiza, por exemplo, a compra de 300 ações de um ativo

(em inglês, a operação de compra é referida como long), diz-se que ele está comprado

naquele ativo e poderá a qualquer momento no futuro liquidar sua posição vendendo as

ações que possui. No mercado financeiro, um investidor pode também realizar a venda

de um ativo, sem necessariamente o possuir, esta operação chama-se venda à descoberto

(short). Esse tipo de operação é utilizada quando o preço da ação está desvalorizando,

permitindo ao investidor auferir lucro em operações financeiras nessa situação, bem como

aumentar a liquidez do ativo, por meio do aumento da quantidade de negociações.
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Quando um investidor realiza uma compra ou venda à descoberto, diz-se que ele

está posicionado no ativo. Na B3, bolsa de valores sediada em São Paulo, o lote padrão

de negociação de ações é de 100 ações. Há a possibilidade de realizar operações com

quantidades menores que 100 no denominado mercado fracionário, no entanto, devido à

demanda e oferta no mercado fracionário ser menor, há maior risco nas operações.

O conceito de trade refere-se ao processo de abrir posição de compra ou venda de

ação, e em um momento futuro, zerar essa posição. No trade teremos informações de

data e hora de abertura e fechamento de posição, quantidade de ações, preço médio de

compra/venda e lucro/prejúızo. Quando um trade é realizado dentro de um dia de pregão

(dia de operação da bolsa de valores) diz-se que foi um trade intradiário (intraday). A

forma de operar na bolsa realizando operações no mesmo dia é conhecida como daytrading.

O sucesso de um trade depende, portanto, do ponto de entrada (preço pago pela

ação ou preço no qual ação foi vendida) e da administração da operação que culmina no

encerramento da posição. Pode-se utilizar diversos critérios diferentes para iniciar uma

posição em uma ação, bem como basear-se em indicadores técnicos que sugiram sinais

de entradas ou sáıdas nos ativos, podendo-se citar médias móveis, Banda de Bollinger,

Canal de Keltner, Índice de Força Relativa (Relative Strengh Index, RSI em inglês), entre

outros. Quando as operações de compra e venda são sugeridas por um sistema baseado

em regras que podem estar ou não fundamentadas em indicadores técnicos, denominamos

de algotrading (algorithmic trading), o qual pode estar automatizado (gerindo as ordens

de compra/venda de forma autônoma) ou não.

Uma vez iniciada uma operação, digamos de compra, o valor do ativo pode andar

a favor da operação, no caso valorizar-se ou andar contra, desvalorizando-se. Quando a

segunda situação ocorre, diz-se que que a operação está em drawdown. Quanto maior o

drawdown de uma operação, mais provável é que a operação tenha sido mal sucedida e

acarretará em prejúızo ao investidor.

Assim, interessa ao investidor entrar em operações que não tenham drawdown,

ou seja, que andem a favor da leitura realizada. Se foi feita uma operação de compra,

espera-se que o ativo valorize-se e que renda lucro na operação.

A fim de evitar prejúızos maiores, pode-se utilizar de operações denominadas sto-

ploss (ou stop), que nada mais são que operações inversas à posição do investidor em um

preço pré-calculado que limite a perda de seu patrimônio naquela operação. Trata-se,

portanto, de um instrumento para lidar com o risco de mercado devido à volatilidade do

preço do ativo ou uma leitura eqúıvocada do mercado no momento de abrir a posição.

Um tipo de stoploss utilizado no mercado é o trailing stop, que é um mecanismo

que visa proteger ganhos já conquistados após a abertura de uma posição. Por exemplo,

pode-se configurar um trailing stop para se inicie com um stop 5 centavos abaixo do preço

da posição comprada do investidor, e para cada 3 centavos que o ativo andar a favor da

operação (valorizar-se), esse stop eleve-se em 1 centavo. Assim, ao invés de ter um stoploss
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fixo, ele caminha junto com a operação, de tal forma que, se houver uma mudança no

mercado e o ativo começar a desvalorizar mais do que o previsto, a operação pode ser

encerrada com menor prejúızo ou até mesmo com lucro. Observe que neste exemplo, se o

investidor tivesse comprado uma ação à R$ 10,00, seu stop inicial estaria em R$ 9,95. Se

a operação sofresse drawdown de 2 centavos no preço do ativo e em seguida valoriza-se 23

centavos de forma linear, o stop iria ser atualizado para R$ 10,02, preço acima do valor

comprado e, portanto, esta operação não causaria mais prejúızo ao investidor.

Um investidor prudente está sempre atento à gestão de seu patrimônio, não se

envolvendo em riscos demasiados que possam reduzir seu capital de forma abrupta. Assim,

o tamanho da posição em uma operação reflete a sua exposição ao risco. Quanto menor

o risco de perda ou maior a expectativa de ganho, maior seria o tamanho da posição.

De posse de um histórico de operações, é posśıvel calcular estat́ısticas, tais como

taxa de acerto/sucesso de trades e relação risco/ganho, que permitem auxiliar o processo

de definição do tamanho das posições em futuras operações.

Um Sistema de Gestão de Risco (SGR) deveria, portanto, filtrar as operações

sugeridas por diferentes sistemas de algotrading, visando minimizar a probabilidade de

drawdown e prejúızos acima de limites pré-estabelecidos, bem como aumentar a taxa de

acerto e relação risco/ganho e maximizar o retorno das operações realizadas.

A Figura 3.1 ilustra o conceito central desse trabalho e do Sistema de Gestão de

Risco proposto. Nela são apresentadas regiões de operação de compra/venda do ativo

as quais foram indicadas pelo modelo de predição do SGR que utiliza algoritmo deep

learning, mais especificamente, redes LSTM e BiLSTM. Suponha que haja uma estratégia

automatizada gerando sinais de compra (C) e venda (V) para o investidor operar aquele

ativo. O SGR atuará então como um sistema de 2º ńıvel, permitindo apenas a abertura

de posições dentro dentro das regiões indicadas (operações em verde). Espera-se que a

utilização do SGR sobre a estratégia potencialize o retorno finaceiro daquela estratégia.

3.2 Redes Neurais Recorrentes (RNN)

Segundo Trevor Hastie [2009], redes neurais recorrentes (RNN) são um tipo de

rede neural projetadas para lidar com dados sequenciais ou séries temporais de dados.

Assim, essas redes, também classificadas como algoritmos de aprendizagem profunda (deep

learning), são frequentemente utilizadas para problemas de tradução, processamento de

linguagem natural, reconhecimento de fala, geração automatizada de legendas e previsão

de valores futuros de séries temporais.

As RNNs diferenciam-se de outros algoritmos deep learning devido a sua capaci-
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Figura 3.1: Exemplo da aplicação de SGR sobre uma estratégia arbitrária de algotrading
ilustrando a ideia central deste trabalho

Fonte: Gráfico anotado pelo autor com dados extráıdos do site www.tradingview.com
(2022)

dade de reter memória de estados anteriores das entradas e da própria rede neural para

predizer a sáıda atual, pois visam resolver problemas nos quais as entradas ao longo do

tempo não são assumidas como independentes entre si.

A Figura 3.2 apresenta a arquitetura básica de uma rede neural recorrente. Do lado

esquerdo, encontra-se a diagramação compacta da rede RNN, no qual há uma camada

de entrada, uma camada escondida e uma camada de sáıda. Observa-se que a camada

escondida possui uma retroalimentação. A diagramação expandida da RNN (apresentada

no lado direito) exibe cada variável das camadas de entrada e sáıda, bem como demonstra

que a retroalimentação da camada escondida ocorre por meio de informação compartilhada

entre os blocos da camada.

Uma caracteŕıstica distinta das RNNs é que os pesos são compartilhados entre

todos os blocos de cada camada, enquanto outras redes de aprendizado profundo treinam

diferentes pesos para cada nó da rede. Não obstante, nas duas situações os pesos são ajus-

tados pelo mesmo processo de retropropagação (backpropagation) e método de gradiente

(Gradient descent).

Devido à caracteŕıstica de lidar com dados sequênciais, o processo de treinamento

das RNNs é denotado por BPTT (backpropagation through time) e é um pouco diferente

do tradicional Backpropagation, pois enquanto o último não compartilha o erro entre as
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Figura 3.2: Diagrama esquemático da arquitetura de Redes Neurais Recorrentes

Fonte: www.ibm.com/cloud/learn/recurrent-neural-networks (site visitado em
28/02/2022)

camadas, no BPTT acumula o erro para cada passo dentro da camada. Desta forma, dois

problemas conhecidos no processo de treinamento de RNNs são: explosão de gradiente

(exploding gradient) e vanishing gradient. Estes probemas surgem devido ao tamanh do

gradiente. Quando o gradiante fica muito pequeno, o algoritmo reduz significativamente

a aprendizagem, ao passo que quando o gradiente se torna muito grande, o treinamento

do modelo é instável, podendo não convergir.

Uma variação das RNNs, que são unidirecionais, pois a informação flui dos estados

anteriores para os próximos, são as redes recorrentes bidirecionais (BRNN). Nas BRNNs,

os dados de entrada e estados internos posteriores são também utilizados para geração da

sáıda corrente na expectativa de melhorar o desempenho da rede neural.

Uma arquitetura de RNN bastante conhecida e utilizada na literatura é a LSTM

(Long Short-Term Memory), à qual foi posteriormente incorporada o bidirecionamento,

resultando na BiLSTM. Estas arquiteturas serão explicadas nas seções seguintes.

3.2.1 Long Short-Term Memory (LSTM)

Em março de 1997, Sepp Hochreiter e Juergen Schmidhuber propuseram as redes

LSTMs como solução para o problema de vanishing gradient e dependências de longo
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prazo entre os dados (Hochreiter and Schmidhuber [1997]).

A versão original da rede LSTM foi modificada ao longo do tempo, sendo a versão

mais comumente utilizada aquela que possui 3 portões (gates): input, output e forget,

conforme apresentado na Figura 3.3.

Figura 3.3: Diagrama esquemático da estrutura de uma célula LSTM

Fonte: https://en.wikipedia.org/wiki/Long_short-term_memory (site visitado em
28/02/2022)

De forma sucinta, cada célula LSTM trata de um peŕıodo de tempo (timestamp)

e decide qual informação é irrelevante e pode ser esquecida (forget gate - ft), adiciona

ou atualização nova informação (input gate - it) e repassa informação para a célula do

próximo peŕıodo de tempo (output gate - ot). Assim, o estado interno da célula LSTM

do peŕıodo de tempo t é ht, bem como o estado da célula do peŕıodo de tempo t é ct. A

entrada da célula do peŕıodo t é xt. Assim, conforme apresentado esquematicamente na

Figura 3.3, as fórmulas que regem o funcionamento da célula LSTM são apresentadas na

equação 3.1:

ft =σg(Wfxt + Ufht−1 + bf )

it =σg(Wixt + Uiht−1 + bi)

ot =σg(Woxt + Uoht−1 + bo)

c̃ =σc(Wcxt + Ucht−1 + bc)

(3.1)

Wf , Wi, Wo, Wc são as matrizes de pesos associadas ao vetor de entrada dos
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portões forget, input, output e do estado da célula, respectivamente, bem como Uf , Ui, Uo

e Uc representam as matrizes de pesoas das conexões recorrentes associadas aos estados

internos das células LSTM. σg e σc são as funções de sigmóide e tangente hiperbólica.

Assim, as sáıdas da célula LSTM, quais sejam o estado da célula e o estado interno,

são dadas pela Equação 3.2. Verifica-se que o estado da célula no peŕıodo t é composto

pela soma de dois produtos elemento-a-elemento. O primeiro refere-se ao forget gate com

o estado da célula anterior (t-1) e o segundo ao input gate com o vetor de ativação da

entrada da célula t. Já o estado interno da célula t é o produto elemento-a-elemento do

forget gate e a função de tangente hiperbólica aplicada ao estado da célula t (ct).

ct =ftct−1 + itc̃t

ht =otσh(ct)

(3.2)

3.2.2 Bidirectional Long Short-Term Memory (BiLSTM)

Proposta em novembro de 1997 por Mike Schuster e Kuldip K. Paliwal (Schuster

and Paliwal [1997]), a rede BiLSTM difere-se de sua predecessora (LSTM) por utilizar

informação tanto dos peŕıodos de tempo anteriores quando dos peŕıodos de tempo futuros.

Assim a rede BiLSTM é composta por duas redes LSTMs, onde uma delas realiza o fluxo

de informação do passado para o futuro e a outra o fluxo de informação do futuro para o

passado, conforme pode ser visto na Figura 3.4.

Devido à proposta de utilizar mais informação de contexto dos peŕıodos de tempo

anteriores e posteriores ao atual peŕıodo de tempo da célula, as redes BiLSTM são comu-

mente aplicadas a tarefas de processamento de linguagem natural, tais como: tradução,

reconhecimento de escrita, marcação de Part-of-speech (POS), extração de entidades, etc.

3.2.3 Mecanismo de atenção aplicado às redes LSTM e

BiLSTM

O conceito de mecanismo de atenção foi apresentado pela primeira vez em 2015

na ICLR (The International Conference on Learning Representations), em um trabalho

relacionado à tradução de texto no qual foi apresentado um mecanismo automatizado

de selecionar partes mais importantes de uma sentença para prever a próxima palavra,
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Figura 3.4: Diagrama esquemático da estrutura de uma rede BiLSTM

Fonte: Xie et al. [2019]

utilizando modelos BILSTM na estrurura de encoder-decoder Bahdanau et al. [2016].

Embora o termo mecanismo de atenção tenha sido utilizado apenas 3 vezes no artigo,

esta técnica ganhou bastante relevância devido à melhoria significativa de desempenho

nas tarefas processamento de linguagem natural.

O diferencial desta técnica foi permitir ao modelo aprender quais estados internos

são mais relevantes para realizar a predição de cada item da sequência de sáıda do modelo.

A Figura 3.5 ilustra a ideia básica do mecanismo de atenção.

Na prática, o mecanismo de atenção pode ser visto como uma camada que recebe

como entrada um vetor contendo os estados internos de cada célula LSTM da camada

anterior, aplica uma função de ativação de tangente hiperbólica para escalar os estados,

em seguida aplica uma função softmax, gerando a sáıda para a próxima camada da rede.

A Equação 3.3 apresenta os cálculos de uma camada de atenção.

ftj =σ(Whht + bh),∀j ∈ [1, T ]

αtj =
eftj∑T
k=1 e

ftk

(3.3)

Wh é a matriz de pesos associada ao vetor de estados internos das células LSTMs/BiLSTMs

(ht). σ é uma função de ativação tangente hiperbólica e αtj são os pesos calculados da

função softmax.
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Figura 3.5: Diagrama esquemático do mecanismo de atenção aplicado a rede BiLSTM

Fonte: https://shashank7-iitd.medium.com/
understanding-attention-mechanism-35ff53fc328e (site visitado em 08/03/2022)

3.3 Indicadores Técnicos

A seguir serão apresentados os indicadores técnicos que foram utilizados no desen-

volvimento deste trabalho.

3.3.1 Médias móveis

As médias móveis são bastante utilizadas em sistemas de rastreamento de tendência

(trend-following). No entanto, é importante ressaltar que pela natureza de seu cálculo são

indicadores que estão sempre atrasados e nunca adiantados em relação à variável medida.

Ao realizar a média de n peŕıodos passados de uma variável, a curva da média tende a

ser mais suave a medida que n aumenta, bem como apresentará maior atraso na exibição

de alguma tendência de movimento.

Os dois tipos de médias móveis mais utilizadas na área de finanças são: média

simples e média exponencial. A média simples de n peŕıodos passados de uma variável

https://shashank7-iitd.medium.com/understanding-attention-mechanism- 35ff53fc328e
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aplica o mesmo peso a todos os instantes de tempo, consistindo, portanto, em uma média

aritmética na qual é considerada apenas a informação dos n peŕıodos. A Equação 3.4

apresenta a fórmula de calculo da média simples para n últimos peŕıodos.

SMAt =
1

n

n∑
i=1

Pt−i (3.4)

Já a média exponencial visa atribuir peso maior aos instantes de tempo mais

recentes. Apesar de usar pesos menores para instante de tempo mais distantes, a média

móvel exponencial utiliza todos os dados passados da variável. A Equação 3.5 apresenta

a fórmula de cálculo da média móvel exponencial.

EMAt = Pt−1M + EMAt−1(1−M) (3.5)

onde M é um multiplicador utiliza-se para ponderar as observações mais recentes.

Geralmente utiliza-se a seguinte fórmula para o cálculo da média móvel exponencial

dos últimos n peŕıodos: M = 2/(n + 1). Caso deseje-se calcular, por exemplo, a média

móvel exponencial do preço de fechamento dos últimos 10 peŕıodos, o valor de M seria

18,18%. Desta forma, o último preço de fechamento teria peso de 18,18% do valor da

média móvel exponencial, sendo o restante distribúıdo decrescentemente para os preços

de fechamentos passados.

A Figura 3.6 apresenta um gráfico no qual foram plotadas as médias móveis simples

e exponencial do preço de fechamento dos últimos 10 peŕıodos. Observa-se que a média

móvel exponencial tende a reagir mais rapidamente aos movimentos recentes de preço do

que a média móvel simples.

3.3.2 Relative Strengh Index - RSI

O Índice de Força Relativa (IFR), ou em seu acrônimo em inglês RSI (Relative

Strength Index ) foi desenvolvido por J. Welles Wilder Jr. e apresentado em seu livro New

Concepts in Technical Trading Systems em 1987.

O RSI é um indicador da classe de osciladores (Equação 3.6), seu valor varia de 0

a 100 e foi originalmente proposto utilizando janela dos últimos 14 peŕıodos para cálculo

do RS.

RSI = 100− 100

1 +RS
(3.6a)

RS =
Média de ganho nos dias de alta

Média de perda nos dias de baixa
(3.6b)
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Figura 3.6: Gráfico exemplificativo da diferença de utilização de médias móveis simples e
exponencial do preço de fechamento dos últimos 10 peŕıodos para o ativo ABEV3

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)

Caso deseje-se aplicar o indicador para operações curtas, utiliza-se uma janela

menor de dados, o que aumentará a volatilidade do valor do RSI calculado. Caso deseje-

se aplicar em operações longas, basta utilizar uma janela de dados maior, o que causará

um efeito de suavização na curva do RSI.

A região acima de 70 caracteriza pela condição de sobrecompra do ativo, enquanto

a região abaixo de 30 é caracterizada pela condição de sobrevenda do ativo. O limite

superior e inferior para caracterização de sobrecompra e sobrevenda pode ser otimizado

para cada ativo, podendo assumir valores diferentes tais como 80 e 20, por exemplo.

A interpretação do RSI consiste em identificar falhas no oscilador. Uma falha de

topo do RSI ocorre quando, em uma tendência de alta no preço dos ativos, um novo pico

é formado na região de sobrecompra, porém com valor menor do que o pico anterior,

seguido de um cruzamento do limite de sobrecompra para baixo. Uma falha de fundo

ocorre de forma análoga, ou seja, em uma tendência de baixa no preço dos ativos, um

novo fundo é formado na região de sobrevenda, porém com valor maior do que o fundo

anterior, seguido de um cruzamento do limite de sobrevenda para cima. Essa divergência

de tendência entre o preço do ativo e o valor do RSI devem ser considerados como sinais
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Figura 3.7: Exemplo do indicador RSI aplicado ao ativo USIM5

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)

de atenção para posśıvel reversão de tendência do preço do ativo.

3.3.3 Moving Average Convergence- Divergence - MACD

O indicador MACD (Moving Average Convergence-Divergence) foi desenvolvido

por Gerald Appel no final dos anos de 1970. Este indicador bastante popular no mercado

financeiro utiliza-se de médias móveis e prinćıpios de osciladores.

Uma linha rápida, definida como linha MACD consiste na diferença entre duas

médias móveis exponenciais do preço de fechamento dos ativos, comumente adotados os

peŕıodos de 12 e 26. Uma linha mais lenta, denominada sinal, consiste na média móvel

exponencial da linha MACD utilizando 9 peŕıodos.

A região de sobrecompra consiste em valores bem acima de zero, enquanto a região

de sobrevenda consiste em valores bem abaixo de zero. Divergências aparecem entre a

tendência do valor do MACD e o preço do ativo. Uma divergência negativa ou baixista,

ocorre quando o MACD está na região de sobrecompra e inicia uma tendência de baixa
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(em direção à zero) enquanto o preço dos ativos continua a ser negociado em valores mais

altos. Isto geralmente cria um alerta para um topo no mercado. Por outro lado, uma

divergência positiva ou altista, ocorre quando o MACD está na região de sobrevenda e

inicia uma tendência de alta (em direção à zero) enquanto o preço dos ativos continua a ser

negociado em valores mais baixos, caracterizando um alerta para um fundo no mercado.

É bastante comum a utilização de histograma para visualizar o valor de MACD,

pois facilita verificar a expansão ou compressão da diferença das médias de 12 e 26

peŕıodos. A Figura 3.8 apresenta um exemplo do indicador MACD.

Figura 3.8: Exemplo do indicador MACD aplicado ao ativo ABEV3

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)

3.3.4 Canal de Keltner

O Canal de Keltner foi inicialmente apresentado por Chest Keltner em 1960 em

seu livro How to make money in commodities. Trata-se de um indicador baseado em uma

média móvel como linha central e dois envelopes acima e abaixo desta linha.

As ideias expostas naquele livro foram trabalhadas ao longo do tempo de tal forma
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que a versão atualmente popularizada do Canal de Keltner utiliza como linha central uma

média móvel exponencial do preço de fechamento, por exemplo dos últimos 12 peŕıodos,

e como envelopes um múltiplo da média dos intervalos entre o preço máximo e mı́nimo

dos últimos 12 peŕıodos, usualmente o multiplo 2.

O indicador visa identificar regiões de sobre compra e sobrevenda do ativo, que

seriam acima do envelope superior e abaixo do envelope inferior, respectivamente. Durante

uma tendência clara, seja de alta ou baixa, o rompimento dos envelopes é visto como um

sinal de força do movimento. No entanto, em situações de consolidação após o cruzamento

com um envelope, é esperado o movimento de retorno à média (linha central do canal).

A Figura 3.9 apresenta um exemplo da aplicação do Canal de Keltner ao ativo

PETR4 utilizando como linha central a média móvel exponencial do preço de fechamento

nos últimos 12 peŕıodos e como envelopes duas vezes o valor médio do intervalo preço

máximo-mı́nimo dos últimos 12 peŕıodos.

Figura 3.9: Exemplo de Canal de Keltner aplicado ao ativo PETR4

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)
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3.3.5 On Balance Volume - OBV

Criado em 1963 por Joe Granville e apresentado pela primeira vez no livro Gran-

villes’s new key yo stock market profits, o indicador On Balance Volume (OBV) é um

indicador cumulativo concebido para mensurar a pressão compradora ou vendedora sobre

um ativo. Se o preço do ativo sobe em determinado peŕıodo, o volume daquele peŕıodo

é somado ao valor acumulado OBV, caso o preço do ativo caia, o volume negociado no

peŕıodo é subtráıdo do valor acumulado OBV.

A teoria fundamental do OBV é que o aumento do volume de negociação ocorre

antes de um movimento relevante de preço do ativo. Assim, este indicador é geralmente

utilizado para antecipar movimentos de preço após alguma divergência ser identificada

(quando o movimento de preço não é confirmado pelo indicador), ou confirmar tendência

no mercado.

A Figura 3.10 apresenta um exemplo do calculo do indicador OBV para o ativo

ITUB4.

Figura 3.10: Exemplo do indicador OBV aplicado ao ativo ITUB4

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)

www.tradingview.com
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3.3.6 Volume Weighted Average Price - VWAP

O VWAP é, basicamente, uma média ponderada do preço do ativo pelo volume

negociado, e é geralmente utilizado para gráficos intradiários para determinar a tendência

de movimento. O preço de referêcia a ser ponderado em cada peŕıodo pode ser o preço

de fechamento ou a média simples dos preços máximo, mı́nimo e fechamento do peŕıodo,

por exemplo. Geralmente, calcula-se o VWAP para uma janela temporal, utilizando os

dados de preço e volume apenas do dia, da semana, do mês, etc.

Assim como as médias móveis, o VWAP está sempre atraso em relação ao preço do

ativo. Em uma tendência de alta, o preço do ativo deve estar acima do VWAP, enquanto

que em uma tendência de baixa, o preço do ativo deve estar abaixo da VWAP. Em uma

situação de consolidação, o preço tende a cruzar repetidamente a linha de VWAP.

A Equação 3.7 apresenta a fórmula de cálculo do indicador, ao passo que a Figura

3.11 apresenta um exemplo do VWAP diário do ativo B3SA3 utilizando como preço de

referência a média simples do valor máximo, mı́nimo e fechamento de cada peŕıodo.

VWAPt =

∑
Pref,tVt∑

Vt

(3.7)

onde Pref,t é o preço de referência no peŕıodo t e os somatórios referem-se aos

peŕıodos da janela temporal desejada.

3.4 Critério de Kelly

Em 1956, um cientista norte-americano da AT&T Bell Labs chamado John Larry

Kelly Jr. publicou um trabalho entitulado A new interpretation of information rate

(J. L. Kelly [1956]) para lidar com problemas de rúıdo em transmissões telefônicas de

longas distâncias. No entanto, os especuladores perceberam a utilidade e a analogia do

trabalho na área de apostas e finanças como uma forma de maximizar o crescimento do

capital ao longo do tempo.

Basicamente, a fórmula desenvolvida por Kelly visa calcular o tamanho de uma

aposta dada um probabilidade já conhecida de sucesso e uma taxa de risco/ganho, de

forma a maximizar o patrimônio caso sejam realizadas infinitas apostas em sequência. A

Equação 3.8 apresenta a fórmula de Kelly:

K% = W − 1−W

R
(3.8)
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Figura 3.11: Exemplo do indicador VWAP diário aplicado ao ativo B3SA

Fonte: Gráfico elaborado pelo autor no site www.tradingview.com (2022)

onde K% é o tamanho da aposta em relação ao capital dispońıvel, W é a taxa de

acerto e R o risco/ganho.

No contexto das finanças, de forma prática, geralmente utiliza-se uma amostragem

de 50 a 60 operações para calcular a taxa de acerto, bem como calcular o risco/ganho,

somando-se o lucro das operações bem sucedidas e divindo pelo módulo da soma do

prejúızo das operações fracassadas.

A aplicação prática da fórmula de Kelly gera algumas cŕıticas, pois é pouco provável

alcançar o ótimo calculado teóricamente, uma vez que há incerteza no valor da taxa de

sucesso, podem haver restrições adicionais na gestão do capital (por exemplo, não perder

mais do que 30% do patrimônio) e a série de apostas ou operações é limitada. Estas

questões já haviam sido endereçadas pelo Kelly em seu artigo ao afirmar haver necessidade

de definir uma função de utilidade no caso de recorrências limitadas. Assim, como o valor

teórico de Kelly pode gerar grande volatilidade, é usual adotar como tamanho da aposta

uma fração do valor de Kelly, por exemplo 1/4, 1/3 ou 1/2 Kelly (Thorp et al. [2010]).

Para exemplificar, vamos supor que em uma determinada operação de compra/venda

de ativo na bolsa de valores, caso o investidor tenha sucesso, ele recebe um retorno de

130 % do capital investido, caso a operação não seja bem sucedida, ele perde 15% do

capital. Assim, a relação risco/ganho é 30%/15% = 2. Sabe-se ainda, pelo histórico de
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operações que a probabilidade de sucesso é 45%. Logo, a fórmula de Kelly resulta que

para maximizar os ganhos no longo prazo, este investidor deveria fazer cada operação com

17,5% de seu capital. No entanto, este tamanho de posição pode estar em desacordo com

o apetite de risco do investidor e uma sequencia inicial de fracassos poderia levar a uma

perda drástica do patrimônio. Desta maneira, um valor mais prudente e menos sujeito

a volatilidade no resultado final seria uma posição de 8,75% (1/2 Kelly) ou até mesmo

5,8% (1/3 Kelly).
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Caṕıtulo 4

Metodologia

Este caṕıtulo descreve o processo metodológico aplicado no desenvolvimento do Sistema

de Gestão de Risco (SGR) proposto nesta dissertação e representado pela Figura 4.1, a

qual relaciona as etapas executadas. Cada seção deste caṕıtulo descreverá detalhamente

os aspectos relevantes das etapas da metodologia.

O primeiro passo da metodologia, apresentado na Seção 4.1, introduz os detalhes

relativos aos dados coletados para desenvolvimento do trabalho e justificativa dos ativos

selecionados para obtenção dos resultados. Na sequência, o passo 2 (Seção 4.2) fornece

informação sobre como os dados foram processados para serem utilizados no treinamento

dos modelos de aprendizado profundo. A Seção 4.3, referente ao passo 3 da metodolo-

gia, apresenta as análises estat́ısticas aplicada sobre os dados a fim de adquirir maior

conhecimento sobre os mesmos.

No passo 4 (Seção 4.4) o leitor terá acesso à definição dos conjuntos de dados

utilizados como dados de entrada para treinamento das redes LSTM e BiLSTM. Em

seguida, a Seção 4.5 detalha como os modelos foram treinados e métricas utilizadas para

avaliação do desempenho dos modelos e seleção do modelo de predição a ser utilizado nas

etapas subsquentes para cada ativo.

A etapa referente à análise estat́ıstica de desempenho dos modelos (etapa 6) é apre-

sentada na Seção 4.6, a qual aborda os testes estat́ısticos realizados sobre a distribuição

de erros percentuais de predição dos modelos selecionados.

A definição de regras do sistema de gestão de risco (SGR) é abordada na etapa 7

da metodologia (Seção 4.7), a qual apresenta o algoritmo do SGR e justifica as decisões

tomadas na implementação do sistema.

Na etapa 8 da metodologia (Seção 4.8) são apresentadas as estratégias automati-

zadas implementadas, detalhando as condições necessárias para sinalização de operações

de compra, venda ou liquidação de posição.

Por fim, a última etapa da metodologia consistiu na realização de backtesting e

análise de resultados (Seção 4.9).

É importante ressaltar que este trabalho foi desenvolvido em ciclos visando tes-

tar hipóteses e definir ajustes a fim de melhorar incrementalmente a solução no menor

intervalo de tempo posśıvel. Assim, embora o fluxo esteja representado de forma linear,
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o desenvolvimento do trabalho exigiu diversas iterações entre as etapas, resultando em

muitos dias de processamento computacional para o treinamento dos modelos de predição,

bem como testagem de variações de dados de entrada para o treinamento dos modelos.

Figura 4.1: Figura demonstrativa das etapas metodológicas realizadas para o desenvolvi-
mento do Sistema de Gestão de Risco (SGR) e avaliação de desempenho quando aplicado
sobre estratégias automatizadas de negociação de ativos

Fonte: Elaborado pelo autor (2022)
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4.1 Banco de dados

A coleta de dados representa a primeira etapa da metodologia. Foram obtidas as

séries temporais de dados dos ativos pertencentes ao ı́ndice IBOVESPA entre janeiro/2008

e dezembro/2019 com a frequência de 15 minutos. Esses dados incluem os preços de aber-

tura, máximo, mı́nimo, fechamento, volume em termos de quantidade de papéis negociados

e volume financeiro negociado para cada intervalo de 15 minutos. Os dados relatados são

conhecidos na literatura por OHLCV (Open, High, Low, Close, Volume).

Os dados OHLCV são geralmente analisados em gráficos de candle por profissionais

do mercado financeiro. Eles são representados conforme a Figura 4.2, englobando um

determinado peŕıodo de tempo (timeframe), que pode variar de acordo com a necessidade.

Em cada peŕıodo de tempo, o candle apresenta os seguintes valores de um ativo: valor do

primeiro negócio realizado (abertura), valor máximo e mı́nimo negociado, valor do último

negócio realizado (fechamento). Além disso, o corpo do candle assume coloração distinta

no caso de valorização ou depreciação do valor do ativo negociado no intervalo de tempo

considerado. A informação de volume é geralmente apresentada em um gráfico secundário

abaixo do gráfico de candle.

Figura 4.2: Figura exemplificativa da representação de preços no formato Candlestick

Fonte: do Investidor [2007]

Exemplificando uma série temporal, a Figura 4.3 apresenta o gráfico de candles

diários do ativo PETR4 entre maio e julho de 2014, bem como o volume de negociação.

Para a execução dessa dissertação e devido ao elevado custo de processamento para

o treinamento dos modelos LSTM e BiLSTM, foram selecionados 5 ativos para validar

a aplicação do sistema de gestão de risco, são eles: ABEV3, B3SA3, ITUB4, PETR4

e USIM5. Esta seleção foi realizada devido ao fato de estarem entre os 10 ativos mais

negociados no peŕıodo dos dados e representarem setores econômicos diferentes.
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Figura 4.3: Exemplo de gráfico de Candles com informação de volume negociado por meio
de histograma - Ativo: PETR4

Fonte: Elaborado pelo autor (2022)

4.2 Pré-processamento de dados

Nesta etapa foram realizados testes para verificação da integridade dos dados,

ajustando os dados nulos ou inválidos, e verificando posśıveis inconsistências em relação

aos preços das séries e volume de negociação.

Os dados originalmente coletados em intervalos de 15 minutos foram processados

a fim de obter dados diários da seguinte forma:

• o valor de abertura do preço do ativo em determinado dia corresponde ao valor de

abertura do primeiro candle daquele dia;

• o valor máximo de negociação do ativo no dia corresponde ao máximo dos valores

máximos dos candles daquele dia;

• o valor mı́nimo de negociação do ativo no dia corresponde ao menor dos valores

mı́nimo dos candles daquele dia;

• o valor de fechamento diário do ativo corresponde ao valor de fechamento do último

candle do dia;

• o volume financeiro e em termos de quantidade de papéis corresponde ao somatório

dos volumes negociados nos candles do dia.
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Ao invés de utilizar o preço dos ativos em R$, aplicou-se a função de log-retorno (r)
sobre os dados, conforme equação 4.1, devido às propriedades estat́ısticas mais favoráveis

ao treinamento dos modelos: distribuição normal, retorno acumulado pode ser obtido pelo

somatório dos log-retornos e possui maior estabilidade numérica.

rt = ln
Pt

Pt−1

(4.1)

onde:

• Pt: preço do ativo no instante t

• Pt−1: preço do ativo no instante anterior a t

Nesta etapa de processamento de dados também foram separados os dados a se-

rem utilizados para treinamento/validação e backtesting. Os dados de treino/validação

limitaram-se até a data de 28/02/2019, enquanto os dados de teste compreenderam o

peŕıodo de 02/04/2019 a 31/12/2019, no qual ocorreram situações diversas de mercado

em alta, baixa e consolidação. O Apêndice C apresenta os gráficos das janelas de dados

do backtesting.

Por fim, os dados de treino/validação foram normalizados pela média e desvio

padrão, e em seguida transformados em uma escala de -1 a 1 a fim de evitar problemas

de grandeza das diferentes variáveis de entrada no treinamento dos modelos.

4.3 Análise estat́ıstica dos dados

O terceiro passo metodológico, visando adquirir maior familiaridade com os dados,

consistiu em realizar a análise estat́ıstica das séries temporais por meio de histogramas,

testes de normalidade e análise de correlação cruzada das variáveis de log-retorno.

Primeiramente foram plotados dos gráficos de boxplot para adquirir conhecimento

do intervalo de variação das variáveis de log-retorno. Em seguida, mapas de calor con-

tribuiram para entender melhor a correlação cruzada dessas variáveis. Os gráficos de

dispersão também contribuiram para visualização gráfica da correlação linear entre as

variáveis e distribuição das mesmas. Testes de normalidade Shapiro-Wilk (Shapiro and

Wilk [1965]) foram realizados para identificar se as variáveis eram amostras advindas de

uma distribuição normal.

Por fim, foi realizada uma análise dos retornos percentuais entre valores máximos

e mı́nimos de cotação do ativo em relação ao preço de abertura, bem como a distribuição

da faixa de variação percentual entre o valor máximo e mı́nimo do ativo no mesmo dia.
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Um segundo estudo também foi conduzido para calcular a probabilidade condicional de

tendência diária do ativo de acordo com o preço de fechamento a cada hora em relação

ao preço de abertura, conforme será apresentado na seção de Análise dos Resultados.

O Apêndice B apresenta as tabelas estat́ısticas e gráficos gerados no estudo das

séries temporais dos 5 ativos utilizados nesse trabalho.

4.4 Transformação dos dados e definição de dados

de treinamento

Embora haja trabalhos na literatura (Qiu et al. [2020]) nos quais são aplicadas

transformações wavelet sobre os dados a fim de melhorar a relação sinal-rúıdo da série

temporal, para este trabalho, optou-se por não realizar aplicação de filtros sobre os dados.

No entanto, foram introduzidos indicadores técnicos aos dados de log-retorno que realizam

média de dados passados. Os indicadores selecionados foram detectores de tendências re-

presentados pelos indicadores de média móvel, osciladores representados pelo RSI (́Indice

de força relativa), volatilidade (Canal de Keltner), volume de negociação (OBV) e preço

do ativo ponderado pelo volume de negócios (VWAP).

Assim o processo de desenvolvimento dos preditores de valor máximo e mı́nimo

diário dos ativos utilizou 4 (quatro) conjuntos de dados de entrada:

• Conjunto de variáveis de log-retorno - OHLCV (Total de 9 variáveis de entrada)

• Conjunto de variáveis de log-retorno - OHLCV + Variáveis adicionais calculadas

como relações das variáveis de preço dos ativos - Variáveis adicionais (Total de 21

variáveis de entrada)

• Conjunto de variáveis de log-retorno - OHLCV + Indicadores técnicos (Total de 24

variáveis de entrada)

• Conjunto de variáveis de log-retorno - OHLCV + Variáveis adicionais calculadas

como relações das variáveis de preço dos ativos - Variáveis adicionais + Indicadores

técnicos (Total de 36 variáveis de entrada)

A Tabela 4.1 apresenta a descrição de todas as variáveis de entrada utilizadas para

o treinamento das redes recorrentes na etapa seguinte. É importante ressaltar que foi

aplicada a função de log retorno sobre os indicadores técnicos, com excessão do indicador

OBV no qual foi aplicada a diferença em relação ao peŕıodo anterior, antes do processo

de normalização e escala dessas variáveis.
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Tabela 4.1: Definição das variáveis de entrada e dos diferentes conjuntos de dados de
entrada para treinamento dos modelos

Fonte: Elaborada pelo autor (2022)

4.5 Treinamento das redes neurais LSTM e

BiLSTM

Esta etapa consistiu no treinamento de modelos LSTM e BiLSTM para realizar a

predição do preço máximo e mı́nimo do ativo no dia atual (2 sáıdas), com base nos dados

dispońıveis até o preço de abertura do dia.

Foram utilizados 4 conjuntos de dados de entrada para treinamento dos modelos,

conforme descrito na Seção 4.4 deste caṕıtulo. A métrica utilizada para comparar os
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modelos foi o erro quadrático médio (RMSE) e para cada conjunto de dados de entrada

foram treinados 1800 modelos por meio da técnica de Grid search, devido a combinação

de parâmetros estruturais apresentada na Tabela 4.2.

Tabela 4.2: Parametrização da estrutura dos modelos a serem otimizados pela técnica
Grid search

Fonte: Elaborada pelo autor (2022)

Segundo Trevor Hastie [2009], em situações nas quais há dados abundantes, a

melhor abordagem é separar aleatoriamente os dados em três partes: dados de treino,

dados de validação e dados de teste. Os dados de treino são utilizados para otimização

dos modelos, enquanto os dados de validação são usados para estimar o erro de predição do

modelo selecionado. Os dados de teste são utilizados para avaliação da generalização do

modelo selecionado. Apesar de ser dif́ıcil estabelecer uma regra geral, devido ao tamanho

de cada conjunto de dados depender da relação sinal-rúıdo dos dados e do tamanho dos

dados de treino, o autor sugere uma divisão de 50%, 25% e 25% para os dados de treino,

validação e teste.

Para o treinamento dos modelos dessa dissertação, de forma a permitir o trei-

namento dos modelos em diferentes situações de mercado e devido ao fato das séries

temporais de preço apresentarem rúıdo considerável (Israel et al. [2020]), foram utilizados

70% dos dados restantes para treino, 15% para validação e 15% para teste. O treinamento

dos modelos iniciou-se sempre com a mesma semente de número aleatório, bem como os

mesmos dados de treinamento e validação.

O algoritmo de otimização utilizado no treino foi o adam (adaptive moment esti-

mation). O treinamento foi limitado a quantidade máxima de 500 épocas e utilizando o

mecanismo de early stopping com parâmetro de paciência igual a 25 épocas. Isto significa

que o modelo selecionado será aquele que apresentou o menor valor de RMSE durante o

treinamento e que não foi superado nas próximas 25 épocas.

A Tabela 4.3 apresenta a sequência de ciclos de desenvolvimento aplicada visando

obter o melhor preditor para os valores de máximo e mı́nimo dos 5 ativos utilizados nessa

dissertação (PETR4, ITUB4, USIM5, B3SA3 e ABEV3). Ressalta-se que a otimização de

estrutura dos modelos exigiu muito esforço computacional, haja vista que o treinamento

de cada modelo variou entre 2 a 4 minutos, totalizando média de 90 horas para obtenção

de um modelo otimizado para cada ativo e conjunto de dados de entrada.
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Tabela 4.3: Esforço estimado no processo de otimização da estrutura dos modelos de
predição baseado na técnica Grid search

Fonte: Elaborada pelo autor (2022)

Ressalta-se o grande esforço computacional empregado nesta etapa do trabalho que

necessitou de 75 dias de computação (sem uso de computação paralela) para obtenção

de dados a serem avaliados na etapa posterior de análise estat́ıstica de desempenho dos

modelos.

Após a execução dos treinamentos dos modelos, selecionou-se os 5 modelos para

cada conjunto de dados de entrada com os melhores valores de RMSE para cada ativo. Em

seguida, treinou-se 10 vezes cada um desses modelos utilizando diferentes combinações de

conjuntos de dados de treino e validação por meio da aleatorização da semente de seleção

dos dados. Ao final, foi selecionado o modelo de predição que apresentou a menor média

de RMSE para ser utilizado no sistema de gestão de risco do ativo.

4.6 Análise estat́ıstica do desempenho dos modelos

Nesta etapa do trabalho buscou-se analisar estat́ısticamente o resultado do trei-

namento dos diversos modelos e estruturas da etapa anterior, de forma a entender a

influência das configurações do modelo na métrica RMSE. Foram realizados as análises e

testes estat́ısticos não parmétricos:

• Teste de normalidade Shapiro-Wilk (Shapiro and Wilk [1965]) sobre a distribuição

de valores RMSE dos modelos treinados para cada conjunto de dados de entrada;

• Teste não pareado Mann-Whitney (Mann and Whitney [1947]) para determinar
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qual conjunto de dados de entrada resulta em modelos com melhor distribuição de

RMSE;

• Teste pareado Wilcoxon Signed-Rank (Wilcoxon [1992]) para determinar qual ar-

quitetura de rede recorrente resulta em modelos com melhor distribuição de RMSE

(LSTM ou BiLSTM);

• Teste pareado Wilcoxon Signed-Rank para determinar se mecanismo de atenção

resulta em modelos com melhor distribuição de RMSE;

• Análise do impacto dos parâmetros na métrica RMSE obtida no treinamento dos

modelos: tamanho da janela, quantidade de camadas, quantidade de células de

memória por camada;

Os resultados das análises realizadas são de grande valia para entender como reduzir

o esforço em treinamento caso seja desejável aplicar a mesma metodologia para predição

de outros ativos, pois reduz o universo de possibilidades de parâmetros para um conjunto

mais provável de se obter o modelo ótimo.

Por fim, também foi realizado o sumário estat́ıstico do erro de predição dos valores

máximo e mı́nimo do ativo com o preditor selecionado para o sistema de gestão de risco

(SGR).

4.7 Definição de regras do sistema de gestão de

risco (SGR)

Nessa etapa da metodologia foram estabelecidas as regras e funcionamento do

sistema de gestão de risco (SGR) de risco para ser aplicado sobre qualquer estratégia de

operação subjacente, baseando-se nos valores previstos pelos modelos e a distribuição de

erros de predição. A Figura 4.4 apresenta o pseudocódigo do sistema de gestão de risco.

O Sistema de gestão de risco recebe como entradas as cotações diárias dos últimos

d dias, o preço de abertura do dia, e as distribuições de erro do preditor nos dados de

validação, para que possa realizar a predição dos valores máximo e mı́nimo do dia, de

acordo com o modelo otimizado para cada ativo.

Pelo pseudocódigo verifica-se que, a prinćıpio, o SGR está dispońıvel para operar

todos os dias. Às 10 horas é realizada a predição dos valores mı́nimos e máximo e essa

predição é comparada com o preço de abertura do ativo. Caso haja alguma inconsistência

do valor máximo previsto ser menor que o preço de abertura ou o valor mı́nimo ser maior
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Figura 4.4: Detalhamento do algoritmo do Sistema de Gestão de Risco (SGR)

Fonte: Elaborado pelo autor (2022)

que o preço de abertura, o SGR realiza o ajuste da predição baseada na distribuição de

erros de predição do modelo nos dados de validação. Tal ajuste consiste em multiplicar

a predição pelo percentil 50% da distribuição de erro. Nota-se que as predições também

são ajustadas caso a diferença entre o valor previsto e o preço de abertura seja menor que

uma unidade de atr (average true range). O valor de atr consiste na média do intervalo de

variação dos candles de 15 minutos nos 5 dias anteriores ao dia em questão. Por fim, caso

após os ajustes não haja inconsistência na predição em relação ao preço de abertura, são

definidas as regiões de compra e venda permitidas pelo SGR. Caso haja inconsistências

(linha 12), o sistema de gestão de risco não será considerado dispońıvel para o dia e

nenhuma operação que abra posição será permitida. Neste caso, apenas as operações que

encerram posições serão permitidas.
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Ao longo do dia, após o fechamento de cada hora, verifica-se a tendência diária

do ativo. Caso o preço de fechamento da hora seja maior que o preço de abertura, a

tendência é de alta, caso contrário de baixa. Realiza-se então o ajuste das predições de

acordo com a distribuição de erro de predição para a tendência e recalcula-se as regiões

de compra e venda.

O ajuste das predições de acordo com a tendência é realizado para que mitigue-se

a chance de criar posições de compra em dias de baixa e posições de venda em dias de

alta. Assim, caso o dia seja de alta, o valor máximo previsto será ajustado de acordo com

o erro do percentil 20% da distribuição de erros do valor máximo nos dias de alta, e o

valor mı́nimo previsto será ajustado de acordo com o erro do percentil 80% da distribuição

de erros do valor mı́nimo nos dias de alta. Ajuste análogo ocorre no caso de dias com

tendência de baixa.

Outros aspectos considerados pelo SGR são listados a seguir:

• Horário permitido para operações: definiu-se que o SGR irá permitir abertura

de posições apenas após 11 horas, devido ao fato de nesse momento haver uma

tendência mais claro do preço do ativo para que haja os ajustes necessários nas

predições do modelo. Antes de 11 horas, o SGR permite a zeragem de posições

pelas estratégias;

• Nı́vel de exposição por operação baseada no critério de kelly: o tamanho da

posição permitida pelo SGR equivale a 1/3 do valor de Kelly obtido pela estratégia

nos dados de validação;

• Reversão de posições: o SGR apenas permite reversão de posição, caso o sinal

dado pela estratégia esteja na região adequada, caso contrário, o SGR permite

apenas a zeragem da posição. Por exemplo, caso a estratégia esteja comprada em

X unidades do ativo e emita um sinal de reversão para ficar em posição vendida,

o SGR irá permitir a venda de 2X unidades apenas se o preço do ativo estiver na

região de venda, caso contrário, irá permitir a venda de X unidades, de forma a

zerar a posição.

• Especificação e dimensionamento de stoploss: o SGR utilizará stoploss equi-

valente a 1/3 do percentil 50% da distribuição de retorno percentual entre o valor

máximo e mı́nimo. Essa definição visa estebelecer um critério de stop condizente

com o ńıvel de variação histórico de cada ativo.

• Definição de modo de conduta para alvo das operações (take profit):

definiu-se que as posições serão encerradas conforme sinais de compra/venda das

estratégias nas quais aplicou-se o SGR.
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4.8 Implementação de estratégias automatizadas

Foram implementadas 7 (sete) estratégias de operação automatizada, sendo 2

(duas) com base nas estruturas otimizadas de LSTM/BiLSTM encontradas na dissertação

e 5 (cinco) baseadas em estratégias bastante populares no mercado financeiro envolvendo

utilização de indicadores técnicos para rastreamento de tendências (trend follower) e os-

ciladores (identificação de momento e divergências).

As estratégias baseadas em indicadores técnicos tiveram seus parâmetros otimi-

zados para cada ativo nos dados de treino. Para essa otimização, as estratégias foram

aplicadas nos dados de treino dos ativos de forma livre (sem uso de stoploss e tamanho

de posição fixo em 10 % do capital (capital inicial de R$ 100 mil). Assim, as entradas e

sáıdas das operações foram realizadas apenas pelos gatilhos da própria estratégia. Utili-

zando a técnica de Grid search, obteve-se a taxa de acerto global (considerando operações

de compra e venda) e a relação risco/ganho para cada configuração posśıvel de parâmetros

da estratégia.

Visando máximizar o tamanho da posição de cada operação por meio do critério de

Kelly, o qual considera a taxa de acerto e relação de risco/ganho. Quando o valor calculado

pelo critério de Kelly é menor ou igual a zero, utilizou-se a configuração de parâmetros com

maior taxa de acerto e em caso de empate, a maior relação de risco/ganho no âmbito geral

das operações realizadas (compra e venda). Também foi adotado um critério restritivo

de haver ao menos uma quantidade de operações igual a 1/8 da quantidade de dias dos

dados de treino.

Já as duas estratégias baseadas nos preditores encontrados na dissertação podem

ser consideradas otimizadas para cada ativo, devido ao processo realizado para obtenção

dos modelos.

A seguir são apresentadas as estratégias implementadas, quais os parâmetros con-

figuráveis e os gatilhos de entrada e sáıda de operação de cada estratégia.

4.8.1 Estratégia Buy low/Sell High

A estratégia denominada nessa dissertação como Buy low/Sell high consiste basi-

camente em iniciar operações de compra em uma região no entorno da previsão de valor

mı́nimo do ativo e iniciar operações de venda no entorno da previsão de valor máximo

do ativo (1 atr). A previsão de preço máximo e mı́nimo do ativo para determinado dia é

fornecida pelo modelo selecionado para o ativo.
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A Figura 4.5 exemplifica a estratégia Buy low/Sell high. A estratégia permite

realizar apenas uma operação por dia. Caso seja aberta uma posição de compra em

determinado dia, mas o valor máximo previsto não seja atingido e a operação esteja em

situação de lucro, a posição é mantida aberta para o próximo pregão, caso contrário, a

posição é encerrada no preço de fechamento do candle de 17:00.

Figura 4.5: Exemplo da aplicação da estratégia Buy low/Sell high para negociação do
ativo ABEV3. Dados do dia 02/03/2022

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

4.8.2 Estratégia Act on opening

A estratégia denominada nessa dissertação como Act on opening consiste em utili-

zar um classificador de tendência, treinado utilizando rede LSTM com o mesmo conjunto

de dados de entrada dos preditores selecionados para cada ativo, no entanto, realizando

a otimização da janela temporal, quantidade camadas e células LSTM por camada, a fim

de prever se a tendência no dia será de alta (preço de fechamento ¿ preço de abertura) ou

de não-alta (preço de fechamento ¡= preço de abertura).

Baseado na previsão de tendência, será iniciada uma ordem de compra ou venda

no preço de encerramento do primeiro candle do dia e esta posição será finalizada no final

www.tradingview.com
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do mesmo dia. Assim, todas as operações dessa estratégia ocorrerão dentro do mesmo dia

e apenas uma por dia. A Figura 4.6 exemplifica a estratégia Act on opening.

Figura 4.6: Exemplo da estratégia Act on opening aplicada ao ativo ABEV3. Dados do
dia 01/03/2022

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

4.8.3 Cruzamento de média (Crossover)

A estratégia de cruzamento de média visa rastrear tendência do ativo, seja de alta

ou de baixa, e utiliza uma média móvel do preço de fechamento do ativo nos últimos n

peŕıodos. Para esta estratégia foi utilizada a média simples. Em relação à quantidade de

peŕıodos a ser utilizada pela média, este valor foi otimizado para cada ativo a ser operado.

O sinal de compra dessa estratégia ocorre sempre que a linha de preços de fecha-

mento cruzar para cima a média móvel, sinalizando o ińıcio de um movimento de alta. Já

o sinal de venda da estratégia ocorre sempre que a linha de preços de fechamento cruzar

para baixo a média móvel, sinalizando o ińıcio de um movimento de baixa. Uma vez

iniciada, a estratégia irá alternar a posição entre compra e venda sempre que houver os

cruzamentos citados anteriormente.

A estratégia de cruzamento de média geralmente cria muitos sinais de operações,

a depender do timeframe utilizado e da volatilidade de preço do ativo, o que pode gerar
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muitos sinais falsos de ińıcio de movimento, minando a lucratividade da estratégia quando

considerados os custos de transação.

A Figura 4.7 apresenta operações indicadas pela estratégia de cruzamento de média.

Observa-se nesse caso, que devido à média levar mais tempo para acompanhar o movi-

mento de alta da primeira operação, o lucro auferido foi pequeno em relação ao topo

atingido pelo preço antes de cruzar a média novamente e iniciando uma posição de venda,

a qual foi encerrada devido ao gap de abertura do dia seguinte de negociação, levando

neste caso a um prejúızo.

Figura 4.7: Exemplo da estratégia de negociação baseada no cruzamento de média simples
de 9 peŕıodos com preço de fechamento do candle aplicada ao ativo B3SA3. Dados dos
dias 08 e 09/03/2022

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

4.8.4 Cruzamento de duas médias móveis (Double crossover)

O conceito por trás da estratégia de cruzamento de duas médias móveis é criar um

sistema oscilador que permita identificar melhor a tendência de movimento do ativo com

menor atraso posśıvel e reduzir a quantidade de sinais falsos em relação à estratégia de

cruzamento de uma única média móvel.
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Para esta estratégia são utilizadas duas médias móveis, onde uma é denominada

média rápida, pois realiza média sobre um número menor de peŕıodos do que a segunda

média, a média lenta. Da mesma forma que a estratégia de cruzamento de uma média, a

quantidade de peŕıodos das médias pode ser otimizada para cada ativo a ser operado.

O sinal de compra dessa estratégia ocorre sempre que a média rápida cruzar para

cima a média lenta, sinalizando o ińıcio de um movimento de alta. Já o sinal de venda da

estratégia ocorre sempre que a média rápida cruzar para baixo a média lenta, sinalizando

o ińıcio de um movimento de baixa. Uma vez iniciada, a estratégia irá alternar a posição

entre compra e venda sempre que houver os cruzamentos citados anteriormente.

A estratégia de cruzamento de duas médias tende a gerar menos operações que a

estratégia utilizando apenas uma média móvel. Isto deve-se à caracteŕıstica de suavização

da média móvel, que reduz a quantidade de rúıdo da série de preço de fechamento do

ativo.

A Figura 4.8 apresenta operações indicadas pela estratégia de cruzamento de duas

médias.

Figura 4.8: Exemplo da estratégia Cruzamento de duas médias (média simples de 4 e 9
peŕıodos) aplicada ao ativo B3SA3 nos dias 07 e 08/03/2022

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)
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4.8.5 Cruzamento de três médias móveis (Triple crossover)

A estratégia de Cruzamento de três médias móveis consiste em um sistema oscilador

que visa reduzir a quantidade de sinais falsos em relação à estratégia de cruzamento de

duas médias móveis e rastrear movimentos mais longos de tendência.

Para esta estratégia são utilizadas três médias móveis, onde uma é denominada

média lenta, pois realiza média sobre um número maior de peŕıodos, a segunda média

é denominada média intermediária, e a terceira média rápida, pois rastreia um número

menor de peŕıodos e, portanto, responde mais prontamente à movimento nos preços. Da

mesma forma que as estratégias anteriores de cruzamento de, a quantidade de peŕıodos

das médias pode ser otimizada para cada ativo a ser operado.

Existem duas formas de interpretar os sinais de compra e venda da estratégia.

Na primeira variação da estratégia, há a possibilidade de liquidar a posição no ativo

e aguardar um novo momento para iniciar um posicionamento de compra/venda. Na

segunda variação, a posição no ativo fica alternada, ora comprado, ora vendido, como

ocorre nas estratégias de cruzamento de uma média e de duas médias.

O sinal de entrada, tanto de compra como de venda é o mesmo nas duas variações.

Sempre que a média rápida estiver acima das duas outras médias, e houver o cruzamento

para cima da média intermediária em relação à média lenta, há a indicação de uma

operação de compra. Situação inversa ocorre para iniciar uma posição de venda. Para

isto, a média rápida deve estar abaixo das duas outras médias e a média intermediária

deve cruzar para baixo a média lenta.

Após iniciar uma operação de compra, a primeira variação da estratégia permite

liquidar essa posição quando houver o cruzamento da média rápida para abaixo da média

intermediária, sinalizando um posśıvel enfraquecimento do movimento de alta. A partir

dáı, pode haver um momento sem posicionamento no ativo, até que se confirme uma

reversão de movimento e a estratégia indique uma operação de venda. Situação análoga

ocorre para liquidar uma posição de venda, quando o movimento de baixa enfraquecer e

for sinalizado pelo cruzamento da média rápida para acima da média intermediária. A

Figura 4.9 exemplifica os sinais de compra/venda da primeira variação da estratégia de

cruzamento de três médias, a qual permite não haver posicionamento no ativo. Observa-

se que a posição de compra é liquidada e apenas após alguns candles é que se inicia

um posicionamento de venda no ativo, sendo esta posição também liquidada após um

movimento de baixa seguido de uma pequena alta no preço do ativo.

Na segunda variação da estratégia, uma vez iniciada, haverá uma alternância de

posicionamento no ativo de acordo com os sinais descritos anteriomente. No entanto,

sempre haverá um posicionamento no ativo em qualquer instante de tempo, conforme

demonstrado na Figura 4.10.
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Figura 4.9: Exemplo da estratégia de negociação baseada no cruzamento de três médias
simples de 4, 9 e 18 peŕıodos aplicada ao ativo B3SA3. Esta variação da estratégia permite
liquidar posição. Dados dos dias 03 e 04/03/2022

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

Figura 4.10: Exemplo da estratégia de negociação baseada no cruzamento de três médias
simples de 4, 9 e 18 peŕıodos aplicada ao ativo B3SA3. Dados dos dias 03 e 04/03/2022.
Esta variação permite apenas a reversão de posição, mantendo sempre alocação de 100%
no ativo.

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)
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4.8.6 Estratégia baseada em RSI (Relative Strength Index)

A estratégia baseada em RSI (indicador apresentado na seção 3.3.2 deste docu-

mento), em termos de sinais de compra e venda, pode ser interpretada da seguinte forma:

uma vez na região de sobrevenda (RSI abaixo do limite inferior) e havendo o cruzamento

para cima desse limite, a estratégia indica uma operação de compra do ativo. De forma

análoga, estando na região de sobrecompra (RSI acima do limite superior) e havendo o

cruzamento para abaixo desse valor, uma operação de venda pode ser iniciada ou uma

posição comprada já existente invertida para venda.

A estratégia implementada mantém posição aberta no ativo a todo instante e os

gatilhos de cruzamento dos valores de limite superior e inferior geram a inversão da posição

no ativo.

É posśıvel otimizar a estratégia baseada em RSI para determinado ativo por meio

de três parâmetros: a quantidade de peŕıodos da janela de dados, o valor limite inferior e

o valor do limite superior para sinalização de operações.

A Figura 4.11 apresenta um exemplo de dois sinais de operação da estratégia

baseada em RSI. O primeiro é uma venda ocorrida após o cruzamento para baixo do

limite superior de 70%, e o segundo sinal é a inversão da posição de venda para compra,

quando a linha de RSI adentrou sutilmente a região de sobrevenda (abaixo de 30%) e

houve o cruzamento para cima desse limite inferior.

4.8.7 Estratégia baseada em MACD

(Moving Average Convergence -Divergence)

A estratégia baseada no indicador MACD, apresentado na Seção 3.3.3 deste docu-

mento, realiza a abertura de uma posição de venda quando, estando em região de sobre-

compra, há o cruzamento do histograma para valores negativos, enquanto o cruzamento

do histograma para valores positivos, estando anteriormente em região de sobrevenda,

sugere a abertura de uma posição de compra.

Caso os cruzamentos do histograma não sejam realizados com o MACD nas regiões

de sobrecompra/sobrevenda, pode-se utilizar esse sinal para liquidar posições existentes.

Desta forma, a estratégia baseada em MACD possui duas variações, a primeira permite

momentos em que não há posição no ativo, e a segunda atua apenas invertendo a posição

de compra para venda e vice-versa.
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Figura 4.11: Exemplo da estratégia de negociação baseada em RSI aplicada ao ativo
USIM5

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

A Figura 4.12 apresenta a variação da estratégia baseada em MACD que permite

a liquidação da posição e, portanto, momentos sem posição no ativo. Observa-se que

o cruzamento do histograma para valores positivos em região de sobrevenda ensejou a

abertura de uma posição comprada a qual foi liquidada posteriormente quando houve o

cruzamento do histograma para valores negativos em região de sobrevenda. Em seguida,

houve um tempo sem posição até que iniciou-se uma série de operações de compra e venda

não lucrativas devido à consolidação do preço do ativo.

A Figura 4.13 apresenta a variação da estratégia baseada em MACD que realiza

a alternancia de posição no ativo. Observa-se um número menor de operações, sendo o

primeiro trade coincidente com a primeira variação da estratégia. No entanto, a ordem de

venda realiza a inversão de posição e a ordem posterior de compra garante uma operação

lucrativa. Após a inversão para posição comprada, a estratégia não gera novos sinais de

operação durante a consolidação de preço do ativo.

Por fim, a otimização da estratégia baseada em MACD para cada ativo ocorre pela

seleção da quantidade adequada de peŕıodos das médias móveis do indicador MACD (3

médias).

www.tradingview.com


4.9. Backtesting e Análise de resultados 68

Figura 4.12: Exemplo da estratégia baseada emMACD com liquidação de posição aplicada
ao ativo ABEV3

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

4.9 Backtesting e Análise de resultados

Para realização do backtesting foi utilizado oBacktrader, um framework de código

aberto baseado em Python, o qual já possui uma infraestrutura pronta para testar es-

tratégias de trading.

Inicialmente, foi definido o intervalo de dados a ser utilizado nos cenários de teste,

o qual correspondeu a janela temporal de 02/abril/2019 a 31/dezembro/2019, sendo que

estes dados em momento algum foram utilizados nas etapas anteriores da metodologia.

Considerou-se um capital inicial de R$ 100 mil e custo de transação de 0,03% (referente

a custos de liquidação e negociação da B3, B3 [2022]) sobre o valor financeiro operado.

Não foram consideradas taxas fixas de corretagem, uma vez que algumas corretoras não

tem mais aplicado esse tipo de taxa sobre as transações de ações.

Em seguida, é necessário gerar um baseline para comparar os resultados a serem

obtidos no trabalho. Esse baseline possui duas dimensões, sendo o baseline primário o

retorno financeiro obtido por um investidor no cenário de teste, utilizando a estratégia

de comprar o ativo no primeiro dia e vendê-lo no último dia (buy and hold). Devido

ao fato de as estratégias não utilizarem 100% do capital dispońıvel, foram calculados os

retornos da estratégia buy and hold utilizando 2%, 5%, 10%, 20% e 30% do capital. Não
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Figura 4.13: Exemplo da estratégia baseada em MACD aplicada ao ativo ABEV3. Esta
variação permite apenas a reversão de posição, mantendo sempre alocação de 100% no
ativo.

Fonte: Elaborado pelo autor no site www.tradingview.com (2022)

foi aplicado nenhum rendimento sobre a parte não alocada do capital.

Assim, o primeiro ńıvel de comparação é verificar se as estratégias implementadas,

utilizando do Sistema de Gestão de Risco, apresentaram melhor retorno financeiro ĺıquido

que o baseline primário.

A segunda dimensão de baseline consiste em mensurar o efeito do Sistema de

Gestão de Risco sobre a execução da estratégia sem o SGR. Ou seja, verificar como a

taxa de acerto, relação risco/ganho, quantidade de operações e retorno financeiro bruto e

ĺıquido foram impactados pelo uso do SGR.
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Caṕıtulo 5

Análise dos Resultados

Neste caṕıtulo serão apresentados os resultados obtidos durante a execução do processo

metodológico apresentado no Caṕıtulo 4.

A Seção 5.1 abrirá o caṕıtulo apresentando a análise estat́ıstica de dados reali-

zada sobre os cinco ativos da dissertação, abordando as análises, os testes realizados e

os sumários estat́ısticos gerados. Na seção seguinte (Seção 5.2) serão apresentados os

resultados obtidos no treinamento dos modelos de aprendizado profundo e o modelo de

predição selecionado para cada ativo. Uma análise estat́ıstica mais detalhada dos modelos

treinados foi reservada ao Apêndice A.

Na sequência, a Seção 5.3 apresenta a análise detalhada da distribuição de erros

percentuais dos valores máximos e mı́nimos previstos pelos modelos selecionados para

cada ativo, ao passo que a Seção 5.4 revela os parâmetros otimizados de cada estratégia

automatizada para cada ativo.

O resultado do backtesting é exposto na Seção 5.5, a qual inicia com a definição dos

baselines, em seguida apresenta o resultado das estratégias automatizadas sem a utilização

do sistema de gestão de risco (SGR) e com a utilização do mesmo, bem como a análise

desses resultados.

Por fim, a Seção 5.6 encerra o caṕıtulo através das considerações finais.

5.1 Análise estat́ıstica dos dados

A análise estat́ıstica dos dados foi conduzida para buscar revelar informações im-

portantes sobre o valor máximo e mı́nimo de um ativo em determinado dia.

Inicialmente, realizou-se o sumário estat́ıstico das variáveis de log retorno a serem

utilizadas para treinamento dos modelos LSTM e BiLSTM, apresentadas na Tabela 4.1.

As Tabelas 5.1 a 5.5 apresentam as propriedades estat́ısticas gerais das variáveis de log

retorno para cada um dos cinco ativos.

Em seguida, foram realizados testes de normalidade Shapiro-Wilk (Shapiro and
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Wilk [1965]) a fim de verificar se as variáveis aleatórias de log-retorno possúıam distri-

buição normal. Verificou-se que a hipótese nula de que as amostras das variáveis apresen-

tam distribuição normal foi rejeitada para todas as variáveis de entrada de treinamento

dos modelos e em todos os ativos.

Outro teste realizado sobre as variáveis de log-retorno foi o teste de estacionaridade

Augmented Dickey-Fuller (Fuller [2009]), o qual resultou que todas as variáveis em todos

os ativos apresentam estacionariedade.

Geralmente, os modelos de regressão assumem que os dados são estacionários e

normalmente distribúıdos (Trevor Hastie [2009]), apresentando melhores resultados nessa

situação. Embora tenha sido verificado que as variáveis de log-retorno não são uniforme-

mente distribúıdas, decidiu-se por não realizar nenhuma transformação nessas variáveis.

Tabela 5.1: ABEV3 - Resumo estat́ıstico das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Tabela 5.2: B3SA3 - Resumo estat́ıstico das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Para a análise da correlação cruzada entre as variáveis, realizou-se um deslocamento

para negativo de 1 unidade das variáveis Lhc e Llc, que são as variáveis a serem preditas

pelos modelos deep learning, de forma que o valor do log retorno dos valores máximos

e mı́nimos do dia atual pudessem ser avaliados em relação aos dados dispońıveis do dia

anterior. Em outras palavras, calculou-se a correlação cruzada das demais variáveis em

relação às variáveis de sáıda dos modelos com 1 unidade de atraso.

Os mapas de calor gerados encontram-se no Apêndice B e observou-se um padrão

muito semelhante em todos os ativos. As duas variáveis mais correlacionadas com o log
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Tabela 5.3: ITUB4 - Resumo estat́ıstico das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Tabela 5.4: PETR4 - Resumo estat́ıstico das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Tabela 5.5: USIM5 - Resumo estat́ıstico das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

retorno do valor máximo em relação ao valor de fechamento (Lhc) anterior são: Lc e Lh.

A terceira variável mais correlacionadas variou entre Ll, Loc e Llc. Ao passo que as duas

variáveis mais correlacionadas com o log retorno do valor mı́nimo em relação ao valor de

fechamento (Llc) anterior são: Lc e Ll. Neste caso, a terceira variável mais correlacionada

variou entre Loc, Lhc e Lh.

Realizou-se uma análise qualitativa dos gráficos de distribuição e de dispersão

apresentados no Apêndice B, validando os achados anteriores.

Por fim, realizou-se a análise da distribuição dos retornos percentuais dos valores

máximos em relação ao preço de abertura, dos valores mı́nimos em relação ao preço de

abertura e retorno percentual entre o valor máximo e mı́nimo em um mesmo dia, visando
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mensurar o intervalo de oscilação de preço do ativo em um dado dia. As tabelas 5.6, 5.7

e 5.8 apresentam esses dados respectivamente. Os gráficos da distribuição de retornos

encontram-se no Apêndice B.

Tabela 5.6: Análise de percentil da distribuição de retornos percentuais do valor máximo
em relação ao preço de abertura do ativo

Fonte: Elaborada pelo autor (2022)

Tabela 5.7: Análise de percentil da distribuição de retornos percentuais do valor mı́nimo
em relação ao preço de abertura do ativo

Fonte: Elaborada pelo autor (2022)

Tabela 5.8: Análise de percentil da distribuição de retornos percentuais do valor máximo
em relação ao valor mı́nimo do ativo em base diária

Fonte: Elaborada pelo autor (2022)

Ainda relacionado ao estudo estat́ıstico dos dados, foi realizado um estudo nos

dados de treino sobre a tendência diária dos ativos. Foram calculadas as probabilidades
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condicionais de que a tendência diária seja de baixa (preço de fechamento diário seja menor

que preço de abertura), dado que a tendência até determinado horário de negociação é

de baixa (preço no horário seja menor que preço da abertura), bem como para situação

de alta. Pelos gráficos das Figuras 5.1 e 5.1 verifica-se para todos os ativos analisados

que a tendência para cada encerramento de hora de negociação tende a ser confirmada

na tendência diária com probabilidades maiores que 60%, aumentando a medida que

transcorre o tempo de negociação do mercado.

Embora seja um achado interessante, é importante ressalvar que não necessaria-

mente haverá uma apreciação ou depreciação monotonicamente crescente/descrescente no

preço do ativo ao longo do dia. Por exemplo, caso o preço de abertura do ativo PETR4

seja R$ 10,00 e às 12 horas sua cotação esteja à R$ 9,80, há naquele momento aproximada-

mente 75% de chance que o preço do ativo encerre abaixo de R$ 10,00. Uma operação de

venda ao preço de R$ 9,80 e encerrada no fechamento pode não refletir em uma operação

lucrativa, pois o preço do ativo poderia fechar em R$ 9,95 e ainda correspondendo às

chances inicialmente calculadas. Assim, o estudo de probabilidade condicional realizado

pode ser indicativo de tipo de operação com maior chance de sucesso, embora não seja

garantido.

Figura 5.1: Gráfico apresenta a probabilidade condicional de que a tendência diária seja
de baixa dado que a tendência até determinado horário de negociação é de baixa

Fonte: Elaborada pelo autor (2022)
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Figura 5.2: Gráfico apresenta a probabilidade condicional de que a tendência diária seja
de alta dado que a tendência até determinado horário de negociação é de alta

Fonte: Elaborada pelo autor (2022)

5.2 Treinamento dos modelos de predição

Conforme elucidado na Seção 4.5, o treinamento dos modelos de predição foi re-

alizado de tal forma a obter um modelo otimizado em termos da métrica de erro médio

quadrático (RMSE). Assim, após a execução de treinamento de 7.200 combinações de

estrutura de modelos/dados de entrada para cada ativo, foram selecionados os 5 modelos

para cada conjunto de dado de entrada que apresentaram o menor valor de RMSE nos

dados de validação, totalizando 20 modelos para cada ativo.

Em uma segunda etapa do processo, os modelos foram treinados 10 vezes com

diferentes combinações dos dados de treino e validação, a fim de obter a média do valor

de RMSE. A Tabela 5.9 apresenta o resultado final desse processo, bem como a estrutura

dos modelos de predição selecionados para compor o sistema de gestão de risco.

De forma geral, observa-se que o conjunto de dados de entrada que ensejou a

seleção de modelos com menores valores de RMSE para todos os ativos foram os dados

de log-retorno OHLCV. Em relação à estrutura dos modelos de predição, observou-se

uma prevalência da rede LSTM sem aplicação do mecanismo de atenção, exceto no caso

do ativo PETR4, no qual o modelo selecionado foi uma rede BiLSTM com mecanismo

de atenção. Em todos os casos, os modelos selecionados apresentaram apenas 1 camada

e fatores de células pequenos e próximos ao tamanho da janela temporal de dados de

entrada.

Em relação ao tamanho da janela temporal de dados dos modelos, observou-se
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Tabela 5.9: Média e desvio padrão do valor de RMSE dos modelos de predição selecionados
para cada ativo

Fonte: Elaborada pelo autor (2022)

tamanhos distintos variando de 6 dias (no caso do ativo PETR4) a 29 dias (caso do ativo

ABEV3).

Uma análise estat́ıstica geral de todos os 36 mil modelos treinados visando identi-

ficar caracteŕısticas que levam a modelos com melhor desempenho de RMSE foi realizada

e está apresentada no Apêndice A.

5.3 Análise estat́ıstica do desempenho dos

preditores

A análise estat́ıstica de desempenho dos preditores selecionados para os ativos é

fundamental para mensurar a qualidade do sistema de gestão de risco, uma vez que o

mesmo depende diretamente das predições dos modelos. Um modelo de predição que

seja pouco preciso e que apresente uma cauda na distribuição de erros longa, provavel-

mente, não cumprirá com qualidade o papel de gerir risco, pois poderá errar as regiões de

preço mı́nimo e máximo do ativo, filtrando de forma incorreta operações sugeridas pelas

estratégias automatizadas.

As Tabelas 5.10 e 5.11 apresentam as análises de percentil da distribuição de erros

percentuais dos valores preditos de preço máximo e mı́nimo dos ativos no conjuntos de

dados de validação. É importante salientar que foi realizado um corte na cauda da distri-

buição de 10% dos dados em cada extremidade, a fim de obter uma visão das situações

mais frequentes (80% das situações), minimizando o efeito de erros muito grandes do pre-

ditor, seja por situações at́ıpicas de mercado (tais como oscilações muito bruscas devido
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a eventos poĺıticos, catastrofes ou not́ıcias sobre o ativo) ou por próprio erro do preditor.

Além disso, as tabelas também apresentam o corte da distribuição de erros segregado para

os dias onde houve tendência de alta (preço de fechamento maior que preço da abertura)

e dias de baixa.

Verifica-se para todos os modelos que os erros de predição do valor mı́nimo nos

dias com tendência de alta são negativos, ou seja, geralmente os modelos prevêem um

valor mı́nimo menor do que o valor mı́nimo ocorrido de fato. Isto impacta bastante o

sistema de gestão de risco, pois a operação desejada em dias de alta seriam compras e

de preferência próximas ao valor mı́nimo. Caso a região de operação de compra entorno

do valor mı́nimo previsto, sugerida pelo sistema de gestão de risco, seja muito estreita,

podem não ser aproveitadas as melhores oportunidades nesses dias ou até mesmo não

serem realizadas operações de compra.

Ainda em relação aos dias de tendência de alta, a tabela 5.11 permite identifica

que a previsão do valor máximo é geralmente subestimada, ou seja, menor do que o valor

real do preço máximo. Esta caracteŕıstica na distribuição dos erros não é interessante,

pois a cotação dos ativos pode alcançaro valor máximo previsto e acarretar na abertura de

operações de venda em dias com tendência de alta de forma equivocada, gerando prejúızos.

Quando se analisa a distribuição de erros de predição nos dias com tendência

de baixa, observa-se que para a predição dos valores máximos diários que os erros são

positivos a partir do percentil 10% para todos os ativos, o que sinaliza que a previsão do

valor máximo é quase sempre sobreestimada, maior que o valor máximo real. Isso pode

acarretar em situações nas quais o sistema de gestão de risco não enxergará oportunidades

de vendas em dias de tendência de baixa, reduzindo o desempenho na gestão de risco pois

não realizará as operações com maior potencial de lucro no dia. Em relação à previsão

dos valores mı́nimo em dias de baixa, em 70% ou mais das situações o erro de predição

é positivo, indicando que as previsões do valor mı́nimo costumam ser sobreestimadas.

Isso pode acarretar na aceitação de operações de compra em dias de tendência de baixa,

ensejando em operações que resultarão em prejúızos.

Em suma, as distribuições dos erros de predição apontam para um cenário desfa-

vorável para utilização direta das previsões fornecidas pelos modelos. Além disso, verifica-

se que a faixa de erros, tanto para a predição de valores mı́nimos e máximos varia apro-

ximadamente entre 2 % e 4 % (dependendo do ativo). Essa magnitude de erro dificulta

substancialmente a construção de um sistema de gestão de risco dado que encontra-se na

mesma ordem de grandeza do intervalo entre valor máximo e mı́nimo reais em 50 % das

situações. Portanto, embora fosse desejável modelos que forncessem predições mais preci-

sas, a utilização dos modelos, obtidos após extenso trabalho de otimização, como parte de

um sistema de gestão de risco, exigirá algum manejo na tentativa de obter um resultado

financeiro satisfatório em função da gestão de risco aplicada, levando em consideração às

incertezas envolvidas.
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Por fim, as figuras 5.3 a 5.3 apresentam as distribuições completas dos erros per-

centuais de predição para cada ativo. Observa-se que, evidentemente, as distribuições

não normais. As distribuições de erros de predição dos valores máximos possuem cauda

à esquerda, enquanto as distribuições de erros de predição dos valores mı́nimos possuem

cauda à direita. O que reflete no valor da mediana (percentil 50% não ser próximo de

zero).

Entre os ativos, o modelo de ABEV3 apresentou melhor resultado em termos de

erros de predição do valor máximo com um intervalo de erro igual a 2,12% (Valor máximo

- valor mı́nimo) e 2,06% para o intervalo de erro da predição do valor mı́nimo. Em

contrapartida, o modelo do ativo USIM5 apresentou erros maiores de predição, sendo o

intervalo de erro do valor máximo previsto de 4,06% e do valor mı́nimo 4,10%.

Tabela 5.10: Predição do valor mı́nimo - Análise de percentil da distribuição de erros
percentuais de predição (eliminando 10% das caudas em cada extremidade)

Fonte: Elaborada pelo autor (2022)

5.4 Implementação de estratégias automatizadas

Conforme abordado na Seção 4.8, foram implementadas 7 estratégias automatiza-

das para gerar sinais de compras e vendas. As estratégias foram otimizadas por ativo sobre

os dados de treino/validação, utilizando a técnica Grid search, definindo assim os melho-

res parãmetros para cada estratégia, de forma a maximizar o critério de Kelly, seguido da

taxa de acerto e relação risco/ganho das operações.
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Tabela 5.11: Predição de valor máximo - Análise de percentil da distribuição de erros
percentuais de predição (eliminando 10% das caudas em cada extremidade)

Fonte: Elaborada pelo autor (2022)

Figura 5.3: ABEV3 - Distribuição dos erros de predição do modelo selecionado para o
preço máximo e minimo diário nos dados de validação

Fonte: Elaborada pelo autor (2022)

A Tabela 5.12 apresenta o resultado da otimização dos parâmetros de cada es-

tratégia. Observa-se que a maior parte das estratégias apresentou uma taxa de acerto

entre 30% a 40% e relação de risco/ganho entre 0,9 e 1,4. A aplicação do critério de Kelly

nessas situações gera valor negativo, pois não há expectativa de ganho a longo prazo na
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Figura 5.4: B3SA3 - Distribuição dos erros de predição do modelo selecionado para o
preço máximo e minimo diário nos dados de validação

Fonte: Elaborada pelo autor (2022)

Figura 5.5: ITUB4 - Distribuição dos erros de predição do modelo selecionado para o
preço máximo e minimo diário nos dados de validação

Fonte: Elaborada pelo autor (2022)
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Figura 5.6: PETR4 - Distribuição dos erros de predição do modelo selecionado para o
preço máximo e minimo diário nos dados de validação

Fonte: Elaborada pelo autor (2022)

Figura 5.7: PETR4 - Distribuição dos erros de predição do modelo selecionado para o
preço máximo e minimo diário nos dados de validação

Fonte: Elaborada pelo autor (2022)
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recorrência de operações com esse resultado esperado.

As estratégias apresentaram quantidade de operações bem distintas, variando entre

300 e 28 mil, em um intervalo de dados de 2.000 a 2500 dias, dependendo do ativo. Isso

dá uma relação que varia de aproximadamente 1 operação a cada 7 dias até 13 operações

por dia. Nota-se que apenas as estratégias RSI, MACD (Posicionado) obtiveram taxa de

acerto e relação de risco/ganho favoráveis o suficiente para haver expectativa de ganho

a longo prazo. Nesses casos o critério de Kelly foi calculado entre 12,6% a 42,5% do

capital total. Também foram as estratégias que realizaram operações mais longas, não

consistindo em operações intradiárias.

A estatégia Buy low/Sell high, a qual utiliza os modelos de predição treinados neste

trabalho, resultou em melhores taxas de acerto e relação risco/ganho em comparação às

demais estratégias. O valor do critério de Kelly calculado variou entre 85 a 92%, ao passo

que a quantidade de operações representou a relação de aproximadamente um trade a

cada 2 dias.

Para a definição do baseline da estratégia e backtesting da estratégia com o sis-

tema de gestão de risco aplicado, serão utilizados os parâmetros da tabela 5.12, bem

como será adotado no ińıcio do backtesting um tamanho de posição referente à 30% do

critério de Kelly. No caso de estratégias que não obtiveram uma taxa de acerto e risco

ganho favoráveis, a estratégia iniciará com operações de 2% do capital total, o que seria

equivalente ao valor do critério de Kelly para uma situação hipotética de risco ganho 1-1

e taxa de acerto de 51%.

5.5 Resultados do Backtesting

Esta seção iniciará com a Subseção 5.5.1 a qual apresentará a definição da janela

temporal de backtesting e dos baselines dos ativos, utilizando a estratégia buy and hold

(baseline primário), bem como a comparação do desempenho das estratégias automati-

zadas sem aplicação do sistema de gestão de risco (SGR) e com a utilização do SGR

(baseline secundário).

Em seguida, a Subseção 5.5.2 apresentará a análise do impacto da utlização do SGR

para cada estratégia automatizada e para cada um dos cinco ativos selecionados. Será

dada ênfase ao melhor e pior caso de utilização do SGR para cada um dos ativos, abor-

dando o impacto do SGR nas estratégias em termos do tipo de operação (compra/venda)

e retorno da operação (positivo/negativo).



5.5. Resultados do Backtesting 83

Tabela 5.12: Parâmetros otimizados para cada estratégia e ativo a ser executada no
backtesting.

Fonte: Elaborada pelo autor (2022)

5.5.1 Baselines

Para a realização do backtesting, foi selecionada a janela temporal de 02/04/2019

a 30/12/2019 compreendendo 273 dias corridos e 187 dias de negociação. A Tabela 5.13

apresenta os baselines primários de retorno financeiro, que consistem na compra do ativo

no primeiro dia da janela de teste e venda no preço de fechamento do último dia (estratégia
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buy-and-hold), para as situações de 2%, 5%, 10%, 20 % e 30% do capital total (R$
100.000,00) alocado no ativo. Os gráficos dos cenários de teste estão apresentados no

Apêndice C.

Tabela 5.13: Tabela de baselines primários para os ativos no backtesting

Fonte: Elaborada pelo autor (2022)

Para o estabelecimento dos baselines secundários, foram executadas as estratégias

automatizadas, utilizando os gatilhos de compra e venda e tamanho de exposição de 30%

do critério de Kelly alcançado na otimização, sem adoção de stoploss. A Tabela 5.14

apresenta o resultado da execução das estratégias ainda sem a aplicação da camada do

sistema de gestão de risco.

Verifica-se na Tabela 5.14 as estratégias que superam o baseline primário em termos

de retorno financeiro ĺıquido (em cinza) e a estratégia com melhor desempenho (em verde).

As estratégias RSI e MACD apresentaram com maior frequência resultados melhores do

que o baseline primário, tendo a estratégia RSI sido a melhor alternativa para 4 dos 5

ativos. Essas estratégias realizam poucas operações e apresentam geralmente taxas de

acerto entre 37 e 60 %. Devido ao fato de apresentarem relação risco/ganho maior do que

1, apresentaram resultado financeiro ĺıquido positivo na maior parte dos ativos.

As demais estratégias apresentaram um número mais elevado de operações e taxas

de acerto variando aproximadamente entre 14 e 50 %. Na maior parte dos casos apresen-

taram relação risco/ganho menor do que 1, resultando em perdas financeiros ao final do

backtesting.

Na próxima seção, será apresentado o impacto da utilização do sistema de gestão

de risco nas métricas de execução das estratégias automatizadas.
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Tabela 5.14: Tabela de baselines secundários para os ativos no backtesting

Fonte: Elaborada pelo autor (2022)
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5.5.2 Aplicação do Sistema de Gestão de Risco (SGR) sobre

estratégias

O Sistema de Gestão de Risco (SGR), conforme apresentado na seção 4.7, foi

aplicado como uma segunda camada sobre as estratégias automatizadas. O SGR visa

filtrar os gatilhos de compra das estratégias de forma a minimizar o risco da operação. A

redução de risco é baseada em permitir operações de compra em uma região de compra

próxima do valor mı́nimo diário previsto pelo modelo, e de forma análoga para as operações

de venda. Espera-se que o SGR aumente a taxa de acerto das estratégias e a relação

risco/ganho, contribuindo para o alcance de um retorno financeiro ĺıquido positivo.

A seguir, serão apresentadas as comparações da execução das estratégias com e sem

a aplicação do SGR para os cinco ativos selecionados (Tabelas 5.15 a 5.27). As estratégias

que tiveram melhor desempenho com a aplicação do SGR estão com o fundo em verde,

enquanto as estratégias que apresentaram desempenho melhor que o baseline primário

(levando em consideração a alocação média das operações) estão em negrito.

Ademais, a fim de evidenciar o impacto do sistema de gestão de risco (SGR) sobre

as estratégias executadas, também serão apresentadas duas análises de caso da aplicação

do mesmo para cada ativo por meio de gráficos e matrizes dos trades realizados: o melhor

e o pior resultado obtido com a utilização do SGR para cada ativo.

5.5.2.1 ABEV3

Em relação ao ativo ABEV3, no qual o modelo de predição apresentou menor

intervalo de variação de erro de predição (aproximadamente ±1%) em relação aos demais

ativos, a Tabela 5.15 demonstra que apenas a estratégia RSI não se beneficiou do uso do

SGR.

As estratégias Act on opening e MACD (Posicionado) apresentaram retorno ĺıquido

maior do que o baseline primário, sendo o retorno da primeira de 0,41% (superior ao

baseline 0,24%, considerando alocação de 2% do capital) e da segunda de 1,52% (superior

ao baseline 1,21%, considerando alocação de 10% do capital).

É interessante notar que houve uma redução drástica da quantidade de operações

realizadas nas estratégias de cruzamento de média. No entanto, a taxa de acerto não

melhorou com a utilização do SGR a ponto de tornar as estratégias lucrativas.

Quando analisado o retorno sobre a alocação média, verifica-se que as estratégias

Act on opening e MACD (Posicionado) apresentaram os melhores resultados, 17,8% e
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Tabela 5.15: ABEV3 - Comparação das estratégias automatizadas com e sem uso do SGR

Fonte: Elaborada pelo autor (2022)

13,3%, respectivamente, desempenho melhor do que os 12% do baseline primário da es-

tratégia buy and hold.

Análise do melhor caso - MACD (Posicionado)

Observa-se pela Tabela 5.16 que houve uma redução substancial de operações (116

para 78) para estratégia MACD (Posicionado) ao adotar o SGR, ao passo que o resultado

ĺıquido e resultado médio por operação apresentaram melhoria em relação à estratégia sem

uso do SGR. A gestão de risco aplicada foi capaz de reduzir a quantidade de operações

não lucrativas e o prejúızo médio delas. Apesar de também ter reduzido a quantidade de

operações lucrativas, tanto de compra como venda, o resultado médio por operação apre-

sentou melhoria em relação à estratégia sem SGR, refletindo em uma relação risco/ganho

mais atrativa (1,06 frente a 1,3 sem uso do SGR).

As Figuras 5.5.2.1 e 5.5.2.1 ilustram os trades realizados pela estratégia MACD

(Posicionado) sem o uso do SGR e com SGR, respectivamente. As cores azul e vermelho

sinalizam se o resultado da operação foi positivo ou negativo.

Tabela 5.16: ABEV3 - Estratégia com melhor desempenho utilizando SGR - MACD
(Posicionado)

Fonte: Elaborada pelo autor (2022)

Análise do pior caso - RSI
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Figura 5.8: ABEV3 - Trades realizados pela estratégia MACD (Posicionado) sem uso do
SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.9: ABEV3 - Trades realizados pela estratégia MACD (Posicionado) utilizando
SGR

Fonte: Elaborada pelo autor (2022)
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Ao analisar o desempenho da estratégia RSI com e sem uso do SGR, observa-se

pela Tabela 5.17 que houve uma manutenção da quantidade de operações. Contudo, o

resultado médio por operação deteriorou-se, principalmente, pela redução de lucro nas

operações de compra e venda. Assim, embora tenha havido uma melhoria na taxa de

acerto da estratégia (de 59,1% para 61,9%), a relação risco/ganho reduziu de 1,08 para

0,93.

As Figuras 5.5.2.1 e 5.5.2.1 ilustram os trades realizados pela estratégia RSI sem

o uso do SGR e com SGR, respectivamente. As cores azul e vermelho sinalizam se o

resultado da operação foi positivo ou negativo.

Tabela 5.17: ABEV3 - Estratégia com pior desempenho utilizando SGR - RSI

Fonte: Elaborada pelo autor (2022)

Figura 5.10: ABEV3 - Trades realizados pela estratégia RSI sem uso do SGR

Fonte: Elaborada pelo autor (2022)
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Figura 5.11: ABEV3 - Trades realizados pela estratégia RSI utilizando SGR

Fonte: Elaborada pelo autor (2022)

5.5.2.2 B3SA3

Em relação ao ativo B3SA3, no qual o modelo de predição apresentou erro de

predição com intervalo de variação semelhante ao ativo ABEV3, aproximadamente±1, 3%,

a Tabela 5.18 demonstra que 3 estratégias não se beneficiaram com a aplicação do SGR,

resultando em uma efetividade de 66%.

Tabela 5.18: B3SA3 - Comparação das estratégias automatizadas com e sem o uso do
SGR

Fonte: Elaborada pelo autor (2022)

No geral, a adoção do SGR permitiu melhores relações de risco/ganho e taxas de

acerto, acompanhadas de uma redução da quantidade de operações. A única estratégia

que superou o baseline primário referente ao capital alocado foi RSI com retorno ĺıquido

de 4,11% e 10,5% de alocação média nas operações, e obteve 39,2% de retorno sobre o

capital alocado nas operações, valor este superior à estratégia buy-and-hold que apresenta
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32% de retorno sobre o capital alocado.

Nas estratégias em que não houve melhoria do resultado com aplicação do SGR

observou-se deterioriação da relação risco/ganho e nas estratégias Act on opening e Cru-

zamento de 3 médias (C/ liquidação) a manutenção da quantidade de operações, ao passo

que na estratégia MACD (C/ liquidação) houve um decréscimo significativo da quantidade

de operações (de 208 para 78).

Análise do melhor caso - RSI

A estratégia RSI para o ativo B3SA3, sem uso do SGR, gerou 27 operações con-

forme pode ser visto na Tabela 5.19. Destas operações, 11 resultaram em prejúızo, sendo

este concentrado nas operações de venda.

A execução da estratégia RSI com aplicação do sistema de gestão de risco também

realizou 27 operações apresentando 8 operações com prejúızo. O SGR foi capaz de reduzir

o prejúızo médio das operações de R$ 351,16 para R$ 178,58 e tendo reduzido a quantidade

de operações negativas, o prejúızo dessas operações reduziu-se de R$ 3.862,76 para R$
1.428,71.

Embora o SGR também tenha reduzido o resultado médio das operações lucrativas,

tanto de compra quanto de venda, o balanço final foi favorável ao uso do SGR, pois

aumentou o lucro ĺıquido de 3,49% para 4,11%. Em termos de retorno sobre o capital

alocado, a estratégia RSI com uso do SGR apresentou retorno de 39,2%.

As Figuras 5.5.2.2 e 5.5.2.3 ilustram os trades realizados pela estratégia RSI sem

o uso do SGR e com SGR, respectivamente. Percebe-se qualitativamente por meio desses

gráficos a melhoria na qualidade das operações.

Tabela 5.19: B3SA3 - Estratégia com melhor desempenho utilizando SGR - RSI

Fonte: Elaborada pelo autor (2022)

Análise do pior caso - Cruzamento de média

Ao analisar o desempenho da estratégia de cruzamento de média com e sem uso do

SGR, observa-se pela Tabela 5.20 que o resultado com uso do SGR (prejúızo de 0,15%)

foi melhor que o resultado sem o uso do SGR (prejúızo de 1,59%). Isto foi devido em
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Figura 5.12: B3SA3 - Trades realizados pela estratégia RSI sem uso do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.13: B3SA3 - Trades realizados pela estratégia RSI utilizando SGR

Fonte: Elaborada pelo autor (2022)
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grande parte à drástica redução da quantidade de operações, principalmente de operações

não lucrativas, que na estratégia sem uso do SGR representava aproximadamente 2/3 das

operações (No total de 1264 operações). Apesar da proporção de operações não lucrativas

ter se mantido na estratégia com SGR, houve uma drástica redução do prejúızo de R$
10.333,07 para R$ 1.531,40.

Contudo, o uso do SGR também reduziu a quantidade de operações lucrativas e o

resultado médio por operação deteriorou-se de R$ 14,34 para R$ 10,86. No balanço final,

houve uma melhora do resultado da estratégia devido à melhoria da relação risco/ganho

de 0,85 para 0,9, mas que não foi suficiente para tornar o retorno da estratégia lucrativo,

dada a baixa taxa de acerto 32,6%.

As Figuras 5.5.2.2 e 5.5.2.2 ilustram os trades realizados pela estratégia RSI sem o

uso do SGR e com SGR, respectivamente. É ńıtida a redução da quantidade de operações,

bem como a predominância de operações de venda quando o erro de predição do valor

máximo é negativo e de compra quando o erro de predição do valor mı́nimo do ativo é

positivo, o que certamente não contribuiu para melhorar a taxa de acerto da estratégia.

Tabela 5.20: B3SA3 - Estratégia com pior desempenho utilizando SGR - Cruzamento de
média

Fonte: Elaborada pelo autor (2022)

5.5.2.3 ITUB4

Para o ativo ITUB4, a Tabela 5.21 permite verificar uma efetividade de 77% na

melhoria do desempenho das estratégias (7 de 9 estratégias apresentaram melhor resultado

com o SGR).

Conforme esperado, as estratégias Buy low/Sell High e Act on opening mostraram-

se menos senśıveis à aplicação do SGR pois o único impacto do SGR nessas estratégias é

a aplicação de stoploss e que resultou na redução da taxa de acerto e risco/ganho.
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Figura 5.14: B3SA3 - Trades realizados pela estratégia de Cruzamento de média sem uso
do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.15: B3SA3 - Trades realizados pela estratégia de Cruzamento de média utilizando
SGR

Fonte: Elaborada pelo autor (2022)

As demais estratégias apresentarammelhoria na taxa de acerto e relação risco/ganho,

embora as estratégias de cruzamento de média ainda tenha apresentado retorno ĺıquido

próximo de zero. A estratégia que apresentou melhor desempenho foi RSI, na qual a

aplicação do SGR foi capaz de melhorar a relação risco/ganho de 1,39 para 1,64, o que

resultou na melhoria do retorno ĺıquido de 0,85% para 1,14%, resultado acima do baseline

primário (1,13%) quando comparado com o mesmo volume de capital alocado (10%).

Análise do melhor caso - RSI
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A estratégia RSI para o ativo ITUB4, sem uso do SGR, gerou 21 operações con-

forme pode ser visto na Tabela 5.22. Destas operações, 9 resultaram em prejúızo, sendo

este concentrado nas operações de venda (6 operações).

A execução da estratégia RSI com aplicação do sistema de gestão de risco realizou

20 operações apresentando 8 operações com prejúızo, com leve redução do prejúızo médio

das operações de R$ 241,13 para R$ 224,34 e portanto, o prejúızo dessas operações reduziu-

se de R$ 2.170,20 para R$ 1.794,76.

Embora o SGR também tenha reduzido levemente o resultado médio das operações

lucrativas (reduziu nas operações de venda e aumentou nas operações de compra), o

consolidado das operações lucrativas bem próximo da estratégia sem uso do SGR. Em

termos de retorno sobre o capital alocado, a estratégia RSI com uso do SGR apresentou

retorno de 10,9%, valor este compat́ıvel com a estratégia buy-and-hold (11,0%).

As Figuras 5.22 e 5.5.2.3 ilustram os trades realizados pela estratégia RSI sem o

uso do SGR e com SGR, respectivamente.

Análise do pior caso - Act on opening

Ao analisar o desempenho da estratégia act on opening com e sem uso do SGR,

observa-se pela Tabela 5.23 um leve aumento do prejúızo da estratégia, passando de 0,39%

para 0,66%.

O impacto do SGR nessa estratégia é de aplicar stoploss nas operações e como

nessa estratégia a quantidade de operações é a mesma com e sem o uso do SGR, verifica-

se apenas variações na distribuição de operações lucrativas e com prejúızo. No geral,

observa-se que o uso do SGR deteriorou o resultado médio nas operações que geravam lucro

e manteve aproximadamente constante o resultado médio das operações não lucrativas.

As Figuras 5.5.2.3 e 5.5.2.3 ilustram os trades realizados pela estratégia RSI sem

o uso do SGR e com SGR, respectivamente.

5.5.2.4 PETR4

A efetividade da aplicação do SGR para o ativo PETR4 foi de 55% sobre as es-

tratégias testadas. Houve uma melhoria no retorno ĺıquido de 5 estratégias entre as 9

implementadas, conforme apresenta a Tabela 5.24.

Pequenas melhorias na relação de risco/ganho e taxa de acerto e redução expres-

siva da quantidade de operações melhoraram o resultado das estratégias baseadas em

cruzamento de médias, mas não ao ponto de obter um retorno ĺıquido positivo.

Nas estratégias onde o SGR não foi efetivo, houve redução da relação risco/ganho
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Tabela 5.21: ITUB4 - Comparação das estratégias automatizadas com e sem uso do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.16: ITUB4 - Trades realizados pela estratégia RSI sem uso do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.17: ITUB4 - Trades realizados pela estratégia RSI utilizando SGR

Fonte: Elaborada pelo autor (2022)
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Tabela 5.22: ITUB4 - Estratégia com melhor desempenho utilizando SGR - RSI

Fonte: Elaborada pelo autor (2022)

Tabela 5.23: ITUB4 - Estratégia com pior desempenho utilizando SGR - Cruzamento de
média

Fonte: Elaborada pelo autor (2022)

Figura 5.18: ITUB4 - Trades realizados pela estratégia Act on opening sem uso do SGR

Fonte: Elaborada pelo autor (2022)

e redução da quantidade de operações (exceto na estratégia Act on opening que realiza a

mesma quantidade de operações com ou sem SGR).
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Figura 5.19: ITUB4 - Trades realizados pela estratégia Act on opening utilizando SGR

Fonte: Elaborada pelo autor (2022)

Tabela 5.24: PETR4 - Comparação das estratégias automatizadas com e sem uso do SGR

Fonte: Elaborada pelo autor (2022)

A estratégia que apresentou melhor resultado foi MACD (Posicionado) sem aplicação

de SGR (2,78% de retorno ĺıquido), resultado muito superior ao baseline primário de 0,51%

(para 5% do capital alocado). Embora o SGR tenha deteriorado o desempenho da es-

tratégia, reduzindo a quantidade de operações pela metade e o risco/ganho de 1,87 para

1,57%, o retorno ĺıquido foi de 1,1%, resultado ainda superior ao baseline primário. O

retorno sobre o capital aplicado na estratégia MACD (Posicionado) com uso do SGR foi

de 19,2%, resultado que representa quase o dobro do retorno sobre capital investido do

baseline primário da estratégia buy-and-hold (10%).

Análise do melhor caso - MACD (Posicionado)

Observa-se pela Tabela 5.25 que houve uma redução substancial de operações (105

para 47) para estratégia MACD (Posicionado) ao adotar o SGR, bem como uma redução

do resultado ĺıquido (R$ 2.776,89 -¿ R$ 1.101,36) e resultado médio por operação (R$
26,44 -¿ R$ 23,43).
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O maior impacto da gestão de risco aplicada foi na redução do resultado ĺıquido

de operações lucrativas. Embora o resultado médio por operação tenha melhorado tanto

para operações de compra (de R$ 92,64 para R$ 100,67) quanto de venda (de R$ 80,08

para R$ 101,27), a redução da quantidade de operações lucrativas reduziu bastante o

lucro consolidado. A redução do prejúızo consolidado (R$ 3.188,40 para R$ 1.928,47) não

foi suficiente para repor as perdas de lucro das operações lucrativas que deixaram de ser

executadas, refletindo, portanto, na redução da relação risco/ganho de 1,87 para 1,57.

As Figuras 5.5.2.4 e 5.5.2.4 ilustram os trades realizados pela estratégia MACD

(Posicionado) sem o uso do SGR e com SGR, respectivamente. As cores azul e vermelho

sinalizam se o resultado da operação foi positivo ou negativo.

Tabela 5.25: PETR4 - Estratégia com melhor desempenho utilizando SGR - MACD
(Posicionado)

Fonte: Elaborada pelo autor (2022)

Análise do pior caso - Act on opening

Ao analisar o desempenho da estratégia act on opening com e sem uso do SGR,

observa-se pela Tabela 5.26 um leve aumento do prejúızo da estratégia, passando de 0,68%

para 0,74%.

Tabela 5.26: PETR4 - Estratégia com pior desempenho utilizando SGR - Act on opening

Fonte: Elaborada pelo autor (2022)
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Figura 5.20: PETR4 - Trades realizados pela estratégia MACD (Posicionado) sem uso do
SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.21: PETR4 - Trades realizados pela estratégia MACD (Posicionado) utilizando
SGR

Fonte: Elaborada pelo autor (2022)
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Da mesma forma como foi explanado para o ativo ITUB4, o impacto do SGR na

estratégia act on opening é de aplicar stoploss nas operações e como nessa estratégia a

quantidade de operações é a mesma com e sem o uso do SGR, verifica-se apenas va-

riações na distribuição de operações lucrativas e com prejúızo. No geral, observa-se que

o uso do SGR deteriorou o resultado médio nas operações que geravam lucro e manteve

aproximadamente constante o resultado médio das operações não lucrativas.

As Figuras 5.5.2.4 e 5.5.2.4 ilustram os trades realizados pela estratégia RSI sem

o uso do SGR e com SGR, respectivamente. As cores azul e vermelho sinalizam se o

resultado da operação foi positivo ou negativo.

Figura 5.22: PETR4 - Trades realizados pela estratégia Act on opening sem uso do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.23: PETR4 - Trades realizados pela estratégia Act on opening utilizando SGR

Fonte: Elaborada pelo autor (2022)
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5.5.2.5 USIM5

O modelo de predição do ativo USIM5 foi o que apresentou maior variação de erro

de predição (aproximadamente ±2%) e, por consequencia, a utilização do SGR apresentou

a menor efetividade, 33% (melhoria em apenas 3 estratégias entre as 9 testadas), conforme

pode ser visto na Tabela 5.27.

Ainda assim, a melhoria que o SGR proporcionou nessas três estratégias não foi

capaz de reverter o retorno ĺıquido negativo das estratégias sem a aplicação de SGR. Não

obstante, é necessário observar também que o retorno financeiro do baseline primário é

negativo (-0,14%).

Observou-se que reduções na relação risco/ganho, em alguns casos também acom-

panhada da redução de taxa de acerto, contribuiram para deteriorar o retorno ĺıquido

das estratégias. Duas estratégias apresentaram melhor resultado que o baseline primário

após a aplicação do SGR: Buy low/Sell High e Cruzamento de médias (posicionado). A

estratégia RSI sem aplicação do SGR foi a que apresentou melhor retorno ĺıquido (1,07%),

resultado bem superior ao baseline primário. A aplicação do SGR na estratégia RSI im-

pactou negativamente a relação risco/ganho, que passou de 1,51 para 0,87, e embora tenha

havido uma melhoria na taxa de acerto (de 58,8% para 66,7%), o aumento da quantidade

de operações (de 18 para 25) resultou em um resultado ĺıquido de -0,6%.

Análise do melhor caso - Buy low/Sell high

Observa-se pela Tabela 5.28 que a aplicação do SGR sobre a estratégia Buy low/Sell

high, que impacta basicamente por meio da adoção de stoploss, manteve o resultado

praticamente inalterado da estratégia sem SGR.

Observa-se um aumento do número de operações de 22 para 26 e uma melhoria na

qualidade das operações de venda que resultaram em lucro, elevando o resultado médio de

R$ 16,69 para R$ 24,19. No entanto, o aumento da quantidade de operações concentrou-se

basicamente no acréscimo de operações de venda que resultaram em prejúızo, anulando

os ganhos dos operações lucrativas de venda.

As Figuras 5.5.2.5 e 5.5.2.5 ilustram os trades realizados pela estratégia MACD

(Posicionado) sem o uso do SGR e com SGR, respectivamente. As cores azul e vermelho

sinalizam se o resultado da operação foi positivo ou negativo.

Análise do pior caso - MACD (Posicionado)

Ao analisar o desempenho da estratégia MACD (Posicionado) com e sem uso do

SGR, observa-se pela Tabela 5.29 uma drástica redução da quantidade de operações (de

112 para 60).
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Tabela 5.27: USIM5 - Comparação das estratégias automatizadas com e sem uso do SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.24: USIM5 - Trades realizados pela estratégia Buy low/Sell high sem uso do
SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.25: USIM5 - Trades realizados pela estratégia Buy low/Sell high utilizando SGR

Fonte: Elaborada pelo autor (2022)
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Tabela 5.28: USIM5 - Estratégia com melhor desempenho utilizando SGR - Buy low/Sell
high

Fonte: Elaborada pelo autor (2022)

Tabela 5.29: USIM5 - Estratégia com pior desempenho utilizando SGR - MACD (Posici-
onado)

Fonte: Elaborada pelo autor (2022)

É interessante verificar que o uso de SGR melhorou o resultado médio das operações

lucrativas (tanto de compra como de venda). Contudo, a redução da quantidade de

operações tornou o lucro consolidado da estratégia com SGR (R$ 1.850,39) menor do que

aquele obtido pela estratégia sem uso de SGR (R$ 2.814,22).

Quanto às operações que geraram prejúızo, também houve uma redução da quanti-

dade (43 para 25) e uma potencialização do prejúızo médio dessas operações, aumentando

de R$ 84,33 para R$ 126,27. Na consolidação final das operações com prejúızo, houve

uma redução do prejúızo de R$ 3.626,49 para R$ 3.156,98. Essa diferença não foi superior

à perda de lucro ocasionada pelo uso do SGR, e portanto, o resultado final da estratégia

MACD (Posicionado) utilizando SGR foi um retorno ĺıquido de -1,31%.

As Figuras 5.5.2.5 e 5.5.2.5 ilustram os trades realizados pela estratégia RSI sem

o uso do SGR e com SGR, respectivamente. As cores azul e vermelho sinalizam se o

resultado da operação foi positivo ou negativo.
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Figura 5.26: USIM5 - Trades realizados pela estratégia MACD (Posicionado) sem uso do
SGR

Fonte: Elaborada pelo autor (2022)

Figura 5.27: USIM5 - Trades realizados pela estratégia MACD (Posicionado) utilizando
SGR

Fonte: Elaborada pelo autor (2022)

5.6 Considerações Finais

Os resultados apresentados neste caṕıtulo permitem verificar uma forte relação do

desempenho do SGR com a distribuição de erro de predição do modelo utilizado. Quanto

menor o intervalo de erro de predição do modelo, mais preciso torna-se o Sistema de Gestão

de Risco e, portanto, mais efetivo ele se torna na melhoria dos resultados apresentados

pelas estratégias.
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É importante observar que o SGR é uma segunda camada de aplicação, cabendo

a ele filtrar os sinais de entradas para abertura de posições nos ativos em regiões mais

promissoras para operações lucrativas. Ou seja, comprar em regiões próximas do mı́nimo

previsto para o dia ou vender em regiões próximas do máximo previsto para o dia. O

ponto de encerramento da operação cabe às próprias estratégias automatizadas.

A Tabela 5.30 demonstra que a utilização do SGR melhorou o retorno ĺıquido das

estratégias em 64% das execuções (29 de 45 execuções, sendo 9 estratégias por ativo) e

um acréscimo médio no retorno ĺıquido das estratégias de 0,31%.

As estratégias que mais se beneficiaram da utilização do SGR foram as estratégias

de cruzamento de média (18 em 20 das execuções, efetividade de 90%) perfazendo um

acréscimo médio no retorno ĺıquido de 0,70%. As estratégias de cruzamento de média

mostraram-se mais senśıveis ao SGR, devido à natureza de suas operações: quantidade ele-

vada de operações intradiárias. O impacto principal do SGR materializa-se na redução da

quantidade de operações, melhoria das taxas de acerto e melhoria da relação risco/ganho,

o que reflete-se em melhores retornos ĺıquidos, principalmente pela redução do custo total

de transação.

As estratégias RSI e MACD, que realizam operações mais longas do que operações

intradiárias e, portanto, uma quantidade menor de operações, apresentaram efetividade

de 53,3 % (8 em 15 execuções) e acréscimo médio no retorno ĺıquido de 0,05%. Como o

intervalo entre o ponto de entrada e sáıda das operações são mais distantes em termos de

preço e distância no tempo, o filtro realizado pelo SGR na abertura de posição ou reversão

de posição apresenta um impacto marginal no resultado das operações e, portanto, as

estratégias RSI e MACD mostraram-se menos senśıveis ao uso do SGR.

Verificou-se uma baixa sensibilidade das estratégias Buy low/Sell high e Act on

opening ao uso do SGR. Isto deve-se ao fato de que pelo funcionamento dessas estratégias,

o maior impacto do SGR se deu na aplicação de stoploss, o que na maior parte das situações

dos testes realizados restringe a relação risco/ganho.

Em suma, a Tabela 5.31 permite observar a predominância das estratégias MACD

(Posicionado) e RSI como estratégias mais lucrativas e que se beneficaram do uso do SGR

em 60% das situações (Tabela 5.30), apresentando retorno sobre o capital alocado nas

operações superior ao baseline primário definido como a estratégia buy-and-hold.
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Tabela 5.30: Efetividade da aplicação do SGR nas estratégias automatizadas

Fonte: Elaborada pelo autor (2022)

Tabela 5.31: Estratégias com melhor desempenho utilizando SGR para cada ativo e re-
torno sobre capital alocado

Fonte: Elaborada pelo autor (2022)
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Caṕıtulo 6

Conclusão

O desenvolvimento de um Sistema de Gestão de Risco baseado em modelos de predição

de aprendizado profundo revelou-se um grande desafio. A concepção do sistema de gestão

de risco fundamentou-se em predições realizadas por modelos LSTM e BiLSTM, e no

desenvolvimento do trabalho, ficou evidente o elevado custo computacional e temporal

para treinamento desses modelos, ainda que tenha sido empregado o uso de computação

nas nuvens (cloud computing) em máquinas com GPUs e de forma paralela.

O treinamento dos modelos e obtenção de um preditor com menor média de erro

médio quadrático demandou a experimentação de diferentes conjuntos de dados de en-

trada, sempre utilizando dados de preço dos ativos (OHLCV) e estrutura dos modelos

(variação de tipo de modelo, quantidade de camadas, células e mecanismo de atenção).

Os dados obtidos no treinamento dos modelos permitiu realizar um estudo estat́ıstico

do impacto de diferentes variáveis do modelo na métrica de desempenho (RMSE - raiz

quadrada do erro médio quadrático), o qual é apresentado no Apêndice A.

Após a obtenção dos modelos de predição otimizados por ativo, analisou-se as

distribuições dos erros de predição e utilizou-se de tal conhecimento para desenvolver as

regras do sistema de gestão de risco. Verificou-se nos resultados um amplo intervalo de

variação de erro de predição nos modelos obtidos, o que representou uma dificuldade na

gestão de risco em operações intradiárias, bem como impacto em estratégias que realizam

operações mais longas encobrindo vários dias. Os valores máximos e mı́nimos diários

preditos pelos modelos, tendo em vista a magnitude dos erros, permitia a abertura de

posições inversas às tendências diárias de preço e, portanto, tornou-se necessário incor-

porar outros elementos de restrição e funcionamento do SGR, tais abrir posições apenas

após uma hora de pregão a fim de ter uma incerteza estat́ıstica menor sobre a direção de

movimentação do ativo no dia (alta ou baixa). Ficou evidente que o desempenho do SGR

seria tão melhor quanto menor fossem os erros de predição dos modelos.

Dada a distribuição dos erros de predição dos modelos e o grau de incerteza, um

elemento principal no desenvolvimento do SGR foi o ajuste dos valores previstos de acordo

com a tendência diária com base nos percentis de distribuição de erro dos preditores. Esta

adaptação visou reduzir a ocorrência de operações contra a tendência diária dos preços

em função dos erros na predição dos valores máximo e mı́nimo do ativo.
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A aplicação do Sistema de Gestão de Risco sobre as estratégias automatizadas

demonstrou uma efetividade geral de 64%, melhorando o retorno financeiro ĺıquido das

estratégias sem a utilização do SGR por meio do incremento da taxa de acerto e relação

risco/ganho e redução da quantidade de operações. O acréscimo médio do retorno finan-

ceiro ĺıquido em função do uso do SGR foi de 0,31%.

A efetividade do SGR foi maior nas estratégias com elevado número de operações

(cruzamento de média), apresentando um ganho médio do retorno ĺıquido de 0,7%. Já

para as estratégias que produziam posições que duravam mais que um dia (RSI e MACD),

a efetividade foi menor e o ganho médio no retorno ĺıquido foi de 0,05%. A sensibilidade

maior das estratégias de cruzamento de média em relação à RSI e MACD deve-se a dois

fatores: a filtragem de abertura de posições nas estratégias de cruzamento de média tem

o impacto de reduzir o custo de transação; o impacto do SGR é marginal nas operações

realizadas pelas estratégias RSI e MACD dado que o intervalo de preço das operações

(entrada e sáıda) é geralmente maior do que os erros de predição dos modelos.

É importante evidenciar que o SGR visa potencializar as estratégias automatizadas

por meio da redução de operações não lucrativas, melhoria da taxa de acerto e da relação

risco/ganho. No entanto, o resultado ĺıquido das estratégias é de certa forma ancorado

pela forma de operação da estratégia, uma vez que as aberturas de operações são filtradas

pelo SGR, mas os pontos de sáıda são fornecidos pela própria estratégia. Assim, um

ponto relevante a ser observado é que as estratégias que apresentaram melhor desempenho

utilizando o Sistema de Gestão de Risco tiveram um retorno sobre o capital alocado nas

operações maior do que o baseline primário (estratégia buy-and-hold) em todos os ativos

abordados neste trabalho. A única exceção foi para o ativo ITUB4, no qual o retorno

sobre o capital alocado utilizando a estratégia MACD (Posicionado) com SGR foi de

10,9%, enquanto o baseline foi de 11%.

Enfim, conclui-se que o desenvolvimento de um sistema de gestão de risco, da

forma como foi proposto nesta dissertação, apresentou resultados dentro das expectativas.

O desempenho do SGR é bastante correlacionado ao grau de incerteza das predições

realizadas pelos modelos de predição otimizados. Esta era uma limitação já esperada no

trabalho, dado que as predições diárias utilizam apenas dados até o momento de abertura

do pregão, desconsiderando nestas predições fatos e eventos (poĺıticos, econômicos, etc..)

que ocorrem durante o horário do pregão e que impactam de forma mais significativa o

preço do ativo do que o histórico recente de movimentação do mesmo.

Como propostas de trabalhos futuros, pode-se elencar o estudo e obtenção de mo-

delos de predição que apresentem uma melhor distribuição de erros de predição, utilizando

como dados de entrada para treinamento dos modelos vaŕıáveis que capturem a dinâmica

de negociação do ativo no dia que está sendo previsto os valores máximo e mı́nimo. Ou-

tra alternativa seria a utilização de modelos que atualizem a predição inicial dos valores

máximo e mı́nimo do ativo com base em informações de negociação dos ativos em tempo
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próximo do tempo real. Certamente, a melhoria das curvas de distribuição de erro dos

valores preditos pelo modelo é uma condição sine qua non para aperfeiçoamento do de-

sempenho do Sistema de Gestão de Risco.
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Apêndice A

Testes estat́ısticos dos modelos

treinados

A.1 Análise do desempenho de modelos de acordo

com dados de entrada

A primeira análise realizada visa identificar se as distribuições de amostras de

RMSE para cada conjunto de dados de entrada e ativo são distribuições normais e se são

originárias de uma mesma distribuição.

As Tabelas A.1 a A.5 apresentam na diagonal principal o resultado dos testes de

normalidade Shapiro-Wilk para os quatro conjuntos de amostras RMSE, enquanto nas de-

mais células verifica-se a aplicação do teste Mann-Whitney entre os pares de distribuições

de amostras de RMSE a fim de identificar se pertencem a uma mesma distribuição.

Verificou-se pelos testes estat́ısticos que nenhuma das amostras testadas é prove-

niente de uma distribuição normal, bem como nenhum par de amostras demonstrou ser

originário de uma mesma distribuição. Assim sendo, pode-se afirmar que os modelos trei-

nados apenas com dados de log-retorno (OHLCV) resultam na média em modelos com

melhores valores de RMSE, pois a distribuição apresenta mediana e média menores. As

Figuras A.1 a A.5 apresentam as amostras de RMSE para cada conjunto de entrada e

ativo, bem como a média (linha tracejada) e a mediana das amostras (linha sólida).
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Tabela A.1: ABEV3 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre pares
de amostras RMSE para cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)

Figura A.1: ABEV3 - Distribuição de RMSE dos modelos treinados por cada conjunto
de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.2: B3SA3 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre pares
de amostras RMSE para cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)

Figura A.2: B3SA3 - Distribuição de RMSE dos modelos treinados por cada conjunto de
dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.3: ITUB4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre pares
de amostras RMSE para cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)

Figura A.3: ITUB4 - Distribuição de RMSE dos modelos treinados por cada conjunto de
dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.4: PETR4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre pares
de amostras RMSE para cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)

Figura A.4: PETR4 - Distribuição de RMSE dos modelos treinados por cada conjunto de
dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.5: USIM5 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre pares
de amostras RMSE para cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)

Figura A.5: USIM5 - Distribuição de RMSE dos modelos treinados por cada conjunto de
dados de entrada

Fonte: Elaborada pelo autor (2022)
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A.2 Desempenho de redes LSTM e BiLSTM

Esta segunda análise visa avaliar se para uma mesma estrutura de modelo, qual

tipo de rede apresenta melhor resultado em termos de RMSE: LSTM ou BiLSTM.

As Tabelas A.6 a A.10 apresentam os resultados dos testes de normalidade Shapiro-

Wilk para os conjuntos de amostras de modelos LSTM/BiLSTM de cada conjunto de

dados de entrada, bem como o teste Mann-Whitney entre os modelos LSTM e BiLSTM

a fim de identificar se as amostras pertencem a uma mesma distribuição.

Verifica-se pelos resultados dos testes estat́ısticos que nenhuma das amostras é

oriunda de uma distribuição normal e que as redes BiLSTM apresentam melhores resulta-

dos de RMSE, quando comparadas a uma rede LSTM com mesma estrutura. Observa-se

também que a média do RMSE das amostras dos modelos LSTM (linha preta tracejada)

foi sempre maior do que a média do RMSE das amostras dos modelos BiLSTM (linha tra-

cejada vermelha). As Figuras A.6 a A.10 apresentam as amostras de RMSE dos modelos

LSTM/BiLSTM para cada dado de entrada da rede e ativo.
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Tabela A.6: ABEV3 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos LSTM e BiLSTM

Fonte: Elaborada pelo autor (2022)

Figura A.6: ABEV3 - Distribuição de RMSE dos modelos LSTM/BiLSTM treinados por
cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.7: B3SA3 - Testes de normalidade Shapiro-Wilk eMann-Whitney entre amostras
de modelos LSTM e BiLSTM

Fonte: Elaborada pelo autor (2022)

Figura A.7: B3SA3 - Distribuição de RMSE dos modelos LSTM/BiLSTM treinados por
cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.8: ITUB4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos LSTM e BiLSTM

Fonte: Elaborada pelo autor (2022)

Figura A.8: ITUB4 - Distribuição de RMSE dos modelos LSTM/BiLSTM treinados por
cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.9: PETR4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos LSTM e BiLSTM

Fonte: Elaborada pelo autor (2022)

Figura A.9: PETR4 - Distribuição de RMSE dos modelos LSTM/BiLSTM treinados por
cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.10: USIM5 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos LSTM e BiLSTM

Fonte: Elaborada pelo autor (2022)

Figura A.10: USIM5 - Distribuição de RMSE dos modelos LSTM/BiLSTM treinados por
cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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A.3 Desempenho da aplicação de mecanismo de

atenção

A terceira análise consiste em avaliar se o mecanismo de atenção é capaz de me-

lhorar o desempenho de prediçaõ do modelo, reduzindo o valor de RMSE.

As Tabelas A.11 a A.15 apresentam os resultados dos testes de normalidade Shapiro-

Wilk para os conjuntos de amostras de modelos com/sem atenção de cada conjunto de

dados de entrada, bem como o teste Mann-Whitney entre os modelos com/sem atenção

a fim de identificar se as amostras pertencem a uma mesma distribuição.

Verifica-se pelos resultados dos testes estat́ısticos que nenhuma das amostras é

oriunda de uma distribuição normal e que as redes sem mecanismo de atenção apresentam

melhores resultados de RMSE, quando comparadas a uma rede com mesma estrutura e

mecanismo de atenção. Observa-se também que a média do RMSE das amostras dos

modelos que não utilizam atenção (linha preta tracejada) foi sempre menor do que a média

do RMSE das amostras dos modelos que utilizam atenção (linha tracejada vermelha).

Isto demonstra que para o problema de predição de valor de série temporal (problema de

regressão), o mescanismo de atenção não parece contribuir para melhorar a performance

do modelo. As Figuras A.11 a A.15 apresentam as amostras de RMSE dos modelos

com/sem atenção para cada dado de entrada da rede e ativo.
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Tabela A.11: ABEV3 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos com/sem atenção

Fonte: Elaborada pelo autor (2022)

Figura A.11: ABEV3 - Distribuição de RMSE dos modelos com/sem mecanismo de
atenção treinados por cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.12: B3SA3 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos com/sem atenção

Fonte: Elaborada pelo autor (2022)

Figura A.12: B3SA3 - Distribuição de RMSE dos modelos com/sem mecanismo de atenção
treinados por cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.13: ITUB4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos com/sem atenção

Fonte: Elaborada pelo autor (2022)

Figura A.13: ITUB4 - Distribuição de RMSE dos modelos com/sem mecanismo de atenção
treinados por cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.14: PETR4 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos com/sem atenção

Fonte: Elaborada pelo autor (2022)

Figura A.14: PETR4 - Distribuição de RMSE dos modelos com/sem mecanismo de
atenção treinados por cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)
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Tabela A.15: USIM5 - Testes de normalidade Shapiro-Wilk e Mann-Whitney entre amos-
tras de modelos com/sem atenção

Fonte: Elaborada pelo autor (2022)

Figura A.15: USIM5 - Distribuição de RMSE dos modelos com/sem mecanismo de atenção
treinados por cada conjunto de dados de entrada

Fonte: Elaborada pelo autor (2022)



A.4. Impacto dos parâmetros da estrutura do modelo no valor de RMSE 132

A.4 Impacto dos parâmetros da estrutura do

modelo no valor de RMSE

Para identificar a importância e correlação dos parâmetros do modelo no RMSE

obtido no conjunto de dados de validação, é realizado o treinamento de uma random

forrest com os parâmetros dos modelos como entrada e o RMSE obtido como sáıda.

A Tabela A.16 demonstra que o parâmetro mais importante é a o tamanho da

janela histórica a ser usada na predição e possui correlação positiva com o valor de RMSE.

Em seguida, a quantidade de camadas do modelo é o parâmetro mais importante e nota-

se que quanto mais camadas tem o modelo, maior tende a ser o valor do RMSE dada a

correlação positiva. Por fim, o parâmetro fator de célula tem o menor grau de importância

e apresenta correlação pequena e negativa. Isto significa que ao aumentar a quantidade de

células por camada do modelo, o valor do RMSE nos dados de validação tende a diminuir.

Tabela A.16: Importância e correlação de parãmetros do modelo no valor de RMSE nos
dados de validação

Fonte: Elaborada pelo autor (2022)

As Tabelas A.17 e A.18 validam a correlação da quantidade de camadas e fator de

células na média de RMSE dos modelos treinados. A seguir serão apresentados os gráficos

de boxplot do valor de RMSE agrupado por tamanho da janela para cada ativo.
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Tabela A.17: Análise agregada do impacto do fator de células na média de RMSE dos
modelos

Fonte: Elaborada pelo autor (2022)

Tabela A.18: Análise agregada do impacto da quantidade de camadas na média de RMSE
dos modelos

Fonte: Elaborada pelo autor (2022)

A.5 Boxplot de RMSE agrupado por tamanho da

janela

As Figuras A.16 a A.20 demonstram que quanto maior o tamanho da janela

histórica, maior é a variância do valor de RMSE dos modelos de predição, bem como

tende a ser maior a média de RMSE desses modelos.
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Figura A.16: ABEV3 - Gráfico de boxplot do valor de RMSE nos dados de validação
agrupado por tamanho da janela do modelo

Fonte: Elaborada pelo autor (2022)

Figura A.17: B3SA3 - Gráfico de boxplot do valor de RMSE nos dados de validação
agrupado por tamanho da janela do modelo

Fonte: Elaborada pelo autor (2022)
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Figura A.18: ITUB4 - Gráfico de boxplot do valor de RMSE nos dados de validação
agrupado por tamanho da janela do modelo

Fonte: Elaborada pelo autor (2022)

Figura A.19: PETR4 - Gráfico de boxplot do valor de RMSE nos dados de validação
agrupado por tamanho da janela do modelo

Fonte: Elaborada pelo autor (2022)
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Figura A.20: USIM5 - Gráfico de boxplot do valor de RMSE nos dados de validação
agrupado por tamanho de janela do modelo

Fonte: Elaborada pelo autor (2022)
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Apêndice B

Análise estat́ıstica dos dados

B.1 Boxplot das variáveis de log-retorno

Figura B.1: ABEV3 - Gráfico boxplot das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.2: B3SA3 - Gráfico boxplot das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Figura B.3: ITUB4 - Gráfico boxplot das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.4: PETR4 - Gráfico boxplot das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)

Figura B.5: USIM5 - Gráfico boxplot das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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B.2 Mapas de calor da análise de correlação cruzada

Figura B.6: ABEV3 - Mapa de calor das váriaveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.7: B3SA3 - Mapa de calor das váriaveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.8: ITUB4 - Mapa de calor das váriaveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.9: PETR4 - Mapa de calor das váriaveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.10: USIM5 - Mapa de calor das váriaveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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B.3 Gráficos de distribuição e dispersão

Para o log-retorno do valor máximo em relação ao fechamento anterior (Lhc), os

gráficos sugeriram haver uma relação mais linear com as variáveis Loc, Llc, Lc, Lh e Ll.

Já o log-retorno do valor mı́nimo em relação ao fechamento anterior (Llc) possui relação

linear com as variáveis Loc, Lhc, Lc, Lh e Ll. A informação de volume negociado parece

não ter relação linear com nenhuma variável.

Figura B.11: ABEV3 - Gráfico de distribuição e dispersão das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.12: B3SA3 - Gráfico de distribuição e dispersão das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)



B.3. Gráficos de distribuição e dispersão 147

Figura B.13: ITUB4 - Gráfico de distribuição e dispersão das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.14: PETR4 - Gráfico de distribuição e dispersão das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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Figura B.15: USIM5 - Gráfico de distribuição e dispersão das variáveis de log-retorno

Fonte: Elaborada pelo autor (2022)
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B.4 Distribuição de retornos percentuais dos valores

máximos e mı́nimos em relação à abertura

Figura B.16: ABEV3 - Distribuição dos retornos percentuais dos valores máximos e
mı́nimos em relação ao preço de abertura do dia

Fonte: Elaborada pelo autor (2022)

B.5 Distribuição de retornos percentuais do valor

máximo em relação ao mı́nimo do dia
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Figura B.17: B3SA3 - Distribuição dos retornos percentuais dos valores máximos e
mı́nimos em relação ao preço de abertura do dia

Fonte: Elaborada pelo autor (2022)

Figura B.18: ITUB4 - Distribuição dos retornos percentuais dos valores máximos e
mı́nimos em relação ao preço de abertura do dia

Fonte: Elaborada pelo autor (2022)
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Figura B.19: PETR4 - Distribuição dos retornos percentuais dos valores máximos e
mı́nimos em relação ao preço de abertura do dia

Fonte: Elaborada pelo autor (2022)

Figura B.20: USIM5 - Distribuição dos retornos percentuais dos valores máximos e
mı́nimos em relação ao preço de abertura do dia

Fonte: Elaborada pelo autor (2022)
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Figura B.21: ABEV3 - Distribuição do retorno percentual do valor máximo em relação
ao valor mı́nimo do dia

Fonte: Elaborada pelo autor (2022)

Figura B.22: B3SA3 - Distribuição do retorno percentual do valor máximo em relação ao
valor mı́nimo do dia

Fonte: Elaborada pelo autor (2022)
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Figura B.23: ITUB4 - Distribuição do retorno percentual do valor máximo em relação ao
valor mı́nimo do dia

Fonte: Elaborada pelo autor (2022)

Figura B.24: PETR4 - Distribuição do retorno percentual do valor máximo em relação
ao valor mı́nimo do dia

Fonte: Elaborada pelo autor (2022)
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Figura B.25: USIM5 - Distribuição do retorno percentual do valor máximo em relação ao
valor mı́nimo do dia

Fonte: Elaborada pelo autor (2022)



156

Apêndice C

Gráficos dos cenários para

backtesting

Figura C.1: ABEV3 - Janela temporal de backtesting

Fonte: Elaborada pelo autor (2022)

Figura C.2: B3SA3 - Janela temporal de backtesting

Fonte: Elaborada pelo autor (2022)
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Figura C.3: ITUB4 - Janela temporal de backtesting

Fonte: Elaborada pelo autor (2022)

Figura C.4: PETR4 - Janela temporal de backtesting

Fonte: Elaborada pelo autor (2022)

Figura C.5: USIM5 - Janela temporal de backtesting

Fonte: Elaborada pelo autor (2022)
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