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Resumo

Esta dissertacdo é uma continuacdo do trabalho feito por Freitas, M. A.; Borges, W.; Ho, L.
L. (2003) onde se propds o modelo Weibull como subjacente para modelagem do tempo de
vida de prateleira de produtos alimenticios com base em avaliacdes sensoriais. Nesta
abordagem o modelo incorpora erros de classificacdo que possam ser cometidos ao se utilizar
os métodos de avaliacdo sensoriais para determinacdo da vida de prateleira (shelf life). O
estudo utilizou técnicas Bayesianas Foi utilizada a distribuicio exponencial para a
modelagem do tempo de falha (ou tempo de vida de prateleira), como uma primeira
abordagem desse problema O efeito de erro de classificacdo nos intervalos de credibilidade
para percentis de interesse foram estudados através de simulagdes. Este efeito foi estudado
com base em distribuicdes “a priori” informativas e nd@o informativas (neste caso,
distribui¢des de Jeffreys).Finalmente, a modelagem foi aplicada aos dados do experimento
real realizado no trabalho dos autores anteriormente citados.

Palavras-chave: erros de classificagdo; vida de prateleira; priori de Jeffreys; inferéncia
Bayesiana; SIR.
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Abstract

This dissertation is a follow up of the work done by Freitas, M. A.; Borges, W.; Ho, L. L
(2003) in which a Weibull model was proposed as the underlying distribution for the shelf-
life of food products based on sensory evaluation data. In this approach the model
incorporates misclassification errors that can occur when applying sensory evaluation
methods for shelf-life determination. The study used Bayesian techniques. As a first approach
to this problem, the exponential distribution was used to model the “failure times” (or shelf
life times). A simulation study was implemented to evaluate the effect of misclassification
errors on the credibility intervals for percentiles. This effect was studied using informative
and non-informative (in this case Jeffreys’ distributions) priori distributions. Finally, the
approach was applied to the real data set presented in the work of the authors mentioned
above.

Key-words: misclassification errors; shelf life; Jeffreys’ priori; Bayesian inference; SIR
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1. INTRODUCAO

O presente trabalho é mais um enfoque sobre o tema do tempo de vida de prateleira de
produtos alimenticios, conhecido na literatura em inglés como shelf life. Esse termo é
utilizado para designar a duracdo de tempo correspondente a uma perda tolerdvel de
qualidade de um alimento processado e também de outros itens pereciveis. R. P. Singh,
(2000), sistematiza uma série de fatores que levam a perda de qualidade dos alimentos com a
ocorréncia de numerosas mudangas durante o processamento € armazenamento dos mesmos.
Um produto € dito ser imprdprio para consumo humano quando ocorrem alteragcdes em suas
caracteristicas quimicas, microbioldgicas e/ou sensoriais (odor, sabor e aparéncia, por
exemplo). As condi¢des de processamento e armazenagem podem influenciar a qualidade dos
atributos dos alimentos levando a que os produtos apresentem, apds um certo tempo, uma
condicdo insatisfatdria para o consumo. Nesse momento considera-se que o produto atingiu o
fim de seu shelf-life. Um alimento que tenha passado algum tempo em disponibilidade para o
publico, pode estar seguro para o consumo porém, suas qualidades 6timas ndo estarem mais
garantidas. Também pode ocorrer que um alimento esteja sensorialmente adequado para o
consumo, mas suas qualidades microbiolégicas estarem inadequadas, o que leva também a se
considerar vencido o seu shelf-life.

Estudos quimicos e microbioldgicos sdo realizados inicialmente para estimar o tempo
de vida do produto, impedindo, dessa forma, que produtos sejam consumidos indevidamente.
Contudo, quando o consumidor adquire um produto alimenticio, ele avalia 0 mesmo através
de seus atributos sensoriais, tais como odor, sabor, aparéncia, textura, etc. Caso alguns destes
aspectos ndo agradem ao consumidor, ele poderd ser levado a optar por uma outra marca em
sua préxima compra do mesmo produto.

Desta forma, além de estudos quimicos e microbiolégicos, as empresas também
conduzem estudos baseados em avaliagdes sensoriais a fim de estimar o tempo de vida de
prateleira (shelf-life) dos produtos alimenticios.

Em um estudo tipico, varias unidades do produto sdo armazenadas sob determinadas
condi¢des ambientais e, em tempos pré-estabelecidos, uma amostra das unidades € retirada do
local de armazenagem e levada a julgamento de avaliadores treinados (painelistas).

Cada avaliador julga separadamente cada atributo do produto (tais como odor, sabor,
aparéncia, etc.) em uma escala de 7 pontos, por exemplo, variando de 0 a 6. Quanto mais
proxima de zero for a pontuacdo atribuida ao produto, mais inadequado para consumo
humano o mesmo se encontra em relagdo ao atributo considerado. Usualmente, as empresas
definem um ponto de corte “c” na escala adotada que indica a “falha” do produto. Em outras
palavras uma unidade experimental do produto que receba uma avaliagdo em pontos (escore)
menor ou igual a “c” no atributo “sabor”, por exemplo, é considerada inadequada para
consumo em relacdo aquele atributo especificamente. Ressalte-se que como os escores sao
atribuidos separadamente a cada atributo, é possivel que para uma mesma unidade avaliada
em um determinado tempo, alguns atributos ainda estejam adequados (escore>c) enquanto
que outros ndo estejam (escore =<c).
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Considerando a natureza destrutiva do teste, a unidade do produto, apds ser avaliada,
nido pode ser novamente armazenada e, por isso, é descartada. Ou seja, ndo se tem um
acompanhamento da mesma unidade até o final do periodo de ensaios.

Este trabalho tomou por base um estudo realizado por Freitas, Borges e Ho ([12],
2003) motivado por uma situacdo real envolvendo avaliacdes sensoriais em um produto
alimenticio industrializado. Essa situacdo € descrita em detalhes na Secéo 2.

Na literatura s@o apresentadas algumas abordagens basicas para modelagem de dados
oriundos de avaliagOes sensoriais visando a determinagdo da vida de prateleira, as quais serdo
apresentadas a seguir.

1.1 Enfoques anteriores

Gacula (1975) abordou essa questdo utilizando um modelo de Regressao Linear Simples,
onde a varidvel preditora (X) € o tempo de avaliagdo (por exemplo, em semanas, meses) € a
varidvel resposta (Y) é a pontuacdo recebida pela unidade/atributo do produto em um dado
tempo (pré-estabelecido) de avaliagdo. Assim:

vi=PBotBiX;+e;
i=l..k j=1,..,n
onde:
Yy, : pontuagdo (escore) da j—ésima unidade avaliada na i —ésima data de avaliagio;

X, : varidvel independente representando os tempos pré-fixados de avaliacio

n, : nimero de unidades avaliadas na data X.

Ap6s a estimagdo dos parametros do modelo, a informacgao de interesse — o tempo no
qual a unidade do produto/atributo recebe o escore “c” (ponto de corte) - , € obtida através da
substituicdo deste valor na equacdo da reta estimada (fazendo y=c) e resolvendo-se a

equacdo em funcio de X .

Essa abordagem, em grande parte das aplicacdes prdticas, tem-se mostrado
inadequada, pois os dados oriundos deste tipo de estudol violam suposicdes bésicas para a
utilizacdo da Andlise de Regressdo (por exemplo, normalidade e homocedasticidade).
Embora seja possivel construir intervalos de confianca para a quantidade estimada, a maior
desvantagem desse enfoque € a dificuldade de estimar caracteristicas importantes da
distribuicdo do tempo de vida de prateleira tais como percentis e fragdo de itens “ndo
conformes”. Tais informagles sdo bastante relevantes para serem ignoradas, pois sdo
poderosos instrumentos para tomadas de decisdo como a estimagdo do tempo de vida de
prateleira (shelf-life) do produto e a data de validade. Além disso, torna-se dificil incorporar
covaridveis no modelo e construir intervalos de confianca para as quantidades mencionadas.

1 (93 . ) L. . . qe .
Varidveis secunddrias que levam em conta varios fatores que podem incidir em um experimento controlado
como condigdes fisico-quimicas da matéria prima utilizada, etc.
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Gacula e Kubala (1975) utilizaram distribuicdes comumente empregadas para modelar
“tempos até a falha” ou “tempos de vida” (Weibull, Lognormal e Valor Extremo, por
exemplo) na modelagem de dados oriundos das avaliacdes sensoriais. Para isso, definiram
como “tempo de falha” o tempo (data) de avaliacdo no qual a unidade/atributo do produto
recebeu nota menor ou igual ao ponto de corte “c”. Assim, devido a natureza destrutiva do
ensaio, as unidades avaliadas com notas maiores do que “c” em um dado tempo de avaliacdo,
sdo registradas como tendo “tempos de falha” censurados a direita (Kalbfleisch e Prentice,
2002).

Os autores utilizaram os tempos de falha censurados a direita e ndo-censurados para
avaliar a adequacgdo dos diferentes modelos estatisticos. Uma vez escolhida a distribui¢do que
melhor descreve o comportamento do fendmeno, tal abordagem permite que se estime, por
exemplo, percentis e fracdes de falha da distribui¢do do tempo de vida de prateleira.

Todavia, para as unidades que receberam nota igual ou menor que o ponto de corte o
que se pode afirmar é que na verdade o produto/atributo se deteriorou (“falhou”) em algum
momento desde o inicio do periodo de armazenamento até o momento de sua avaliacdo. Isso
caracteriza uma ‘“‘censura a esquerda”. Portanto, dados oriundos de avaliacdes sensoriais,
quando vistos desta forma s@o censurados a direita ou a esquerda, ou seja, casos especiais de
censura intervalar (Kalbfleisch e Prentice, 2002).

Utilizar o tempo de avaliacdo como sendo o “tempo de falha” pode levar a conclusdes
e estimativas equivocadas.

Freitas, Borges e Ho (2003) trataram o problema em questdo através da dicotomizacio
dos resultados. Foi definida uma nova variavel Y, (i =12,....k; j=12,.. .,nl.j que no

tempo de avaliacdo fixo 7;(i=12,...K) assume valor “zero” se para a unidade j avaliada o
tempo de vida é censurado a direita (a unidade ainda “ndo falhou™) ou 1 no caso de censura a
esquerda (a unidade “falhou” entre o tempo O e a data z; de avaliacdo). Portanto, em cada

tempo z; de avaliagdo tem-se uma amostra aleatdria de tamanho », de uma varidvel aleatdria
Y, distribuida segundo uma Bernoulli com probabilidade p; “de falha”, dada por:

py = Pl =1)= PO<T, <)
onde T; € a varidvel aleatéria que representa o tempo de falha (ou tempo de vida de
prateleira) da j-ésima unidade do produto na amostra de tamanhon;, avaliada em z;. Esse

“tempo de falha” foi modelado pelos autores segundo uma distribuicio de Weibull,
W(a j;5), na qual o parametro de escala ¢, foi escrito em fungdo de varidveis explicativas

(covaridveis ou fatores de um experimento planejado). Lembrando que com esta suposicdo, a
probabilidde p,, de falha € p, =1-R, (Tl.):l—exp{— (“,—Ti )5 }, onde R, (T,-) ¢ a funcdo de

sobrevivéncia expressa através dos tempo de avaliagdo t,. A fung¢io de verossimilhanga foi
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entdo escrita para a amostra de varidveis aleatérias Bernoulli (independentes) e os parametros
do modelo estimados pelo método de maxima verossimilhanga. Percentis e fracdes e itens
ndo “conformes” em vdrios pontos no tempo foram estimados utilizando a propriedade de
invariancia dos estimadores de méaxima verossimilhanca. Esta abordagem serd apresentada
com um pouco mais de detalhes na Secdo 3.

Costa (2005), generalizou o modelo anterior, incorporando varidveis explicativas
(covaridveis ou varidveis de um experimento planejado) a forma funcional do pardmetro de
forma (9) da distribuicdo de Weibull, tornando-o mais flexivel para o tratamento de dados
oriundos de experimentos planejados ou néo.

Gomes (2005), considerando a possibilidade de a escolha de um modelo paramétrico
inapropriado levar a resultados falhos de estimativa de tempo de vida de prateleira dos
produtos, utilizou, para esse mesmo fim, um modelo de riscos proporcionais. Esse modelo
permite a incorporagdo de covaridveis e ndo exige que o tempo de sobrevivéncia siga uma
distribuicio de probabilidade. Apresenta a vantagem de ndo exigir a pré-suposicdo de
qualquer modelo paramétrico especifico. Todavia os resultados mostram que o mesmo €&
menos preciso (apresenta maior variabilidade nos resultados) que o modelo baseado na
distribuicdo de Weibull e requer um nimero de parametros bem maior.

Um ponto comum nas trés tltimas abordagens € a dicotomizacdo dos resultados tendo
como base o ponto de corte estabelecido no protocolo de testes. De qualquer forma, os trés
ultimos trabalhos citados baseiam-se nos escores atribuidos pelos painelistas. Entretanto,
mesmo que devidamente treinados para a tarefa, é razodvel supor que estes julgadores
possam cometer erros que podem levar a “classificacdo” equivocada de um atributo/produto
como adequado ou inadequado. Dependendo da magnitude da probabilidade de se cometer
tais erros, a estimativa do tempo de vida de prateleira pode ficar seriamente comprometida.

Seria interessante incorporar esse elemento a modelagem, a semelhanga do que ja foi
feito em trabalhos referentes a classificacdo de itens extraidos da linha de produgdo
(“conformes” e “ndo conformes”) com o objetivo de controle de qualidade (Gaba, 1993;
Quinino, 2005). Desta forma seria possivel acessar também a magnitude destes erros, bem
como seu efeito nas estimativas de caracteristicas de interesse da distribuicdo do tempo de
vida de prateleira.

1.2 Objetivo do trabalho

O objetivo do trabalho € retomar a abordagem basica apresentada em Freitas, Borges e
Ho (2003), que neste texto sera referenciado como FBH (2003) incorporando agora erros de
classificagdo ao modelo. Ao contrdrio da utilizacdo da inferéncia cldssica e estimagdo por
maxima verossimilhanga, pretende-se olhar o problema sob o ponto de vista da inferéncia
Bayesiana. Isso se deve, em parte para contornar dificuldades analiticas do desenvolvimento
classico e em parte porque estaremos partindo de um trabalho j4 realizado o que de “per si”,
caracteriza informagdes ““a priori”, tipicas da andlise Bayesiana. Pretende-se assim, a partir de
tais informagdes, obter tanto as distribui¢des a posteriéri de quantidades de interesse tais



INTRODUCAO

como os percentis da distribuicio do tempo de vida de prateleira bem como das
probabilidades dos erros de classificagao.

Com relagdo as dificuldades analiticas mencionadas para o desenvolvimento classico,
mostramos no ANEXO A, o desenvolvimento da fungdo de verossimilhancga, quando erros de
classificagdo sdo incorporados, utilizando como distribui¢do para a modelagem do tempo de
vida a distribuicdo exponencial.

Ao longo das discussdes em torno do tema, entendeu-se que seria interessante
realizar o trabalho em duas etapas:

1) utilizar a mesma modelagem de FBH (2003), sem a incorporacio de
erros de classificacdo mas agora sob a luz da inferéncia Bayesiana;
i) incorporar erros de classificacido ao modelo e fazer as estimativas via

inferéncia Bayesiana.

Ressaltamos, entretanto, que o objetivo central continua sendo o mesmo, ou seja,
obter informacgdes sobre a distribuicdo subjacente do tempo de vida de prateleira, em
particular, através da estimacao de percentis.

Com a utilizacdo do enfoque Bayesiano, em que os pardmetros da distribuicio
postulada para o tempo de vida de prateleira sdo de fato considerados uma variavel aleatoria,
estaremos buscando a distribui¢do “a posteriori” de alguns percentis selecionados.

Portanto, seja com a incorporagao de erros de classificagdo ou ndo, as etapas que serao
seguidas, serdo basicamente:

1) Postular uma distribui¢do subjacente para o tempo de vida de prateleira;

2) Escrever a funcdo de verossimilhanca incorporando esta distribuicdo postulada em
1);

3) Postular uma distribui¢do “a priori” para os parametros da distribui¢do do tempo
de vida de prateleira;

4) Encontrar a distribuicdo “a posteriori” para os pardmetros da distribuicio do
tempo de vida de prateleira utilizando 2) e 3);

5) Encontrar a distribui¢io “a posteriori” para alguns percentis selecionados.

No caso em que se incorporam os erros de classificagdo, os passos bdsicos a serem

seguidos sdo:

1) Postular uma distribui¢@o subjacente para o tempo de vida de prateleira;

2) Escrever a fungdo de verossimilhanca, incorporando esta distribui¢do postulada
em 1) e também as probabilidades dos erros de classificacio;

3) Postular uma distribui¢do “a priori” para os parametros da distribui¢do do tempo
de vida de prateleira, postulada no passo 1) e para as probabilidades de erros de
classificacdo;

4) Encontrar a distribuicdo “a posteriori” para os paridmetros da distribuicdo do
tempo de vida de prateleira utilizando 2) e 3);
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5) Encontrar a distribuicdo “a posteriori” para cada probabilidade de erro de
classificag@o de alguns percentis selecionados.

Este texto estd assim organizado. Na Secdo 2 € apresentada a situacdo pratica
motivadora deste e dos trabalhos anteriores. Na Se¢do 3, a modelagem bdésica apresentada em
FBH (2003) é apresentada. Ela servird de base para o desenvolvimento dos modelos
propostos neste trabalho. Na Secdo 4, serd apresentada a mesma modelagem, agora sob o
enfoque Bayesiano, ainda sem a incorporacao de erros de classificacdo ao modelo. Iniciou-
se a discussdo desta abordagem utilizando como distribui¢do subjacente para o tempo de vida
de prateleira a distribui¢do exponencial

Na Secdo 5, o modelo, ja com os erros de classificacdo incorporados, € apresentado.

Aqui também, o problema foi tratado com a utiliza¢do da distribuicdo exponencial como
subjacente.

ko ok



2. SITUACAO MOTIVADORA

O presente trabalho e outros que o precederam, referenciados na Se¢@o 1, tem como
motivacdo a situacdo pratica que serd descrita a seguir. O modelo que serd desenvolvido nesta
dissertacdo serd aplicado a este banco de dados.

Uma industria de alimentos implementou testes sensoriais com o intuito de determinar
o tempo de vida de prateleira de um determinado produto manufaturado (desidratado)
levando em conta a degradacdo de atributos sensoriais. Trés atributos foram avaliados por
julgadores treinados: odor, sabor e aparéncia.

Um lote de unidades do produto foi amostrado da linha de producdo e tais unidades
foram aleatoriamente alocadas a cada uma das seguintes condi¢des de armazenagem:

e Refrigeracdo: Essas unidades foram mantidas sob refrigeragdo a 4° C
(aproximadamente). Os niveis de temperatura e umidade ndo foram
controlados, mas eram registrados diariamente e os valores médios semanais
foram relatados. Essas unidades foram usadas como referéncia (controle)
durante os testes.

e Temperatura e umidade ambientes: Os niveis de temperatura e umidade foram
monitorados e registrados continuamente por um equipamento e os valores
médios semanais foram reportados.

e (Camara climdtica: Os niveis de temperatura e umidade foram controlados
(fixados) a 30° C e 80% respectivamente.

e Estufa: A temperatura foi controlada a 37° C. O equipamento nio permitia o
controle dos niveis de umidade. Os valores eram registrados diariamente,
entretanto somente valores médios semanais foram reportados.

As duas dltimas condigdes foram usadas a fim de simular um ambiente de
armazenagem agressivo. Os pesquisadores esperavam observar uma degradag¢do mais rdpida
dos atributos associados a produtos armazenados nestas condi¢des quando comparado com a
armazenagem em temperatura e umidade ambiente.

Quarenta e cinco pessoas foram treinadas para a avaliagdo das caracteristicas
sensoriais dos produtos. As avaliacdes foram feitas semanalmente, em datas pré-especificadas
e no inicio do estudo. A cada semana, oito pessoas eram selecionadas aleatoriamente para
compor o painel. Em algumas das semanas os pesquisadores ndo puderam contar com as 0ito
pessoas selecionadas. Por isso, o nimero real de julgadores variou entre cinco e oito.

As avalia¢des foram conduzidas da seguinte forma. Semanalmente uma unidade era
selecionada aleatoriamente de cada uma das quatro condicdes de estocagem mencionadas. A
cada painelista era oferecido um conjunto de trés unidades: uma etiquetada como de
referéncia (controle) e as outras duas etiquetadas com um nimero de trés digitos. Uma dessas
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duas unidades de teste era sempre uma referéncia “cega”z. Assim, em uma dada semana, cada
painelista recebia em ordem aleatdria, trés conjuntos de unidades a serem avaliadas, a saber:
[RE; REC; A]; [RE; REC; C] e [RE, REC; E], onde RE; REC; A; C e E significam
respectivamente: “referéncia”; “referéncia cega”; “temperatura e umidade ambientes”,
“camara” e “estufa”. Dentro de um dado grupo a unidade de referéncia (RE) era avaliada
primeiro. Para as duas restantes a ordem era aleatéria. Todas as unidades foram descartadas
apds a avaliagdo.

Pediu-se aos painelistas que comparassem cada unidade (incluindo a “referéncia
cega”) com a unidade de referéncia e atribuir uma pontuagdo de uma escala de sete pontos (0
a 6), individualmente a cada atributo. Nessa escala os pontos significavam:

6 = nenhuma diferencga;

5 = diferenca muito pequena;
4 = leve diferenca;

3 = diferente;

2 = grande diferenca;

1 = diferenca muito grande;
0 = diferenca total.

Para cada atributo a pontuacio igual a 3 foi considerada o ponto de corte, sendo as
unidades avaliadas com notas iguais ou inferiores a 3 consideradas inadequadas para o
consumo humano em relagdo ao atributo avaliado.

As unidades armazenadas em temperatura ambiente, camara e estufa foram
acompanhadas por 51, 36 e 18 semanas respectivamente, fazendo-se avaliacdes a cada
semana.

A condicdo de armazenagem etiquetada como ‘“referéncia” foi usada também como
“referéncia cega” a fim de avaliar a consisténcia do julgamento dos painelistas, ou seja,
esperava-se que os painelistas fizessem avaliagdes similares para as unidades de “referéncia
cega” e de “referéncia”’. Quando as avaliagOes para essas duas unidades de referéncia estavam
em grande divergéncia entdo tais avaliagdes ndo eram incluidas no estudo. Todavia ndo foram
encontradas inconsisténcias neste conjunto de dados.

E importante ressaltar mais uma vez que as unidades avaliadas em uma dada semana
sdao descartadas e, portanto, ndo se tem um follow-up da mesma unidade até o final dos
ensaios.

A seguir, a modelagem bdsica utilizada em Freitas, Borges e Ho(2003) sera re-
apresentada para maior entendimento dos proximos passos.

k ok ok

2 . . . A s . ~

A primeira amostra de cada um dos conjuntos era sempre a amostra de referéncia, estocada sob refrigeragdo. A
referéncia cega impede que o painelista saiba qual das duas outras amostras do conjunto € a que foi estocada em
temperatura ambiente ou camara climatica.
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3. MODELAGEM UTILIZADA EM FREITAS - BORGES E

HO (2003) REVISITADA - CLASSICA SEM ERROS DE
CLASSIFICACAO

Na proposta de FBH, os autores consideram a situacdo em que uma amostra de

k
N = Zni unidades de produtos tirados de uma linha de produc¢do sdo armazenados em uma
i=1
mesma condi¢do. As unidades sdo, entdo, avaliadas em relacdo a um determinado atributo
(cor, sabor ou aparéncia) em k tempos pré-fixados (7, %, ..., %) onde, em cada tempo 7, n; (i
=1, 2,..., k) unidades do produto selecionadas aleatoriamente dentre as N sdo avaliadas. A
Figura 3.1 mostra o desenho esquematico da coleta das informagdes no estudo sensorial.

0 7 o i Tempo de avaliagao
) | }
1 1 1

Unidades avaliadas

ny no ,'7k

Figura 3.1: Desenho Esquemadtico da Coleta das Informacdes no Estudo Sensorial

Em cada tempo 7, n; unidades do produto sdo avaliadas em uma escala de 7 pontos
que varia de 0 a 6, onde O representa uma total diferenca em relagdo a um padrido de
referéncia, e 6 representa total similaridade em relacdo ao padrio de referéncia. Na situacio
real apresentada no artigo, a empresa do ramo de alimentos determinou que o escore 3 seria o
ponto de corte no qual as unidades do produto seriam consideradas impréprias para consumo,
indicando a “falha” do produto em relacdo ao atributo avaliado.

Seja Z; o escore associado a j-ésima unidade (j= 1,2,...,ni) avaliada no tempo 7
(i=1,2.....k). Assim, a j-ésima unidade avaliada no tempo 7 é considerada imprépria para
consumo, em relacdo ao atributo avaliado, se Zl,j =0,1,2,3. Caso Zl,j =4,5,6 entdo a “falha”
ird ocorrer no tempo futuro.

A proposta dos autores foi definir uma nova varidvel Y;; dada por:

11



MODELAGEM UTILIZADA POR FREITAS - BORGES E HO REVISITADA
CLASSICA SEM ERROS DE CLASSIFICACAO

I se Z,;, <3= produto considerado inadequado no tempo t,.
Y. =

ij
0 se Z,>3= produto considerado adequado no tempo t,.

Desta forma, para cada tempo fixo 7, tem-se uma amostra aleatéria de tamanho #;
de varidveis Yj;, onde Yj; sdo varidveis aleat6rias Bernoulli independentes com probabilidade
pij dada por:

p,=Ply,=1)=P0<T,<1) 3.1

onde

T}; é o tempo de “falha” da j-ésima unidade avaliada no tempo 7.

Ou equivalentemente:

onde

R(1) é a fungdo de confiabilidade.

A funcgdo de verossimilhanca é dada por:

L& =[1[]a-r)"" p," (3.2)

i=l j=1

onde

0 =(pp)

Os autores assumem que o tempo de “falha” T}; da j-ésima unidade avaliada no tempo

7 (fixado) tem distribui¢do Weibull com pardmetros o ; e 021, e os parimetros ¢ e 0 sdo

definidos por:

(xj = exp{X}.B}: CXP{BO + leBl Tt quBq}

12



MODELAGEM UTILIZADA POR FREITAS - BORGES E HO REVISITADA
CLASSICA SEM ERROS DE CLASSIFICACAO

o= exp{}/}, >0

e funcdo densidade de probabilidade dada por:

onde
X, = 1, X o X ) € o vetor de varidveis explicativas (covaridveis) ou fatores de um

experimento planejado de dimensdo 1x(g+1) relacionadas 2 j-ésima unidade avaliada no
tempo 7 .

Note que, no caso de um experimento planejado, como € o caso da situagdo descrita
no Cap. 2, as unidades experimentais armazenadas em uma mesma condi¢do fixa (por
exemplo, na cdmara climética), t€m os mesmos valores de T ; eestes valores s30 0s mesmos

" o-n

independentemente do tempo T, no qual cada unidade foi avaliada. Portanto, o subindice " j
pode ser desprezado, visto que:

X =x=(x9,...x9)

j
k
para todas as N = Zni unidades armazenadas na mesma condicdo. Entretanto em situagdes

i=1
mais gerais estes valores podem ser diferentes.

b= (ﬁo, Bis. B, )’ é o vetor (¢ +1)x1 dos pardmetros associados as covaridveis.
Portanto, utilizando os seguintes fatos:

1. para a distribui¢do Weibull com parametros ¢ e 8, R, (T,- )= exp{— (a i )J};

2. para cada avaliagdo no tempo 7;, ¥; (j :1,2,...,ni) sdo varidveis Bernoulli
independentes com probabilidade p, dada por (3.1);

3. para diferentes avaliagdes no tempo 7 (i =1,2.....k), Y, s@o independentes
considerando a natureza destrutiva do experimento.

a funcdo de verossimilhanca é dada por:

13
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CLASSICA SEM ERROS DE CLASSIFICACAO

L&) = ﬁﬁ {[exp(—z'i exp(X ;)" [ [1—exp(=z, exp(x B I } (3.3)

i=1 j=1

em que

th(ﬂ’;é')

As estimativas de maxima verossimilhanca foram obtidas pela maximizagdo direta do
logaritmo da func¢do de verossimilhanca.

Considerando que 6= (ﬂo’ BB, 77) ¢ o estimador de maxima verossimilhanca de
0= (,BO, BB, f/)’ e utilizando a propriedade de invaridncia do estimador de méxima
verossimilhanga, tem-se que para um dado conjunto de covaridveis X i = (X ;.),X ; yees X j), 0

estimador de maxima verossimilhanca do percentil (100x p) da distribui¢io do tempo de
falha é dado por:

1 N
{0 =—I-Ina-p)]’ (3.4)
&,
onde

a, zexp{Xjﬁ’} e &=exp{?}.

Fazendo uso da propriedade de normalidade assintdtica dos estimadores de méaxima
verossimilhancga (Cox e Hinkley, 1974) e o método delta (Cox e Hinkley; 1974, pag. 260 e
302) foi obtida a expressdo do intervalo (assintético) de 95% de confianga (LI ; LS) para o
percentil (100x p):

. 12
LI=f —(1,96){Var(tp(j))} ,

=t
3.5)

A

. 12
LS = Lyt (1,96){Var(tp( j))} ,
onde

Var(t ;) =Z2'1'(0)Z|

6=6

e Z é um vetor de dimensdo (g +2)x1 dado por:
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—(=In(l=p™7 1
exp(X ;) !

—[=1n@t = p))=*¥ |lexp(—p) In(~In(1 - p))]
exp(X ;)

Equivalentemente, para um dado conjunto de covaridveis X ; = (X ;),X },...,X 1,0
estimador de maxima verossimilhanga da fracdo de defeituosos £ (z'l.) em um tempo de

avaliacdo 7 pré-especificado é:
Fi(z,)=1-R;(r,) =1-exp(-T, exp(@,))’, (3.6)

onde

&, =explX Ble & =exp7}

Novamente, fazendo uso da propriedade de normalidade assintética dos estimadores
de médxima verossimilhanca e do método delta os autores obtiveram a expressdo do intervalo
(assintético) de 95% de confianga para a frag@o de defeituosos F (z'l. ):

A exp(—l,%\ Var(a)]
LI :1—{1%,»(@.)}
3.7)
A exp(l,%\ Var(a)]
LS =1 —[R,-(q)}
onde

¢A§: ln(— In IAQj(z'i)j ,
Vﬁzr((}) -71(0)2],,

no qual Z é um vetor de dimensio (g +2)x1 dado por
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exp(y)In(t, exp(X ; 5))

k ok ok
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4. ABORDAGEM BAYESIANA SEM ERROS DE
CLASSIFICACAO E TEMPO DE FALHA
EXPONENCIAL

4.1 Consideracoes iniciais

Na abordagem apresentada no Capitulo 4, em cada tempo fixo 7, tem-se uma amostra
aleatéria de tamanho n, de varidveis Y, onde Y; sdo varidveis aleatérias Bernoulli

independentes, com probabilidade p;; dada por:
p, =Ply,=1)=P0<T, <7
onde

T, é o tempo de “falha” da j-ésima unidade avaliada no tempo 7. Ou
equivalentemente:

P(O<T.. S)zl—R(‘tA), se y; =1

P(Yl] y}] ) = ! l
P(Tij>Ti):R(Ti), se y; =0
onde
R(?) € a funcdo de confiabilidade.
A funcdo de verossimilhanga (3.2) é reproduzida aqui e é dada por:
k i 1-vy.. )
LoO=T1[1a-r,) " p,"
i=1 j=I
onde
o' = (pll""’pkm )
Na verdade,

p,; =Py, =1)=1-R,(1,)=1-5(z,)= p,

i
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Assim, a verossimilhanca (3.2) pode ser reescrita da seguinte forma, ja utilizando
também a notagdo bayesiana,

n;

k k i i k
sorn)=[T[ 1oy =) =TTnE =py 5 =T p0=py po =Lloins) @

i

Ziyij =S8,0i=12.. k5 0=(pi....p)"s y:(yu’ ’yktzk)T
i=1

S =(5,851..0.5,

nz(nl,nz,...,nk)T

e S,=numero de unidades consideradas inadequadas para consumo, (considerado um dado

atributo avaliado) no tempo 7,. Note que, em experimentos planejados, p; = p; para todas as

unidades j=1,2,...n, avaliadas em uma mesma data , (i = 1,2,...,k).

Estamos supondo que:

T, ~Expla) V j=12,..,n i=12,...k

em que T, € o tempo de vida de prateleira da j-ésima unidade avaliada em 7,, com fung@o de
densidade de probabilidade em func¢do da varidvel tempo ¢ >0 dada por

()= aexp(-ar) 4.2)

Em um dado tempo de avaliacdo 7,, a funcdo de confiabilidade, € dada por:
R(z,)=1-F(z,)=exp(-az,) (4.3)

Assim, utilizando o mesmo desenvolvimento apresentado no Capitulo 3, porém agora com a

utilizacdo da distribui¢do exponencial como subjacente, a funcdo de verossimilhanga (4.1)
toma a forma:

L(al N;szljl[l—exp(—az;)]si [exp(—aq)}Ni_S’ :exp[—aé }ﬁ[l exp(—

i=1

4.4)
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onde:

S, =total de itens avaliados como inadequados em T, (dentre os n, avaliados nesse

tempo pré-fixado)

n,—S,=total de itens avaliados como adequados em <,
k = niimero de tempos de avaliacdo

T, =tempo de avaliagdo pré— fixado i=12,....k

o = pardmetro da distribui¢c do exp onencial

4.2 Estratégia de abordagem do problema sob o enfoque Bayesiano

O objetivo principal é obter estimativas dos percentis da distribuicdo do tempo de
vida de prateleira com base nos dados oriundos das avaliagdes sensoriais. Como neste
trabalho serd utilizada a abordagem Bayesiana, isto significa que o pardmetro o aqui €
considerado como uma quantidade aleatéria que segue uma distribuicdo especificada.
Consequentemente, os percentis da distribuicdo do tempo de vida de prateleira também sao,
dentro desta abordagem, varidveis aleatdrias (e ndo quantidades fixas a serem estimadas,
como na abordagem cldssica). Portanto, o objetivo aqui € encontrar a distribuicio “a
posteriori” de percentis de interesse da distribucdo do tempo de falha, bem como os

intervalos de credibilidade para cada uma dessas quantidades.

Como estamos assumindo uma distribui¢do exponencial como subjacente, a expressdo
do percentil 100p% ¢é dada por:

(=~ [-log(i- p)] 4.5)
o

Portanto, como o percentil é uma fungdo do parametro o da distribui¢do, a estratégia
serd desenvolver o estudo em trés etapas:

1. Encontrar a distribui¢do *“a posteriori” para o parametro o, a partir de uma
“distribui¢do “a priori” informativa e de uma ndo informativa (distribui¢do de
Jeffreys). Nesta etapa, a distribui¢@o “a posteriori” para cada uma das distribui¢Ges “a
priori”, serd obtida empiricamente através do procedimento de reamostragem
ponderada, SIR (Sampling Importance Resampling), desenvolvido por Rubin (1988).
Portanto, o resultado desta primeira etapa é uma amostra da distribui¢do “a posteriori”
do parimetro a a partir de uma distribuicdo “a priori” informativa e uma outra
amostra a partir da distribui¢do “a priori” ndo informativa de Jeffreys.
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2. Encontrar a distribui¢do “a posteriori” para os percentis de interesse com base em
cada umas das distribui¢des “a priori” postuladas em 1 . Nesta etapa, a exemplo da
etapa 1, o que serd obtido é uma amostra da distribui¢do “a posteriori” dos percentis
de interesse a partir das amostras das distribui¢es “a posterioir” para o geradas em
(1). Portanto, para cada uma das amostras das distribuicdes “a posteriori” geradas em
(1), serd aplicada a expressao (4.5), obtendo-se assim as distribui¢des “a posteriori”
de interesse.

3. Comparar os resultados obtidos com base em cada uma das distribui¢des “a priori”
postuladas. Para essa comparagdo, este procedimento serd implementado em um
conjunto de dados simulados de uma distribui¢do exponencial. Assim, conhecendo-se
os valores verdadeiros serd possivel avaliar e comparar os resultados obtidos com
cada uma das distribui¢Ges “a priori” postuladas.

Na Secdo 4.1 sdo apresentados os critérios utilizados para a geracdo dos dados que
serdo utlizados ao longo deste capitulo na comparagdo dos resultados. Na Se¢do 4.2
sdo apresentados os passos a serem seguidos, na 4.3 os procedimentos para a escolha
da distribui¢@o “a priori” a ser utilizada, na 4.4 s3o avaliadas as diferentes familias de
distribuicdo Gama que poderiam ser utilizadas e escolhida a que serd utilizada como
distribuicdo “a priori”, na 4.5 é obtida a func@o de verossimilhanca, na 4.6, a
distribuicdo “a posteriori” de o, na 4.7 sdo determinados os percentis de falha de
maior interesse, na 4.8 é determinada a distribuicdo “a priori” de Jeffreys para o
pardmetro o, na 4.9 é encontrada a respectiva distribuicdo “a posteriori” para essa
distribuicdo e finalmente na 4.10 sdo determinados os percentis de falha tendo por
base a distribui¢do de Jeffreys como distribuicdo “a priori”.

4.3 Dados gerados para aplicacao dos procedimentos

Para a geracdo dos dados que serdo utilizados tanto neste estudo quanto naqueles nos
quais o erro de classificagdo foi incorporado, optamos por utilizar como base as estimativas
obtidas na andlise realizada por FBH (2003), em particular para os dados das unidades
armazenadas em condi¢cdes do ambiente, pois o processo de degradacdo mostrou-se mais
lento. Os valores obtidos para os parimetros da distribugdo Weibull e alguns percentis do
atributo “sabor” (aquele que apresentou menores valores), foram:

G=0018 §=12 i, =12 7, =406

Assim, optamos por gerar dados de tempos de vida de prateleira oriundos de uma
exponencial tal que o0 =0,018 = 0,02, ou seja, tal que

= L =50semanas -

E(T)=
(r) 0,02

Q=

Na situacdo descrita no Capitulo 2, as unidades armazenadas em condicdo ambiente
foram avaliadas a cada semana, por 51 semanas. Cerca de 5 a 8 julgadores foram recrutados
por semana.
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Portanto o procedimento para geragdo dos dados que serdo utilizados neste estudo foi
o0 seguinte:

1. Gerar uma amostra de tamanho n=357 de uma exponencial com parametro
a=0,02. Esse tamanho de amostra foi obtido supondo 7 julgadores por

semana (n, =7,i=1,2,...,51), por 51 semanas.
2. Dicotomizar os resultados, comparando cada valor gerado da distribui¢io
exponencial com os valores de uma coluna gerada como sendo as semanas de

avaliagdo. Se T < semana entdo Y =0. Os dados estdo no Apéndice B.

Assim os dados que serdo utilizados sdo os dicotomizados, tal como sera feito no
Capitulo 6 na anélise dos dados reais descritos no Capitulo 2.

4.4 Obtencdao da distribuicido “a posteriori” de o utilizando uma
distribuicao ‘“a priori” Gama( x; 1)

Na andlise Bayesiana, a distribui¢do “a priori” conjugada, para o pardmetro de
uma distribui¢do exponencial € a distribuicio Gama. Entdo, chamando, nessa
distribui¢do, o parametro de forma de k e o de escala de A, teremos:

o ~ Gamalic;\)

A distribuicdo de o, “a priori”, ou seja, antes de conhecermos qualquer amostra, serd
entao:

K

(k)

(o) =

o' exp(—Aa), para 0< @ <o e K,A>0 4.5)

4.4.1 Selecao dos parametros da distribuicao ‘“a priori”’ de o.

Uma questdo importante € a escolha dos pardmetros para a distribui¢do “a priori”
postulada para o parametro o.. Uma fonte de informagdo pode ser a opinido de um
especialista, a partir do conhecimento de andlises similares. Em FBH (2003), os dados
experimentais foram analisados utilizando a dicotomizag@o e a distribuicdo de Weibull como
subjacente. O modelo (3.3) (sem covariaveis) foi ajustado para cada uma das trés condi¢des
de armazenamento, e o valor minimo de & obtido (por maxima verossimilhanga) foi 0,0175
e o maior valor foi 0,0225. Assim, assumimos que um valor razodvel para a média da
distribuicdo a pridri de a seria 0,02 e utilizamos a amplitude dos valores obtidos (R=0,0225-
0,0175=0,005) como uma aproximagdo do desvio padrio da distribui¢do. Estes valores
foram utilizados nas equacdes da média e varidncia da distribui¢do Gama, ou seja:
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El@)===0,02 ¢ (4.6)

>

o? =& —0,000025

2

Resolvendo as duas equagdes, obtivemos os valores k=16 ¢ 4 =800.

Para efeitos de visualizacdo, a Tabela 4.1 apresenta outras op¢des de valores para os
parametros da supracitada distribui¢do, mantendo-se a seguinte relacdo entre xe A :

=0,02:sx=i2:sx=501< 4.7)

B

>R

Como a variancia da distribui¢ao gama é dada por:

o’ = k—Kz
entdo de (4.7) A =50%
. > K K 1
ou seja: o = = ~ =
(50x)* 2500k> 2500%
1
Logo, 6= 4.8)
& 504

Conforme a defini¢ao da distribui¢do Gama, os valores de k¥ e A sdo diferentes de
zero e positivos. Tais valores podem ser menores ou maiores que 1 (um). Para o valor igual a
1, tem-se a distribuicdo Gama assumindo a forma de uma distribuicio Exponencial. Em
funcdo de diversos valores de k, teremos:
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Tabela 4.1

Parametros possiveis para a distribuicio Gama, “a priori’’, em funcio de K.

2

K A c c ()
0,001 | 0,05| 0,6325 0,4000 0.001
9057 o exp(—0,050)
1(0,001)
0,01 | 0,50 | 0,2000 0,0400 0.01
0507 oo exp(—0,500)
1(0,01)
0,1 5 0,0632 0,0040 0.1
O o exp(-5a)
1(0,1)
1| 50] 0,0200 0,0004 !
o exp(—500t)
(1)
1,5 75| 00163 0,0003 15
5 o' exp(—75a)
(1,5)
8| 400 0,00707 0,000050 8
400 - exp(—400a.)
@)
16| 800 | 0,00500 0,000025 16
800 et exp(—800a)
(16)
20 | 1000 | 0,00063 | 0,00000040 3002
a.*" exp(—10000t)
(20)

Para as diversas fungdes Gama obtidas, calculemos os valores de

extremos do intervalo e para o valor da média E(a)=0,02:

Tabela 4.2

(o) para os valores

Valores minimo, médio e maximo das diversas distribuicdes “a priori”’ possiveis, no intervalo

onde se concentram os dados do expermimento base.

Gama(k,\) (o)
a=0,0175 a = 0,0200 a =0,0225
Gama(0,001;0,05) 0,05672497 0,04963477 0,04411948
Gama(0,0150,5) 0,5433669 0,4754423 0,4225854
Gama(0,1;5) 4,313466 3,777460 3,3553204
Gama(1;50) 20,84310 18,39397 16,23262
Gama(1,5;75) 26,09483 23,12705 20,33603
Gama(8;400) 59,6011116 55,8346128 46,8360386
Gama(16;800) 79,13866 79,3740 62,86042
Gama(20;1000) 85,60022 88,83532 68,5139
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Seguem abaixo os graficos dessas fungdes. A linha mais grossa em azul, diz respeito a

funcdo gama Gama(20;1000), a segunda, em vermelho, a Gama(16;800),

Gama(8;400) em verde e Gama(1,5;75) em cinza.

e a seguir as

No segundo gréfico temos a distribiui¢do Gama(1;50) em preto sendo essa tltima uma
Exp(50). As demais em magenta, marron e laranja, sdo respectivamente Gama(0,1;5);
Gama(0,01;0,5) e Gama(0,001;0,05).

Distribuicdes Gama G(20;1000),G(16,800),G(8,400) & &(1,5,75)

80

60

40

20

| \M

0.01 002 0.03
Valores de
Alpha

Figura 4.2

T
0.04

Distribuicoes Gama possiveis de serem usadas como distribuicoes “a priori”

5(0,01;,0,5) & G(0,001,0,05)

Valores das Distribuicdes Gama G(1,503,6(0,10,5),

50

40

30

20

10

T T T
000 005 0.10

Valores de Alpha

Figura 4.3
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Distribuicoes Gama possiveis de serem usadas como distribuicoes “a priori”

Observamos que o ponto de méaximo da fun¢des Gama(k,A) aproxima-se cada vez

mais do valor da média ou seja o valor de o do ponto maximo da distribuicdo aproxima-se
de a=0,02 e a distribui¢do torna-se mais simétrica em torno deste valor na medida que os

N

valores de x e A crescem, diminuindo sua calda a esquerda, ao mesmo tempo que seu
maximo se eleva, como pode ser observado nos gréficos acima.

Iremos trabalhar com a fun¢do Gama(16;800) como a distribui¢io “a priori” de o,
ou seja:

mlo) = o —A)=——0 -8000)=————t —8000
O grafico dessa fungdo é:
0] E]ﬂ 0 [‘]2 0] 213 0 [‘]4 0] 215
Yalores de Alpha
Distribuicdo Gamaf 16:800)
Figura 4.4

Distribuicdo Gama(16;800) escolhida como distribuicdo “a priori” de .

4.5 Funcao de Verossimilhanca para valores de o amostrados de uma
distribuicao Gama(16;800)

Para uma amostra aleatéria de tamanho 5000 da distribuicio Gama(16;800), a funcio

verossimilhanga cuja expressdo é dada por (4.4), calculada com base nos dados gerados
(Secdo 4.2.1) tem a forma apresentada na Fig. 4.5.

25



ABORDAGEM BAYESIANA SEM ERROS DE CLASSIFICACAO

TEMPO DE FALHA EXPONENCIAL

3e-90
|
——

2e-90

YValores da Verossimilhanga

1e-90

Ju_

T T T T T
oo 002 0,03 0.04 0.05

Oe+00
|

Valores de Alpha
51 Semanas de Observacéo

Fig. 4.5

Funcio de Verossimilhanca

4.6 Obtencdao da distribuicdo ‘“a posteriori’ de o, com base na
distribuicao ‘‘a priori”’ Gama(16;800)

Assim, para cada valor de &, dentro da faixa considerada, teremos uma distribuico,
que serd diferente da “a priori”, pois agora teremos valores de N, e S, que a alterardo,

conforme a Regra de Bayes.

Aplicando-se a Regra de Bayes, a distribui¢@o “a posteriori” sera:

Entao,

exp{ oth (N S )HH[I exp(-az, ) }F}E‘;)QK—I exp(—Aat)

exp[—oczk:‘c( )}{ﬁ[l exp(-or,) }F}g{)a“ exp(—Ao)do
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Logo,

{li[ [1 - exp(-az, )] }ow—l exp{— ocg T, (N =) )+ ;b} exp(—Aot)

4.7

n(ocIN.,S'):W

R {lj[l—exp(— o ) }am exp[_ O‘izk_llt" (N _§i)+ },}:Xp(— ot)doy

~ 1
0

Nessa equagdo, N, € igual ao nimero de itens avaliados em cada semana; 7, € o tempo
de observagdo na semana i considerada e S, € o niimero de itens avaliados como ruins a cada
semana i. K e A sdo os parimetros da distribui¢do Gama( k,A ) “a priori”.

A expressao (4.7) apresenta um numerador que chamaremos de A(¢) igual a:

)= {H i expl o) }oc‘“ exp{— o{iq -s )} ; x}

i=1 i=1

O primeiro fator é um produtério que leva em conta os tempos de observagdo das k
semanas que durou o experimento, sendo que cada fator desse produtério diz respeito a cada
um dos tempos de observagdo 7, de cada semana i=1,....,k at€ a semana de ordem k em

questdo. No segundo fator, temos uma exponencial que leva em conta o somatdrio dos
tempos de observagdao multiplicados pelo saldo de itens avaliados como bons (Ni - Sl.) em

cada semana.
A equacio (4.7), pode, entdo, ser escrita como:

n(ocIN ) ):wh&

o J'h(oc)doc

(4.8)

Para encontrarmos a distribui¢do “a posteriori” definida por (4.7) e cuja forma
resumida € dada por (4.8), utilizaremos o algoritmo da Reamostragem Ponderada ou
Bootstrap Bayesiano proposto por Rubin (1988). Para tal, tomando a expressdo (4.8) como
ponto de partida, usaremos o seguinte algoritmo:

h(ot)

Queremos encontrar uma amostra de n(ocIN _,S_)z —~
I h(o)do
0

sem termos de resolver a

integral no denominador da tultima expressdo. Para isso devemos encontrar uma funcio de
referéncia g(oc).
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1) Gera-se uma amostra o,,...,0, de g(ar), fungdo convenientemente escolhida de forma a

facilmente podermos fazer uma amostragem dela de uma grande quantidade de valores de
alpha.

2) Paracada i =1,...,n, calcula-se:

(o) L(O‘i lN,’S.)n(O‘i)
WI o 1 o ~ 1 ~ 1
g(ai) g(ai)
Wi
4, ==,
Wi
i=1
3) Seleciona-se uma amostra ch,. . .,Ocj da amostra original a,,...,0, assumindo que:
Pr(OC = ) =dq;

4) Gera-se ue U(0;1).
-Se ue (0, q, ) = escolhe — se a,.
-Se ue (ql,q1 +q, ) = escolhe — se o,.

-Se ue (q1 +q,,9,+q, +q3)%escolhe—se o,.

Obs.:

1) A amostra pode ser selecionada com e sem reposicao.

n
) r=lt
) =50

e Escolheremos g(a), de forma que tenhamos g(ot) = m(at);

o Wizf(X|ai)n(ai)=f(x|06i)

m(a,)

f('x'a‘i)
Z:f(x“xi)

[ ) L=
i

No caso, utilizando o indice i para denotar os vérios valores que ¢ pode assumir dentro
de sua distribuicdo, teremos:
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~0 o~

W, = —iL = L(oc,. IN ,S ): exp{— a',-kzltk (zyi— S)Hlk] [1-exp(- a1, )]i}

i=1

No Apéndice B, fazemos uma simulagdo considerando 100.000 valores de «,
amostrados de uma distribuicdo “a priori” de o, Gama(16;800) e a seguir aplicamos as
técnicas de reamostragem por importancia (SIR).

Obtivemos o seguinte histograma de o “a posteriori” :

1000 1200 1400

Freguéncia
600 800

400

200

(=]

1

I T
0012 0.014

T T T T 1
0018 0018 0020 0022 0.024

WValores de Alpha 'a posteriorn’
51 Semanas de Observagao

Fig. 4.6

Histograma de uma amostra de 5000 valores da distribuicao “a posteriori”’ de «.

Na Fig. 4.7 temos a comparacdo das fungdes “a priori” e “a posteriori”. A fim de que
as duas curvas tenham valores de ordenadas similares, que nos permitam sua adequada
visualiza¢do, multiplicamos as ordenadas da distribuicdo “a posteriori” por 10 elevado a

poténcia de 91,3.
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Comparagcéo de Valores 'a priori' e ‘a posteriori*

60 80
I 1

Walores de Verossimilhanga 'a posteriori'x 107913
40
1

T T T T
om 002 0.03 0.04

Walores de Alpha

Fig. 4.7
Comparacao de valores “a priori” e “a posteriori”’

Tabela 4.3
COMPARA(;AO ENTRE OS VALORES DE ALPHA “A PRIORI” E “A POSTERIORI”

PONTOS DE INTERESSE | ALPHA “A PRIORI” ALPHA “A POSTERIORI”

MINIMO 0,004636 0,01268
1°. QUARTIL 0,016455 0,01609
MEDIANA 0,019598 0,01708
MEDIA 0,020010 0,01713
3°. QUARTIL 0,023095 0,01811
MAXIMO 0,050801 0,02386
DESVIO PADRAO 0,004999 0,00150

Observe-se que os dados de verossimilhanga diminuiram o valor da média “‘a
posteriori” de 0,02 para 0,017.

9 &

A Fig. 4.8 apresenta as curvas suavizadas das distribui¢des “a priori”, “a posteriori” e
da func@o de verossimilhanca.
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Fungédes "a priori’, 'a posteriori' e Verossimilhanga
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Yerossimilhanga 'a posteriori' 10°91,3 e a Funcdo Verossimilhangax 91,2
40
|

Yalores de Alpha

Fig. 4.8
Funcoes “a priori”, ““a posteriori”’ e de Verorssimilhanca

A Fig. 4.8 permite observar que a distribuicdo “a posteriori” segue € muito

semelhante a curva da verossimilhanca tendo seus méximos coincidentes para valores
similares de o.
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4.7 Percentis de falha ‘‘a posteriori”’ das amostras avaliadas, com base

1?

no tempo de falha exponencial e distribuicao ‘“a priori
Gama(16;800)
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Fig. 4.9

Distribuicao “a posteriori”’ dos percentis 7, ;5 19,0 € ?(5, - (Priori Gama(16;800))
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Tabela 4.4

Estatisticas descritivas para a distribuicio ‘“a posteriori”’ de percentis 100p %, para varios
valores de p com distribuicao ‘‘a priori” de o, Gama(16;800)

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
to.001 0,05003 | 0,04191 | 0,04947 | 0.05522 | 0,05854 | 0,05881 | 0,06216 | 0,06935 | 0,07884
foor 0,5025 | 0,4191 | 0,49466 | 0,5522 | 0,5854 | 0,5881 | 0,6216 | 0,69352 | 0,7884
fo10 5,268 4,191 4,9465 5,522 5,854 5,881 6,216 6,9352 7,884
fo.50 34,66 29,05 34,29 38,27 40,58 40,76 43,08 48,07 54,65

Obs.:Tempo em semanas. Os valores exatos sdo fornecidos pela expressio (4.5) para
o=0,02.

4.8 Utilizacao de uma distribuiciao

parametro o

“a priori”’ de Jeffreys para o

A utilizacdo da distribuicdo de Jeffreys como distribuicdo “a priori” € uma alternativa
a ndo disponibilidade de uma distribui¢cdo informativa sobre o parametro alpha. Essa
distribuicdo que € ndo-informativa possui a propriedade de invariincia sob transformacdes.

Distribuicao de Jeffreys:

Devido a propriedade de invariancia, Jeffreys (1939, 1948, 1961) sugeriu que a densidade:

(ol x) o /I(ct] x)

em que I(otlx) é a matriz esperada de informagio de Fisher, fornecia um valor adequado
para a distribuicdo “a priori”. A utilizacdo dessa distribui¢do € algumas vezes chamada de
Regra de Jeffreys (Lee, Petes M. — 1989). O valor de I(o|x), definido por Fisher (1925) é
dado por:

Hal X)=-E, %.;log{f(Xloc)loc}}

No caso:
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flxla)= L(oc IN .S ): exp{— aéfci(]yi_ *?i)}{ﬁ[l—exp(— mi)]s,}

~0 o~ :
i=1

log[f(x1a)]= —oci T, (N—S )+ Z S log[l —exp(-ar, )]

i

Calculando-se as derivadas e o valor esperado, a distribui¢do “a priori” de Jeffreys ser4,
entdo:

(o) o< I(oc)z\/i:nir.zwz{im_szl_))]}%

' li-expl-or)] |ET [l-expl-or,

Como foram feitas observacoes por 51 semanas, € n, =7, teremos:

o) oc exp(-a) o2 exp(—2ar) s ZM%
() ﬁ([l—exp(—a)] ? [1-exp(-2a)] ! [l—exp(—Sloc)]J

No Anexo C detalhamos a implementagd@o no R, dessa distribui¢ao. Utilizamos uma
distribui¢do U(0,001:0,5) para gerarmos uma amostra de 100.000 valores de o.

A funcdo de verossimilhanca, anteriormente obtida, em funcdo dessa nova
distribuicdo de o, nos fornece o grafico da Fig. 10.

3e-90

2e-90

Verosimilhanca

1e-90

1

T T T T T T
0o 01 02 032 04 05

Oe+00
1

Valores de Alpha 'a priori’
100.000 valores de alpha amostrados de uma U{0,001,0,5)

Fig. 4.10

Funcao de Verossimilhanca com base em valores de 0. amostrados de uma U(0,001;0,5)
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Examinando melhor esse grifico na regido onde estdo concentrados os maiores
valores de verossimilhanga, temos:

36-90

2e-90

Walores de Verosimilhanga

1e-90

Og+00

0.000 0.005 0.010 0.015 0.020 0.025
Valores de Alpha ‘a
priori'
Primeiros 5000 valores de alpha amostrados de uma U{0,001,05)

Fig. 4.11

Funcio de Verossimilhanca para os primeiros 5000 valores amostrado de o .

A distribuicao de Jeffreys assume a forma ilustrada na Fig. 4.12.
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Valores de Alpha
100.000 Walores de alpha amostrados de uma U0 007,05}

Fig. 4.12

Distribuicao de Jeffreys
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4.9 Obtencdao da distribuicdo ‘“a posteriori’ de o, com base na
distribuicio ‘‘a priori” de Jeffreys

Como a distribuicdo de Jeffreys obtida ndo tem uma forma conhecida, da qual
possamos obter uma amostra, utilizaremos uma fungdo g(at), de estrutura conhecida.
Conforme ja mencionado na secdo anterior, estaremos utilizando g(a)~ U(0,001;0,5). A

partir dai, para obtermos a distribui¢do “a posteriori” utilizando o método de amostragem
ponderada, visto anteriormente, teremos neste caso:

1) Para cada i =1,...,n, calcula-se:

. ho,) _ Llo, 1N, S (o)
- sla) s(a,)
q; = ”W"

Observe-se que no caso anterior onde utilizamos para fungdo de referéncia g(o) a
mesma funcdo de distribui¢do “a priori”, os valores de w, passam a ser a prépria funcdo de
verossimilhanga L(oct. IN,,S k). No caso da utilizacdo da distribuicdo de Jeffreys isso nao

ocorre porque ndo podemos utilizd-la para obter amostra dos valores de o, sendo necessario
utilizarmos uma distribui¢do conhecida o que ndo permite a simplificacdo anterior em w;,.

A Fig. 4.13 apresenta o histograma com base na amostra da distribuicio “a posteriori”
obtida através do algoritmo SIR. Neste caso, utilizamos para reamostragem um tamanho de
amostra r = 5000 .
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Valores de Alpha 'a posterion’
Distribuigéo 'a prior’ de Jeffreys

Fig. 4.13

Histograma dos Valores “a posteriori” de o,
com base na distribuicao ‘“a priori” de Jeffreys

Os valores da média e do desvio padrdo amostrais, dessa distribuicdo, sdo, respectivamente,
0,01678 € 0,001540801.

Analogamente, ao estudo feito na se¢do 4.6, utilizando-se a distribui¢do “a priori”
Gama(16;800), quando utilizamos a distribui¢do de Jeffreys, obtemos as curvas da Fig. 4.14,
onde multiplicamos as ordenadas da distribuicdo “a posteriori” por 90,4, para adequé-los a
um Unico grafico. Nessa mesma figura estd inserido o grafico da funcdo de verossimilhanga.
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Fig. 4.14

Comparacio entre as func¢oes “a priori”’ de Jeffreys e a distribuicao “‘a posteriori”’ do
parametro O.

4.10 Percentis de falha das amostras avaliadas, com base em tempo
de falha exponencial e na distribuicao “a priori” de Jeffreys

Neste caso, otbemos, seguindo o mesmo procedimento explicitado na Secdo 4.7 os
histogramas das distribui¢des “a posteriori” para os percentis p = 0,001; 0,01; 0,10 e 0,50.
Entretanto, o maior interesse estd em percentis menores (p = 0,001 e 0,01) (Fig. 4.15).

A Tabela 4.5 resume as estatisticas para os percentis mencionados acima.
A Tabela 4.6 apresenta uma comparacdo de algumas estatisticas resumo das
distribui¢des “a posteriori” obtidas para cada percentil de interesse, com base nas duas

distribui¢des “a priori” utilizadas. Os valores reais de tais percentis também estdo na referida
tabela.
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Tabela

4.5

Estatisticas descritivas para a distribuicio ‘‘a posteriori” de percentis 100p %, para varios
valores de p com distribuicao ‘“a priori” de o, de Jeffreys

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
fo.001 0,05003 | 0,04469 | 0,04999 | 0,05625 | 0,05987 | 0,06009 | 0,06366 | 0,071868 | 0,0868
fo.0n 0,5025 | 0,4469 | 0,4999 | 0,5625 | 0,5987 | 0,6009 | 0,6366 | 0,7187 0,8680
fo.10 5,268 4,469 4,999 5,625 5,987 6,009 6,366 7,1868 8,680
fo.50 34,66 30,98 34,65 38,99 41,50 41,65 44,12 49,82 60,17
Tabela 4.6

Comparacio entre os valores de percentis de falha com a utilizaciao das distribuicoes “a
priori” Gama(16;800) e Jeffreys

DISTRIBUICAO “A PRIORI” GAMA (16;800)

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
fo.001 0,05003 | 0,04191 | 0,04947 | 0.05522 | 0,05854 | 0,05881 | 0,06216 | 0,06935 | 0,07884
foon 0,5025 | 0,4191 | 0,49466 | 0,5522 | 0,5854 | 0,5881 | 0,6216 | 0,69352 | 0,7884
fo10 5,268 4,191 | 49465 | 5,522 5,854 5,881 6,216 | 6,9352 7,884
fo.50 34,66 29,05 34,29 38,27 40,58 40,76 43,08 48,07 54,65
DISTRIBUICAO “A PRIORI” DE JEFFREYS
Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
o001 0,05003 | 0,04469 | 0,04999 | 0,05625 | 0,05987 | 0,06009 | 0,06366 | 0,07187 | 0,0868
foon 0,5025 | 0,4469 | 0,4999 | 0,5625 | 0,5987 | 0,6009 | 0,6366 | 0,7187 | 0,8680
fo10 5,268 4,469 4,999 5,625 5,987 6,009 6,366 | 7,1868 8,680
fo.50 34,66 30,98 34,65 38,99 41,50 41,65 44,12 49,82 60,17

Obs.: Tempo em semanas.

Observamos que ndo ha grandes diferencas quando se utiliza a distribuicio “a priori”
Gama(16;800) e a distribui¢do “a priori” de Jeffreys. De modo geral os tempos de falha, para
0s mesmos percentis, sdo ligeiramente menores quando se usa a distribuicdo Gama(16;800).
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5.  ABORDAGEM BAYESIANA INCORPORANDO ERROS
DE CLASSIFICACAO COM TEMPO DE FALHA
EXPONENCIAL

Suponhamos agora que existam erros de classificacdo, ou seja, em um determinado
tempo de avaliagdo 7;, uma unidade pode erroneamente receber um escore Z; <c e ser

considerada inadequada quando na verdade era adequada (ou seja, 7, >7;) ou receber um
escore Z; >c e ser considerada adequada, quando na verdade ndo o € (ou seja, na verdade,

T,57,).

Entdo, definimos as seguintes possibilidades de cometer os dois tipos de erro de
classificagao:

unidade do item ser classificado como inadequado em T,

€; =

quando na verdade ndo o é, ou seja, T; > T

unidade do item ser classificado como adequado em T,
€ =

quando na verdade, ndo o €, ou seja, T;<T,
i=12,...,k

Vamos supor que estas probabilidades (riscos) de cometer tais erros ndo se alteram ao
longo do tempo, ou seja, para todo 7,, i =1,2,...,k, as probabilidades de se cometer os erros
de classificacdo permanecem as mesmas. Embora, em uma situagdo como esta, seja razoavel
pensar que tais probabilidades dependam de 7, .

" ivl

Assim, podemos eliminar o sub-indice e trabalhar apenas com ¢, ¢ e,.

O que temos entdo 4 a seguinte situacdo: em cada tempo de avaliacdo

T, (i = 1,2,...,k) e para cada um dos N, itens avaliados nesse tempo:

Tabela 5.1
Definicdo dos erros tipo 1 e tipo 2

Classificacao
Condicao Real Adequado Inadequado
Adequado 1—e, e
Inadequado e, l-e,
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Assim, temos em cada tempo de avalia¢do 7, (fixo) que a probabilidade de errarmos a
classifica¢do do produto é dada pela soma das probabilidades p, e (1- pi) abaixo:

p, =Py, = 1]: P[ produto ser classificado como ndo adequado}

pi=P[Yij=1]=P{pr0duto estd adequado e foi classificado como ndo adequado}@
@P[produto ndo estd adequado e foi classificado como ndo adequado}z
=P[ser classificado como ndo adequado | estd adequado}P[esm’ adequado}@

@P[ser classificado como ndo adequado | ndo estd adequado}P{ndo estd adequado}

prob. de estar adeq. em T;

pi:P[Yijzl]:el P[YZ‘,'>TI‘] +(1_82)P[Tzl‘jsri] (.1)

l-p =Py, = O]: P| Produto ser classificado como adequado}

l—pi:P[Yl.j:O]:P ser classificado como adequado e ser inadequado}@
@P{ser classificado como adequado e ser adequado}z

:P[ser classificado como adequado | ¢é indadequado}P{ser inadequado}@
@P{ser classificado como adequado | é adequado}P[ser adequado}

Logo,

1-p, =Py, =0|=e,P|T; <)+ (1-¢)P|T, > 1] (5.2)
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Portanto, incorporando as probabilidades de erros de classificacdo, a fungdo de
verossimilhanga toma a forma (5.3) com as probabilidades p, e (1-p,) dadas por (5.1) e

(5.2).

S,

Ley)=]1 pia-p)** (5.3)

k
i=1

5.1 Utilizando a distribuicao Exponencial como modeladora do tempo
de falha.

Para tempos de falha com distribui¢do exponencial teremos:

p. =e exp(—ar,)+(1-e, l—exp-ar,)] (5.4)
e

1= p; =es (i )+ (1, )~ (5.5)
Portanto:

k
[ p1y] = [Tfeexploom )+ (1= fi—expl-az )} fe.li—explom ) (1=, Jenplcm, )}
- i=1
(5.6)
Na abordagem “cldssica” o caminho natural seria tentar obter a estimativa dos
parametros via método de maxima verossimilhanga. Utilizando bindmios de Newton, a forma

funcional da verossimilhanga pode ser reescrita e € apresentada abaixo (ver desenvolvimento
no Anexo A):
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&, K N S S YN =S, (Ny-S
Ll pl ! S A ! o Flx
[{) yj Zf zl ; ; [Vl ][”2] (”k L Iy
Tk 1= k=
k

k

xe (1= a)5 o B0 B (- e BB
Nizri—h — 7 =
X{ z (Nl " llj(_l)(Nlrlllml)eXP[—afl(Nl_rl_ll_ml)]}x

m=1 m

ny

Ny—n =, [ —
X{ Z [Nz ) 2](_1)(N2—r2—12—m2)exp[_ ary,(Ny —ry =1, —m, )]}XX

m,y=1

Ny =1l N, — —1
x{ Z ( krk kj(_l)(Nk_ﬁ'_lk_m")CXP[—aTk(Nk_rk_lk_mk)]

my =1 My

onde na classificacdo feita em 7,, temos:

r, =itens classificados como imprdprios para o consumo sendo em realidade apropriados.
[, =itens classificados como apropriados para o consumo sendo em realidade improprios.

S, =total de itens avaliados como ruins.

N, —S, =total de itens avaliados como bons.

Portanto, conforme se pode observar, a forma final da verossimilhanga fica
dependente de quantidades que ndo sdo conhecidas em uma situacdo pratica (r,e I,).
Portanto, a op¢do neste caso pela abordagem Bayesiana justifica-se também, além do
interesse tedrico, por dificuldades operacionais.

Neste caso € preciso especificar distribui¢des “a priori” para cada probabilidade de
erros (e, € e,) além da distribui¢@o “a posteriori” para o.

Em geral, costuma-se postular uma distribuicio Beta ou o caso particular, uma
Uniforme para essas probabilidades de erro.

5.2 Obtencido da distribuicdo “a posteriori” marginal de o utilizando
uma Gama(16;800) e erros uniformes.

Como os erros ndo devem ser muito grandes, assumiremos que os mesmos poderdao
variar entre 0 e 1%. Tendo isso em conta iremos considerar que a funcdo de distribuicdo dos
erros “a priori”, tanto para o tipo 1 como para o tipo 2, € uma distribuicdo uniforme variando
entre 0 e 0,01.
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Temos agora tr€s pardmetros desconhecidos, o pardmetro o da distribuicio
exponencial que modela o tempo de falha das amostras, que possui uma distribuicdo “a

priori” deteminada e os erros tipo 1 e 2, ambos com distribui¢io U(0;0,01), conforme
consideracdes acima.

Inicialmente iremos determinar a distribui¢do “a priori” conjunta dos trés pardmetros
considerando que sdo independentes, ou seja a distribuicdo de qualquer desses parametros
nio depende da dos demais, pois ndo ha qualquer motivo para considerarmos o contrario.
Com isso a distribui¢do conjunta de o, ¢, e e, € obtida pela multiplicagdo das trés. Para
distribuicdo “a priori” de o, utilizaremos, como na etapa anterior, quando ainda ndo
haviamos incorporado erros de classifica¢do, a distribuicio Gama(16;800). Dessa forma, a
distribui¢do “a priori”, conjunta ficara:

(o e se, ) = (o) x wtle, )x mle, ) = Gama(16:800)x U (0:0,1)x U (0:0,1) (5.7)
269 X 529 0615

ene))=—— "2 = exp(—800 58

maseses) 3*x 72 x11x13 epe, exp(-8000) )

A distribuicdo “a posteriori” conjunta, sera:

hla,e e, IN,,S,
mone e, IN,.S,) = 5507 (.e1,e, ) (5.9)

Ijjh((x,el,ez IN,,S, )dOLdelde2

000

Mas,
h(oc,el,e2 I Nl.,Sl.): L(Oc,el,e2 I Ni,Si)Xn(oc;el;ez)
Entao:

69 29 15
2 %3 OL—exp(— 8000()

hlo,e,e, IN.,S.)=Llo,e,e, IN,,S )X ——F———
( €,6, 11V, 1) ( €,6, 11V, l) 36X72><11><13€l€2

Obtemos entdo a seguinte expressdo para a distribui¢do “a posteriori” conjunta (V.
desenvolvimento detalhado no Anexo D):
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15

Loe,e, IN,,S,) % exp(-8000.)

(e, e, N,,S.)= e (5.10)
0,5 0,01 0,01 alS
[ ] [ Lloee,IN,5S,)=—exp(-800a)dode,de,
0o 0 0 6162
E uma constante K que sé depende de N; e S;.
Entao:
1 alS
(o, e,e, | N.,S,)=—x L(c,e,,e, | N., S, x——exp(—800ct) (5.11)
K ee,

Verossimilhzngz  conjunta
"a priori" conjunta

Para obtermos a distribui¢do marginal de o fazemos os erros variarem em todo o
espaco paramétrico para cada valor que o possa assumir.

Teremos entdo, que a marginal de o ‘“‘a posteriori” sera:

15

'[0,01"‘0,01 L(q,el,ez [ Ni’Si)LeXp(_ 800a)d€2

e;=0de, =0 ee
oI N,,S. )= = N
(@I N,,S;) X (5.12)
15
:i 0,01 £0,01 L(O(.,el,é’z |N.,S.)a—eXP(_ 800(x)d62d€1
K Jei=0Je,=0 s €6,

Mas a fung¢do de verossimilhanca, conforme (5.6) é:
k
L(p I y) = [ {ei exp(-az,)+ (1—e, 1 - exp(= oz, I {e, [1 - exp(- o, )]+ (1- ¢, Jexp(— oz, )™
- i=l

Entdo, a marginal de o dada por (5.12), toma a forma:

0,01 15

oINS, )= % [ exp(—8000)de, de, =

e;=0

J‘O’O;L(Oc,el,e2 IN,,S,) “
e,=

€€,

k
1 001 001 H{el exp(— aT; )+ (l —é )[1 - exp(— aT; )]}Si {ez [l - exp(— oT; )]+ (1 —¢ )exp(— T, )}Ni_Si X
I . i=1
- K Je=0Je;,=0 als

X exp(—800at)de, de,

€6,

(5.13)

Fizemos uma simulacdo desses resultados considerando 100.000 valores aleatdrios de
o, amostrados de uma distribuicio Gama(16;800) utilizada como distribui¢do “a priori” e
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consideramos também amostras de 100.000 valores dos erros tipo 1 e tipo 2, amostrados
segundo a distribui¢do U(0;0,01).

Ap6s a obtengdo de 100.000 pontos da funcdo de verossimilhanca, em funcdo dos
valores de o, e, e e, obtidos, podemos determinar para os mesmos, a distribui¢do “a priori”
correspondente.

Para a determinagdo da distribuicdo marginal “a posteriori”, utilizamos a técnica SIR,
jé utilizada anteriormente antes da incorporacdo de erros. Considerou-se como fungdo de
referéncia a mesma distribui¢do “a priori” conjunta dos parametros o, e, € e, dada por
(5.8). Dessa forma, a distribuicdo conjunta de o, passa a ser proporcional a verossimilhanca,
dada por (5.6), no algoritmo que permite determinar a distribui¢do “a posteriori” de o .

Obseve-se que a funcdo verossimilhanca € func¢do dos pardmetros o, ¢, e e, tendo
por varidveis os valores de S, (que sdo determinados pelo tempo de falha exponencial; ja os
valores de N, sdo definidos previamente e ndo dependem do tempo de falha exponencial).

Assim, para cada valor de o teremos um valor de e, e de e, que determinardo o valor da
verossimilhanga conforme (5.6). Como a amostragem dos valores de a foi feita com
reposicdo, para valores idénticos de o repetidos, podemos ter valores diferentes da
verossimilhanga pois os erros para esses valores ndo sdo obrigatoriamente iguais., Entdo, para
obtermos a verossimilhanca em fun¢do de o “a posteriori”’, devemos somar todos os valores
de verossimilhanca para cada valor idéntico de o.

O algoritmo SIR que utilizamos fornece-nos os valores da verossimilhanga “a
posteriori” . Extraindo as linhas para esses valores da matriz de pardmetros (valores de o , e,
e e,) “a priori” onde se incluiu uma quarta coluna com os correspondentes valores de
verossimilhanga “a priori”, teremos os valores dos parametros “a posteriori”’ para os valores
coincidentes com a verossimilhanca “a posteriori”’. Observe-se que nesse caso podemos ter
valores de o iguais, pois os mesmos foram gerados com reposicdo e estamos obtendo os
valores de o e dos erros em funcdo da verossimilhanga “a posteriori”.

No Anexo D, apresentamos os cddigos da implementacdo desses conceitos para o
programa “R”.

Aplicando-se o método de Amostragem Ponderada (SIR), (cuja implementacdo

detalhada estd no Anexo D), obtivemos o histograma de alpha “a posteriori” conforme a Fig.
5.1.
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Frequéncia

Histograma da Distribuicio Marginal de o ‘“a posteriori”’

Os histogramas dos valores de e, e e, “a posteriori” estdo nas Fig. 5.2 ¢ 5.3.
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Fig. 5.2

Histograma dos erros tipo 1 ‘“a posteriori”’
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Frequéncia

TEMPO DE FALHA EXPONENCIAL
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Fig. 5.3

A Tabela 5.2, apresenta as estatisticas descritivas da distribui¢do marginal dos erros.

Tabela 5.2

Estatisticas da Distribibuicao Marginal dos Erros

Tipo de | Minimo 1°. Quartil | Mediana Média 3° Quartil | Maximo
Erros
e, 0,000000 | 0,002360 | 0,004992 | 0,004983 0,007519 | 0,009999
Tipo de | Minimo 1°. Quartil | Mediana Média 3° Quartil | Maximo
Erros
e, 0,000000 | 0,002528 0,004992 | 0,005034 | 0,007519 | 0,009995
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Fig. 54 a)

Verossimilhanca de o “‘a priori”’ utilizando distribuicio ““a priori” Gama(16;800) com
incorporacio de erros uniformes até 1%.
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Fig. 5.4 b)

Verossimilhanca de o ‘‘a posteriori” utilizando distribuicao ‘‘a priori” Gama(16;800) com
incorporacio de erros uniformes até 1%.
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Resumo estatistico comparado entre os valores de alpha “a priori” e “a posteriori’:

uniformes limitados a 1% e utilizaciao da distribuicao “a priori” Gama(16;800)

Tabela 5.3
Comparacao dos valores de & “a priori”’ e ‘““a posteriori”’, com e sem incorporacao de erros

PONTOS DE Distribuicao de Distribuicao de Distribuicao marginal
INTERESSE Alpha “a priori”, Alpha “a de Alpha “a posteriori”

Gama(16;800) posteriori”’ sem com incorporacao de

incoporacio de erros
erros

MINIMO 0,004636 0,01268 0,00000
1°. QUARTIL 0,016455 0,01609 0,02437
MEDIANA 0,019598 0,01708 0,02688
MEDIA 0,020010 0,01713 0,02726
3°. QUARTIL 0,023095 0,01811 0,02980
MAXIMO 0,050801 0,02386 0,05049

Observa-se que com a incorporagdo de erros os valores “a posteriori” de o deslocam-

se para a direita.

5.2.1 Obtencao da distribuicoes ‘‘a posteriori” de percentis de interesse (a
distribuicao de o ““a priori” é Gama(16;800) e a dos erros é U(0,001;0,01))

Iremos considerar as fragdes de falhas nas amostras utilizadas de forma andloga ao
que foi feito antes de incorporarmos os erros. Usaremos as fragdes de falha: 0,1%, 1%, 10%,
e 50% do total das amostras para determinar em quantas semanas, tal fracio de falhas ocorre.
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Distribuicao ““a posteriori” dos percentis 7 ,,, ;5 7)o € f,5, - (com base na distribuicio “a

priori Gama(16;800), e incorporacao de erros uniformes limitados a 1%)
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Tabela 5.4
Estatisticas descritivas para a distribuicio ‘“a posteriori”’ de percentis 100p %, para varios
valores de p com distribuicao “a priori”’ de o, Gama(16;800) e incorporac¢io de erros uniformes
limitados a 1%

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
fo.001 0,05003 | 0,02282 | 0,02606 | 0,03190 | 0,03484 | 0,03489 | 0,03797 | 0,04352 | 0,05129
foo1 0,5025 | 0,2282 | 0,2606 | 0,3190 | 0,3484 | 0,3489 | 0,3797 | 04352 | 0,5129
fo10 5,268 2,282 | 2,6058 | 3,190 3,484 3,489 3,797 4,352 5,129
fo.50 34,66 15,82 18,06 22,11 24,15 24,18 26,32 30,17 35,55

A Tabela 5.4 apresenta os resumos comparativos dos resultados obtidos sem a
incorporacdo de erros e com a incorporacdo dos mesmos, no caso da utitilizacdo da
distribui¢do “a priori” Gama(16;800) e erros segundo uma U(0,001;0,01).

Tabela 5.5
Comparacio entre os tempos dos percentis de amostras sem e com incorporacio de
erros e utilizacao da distribuicio “a priori” Gama(16;800)

PERCENTIL VALO- Distribuicio ““a priori” Gama(16;800) Distribuicao ““a priori” Gama(16;800)

DE FALHAS RES SEM INCORPORACAO DE ERROS COM INCORPORACAO’DE ERROS
UNIFORMES ATE 1%
(%) REAIS | MEDIA | MEDIANA 1C3.59%:975%] MEDIA | MEDIANA 1C2.59:97.5%)
o001 0,05003 | 0,05881 | 0,05854 | [0,04947;0,06935] | 0,03489 | 0,03484 | [0,02606;0,04352]
foor 0,5025 | 0,5881 0,5854 [0,4947;0,6935] | 0,3489 0,3484 [0,2606:0,4352]
foro 5268 | 5.881 5.854 [4.947:6935] | 3480 | 3,484 [2.6058:4,352]
toso 34,66 | 40,76 40,58 [34,29:48.07] 24,18 24,15 [18,06;30,17]

Obs.: Valores de tempo em semanas.

Pode-se observar que com a incorporacédo de erros de classificacdo, os tempos de falha
ficaram menores, ou seja, os erros de classificacdo t€m o efeito de diminuir a previsdo do

shelf life dos produtos.

5.3 Utilizacao de uma distribuicao “a priori” de Jeffreys para o
parametro o e erros uniformes limitados a 1%.
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Distribuicao de Jeffreys:

Tanto Berger (1985) como Box & Tiao (1973), nos informam que para o caso de
multiplos pardmetros a distribuicdo “a priori” de Jeffreys, ja utilizada na situacio
monoparamétrica, em que ainda nio incorpordramos os erros de classificacdo, é proporcional

a raiz quadrada do determinante da matriz esperada de informacdo de Fisher, a qual
designaremos por 7(0), sendo © o vetor de pardmetros considerado.

Entdo:
1(6) o< /[det 1(6)] (5.14)
em que
1(8)=—Ey[H(log f)]
Sendo H(log f) a matriz hessiana.da logverossimilhanca conjunta.

Mas, no nosso caso temos os parimetros o,e, € e, € a funcio f(X I Oc,el,ez) éa
logverossimilhanga conjunta para os trés pardmetros. A varidvel X € a quantidade de itens
inadequados ao consumo, avaliados a cada semana i, ou seja S, :

9% log(f) 9*log(f) 9*log(f)]
Jo’ de, 00 de,da,
10)= -k, | 9-1os(f) 9% log(f) 9" log(f)

daide, de,’ de,de,
9’ log(f) 9°log(f) 9*log(f)
| dade, oode, de,’

Outra forma de obtermos a distribuicio “a priori” conjunta (5.14) quando ha
independéncia entre os valores de o, ¢, e e, (Berger, 1985 e Box & Tiao, 1973) é:

(at e, e,) o< \|[I(a)Ie, J|I(e, ) (5.15)

em que I(a)7 (el) e [ (ez) sdo aa matrizes de informacdo esperada de Fisher,
respectivamente em relacdo a cada um dos trés pardmetros o, e, € e,, COMO segue::

I(0)=-E, [37“ log(f(X lat, e, e,)l 0, el,ez)} (5.16)
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2
I(el): —Ey [% log(f(X la, ewez)l «, epez)} (5.17)
el
d’e,
Ile,)=-E, 710g(f(XIoc,el,ez)loc,el,ez) (5.18)
2

Calculemos, primeiramente, as derivadas segundas de o, e, e e, relativas a
logverossimilhanga, como indicado acima:

Conforme visto em (5.6):
flxlo,e.e,)=L(o,e,e, IN,,S,)=
k
= H{e1 exp(— aT; )+ (1 & )[1 - exp(— oT; )]}Si {82 [1 - exp(— oT; )]+ (1 —é )exp(— aT; )}Ni_Si
i=1
Entdo a logverossimilhanca sera:
10g[f(x la,el, e2)]= Zk:Si log{el exp(—ar, ) (1- e, )[1 exp(— aT, ]}+z N, =S, )log{e2 [1 exp(—ar, )]+ 1-e )exp( T, )}
i=1 i=1
(5.19)
Logo,

i LS 1 e2 [exp( o, )] T,e exp(—(x*t,.)
30 (el xtaer e ZS 3 exp( e )+ (e i—explor,)] * (5.20)

. _ eZ[GXp _O“i)( T ] T 1 el)exp(_a’ci)
+,~:1 (v, -5.) 62[1—exp(—oc’c,.)]+(1—el)exp(—oc’c,.)
Analogamente,
9 oglflxloe ,e,)l)= y S exp(—oc’ci) . N -5, )exp( )
de, felstxionese;)) = e, exp(-ar, )+ (1-¢, )1 -exp(- at, )] ,Z:; e, [1-exp(—or, )]+ (1-e )exp( at,)
(5.21)
J — . —exn(—or (N[_Si) _ S,
T 3 B e e e T oy eS|

(5.22)

Derivando mais uma vez as expressdes (5.20), (5.21) e (5.22) em relacdo a cada um
dos parametros o, e, € e,, teremos as seguintes derivadas segundas, que compdem a matriz
de informacdo de Fisher:
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2

2o loelr(xlaee; )=

_ Zk: g e, exp(—at,)+(1—e, I —exp(-az, )][t,(1-e, )exp(- at, )~ T,) - 7,e, exp(- o, )~ 7, )]
=l (e, exp(-az,)+(1-e, J1-exp(-oz,)])’
[r.(1-¢; )exp(-or,)-T,e, exp(-ox, )e, exp(-o0x, )=7,)+ (1-e, Jimexp(-om, =],
(e, exp(- o, )+ (1-e¢, 1 —exp(~ o, )]’

[ez[l—exp(—on )+ (1—e )exp( O(‘C ][—’C 2e2 exp(—owl.)+T,.2(1—el)exp(—0vci)]_
(N (e, [1—exp(-o, )]+ (1-e, )exp(- o, ))’
LW expleom,)-1-e,exple o s xple 05, 1 expl- .00, )
(e2[1 exp(—o, )]+ (1—e¢, Jexp(- oz, ))*
(5.23)

Observemos que a equagdo acima, a fim de facilitar seu entendimento, pode ser
escrita de uma forma mais simples, desde que facamos:

a =exp(-or,)

Entao (5.23), toma a forma:

(el (s ey =
C feat (e i-allt,(-e,)al-, )~ ,a(-1,)]
Z (e a+(1 ez)[l a])
e, (1=, Ja—t e afial, b+ (1-e, -l <),
(ela+(1—ez)[1—a])
fe,[1-al+ (1=¢,Jal-7e,a+ 1 (1-¢,)a]
" . _ (62[1_01"'(1_61)0)2
205) e eaesa—1-e o)

(ez [1—a]+ (1_61 )a)z

Ap6s algumas manipulagdes algébricas:

Fazendo:

b=1-e¢,

c=1-e,
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Agrupando e simplificando:

2

aa 2 (10g[f(x|oc, e,e, )]):

+(Ni _Si)

g {Si (e=e e+ ci=all+ *fe—e ]

(ela + c[l— a])2

(b_ez )[a[e2 (1_a)+ba]_a2 (b_ez )]}

(6‘2 [1— a]+ ba)2

(5.24)
Analogamente:
9’ . -S.a’ (N, =S,)a? }
log[f(xla, e e,)])= - : (5.25)
de,’ (logl (vt U ;{[ech-c[l—a]] e, [1-a]+bal
0 foel lxlo el 1 g2 ) (N =) S, (5.26)
8622 (l g[f( el 2)])_ ;[1 ] {[ez[l—a]+ba]2 +[ela+c[1—a]]2}

Levando agora (5.24), (5.25) e (5.26), respectivamente em (5.16), (5.17) e (5.18),
teremos os seguintes valores para as matrizes esperadas de informagdo de Fisher, com
respeito a cada um dos pardmetros. Devemos calcular as esperangas em relag@o a varidvel X ,
que no caso é 6 nimero de amostras inadequadas para o consumo em cada semana, ou seja,
S..

1

I(Ot)=—zk:’c}2E5 {S} _(C_el)[a[ela+C[l_a]]+a2[c_el]]+(N‘ _S‘)(b—eQ)[a[eQ[l—a]+ba]—a2[b—62]]}=

(ela + c[l - a])2 (62 [1 - a] + ba)2

k T,,z{‘<c-el>[a[ela+c[1—a]]+a2[c—elﬂ

(ela + c[l - a])z

(b—e, )ale, [t - a]+ ba] - a’[p - ¢, ]
(ez [1 - a] + ba)2

E(S,)+

Es,v (Ni _Si)}

Mas, conforme visto no Capitulo 3, o valor esperado para S, € o valor esperaodo da
varidvel dicotdmica Y; quando o produto estd inadequado do tempo T,, ou seja na semana i .

Nesse caso a varidvel Y, assume o valor 1.

i

E,{5,}= iE(xj)= > (ixPrly, =1)= N, [1-exp(- oz, )] = N, (1)

Jj=1

E AN, -S.}=E AN, }-E{S.}=N,-N,(1-a)=N,(1-1+a)=N,a
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_ N2 —(c—e)lale,a+cft-all+ a*[c—e,] (o~ e, lale, [t - al+ bal-a’[p - e,
=2 Nl{ (e,a +cl1-al)’ () (e, [t~ a]+ba)’ a}
(5.27)

Analogamente,

I(el):iNiaz{ l-a _,__a }

[ela + c[l - a]]2 [62 [l - a] + ba]2

I(ez)=ﬁN,-(1—a)2{ e < }

[ela + c[l - a]]2 [e2 [1 - a]+ ba]
(5.29)

Assim, levando esses resultados em (5.15):

moue,, e, “{_ZT N{( (C)ac(1+2a)(1_a)+ (be, )ae, H;X

eja+c—ac) (e, — e,a+ba)’
1 1
a 2 k ) l1—a a 2
N,a X N, (1-a) + =
{Z { ea+c— ac]2 [ —e,a+ ba]2 }} {; {[ela +c— ac]2 [e2 —e,a+ ba]2 }}
1
k _ _ 2 E
ZT,ZN (c e1 ac(l + 2a)(1- a)+ (e2 ba e, e
i1 ea+c—ac) (ez—eza+ba)

a ><iN,.(l—a)2 1-a + a
ea+c—ac] [ —e2a+ba]2 i1 [ela+c—ac]2 [ez—eza+ba]2

No nosso caso como N, = cte =7, podemos finalmente fazer:
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n(c e, e, )o

k .2{(6 —e, Jac(1+ 2a)(1-a) N (e2 — b)aze2

).
; (e,a+c—ac) (e, —e,a+ba)’

><7Zk:a2 1=a + a ><7zk:(1—a)2 1=a + a
i1 [ela+c—ac]2 [e2—62a+ba]2 i1 [ela+c—ac]2 [62—62a+ba]2

k {(c—el)ac(l+2a)(l—a)+ (ez—b)a2e2 }x 2

~
|—
X
0=

2
T,
Z ’ (e,a+c—ac) (e, —e,a+ba)’

:7ﬁ i=1

L l—a a < > l—a a
x» a’ + x> (l-a +
; {[ela+c—ac]2 [ez —e2a+ba]2} ;( ) {[ela-kc—ac]z [e2 —eza+ba]2}

(5.30)

No Anexo F, fazemos o desenvolvimento detalhado das expressdes acima e a
implementagdo, no software R, desta distribuicio de Jeffreys multiparamétrica para o tipo de
simulagdo que temos estudado (100.000 amostras de o, onde aleatoriamente, para cada valor

de a foi escolhido um valor de erro tipo I (¢, ) e de erro tipo Il(e, ).

Apresentamos aqui as principais informagdes e resultados:

Utilizamos como funcéo de referéncia para gerarmos os diferentes pardmetros, as
seguintes distribui¢des:

o ~ U(0,001;0,5)
e, ~U(0:0,01)
e, ~U(0:0,01)

iénticas as que foram usas quando trabalhamos com a distribui¢@o “a priori” Gama(16;800).
A probabilidade de cada um dos tipos de erros foi limitada a 1%.

Para a distribui¢do de Jeffreys, conforme obtivemos em (5.30), o resultado da
marginal da distribui¢do, em relagdo a o, foi:
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Yalores da dist. 'a prior’

0g+00 1e+06 2e+06 3e+06 Je+06 5e+06 Be+06

0o 0.1 0z 03 04 05

Walores de Alpha 'a prior’
Incorporados erros de classificagdo até 1%

Fig. 5.6
Distribuicao ““a priori”’ de Jeffreys em funcao de o com erros de classificacao até 1%

Os valores de verossimilhanca para valores de & extraidos da funcdo de referéncia

o ~ U(0,0010,5), sdo:

3e-90

2e-90

Valores da Verossimilhanga

1e-90

Oe+00
!

T T T T T T
0o 0.1 02 032 04 05

Valores de Alpha 'a prior’
Funcéo de Referéncia: U(0,001,0,5)

Fig. 5.7

Valores de Verossimihanca em Func¢ao de « , extraidos de uma U(0,001;0,5)
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2e-90 3e-90

Yerossimilhanga

1e-90

J

T T T T T T
000 001 002 003 0.04 005

Oe+00

Valores de Alpha 'a prior’
Verossimilhanga para os primeiros 10000 valores de Alpha

Fig. 5.8
Verossimilhanca para os primeiros 10000 valores de o
5.3.1 Obtencao da distribuicio marginal “a posteriori”’ de o, com base na
distribuicao de Jeffreys e erros uniformes.

Aplicando o método SIR, obtemos os seguintes valores “a posteriori” para o

Freguéncia
15

0014 0.016 0.018 0.020
Valores de
Alpha 'a posterion’
51 semanas de Observagéo

Fig. 5.9

Histograma da distribuicio marginal “‘a posteriori”’ de & com base na distribuicao de Jeffreys e
erros uniformes
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2e-89 3e-89 4e-39

Werossimilhanga marginal ‘a posterion’'

1e-83

Og+00
1

0.014 0.018

0018 0020

Valores de Alpha 'a
posterion’

Fig. 5.10
Verossimilhanca marginal “a posteriori” em relacdo a
utilizando a distribuicio ““a priori” de Jeffreys e erros uniformes limitados a 1%

Tabela 5.6
Comparacao dos valores de & “a priori”’ e ‘“a posteriori”’, com e sem incorporacao de erros
uniformes limitados a 1% e utilizacao da distribuicao “a priori”’ de Jeffreys

PONTOS DE Distribuicao de Distribuicao de Distribuicao marginal
INTERESSE Alpha “a priori”’ Alpha “a de Alpha “a posteriori”
conforme posteriori”’ sem com incorporacio de
distribuicao de incoporacio de erros
referéncia erros (Cap. 4)
U(0,001,0,5)
MINIMO 0,001003 0,01152 0,01286
1°. QUARTIL 0,124928 0,01571 0,01554
MEDIANA 0,250567 0,01670 0,01683
MEDIA 0,250141 0,01678 0,01682
3°. QUARTIL 0,374994 0,01778 0,01807
MAXIMO 0,499999 0,02238 0,02144

5.3.2 Obtencido das distribuicées ‘‘a posteriori” de percentis de interesse (a
distribuicao de o “a priori” é a de Jeffreys e a dos erros é U(0,001;0,01))
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Fig. 5.11

Distribuicao ““a posteriori” dos percentis 7, o5 7)o € f,5, - (com base na distribuicio “a

priori”’ de Jeffreys, e incorporacio de erros uniformes limitados a 1%)

Com base nos resultados precedentes e os constantes dos Anexos E e F, podemos
montar as seguintes tabelas:
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Tabela 5.7

ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFICACAO

Estatisticas descritivas para a distribuicio ‘‘a posteriori” de percentis 100p %, para varios
valores de p com distribuicao ‘“a priori” de o0 de Jeffreys e incorporacao de erros uniformes

limitados a 1%

Percentilde | Valor | Minimo | Quantil 1°. Mediana | Média 3°. Quantil | Maximo
Falhas Exato 2,5% | Quartil Quartil | 97,5%
Lo 001 0,0500 | 0,0466 | 0,0505 | 0,0553 0,0594 0,0600 | 0,0643 0,0723 0,0778
Lo.o1 0,5025 | 0,4663 | 0,5054 | 0,5533 0,5940 0,6002 | 0,6434 0,7234 0,7778
Toso 5,268 4,663 5,0541 5,533 5,940 6,002 6,434 7,2339 7,778
To.50 34,66 32,32 35,033 38,35 41,17 41,60 44,60 50,142 53,91
Tabela 5.8

Comparacio entre os tempos dos percentis de amostras sem e com incorporacio de erros
uniformes até 1% com utilizacao da distribuicao “a priori”’ de Jeffreys

PERCENTIL VALO- Distribuicio “a priori’: Gama(16;800) Distribuicio “a priori’iGama(l6;800)
DE FALHAS RES SEM INCORPORACAO DE ERROS COM INCORPORACAO DE ERROS
UNIFORMES ATE 1%
(%) REAIS | MEDIA | MEDIANA I1C1259%:97.5%] MEDIA | MEDIANA 1Cp25%:97.5%)
fo 001 0,0500 | 0,05881 0,05854 [0,04947,0,06935] | 0,0600 0,0594 [0,0505;0,0723]
toor 0,5025 0,5881 0,5854 [0,4947,0,6935] 0,6002 0,5940 [0,5054;0,7234]
010 5,268 5,881 5,854 [4,947,6,935] 6,002 5,940 [5,0541;7,2339
foso 34,66 40,76 40,58 [34,29;48,07] 41,60 41,17 [35,033;50,14]

Obs.: Valores de tempo em semanas.

Lembramos que os dados simulados por nds nao téem erros de classificacdo. Cada

0 ou

amostra foi classificada como boa ou ruim (varidvel dicotdmica Y = { comparando-se o

1

tempo decorrido com o fornecido pela curva de tempo dada por uma Exp(SO). Dai termos

incluido a coluna de valores reais, onde temos a duracdo de tempo de validade precisa para
cada percentual de amostras que falham.

Nessas tabelas observamos que quanto maior o percentual de erros, menores os
prazos que se podem estipular para os tempos de vida dos produtos. Conclui-se entdo que o
esforco em elaborar experimentos com pouca probabilidade de erro é compensado pelos
maiores prazos de validade dos produtos armazenados em prateleira. Outro fato importante é
que os tempos de validade obtidos sem a incorporag@o de erros sdo menores que quando ha
essa incorporacio o que colabora no sentido da seguranca alimentar.
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5.4 Obtencido da distribuicdo “a posteriori” marginal de o utilizando
uma Gama(16;800) e erros uniformes limitados a 5%.

Nas simulacdes feita até aqui, limitamos os erros até 1%, ou seja estamos
considerando que na avaliagdo dos conjuntos de amostras, pode-se cometer até 1% de
erros de avaliacdo (conforme definidos no inicio deste capitulo), considerados
distribuidos uniformemente. Faremos agora uma simulacdo com a distribui¢do “a priori”
Gama(16;800) elevando o patamar de cada tipo de erro a 5% a fim de avaliarmos a
influéncia da variag¢do do nivel dos erros.

Assim, utilizaremos a mesma amostra de valores de o anteriormente empregada na
simulagdo com a distribuicdo “a priori” Gama(16;800). Os erros seguirdo distribui¢des
uniformes U(0;0,05). Os resultados obtidos foram os seguintes:

2e-90 3e-90 4e-30

1e-90

oo @
T T T T T
001 002 0.03 0.04 0.05

Oe+00
|

Werossimilhanga Marginal de Lialpha,e1,e2|Ni Si) em relacéo a Alpha

Walores de Alpha 'a prior’
Prioti GAMA(16,800)

Fig. 5.12
Verossimilhanca marginal em relacdo a & com incorporacao de erros uniformes até 5%
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Freguéncia
20 30 40
!
|

10

%

I T T T 1
0.020 0025 0.030 0035 0.040

Valores de Alpha 'a posterion’
Priori: Gama(16,800) - Erras uniformes limitados a 5%

Fig. 5.13
Histograma dos valores de & ‘“‘a posteriori”’ com incorporacao de erros uniformes até 5% e
distribuicao ‘““a priori” Gama(16;800)
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Distribui¢io “a posteriori” dos percentis 7, ., ;0,5 I o € I s, - (com base na distribuicao “a

priori”’ Gama(16;800), e incorporacao de erros uniformes limitados a 5%)
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6 UTILIZACAO DOS DADOS REAIS OBTIDOS NO
EXPERIMENTO BASE FEITO POR FREITAS, BORGES E
HO.

Utilizaremos agora os mesmos procedimentos anteriormente empregados nas
simulagdes com amostras de um produto perecivel, cujo tempo de falha foi modelado por
uma FExp(50). Na modelagem do parametro o utilizaremos, da mesma forma que nas
simulacdes precedentes, 100.000 valores do mesmo amostrados de uma distribuicdo “a
priori”  Gama(16;800) e incorporamos os mesmos erros de classificacio do tipo 1,

anteriormente gerados. Adotamos a suposi¢do de que tais erros ndo ocorrem em mais do que
1% das amostras avaliadas, tanto para os erros tipo 1 quanto para os erros tipo 2, ou seja, do
total das amostras avaliadas como indadequadas, poderd estar sendo cometido um erro de
avaliacdo em até 1% dos casos e também do total das amostras avaliadas como boas, até 1%
poderdo ndo estar corretamente classificadas. Consideramos que 1% de avaliagGes
equivocadas é um limite superior para esse tipo de classificacdo. Considerou-se que as
possibilidades de cometer erros se mantém constantes durante as 51 semanas em que durou o
experimento e que tais erros seguem uma distribui¢io U(0;0,01), como o fizemos nas

simula¢des focalizadas no Capitulo 5.
No experimento realizado, apresentado no trabalho de referéncia, de Freitas, Borges e
Ho (2003), os produtos foram avaliados com relagdo aos atributos SABOR, ODOR E
ASPECTO. Adotaremos a seguinte nomenclatura:
Ni: Quantidade de itens do produto em teste, avaliado a cada semana i.
Sio: Quantidade de itens avaliados quanto ao odor, como inadequados a cada semana i.
Sis: Quantidade de itens avaliados quanto ao sabor, como inadequados a cada semana i.
Sia: Quantidade de itens avaliados quanto ao aspecto, como inadequados a cada semana i.
Bonsio: Quantidade de itens avaliados quanto ao odor, como adequados a cada semana i.
Bonsis: Quantidade de itens avaliados quanto ao sabor, como adequados a cada semana i.
Bonsia: Quantidade de itens avaliados, quanto ao aspecto, como adequados, a cada semana i.
A quantidade de itens avaliados variou a cada semana, diferentemente das simulacdes

anteriormente realizadas.

Neste caso, diversamente do que fizemos com um experimento simulado, focalizado

2

em detalhe no Anexo F, onde N, =cte=7, N, ndo € constante sendo uma matriz de
dimens@o 1x51 onde cada coluna apresenta a quantidade de itens avaliado durante as 51
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semanas que durou o experimento. O software R, ao ser um programa matricial, facilita
muito o trabalho de programacio que se tem que fazer. As grandezas que variaram durante
cada uma das 51 semanas que durou o experimento sdo matrizes cujas colunas informam os
valores a cada semana e cujas linhas informam a variacdo com cada um dos 100.000 valores
considerados para o parametro o. A grandeza N,, variou conforme grafico abaixo:

Mimero de amostras avaliado na semana

T T T T T T
0 10 20 30 40 50

Tempo em Semanas
Mimero de itens avaliados por semana

Fig. 6.1
Nimero de amostras avaliado a cada semana em funcao da semana de avaliacao

No experimento simulado N, =cte =7, a distribuicdo de Jeffreys era a dada por
(5.30):

R(Oc,el,ez)tx

Zk:riQ{(c—el)ac(l+2a)(l—a)+ (ez —b)azez) }X

77 i=1 (ela+c—ac)2 (e2 —e,a+ba ?

LI, l—a a k ) l1—a a
xX) a + x> l-a +
,Z=1: [ela +c— ac]2 [ez —e,a+ ba]2 g( ) [ela +c— ac]2 [ez —e,a+ ba]2

No experimento real a quantidade de itens variou a cada semana, havendo semanas
onde nenhum item foi avaliado, a expressao da distribuicdo de Jeffreys devera contemplar a
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variagdo dos itens avaliados a cada semana e serd utilizada em sua forma sem simplificagdes.
A tabela com a quantidade de itens avaliados em cada uma das 51 semanas para os atributos,
odor, sabor e aspecto, é dada no inicio do Anexo G.

(o, e, e, ) o

iTIZN{(c—el)ac(l+2a)(1—a)+ (ez—b)aze2 }X >

(ela+c—ac)2 (e2 —ech-ba)2
o<

~

l—a a d l-a a
> Na’ + x>'N,(1-a) +
el {[ela +c—ac]2 [62 —e,a +ba]2} il 1( ) {[ela +c—ac]2 [62 —e,a +ba]2}

No Anexo H fazemos a implementagdo detalhada desta expressao.

6.1 Obtencao da distribuicao “a posteriori”’ marginal de o utilizando
uma Gama(16;800) e erros uniformes para o atributo ODOR.

Nesse caso, utilizando-se as mesmas técnicas utilizadas nas simulacdes feitas no
Capitulo 5, cujo desenvolvimento detalhado encontra-se no Anexo G, para a distribuicdo “a
priori” Gama(16;800), obtivemos:

WValores da Verossimilhanca

com ®
T T T T T
0.01 0.0z 0.03 0.04 0.05

Og+00 1889 2669 3069 4069 5663 6e-69

Valores de Alpha 'a prion’
Prior utilizada: Gama(16,800); Atributo: Odor

Fig. 6.2
Verossimilhanca marginal em relacdo a & com incorporacao de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Atributo ODOR
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Frequéncia

I T T T T 1
0.013 0.014 0.015 0.016 0017 0.018

Valores de Alpha 'a posterion’
Experimento Base, Priori: Gama(16,800)

Fig. 6.3
Histograma dos valores de & ‘“a posteriori’”’ com incorporacao de erros até 1% e distribuicao
“a priori” Gama(16;800) — Atributo ODOR

6.2 Obtencao das distribuicoes ‘‘a posteriori”’ de percentis de interesse
(a distribuicao de o ‘“a priori” é a Gama(16;800) e a dos erros ¢é
U(0,001;0,01) para o atributo ODOR.
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Fig. 6.4

Distribui¢io “a posteriori” dos percentis 7, 5 ;0,5 f5 0 € I s, - (com base na distribuicao “a

priori” Gama(16;800), e incorporacao de erros uniformes limitados a 1%) — Atributo ODOR

6.3 Utilizacido de uma distribuicio “a priori” de Jeffreys para o
parametro o e erros uniformes limitados a 1%. Atributo ODOR.
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Valores da Verossimilhanga
0e+00 1e-69 2669 3e-68 4669 5e63 Ge69

T T T T T T
000 001 002 003 0.04 005

Valores de Alpha 'a prion’
Erros até 1% - PriCri a utilizar, JEFFREYS; Atributo: ODOR

Fig. 6.5
Verossimilhanca marginal em relacdo a @ com incorporacio de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priori Jeffreys -Atributo ODOR
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Valores de Alpha 'a prior’
Erros ate 1%

Fig. 6.6

Distribuicao “a priori”’ de Jeffreys em fun¢ao de 0.com erros de classificacao até 1% para o
experimento base — Atributo ODOR
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Fig. 6.7
Histograma dos valores de & ‘“a posteriori’’ com incorporacao de erros até 1% e distribuicao

“a priori” Gama(16;800) — Priori Jeffreys - Atributo ODOR

6.4 Obtencao das distribuicoes ‘‘a posteriori”’ de percentis de interesse
(a distribuicio de o “a priori” é a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo ODOR.
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Distribuicao ““a posteriori” dos percentis 7, ;o5 7)o € Z,5, - (com base na distribuicio “a

priori”’ de Jeffreys, e incorporacio de erros uniformes limitados a 1%) — Atributo ODOR
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Tabela 6.1

ATRIBUTO: ODOR
Comparacio entre os tempos dos percentis de amostras que falharam utilizando a distribuicao

‘“a priori” Gama(16;800 e a distribuicio ‘“a priori”’ de Jeffreys

PERCENTIL Distribuico “a priori” Gama(16;800) Distribuicio “a priori” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORACAO DE ERROS
UNIFORMES ATE 1%
(%) MEDIA | MEDIANA 1C5%.:97.5%) MEDIA | MEDIANA I1Cp259%:97.5%]
fo.001 0,06433 0,06418 [0,0563;0,0733] | 0,06559 | 0,06467 | [0,05386;0,07984]
toor 0,6433 0,6418 [0,5633;0,7332] | 0,6559 0,6467 [0,5386;0,7984]
foto 6,433 6,418 [5,633;7,332] 6,559 6,467 [5,386:7,984]
Lo.50 44,59 44,49 [39,04;50,82] 45,46 44,83 [37,33;55,34]

Obs.: Valores de tempo em semanas.

6.5 Obtencao da distribuicdo “a posteriori” marginal de o utilizando
uma Gama(16;800) e erros uniformes para o atributo SABOR.

Valores da Verossimilhanga

2e-73 3e-73

1e-73

co@ @

Oe+00
!

T
0.0

T T T
0.0z 003 0.04

Valores de Alpha 'a prior’

0.0s

Priori utilizada: Gama( 16,800, Atributo; SABOR

Fig. 6.9

Verossimilhanca marginal em relacdo a & com incorporacao de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priéri Gama(16;800) -Atributo SABOR
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Fig. 6.10

Histograma dos valores de & ““a posteriori’’ com incorporacao de erros até 1% e distribuicao
“a priori” Gama(16;800) — Priori Gama(16;800) - Atributo SABOR

6.6 Obtencao das distribuicoes “a posteriori” de percentis de interesse
(a distribuicao de o ‘“a priori” é a Gama(16;800) e a dos erros é

U(0,001;0,01) para o atributo SABOR.
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Gama(16;800) - Atributo SABOR

6.7 Utilizacao de uma distribuicao “a priori” de Jeffreys para o
parametro o e erros uniformes limitados a 1%. Atributo SABOR.
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Fig. 6.12
Verossimilhanca marginal em relacdo a @ com incorporacao de erros uniformes até 1%

Experimento Real do Trabalho de Referéncia — Priori Jeffreys — Atributo SABOR
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Distribuicao “a priori”’ de Jeffreys em funcdo de Ol com erros de classificacdo até 1% para o
experimento base — Atributo SABOR
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Fig. 6.14
Histograma dos valores de & ‘“a posteriori’’ com incorporacao de erros até 1% e distribuicao
“a priori” de Jeffreys — Atributo SABOR
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6.8 Obtencao das distribuicoes ‘‘a posteriori”’ de percentis de interesse
(a distribuicdo de o “a priori” é a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo SABOR.
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Distribuicao ““a posteriori” dos percentis 7 ,,, ;5 7)o € f,5, - (com base na distribuicio “a

priori”’ de Jeffreys, e incorporacio de erros uniformes limitados a 1%) — Atributo SABOR
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Tabela 6.2

ATRIBUTO: SABOR
Comparacio entre os tempos dos percentis de amostras que falharam utilizando a distribuicao

“a priori” Gama(16;800) e a distribuicio ‘‘a priori”’ de Jeffreys

PERCENTIL Distribuicao ‘““a priori’i Gama(16;800) Distribuicio “a pri0r~i” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORACAO DE ERROS
UNIFORMES ATE 1%
(%) MEDIA | MEDIANA IC[Z,S%;97,5%] MEDIA | MEDIANA IC[zys%;97’5%]
to.001 0,06117 0,06109 [0,05220;0,07040] | 0,06202 | 0,06118 | [0,05148;0,07512]
fool 0,6117 0,6109 [0,5220;0,7040] | 0,6202 0,6118 [0,5148;0,7512]
fo1o 6,117 6,109 [5,220,7,040] 6,202 6,118 [5,148;7,512]
fos0 42,40 42,35 [36,18;48,80] 42,99 42,41 [35,68;52,07]

Obs.: Valores de tempo em semanas.

6.9 Obtencdo da distribuicdo “a posteriori” marginal de o utilizando
uma Gama(16;800) e erros uniformes para o atributo ASPECTO.
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Fig. 6.16

Verossimilhanca marginal em relacdo a & com incorporacao de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priori Gama(16;800) -Atributo ASPECTO
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Fig. 6.17
Histograma dos valores de & ““a posteriori’” com incorporacao de erros até 1% e distribuicao
‘“‘a priori” Gama(16;800) — Priori Gama(16;800) - Atributo ASPECTO

6.10 Obtencao das distribuicoes ‘‘a posteriori” de percentis de
interesse (a distribuicdo de o ‘“‘a priori” é a Gama(16;800) e a dos
erros € U(0,001;0,01) para o atributo ASPECTO.

84



ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFICACAO
DADOS DO EXPERIMENTO BASE

LIS
(]
=
(1) —
=
=
2 9
T .

w il

=] _er‘ﬂ.d:

[ I I I I I |
000 0070 0.030 0.090
Tempos de Falha em Semanas
Percentil de Falhas: 0,1%

= 8
(]
=
[t —
=
=
o |
i —

. _wﬂﬂw

-

B0 B5 70 75 80 85 20

Ternpos de Falha em Sermanas
Fercentil de Falhas: 10%

Fregiéncia

Fregiéncia

Fig. 6.18

20

10

25 3

15

[ I I I I I |
0.60 070 0.e0 0.90

Termpos de Falha em Semanas
Percentil de Falhas: 1%

| | | |
45 a0 55 B0

Ternpos de Falha em Semanas
Fercentil de Falhas: 50%

Distribui¢io “a posteriori” dos percentis 7, ., ;0,5 f5 ;0 € I s, - (com base na distribuicao “a

priori” Gama(16;800), e incorporacio de erros uniformes limitados a 1%) — Priori
Gama(16;800) - Atributo ASPECTO

6.11

Utilizacdo de uma distribuicao “a priori”’ de Jeffreys para o

parametro o e erros uniformes limitados a 1%. Atributo ASPECTO.

85



ABORDAGEM BAYESIANA INCORPORANDO ERROS DE CLASSIFICACAO
DADOS DO EXPERIMENTO BASE

1.5e-63
1

1.0e-63
1

Walores da Verossimilhanga

5.0e-64
1

0.0e+00
1

T T T T T T
0o 01 02 03 04 05

Valores de Alpha 'a prion’
Erros até 1% - Pridn a utilizar, JEFFREYS; Atributo: ASPECTO

1.5e-63
|

10e-63
1

Valores da Verossimilhanga

5.0e-64
|

0.0e+00

T T T T T T
0.00 0.01 002 003 0.04 005

Walores de Alpha 'a priori'
Erros até 1% - Pridn a utilizar, JEFFREYS; Atributo: ASPECTO

Fig. 6.19
Verossimilhanca marginal em relacdo a & com incorporacao de erros uniformes até 1%
Experimento Real do Trabalho de Referéncia — Priori Jeffreys — Atributo ASPECTO
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Distribuicao “a priori” de Jeffreys em fun¢ao de o.com erros de classificacao até 1% para o
experimento base — Atributo ASPECTO
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Fig. 6.21
Histograma dos valores de & ‘““a posteriori’” com incorporacao de erros até 1% e distribuicao
“a priori” Gama(16;800) — Atributo ASPECTO

6.12 Obtencdo das distribuicoes “a posteriori” de percentis de
interesse (a distribuicio de o ‘“a priori” é a Jeffreys e a dos erros é
U(0,001;0,01) para o atributo ASPECTO.
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Distribui¢io “a posteriori” dos percentis 7, 5 ;0,5 f50 € fs - (com base na distribuicao “a

priori”’ de Jeffreys, e incorporacio de erros uniformes limitados a 1%) — Atributo ASPECTO
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Tabela 6.3

ATRIBUTO: ASPECTO
Comparacio entre os tempos dos percentis de amostras que falharam utilizando a distribuicao

“a priori” Gama(16;800 e a distribuicio ‘“a priori”’ de Jeffreys

PERCENTIL Distribuicao ‘““a priori’i Gama(16;800) Distribuicio “a pri0r~i” de Jeffreys
DE FALHAS SEM INCORPORACAO DE ERROS COM INCORPORACAO DE ERROS
UNIFORMES ATE 1%
(%) MEDIA | MEDIANA IC[Z,S%;97,5%] MEDIA | MEDIANA IC[2,5%97’5%]
fo.001 0,07531 0,07506 | [0,06446:0,08748] | 0,07815 | 0,07754 | [0,06335;0,09688]
foor 0,7531 0,7506 [0,6446:0,7506] | 0,7815 0,7754 [0,63346;0,9688]
foto 7,531 7,506 [6,4464,8,7481] 7,815 7,754 [6,3346,9,6880]
foso 52,20 52,03 [44,68;60,64] 54,17 53,75 [43,91:67,15]
Obs.: Valores de tempo em semanas.
% % %
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7 CONCLUSOES

Embora a distribuicdo exponencial ndo seja a mais indicada para modelar o tempo de
falha, tendo sido usada como uma primeira aproximagdo ao se introduzir as técnicas
Bayesianas para o fim proposto, obtivemos resultados coerentes com a observagdo. Futuros
trabalhos deverdo ser feitos utilizando-se outras ditribuicdes para modelagem do tempo de
falha, especialmente a Weibull que tem mostrado sua adequacgdo para tal tipo de situagao.

Nas simulagdes feitas antes da incorporacdo de erros de classificacio (Cap. 4)
observou-se que tanto com a utilizagdo de uma distribuicdo ‘“a priori” informativa
(Gama(16;800)) como com a utilizacio da distribui¢do “a priori” ndo informativa de Jeffreys,
os valores para os tempos de falha das amostras divergiram em torno de 2,22%. E
interessante observar que os tempos de falha menores ocorreram com a utilizacdo da
distribui¢do “a priori” informativa. De alguma maneira tais informacdes levaram a considerar
que os produtos tendem a falhar mais cedo do que quando se usa a distribui¢do ndo

informativa.

Observou-se que com a incorporacao de erros (Cap. 5), ao se usar a distribuicdo nio-
informativa (Jeffreys), ndo houve grandes variacdes do tempo de vida antes da incorporagdo
de erros tendo a divergéncia de tempos ficado em torno de 0,74% para menos ou seja 0s
tempos de vida previstos foram menores. Tais divergéncias porém foram muito maiores (em
torno de 40,5%, quando se utiliza a distribui¢do informativa o que nos mostra que ao
considerarmos a hipétese de um determinado nivel de erros de classificacdo, essa incerteza
potencializa a tendéncia, j4 observada na simulacdo sem incorporagdo de erros, de que as
informagdes constantes na priori informativa levam a uma conduta mais cuidadosa no sentido
de que os produtos podem falhar com maior rapidez.

Nas Fig. 5.5 e 5.14 podemos observar o efeito da elevacdo do nivel dos erros de
avaliacdo de 1% para 5%. Em ambos os casos considerou-se a distribuicdo ‘“a priori”
informativa Gama(16;800). Observa-se que a duracdo do tempo de falha € aumentada com a
elevacdo do nivel de erros. No caso da elevacdo considerada de 1% para 5%, o aumento foi
de cerca de 5,6%. Esse resultado nos aconselha cuidar para que esse nivel seja o mais baixo
possivel pois a elevacdo do tempo de falha devido a maiores erros ndo colabora para a
obtencdo de um tempo de falha mais seguro.

Ao utilizarmos, no Cap. 6, dados do experimento real utilizado no trabalho de Freitas,
Borges e Ho (2003), observamos que para os atributos ODOR e SABOR os tempos de falha
obtidos com a utilizacdo de uma distribuicdo informativa ou ndo informativa, variam pouco,
abaixo de 1%, sendo maiores para a distribuicdo ndo informativa (Jeffreys). Ja para o atributo
ASPECTO a variag¢do € um pouco maior, tendo, para o caso estudado sido obtidos tempos de
falha 3,3% maiores para a utilizacdo da distribuicdo ndo informativa de Jeffreys. Desses
atributos o que apresentou menores tempos de falha foi o SABOR, a seguir o ODOR, ficando
com o atributo ASPECTO os maiores tempos de falha obtidos, sendo 22,9% maiores que os
tempos de falha para o SABOR, quando se usa priori infomativa e 26,7% maiores quando se
usa priori ndo informativa.
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As técnicas Bayesianas implicam em intenso uso da computagdo tendo em vista que
as funcdes de verossimilhanca e as distribuicdes de Jeffreys sdo em geral desconhecidas.
Apesar disso, tais técnicas tém o grande conveniente de apresentar uma metodologia
uniforme. No presente trabalho, utilizou-se o algoritmo SIR, desenvolvido por Rubin (1988),
para se obter as distribuigdes “a posteriori”. Outras técnicas como o “Gibbs Sampler”
fornecem um estimulo para outras abordagens deste rico tema.
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ANEXO A

Desenvolvimento da forma da funcao de verossimilhanca para o
caso em que a distribuicao subjacente do tempo de vida de
prateleria é Exponencial

A equagdo (5.5):

1 p1y ) =TTl exol- )+ (- Ji - expl- an ) e, I - expleam, )+ 1= expl- )

i=1

pode ser dividida em diversas partes, a saber:

k (a) (6) Si () ) N;=S,
L(p | yj = H {el exp(— ar; )+ (1 —e, )[1 - exp(— ar; )]} {ez [1 - exp(— ar; )]+ (1 —e )exp(— ar; )}

- i=1

(1) ()
Escrevendo (a) e (b) e (¢) e (d)como bindmios de Newton:

wsar <[ clerar =30

k=0

(I ):
(@) Q Yosg
{el exp(—m,-)+<1—e2>[1—exp(—m,-)]} D3 ) T R R

T

(11):

{(1 el)exp( a'z')+ez[l exp( ar, }N 5

i

Z( jl e, )expl(—az, I fe,[1—exp(— o, I

Portanto, de () e (1):

i N, =S,
xar =3 5 T e e e ol a1 enplan P

r;=0 [;=0

Assim, reescrevendo a fungdo de verossimilhanga, obtemos:

k
L({) | %)j=L(el,e2,afl(Nl,...,Nk)T;(Sl,...,Sk)T)znpis"(l—p,)N_S

i=1

93



ANEXO A

{piy)T {H H IN S} ey e, 51 (1e, ) extocer(s +1 l—exgh-arg ] 5 }

Desenvolvendo o produtério, a equagdo de verossimilhanca fica:

S NS,
l{pl yJ z Z( j( j 1’1 (1_61)11 X€2(N|*Sﬁll)(1 2) g
~ ~/ =0 4= \h
N —ri NS YN =S, I (N—S,—1,) S,
xexp-ag(r; +1 [1-exp—az )] x. x>0 e (1—e )" xe," 7 (1-¢,)" ™ x

5=0 1=0 \ %k lk

xexpl-az, (n, +1, [1-exd~az )" ™

Entao,
S S NS NS VS S YN, —-S N, =S

{p1y)=3 zz...z( j( ][ j[ ! ][ k kJeXp{—a[z'l(rl+ll)®...@fk(rk+lk)]}x
i=l g 4= =\ A\ ne N l

% el(rl+r2+...+rk ) (1 —e, )(ll +h+. ) % ez(Nl—Sl T (N =Sy )l +. ) (1 —e, )Sl +Sy 4. A4S ~(ri+.. A1) %

dli-expl-am I x.. xl1—exti-az, )]
Note-se que:

[1 —exp(- or, )]N"_r"_l" i=12,...,k pode ser escrita como bindmio de Newton. Entao:

—1—; N _ _l
- explerr )" = z( g Ju) expl-az,(N, =1L -m)]  (AD

m;=1 i

Substituindo (A.1) na equagdo da verossimilhanca acima teremos a equagdo final da
verossimilhanga que contempla erros de classificagdo com a funcio de distribui¢do de tempos
de falha exponencial. Chamaremos a essa expressdo de L, :

Entao:
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L({JI{)J Z SZkNIZSI Nf (rllj[izj...(i"j@‘_Sl]...(ik_Sk]exp{—a[rl(rl+11)®...®rk(rk+1k)]}><

n=l =1 =

« el(rl+r2+'”+rk)(l —e, )(11+12+m+lk) « 62(N1 S .. (N, =S, )—(1,+..A+1A)(1 —e, )SI+SZ+M+Sk—(r,+m+rk) «

]Nl"l

x[1—exp(— az) )|V 7 x . x [l —exp(— oz, )|V

Desenvolvendo as somas, elevadas a expoentes, como bindmios de Newton:

CRR %  { E A

Xelgr’ (l - el );l’ 32[Z(Ni_si)_zli](l _ 62)

T
i=l i=l

Noich (N ]
x{ Z ( o lj(_l)(N'_"_ll_ml)CXP[_OHH(N]_”1_11_’"1)] X

ny

S;—

X

i=1 i=1

my=1

Ny—n =1, N, — -1
x{ Z ( 27h 2](—1)(1\’2’212'”2)exp[—0n'2(N2—rz—lz—mz)] X...X

my=1 M

N (N —p —]
x{ z [ krk k](_l)(Nkrk/kmk)eXP[—aTk(Nk_Vk_lk_mk)]

my =1 My

Na classificacdo feita em 7,, temos:

r, =itens classificados como improprios para o consumo sendo em realidade apropriados.
l, =itens classificados como apropriados para o consumo sendo em realidade improprios.
S, =total de itens avaliados como ruins.

N, - S, =total de itens avaliados como bons.

Para prosseguirmos o trabalho terfamos, dentro da abordagem cléssica, que maximizar
a funcdo de verossimilhanca via matriz de informacdo de Fisher, o que além de trabalhoso
traria o risco de chegarmos a algum ponto sem perspectiva de solugéo.

Outra possibilidade, por nés adotada, foi a de partirmos para a abordagem bayesiana,
tomando como resultados “a priori”, os obtidos anteriormente no trabalho de Freitas, Borges
e Ho.
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ANEXO B

Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori”’ Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EM 51 SEMANAS:
PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES “A POSTERIORI”
COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA FUNCAO
EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS DO
EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” GAMA(16;800)
SEM INCORPORACAO DE ERROS DE AVALIACAO.

Calculo da Funcao de Verossimilhanca, conforme mostrado em 4.4. € fornecida por (4.6):

Llo,IN,,S,)= exp[—ocjé:ti (N, =S, )Ht[[l—exp(—aﬁ,- )]S’}

Fator A Fator B

Procedimentos iniciais:

a) Geracdo da amostra de 357 tempos de vida de uma distribui¢do exponencial Exp(0,02):
te<-rexp(357,0.02)

b) Valor da distribui¢do exponencial correspondente:
ye<-dexp(te, 0.02)

c¢) Distribuicdo dos Tempos de Vida Exponencial (te) obtidos:

te
[1] 23.70040433 110.98757335 152.32701711 41.17669398 52.81218001
[6] 15.60672417 52.96356343 18.34564965 148.00804033 52.35876252
[11] 151.51885412 45.79828228  5.91208914 11.72901261  3.81819750
[16] 37.24134315 41.67006807 41.58935556 92.40691973 34.24272418
[21] 35.67627896  2.74284772  2.42863232  6.21477105 17.78134131
[26] 109.67981238 38.54135886 86.21647106 24.27789189 102.02519372
[31] 84.95633993 17.38499040 50.45741303 0.15566836 36.75688861
[36] 5.48243214 15.51064495 39.24146415 18.91839545 46.14734528
[41] 98.79696862 94.47132516  0.83422104 20.20845027 54.12950823
[46] 15.18897036 78.48591916 12.25978395 48.69658854 115.79263126
[51] 239.35995045 45.40992742 25.61053222  5.20412116 17.93506378
[56] 15.20322504  8.28001039 39.80023083 34.38591857 56.86854651
[61] 78.88781512  6.92938487 35.45897938 48.35182180 11.55246596
[66] 66.94938829 69.43381809 58.92646047 188.20463071 46.63142161
[71] 89.29533697 16.99763560  1.18783994 21.30757449 57.71010942
[76] 6.03116593 106.62603802 10.66298021  9.23707045 0.40615359
[81] 17.97221188 198.13327742  7.15818982 44.86622877 67.16021495
[86] 17.00107695 7.01420419 28.29061341  4.74575120 121.17787395
[91] 171.31519131 21.88288551 57.30570168 17.26550818  2.48865092

97



[96] 44
[101] 136
[106] 16
[111] 74.
[116] 4
[121] 38.
[126] 19.
[131] 5
[136] 22.
[141] 38.
[146] 61.
[151] 5
[156] 135.
[161] 200.
[166] 133.
[171] 12.
[176] 30.
[181] 26.
[186] 24.
[191]

[196] 44.
[201] 51.
[206] 14.
[211] 13.
[216] 98.
[221] 194.
[226] 23.
[231] 28.
[236] 33.
[241] 12.
[246] 51.
[251] 53.
[256] 58.
[261] 25.
[266] 109.
[271] 36.
[276]

[281] 32.
[286] 28.
[291] 275.
[296] 19.
[301] 21.
[306] 95.
[311] 1e6.
[316] 81.
[321] 0
[326] 2
[331] 27
[336] 117
[341] 4
[346] 52
[351] 71
[356] 11

1.

6.

.07821926
.28392508
.20161016
93350682
57973722
95334156
98572990
.56715245
95195733
75347856
46111823
.40331011
47025369
20348531
94027640
57893194
52579821
46798450
12525811
35590925
23100734
11344964
53288514
17161117
81919631
97367320
17795285
90153695
29233935
68542516
32652800
59472842
42077700
17885759
87720144
84216635
30508640
02099698
09075599
95898442
90298466
72466759
04916761
54143801
59983493
.50540706
.97030905
.14435621
.98879662
.87900777
.62246891
.35847527
.10074623

. 79225560
65.
29.
. 78387151
38.
154.
172.
10.
155.
28.
61.
103.
68.
47.
23.
16.
58.
54.
7.
81.
90.
24.
0.
25.
53.
3.
5.
203.
2.
2.
76.
24.
176.
89.
29.
53.
65.
15.
13.
45.
46.
55.
8.
9.
200.
5.
1.
89.
71.
14.
31.
80.
53.

80202365
38551079

31194914
27861362
34369329
98969539
52401542
19149166
77503238
53741133
97805729
69614005
72802531
32988907
49274844
00825100
03286286
14247769
66969622
04380181
50294203
41959402
17996919
19628771
67096401
25402197
77793987
21957487
11835233
03960819
86010328
69071740
18394797
73839987
83412476
74671585
15421938
43714202
81321936
97028327
93996658
80240346
01530972
75945365
62359236
47644652
61329528
12051867
47637297
80212388
63193610

49
lel

50.
46.
51.
12.
14.
31.
37.

20.
57.
81.
199.
10.

44

35.
16.
15.
30.
61.
15.
10.
79.
130.
27.
58.
33.

83.
56.
110.
102.
11.
77.
140.
16.
59.
37.
113.

90.
19.
28.
55.
21.
50.
50.
114.
13.
82.

#write(te, "tempoexp.txt")

mean (te)

[1] 52.

41301

median (te)

[1] 38.

54136
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.90318250
.86308785
85285106
40878197
65618011
43943404
10954178
56903638
01293105
.61874709
76972092
88897108
58585266
41448000
37964304
.62857707
05940526
22417709
14595298
78406008
92395835
68794405
24798109
26809676
34742651
22616463
85293763
10579415
.65019057
47771652
60435022
31207075
02081992
65503159
21719313
35196937
79504064
46587436
20264262
41009375
.31726845
51856007
89884614
87807668
98391755
37485126
92217666
30542966
79285465
88751441
04614743
.90977340
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5.
11.
80.

1.
31.

9.
57.
41.

6.

0.
33.

3.
27.
19.

107.
52.
58.

6.

1.

0.
43.
61.
52.

180.
19.
14.

4.
81.
73.
90.
33.
13.

4.
13.

148.
86.
51.
94.
14.
60.
71.

105.
65.
91.
27.
70.
53.
62.
31.
22.

2
168

78293023
53194460
83943424
82991696
99675435
38657458
22114952
48625413
79300576
32571508
56843032
76029320
62516786
94875268
73067575
42394376
16007578
26590149
76782908
25852761
28783384
27921170
96901017
42475939
90002721
51267514
82615352
84136474
14255964
86378635
93835260
52650186
09977117
61287513
70302666
11381163
57000059
55116773
76706243
91944673
84934429
23607069
21658869
57150900
36391050
11259235
07294945
03955565
60756975
97790793
.22209326
.67338567

17

.39967388
30.
232.
10.
57.
21.
262.
.42104680
48.
45.
83.
55.
.05277467
89.
.23549983
67.
169.
93.
21.
.98292048
41.
.62676885
.85918028
18.
137.
57.
85.
74.
60.
37.
.55558491
43.
180.
14.
49.
71.
93.
32.
127.
.59421017
14.
52.
167.
24.
121.
17.
10.
84.
64.
101.
136.
14.

47824625
89691749
66142952
45322817
40880023
11427085

78890649
01832304
63895546
49122863

17577825

74358544
00557279
83532619
51910625

78195139

52681856
60457644
46047813
62377020
02150101
36777515
60389960

69370341
59781966
06697405
52022160
17786387
23535693
26411184
41544069

97880081
30176109
27013364
59137943
72252563
90888447
83774376
88020841
09595180
48498602
70428199
35240333
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Fig. 4.1:

te<-scan("tempoexp.txt")

ye<—dexp (te,1/50)

plot (te,ye, sub="Tempo de vida Exponencial",xlab="Tempo de Vida
em Semanas",ylab="Valores da

Distribuicao Exp(50)")

Com base na amostra gerada da Exp(50) podemos determinar se os itens avaliados em cada
uma das 357 semanas falhou ou ndo na semana de avaliacdo. A amostra terd falhado se o
tempo de falha (exponencial) (medido em semanas) for menor ou igual ao niimero da semana
de avaliagdo. Os resultados, segundo a distribuicdo das amostras por semana sdo dados
abaixo, onde a varidvel dicotomica Y assume o valor 0 quando ndo foi constatado falha e o
valor 1, quando a amostra foi considerada ruim.

TABELA B.1
Valores da Variavel Dicotomica, Y para cada amostra, comparando o tempo de falha
exponencial a ela aleatoriamente atribuido com o tempo em que a mesma foi avaliada.

Classificacdo da Amostra
Semana| Tempo | Variavel Dicotémica
No. da
amostra i t Y

1 1| 23,70040 0
2 1| 15,60672 0
3 1]151,51890 0
4 1| 37,24134 0
5 1| 35,67628 0
6 1]109,67980 0
7 1| 84,95634 0
8 2 5,48243 0
9 2| 98,79697 0
10 2| 15,18897 0
11 21239,36000 0
12 2| 15,20323 0
13 2| 78,88782 0
14 2| 66,94939 0
15 3| 89,29534 0
16 3 6,03117 0
17 3| 17,97221 0
18 3| 17,00108 0
19 3[171,31520 0
20 3| 44,07822 0
21 3]136,28390 0
22 4| 16,20161 0
23 4| 74,93350 0
24 4 4,57974 0
25 4| 38,95334 0
26 4] 19,98573 0
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27 4| 5,56715 0
28 4| 22,95196 0
29 5| 38,75348 0
30 5| 61,46112 0
31 5| 5,40331 0
32 5]135,47030 0
33 51200,20350 0
34 51133,94030 0
35 5| 12,57893 0
36 6| 30,52580 0
37 6| 26,46798 0
38 6| 24,12526 0
39 6 1,35591 1
40 6| 44,23101 0
41 6| 51,11345 0
42 6| 14,53289 0
43 7| 13,17161 0
44 7| 98,81920 0
45 71194,97370 0
46 7| 23,17795 0
47 7| 28,90154 0
48 7| 33,29234 0
49 7| 12,68543 0
50 8| 51,32653 0
51 8| 53,59473 0
52 8| 58,42078 0
53 8| 25,17886 0
54 81109,87720 0
55 8| 36,84217 0
56 8| 6,30509 1
57 9| 32,02100 0
58 9| 28,09076 0
59 91275,95900 0
60 9| 19,90298 0
61 9| 21,72467 0
62 9| 95,04917 0
63 9| 16,54144 0
64 10| 81,59983 0
65 10| 0,50541 1
66 10| 2,97031 1
67 10| 27,14436 0
68 10]117,98880 0
69 10| 4,87901 1
70 10| 52,62247 0
71 11| 71,35848 0
72 11| 11,10075 0
73 11]110,98760 0
74 11| 52,96356 0
75 11| 45,79828 0
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76 11| 41,67007 0
77 11 2,74285 1
78 12| 38,54136 0
79 12| 17,38499 0
80 12| 15,51064 0
81 12| 94,47133 0
82 12| 78,48592 0
83 12| 45,40993 0
84 12| 8,28001 1
85 13| 6,92939 1
86 13| 69,43382 0
87 13| 16,99764 0
88 13]106,62600 0
89 13198,13330 0
90 13| 7,01420 1
91 13| 21,88289 0
92 14| 3,79226 1
93 14| 65,80202 0
94 14| 29,38551 0
95 14 1,78387 1
96 14| 38,31195 0
97 14 154,27860 0
98 141172,34370 0
99 15| 10,98970 1
100 15]155,52400 0
101 15| 28,19149 0
102 15| 61,77503 0
103 15]103,53740 0
104 15| 68,97806 0
105 15| 47,69614 0
106 16| 283,72803 0
107 16| 16,32989 0
108 16| 58,49275 0
109 16| 54,00825 0
110 16| 7,03286 1
111 16| 81,14248 0
112 16| 90,66970 0
113 17| 24,04380 0
114 17| 0,50294 1
115 17| 25,41959 0
116 17| 58,17997 0
117 17| 3,19629 1
118 17| 5,67096 1
119 17 1203,25400 0
120 18| 2,77794 1
121 18| 2,21958 1
122 18| 76,11835 0
123 18| 24,03961 0
124 181176,86010 0
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125 18| 89,69072 0
126 18| 29,18395 0
127 19| 58,73840 0
128 19| 65,83412 0
129 19| 15,74672 1
130 19| 13,15422 1
131 19| 45,43714 0
132 19| 46,81322 0
133 19| 55,97028 0
134 20| 8,93997 1
135 20| 9,80240 1
136 20 |200,01530 0
137 20| 5,75945 1
138 20 1,62359 1
139 20| 89,47645 0
140 20| 71,61330 0
141 21| 14,12052 1
142 21| 31,47637 0
143 21| 80,80212 0
144 21| 53,63194 0
145 21]152,32700 0
146 21| 18,34565 1
147 21 5,91209 1
148 22| 41,58936 0
149 22| 2,42863 1
150 22| 86,21647 0
151 22| 50,45741 0
152 22| 39,24146 0
153 22| 0,83422 1
154 22| 12,25978 1
155 23| 25,61053 0
156 23| 39,80023 0
157 23| 35,45898 0
158 23| 58,92646 0
159 23 1,18784 1
160 23| 10,66298 1
161 23| 7,15819 1
162 24| 28,29061 0
163 24| 57,30570 0
164 24| 49,90318 0
165 241161,86310 0
166 24| 50,85285 0
167 24| 46,40878 0
168 24| 51,65618 0
169 25| 12,43943 1
170 25| 14,10954 1
171 25| 31,56904 0
172 25| 37,01293 0
173 25| 6,61875 1
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174 25| 20,76972 1
175 25| 57,88897 0
176 26| 81,58585 0
177 26[199,41450 0
178 26| 10,37964 1
179 26 | 44,62858 0
180 26 | 35,05941 0
181 26| 16,22418 1
182 26| 15,14595 1
183 27| 30,78406 0
184 27| 61,92396 0
185 27| 15,68794 1
186 27| 10,24798 1
187 27| 79,26810 0
188 271130,34740 0
189 27| 27,22616 0
190 28| 58,85294 0
191 28| 33,10579 0
192 28| 4,65019 1
193 28| 83,47772 0
194 28| 56,60435 0
195 281110,31210 0
196 28 1102,02080 0
197 29| 11,65503 1
198 29| 77,21720 0
199 29140,35200 0
200 29| 16,79504 1
201 29| 59,46587 0
202 29| 37,20264 0
203 291113,41010 0
204 30| 5,31727 1
205 30| 90,51856 0
206 30| 19,89885 1
207 30| 28,87808 1
208 30| 55,98392 0
209 30| 21,37485 1
210 30| 50,92218 0
211 31| 50,30543 0
212 31[114,79290 0
213 31| 13,88751 1
214 31| 82,04615 0
215 31 1,90977 1
216 31| 41,17669 0
217 31|148,00800 0
218 32| 11,72901 1
219 32| 92,40692 0
220 32| 6,21477 1
221 32| 24,27789 1
222 32| 0,15567 1
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223 32| 18,91840 1
224 32| 20,20845 1
225 33| 48,69659 0
226 33| 5,20412 1
227 33| 34,38592 0
228 33| 48,35182 0
229 33 | 188,20460 0
230 33| 21,30757 1
231 33| 9,23707 1
232 34 | 44,86623 0
233 34| 4,74575 1
234 34| 17,26551 1
235 34| 5,78293 1
236 34| 11,53194 1
237 34| 80,83943 0
238 34 1,82992 1
239 35| 31,99675 1
240 35| 9,38658 1
241 35| 57,22115 0
242 35| 41,48625 0
243 35| 6,79301 1
244 35| 0,32572 1
245 35| 33,56843 1
246 36| 3,76029 1
247 36| 27,62517 1
248 36| 19,94875 1
249 36 |107,73070 0
250 36 | 52,42394 0
251 36| 58,16008 0
252 36| 6,26590 1
253 37 1,76783 1
254 37| 0,25853 1
255 37| 43,28783 0
256 37| 61,27921 0
257 37| 52,96901 0
258 37/180,42480 0
259 37| 19,90003 1
260 38| 14,51268 1
261 38| 4,82615 1
262 38| 81,84136 0
263 38| 73,14256 0
264 38| 90,86379 0
265 38| 33,93835 1
266 38| 13,52650 1
267 39| 4,09977 1
268 39| 13,61288 1
269 39 | 148,70300 0
270 39| 86,11381 0
271 39| 51,57000 0
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272 39| 94,55117 0
273 39| 14,76706 1
274 40| 60,91945 0
275 40| 71,84934 0
276 40|105,23610 0
277 40| 65,21659 0
278 40| 91,57150 0
279 40| 27,36391 1
280 40| 70,11259 0
281 41| 53,07295 0
282 41| 62,03956 0
283 41| 31,60757 1
284 41| 22,97791 1
285 41 2,22209 1
286 41]168,67340 0
287 41| 52,81218 0
288 42| 52,35876 0
289 42| 3,81820 1
290 42| 34,24272 1
291 42| 17,78134 1
292 421102,02520 0
293 42| 36,75689 1
294 42| 46,14735 0
295 43| 54,12951 0
296 43 1115,79260 0
297 43| 17,93506 1
298 43| 56,86855 0
299 43| 11,55247 1
300 43| 46,63142 0
301 43| 57,71011 0
302 44| 0,40615 1
303 44| 67,16021 0
304 44 1121,17790 0
305 44| 2,48865 1
306 44| 6,39967 1
307 44| 30,47825 1
308 44 1 232,89690 0
309 45| 10,66143 1
310 45| 57,45323 0
311 45| 21,40880 1
312 451262,11430 0
313 45| 4,42105 1
314 45| 48,78891 0
315 45| 45,01832 0
316 46| 83,63896 0
317 46| 55,49123 0
318 46| 0,05277 1
319 46| 89,17578 0
320 46| 17,23550 1
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321 46| 67,74359 0
322 46 | 169,00560 0
323 47| 93,83533 0
324 471 21,51911 1
325 47| 4,98292 1
326 47| 41,78195 1
327 47| 3,62677 1
328 47| 4,85918 1
329 47| 18,52682 1
330 48 | 137,60460 0
331 48 | 57,46048 0
332 48 | 85,62377 0
333 48| 74,02150 0
334 48| 60,36778 0
335 48| 37,60390 1
336 48| 2,55559 1
337 49| 43,69370 1
338 491180,59780 0
339 49| 14,06697 1
340 49| 49,52022 0
341 49| 71,17786 0
342 49| 93,23536 0
343 49| 32,26411 1
344 50[127,41540 0
345 50| 6,59421 1
346 50| 14,97880 1
347 50| 52,30176 0
348 50[167,27010 0
349 50| 24,59138 1
350 50 | 121,72250 0
351 51| 17,90888 1
352 51| 10,83774 1
353 51| 84,88020 0
354 51| 64,09595 0
355 51/101,48500 0
356 51|136,70430 0
357 51| 14,35240 1

Como sdo avaliadas 7 amostras por semana, o nimero de amostras ruins e boas em cada uma
das 51 semanas onde foi realizada a avaliacdo é dado segundo a tabela abaixo:

TABELA B.2
Dados Semanais dos Valores de Ni, Si e Ni-Si
Resultados por Semana

Semana No. de Amostras Ruins | Boas
i Ni Si Ni-Si

1 7 0 7

2 7 0 7
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10

11

12
13
14
15
16
17
18
19
20

21

22

23

24
25
26
27
28
29

30

31

32

33

34
35
36
37

38
39

40

41

42
43

44
45
46
47
48
49

50
51
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Obs.: As tabelas acima estdo planilhadas no arquivo “Base de Dados de Tempo de Vida
Exponencial.xls”

Escolha da distribuicao “a priori”:
Para algumas fun¢des Gama consideradas, calculou-se os valores de n(oc) para os valores

extremos do intervalo e para o valor da média E(ct)=0,02.

Tab. 4.2:

pi0001e005<-dgamma (c(0.0175,0.0200,0.0225), shape=0.001, scale=1/0.05)
pi001le05<-dgamma (c(0.0175,0.0200,0.0225), shape=0.01,scale=1/0.5)
pi0le5<-dgamma (c(0.0175,0.0200,0.0225), shape=0.1, scale=1/5)
pile50<-dgamma (c(0.0175,0.0200,0.0225), shape=1,scale=1/50)
pilp5e75<-dgamma(c(0.0175,0.0200,0.0225), shape=1.5,scale=1/75)
pi8ed00<-dgamma (c(0.0175,0.0200,0.0225), shape=8, scale=1/400)
pil6e800<-dgamma (c(0.0175,0.0200,0.0225), shape=16, scale=1/800)
pi20e1000<-dgamma (c(0.0175,0.0200,0.0225), shape=20, scale=1/1000)

pi0001e005

[1] 0.05672497 0.04963477 0.04411948
pi001e05

[1] 0.5433169 0.4754429 0.4225854
pi0le5

[1] 4.313416 3.777460 3.355320
pile50

[1] 20.84310 18.39397 16.23262
pilp5e75

[1] 26.09483 23.12705 20.33603
pi8e400

[1] 59.60111 55.83461 46.84645
pil6e800

[1] 79.13856 79.37403 62.86042
pi20e1000

[1] 85.60022 88.83532 68.35139

Seguem abaixo os grificos dessas fungdes.
Figura 4.2:
alphagama20e1000<-rgamma (100000, shape=20, scale=1/1000)
plot (alphagama20e1000, dgamma (alphagama20e1000, shape=20, scale=1
/1000),xlab="Valores de Alpha",ylab="Distribuicdes Gama
G(20;1000);G(16;800);G(8;400) e G(1,5;75)",col="blue”)
alphagamal6e800<-rgamma (100000, shape=16, scale=1/800)
lines (sort (alphagamal6e800),dgamma (sort (alphagamal6e800), shape
=16,scale=1/800),col="red”)
alphagama8e400<-rgamma (100000, shape=8, scale=1/400)
lines (sort (alphagama8e400),dgamma (sort (alphagama8e400), shape=38
,scale=1/400),col="green”)
alphagamalp5e75<-rgamma (100000, shape=1.5, scale=1/75)
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lines (sort (alphagamalp5e75),dgamma (sort (alphagamalp5e75), shape
=1.5,scale=1/75),col="yellow”)
title(“Distribuicdes Gama’)

Figura 4.3:

alphagamalpOe50<-rgamma (100000, shape=1.0, scale=1/50)

plot (sort (alphagamalp0e50[1:800]),dgamma (sort (alphagamalp0e50 |
1:800]), shape=1,scale=1/50),xlab="Valores de
Alpha",ylab="Valores das Distribuic¢des Gama
G(1;50);G(0,10;5);G(0,01;0,5) e G(0,001;0,05)",col="black™")
alphagama0le5<-rgamma (100000, shape=0.10, scale=1/5)

lines (sort (alphagama0le5),dgamma (sort (alphagama0le5), shape=0.1
0,scale=1/5),col="magenta")
alphagama00le05<-rgamma (100000, shape=0.01, scale=1/0.5)

lines (sort (alphagama001e05),dgamma (sort (alphagama001le05), shape
=0.01,scale=1/0.5),col="brown")
alphagama0001e005<-rgamma (100000, shape=0.001, scale=1/0.05)
lines (sort (alphagama0001e005),dgamma (sort (alphagama0001e005), s
hape=0.001, scale=1/0.05), col="orange")

title(" ")

Iremos escolher a fungdo Gama(16:300)) como a distribui¢io “a priori” de o, ou seja:

O grafico dessa fungdo é:

Fig. 4.4:

plot (alphagamal6e800, dgamma (alphagamal6e800, shape=16, scale=1/8
00),xlab="Valores de Alpha",ylab="Funcao Densidade de
Distribuicao")

title(" ",sub="Distribuicao Gama(1l6;800)")

a) Geracdo inicial de uma amostra com 100000 valores de alpha de uma distribui¢do
Gama(16;800, por n6s escolhida como distribui¢do “a priori”:

alpha<-rgamma (100.000, shape=16, scale=1/800)

b) Valor da Distribuicdo Gama(16;800), correspondente:
yg<—dgamma (alpha, shape=16, scale=1/800)
salpha<-sort (alpha)

write(salpha, "alphaordenado.txt”)

Utilizando os dados da Tabela B.2 determina-se, entdo, o vetor de 51 itens relativo ao produto
T; (N i =S )

Exportando a tabela B.2 da planilha Excel para o arquivo de texto “Aval Semanais.txt”
podemos carregar os dados das avaliacdes semanais para dentro do R, utilizando os seguintes
comandos:
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1) Leitura dos dados das avaliacoes semanais, de um arquivo texto obtido depois de
planilha-los em uma planilha do Excel:
avalsem<-read.table ("Aval Semanais.txt",header=TRUE)
avalsem

i Ni Si Ni.Si

1 1 7 0 7
2 2 7 0 7
3 3 7 0 7
4 4 7 0 7
5 5 7 0 7
6 6 7 1 6
7 77 0 7
8 g8 7 1 6
9 9 7 0 7
10 10 7 3 4
11 11 7 1 6
12 12 7 1 6
13 13 7 2 5
14 14 7 2 5
15 15 7 1 6
16 16 7 1 6
17 17 7 3 4
18 18 7 2 5
19 19 7 2 5
20 20 7 4 3
21 21 7 3 4
22 22 7 3 4
23 23 7 3 4
24 24 7 0 7
25 25 7 4 3
26 26 7 3 4
27 27 T 2 5
28 28 7 1 6
29 29 7 2 5
30 30 7 4 3
31 31 7 2 5
32 32 7 6 1
33 33 7 3 4
34 34 7 5 2
35 35 7 5 2
36 36 7 4 3
37 37 7 3 4
38 38 7 4 3
39 39 7 3 4
40 40 7 1 6
41 41 7 3 4
42 42 7 4 3
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43 43 7 2 5
44 44 7 4 3
45 45 7 3 4
46 46 7 2 5
47 47 7 6 1
48 48 7 2 5
49 49 7 3 4
50 50 7 3 4
51 51 7 3 4

2) Intens que vao ficando inadequados para o consumo, a cada semanta transcorrida -
Si:

Extrac@o da coluna dos Si da tabela de avaliagdes semanais transcrita no objeto avalsem do
espaco de trabalho do R, formando um vetor de elementos representativos da quantidade de
unidades que falharam em cada uma das 51 semanas de avaliacdo:

Si<-avalsem$Si

Si
(11 00000101031 122113224333043212426235543314
[39] 3134243262333

3) Obtenciao dos vetores Ni e de itens ainda adequados ao consumo a cada semana —
bons = Ni-Si:
Ni<-7

bons<-Ni-Si
bons

[11 777776 66 5566455344473 456535142231433
[39] 4 6 4 353 4 4 4

76 74
4515
4) Valores amostrados de alpha:
alphaordenado<-scan (“alphaordenado.txt”)
Read 100000 itens.

Alphaordenado<-matrix (alphaordenado, ncol=1)
#write (Alphaordenado, "Alphaordenado.txt”)

5) Média dos valores amostrados:
mean (alphaordenado)
[1] 0.02000963

6) Mediana dos valores amostrados:
median (alphaordenado)
[1] 0.01959786

7) Obtencao do vetor do nimero indicativo da semana de avaliacio, taui:
taui<-1:51
taui

[1] 1 2 3 4 5 6 7 8 910 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25

[26] 26 27 28 29 30 31 32 33 34 35 36 37 38 39 40 41 42 43 44 45 46 47 48 49 50
[51] 51
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8) expoenteA:
k

Criemos agora o vetor de 100.000 elementos {—oc jZ’ci(Nl.—Si )} chamando-o de
i=1

“expoenteA”, fazendo a multiplicagdo: -alphaordenado*sum(taui*bons). O vetor
alphaordenado foi obtido, através de uma amostra de tamanho 100.000 (ja objetivando uma
amostra de tamanho 5000 para a distribui¢do “a posteriori” de alpha) da distribuicdo “a
priori” Gama(16;800), de alpha. Lembrando: Como ndo conhecemos o valor de alpha que
devemos utilizar, os principios Bayesianos, nos indicam considera alpha como uma
distribui¢do, em vez de apenas um valor determinado. Ao multiplicar o vetor alphaordenado
pelo escalar soma(taui*bons), obtemos o vetor, também de 100.000 itens, “expoenteA”.

taui*bons

[1] 7 14 21 28 35 36 49 48 63 40 66 72 65 70 90 96 68 90 95
[20] 60 84 88 92 168 75 104 135 168 145 90 155 32 132 68 70 108 148 114
[39] 156 240 164 126 215 132 180 230 47 240 196 200 204

sum(taui*bons)
[1] 5419

expoenteA<——-alphaordenado*sum(taui*bons)

9) Calculo da matriz coluna de 100.000 elementos de Fator A na expressao da
Verossimilhanca:

fatorA<—-exp (expoentelh)

Transformando esse vetor em uma matriz coluna [100.000x1]:
FatorA<-matrix(fatorA,nrow=100000, ncol=1)

10) Obtencao da matriz [100000x51] ExpExpoenteB no segundo fator da
Verossimilhanca:

Alphaordenado<-matrix (alphaordenado, nrow=100000,ncol=1)
Taui<-matrix(taui,nrow=1,ncol=51)
ExpoenteB<-—-Alphaordenado%*%$Taui

ExpExpoenteB<-exp (ExpoenteB)

11) Obtencao da matriz [100000x51] denominada BaseB:
BaseB<-1-ExpExpoenteB

12) Definindo uma matriz Y que recebera as colunas extraidas da matriz BaseB
elevadas a Si:

i=1

Y<-matrix(rep(0,100000), nrow=100000,ncol=1i)

13) Obtencao da matriz [100.000x51] FatorBaseB:
i=1

j=1

while (i<52) {
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colunaBaseB<-BaseB][, 1]

colunaSi<-Si[i]
colunaFatorBaseB<-colunaBaseB"colunaSi
ColunaFatorBaseB<—-as.matrix (colunaFatorBaseB)
Y<—-cbind (Y, ColunaFatorBaseB)

i=i+1

}

Extraindo da matriz Y a matriz de 100.000 linhas e 51 colunas, ou seja, eliminando a coluna
de “0” da matriz Y e obtendo a desejada matriz FatorBaseB.
FatorBaseB<-Y[,2:1]

Para obtermos a expressdo do Fator B, devemos produzir uma matriz de [100000,51] onde
cada uma das 51 colunas é o produto das correspondentes de FatorBaseB pelas colunas
anteriores, ou seja na coluna i=10 de Fator B, cada elemento é o produtério dos elementos das

linhas correspondentes das 10 primeiras colunas de FatorBaseB. Assim teremos:

i=2

colm<-FatorBaseB[,1-1]

Colm<—-as.matrix (colm)

while (1<52) {
coli<-FatorBaseB[, 1]
Coli<—-as.matrix(coli)
colh<-Colm[, i-1]
Colh<—-as.matrix (colh)
Coli<-Coli*Colh
Colm<-cbind(Colm, Coli)
i=i+1

}

FatorB<-Colm

14) Obtencao da Verosssimilhanca LalphaNiSi:
LalphaNiSi<-fatorA*FatorB

Obs.: Obseve-se que estamos multiplicando o vetor de 100.000 itens “fatorA” pela matriz
{100000x51] FatorB, portanto ndo € uma multiplicacdo matricial e sim multiplica-se cada
linha de cada coluna da matriz pelos elementos do vetor.

Nos interessam os dados obtidos considerando as primeiras 51 semanas do experimento, ou
seja, como cada coluna da matriz LalphaNiSi, refere-se a duracdo do experimento em uma
semana, duas semanas, ..., 51 semanas, devemos tomar como valor de interesse apenas a
ultima coluna, onde cada uma das 100.000 linhas dizem respeito aos 100.000 valores
amostrados de alpha, devidamente ordenados.

Entdo Lalpha5]1 seré:

Fig. 4.5:

plot (Alphaordenado, Lalphabl, xlab="Valores de Alpha",
ylab="Valores da Verossimilhanca")
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title(" ",sub="51 Semanas de Observacao")

15) Distribuicao “a posteriori” de alpha:

Obtida a Verossimilhancga de interesse, que no nosso caso € Lalpha51, podemos determinar
os valores de alpha, da distribui¢do “a posteriori” na regido onde a verossimilhanga apresenta
maiores valores. Isso serd feito através do método SIR (Sampling Importance Resampling),
desenvolvido por Rubin e que estd explicado no corpo do texto principal (Se¢éo 4.3).

16) Procedimentos para calcular a distribuicao "'a posteriori'', via SIR:
1. Geragdo da distribuicdo "a priori":

priori<-dgamma (alphaordenado, shape=16, scale=1/800)
2. Determinacdo do produto da Verossimilhanca Lalpha51 pela priori:
veropri<—-Lalphabl*priori

3. Determinacdo de uma vetor proporcional ao vetor "posteriori":
Kposteriori<-veropri

4. Histograma de alphaordenado:

hist (alphaordenado)

5. Criacdo de uma matriz Alphavero, onde a primeira coluna é formada pelos 100000 alpha
ordenados e a segunda € a verossimilhanga LalphaS1:

LALPHASl1<-matrix (Lalphab5l,nrow=100000,ncol=1)
#write (LALPHAS1, "LALPHAS1.txt"”)
Alphavero<-cbind (Alphaordenado, LALPHAS1)

6. Método SIR, com n=100000:

alphapos<—-numeric(5000)
b<-numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric (5000)
j<-numeric(100000)
i<-1

j<-1

b<-Lalphabl
g<-b/sum(b)
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u<-sort (runif (5000,0,1))
1i[1]<-0

i<-i+1

while (i<100001) {
1i[i]l<-1i[i-11+g[i]
i<—-i+1

}

Is[1l]<=qgql1l]

j<=j+1

while (3j<100001) {
1s[jl<-1s[j-11+g[]j]
j<=j+1

}

for (k in 1:5000) {

for (1 in 1:100000) {

if (ulk]>1i[1l] & ulk]l<ls[1l]]||ulk]>1i[1l] & ulk]l>1s[1l])
t[kl<-b[1l]

}

}

7. Criagdo de uma matriz Alphapos onde a primeira coluna € formada por 5000 linhas de
valores ordenados de Alpha correspondentes aos valores de verossimilhanca na coluna 2,
advindos do sorteio ponderado no método SIR e que integram o vetor t.

=1
T<-matrix (t,ncol=1)
#alphapos<-W[W[,2]==T[4i,1], ]

Alphapos<-matrix (alphapos,ncol=2)

while (1<5000) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
alphaverol<-Alphavero[Alphavero[,2]==t1l, ]
Alphaverol<-matrix (alphaverol,ncol=2)
Alphapos<-rbind (Alphapos,Alphaverol)
i=i+1

}

#write (Alphapos, "Alphaposeg-el-0-e2-0.txt")

8. Gréfico dos valores de verossimilhanga a posteriori em fungdo dos valores de alpha.
plot (Alphapos[,1],Alphapos[,2])

9. Histograma da distribuicao de alpha "a posteriori":

hist (Alphapos[,1])
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RESULTADOS:

Fig. 4.6:

hist (Alphapos[,1],main=" ",sub="51 Semanas de
Observacgao",xlab="Valores de Alpha ‘a
posteriori’",ylab="Freqgiéncia")

mean (Alphapos[,1])
[1] 0.01713464
median (Alphapos[,1])
[1] 0.01708232

sd (Alphapos|[,1])

[1] 0.001500987
summary (Alphapos|[,1])

Min. :0.01268
Ist Qu.:0.01609
Median :0.01708
Mean :0.01713
3rd Qu.:0.01811
Max. :0.02386

No grafico abaixo temos a comparagdo das fungdes “a priori” e “a posteriori”. A fim
de que as duas curvas tenham valores de ordenadas similares, que nos permitam sua
adequada visualiza¢do, multiplicamos as ordenadas da distribuicdo “a posteriori” por 10
elevado a poténcia de 91,3.

Fig. 4.7:

plot (sort (alphagamal6e800),dgamma (sort (alphagamal6e800), shape=
16,scale=1/800),xlab="Valores de Alpha",ylab="Valores de
Verossimilhan¢a ‘a posteriori’x 10791,3")

title("Comparacao de Valores ‘a priori’ e ‘a posteriori’")
lines (Alphapos|[,1],Alphapos[,2]*10791.3)

Acrescentando ao grafico acima a curva da fungdo de verossimilhanca temos:

Fig. 4.8:

plot (sort (alphagamal6e800),dgamma (sort (alphagamal6e800) , shape=
16,scale=1/800),xlab="Valores de Alpha", ylab="Verossimilhanca
‘a posteriori’x 10791,3 e a Funcao Verossimilhancga x 91,2")
title("Fungdes ‘a priori’, ‘a posteriori’ e Verossimilhanca")
lines (Alphapos|[,1],Alphapos[,2]*10791.3)

lines (Alphaordenado, Lalpha51*10791.2)

Determinacao dos Percentis “a posteriori”:

Iremos considerar as seguintes fracdes de falhas nas amostras utilizadas:
Alphaposteriori<-matrix (Alphapos|[,1],ncol=1)
Al<-matrix(rep(0.001, length (Alphaposteriori)),ncol=1)
A2<-matrix(rep(0.01, length(Alphaposteriori)),ncol=1)
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A3<—matrix(rep(0.1, length (Alphaposteriori)),ncol=1)
Ad<—matrix (rep(0.287682, length (Alphaposteriori) ), ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaposteriori)),ncol=1)
Ab<—matrix(rep(1.3862944, length (Alphaposteriori)),ncol=1)
Tempoporcentageml<—-Al/Alphaposteriori
Tempoporcentagem2<—-A2/Alphaposteriori
Tempoporcentagem3<—-A3/Alphaposteriori
Tempoporcentagem4<—-A4/Alphaposteriori
Tempoporcentagemb<—-A5/Alphaposteriori
Tempoporcentagem6<—A6/Alphaposteriori
Tempoporcentagem<—cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3, Tempoporcentagemd4, Tempoporcentagemb,
Tempoporcentagemb6)

Graficos:

Resumol<-summary (Tempoporcentagem[, 1])
Resumol

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.04191 0.05522 0.05854 0.05881 0.06216 0.07884

Calculo do intervalo de 95% de credibilidade para os quantis 2,5% e 97,5%:
quantile (Tempoporcentagem([,1],c(0.025,0.975))

2.5% 97.5%
0.04946497 0.06935211

Resumo2<-summary (Tempoporcentagem([, 2])

Resumo?2

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.4191 0.5522 0.5854 0.5881 0.6216 0.7884

quantile (Tempoporcentagem[,2],c(0.025,0.975))
2.5% 97.5%
0.4946497 0.6935211

Resumo3<-summary (Tempoporcentagem([, 3])

Resumo3

Min. 1st Qu. Median Mean 3rd Qu. Max.
4.191 5.522 5.854 5.881 6.216 7.884

quantile (Tempoporcentagem([,3],c(0.025,0.975))
2.5% 97.5%
4.946497 6.935211

ResumoS5<—-summary (Tempoporcentagem[, 5])

Resumob5

Min. 1st Qu. Median Mean 3rd Qu. Max.
29.05 38.27 40.58 40.76 43.08 54.65
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quantile (Tempoporcentagem|[,5],c(0.025,0.975))
2.5% 97.5%
34.28650 48.07121

Fig. 4.9:

par (mfrow=c (2,2))

hist (Tempoporcentagem[,1],50, main=" ", sub="Tempo de
Observacao: 51 semanas",xlab="Valores de t para 0,1% de falhas
das amostras",ylab="Freqgiiéncia")

hist (Tempoporcentagem[,2],50, main=" ", sub="Tempo de
Observacao: 51 semanas",xlab="Valoresde t para 1% de falhas
das amostras",ylab="Freqiéncia")

hist (Tempoporcentagem[,3],50, main=" ", sub="Tempo de
Observacao: 51 semanas",xlab="Valores de t para 10% de falhas
das amostras",ylab="Freqgiiéncia")

hist (Tempoporcentagem[,5],50, main=" ", sub="Tempo de
Observacao: 51 semanas",xlab="Valores de t para 50% de falhas
das amostras",ylab="Freqgiiéncia")

par (mfrow=c(1l,1))

k sk ok
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Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori”’ de Jeffreys

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EM 51 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES “A POSTERIORI”
COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA FUNCAO
EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS DO
EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” DE JEFFREYS
SEM INCORPORACAO DE ERROS NAS AVALIACOES.

Utilizando-se procedimentos andlogos aos descritos no Anexo B para a mesma distribui¢ao
de tempos de falha, porém utilizando-se para a distribui¢do do parimetro alpha uma
distribuicdo “a priori”, de Jeffreys, com funcdo de referéncia U(0,001;0,5) foi feito o seguinte
desenvolvimento:

# Procedimentos para calcular Posteriori a partir de uma

# distribuigdo "a priori" de Jeffreys e uma amostra de 100000
# valores de alpha de uma distribuicdo de referéncia

# U(0,001;0,5), wvia SIR:

Desenvolvimento detalhado da distribuicdo “a priori” de Jeffreys conforme sumarizado na
Capitulo 4, secdo 4.8:

(ol x) o< /I(ct] x)

ol X)=-E, %.;log{f(Xloc)l(x}}

No caso:
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Flrio)=Lla {V,»?,.): exp{— aé@({vi— »?)Hfllll—exp(— on,-)]sf}
togl (x1 0] = 1og{exp[_ o3y -5 J{TT0-expt- s ) H _ 1og{exp{_ ayaly -5 )}} ;
N 10g{1jl [i—expl— o) } _ —och::t,. v s )+ S ogli - exp-oc )" =
a3V -5 ) 35 togli-exp(-or, )
i{l;;[fm )l = %{ 3y -5 )+ 305 tosli-expl-oee ) =3y -5

N ) [_ exp(— (x‘Ti )](_ T, )

+Z{ = m)x[—exp(—ari)1(—ri>}}=—zri(fyi—§i)+;*'

Entao:
k ‘§ T; [exp(— aT; )]

%{log[f(xloc)]}:—iri(N.—S Je 3

= i Tt g l_eXP(_aTi)

i « S T [exp(-ar,)]
(et {Zf( s s pm)}:

=1 l_eXP(_
d {k §iTi[eXp( Owi)]

B dao = 1-exp(- (XTi)

} ™ {ZS t fexp(— o, )1 —exp(— o, ) }

) =1

(xlo)ft=— {ZS 7. [exp(— ot )]l — exp(- art,) } i (a'b+ab)
a'= *?l_ T [exp(— ot )](_ T ) = _L?l_ Tiz [exp(— T, )]

b= - expl-on ) = (i - expl-a ) [ expl-an - 1) =

=1, exp(- o, [l — exp(- az, )]

Entao:
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: ¢ =S 7 fexp(=o, 1 —exp(- oz, )" +
(xloc)]}:Z(a'b+ab'):Z ' =

i=1 =+ T [exp(—ar, )]{— 7, exp(-ar, 1 —exp(-at, )] }

- i# S ©?fexpl- o i -exp(-om, )] = = fexpl-orz, )P 1 ~exp(-ort, )] }

(x1a)]t= Z{fS 1.’ [exp(- o, )1 —exp(- oz, )] - S rz[exp( at, )|’ [l —exp(-az,)]” }

= Z# S 7. [exp(~az,) ]}{[1 exp(— o, )] + [exp(~ oz, )1 —exp(- o, )| 2}
=3t s < lwar) }ﬂl—exp<— a5, )1 +xple o )T - exple s )1} =

K e 1 exp(-ar,) N 2explcot W+
Zl ceRt ){1 expl-om) " i~ exp<—ari)]2} 28 e '){[l—exﬂ—om)]z}

kS T, exp( )

DY oot

Entao:

k § ’ciz exp(— oc’ci)] { k §' ’cl.2 exp(— (x*cl)]

d2
’(“)Z‘Ei[mzl"g{f X '“)""}}‘E{‘§hexp(m,,)]z R P Ty o

Fa et Sieatak )

“i| 1= exp(-ar, = [1-exp(-ar,)]
Mas,
E; {9 }: E 1><Pr[Y =1))=n,[1-exp(- oz, )] =, p,
= ]
Entdo:

)-SR g s o3 PO gl ) -

1[1 exp(—azt, )|’ Es 1—exp(-ar,) ]2

znt exp at,)

[1 exp(— o, )]

A distribuicdo “a priori” de Jeffreys, serd entio;

121



ANEXO C

(o) < z(a):Jﬁn.tzM:{k nitlszi))]}%

i=1 n [1 - eXp(— O("Cl )] i=1 ' [1 - exp(_ OC"Cl
Como foram feitas observacdes por 51 semanas, e n, =7, teremos:

5
i

J(ot) o< {ih?L‘“i))]}% -

= [l-exp(-a,
_ exp(-a) 402 exp(—2a) 151 exp(-51a) % _
‘{7([1—exp<—a)1 Cewl2a)] T —[1—exp<—sw>ﬂ}

_ exp(-a) ,  exp(-2a) N 2_j2§K:EEQQ__/%
_ﬁ[h—exﬂ—aﬂ” fi-exp(-2)] ! [l—exp(—51oc)]j

Segue-se a codificacdo detalhada para o sofware R, para implantacio dessa distribuicao.

avalsem<-read.table ("Aval Semanais.txt",header=TRUE)
Si<-avalsem$Si

Ni<-7

bons<-Ni-Si

taui<-1:51

Tauli<-matrix(taui,nrow=1)

salpha<-sort (runif (100000,min=0.001,max=0.5))
Alphaordenadol<-matrix(salpha,ncol=1)

Yu<-matrix (dunif (Alphaordenadol, min=0.001,max=0.5), ncol=1)
write (Alphaordenadol, "Alphaordenadol.txt")

alphaordenadol<-as.vector (Alphaordenadol)

122



ANEXO C

hist (Alphaordenadol)

# cODIGO COMPLETO PARA O CALCULO DA PRIORI DE JEFFREYS

# ENCONTRADA. GERACAO DE AMOSTRA DE UMA FUNCAO DE REFERENCIA
# U(0,001;0,5):

Alphaordenadol<—-matrix(scan ("Alphaordenadol.txt"),ncol=1)
AlphaTaui<—(-1)*Alphaordenadol%*%Taui

ExpAT<-exp (AlphaTaui)

COompEXPpAT<-1-ExpAT

RATComp<-ExpAT/CompExXpAT

Tauil2<-Taui”2

i=1

A<-matrix (RATComp[,1]*Taui2([1,1],ncol=1)

i=i+1

while (1i<52) {

Am<-matrix (RATComp|[,i]*Taui2([1,i],ncol=1)
A<—cbind (A, Am)

i=1i+1
}
i=1
Soma<-matrix (A[,i]+A[,1i+1],ncol=1)
i=i+1

while (i<51) {
Soma<-matrix (Soma+A[,i+1],nrow=100000)
i=i+1

}

RaizSoma<-matrix (sgrt (Soma),ncol=1)

Jeffreys<-sqrt (7) *RaizSoma

plot (Alphaordenadol, Jeffreys)

# cODIGO COMPLETO PARA A VEROSSIMILHANCA COM PRIORI DE

# JEFFREYS, AMOSTRA DE 100.000 VALORES DE ALPHA, GERADA
# CONFORME UMA FUNCAO DE REFERENCIA g (alpha)~U(0,001;0,5):
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expoenteA<——-alphaordenadol*sum(taui*bons)
fatorA<—-exp (expoenteh)

Alphaordenadol<—-matrix (alphaordenadol, nrow=100000,ncol=1)
Taui<-matrix (taui,nrow=1,ncol=51)
ExpoenteB<-—-Alphaordenadol%*%Taui

ExpExpoenteB<-exp (ExpoenteB)

BaseB<-1-ExpExpoenteB

i=1
Y<-matrix (rep(0,100000), nrow=100000,ncol=1)

i=1

j=1

while (1<52) {
colunaBaseB<-BaseB][, 1]
colunaSi<-Si[i]
colunaFatorBaseB<—-colunaBaseB”"colunaSi
ColunaFatorBaseB<—as.matrix (colunaFatorBaseB)
Y<-cbind (Y, ColunaFatorBaseB)
i=i+1

}

FatorBaseB<-Y[,2:1]

i=2

colm<-FatorBaseB[,1-1]

Colm<—-as.matrix (colm)

while (1<52) {
coli<-FatorBaseB][, 1]
Coli<—-as.matrix(coli)
colh<-Colm[, i-1]
Colh<-as.matrix (colh)
Coli<-Coli*Colh
Colm<-cbind(Colm, Coli)
i=i+1

}

FatorB<-Colm

LalphaNiSi<-fatorA*FatorB
Lalphabl<- LalphaNiSi[,51]

LALPHASl1<-matrix(Lalpha5l,nrow=100000,ncol=1)
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write (LALPHAS51, "LALPHAS1.txt")

plot (Alphaordenadol, LALPHAS1)

# cODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI"™ COM
# DISTRIBUICAO “A PRIORI” DE JEFFREYS E FUNCAO DE REFERENCIA
# g(alpha)~U(0,001;0,5); objeto u~U(0;0,5)

Priori<-Jeffreys

veropri<-LALPHA51*Priori

h<-veropri

H<-matrix (h,ncol=1)

g<—dunif (Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix (w,ncol=1)

Alphavero<-cbind (Alphaordenadol, LALPHAS])
write (Alphavero, "Alphavero.txt")

AlphaW<-cbind (Alphaordenadol, W)
write (AlphaW, "AlphaW.txt")

Alphapos<—-numeric (5000)
b<—numeric(100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric (5000)
j<—numeric(100000)

i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1
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while (1<100001) {
11[1]<-1i[i-1]1+gli]
i<-i+1

}

Is[1l]<=qgql1l]

Jj<=j+1

while (3j<100001) {
1s[jl<-1s[j-11+gl]]
j<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulk]l<ls[1l]]||ulk]>1i[1l] & ulk]l>1s[1l])
t[kl<-b[1l]

}

}

T<-matrix (t,ncol=1)
write(T,"T.txt")

i=1
Alphapos<—-matrix (AlphaW[AlphaW[,2]==T[i,1],],ncol=2)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
AlphaWl<-matrix (AlphaW[AlphaW[,2]==t1,],ncol=2)
Alphapos<-rbind (Alphapos, AlphaWl)
i=i+1

write (Alphapos, "Alphapos.txt")

hist (Alphapos[,1])
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Graficos:

1) Funcao Verossimilhanca, compreendendo 51 semanas de observacao:

Fig. 4.10:

plot (Alphaordenadol, LALPHAS]1, x1lab="Valores de Alpha ‘a
priori’",ylab="Valores de Verosimilhanca")

title(" ",sub="100.000 wvalores de alpha amostrados de uma

Uu(0,001;0,5)™)

Fig. 4.11:

plot (Alphaordenadol [1:5000], LALPHAS51[1:5000], x1lab="Valores de
Alpha ‘a priori’",ylab="Valores de Verosimilhanca")

title(" ",sub="Primeiros 5000 wvalores de alpha amostrados de
uma U(0,001;0,5)")

3) Distribuicio “a priori” de Jeffreys:

Fig. 4.12:

plot (Alphaordenadol, Jeffreys, xlab="Valores de
Alpha",ylab="Valores da distribuicao de Jeffreys")

title(" ",sub="100.000 Valores de alpha amostrados de uma
Uu(0,001;0,5)™

4) Histogramas dos valores de alpha “a posteriori’’:

Fig. 4.13:

hist (Alphapos[,1],50, main=" ",sub="Distribuicao ‘a priori’ de
Jeffreys",xlab="Valores de Alpha ‘a
posteriori’",ylab="Freqgiéncia")

summary (Alphapos[,1])

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01152 0.01571 0.01670 0.01678 0.01778 0.02238
var (Alphapos|[,11])

[1] 2.374069e-06
sd (Alphapos[,1])
[1] 0.001540801

5) Distribuicio Normal dos valores de alpha ‘‘a posteriori”’:

6) Valores de W=(Verossimilhanca x Priori)/Referéncia em funcao de Alpha:

Comparacio entre as distribuicoes ‘‘a priori” e ‘“a posteriori”’ de alpha:

No grifico abaixo temos a comparagdo das fungdes “a priori” e “a posteriori”. A fim
de que as duas curvas tenham valores de ordenadas similares, que nos permitam sua
adequada visualiza¢do, multiplicamos as ordenadas da distribuicdo “a posteriori” por 10
elevado a poténcia de 90,4..

Fig. 4.14:
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plot (Alphaordenadol [1:20000],Jeffreys[1:20000],xlab="Valores
de Alpha",ylab="Distribuic¢des ‘a priori’; ‘a posteriori’e
Verossimilhanca")

lines (Alphapos|[,1],Alphapos([,2]*10790.4)

lines (Alphaordenadol, LALPHAS51*10792.5)

title(" ")

Determinacao dos Percentis “a posteriori”:

Seguindo os mesmos procedimentos do Anexo B, para os mesmos percentis teremos:

Alphaposteriori<-matrix (Alphapos([,1],ncol=1)
Al<-matrix(rep(0.001,length(Alphaposteriori)),ncol=1)
A2<-matrix(rep(0.01, length (Alphaposteriori)),ncol=1)
A3<-matrix(rep (0.1, length (Alphaposteriori)),ncol=1)
Ad<-matrix(rep(0.287682, length (Alphaposteriori)),ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaposteriori)),ncol=1)
Ab<-matrix(rep(1.3862944,length (Alphaposteriori)),ncol=1)
Tempoporcentageml<—-Al/Alphaposteriori
Tempoporcentagem2<—-A2/Alphaposteriori
Tempoporcentagem3<—-A3/Alphaposteriori
Tempoporcentagem4<—-A4/Alphaposteriori
Tempoporcentagem5<—A5/Alphaposteriori
Tempoporcentagem6<—A6/Alphaposteriori
Tempoporcentagem<—-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3, Tempoporcentagemd4, Tempoporcentagem5,
Tempoporcentagemb)

Graficos:

Fig. 4.15:

par (mfrow=c(2,2))

hist (Tempoporcentagem([,1],50, main=" ", sub="Percentil de Falhas:
0,1%",xlab="Tempos de Falha em Semanas",ylab="Freqgliéncia")

hist (Tempoporcentagem(,2],50, main=" ", sub="Percentil de Falhas:
1%",xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

hist (Tempoporcentagem[,3],50, main=" ",sub="Percentil de Falhas:
10%",xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

hist (Tempoporcentagem[,5],50, main=" ", sub="Percentil de Falhas:

50%",xlab="Tempos de Falha em Semanas",ylab="Freqgliéncia")
par (mfrow=c(1l,1))

Resumol<-summary (Tempoporcentagem[,1])
Resumol

Min. 1st Qu. Median Mean 3rd Qu. Max.
0.04469 0.05625 0.05987 0.06009 0.06366 0.08680

quantile (Tempoporcentagem([,1],c(0.025,0.975))

2.5% 97.5%
0.04999327 0.07186818
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Resumo2<-summary (Tempoporcentagem([, 2])

Resumo?2
Min. l1st Qu. Median Mean 3rd Qu. Max.
0.4469 0.5625 0.5987 0.6009 0.6366 0.8680
quantile (Tempoporcentagem[,2],c(0.025,0.975))
2.5% 97.5%
0.4999327 0.7186818
Resumo3<-summary (Tempoporcentagem(, 3])
Resumo3
Min. lst Qu. Median Mean 3rd Qu. Max.
4.469 5.625 5.987 6.009 6.366 8.680
quantile (Tempoporcentagem|[,3],c(0.025,0.975))
2.5% 97.5%
4.999327 7.186818
ResumoS5<—-summary (Tempoporcentagem[, 5])
Resumob
Min. 1st Qu. Median Mean 3rd Qu. Max .
30.98 38.99 41.50 41.65 44 .12 60.17

quantile (Tempoporcentagem([,5],c(0.025,0.975))
2.5% 97.5%
34.65269 49.81522
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ANEXOD

INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori”’ Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EM 51 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINAIS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” CONJUNTA
GAMA(16;800) COM ERROS UNIFORMES LIMITADOS A 10% DAS
AVALIACOES.

Conforme (5.5):

Si N;i=S;

[ p1y)=TT{e esploom )« 0= Ji—expboan ) {esli=exploo )]+ 0=e )exrl-as,)

a b c d

f g

A B

onde temos os seguintes paradmetro bayesianos (serdo tratados como distribui¢des de valores):

o ~ Gama(16;800)
e, ~U(0:0,01)
e, ~U(0;0,01)

#

# Construcdao de uma matriz [100.000x3] onde na primeira coluna
# constardo valores de alpha jad amostrados nas simulacdes

# anteriores e as colunas 1 e 2 serao respectivamente erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0;0,1):

#

alphaordenado<-matrix (scan("alphaordenado.txt"),ncol=1)
Alphaordenado<—-matrix (alphaordenado, ncol=1)

x<—Alphaordenado
mean (x)

[1] 0.02000963
sd (x)
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[1] 0.004995512

el<—-runif (100000, min=0,max=0.01)
el<-matrix(el,ncol=1)

write(el,”Erros tipol - 1%.txt”)

x<-el

mean (x)

[1] 0.004986591
sd (x)

[1] 0.00288546

e2<-runif (100000, min=0,max=0.01)
e2<-matrix(e2,ncol=1)

write(e2,”Erros tipo2 - 1%.txt”)
x<—e2

mean (x)

[1] 0.005002227

sd (x)

[1] 0.002880395

Alphaordenado<—-matrix(scan("alphaordenado.txt"),ncol=1)

el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)
e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind (Alphaordenado,el,e?)
write (Param, "Parametros erros 1% - prigama.txt’”)

# Obtencdo da expressdo das distribuig¢des “a priori” e
# “a posteriori” conjuntas de alpha e dos erros tipo 1 e tipo
# 2:
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800" 1 1 800" o

(e se, ) = —— o' exp(— 8000 )x —x — = —————exp(—800x) =
( “ 62) r(16) expl ) e e, (16—1)!e1e2 expl )
8000 '’ (2°x10?)° o 2 x(2x57 ] o
= exp(— 800at) = —exp(— 8000L) = exp(— 800at) =
15le.e, 15le.e, 15le.e,
5.,c2)0 15
= 2 3072 (2 a )] = 2 exp(—8000c):
2x3%22x5x(2x3)xTx 2} x 3% x (2% 5)x11x (22 x3)x13x (2x 7)x (3% 5)x ¢e,
80 32 15 69 29 15
S S exp(-8000) = 2= % (- 8000)
2 X3 x5 X7 x11x13xee, 3" X7 x11x13xee,
269X529 (XIS
o ee,)=——F5——— —800a 5.8
(o5e3e:) 3°x7*x11x13 ee, expl ) ©8)
A distribuicao “a posteriori” conjunta, sera:
]’l(()(.,el,€2 INl.,Sl.)
75(0"91’% |Ni’Si): 0,50,10,1 (59)

Ijjh(a,el,ez |Ni,Si)d(Xdeldez
000

Mas,
h(oc,el,e2 I Ni,S,.)z L(oc,el,e2 I N,.,Sl.)xn(oc;el;ez)
Entao:

69 29 15
2 X577 ep(-8000)

hla,e,e, IN,,S. )=Lla,e,e, I N.,S )X ————
(ael € 1V, 1) (a‘el €, I'1V; ’)X36X72X11X13elez

A distribuicdo “a posteriori”, ficara:
269 % 529 (XIS

L(oe, e, N, S, )% exp(~8000:)
ﬂ:(oc,el,eZINl_,Si): 3" x7° x11x13 ee, _

0,5 0,01 0,01 269 ><529 (XIS
J. J. JL((x,el,ez IN,,S,)x 2 exp(—800a.)doude, de,
5 0 0 3" x7"x11x13 ee,
alS
L(a,e, e, IN,,S,)——exp(-800a)
_ €6,
0,5 0,01 0,01 alS
[ ] [ Llaee,IN,,S,)——exp(~800a)dade,de,
0 0 0 6162
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Assim, a distribui¢io conjunta “a posteriori”, sera:

alS
L(a,e,e, I N,,S,)——exp(-800a)
€&

(o, e,e, IN,,S,)= (5.10)
0,5 0,01 0,01 alS
[ | [ Lloe.eIN,s,)=—exp(-800a)dode,de,
o 0 0 €6
E uma constante K que sé depende de N; e S,;.
Observamos que:
(XIS
L(oe e, IN,,S.)——exp(-800a) | s
(o e, IN,.S,)= e = xL(ae,e, NS, X2 —exp(~800c)
K K ee,

Verossimilhzngz  conjunta
"a priori" conjunta

# Obtencdo dos dados de falhas do arquivo de Avaliagdes
# Semanais das amostras em 51 semanas:

avalsem<-read.table("Aval Semanais.txt",header=TRUE)
Si<-avalsem$Si

Ni<-7

bons<-Ni-Si

taui<-1:51

Taui<-matrix (taui,nrow=1)

#
# CODIGO COMPLETO PARA A VEROSSIMILHANCA COM AMOSTRAS
# DE ALPHA EXTRAIDAS DE UMA GAMA (16;800):

# Extracao das informacgdes dos itens bons e ruins da
# tabela de avaliacdes:
#

Si<—avalsem$Si
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i<-matrix (Si,nrow=1)

i<-7
ons<-Ni-Si
ons<-matrix (bons,nrow=1)

Obtencao da matriz Expoente com dimensao [100000x517]:
—-Alphaordenado x Taui

Obtencao da matriz Parcelaa com dimensao [100000x517:
el*exp(—alphaxTaui) :

Para multiplicarmos cada linha da coluna de 100.000
linhas da matriz el pelas 51 colunas da matriz

exp (Expoente), necessitaremos usar o seguinte
algoritmo, ja& que as matrizes ndo sdo de dimensdes
compativeis para a multiplicagcao de uma matriz coluna
[100000x1] por uma de [100000x517.

xpexpoente<-exp (Expoente)
=1

Parcelaa<-el*Expexpoente[, 1]
while (i<51) {

}

Parcelaam<-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

# write (Parcelaa, "Parcelaa.txt")

Parcelaa<-scan ("Parcelaa.txt")
f======================================================
# Obtencao da matriz Parcelab com dimensdao [100000x51]:
# (1-e2) (1-*exp(—alphaxTaui)) :
f======================================================
p<-l-Expexpoente

g<-1-e2

i=1

Parcelab<-g*p[, 1]
while (i<51) {
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Parcelabm<-g*p [, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

}

# write (Parcelab, "Parcelab.txt")
Parcelab<—-scan ("Parcelab.txt")

# Obtencdo da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write(Fatorf, "Fatorf.txt")
Fatorf<-scan("Fatorf.txt")
rm(Parcelaa)

rm(Parcelab)

# Obtencdo da matriz A com dimensao [100000x51]:
# Fatorf~Si:

i=1

A<—(Fatorf[,1]1)"(Si[,1])

while (1<51) {
Am<— (Fatorf[,i+1]1)"(Si[,i+1])
A<-cbind (A, Am)
i=i+1

}

# write (A, "A.txt")
A<-scan ("A.txt")
rm(Fatorf)

rm (Am)

# Obtencdo da matriz Parcelac com dimensao [100000x517:
# e2(l-exp(—alphaxTaui)):

p<-l-Expexpoente

i=1

Parcelac<-e2*p[, 1]
while (i<51) {
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Parcelacm<—-e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write (Parcelac, "Parcelac.txt")
Parcelac<—-scan ("Parcelac.txt")

# Obtencdo da matriz Parcelad com dimensao [100000x517:
# (1l-el)*(l-exp(—alphaxTaui)):

Parcelad<-(1l-el) *exp (Expoente)

r<-1l-el

i=1

Parcelad<-r*Expexpoente [, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad,Parceladm)
i=i+1

}

# write (Parcelad, "Parcelad.txt")
Parcelad<—-scan ("Parcelad.txt")

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1l-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write (Fatorg, "Fatorg.txt")
Fatorg<-scan ("Fatorg.txt")
rm(Parcelac)

rm(Parcelad)

# Obtencdo da matriz B com dimensao [100000x51]:
# Fatorg” (Ni-Si):

i=1
B<-(Fatorg[,1])"(Bons[,1])
while (i<51) {
Bm<—- (Fatorg[,i+1]) " (Bons[,i+1])
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B<—cbind (B, Bm)
i=i+1

}

# write (B, "B.txt")
B<—scan("B.txt")
rm(Fatorqg)

rm(Bm)

# Obtencao da matriz AB (multiplicagao das colunas de A
# pelas colunas respectivas de B)com dimensdo [100000x1]:

# Obtencdo da matriz MCAB (multiplicacdo das colunas de AB)
# com dimensdo [100000x1]:

i=1

MCAB<-AB[,i]*AB[,i+1]

while (1<50) {
MCAB<-MCAB*AB[, 1+2]
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)
L51legele2<-MCAB

# write(L5legele2, "L5legele2.txt")
L5legele2<—matrix(scan("L5legele2.txt"),ncol=1}

#
# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI GAMA (16;800), FUNGCAO DE REFERENDIA GAMA (16;800) :

alphaordenado<-scan ("Alphaordenado.txt")
Alphaordenado<—-matrix (alphaordenado,ncol=1)

# priori<-dgamma (Alphaordenado, shape=16,scale=1/800)

# veropri<-L5legele2*priori
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# Kposteriori<-veropri
# hist (Alphaordenado)

L5legele2<-matrix (L5legele2, nrow=100000,ncol=1)
Alphaveroele2<-cbind (Alphaordenado, L51legele?)

alphaposele2<—numeric (5000)
b<—numeric (100000)
g<-numeric(100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-L5legele?2
g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1

while (i<100001) {
1i[i]<-1i[i-11+g[i]
i<-i+1

}

1s[1]<=qgl1l]

Jj<=j+1

while (3j<100001) {
Is[jl<-1s[j-11+ql]]
j<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulk]l<ls[1l]]||ulk]>1i[1l] & ulk]l>1s[1l])
t[kl<-b[1l]

}

}

T<-matrix (t,ncol=1)
write(T,"T.txt")

i=1

Alphaposele2<-matrix (alphaposele2,ncol=2)

while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
Alphaverom<—-Alphaveroele2[Alphaveroele2[,2]==t1, ]
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Alphaverom<-matrix (Alphaverom,ncol=2)
Alphaposele2<-rbind (Alphaposele2, Alphaverom)
i=i+1

}

write (Alphaveroele2, "Alphaveroele2.txt")
write (Alphaposele2, "Alphaposele2.txt")

plot (Alphaposele2[,1],Alphaposele2[,2])

hist (Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-Alphaposele2[, 1]
x<-x[5000:9999]
y<—-Alphaposele2[, 2]
y<-y[5000:9999]

Alphaveropos<-cbind (x,Vy)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-2z1
Templ<-matrix (AVpos|[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ [i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ [, 1]==Templ[i, 1], ]
TempS5<—-matrix (Temp5,ncol=2)
Temp6<-sum(Temp5[, 2])
Temp7<-matrix (c (Templ[i, 1], Temp6),ncol=2)
z1l<-rbind(z1l, Tempb)
z2<-rbind(z2, Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4
}
z<—-z2[2:1length(z2[,1]),]
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x<-z[,1]
y<-z[,2]
Alphaveropos<-z

mean (x)

[1] 0.02914314
sd (x)

[1] 0.003841148

summary (x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01950 0.02634 0.02870 0.02914 0.03135 0.04381

Fig. 5.1:
hist(x,100,main=" ", sub="51 semanas de
Observacao", xlab="Valores de Alpha ‘a

posteriori’",ylab="Freqiéncia")
curve (dnorm(x,mean=0.02914314,sd=0.003841148)*0.11,0.012,0.045
, add=TRUE, col="red")

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L51legele?2)
parampos<—-numeric (5000)
Parampos<-matrix (parampos, ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[,4]==t1, ]
Paramverom<—-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
e ——
# Histograma dos erros "a posteriori”:
e ——

dim (Parampos)
[1] 6249 4
x1<-Parampos[1250:6249, ]
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Fig. 5.2:

hist(x1[,2],50,main=" ",sub="51 semanas de
Observagao",xlab="Valores dos erros tipo 1 ‘a
posteriori’",ylab="Freqgiéncia")

Fig. 5.3:

hist(x1[,3],50,main=" ",sub="51 semanas de
Observagao",xlab="Valores dos erros tipo 2 ‘a

posteriori’",ylab="Freqiéncia")

#

# Comparacao das fungdes "a priori" e "a posteriori". A

# fim de que as duas curvas tenham valores de ordenadas

# similares, que nos permitam sua adequada visualizacgao,

# multiplicamos as ordenadas da distribuicdo "a posteriori"
# por 10 elevado a poténcia de 91, 3.

#

mean(x1[,1])

[1] 0.02726442
sd(x1[,1])

[1] 0.004076979
mean (x1[,2])

[1] 0.004983087
sd(x1[,2])

[1] 0.002912145
mean (x1[,3])

[1] 0.005034056
sd(x1[,3])

[1] 0.002870217
mean(x1[,4])

[1] 1.735677e-90
sd(x1[,4])

[1] 1.054689e-90

#z<-dgamma (Alphaordenado, shape=16, scale=1/800)

Fig. 5.4a:

plot (Alphaordenado,L5legele?2,
xlab="Valores de Alpha",
ylab="Veros. Marginal ‘a priori’")

Fig. 5.4b:

plot(z[,1],z[,2],

xlab="Valores de Alpha",

ylab="Veros. Marginal 'a posteriori'")
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# A matriz Parampos de dimensdo [6249x4] relne em suas colunas
0s seguites valores:

# Na coluna 1: Valores de Alpha “a posteriori”, ordenados em
ordem crescente.

# Na coluna 2: Valores dos erros tipo 1 ‘a posteriori’,
correspondentes aos valores de alpha

# da coluna 1, devido a forma como foili obtida a
verossimilhanga para cada trio de valores de

# alpha,erro 1 e erro 2.

# Na coluna 3: Idem para os erros tipo 2.

# Na coluna 4: Valores de verossimilhanga “a posteriori”,
correspondentes a cada

# trio de valores de cada linha das primeiras trés colunas.

# Iremos considerar as fracdes de falhas nas amostras
utilizadas de forma andloga ao que foi

# feito antes de incorporarmos os erros. Usaremos as fracgdes
de falha: 0,1%, 1%, 10%, 25%,

# 50%e 75% do total das amostras para determinar em quantas
semanas, tal fracdao de falhas

# ocorre.

Al<-matrix(rep 001, length (Alphaveropos([,1])),ncol=1)
A2<-matrix(rep 01, length (Alphaveropos([,1])),ncol=1)
) ,ncol=1)

Ad<-matrix(rep 287682, length (Alphaveropos[,1])),ncol=1)
AS<-matrix(rep 6931471, length (Alphaveropos([,1])),ncol=1)
A6<-matrix(rep(1.3862944, length (Alphaveropos[,1])),ncol=1)
Tempoporcentageml<—-Al/Alphaveropos|[,1]
Tempoporcentagem2<—-A2/Alphaveropos|[, 1]
Tempoporcentagem3<—-A3/Alphaveropos|[, 1]
Tempoporcentagem4<—-A4/Alphaveropos |, 1]
Tempoporcentagem5<—-A5/Alphaveropos [, 1]
Tempoporcentagem6<—-A6/Alphaveropos|[, 1]
Tempoporcentagem<—cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

( (0.

( (0.
A3<-matrix(rep (0.1, length (Alphaveropos[,1])

( (0.

( (0.

Tempoporcentagemd4, Tempoporcentagemb, Tempoporcentagemb)
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# Graficos:

z<-z2[2:1length(z2[,1]),]
x<—-z[,1]

y<—Z[,2]

Alphaveropos<-z

# 1)
x<-Tempoporcentageml
mean (x)

[1] 0.03488763

sd (x)

[1] 0.004448811
y<-Tempoporcentagem?
mean (y)

[1] 0.3488763

sd (y)

[1] 0.04448811
v<-Tempoporcentagem3
mean (v)

[1] 3.488763

sd (v)

[1] 0.4448811
w<-Tempoporcentagemb
mean (w)

[1] 24.18226

sd (w)

[1] 3.08368

Fig. 5.5:

par (mfrow=c (2,2))

hist (Tempoporcentagem[,1],50,

main=" " ,

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.03488763,sd=0.004448811)*0.25,0.02,0.05,
add=TRUE, col="red")

hist (Tempoporcentagem([, 2], 50,

main=" ", sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

curve (dnorm(x, mean=0.3488763,sd=0.044488111)*2,0.20,0.50,
add=TRUE, col="red")

hist (Tempoporcentagem[,3],50, main=" ",
sub="Percentil de Falhas: 10%",
xlab="Tempos de Falha em Semanas",
ylab="Freqiiéncia")
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curve (dnorm(x,mean=3.488763,sd=0.4448811)*22,2.0,5.0, add=TRUE,
col="red")

hist (Tempoporcentagem[,5],50,main=" ",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=24.18226,sd=3.08368) *200,10.0,35.0,
add=TRUE,

col="red")

par (mfrow=c(1,1))

summary (x)
quantile(x,c(0.025,0.975))
summary (y)
quantile(y,c(0.025,0.975))
summary (v)
quantile(v,c(0.025,0.975))
summary (w)
quantile(w,c(0.025,0.975))

summary (x)

V1
Min. :0.02282
1st Qu.:0.03190
Median :0.03484
Mean :0.03489
3rd Qu.:0.03797
Max. :0.05129
quantile(x,c(0.025,0.975))
2.5% 97.5%

0.02605840 0.04352348
summary (y)

V1

Min. :0.2282

1st Qu.:0.3190

Median :0.3484

Mean :0.3489

3rd Qu.:0.3797

Max. :0.5129
quantile(y,c(0.025,0.975))

2.5% 97.5%

0.2605840 0.4352348
summary (v)

V1
Min. 12.282
Ist Qu.:3.190
Median :3.484
Mean :3.489
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3rd Qu.:3.797
Max. :5.129
quantile(v,c(0.025,0.975))

2.5%

97

.5%

2.605840 4.352348

summary (w)

V1
Min. :15.
l1st Qu.:22
Median :24.
Mean 124,
3rd Qu.:26
Max. :35.

82

.11

15
18

.32

55

quantile (w, c (0

2.5%

97

.025,0.975))
.5%

18.06230 30.16817

ANEXO D
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori” Gama(16;800)

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EM 51 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINAIS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO COM DISTRIBUICAO “A PRIORI” CONJUNTA
GAMA(16;800) COM ERROS UNIFORMES LIMITADOS A 5% DAS
AVALIACOES.

Conforme (5.5):

Si N;i=S;

[ p1y)=TT{e esploom )« 0= Ji—expboan ) {esli=exploo )]+ 0=e )exrl-as,)

a b c d
f g

A B

onde temos os seguintes parametro bayesianos (serdo tratados como distribui¢des de valores):

o ~ Gama(16;800)

e, ~ U(0:0,05)

e, ~U(0;0,05)
S
# Construcdao de uma matriz [100.000x3] onde a primeira coluna
# serdo valores de alpha jad amostrados nas simulacdes

# anteriores e as colunas 1 e 2 serao respectivamente erros

# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):
R ———

#alphaordenado<-matrix (scan ("alphaordenado.txt"),ncol=1)
#Alphaordenado<-matrix (alphaordenado, ncol=1)

el<-runif (100000, min=0,max=0.05)
el<-matrix(el,ncol=1)

write(el, "Erros tipol - até 5%.txt")
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x<—el
mean (x)
sd (x)

e2<-runif (100000, min=0,max=0.05)
e2<-matrix(e2,ncol=1)

write(e2, "Erros tipo2 - até 5%.txt")

x<—e2

mean (x)

sd(x)

el<-matrix(scan("Erros tipol - até 5%.txt"),ncol=1)
e2<-matrix(scan("Erros tipo2 - até 5%.txt"),ncol=1)

Param<-cbind (Alphaordenado,el,e2)
write (Param, "Parametros erprigexpconj erros 5%.txt")
Param<-scan ("Parametros erprigexpconj erros 5%.txt")

R ———
# Procedimentos para calcular Posteriori a partir de uma

# distribuicao "a priori" Gama(16;800) e uma amostra de

# 100000 valores de alpha observadas por 51 semanas e uma

# distribuicao de referéncia idéntica, com imcorporacao de

# erros de classificacdo via SIR:
R ———
S O S —

# Obtencdo dos dados de falhas do arquivo de Avaliagdes

# Semanais das amostras em 51 semanas:
N ———

avalsem<-read.table ("Aval Semanais.txt",header=TRUE)
Si<-avalsem$Si

Ni<-7

bons<-Ni-Si

taui<-1:51

Tauli<-matrix(taui,nrow=1)

# CODIGO COMPLETO PARA A VEROSSIMILHANCA COM PRIORI
# GAMA(16;800), FUNGAO DE REFERENDIA GAMA (16;800) :
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# Extracdo das informag¢des dos itens bons e ruins da
# tabela de avaliacdes:

Si<—-avalsem$Si
Si<-matrix (Si,nrow=1)

Ni<-7
bons<-Ni-Si
Bons<—-matrix (bons, nrow=1)

# Obtencao da matriz Expoente com dimensao [100000x51]:
# —Alphaordenado x Taui

o

Expoente<——Alphaordenado%*%Taui

# Obtencdo da matriz Parcelaa com dimensao [100000x517:
# el*exp(—alphaxTaui) :
#

# Para multiplicarmos cada linha da coluna de 100.000
# linhas da matriz el pelas 51 colunas da matriz
# exp (Expoente), necessitaremos usar o seguinte
# algoritmo, ja que as matrizes ndo sdo de dimensdes
# compativeis para a multiplicacdo de uma matriz coluna
# [100000x1] por uma de [100000x51].
Expexpoente<—-exp (Expoente)
i=1
Parcelaa<-el*Expexpoente[, 1]
while (1<51) {
Parcelaam<—-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

}

write (Parcelaa, "Parcelaa erros 5%.txt")
# Parcelaa<-scan("Parcelaa erros 5%.txt")

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(-alphaxTaui)) :
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p<-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (1<51) {
Parcelabm<-g*p [, i+1]
Parcelab<-cbind (Parcelab,Parcelabm)
i=i+1

}

write (Parcelab, "Parcelab erros 5%.txt")
# Parcelab<-scan("Parcelab erros 5%.txt")

# Obtencadao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab
Fatorf<—-matrix (Fatorf, ncol=51)

write (Fatorf, "Fatorf erros 5%.txt")

# Fatorf<-scan("Fatorf erros 5%.txt")
rm(Parcelaa)

rm(Parcelab)

# Obtencadao da matriz A com dimensao [100000x517:
# Fatorf~Si:

i=1

A<—(Fatorf[,1]1)"(Si[,1])

while (1<51) {
Am<— (Fatorf[,i+1]1)"(Si[,i+1])
A<-cbind (A, Am)
i=i+1

}

write (A, "A erros 5%.txt")

# A<-scan("A erros 5%.txt")

rm(Fatorf)
rm (Am)

# Obtencao da matriz Parcelac com dimensdao [100000x51]:
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# e2(l-exp(—alphaxTaui)):

p<-l-Expexpoente

i=1

Parcelac<-e2*p[, 1]

while (1<51) {
Parcelacm<-e2*p[,1i+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

write (Parcelac, "Parcelac erros 5%.txt")
# Parcelac<-scan("Parcelac erros 5%.txt")

# Obtencadao da matriz Parcelad com dimensao [100000x51]:
# (1l-el)*(l-exp(—alphaxTaui)):

r<-1l-el

i=1

Parcelad<-r*Expexpoente [, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad,Parceladm)
i=i+1

}

write (Parcelad, "Parcelad erros 5%.txt")
# Parcelad<-scan("Parcelad erros 5%.txt")

# Obtencadao da matriz Fatorg com dimensdao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1l-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad
write (Fatorg, "Fatorg erros 5%.txt")
# Fatorg<-scan("Fatorg erros 5%.txt")

rm(Parcelac)
rm(Parcelad)

# Obtencdao da matriz B com dimensao [100000x517:
# Fatorg” (Ni-Si):
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i=1

B<-(Fatorg[,1])"(Bons[,1])

while (1<51) {
Bm<- (Fatorgl[,i+1])"(Bons[,1i+1])
B<—cbind (B, Bm)
i=i+1

}

write (B, "B erros 5%.txt")

# B<-scan ("B erros 5%.txt")
rm(Fatorg)

rm (Bm)

# Obtencdo da matriz AB (multiplicagdo das colunas de A
# pelas colunas respectivas de B)com dimensdo [100000x1]:

# Obtencdo da matriz MCAB (multiplicacdo das colunas de AB)
# com dimensdo [100000x1]:

i=1

MCAB<-AB[,i]*AB[,1+1]

while (1<50) {
MCAB<-MCAB*AB[, 1+2]
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)
L5legele2<-MCAB

write(L5legele2,"L5legele?2 erros 5%.txt")

# L5legele2<—-matrix(scan("L5legele?2 erros 5%.txt"),ncol=1}
S S Sy S ———

# Graficos dos resultados obtidos:
S S Sy S ———

Lalphabl<—-matrix (scan ("LALPHA51.txt"),ncol=1)

Fig. 5.12:
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plot (Alphaordenado,L5legele2, main=" ",

sub="Priori GAMA (16;800)",xlab="Valores de Alpha 'a priori'",
ylab="Verossimilhangca Marginal de L(alpha,el,e2|Ni, Si) em
relagao a Alpha")

f======================================================
# cODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI GAMA(16;800), FUNCAO DE REFERENDIA GAMA (16;800) :
fommmmm—m—mmmm— e e e e e e e
# alphaordenado<-scan ("Alphaordenado.txt")

# Alphaordenado<-matrix (alphaordenado,ncol=1)

# priori<-dgamma (Alphaordenado, shape=16,scale=1/800)
# veropri<-L5legele2*priori

# Kposteriori<-veropri

# hist (Alphaordenado)

L5legele2<-matrix (L5legele2, nrow=100000,ncol=1)
Alphaveroele2<-cbind (Alphaordenado, L51legele?)

alphaposele2<—numeric (5000)
b<-numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<-L5legele?2
g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1

while (1i<100001) {
1i[1]<-1i[i-1]+gli]
i<-i+1

}

Is[1]<-qgql1]

j<=j+1

while (3j<100001) {
1s[jl<-1s[j-1]1+g9l7]
j<=j+1
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}

for (k in 1:5000) {

for (1 in 1:100000) {

if (ulk]>1i[1l] & ulkl<ls[1l]||ulk]>1i[1l] & ulk]l>1ls[1l])
t[k]l<-b[1l]

}

}

T<-matrix (t,ncol=1)
write(T,"T erros 5%.txt")

i=1

Alphaposele2<—matrix (alphaposele2,ncol=2)

while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
Alphaverom<—-Alphaveroele2[Alphaveroele2[,2]==t1, ]
Alphaverom<—-matrix (Alphaverom,ncol=2)
Alphaposele2<-rbind (Alphaposele2, Alphaverom)
i=i+1

}

write (Alphaveroele2, "Alphaveroele2 erros 5%.txt")
write (Alphaposele2, "Alphaposele?2 erros 5%.txt")

hist (Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-Alphaposele2[, 1]
y<-Alphaposele2[, 2]

Alphaveropos<—cbind (x,V)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-2z1
Templ<-matrix (AVpos|[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ[i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,11])
while (Temp4>1) {
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Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<—-matrix (Temp5,ncol=2)
Temp6<—sum(Temp5[,2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(z1l, Tempb)
z2<-rbind(z2, Temp7)
Temp4=0
}
Temp4d<-sum (Temp3[,1])
i=i+Temp4
}
z<-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L5legele?2)
parampos<-numeric (5000)
Parampos<-matrix (parampos,ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[, 4]==t1, ]
Paramverom<—-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
I ——————————————————————————————
# Graficos dos resultados obtidos:
e ——
mean (x)

[1] 0.02778042

sd (x)
[1] 0.004223484

Fig. 5.13:
hist(x,20,main=" ",
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sub="Priori: Gama(16;800) - Erros uniformes limitados a 5%",
xlab="Valores de Alpha 'a posteriori'",

ylab="Freqiiéncia")

curve (dnorm(x,mean=0.02778042,sd=0.004223484)*0.33,0.01,0.05,a
dd=TRUE, col="red")

# Determinacgao dos Percentis "a posteriori":

Iremos considerar as fracdes de falhas nas amostras
utilizadas de forma andloga ao que foi feito antes
de incorporarmos os erros. Usaremos as fracdes de
falha: 0,1%, 1%, 10%, e 50% e do total das amostras
para determinar em quantas semanas, tal fracao de
falhas ocorre.

HE oS o 3 % 3

Al<-matrix(rep(0.001, length (Alphaveropos([,1])),ncol=1)
A2<-matrix(rep(0.01, length(Alphaveropos[,1])),ncol=1)
A3<-matrix(rep(0.1, length (Alphaveropos|[,1])),ncol=1)

# Ad<-matrix(rep(0.287682,length (Alphaveropos([,1])),ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaveropos[,1])),ncol=1)

# A6<-matrix(rep(1.3862944,length (Alphaveropos([,1])),ncol=1)
Tempoporcentageml<—-Al/Alphaveropos|[, 1]
Tempoporcentagem2<—-A2/Alphaveropos|[, 1]
Tempoporcentagem3<—-A3/Alphaveropos [, 1]

# Tempoporcentagemi4<-A4/Alphaveropos|[,1]
Tempoporcentagem5<—-A5/Alphaveropos [, 1]

# Tempoporcentagemb6<—-A6/Alphaveropos|[,1]
Tempoporcentagem<-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

Tempoporcentagemb)

ESSSS—S———————————————————————————
# Graficos:

P ————————.
z<—-z2[2:1length(z2[,1]),]

x<—-z[,1]

y<-z[,2]

Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb
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# 1)

mean (x)

# [1] 0.03676916
sd (x)

# [1] 0.0052111406
mean (y)

# [1] 0.3676916
sd (y)

# [1] 0.05211146
mean (v)

# [1] 3.676916

sd (v)

# [1] 0.5211146
mean (w)

# [1] 25.48644

sd (w)

# [1] 3.612091
Fig. 5.14:

par (mfrow=c (2,2))
hist (Tempoporcentagem[,1],50, main=" ",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.03676916,sd=0.005211146)*0.18,0.020,0.050
, add=TRUE,

col="red")

hist (Tempoporcentagem[,2],50, main=" ",

sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm (x,mean=0.3676916,sd=0.05211146)*1.8,0.20,0.50, add=
TRUE,

col="red")

hist (Tempoporcentagem[,3],50, main=" ",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=3.676916,sd=0.5211146)*18,2.0,5.0, add=TRUE,
col="red")

hist (Tempoporcentagem[,4],50, main=" ",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=25.48644,sd=3.61209)*180,15.0,40.0, add=TRUE
col="red")

par (mfrow=c(1l,1))
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summary (x)

Min. :0.
Ist Qu.:0.
Median :0.
Mean :0.
3rd Qu.:0.
Max. :0.

quantile(x,c(0.025,0.975))

2.5%

0.02572046 0.04640604

summary (y)

Min. :0.
1st Qu.:0.
Median :0.
Mean : 0.
3rd Qu.:0.
Max. :0.

quantile(y,c(0.025,0.975))

2.5% 97

0.2572046 0.4640604

summary (v)
Min. 2
Ist Qu.:3

Median :3.

3
4
5

Mean
3rd Qu.:
Max. :

quantile(v,c(0.025,0.975))

2.5% 97.

2.572046 4.640604

summary (w)

Min. : 16
1st Qu.:23
Median :25.
Mean :25.
3rd Qu.:28
Max. :36

quantile(w,c(0.025,0.975))

2.5% 97.

17.82806 32.16621

02366
03373
03678
03677
04041
05285

97.5%

2366
3373
3678
3677
4041
5285

.5%

366
373
678
677
041
285

5%

.40
.38
50
49
.01
.63

5%

ANEXOE
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m<-Alphaposele2[2500:7499,1:2]
dim(m)
Alphaposele2<-m

x<-Alphaposele2 [, 1]
y<-Alphaposele2[, 2]

mean (x)
sd (x)
summary (x)

hist (x,100,main="Histograma de Alpha ‘a
posteriori’", sub="Incorporados Erros até 5% das

Avaliacgdes",xlab="Valores de Alpha 'a
posteriori'",ylab="Freqiéncia")

curve (dnorm(x,mean=0.0262087,sd=0.004037432)*2.7,0.012,0.045, a
dd=TRUE, col="red")

# GRAFICO AQUI

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1

Param<-matrix (Param,ncol=3)

Paramvero<-cbind (Param, L5legele?2)

parampos<—-numeric (0)

Parampos<-—-matrix (parampos, ncol=4)

while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[,4]==t1, ]
Paramverom<-matrix (paramverom, ncol=4)
Parampos<-rbind (Parampos, Paramverom)
i=i+1

x<-Parampos [
y<-Parampos|[,
z<-Parampos [
v<—-Parampos [

4
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mean

d(x

mean

d(y

mean

d(z

mean

d(v

V)

vAvAv,_\vA

hist(y,50,main="Histograma de el ‘a
posteriori’", sub="Incorporados erros até

5%",xlab="Valores de el ‘a posteriori’",ylab="Freqgiéncia")
summary (y)

hist(z,50,main="Histograma de e2 ‘a posteriori’",
sub="51 semanas de observacao",
xlab="Incorporados erros até 5%",ylab="Freqiéncia")

summary (z)

vl<-dgamma (Alphaordenado, shape=16, scale=1/800)
plot (Alphaordenado,vl, xlab="Valores de Alpha",ylab="Valores da
Gama (16;800) ‘a priori’ e da

Veros. Marginal ‘a posteriori’",col="red")
lines (x,v*10791.2, sub="Distribui¢cdao Marginal de Alpha com
Incorporacgcao de Erros até

5%",col="blue")
title (main="Comparacao de Valores
posteriori’de Alpha", sub="Valores da

4

a priori’ e

Verossimilhanca ‘a posteriori’ incorporando erros até 5%")

# Obtivemos os seguintes graficos da Verossimilhangca Marginal
em relacao a alpha, erros tipo

# 1 e erros tipo 2:

plot (Parampos|[,1],Parampos|[,4],main="Verossimlhanca Marginal
‘a posteriori’ em relacao a Alpha",
sub="Incorporados erros até 5%",xlab= "Valores de Alpha ‘a

posteriori’ ",
ylab="Verossimilhan¢a Marginal em relagdo a Alpha")
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plot (Parampos|[, 2],Parampos|[,4],main="Variacao da
Verossimilhangca com o Erro tipo 1",sub="Incorporados erros até
5%",xlab="Erro tipo 1",ylab="Verossimilhanca Marginal em
relacao a el ‘a posteriori’")

plot (Parampos [, 3],Parampos|[,4],main="Variacao da
Verossimilhanga com o Erro tipo 2",

sub="Incorporados erros até 5%",

xlab="Erro tipo 2",ylab="Verossimilhanca ‘a posteriori’")

plot (Parampos|[,1],Parampos|[,3],main="Variacao do Erro tipo 1
com Alpha",

sub="Incorporados erros até 5%",xlab="Valores de Alpha",
ylab="Erro tipo 1")

plot (Parampos [, 2],Parampos[,1],main="Variacdo de alpha com o
Erro tipo 1",

sub="Incoporados erros até 5%",xlab="Valores do Erro tipo
1",ylab="Valores de Alpha")

# Determinacgcdao dos Percentis “a posteriori”:

Al<-matrix (rep 001, length (Parampos[,1])),ncol=1)
A2<-matrix(rep 01, length (Parampos[,1])),ncol=1)
) ,ncol=1)

Ad<-matrix (rep 287682, length (Parampos([,1])),ncol=1)
AS<-matrix(rep 6931471, length (Parampos[,1])),ncol=1)
Ab<—matrix(rep(1.3862944, length (Parampos[,1])),ncol=1)
Tempoporcentageml<—-Al/Parampos|[, 1]
Tempoporcentagem2<-A2/Parampos [, 1
Tempoporcentagem3<-A3/Parampos [, 1
Tempoporcentagem4<-A4/Parampos [, 1
Tempoporcentagemb<—-A5/Parampos [, 1
Tempoporcentagemb6<—-A6/Parampos|[, 1]

Tempoporcentagem<-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

( (0.

( (0.
A3<-matrix(rep(0.1, length (Parampos|[,1])

( (0.

( (0.
]
]
]
]

Tempoporcentagemd4, Tempoporcentagemb, Tempoporcentagemb)
# Graficos:

x<-Tempoporcentageml

mean (x)

sd (x)

x<-Tempoporcentageml
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hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”,sub="Tempo de

Falha para ©0,1% das Amostras",xlab="Tempos de
Semanas", ylab="Freqiiéncia")

curve (dnorm (x,mean=,sd=)*5,0.02,0.06, add=TRUE)
summary (x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem?

mean (x)

sd (x)

hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”, sub="Tempo de

Falha para 1% das Amostras",xlab="Tempos de
Semanas", ylab="Freqiiéncia")

curve (dnorm(x,mean=, sd=)*50,0.2, 0.6, add=TRUE)
summary (x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagem3

mean (x)

sd (x)

hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”, sub="Tempo de

Falha ©para 10% das Amostras",xlab="Tempos de
Semanas", ylab="Freqgliiéncia")

curve (dnorm (x,mean=, sd=) *500,2.0, 6.0, add=TRUE)
summary (x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagemé

mean (x)

sd (x)

hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”, sub="Tempo de

162

FErros

Falha

Erros

Falha

Erros

Falha

Erros

de

em

de

em

de

em

de



ANEXOE

Falha para 25% das Amostras",xlab="Tempos de
Semanas", ylab="Freqiiéncia")

curve (dnorm (x,mean=, sd=)*1000,5.0,16.0, add=TRUE)
summary (x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagemb

mean (x)

sd (x)

hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”, sub="Tempo de

Falha para 50% das Amostras",xlab="Tempos de
Semanas", ylab="Freqgliéncia")

curve (dnorm (x, mean=, sd=) *2500,14.0, 40.0, add=TRUE)
summary (x)

quantile(x,c(0.025,0.975))

x<-Tempoporcentagemb

mean (x)

sd (x)

hist (x,50,main="Tempos de Falha Incorporando
Classificacao até 5%”,sub="Tempo de

Falha ©para 75% das Amostras",xlab="Tempos de
Semanas", ylab="Freqgliiéncia")
curve (dnorm (x, mean=, sd=) *5000,20.0, 80.0, add=TRUE)

summary (x)

quantile(x,c(0.025,0.975))
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ANEXOF

INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori”’ de Jeffreys

AMOSTRA COM 100.000 VALORES DE ALPHA E AVALIACAO EM 51 SEMANAS:

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINAIS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO DISTRIBUICAO “A PRIORI” CONJUNTA DE
JEFFREYS COM ERROS UNIFORMES LIMITADOS A 10% DAS AVALIACOES.

Outra forma de obtermos a distribuicdo “a priori” conjunta (5.14) quando ha
independéncia entre os valores de o, e, e e, (Berger, 1985 e Box & Tiao, 1973) é:

(e e, e,) o< \[I(a)Ie, J|I(e, ) (5.15)

em que I(a),7 (61) e [ (ez) sdo aa matrizes de informacdo esperada de Fisher,
respectivamente em relacdo a cada um dos trés parametros o, e, € e,, cCOmo segue::

82
I(0) =-E, {ﬁ log(f(X la,e,e,)l oe, ez)} (5.16)
d’e,
I(e,)=-E, ylog(f(xIoc,el,ez)loc,el,ez) (5.17)
1
d’e,
Ie,)=-E, o log(f(X lone.e,)lae,e,) (5.18)
2

Calculemos, primeiramente, as derivadas segundas de o, e, e e, relativas a
logverossimilhanga, como indicado acima:

Conforme visto em (5.6):
flxlo,e.e,)=L(o,e,e, IN,,S, )=

=] e expl o )+ - Ji—explan I} fe i —enple e 1+ - Jexp-an )
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Entdo a logverossimilhanca sera:

log[f (x1ate,,e,)]=

~tog [Tt exp-ox )+ (1= - expl-m ) sl -exp-ox 1= enpl-om ) |-

k

= ; log({el exp(—at, )+ (1—e, [l —exp(- oz, )]}’ {e,[1 —exp(-= at, )]+ (1 - ¢, Jexp(- at, )} ™ )=

k

- Z (log{el eXp(— o )+ (1 —& )[1 - exp(— T, )]}Si + log{ez [1 - exp(— aT; )] + (1 - )exp(— aT; )}Ni_Si )
log[f (x1 o, el, e2)]= Zk: (log{e exp(-oat,)+(1—e, Jl —exp(—az, )]} +logle, [1—exp(-ar, )]+ (1-e¢, Jexp(—ar, )}* ):

—ZS log{e1 exp(— oc’c) I-e, [1 exp(— at, ]}+z N, =S, log{62[1 exp(— at, ]+1 e )exp( T, )}
é. 19)

Tomando as derivadas parciais, sucessivamente, em relacdo a o, el e e2, teremos:

2 loel(x10e,.¢,)) aa(zs logle, expl-ot, )+ (1_62)[1_exp(_mi)]}]+

k k
+a(z N, =S, log{ez[l exp(— art, ]+1 e, Jexp(— art, ) Zai log{e1 exp(— oc’c) I-e, [1 exp(— at, ]}+
o 1 1 o

k 7(1{61 exp(—O(‘Ci)+ l-e, [l—exp(—(X‘Ci)]}

k a a
+;a—(N S)log{ez[l exp art, ]+1 e)exp( ot )} ;Si 5 exp(—(x*ti)+(1—ez)[1—exp(—oc’ci)] +

7{62 [1_exp(_0ﬁi ]+ l-e, )exp(— ot )}

: YL
P2 WS e an (e Jexpla,)

Entao:

: {e exp(- o, )+(1—e, J1—exp(- oz, I}

0
a(log[f(xla,el e2)]) Z e, exp(—at, )+ (1—e, JI—exp(—ar, )]

e i-expl-ac, ]+ (- Jexpl-0,)}

& _ oo _ € exp(— O“i)(_ri)"'(l_ez )[_ exp(— G’Ti)(_ T )]
+Z(N' S i explam, 1+ (1) Jexpl- OW) ST, CXP( e )+(-e i—explaz)]
+Zk:(N 5 )ez[—exp(—ocrl.)( T )]+ (1—e¢, )exp(-oz,) Zk:S (1= ez)[exp —ot.)]-1.e, exp(-ar, )+

e, [1-exp(-or, )]+ (1-¢, )exp(- o, ) e, exp(—or, )+ (1—e, 1 —exp(—ar, )]
+Zk:(N,~—S. ez[exp(—ou'i)(T,-)]—«:,.(1_61)exp(_m )

e [l—exp(— Oﬁi)]"'(l_el)exp(_ari)
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Logo,

1.(1-e, Jexp(-ar,)]-7.e, exp(- o)

a k
a(log[f(xloc,el e,)] ZS e, exp(—art, )+ (1—e, [ —exp(~oaz, )| ’ (5.20)

Lo oyelexplor )t )]t (1-e, Jexp(-ar, )
P S o e (1= Jexplar,)

Analogamente,

. e, {e exp( ot ) (1—e2 )[1—exp(—oc’c,.)]}

J -
a761(102%[]”()“ B e )])_ zZ:I:S ¢ exp(—oc‘t,.)+ l-e, )[1—6Xp(— O“i)] "

e, li—explaz, 4 (1-e, Jexpl-az, )}

X I ey ey B P Qi o sy
*i(’v"‘s L (;:Xl])f—l e))exp ot 25 e, expl- )ex(li(:zt)h)—exp(—m,.)]‘
Zk; e2[1 exp(— ofrxp](+1 )e)exp( art;)

Assim,

ai (oglf(xl ey e, ie xplc S;eari(;(;ﬁi—)exp(—(xr 1 iez[l exp](v octS ])fif(e )ezp( o)

(5.21)

Derivando (5.19) em relag@o ao parametro de erros tipo 2, teremos:

ai{e exp(-ar,)+(1-e, J1-exp(-az, )]}

a _k
loglrtetonet. 2= 3.8, = e e fi—er i—oxplom

. J{ez[l—exp—ow,. ]+ l—el)exp(—oc‘c,.)} . —[l—exp(—ow-)]
2N S ) e Con e Jexplon) 2 e exploom, )+ (e, fi-explox, )]
+Zk:(N,- —S.) 1—exp(—0cti)

e, [1-exp(-ar, )|+ (1-¢, )exp(-ar,)
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0 x (N, =S, J1—exp(-oz,) k s.[1- exp ar, )]

862 10g[fx|0c el 62 216‘2[1 exp(— Oc‘t ]+1 e )exp Oc‘t Ze (- ) 1- e2 [1 exp(—oc’t,.)]_

= —exp(-or W, -5)) - 5,

_iZ:I:[l p( i }{62 [1_exp(_0“i)]+(l_el)exp(_oni) € eXp(—OC‘CI-)+(1—ez )[1—6Xp(—0€‘ti)]}

d _ a —expl—or (Ni_si) _ Si

e entetoted= S -ewlean e e ea ]
(5.22)

Derivando mais uma vez as expressdes (5.19), (5.20) e (5.21) em relacdo a cada um
dos parametros o, e, € e,, teremos as seguintes derivadas segundas, que compdem a matriz
de informacdo de Fisher:

9’ i( k S Ti(l_ez)exp(_ 0“1')_11’61 exp(- Oni)j-"

Y (log[f(x lo, e e, )]) = do |\ & i e, exp(_ o, )+ (1—62 )[I—CXP(_ oT, )]

E) [i(N S )82 exp(— Owi)(Ti)_ri(l_el)exp(_(:,(:i))J

aoc e, [l —exp(—ar, )]+ (1—¢, )exp(~

2

2 (ogl (vl e ) =

z s, [e1 exp olT,; ) (1 —e, )[1 - exp(— or, )]][’c, (1 —e, )exp(— o, )(— T, )— T.€ exp(— or, )(— T, )]
(e exp(-at, )+ (1-e, 1 —exp(~ oz, )]
_ [T,» (1-e;)exp(-ar,)—te, exp(- ot ) exp(- oz, )= 7,) + (1 - e, J-exp(-ar, )= 7)]]
(e, exp(-o, )+ (1-e, )1 - exp(- oz, )]’
[6’2 [1 - exp(— o, )] + (1 —e, )exp(— o, )][ez’ci exp(— o, )(— T, )— T, (1 —e, )exp(— or, )(— T, )]
¢ (e;[1=exp(- o, )]+ (1-e, Jexp(- o))’
" zl (N, -5 _leyexp(=ar, )(t,) -7, (1 ¢ Jexp(~ o, )]le, [~ exp(~ oz, )= 7, )]+ (1 - ¢, Jexp(- T, )(~7,)]
(e[~ exp(- o, )]+ (1~ )exp(- o, )

(gl (vl aepe,)) =
Z s [e, exp(—o, )+ (1-e, 1 —exp(- oz, )7, (1—e, Jexp(- oz, )(-7,) - T,¢, exp(~az, )7, )]
(e, exp(-at; )+ (1—e, 1 -exp(-az, )]’
_[ ,(1 e;)exp(-om,)-Te, exp(-ox, e, exp(-ar, )=7,)+(1—e, Jmexp(-ox, =7 )] |
(e1 exp(— art, )+(1- e, )[1 - exp(— aT, )])2
e, [1—exp(—ar, )]+ (1—¢, )exp(—ar,) ][—r,,ze2 exp(—ocr[)+r,,2(1—e1)exp(—ocr[)]_

+ . _ ez [1 exp( ) +(1_el)exp(_ 0”:[))2
2= _Tiles exp(-or,)-(1-¢, Jexp(-az, )[,e, exp(-ar,)-(1-¢, Jexp(-7,0)(z, )]
(e, [1—exp(—az, )]+ (1-e, Jexp(-ar, )’
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(5.23)

Observemos que a equagdo acima, a fim de facilitar seu entendimento, pode ser
escrita de uma forma mais simples, desde que facamos:

a=exp(-ar,)

Entao (5.20), toma a forma:

2

2 (oglr(x10tey.e,) =

[eCH' l-e, [1 a]][‘t 1- ez) ( T; )_T[ela(_ri)]
_ZS (e a+(1 ez)[l a])
_[0 e;Ja-re,afeial=1)+(1-e, Jmal-7)I
(e a+(1 ez)[l a])
[ez[l—a]+(1—e1 )a][—1[2e2a+riz(1—el)a]
S (e,[1-al+(1-¢,)a)’
+'Z=1:(N[ Si)_‘ti[eza—(l—el)a][rieza—(l—el)a‘t[]

(e, [1-al+(1-e,)a)’

Somando as fracdes com mesmo denominador:

2

2ol (x1tey e )=

[ea+1 62[1 a]][‘c 1- e)( ’C) Tea ] [171 ez)a Tea][ea ) l1-e, [— - ]]
ZS ea+1 [1 a] ’

+2(N._S.)[92[1—a1+<1—e1)a][—rfezm,- (1- el)] ¢ [esa—(1—eJalt,ea—(1-¢,Jar,]

(ez [1_a]+ (1_61 )a)z

Colocando T; em evidéncia:

2

2 (el (r1aepe, ) -
i [ea+1 ez)[l a]]”c [ (1- ez)a+ea] [(1 ez)a ea][—ea+(1 ez)[a]]+

= (e a+(1- ez)[l a))’
: 2[62[1—(1]+(1—el)a][—eza-i-(l—el)a]—’tiz[eza—(l—el)a][eza—(l—el)a]
" (el-al+l1e )
[ea+(1 e )[1 a]][ (1-e )a+ea] [(1 e )a ea][—ea+(1 e )[a]]
(e a+(1- ez)[l al)’
)[ez[l_a]+(1 el)a][_eza+(1 e )a] [e a—(l—el)a][eza—(l—el)a]
(ez[l—a]-i-(l—el)a)z

=Zk:‘c 2
i=1

+(N, -5,
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Simplificando:

2

O (loglf (x 1 ctey.e,)) =

oo
[e a+ (l e, )[1 a]][ (l e, )a +e a] [(l e, )a e a][ ea+ (l e, )[a]]
(e a+ (l e, )[1 a]) _
[62 [1 - a]+ (1 & )a][ e,a+ (l € )a] [eza - (l —é )a][eza - (l - )a]
(e,[1-a]+(1-¢)a)’
[e a+ (l e, )[1 a]][e a-— (l e, )a] [(1 e, )a e a][(l e, )a e a]
(e a+ (1 e, )[1 a])
le, [ —al+ (1—e¢,)a](1-e,)a—e,a]-[e,a— (1-e )a]le,a—(1-¢ )]
(62 [1 - a]+ (l —€ )a)2

I
E[\ﬁ»

+(Ni _Si)

Il
1M
Kol

S}

+(Ni _Si)

Fazendo:

b=1-e,

c=1-e,

2 loelx10tere))=

+ Ni_Si)

Y {s,- e+ cli—allesa—cal~fea—e,ala=eial

[ez [1 - a]+ ba][ba - eza]— [eza —ba][eza —ba]}

i1 (ela+c[1—a])2 (ez[l—a]+ba)2
Agrupando:

2 oel (s ey, =

< [e a+c[1 a]][e a— ca]—[ca—ela]2 N 3 [62[1—a]+ba][ba—eza]—[e‘za—ba]2 _
;_;Ti {Si (e1a+c[1—a] 2 (Ni Si) (ez[l—a]+ba)2 }_
B LS 2 —a[e1a+c[1—a]](c—e) [c el]2 a[e2(1—a)+ba][b—e2]—otz[b—ez]2 _
_; i {Si (e1a+c[1—a]) N S) (ez[l—a]+ba)2 }
g mleealea=cli-all+a’fe-e ]l (b—ez)[a[ez[l—a]+ba]—a2[b—e2]]}
_; i {Si (ela+c[1—a])2 (Ni Si) (ez[l—a]+ba)2
Entdo:
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log[f xlae.e,)])=

oo’

Z": { (c— e, [a[e a+c[1 a]]+a [c el]] (Ni_S[)(b—ez)[a[ez(1—a)+ba]—a2(b—ez)]}

(e a+c[1 a]) (e2 [1—al]+ba)2

(5.24)

Analogamente, derivando (5.21) em relacdo a e, :

822 (log[f(xlae,,e,)])= J {Zk: ( iiexp(_aﬂ) Zkl: (N, S)exio( T,) }:

de, aelz T e, expl—at +(1—e2 )[1—exp(—oc’t ] ez[l exp(-ar )]+( e )exp( T, )
S —exp(-or,) —(=1)exp(-or,)
=Y1S, exp(-or, ’ —(N, -5, )exp(-or, 2
Nl ey LN e ey
Fazendo as mesmas subtittui¢des precedentes:

a=exp(-or,)
b=1-e,

c=1-e,

0’ o xla,e e k sl B (NI Sl) B
aey el eere) Z{[Wu-ez)u—a]r [ez[l—a]+(1—€1)a]2}

:Zk:{ -S.a’ B (N, -S,)a’ }

= [ela + c[l—a]]2 [e2 [1—a]+ ba]

2

;’2(10g[f(x|a,el,ez)]>=i{ =Sat (Nf‘Sf)“z} 525

e, i=1 [ela+c[1—a]]2 [e2 [1—cz]+ba]2

Da mesma forma, derivando (5.22) em relacdo a e, :

2

? 2 (log[f(x1 0, el,e2)]) =

€,

:ia[l—exp(—oc‘cl.)]{ez[l_exp( W, =5.) - i }:

_(X’Ti)]-i—(l_el )exp(—owl.) e, exp(—owl.)+(1—e2 )[l—exp(—owl.)]
S fi—explean )] el )
=2 limewl- %(N QLY T e Y g e g exp<-on,.>+<1-ez)[1-exp<-mi)1]2}

=zk:[l—exp(—om:.)}{ ~(N, =5, i-exp(-or, )] a S, [1—exp(-ar, )] }

[62 [1 - CXP(— T, )]+ (1 —€ )eXP(— T, )]2 [61 exp(— T, )+ (1 —-é )[1 - eXp(_ T, )]]2

Fazendo substitui¢des, idénticas as precedentes para os demais parimetros:
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9° oel e _ L —a _(Ni_Si)[l_a] _ Si[l_a] —
P) z(l g[f(xl ,el, 2)]) Z[l %[ez[l—a]+(1—€1)a]2 [ela+(1—ez)[1—a]]z}

e, i=1

—_k —a (Ni_Si)[l_a]+ Si[l—a]
- ;[1 %[62[1—a]+ba]2 [ela+c[1—a]]2}

0 (ool feloel eaMe S T_glt)  Wi=S) 8, 5.26
57 loslrixtanete2) =3 ]{[62[1_a]+ba]2 [ela+c[1_a]]2} 520

e, i=1

Levando agora (5.24), (5.25) e (5.26), respectivamente em (5.16), (5.17) e (5.18),
teremos os seguintes valores para as matrizes esperadas de informacgdo de Fisher, com
respeito a cada um dos pardmetros. Devemos calcular as esperangas em relagdo a varidvel X ,

que no caso é 6 nimero de amostras inadequadas para o consumo em cada semana, ou seja,
S

1

2

o a
I(a):—E{Wlog(f(X|oc,el,e2)|oc,el,e2) =

_ Lo, —(c—el)[a[ela+c[1—a]]+a2[c—61]] 3 (b—62)[a[ez[1—a]+ba]—a2[b—62]] _
= ES’|:,-Z_1:Ti {Si (ela+c[1—a])2 +(Ni Si) (ez[l—a]+ba)2 } -
__k 2 _(C_el)[a[€1a+c[1_a]]+az[c_ell] _ (b—62)[a[e2[1—a]+ba]—a2[b—e2]]
- ;Ti ES'{Si (ela+c[l—a])2 +(Ni Si) (ez[l—a]+ba)2 }
o)=— < 2 _(C_el)[a[ela+C[1_a]]+a2[c_el]]+ _ (b_ez)[a[ez[l_a]+ba]_a2[b_ez]] _
R o

—(c—eale,a+ cf1—a]l+ a*[c - e,]] (b—ez)[a[ez[l—a]+ba]_a2[b_62]]E5, (v, —S,-)}

=—;’ci2{ (ela+c[1—a])2 Es (Si)+ (e2 [1—a]+ba)2

Mas, conforme visto no Capitulo 3, o valor esperado para S, € o valor esperaodo da

varidvel dicotdmica Y; quando o produto estd inadequado do tempo T,, ou seja na semana i .

Nesse caso a varidvel ¥, assume o valor 1.

ES,.{Si}:iE(Y“)Zi(IXPr Yij :1]):Ni[l_exp(_oni)]:Ni(l_a)

Jj=1 j=1

E AN, -S.}=E AN }-E{S.}=N,-N,(1-a)=N,(1-1+a)=N,a
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Entao,

I(a)z—zk:’c,z{_(c_el)[a[ela + c[l—a]]+ a2[0—61 ]]N,(l—a)+ (b—e2 )[a[e2 [1—a]+ba]—(12[b—e2 ]] N,.a} _

i=1 (ela+c[1—a])2 1 (ez [1—a]+ba)2
__k 72 —(c—el)[a[ela+c[1—a]]+a2[c—el]] —a (b—62)[61[62[1—a]+ba]—a2[b—62]]a}
- ; i Nl{ (ela-i-c[l—a])2 (1 )+ (ez[l—a]+ba)2
Logo,

I(a)——zk:’c.zN.{_ (c—e, )[a[ela +cfl—a]l+alc—e, ]](l—a)+ (b—e, )[a[e2 [1—a]+ba]-a’[p-e, ]]a}

(ela + c[l - a])2 (ez [1 - a] + ba)2

I(el):—EX{gzi1 log(f(XIoc,el,ez)loc,el,ez)}=—ESI{Z]€:{ ~S.a° (N"_S")az H:

e, e [ela + c[l - a]]2 - [e2 [1 - a] + ba]2

k -S.a’ (N, -S.)a’
= —Z Ey =
i=1

[ela + c[l - a]]2 - [6’2 [1 - a]+ ba]2

:—i{_—azE (Si) LE&. (Ni _Si)}

Slearci-all " [e,[1-a]+bal

B k 2 1-a a
=N {[elaﬂ[l_a]]z+[ez[1_a]+ba]2}
Logo,

k ) 1-a a
ter)=2, e {[elmh—anz ' [ez[l—a]walz}
(5.28)

De (5.26):
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2
I(ez):—EX{g €22 log(f(X | Oc,el,ez)loc,el,ez)} =

€,

e [ewn il

k P (Ni_Si)
E i e B )|
ES[(Ni_Si) ES[(S") }

_ k _az (Ni_Si) i . a
=20 )ES’{[ez[l o+ bl Teardi- a]]} 2.0 {[ez[l_a]wa]z*[elaﬂ[l_a]]z
(ez)=§(1 )2{ E; (N, -5, E,(S;) } i { Na . N(-a) 2}:

[e2 [1 a]+ ba]2 [e a+ c[l a]] [e2 [1 - a]+ba]2 [ela + c[l - a]]

3 k az a 1-a
=N ){[ez[l alrbal Teardi- a]r}

Logo,

—

I(ez):iNi(l 0)2{ lca 4 }

[e a+c[1 a]] [e2 [1—a]+ba]

(5.29)

Assim, levando esses resultados em (5.15):
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n(oc,el,ez)x |I(a)||I(el)||I(e2) o<
o \/_itizNi{_(c_el )[a[ela +C[1—a]]+ az[c—el]](l

k 5 l1-a + a
JZN {[ewn-a]r [e2[1—al+balz}

(o, e,,e,)

—a)+ (b_ez )[a[€2 [1—a]+ba]—a2[b—€2]]aH %

(ela +c[l—a])2 (62 [1—a]+ba)2

k ) l-a " a
X\/;Ni (1=a) {[€1a+c[1—a]]2 [ez[l_a]+ba]2}

ZT N{ c—e, [[ea+c+ca]+a[ el]](l_a)+(b—ez)[a[ez[l—a]+ba]_az[b_ez]]a};X

(e a+ c[l a]) (e2 [1 - a] +ba)’

2

Zk:N,.(l—a)z{[ la _,__a }_

a+ci—al  [eli-al+pal || ~

2

X

g ZN{[: q= [ez[l—:]+ba]2} |

_Z":T?N.{(el—c)ac(1+2a)(1—a)+ (b—ez)eza2 a} «

(ela +c[1—a])2 (ez [l—a]+ba)2

i=1

2
X

M

J l1-a a
E N,(1-a) +
i1 l( ) {[e1a+c—ac]2 [e2 —e2a+ba]2}

l-a a
N,a’ +
l {[ela+c—ac]2 [6‘2 —eza+ba]2}
1

n(a,el,ez)“{—iﬁzl\/i{(a —c)ac(lJrZa)(l—a)Jr (b—ez)azez) }}2x

ea+c—ac) e, —e,a+ba)
(e, ) (e, —e,

k N l—a a % k i . ) %_
X{%:Nia {[elaJrC_aC]z ' [ez —e2a+ba]2 }} X{;N,.(l—a) {[elaJrc—ac]2 ’ [ez —e2a+ba]2 }} )
Zk:’c N { c—e, )aC(1+2a)(1 )+ (ez _b)02€2 }X !

ea+c ac) (ez—e a+ba)2

l-a a
x> N,(1-a +
{[ea+c ac] e, ea+ba]} z {[ela+c—ac]2 [ez—eza+ba]2}

No nosso caso como N, = cte =7, podemos finalmente fazer:
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(o, e, ,e,)o

kT_z{(c—el)ac(1+2a)(1—a)+ (e, ~bla’e, }X

(e,a+c—ac) (e, —e,a+ba)’

(SR

7

i=1

X7Zk:a2 1=a -+ a 5 X7Zk:(l_a)2 l-a >t = 2
i=1 [e1a+c—ac] [e2 —e2a+ba] i=1 [ela+c—ac] [e2 —e,a +ba]

Z":Tiz{(c—el)ac(l+2a)(l—a)+ (e, —b)a’e, }X

_77 i1 (e,a+c—ac) (e, —e,a+ba)’

LI l1-a a 3 ) I-a a
+ x> (1- +
x;a {[ela+c—ac]2 [e2 —e,a +ba]2} ;( a) {[ela+c—ac]2 [e2 —e2a+ba]2}

(5.30)

0=

Assim,

(o, e, e, )oc

.k Tiz{ac(c_el)(l_a) (b_ez){a[ez _eza"'ba]_az}a}xicﬁ{ l-a a }X %
Ne2 e -

(e,a+c—ac)’ (e, —e,a+ba)

+
[ela +c— ac]2 [e2 —e,a+ ba]2

oc 747
k l1—a a
x> (1-a) -
,-:1( ) {[ech—c—ac]2 le, —e,a +ba]2}

Em que:
a=exp(-or,)
b=1-e,

c=1-e,

Os parametros o, e, € e,sdo independentes uns dos outros.

Utilizaremos como fung¢ao de referéncia para gerarmos os diferentes parametros, as seguintes
distribuicoes:

o ~ U(0,001;0,5)

e, ~U(0:0,01)

e, ~U(0;0,01)

Usaremos essas distribui¢des também ao aplicarmos o método SIR para a geracdo do
histograma marginal da distribui¢do “a posteriori” de o.

Inicialmente geraremos 100.000 valores de o da distribuicdo de referéncia indicada acima:
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R
# Construcao de uma matriz [100.000x3] onde na primeira coluna
# constardo valores de alpha j& amostrados nas simulacgdes
# anteriores e as colunas 1 e 2 serao respectivamente erros
# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0;0,1):
S
# Alphaordenadol<-matrix(scan ("Alphaordenadol.txt"),ncol=1)
# Alphaordenadol<-matrix (Alphaordenadol,ncol=1)
summary (Alphaordenadol)

Min. :0.001003

1st Qu.:0.124928

Median :0.250567

Mean :0.250141

3rd Qu.:0.374994

Max. :0.499999
o

# el<-runif (100000, min=0,max=0.1)
# el<-scan("Erros tipol - 1%.txt")
el<-matrix(el,ncol=1)

# e2<-runif (100000, min=0,max=0.01)
# e2<-scan("Erros tipo2 - 1%.txt")

e2<-matrix(e2,ncol=1)

Param<-cbind (Alphaordenadol,el, e2)
# write (Param, "Parametros param-prij-exp-erros 1%.txt”)

# Determinacgdo da distribuicao de Jeffreys *“a priori”,
# conjunta, em relagdo aos parédmetros alpha, el e e2:

Conforme mostrado em (5.29), a distribuicdo de Jeffreys “a priori”, para o caso em estudo é
dada por:
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(o, e,,e,)o
;
bl .
ir 2| (c—e )ac(1+2a)(1—a)+ (e, —b)a’e,
=l (e,a+c—ac)’ (e, —e,a+ba)’
-~ -

al a2

“7\/? R N

cl
s d1
) l-a a u
-1

x> a + x> (1-a) lza | a
i=1 [ela +c—acl’ [e2 —e,a+ bal’| 4 [ela +c—acl [ez —e,a+ bal’

al a2 al a2

T U 14 w
(o, e,,e,)ox
M1 2
X
k _ _ _ 2
ZT,-Z (c e )ac(1+2a)(1 a)+ (ez b)a e, Ux
J—iﬂ (e,a+c—ac) (e, —e,a+ba)
°<7 7 M2 M3
Y VA
k 1-a a k ) 1-a a
x>y a® + xY (1-a +
,Z=1: {[ela-kc—ac]2 [e2 —e,a +ba]2} ;( ) {[ela+c—ac]2 [6‘2 —eza+ba]2}

Abaixo implementaremos cada uma das parcelas e fatores
indicados acima:

Extracao das informacdes dos itens bons e ruins da
# tabela de avaliacdes:

Si<—-avalsem$Si
Si<-matrix(Si,nrow=1)
Ni<-7

bons<-Ni-Si
Bons<-matrix (bons, nrow=1)

# Obtencao da matriz Expoente com dimensao [100000x517]:
# —Alphaordenado x Tauil
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Expoente<——Alphaordenadol%*%$Taui

a<-exp (Expoente)

b<-1-el

i=1

al<—(el*al[,1l]+c-al[,1]*c)"2

while (1<51) {
alm<-(el*al[,i+1l]+c-al[,1i+1]*c)"2
al<-cbind(al,alm)
i=i+1

}

# write(al,"al-Jeffreys—erros 1%.txt")
# rm(alm)

S S Sy S ———
# Obtencao de a2 com dimensao [100000x51]
N ———
i=1
az<—(e2-e2*al[,1l]+b*(al,1]1))"2
while (1<51) {
azm<—(e2-e2*al,i+1l]+b*(al[,1i+1])) "2
az2<-cbind (a2, a2m)
i=i+1

}

# write(a2,"a2-Jeffreys—erros 1%.txt")
# rm(a2m)
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bl<-(c-el)*(al[,1]1*c)*(1+2*a[,1])*(1-al,1])

while (i<51) {
blm<-(c-el)*(al[,i+1]1*c)*(1+2*al[,1+1])*(1l-a[,i+1])
bl<-cbind(bl, blm)
i=i+1

}

# write(bl, "bl-Jeffreys—erros 1%.txt")
# rm(blm)

R<-bl/al

# write (R, "R-Jeffreys-erros 1%.txt")
# rm(bl)

i=1

b2<—-(e2-b)*((a[,1])"2)*e2

while (i<51) {
b2m<-(e2-b) *((a[,1+1])"2) *e2
b2<-cbind (b2, b2m)
i=i+1

}

# write (b2, "b2-Jeffreys—-erros 1%.txt")
# rm(b2m)

S<-b2/a2

# write(S,"S-Jeffreys—erros 1%.txt")
# rm(b2)

180



ANEXO F

Taui2<-Taui”2

RmaisS<—-R+S

X<-Taui2[,1]*RmaisS[, 1]

while (i<51) {
Xm<-Taui2[,i+1]*RmaisS[,i+1]
X<—cbind (X, Xm)
i=i+1

write (X, "X-Jeffreys—erros 1%.txt")
rm(Taui2)

rm(RmaisS)

rm (Xm)

S

Obtencao de M1 com dimensao [100000x1]

S

i=1

MI<-X[,11+X[, 2]

while (1<50) {
MIm<-X[,1+1]1+X[,i+2]
M1<-M1+Mlm
i=i+1

}

Ml<-matrix (M1, ncol=1)

# write (M1, "M1-Jeffreys—erros 1%.txt")
# rm(X)
# rm(Mlm)

i=1

cl<-(1l-afl,1])

while (1<51) {
clm<—(l-al,1i+1])
cl<—-cbind(cl,clm)
i=i+1

}

# write(cl,"cl-Jeffreys—erros 1%.txt")

# rm(clm)

# Obtencao de T com dimensao [100000x51]
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T<-cl/al

# write(T,"T-Jeffreys—erros 1%.txt")
# rm(cl)

U<-a/a2

# write (U, "U-Jeffreys-erros 1%.txt")

aa<—-a”"2
TmaisU<-T+U
Y<-aa*TmaisU

write(Y,"Y-Jeffreys—erros 1%.txt")
rm(T)

rm(U)
rm(aa)
rm(TmaisU)

e

# Obtencao de M2 com dimensao [100000x1]

i=1

M2<-Y[,1]1+Y[, 2]

while (1<50) {
M2m<-Y [, 1+1]1+Y[,i+2]
M2<-M2+M2m
i=i+1

}

M2<-matrix (M2, ncol=1)

# write (M2, "M2-Jeffreys—erros 1%.txt")

# rm(Y)

# rm(M2m)
N ———

# Obtencao de V com dimensao [100000x51]
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V<-cl/al

# write(V,"V-Jeffreys—-erros 10%.txt")
# rm(al)

W<-a/a2

# write (W, "W-Jeffreys—-erros 1%.txt")
# rm(a2)

dl<—-(1l-a) "2
2<—dl* (V+W)

write(z,"Z-Jeffreys—erros 1%.txt")
rm(dl)

rm (V)

rm (W)

H= o3 o

Obtencao de M3 com dimensao [100000x1]

H= o

i=1

M3<-Z[,11+42[, 2]

while (1<50) {
M3m<-Z[,i+1]+Z[,1+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix (M3, ncol=1)

# write (M3, "M3-Jeffreys—erros 1%.txt")

# rm(Z)

# rm(M3m)
S S Sy S ———
# Obtencdo da distribuicdo de Jeffreys com dimenséao

# [100000x1]
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Jeffreys<-T7*sqrt (7)* ((M1*M2*M3) "~ (1/2))

J1l<=(7*M1)"~(1/2)
J2<=(7*M2)"~(1/2)
J3<=(7*M3)"(1/2)

# write(Jeffreys,"Jeffreys—erros 1%.txt")

# write(J1l,"J1l-Jeffreys—erros 1%.txt")

# write(J2,"J2-Jeffreys—erros 1%.txt")

# write (J3,"J3-Jeffreys—-erros 1%.txt")
N ———
# Graficos:
N ———
Fig. 5.6:

plot (Alphaordenadol, Jeffreys,main="Distribuicao de Jeffreys
Incorporando Erros de Classificagao",sub="51 semanas de

observacao",xlab="Valores de Alpha 'a priori'",ylab="Valores
da dist. 'a priori'")
e ——

# Determinacdo da Verossimilhanga com a distribuicgédo de
# referéncia U(0,001;0,5):

N

Inicialmente iremos acrescentar a matriz Param, onde a primeira coluna s@o os 100.000
valores ordenados de alpha, a segunda os erros tipo 1 e a terceira os erros tipo 2, a
distribuicdo de Jeffreys em fungdo dos valores de alpha, formaremos assim a matriz
Paramprij:

Paramprij<-cbind(Parampri, Jeffreys)

Obtencao da matriz Parcelaa com dimensao [100000x517:
ellinha*exp(—alphaxTaui) :

+= =

Para multiplicarmos cada linha da coluna de 100.000
linhas da matriz el pelas 51 colunas da matriz

exp (Expoente), necessitaremos usar o seguinte
algoritmo, ja& que as matrizes ndo sdo de dimensdes
compativeis para a multiplicagcao de uma matriz coluna
[100000x1] por uma de [100000x517.

S e
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Expexpoente<-exp (Expoente)

i=1

Parcelaa<-el*Expexpoente[, 1]

while (1<51) {
Parcelaam<—-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa, "Parcelaa-Jeffreys—erros 10%.txt")
# Parcelaa<-matrix(scan ("Parcelaa-Jeffreys—-erros
10%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencao da matriz Parcelab com dimensdao [100000x517]:
# (1-e2) (1-*exp(-alphaxTaui)):

p<-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (i<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

write (Parcelab, "Parcelab-Jeffreys—erros 10%.txt")
rm(Parcelabm)

Parcelab<-matrix(scan ("Parcelab-Jeffreys—-erros
10%.txt"),ncol=51)

HH= H= H H

Obtencao da matriz Fatorf com dimensao [100000x517]:
el*exp(—alphaxTaui)+(1l-e2) (1-*exp(—alphaxTaui)) :

H= o3

Fatorf<-Parcelaa + Parcelab

write (Fatorf, "Fatorf-Jeffreys—erros 10%.txt")
Fatorf<-matrix(scan("Fatorf.txt"),ncol=51)
rm(Parcelaa)

rm(Parcelab)

S
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Obtencao da matriz A com dimensao [100000x517]:
Fatorf~Si:

=1

A<—(Fatorf[,1]1)7(Si[,1])
while (i<51) {

HH= H= H= H

H= o3

Am<— (Fatorf[,i+1]1)"~(Si[,1+1])
A<-cbind (A, Am)
i=i+1

write (A, "A-Jeffreys—erros 10%.txt")
A<-matrix(scan("A.txt"),ncol=51)
rm(Fatorf)

rm (Am)

Obtencao da matriz Parcelac com dimensao [100000x517:
e2(l-exp(—alphaxTaui)) :

p<—-l-Expexpoente

i
P

=1
arcelac<-e2*p[, 1]

while (1<51) {

HH= = HH= FH= H

+= =3

1
P

Parcelacm<—-e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

write (Parcelac, "Parcelac—-Jeffreys—erros 10%.txt")
Parcelac<-matrix(scan ("Parcelac.txt"),ncol=51)
rm(Parcelacm)
Obtencao da matriz Parcelad com dimensao [100000x517:
(1-el)*(l-exp(—alphaxTaui)) :

<-l-el

i=1

arcelad<-r*Expexpoente[, 1]

while (1<51) {

Parceladm<-r*Expexpoente[, 1+1]

186



ANEXO F

Parcelad<-cbind (Parcelad, Parceladm)
i=1i+1

}

# write(Parcelad, "Parcelad-Jeffreys—erros 10%.txt")
# Parcelad<-matrix(scan ("Parcelad-Jeffreys—erros
10%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

write (Fatorg, "Fatorg-Jeffreys—erros 10%.txt")
Fatorg<-matrix(scan("Fatorg.txt"),ncol=51)
rm(Parcelac)

rm(Parcelad)

+H= H H= H

Obtencao da matriz B com dimensao [100000x517]:
Fatorg” (Ni-Si) :

H= o3

i=1

B<-(Fatorg[,1])"(Bons[,1])

while (1<51) {
Bm<- (Fatorg[,i+1]) " (Bons[,i+1])
B<-cbind (B, Bm)
i=i+1

# write (B, "B-Jeffreys-erros 10%.txt")

# B<-matrix(scan("B.txt"),ncol=51)

# rm(Fatorg)

# rm(Bm)
——————_——.——.
# Obtencao da matriz AB (multiplicacgao das colunas de A

# pelas colunas respectivas de B)com dimensao [100000x5AB1]:

AB<-A*B

# write (AB, "AB-Jeffreys—-erros 10%.txt")
# AB<-matrix(scan("AB-Jeffreys—-erros 10%.txt"),ncol=51)
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#
# Obtencao da matriz MCAB (multiplicacao das colunas de AB)
# com dimensdo [100000x1]:

i=1

MCAB<-matrix (AB[,1]1*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, 1i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)

# L5leljele2<-MCAB

# write(L51leljele2, "L51leljele2-Jeffreys—erros 1%.txt")
# L5leljele2<—matrix(scan("L5leljele2.txt"),ncol=1)

# write (MCAB, "MCAB-Jeffreys—erros 1%.txt")

# rm(AB)

# rm(MCAB)

Fig. 5.7:

plot (Alphaordenadol,L5leljele2, main=" ", sub="Func¢ao de

Referéncia: U(0,001;0,5)",xlab="Valores de Alpha 'a
priori'",ylab="Valores da Verossimilhanca")

Fig. 5.8:

plot (Alphaordenadol[1:10000],L51eljele2[1:10000],main="
“,sub="Verossimilhangca para os primeiros 10000 valores de
Alpha”,xlab="Valores de Alpha 'a priori'”,ylab="Valores da
Verossimilhanca”)

# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001;0,5):

L5leljele2<—matrix(L5leljele2,nrow=100000,ncol=1)
# Alphaveroele2<-cbind(Alphaordenadol,L5leljele?2)

Priori<-Jeffreys

veropri<-L5leljele2*Priori
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h<-veropri

H<-matrix (h,ncol=1)

g<—dunif (Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix (w,ncol=1)
# write (W, "W-Jeffreys-erros 1%.txt")

# Alphavero<-cbind (Alphaordenadol,L5leljele?2)

# write (Alphavero, "Alphavero-priori Jeffreys-erros 1%.txt")
# AlphaW<-cbind (Alphaordenadol, W)

# write (AlphaW, "AlphaW-Jeffreys—erros 1%.txt")

AlphaprilW<-cbind (Param,Priori,L5leljele2, W)
#Col. 1l=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L5lel%jele2

#Col. 6=W

# write (AlphaprilW, "AlphaprilW-Jeffreys—erros 1%.txt")

Alphapos<—-numeric (5000)
b<—numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<—numeric(100000)

i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1

while (i<100001) {
1i[1]<-1i[i-1]1+gli]
i<-i+1

}
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Is[1]<-gql1]

Jj<—=j+1

while (j<100001) {
1s[j1<-1s[3-11+q[7]
Jj<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulkl<ls[1l]||ulk]>1i[1l] & ulk]>1s[1l])
t[kl<-b[1l]

}

}

T<-matrix (t,ncol=1)
write(T,"T-Jeffreys—erros 1%.txt")

vil<-length(T)
i=1
Alphapos<—-matrix (AlphaprilW[AlphaprilW([,6]1==T[i,1],],ncol=6)
while (i<vl) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
AlphaWl<-
matrix (AlphaprilW[AlphaprilW[,6]==t1,],ncol=6)
Alphapos<-rbind (Alphapos, AlphaWl)
i=i+1

}

write (Alphapos, "Alphapos—Jeffreys erros até 1%.txt")
plot (Alphapos|[,1],Alphapos[,5])

hist (Alphapos[,1])

x<—Alphapos|[, 1]
y<—Alphapos|[, 5]

mean (x)

[1] 0.01681397
sd (x)

[1] 0.001566561

hist (x,main=" ",sub="51 semanas de Observacao",xlab="Valores
de Alpha ‘a posteriori’",ylab="Freqiiéncia")

curve (dnorm(x,mean=0.01681397,sd=0.001566561)*5,0.010,0.024,
add=TRUE, col="red")
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# Procedimentos para localizar valores de alpha idénticos em
# Alphapos([,1]:

Alphaveropos<-cbind (x,y)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
v2<-length (AVpos[,1])
zl<-matrix(c(0,0),ncol=2)
z2<-2z1
Templ<-matrix (AVpos[,1:2],ncol=2)
while (i<v2) {
temp2<-Templ [, ]==Templ [i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<—sum(Temp5[,2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(z1l, Tempb)
z2<-rbind (z2, Temp7)
Temp4=0
}
Temp4d<-sum (Temp3[,11])
i=i+Temp4
}
z<-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

mean (x)

[1] 0.01681943
sd(x)

[1] 0.001623385

summary (x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.01286 0.01554 0.01683 0.01682 0.01807 0.02144

Fig. 5.9:
hist(x,100,main=" ", sub="51 semanas de

Observacao", xlab="Valores de Alpha ‘a
posteriori’",ylab="Freqiéncia")
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curve (dnorm(x,mean=0.01681943,sd=0.001623385)*0.12,0.008,0.025
, add=TRUE, col="red")

Fig. 5.10:
plot(x,y,main=" ",sub=" ",xlab="Valores de Alpha 'a
posteriori'",ylab="Verossimilhanca marginal 'a posteriori'")

Determinacao dos Percentis “a posteriori”:

Iremos considerar as fracdes de falhas nas amostras utilizadas de forma andloga ao que foi
feito antes de incorporarmos os erros. Usaremos as fracdes de falha: 0,1%, 1%, 10% e 50%
do total das amostras para determinar em quantas semanas, tal fracdo de falhas ocorre.

Al<-matrix(rep(0.001, length (Alphaveropos[,1])),ncol=1)
A2<-matrix(rep(0.01, length(Alphaveropos[,1])),ncol=1)
A3<-matrix(rep (0.1, length(Alphaveropos[,1])),ncol=1)
Ad<-matrix(rep(0.287682, length (Alphaveropos|[,1])),ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaveropos[,1])),ncol=1)
Ab6<-matrix(rep(1.3862944, length (Alphaveropos[,1])),ncol=1)
Tempoporcentageml<—-Al/Alphaveropos|[, 1]
Tempoporcentagem2<-A2/Alphaveropos|[, 1]
Tempoporcentagem3<-A3/Alphaveropos|[, 1]
Tempoporcentagemd<—-A4/Alphaveropos|[, 1]
Tempoporcentagemb<—-A5/Alphaveropos|[, 1]
Tempoporcentagemb6<—-A6/Alphaveropos|[, 1]
Tempoporcentagem<—cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3, Tempoporcentagem4, Tempoporcentagemb,
Tempoporcentagemb6)

Graficos:

z<-z2[2:1length(z2[,1]),]
x<—-z[,1]

y<-z[,2]

Alphaveropos<-z

# 1)
x<-Tempoporcentageml
mean (x)

[1] 0.03488763

sd (x)

[1] 0.004448811
y<-Tempoporcentagem?
mean (y)

[1] 0.3488763

sd(y)

[1] 0.04448811
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v<-Tempoporcentagem3
mean (v)

[1] 3.488763

sd (v)

[1] 0.4448811
w<-Tempoporcentagemb
mean (w)

[1] 24.18226

sd(w)

[1] 3.08368

Fig. 5.11:

par (mfrow=c (2,2))

hist (Tempoporcentagem[,1],50, main=" ",

sub="Percentil de Falhas: 0,1%",xlab="Tempos de Falha em
Semanas", ylab="Freqgliéncia")

curve (dnorm (x,mean=0.06002076, sd=0.00590322)*0.6,0.04,0.08, add
=TRUE, col="red")

hist (Tempoporcentagem[,2],50, main=" ",

sub="Percentil de Falhas: 1%",xlab="Tempos de Falha em
Semanas", ylab="Freqiiéncia")

curve (dnorm(x,mean=0.6002076, sd=0.0590322)*5,0.40,0.80,
add=TRUE, col="red")

hist (Tempoporcentagem[,3],50, main=" ",

sub="Percentil de Falhas: 10%",xlab="Tempos de Falha em
Semanas", ylab="Freqiiéncia")

curve (dnorm(x,mean=6.002076,sd=0.590322) *50, 4, 8, add=TRUE,
col="red")

hist (Tempoporcentagem[,5],50, main=" ",

sub="Percentil de Falhas: 50%",xlab="Tempos de Falha em
Semanas", ylab="Freqgliiéncia")

curve (dnorm(x,mean=41.60322,sd=4.0918) *500,30.0,60.0, add=TRUE,
col="red")

par (mfrow=c(1l,1))

summary (x)
quantile(x,c(0.025,0.975))
summary (y)
quantile(y,c(0.025,0.975))
summary (v)
quantile(v,c(0.025,0.975))
summary (w)
quantile(w,c(0.025,0.975))

summary (x)

Min. :0.02282
Ist Qu.:0.03190
Median :0.03484
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Mean :0.03489

3rd Qu.:0.03797

Max. :0.05129
quantile(x,c(0.025,0.975))

2.5% 97.5%

0.02605840 0.04352348
summary (y)

Min. :0.2282

Ist Qu.:0.3190
Median :0.3484

Mean :0.3489

3rd Qu.:0.3797

Max. :0.5129
quantile(y,c(0.025,0.975))

2.5% 97.5%

0.2605840 0.4352348
summary (v)

Min. 2.282

l1st Qu.:3.190

Median :3.484

Mean 3.489

3rd Qu.:3.797

Max. :5.129

quantile(v,c(0.025,0.975))

2.5%
2.605840 4.

summary (w)

Min. :15.
lst Qu.:22.
Median :24.
Mean 124,
3rd Qu.:26
Max. :35.

quantile(w,c(0.025,0.975))

2.5%
18.06230 30

97.5%
352348

82
11
15
18
.32
55

97.5%
.16817

ANEXO F
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori” Gama(16;800)

UTILIZACAO DE DADOS REAIS DO EXPERIMENTO BASE

No experimento base realizado por Marta, Borges e Ho, foram recolhidos os seguintes dados
seguindo o método explicado no Capitulo 2.

A tabela das avaliagdes semanais apresentou os seguintes dados:

ODOR SABOR ASPECTO
i Ni Sio Ni-Sio Sis NI-Sio Sia Ni-Sia
1 7 0 7 1 6 0 7
2 7 0 7 0 7 0 7
3 7 0 7 0 7 0 7
4 6 0 6 1 5 0 6
5 6 0 6 1 5 0 6
6 6 0 6 0 6 0 6
7 6 0 6 0 6 0 6
8 5 1 4 0 5 0 5
9 6 2 4 0 6 0 6
10 7 0 7 1 6 1 6
11 6 0 6 0 6 0 6
12 6 0 6 1 5 0 6
13 7 0 7 0 7 0 7
14 7 0 7 0 7 0 7
15 7 1 6 2 5 0 7
16 7 2 5 3 4 1 6
17 7 2 5 1 6 0 7
18 7 4 3 1 6 0 7
19 6 1 5 1 5 2 4
20 7 1 6 3 4 1 6
21 8 3 5 3 5 3 5
22 7 1 6 2 5 4 3
23 3 2 1 3 0 2 1
24 7 2 5 2 5 2 5
25 7 1 6 1 6 3 4
26 7 0 7 2 5 0 7
27 7 3 4 3 4 0 7
28 7 2 5 3 4 2 5
29 7 3 4 3 4 1 6
30 7 3 4 2 5 4 3
31 0 0 0 0 0 0 0
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Fig. 6.1:

Gréfico de NixTaui:

plot (Taui,Ni, type="0o", sub="Numero de itens avaliados por
semana", xlab="Tempo em Semanas",ylab="Numero de amostras
avaliado na semanam)

Conforme (5.5) sabemos que:

Sio

L p1y)=TT{e explc o)+ (-efi-expl o )t {eli-expl- o+ (- )exp(- oz

a b c d

f g

A B
Determinemos entdo a fun¢do de Verossimilhanga no sotware R:

Alphaordenado<-matrix (scan("Alphaordenado.txt"),ncol=1) #ja
#utilizado

el<-scan("Erros tipol - 1%.txt") #j& utilizados nas simulacgdes
el<-matrix(el,ncol=1)
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e2<-scan("Erros tipo2 - 1%.txt") #j& utilizados nas imulacdes
e2<-matrix(e2,ncol=1)

Param<-cbind (Alphaordenado,el,e?)

# Obtencao dos dados de falhas do arquivo de Avaliacgdes
# Semanails das amostras em 51 semanas:

AvalsemanalMarta<-read.table ("Avalsemanal-
Marta.txt", header=TRUE)

Ni<-AvalsemanalMartaS$SNi
Sio<-AvalsemanalMartaS$Sio
Sis<-AvalsemanalMarta$Sis
Sia<-AvalsemanalMarta$Sia
Bonsio<-AvalsemanalMarta$Ni-Sio
Bonsis<-AvalsemanalMarta$Ni-Sis
Bonsia<-AvalsemanalMarta$SNi-Sia

Ni<-matrix (Ni, nrow=1)
Sio<—-matrix (Sio, nrow=1)
Sis<-matrix (Sis,nrow=1)
Sia<-matrix (Sia, nrow=1)
Bonsio<—-matrix (Bonsio,nrow=1)

Bonsis<—-matrix (Bonsis,nrow=1)
Bonsia<-matrix (Bonsia, nrow=1)

# Obtencao da matriz Expoente com dimensao [100000x517]:
# —Alphaordenado x Taui

Expoente<——Alphaordenado%*%Taui

taui<-1:51

Tauli<-matrix(taui,nrow=1)

# Obtencdo da matriz Parcelaa com dimensao [100000x517:
# ellinha*exp(—-alphaxTaui) :

Expexpoente<—-exp (Expoente)

i=1

Parcelaa<-el*Expexpoente[, 1]
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while (i<51) {
Parcelaam<—-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=1i+1

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(-alphaxTaui)):

p<—-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (i<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

# Obtencadao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

# Obtencao da matriz A com dimensao [100000x517:
# Fatorf~Sio:

i=1

A<-(Fatorf[,1])"~(Siol[,11])

while (1<51) {
Am<— (Fatorf[,i+1])"(Sio[,1+1])
A<—cbind (A, Am)
i=i+1

# Obtencdo da matriz Parcelac com dimensao [100000x517:
# e2(l-exp(-alphaxTaui)):

p<—-1l-Expexpoente
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i=1

Parcelac<-e2*p[, 1]

while (1<51) {
Parcelacm<—-e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

# Obtencao da matriz Parcelad com dimensao [100000x517]:
# (l-el)*(l-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1

# Obtencadao da matriz Fatorg com dimensdao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1-kl) *exp(—alphaxTaui) :

# Obtencadao da matriz B com dimensao [100000x517:
# Fatorg” (Ni-Si):

i=1

B<-(Fatorgl[,1]) " (Bonsio[,1])

while (1<51) {
Bm<— (Fatorg[,i+1]) " (Bonsio[,i+11])
B<—cbind (B, Bm)
i=i+1

# Obtencdo da matriz AB (multiplicagdo das colunas de A
# pelas colunas respectivas de B)com dimensdo [100000x5AB1]:
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# Obtencao da matriz MCAB (multiplicacao das colunas de AB)
# com dimensdo [100000x1]:

i=1

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, 1i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)

# L51MartaGerlodor<-MCAB
# Lalphabl<-matrix(scan ("LALPHA51.txt"),ncol=1)

# write(L51MartaGerl, "L51MartaGerlodor-Marta-Gama—-erros
1%.txt")
# L51MartaGerl<—matrix(scan("L51MartaGerlodor—-Marta-Gama—erros

1%.txt"
# write

,nhcol=1)
MCAB, "MCAB-Marta—-odor—-Gama—erros 1%.txt")

=
It
3
>
9]
o —

Fig. 6.2:

plot (Alphaordenado, L51MartaGerlodor, main=" ",
sub="Priori utilizada: Gama(16;800); Atributo: Odor",
xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI GAMA (16;800), FUNCAO DE REFERENDIA GAMA (16;800) :
#

alphaordenado<-scan ("Alphaordenado.txt")
Alphaordenado<—-matrix (alphaordenado, ncol=1)
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# priori<—-dgamma (Alphaordenado, shape=16,scale=1/800)
# veropri<-L51MartaGerlodor*priori

# Kposteriori<-veropri

# hist (Alphaordenado)

L51MartaGerlodor<—-matrix (L51MartaGerlodor,nrow=100000, ncol=1)
Alphaveroele2<-cbind (Alphaordenado, L51MartaGerlodor)

alphaposele2<—-numeric (10000)
b<—numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric (5000)
j<—numeric(100000)
i<-1

j<-1
b<-L51MartaGerlodor
g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[1]<-0

i<-i+1

while (i<100001) {
1i[i]l<-1i[i-1]1+g[i]
i<-i+1

}

1s[1]1<=qgl1l]

j<=j+1

while (3j<100001) {
Is[jl<-1s[j-11+ql]]
j<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulkl<ls[1l]]||ulk]>1i[1l] & ulk]l>1ls[1l])
t[k]l<-b[1l]

}

}

T<-matrix (t,ncol=1)
write(T,"T.txt")

i=1
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Alphaposele2<—-matrix (alphaposele2,ncol=2)

while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
Alphaverom<-Alphaveroele2 [Alphaveroele2 [, 2]==t1, ]
Alphaverom<-matrix (Alphaverom,ncol=2)
Alphaposele2<—-rbind (Alphaposele2, Alphaverom)
i=i+1

}

write (Alphaveroele2, "Alphaveroele2-Marta-odor—-Gama.txt")
write (Alphaposele2, "Alphaposele2-Marta—-odor—-Gama.txt")

plot (Alphaposele2[,1],Alphaposele2[,2])

hist (Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-Alphaposele2 [, 1]
x<-x[5000:9999]
y<-Alphaposele2[, 2]
y<-=y[5000:9999]

Alphaveropos<—cbind (x,V)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-z1
Templ<-matrix (AVpos[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ[i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<—-matrix (Temp5,ncol=2)
Temp6<—sum(Temp5[,2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(zl, Tempb5)
z2<-rbind (z2, Temp7)
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Temp4=0
}
Temp4d<-sum (Temp3[,11])
i=i+Temp4
}
z<-z2[2:1length(z2[,1]),]

x<—-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracgdo dos erros "a posteriori", em fung¢ao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L5legele?2)
parampos<-numeric (5000)
Parampos<-matrix (parampos,ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[, 4]==t1, ]
Paramverom<-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
fommmmmm—mmmm—m e e e e e e
# Graficos dos resultados obtidos:
fommmmmm—mmmmmm e e e e e
mean (x)

[1] 0.01562864

sd(x)
[1] 0.001141586

Fig. 6.3:

hist(x,100,main=" ",

sub="Experimento Base, Priori: Gama(16;800)",

xlab="Valores de Alpha 'a posteriori'",

ylab="Freqiiéncia")

curve (dnorm(x,mean=0.01562864,sd=0.001141586)*0.026,0.01,0.05,
add=TRUE,
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# Determinacao dos Percentis "a posteriori":

Iremos considerar as fracdes de falhas nas amostras
utilizadas de forma andloga ao que foi feito antes
de incorporarmos os erros. Usaremos as fracdes de
falha: 0,1%, 1%, 10%, e 50% e do total das amostras
para determinar em quantas semanas, tal fracgédo de
falhas ocorre.

R

) ,ncol=1)
,nhcol=1)
,nhcol=1)
11)),ncol=1)
,1]1)),ncol=1)
11)),ncol=1)

Al<-matrix(rep(0.001, length (Alphaveropos|[, 1]
A2<-matrix(rep(0.01, length(Alphaveropos[,1])
A3<-matrix(rep (0.1, length(Alphaveropos[,1]1))
Ad<-matrix(rep(0.287682, length (Alphaveropos]|
( (0. S

S

_ —

Ab<-matrix(rep 6931471, length (Alphaveropo
Ab<—matrix(rep(1.3862944, length (Alphaveropo
Tempoporcentageml<—-Al/Alphaveropos|[,1]

Tempoporcentagem2<—-A2/Alphaveropos |,
Tempoporcentagem3<-A3/Alphaveropos|[, 1
Tempoporcentagemé4<—-A4/Alphaveropos|[,1
Tempoporcentagem5<-A5/Alphaveropos|[, 1
Tempoporcentagem6<—-A6/Alphaveropos|[, 1]
Tempoporcentagem<—cbind (Tempoporcentageml, Tempoporcentagem?2,

(
[

14

1]
]
]
]

Tempoporcentagem3, Tempoporcentagem4, Tempoporcentagemb,

Tempoporcentagemb)

ESS—S—S————————————————————————
# Graficos
EESSS—S———————————————————————————
z<—-z2[2:1length(z2[,1]),]

x<-z[,1]

y<-z[,2]

Alphaveropos<-z

# 1)
x<-Tempoporcentageml
mean (x)

# [1] 0.0643266

sd (x)

# [1] 0.004706379
y<-Tempoporcentagem?
mean (y)
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# [1]
sd(y)
# [1] 0.04706379
v<-Tempoporcentagem3
mean (v)

# [1] 6.43266

sd (v)

# [1] 0.4706379
w<-Tempoporcentagemb

0.643266

mean (w)

# [1] 44.58779

sd(w)

# [1] 3.262213

Fig. 6.4:

par (mfrow=c (2,2))

hist (Tempoporcentagem[,1],50, main=" ",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm (x,mean=0.0643266, sd=0.004706379)*0.18,0.050,0.08, a
dd=TRUE,

col="red")

hist (Tempoporcentagem[,2],50, main=" ",
sub="Percentil de Falhas: 1%",
xlab="Tempos de Falha em Semanas",
ylab="Freqiéncia")

curve (dnorm(x,mean=0.643266,sd=0.04706379)*1.8,0.50,0.80, add=T
RUE,

col="red")

hist (Tempoporcentagem[,3],50, main=" ",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm(x, mean=6.43266,sd=0.4706379)*18, 5, 8, add=TRUE,
col="red")

hist (Tempoporcentagem[,5],50, main=" ",
sub="Percentil de Falhas: 50%",
xlab="Tempos de Falha em Semanas",
ylab="Freqgiiéncia")

curve (dnorm(x, mean=44.58779,sd=3.262213)*180,35.0,60.0, add=TRU
E,

col="red")

par (mfrow=c(1,1))

summary (x)

Min. :0.05407
1st Qu.:0.06059
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Median :0.06418

Mean :0.06433

3rd Qu.:0.06762

Max. :0.07725
quantile(x,c(0.025,0.975))
2.5% 97.5%

0.05632571 0.07332078

summary (y)

Min. :0.5407

Ist Qu.:0.6059

Median :0.6418

Mean :0.6433

3rd Qu.:0.6762

Max. :0.7725
quantile(y,c(0.025,0.975))
2.5% 97.5%

0.5632571 0.7332078

summary (v)

Min. :5.407

Ist Qu.:6.059

Median :6.418

Mean :6.433

3rd Qu.:6.762

Max. :7.725
quantile(v,c(0.025,0.975))
2.5% 97.5%

5.632571 7.332078

summary (w)

Min. :37.48
1st Qu.:42.00
Median :44.49

Mean :44 .59

3rd Qu.:46.87

Max. :53.54
quantile(w,c(0.025,0.975))
2.5% 97.5%

39.04200 50.82208
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao “a
priori” de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATAMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATE 1%

PROCEDIMENTO PARA CALCULAR AS DISTRIBUICOES MARGINAIS “A
POSTERIORI” COM RESPEITO AO PARAMETRO DA DISTRIBUICAO DA
FUNCAO EXPONENCIAL QUE MODELA O TEMPO DE FALHA DAS AMOSTRAS
DO EXPERIMENTO PROPOSTO DISTRIBUICAO “A PRIORI” CONJUNTA DE
JEFFREYS COM ERROS UNIFORMES LIMITADOS A 1% DAS AVALIACOES.

Conforme visto no Capitulo 5, a distribui¢do “a priori” de Jeffreys, com a incorporagdo de
erros, é dada por::

(o e,,e,)o

TizNi{(c—el)ac(l-k2a)(1—a)+ (ez—b)aze2 }X

(e1a+c—ac)2 (e2 —ech-ba)2

(SR

e

i=1
o<

L l-a a d l-a a
N,a* + xY'N.(1-a) +
,-Z=1: ’ {[ela+c—ac]2 [ez—eza+ba]2} ; 1( ) {[ela+c—ac]2 [ez—eza+ba]2}

Em que:
a = exp(- oc‘tl.)
b=1-e,

c=1l-e,
Os parametros o, e, e e,sdo independentes uns dos outros.

Utilizaremos como fung¢ao de referéncia para gerarmos os diferentes parametros, as seguintes
distribuicdes:

o ~ U(0,001;0,5)

e, ~U(0:0,01)

e, ~U(0;0,01)

Os valores de alpha s3o os mesmos obtidos na simulacdo anterior com a distribuicdo de
Jeffreys, constante do objeto Alphaordenadol.

207



ANEXOH

Construcao de uma matriz [100.000x3] onde a primeira coluna
serdo valores de alpha ja& amostrados nas simulacdes
anteriores e as colunas 1 e 2 serao respectivamente erros
tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):

HH= FH H =

Alphaordenadol<—-matrix(scan ("Alphaordenadol.txt"),ncol=1)
Alphaordenadol<-matrix (Alphaordenadol,ncol=1)

# el<-runif (100000, min=0,max=0.01)
# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)
# e2<-runif (100000, min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind (Alphaordenadol,el, e2)

# write(Param, "Param-Marta-Jeffreys—-erros 1%.txt")

# Obtencdo dos dados de falhas do arquivo de Avaliagdes
# Semanails das amostras em 51 semanas:

AvalsemanalMarta<-read.table ("Avalsemanal-
Marta.txt", header=TRUE)

Ni<-AvalsemanalMarta$SNi
Sio<-AvalsemanalMarta$Sio
Sis<-AvalsemanalMarta$Sis
Sia<-AvalsemanalMarta$Sia
Bonsio<-AvalsemanalMarta$SNi-Sio
Bonsis<-AvalsemanalMarta$Ni-Sis
Bonsia<-AvalsemanalMarta$SNi-Sia

Ni<-matrix (Ni, nrow=1)
Sio<—-matrix (Sio, nrow=1)
Sis<-matrix (Sis,nrow=1)
Sia<-matrix (Sia,nrow=1)
Bonsio<—-matrix (Bonsio,nrow=1)
Bonsis<-matrix (Bonsis,nrow=1)
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Bonsia<-matrix (Bonsia,nrow=1)

taui<-1:51

Tauli<-matrix(taui,nrow=1)
DadosMarta<-rbind(Taui,Ni, Sio, Sis, Sia,Bonsio,Bonsis,Bonsia)

# write (DadosMarta, "DadosMarta.txt")
# DadosMarta<-matrix(scan("DadosMarta.txt"),ncol=51)

Obtencao da matriz Expoente com dimensao [100000x517:
—-Alphaordenadol x Taui

S

S S Sy S ———
# Obtencadao da matriz Parcelaa com dimensdao [100000x51]:
# ellinha*exp(—-alphaxTaui) :
S S Sy S ———
# Para multiplicarmos cada linha da coluna de 100.000

# linhas da matriz el pelas 51 colunas da matriz

# exp (Expoente), necessitaremos usar o seguinte

# algoritmo, ja que as matrizes nédo sdo de dimensdes

# compativeis para a multiplicacdo de uma matriz coluna
# [100000x1] por uma de [100000x51].

Expexpoente<—-exp (Expoente)

i=1

Parcelaa<-el*Expexpoente[, 1]

while (1<51) {
Parcelaam<—-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

}

# write(Parcelaa, "Parcelaa—-Marta—-ODOR-Jeffreys—erros 1%.txt")
# Parcelaa<-matrix(scan ("Parcelaa-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parcelaam)
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# Obtencao da matriz Parcelab com dimensadao [100000x51]:
# (1-e2) (1-*exp(—alphaxTaui)) :

p<-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (i<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab, "Parcelab-Marta-ODOR-Jeffreys—erros 1%.txt")
# rm(Parcelabm)

# Parcelab<-matrix(scan ("Parcelab-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# Obtencadao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write(Fatorf, "Fatorf-Marta-ODOR-Jeffreys—erros 1%.txt")
# Fatorf<-matrix(scan("Fatorf-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencdo da matriz A com dimensao [100000x51]:
# Fatorf~Si:

i=1

A<—(Fatorf[,1]1)"(Si[,11)

while (1<51) {
Am<— (Fatorf[,i+1])"(Sio[,1+1])
A<—cbind (A, Am)
i=i+1
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# write (A, "A-Marta-ODOR-Jeffreys—erros 1%.txt")
# A<-matrix(scan("A-Marta-ODOR-Jeffreys—erros
1%.txt"), ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtencdo da matriz Parcelac com dimensao [100000x517:
# e2(l-exp(-alphaxTaui)) :

p<-l-Expexpoente

i=1

Parcelac<-e2*p[, 1]

while (i<51) {
Parcelacm<-e2*p[,1i+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac, "Parcelac-Marta—-ODOR-Jeffreys—erros 1%.txt")
# Parcelac<-matrix(scan ("Parcelac-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencdo da matriz Parcelad com dimensao [100000x517:
# (1l-el)*(l-exp(—alphaxTaui)):

i=1

Parcelad<-r*Expexpoente [, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1

}

# write(Parcelad, "Parcelad-Marta—-ODOR-Jeffreys—erros 1%.txt")
# Parcelad<-matrix(scan ("Parcelad-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parceladm)
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# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write(Fatorg, "Fatorg-Marta-ODOR-Jeffreys—erros 1%.txt")

# Fatorg<-matrix(scan("Fatorg-Marta-ODOR-Jeffreys—-erros
.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencadao da matriz B com dimensao [100000x517:
# Fatorg”™ (Ni-Si):

i=1

B<-(Fatorg[,1]) " (Bonsio[,1])

while (1<51) {
Bm<— (Fatorg[,i+1]) " (Bonsio[,i+11])
B<—cbind (B, Bm)
i=i+1

}

# write (B, "B-Marta-ODOR-Jeffreys—erros 1%.txt")
# B<—matrix(scan("B-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Fatorqg)

# rm(Bm)

# Obtencdo da matriz AB (multiplicacgdo das colunas de A
# pelas colunas respectivas de B)com dimensdo [100000x5AB1]:

AB<-A*B

# write (AB, "AB-Marta-ODOR-Jeffreys—-erros 1%.txt")

# AB<-matrix(scan("AB-Marta-ODOR-Jeffreys—-erros
%.txt"),ncol=51)

# rm(A)

# rm(B)

# Obtencao da matriz MCAB (multiplicacao das colunas de AB)
# com dimensdo [100000x1]:
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i=1

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)
# L5leljele20dor<-MCAB

# write(L5leljele2odor, "L5leljele2odor-Marta-Jeffreys—-erros
1%.txt")

# L5leljele2odor<—-matrix(scan("L5leljele2odor—-Marta-Jeffreys—
erros 1%.txt"),ncol=1)

# write (MCAB, "MCAB-Marta-odor-Jeffreys—-erros 1%.txt")

# rm(AB)

# rm(MCAB)

Fig. 6.5a:

plot (Alphaordenadol,L5leljele2o0dor, main=" ",

sub="Erros até 1% - PriOri a utilizar: JEFFREYS; Atributo:
ODOR",

xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

Fig. 6.5:

plot (Alphaordenadol[1:10000],L51eljele20dor[1:10000], main=" ",
sub="Erros até 1% - PriOri a utilizar: JEFFREYS; Atributo:
ODOR",

xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

# Determinacg¢do da distribuicao de Jeffreys *“a priori”,
# conjunta, em relacdo aos paradmetros alpha, el e e2:

Conforme mostrado, temos para a distribuicdo de Jeffreys:
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bl b2

ZFH (c=eJacli+2aN1-a) , {e.=bla’e,

T°N. X
i (ela+c—ac)2 (ez—eza+ba)2
al a2
R N
o X
M2 M3
Za
L | =S A
SNl 4 4 LS N(—af Y “
= [ela +c— ac] [6‘2 —e,a+ ba] = [ela +c— ac] [e2 —e,a+ ba]
al a2 al a2
T U \%4 w
Y A

O S —
# Abaixo implementaremos cada uma das parcelas e fatores

# indicados acima:
S O S ——
S S S S ———

# Obtencao da matriz Expoente com dimensao [100000x517]:

# —Alphaordenado x Taui
N ——

cODIGO COMPLETO PARA DETERMINAR A DISTRIBUICAO

# "A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA

# U(0,001;0,5) e erros uniformes segundo uma U(0;0,1):
#

# Obtencao dos valores de a [100000x51], b [100000x1]
# e ¢ [100000x1]:

a<-exp (Expoente)
b<-1-el

c<-1-e2
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i=1

al<—(el*al[,1l]+c-al[,1]*c)"2

while (1<51) {
alm<—(el*al[,i+l]+c-al,i+1]1*c)"2
al<-cbind(al, alm)
i=i+1

}

# write(al, "al-Marta-ODOR-Jeffreys—-erros 1%.txt")
# rm(alm)

N ———
# Obtencao de a2 com dimensao [100000x51]
N ———
i=1
az<—(e2-e2*al[,1l]+b*(al,1])) "2
while (1<51) {
am<—(e2-e2*al[,i+l]+b*(al[,1+1]))"2
az2<-cbind (a2, a2m)
i=i+1

}

# write (a2, "a2-Marta-ODOR-Jeffreys—-erros 1%.txt")
# rm(a2m)

i=1

bl<-(c—-el)*(al[,1l]*c)*(1+2*a[,1])*(1-a[,1])

while (1<51) {
blm<—(c—-el)*(al,i+1]*c)*(1+2*%a[,i+1l])*(1l-al[,1i+1]1)
bl<-cbind (bl, blm)
i=i+1

}

# write(bl, "bl-Marta-ODOR-Jeffreys—-erros 1%.txt")
# rm(blm)

215



ANEXOH

R<-bl/al

# write (R, "R-Marta-ODOR-Jeffreys—erros 1%.txt")
# rm(bl)

i=1

b2<—(e2-b)*((a[,1])"2)*e2

while (1<51) {
b2m<—(e2-b)*((a[,1+1])"2) *e2
b2<-cbind (b2, b2m)
i=i+1

}

# write (b2, "b2-Marta-ODOR-Jeffreys—-erros 1%.txt")
# rm(b2m)

S<-b2/a2

# write(S,"S-Marta-ODOR-Jeffreys—erros 1%.txt")
# rm(b2)

i=1

RmaisS<—-R+S

Xb<-RmaisS[, 1]

while (1<51) {
Xbm<-RmaisS[,i+1]
Xb<-cbind (Xb, Xbm)
i=i+1
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RmaisS)
Xbom)
R)
S)

rm

H o3 % 3

rm
rm
rm

i=1

X<-Xal[l,i]1*Xb[,i]

while (1<51) {
Xm<-Xal[l,i+1]*Xb[,i+1]
X<—cbind (X, Xm)
i=i+1

write (X, "X-Marta-ODOR-Jeffreys—erros 1%.txt")
rm (Xm

(
)
rm(Xa)
)

HH= FH H= H

Obtencao de M1 com dimensao [100000x1]

ST

i=1

MI<-X[,11+X[, 2]

while (1<50) {
MIm<-X[,i+1]+X[,1+2]
M1<-M1+Mlm
i=i+1

}

Ml<-matrix (M1, ncol=1)

write (M1, "M1-Marta-ODOR-Jeffreys—erros 1%.txt")
rm(X)
# rm(Mlm)

# Obtencdo de cl com dimensao [100000x51]

i=1

cl<-(l-afl,1])

while (1<51) {
clm<—(l-al,i+11)
cl<-cbind(cl,clm)
i=i+1
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# write(cl, "cl-Marta-ODOR-Jeffreys—-erros 1%.txt")
# rm(clm)

T<-cl/al

# write(T, "T-Marta-ODOR-Jeffreys—erros 1%.txt")

U<-a/a2

# write (U, "U-Marta-ODOR-Jeffreys—erros 1%.txt")

i=1
Mi<-rbind (Ni,Ni,Ni, Ni, Ni)
while (i<11) {
Mi<-rbind (Mi, Mi)
i=i+1
}
Mi<-rbind
Mi<-rbind (Mi, Mi

Mi, Mi)

)

Mi<-rbind (Mi, Mi)
)

)

—_~ o~~~

Mi<-rbind (Mi, Mi
Mi<-rbind (Mi, Mi
Mi<-Mi[1:100000, ]

Ya<—-((a)”"2)*Mi

Yb<-T+U

Y<-Ya*Yb
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H o3 %= 3

# Obtencao de M2 com dimensao [100000x1]

i=1

M2<-Y[,1]1+4Y[, 2]

while (1<50) {
M2m<-Y [, i+1]+Y [, 1+2]
M2<-M2+M2m
i=i+1

}

M2<-matrix (M2, ncol=1)

# write (M2, "M2-Marta-ODOR-Jeffreys—-erros 1%.txt")

# rm(Y)
# rm(M2m)

V<-cl/al
# write(V,"V-Marta-ODOR-Jeffreys—erros 1%.txt")

# rm(al)
# rm(cl)

W<-a/a2

# write (W, "W-Marta—-ODOR-Jeffreys—erros 1%.txt")
# rm(a2)
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Zb<—-V+W
72<—-72a*7Zb
write(Z,"Z-Marta-ODOR-Jeffreys—erros 1%.txt")

rm (V)
rm (W)

HE oS S o

Obtencao de M3 com dimensao [100000x1]

+=

i=1

M3<-Z[,1]1+42[, 2]

while (1<50) {
M3m<-Z[,1+1]1+2[,1i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix (M3, ncol=1)

# write (M3, "M3-Marta-ODOR-Jeffreys—-erros 1%.txt")

# rm(Z)

# rm(M3m)
N ———
# Obtencdo da distribuicdo de Jeffreys com dimensao

[100000x1]

+

JeffreysODOR<— (M1*M2*M3) " (1/2)

J10DOR<—(M1)" (1/2)
J20DOR<—(M2) " (1/2)
J30DOR<—(M3) " (1/2)

write (JeffreysODOR, "Jeffreys—-Marta-ODOR-erros 1%.txt")
write (J1-ODOR, "Jl-Marta-ODOR-Jeffreys—-erros 1%.txt")
write (J2-0DOR, "J2-Marta—-ODOR-Jeffreys—erros 1%.txt")
write (J3-0ODOR, "J3-Marta-ODOR-Jeffreys—erros 1%.txt")

S
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# J1ODOR<-matrix(scan("Jl-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=1)
# J20DOR<-matrix(scan("J2-Marta-ODOR-Jeffreys—-erros
1%.txt"),ncol=1)
# J30DOR<-matrix(scan("J3-Marta-ODOR-Jeffreys—erros
1%.txt"),ncol=1)

Fig. 6.5:

plot (Alphaordenadol, JeffreysODOR, main=" ",

sub="Erros até 1%",

xlab="Valores de Alpha 'a priori'",

ylab="Valores Marginais da dist. 'a priori' de Jeffreys -
ODOR™")

# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001;0,5):

L5leljele2odor<—-matrix (L5leljele2odor,nrow=100000,ncol=1)
# Alphaveroele2<-cbind(Alphaordenadol,L5leljele?)
Priori<-JeffreysODOR

veropri<-L5leljele2odor*Priori

h<-veropri

H<-matrix (h,ncol=1)

g<—dunif (Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix(w,ncol=1)
# write (W, "W-Marta-ODOR-Jeffreys—erros 1%.txt")

# Alphavero<-cbind (Alphaordenadol,L5leljele20dor)
# write (Alphavero, "Alphavero-Marta-ODOR-Jeffreys-erros
1%.txt")

# AlphaW<-cbind (Alphaordenadol, W)
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# write (AlphaW, "AlphaW-Marta-ODOR-Jeffreys—erros 1%.txt")

AlphaprilLW<-cbind (Param,Priori,L5leljele2o0dor, W)
#Col. 1l=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L5leljele2odor

#Col. 6=W

# write (AlphaprilW, "AlphaprilW-Marta-ODOR-Jeffreys—-erros
1%.txt")

AlphaposLW<—-numeric (30000)
b<—numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric (5000)
j<-numeric(100000)
i<-1

j<-1

b<—w

g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<—-i+1

while (i<100001) {
1i[i]<-1i[i-11+g[i]
i<-i+1

}

1s[1]1<=qgl1l]

j<=j+1

while (3j<100001) {
1s[jl<-1s[j-11+g9l7]
Jj<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulkl<ls[1l]]||ulk]>1i[1l] & ulk]l>1ls[1l])
t[kl<-b[1l]

}

}

T<-matrix (t,ncol=1)
write (T, "T-Marta—-ODOR-Jeffreys—erros 1%.txt")
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i=1

AlphaposLW<—numeric (30000)

AlphaposLW<-matrix (AlphaposLW, ncol=6)

AlphaposLW<-AlphaposLW[4999, ]

while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
AlphaposLWm<—-AlphaprilW[AlphaprilW[,6]==t1, ]
AlphaposLWm<-matrix (AlphaposLWm, ncol=6)
AlphaposLW<-rbind (AlphaposLW, AlphaposLWm)
i=i+1

}
# write (AlphaposLW, "AlphaposLW.txt")
plot (AlphaposLW([,1],AlphaposLW[,5])

hist (AlphaposLW([,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-AlphaposLW[, 1]
y<—-AlphaposLW[, 2]

Alphaveropos<-cbind (x,y)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-z1
Templ<-matrix (AVpos[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ [i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<—-sum(Temp5[, 2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(zl, Tempb5)
z2<-rbind(z2, Temp7)
Temp4=0
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Temp4<-sum(Temp3[,1])
i=i+Temp4

}

z<-z2[2:1length(z2[,1]),]

x<—-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L51legele?2)
parampos<—-numeric (5000)
Parampos<-matrix (parampos, ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[, 4]==t1, ]
Paramverom<-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
e ——
# Graficos dos resultados obtidos:
I ————————————————————————————————
mean (x)

[1] 0.01543846

sd (x)
[1] 0.001721522

Fig. 6.7:

hist (x,80,main=" ",

sub="Experimento Base - ODOR, Priori: Jeffreys, Erros 1%",
xlab="Valores de Alpha 'a posteriori'",ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.01543846,sd=0.001721522)*0.11,0.01,0.05, a
dd=TRUE, col="red")

summary (x)
Min. 1st Qu. Median Mean 3rd Qu. Max .
0.01140 0.01403 0.01546 0.01544 0.01679 0.01965
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Al<-matrix(rep(0.001, length(x)),ncol=1)
A2<-matrix(rep(0.01, length(x)),ncol=1)
A3<—matrix(rep(0.1, length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
AS5<-matrix(rep(0.6931471, length(x)),ncol=1)

# Ab<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentageml<—Al/x
Tempoporcentagem2<-A2/x
Tempoporcentagem3<-A3/x
Tempoporcentagemb<-A5/x
Tempoporcentagem<—-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb

X)
0.06559201
0.007400278
# 2)

mean (y)

#[1] 0.6559201

sd(y)
#[1] 0.07400278

)
6.559201

0.7400278
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# [1] 45.46491
sd (w)
# [1]1 5.129481

Fig. 6.8:

par (mfrow=c (2,2))

hist(x,50,main=" ",

sub="Percentil de falhas 'a posteriori' de 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiéncia")

curve (dnorm(x,mean=0.06559201, sd=0.007400278)*0.9,0.02,0.09, ad
d=TRUE, col="red")

hist(y,50,main=" ",

sub="Percentil de falhas 'a posteriori' de 1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm(x,mean=0.6559201, sd=0.07400278)*9,0.2,0.9, add=TRUE
,col="red")

hist (v, 50,main=" ",
sub="Percentil de falhas 'a posteriori' de 10%",
xlab="Tempos de Falha em Semanas - Erros:

1%",ylab="Freqgiiéncia")

curve (dnorm(x, mean=6.559201, sd=0.7400278) *90,2.0,9.0, add=TRUE,
col="red")

hist(w, 50, main=" ",

sub="Percentil de falhas 'a posteriori' de 50%",

xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

curve (dnorm(x,mean=45.46491,sd=5.129481)*470,14.0,70.0, add=TRU
E,col="red")

par (mfrow=c(1l,1))

1)

summary (x)

Min. :0.05090
Ist Qu.:0.05957
Median :0.06467
Mean :0.06559
3rd Qu.:0.07126
Max. :0.08774

quantile(x,c(0.025,0.975))
2.5% 97.5%
0.05385662 0.07984019

2)
summary (y)

Min. :0.5090
1st Qu.:0.5957
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Median
Mean

3rd Qu.:
Max.

quantile(y,c(0.025,0.975))

2.5% 97

0.5385662 0.7984019

3)
summary (v)

Min. :5.0
l1st Qu.:
Median
Mean
3rd Qu.:
Max.

O J Oy O U

quantile(x,c(0.025,0.975))

2.5% 97.

5.385662 7.984019

4)
summary (w)

Min. :35.
1st Qu.:41
Median :44.
Mean :45.
3rd Qu.:49.
Max. :60

quantile(w,c(0.025,0.975))
2.5% 97.5%
37.33056 55.34100

.6467
.6559
L7126
.8774

.5%

90

.957
.467
.559
.126
.774

5%

28

.29
83
46
39
.81

ANEXOH
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ANEXO I

INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori” Gama(16;800)

UTILIZACAO DE DADOS REAIS DO EXPERIMENTO BASE

ATRIBUTO SABOR
T —————————————————————
# Experimento Marta - SABOR:
e —————————————

Alphaordenado<-matrix(scan ("Alphaordenado.txt"),ncol=1)
Alphaordenado<-matrix (Alphaordenado, ncol=1)

# el<-runif (100000, min=0,max=0.01)
# el<-scan("Erros tipol - 1%.txt")
# el<-matrix(el,ncol=1)

# e2<-runif (100000, min=0,max=0.01)
# e2<-scan("Erros tipo2 - 1%.txt")
#

e2<-matrix(e2,ncol=1)

Param<-cbind (Alphaordenado,el,e?2)

# Obtencdo dos dados de falhas do arquivo de Avaliagdes
# Semanails das amostras em 51 semanas:

AvalsemanalMarta<—-read.table ("Avalsemanal-
Marta.txt", header=TRUE)
Ni<-AvalsemanalMarta$Ni
Sis<-AvalsemanalMarta$Sis
Bonsis<-AvalsemanalMarta$Ni-Sis
Ni<-matrix (Ni, nrow=1)

Sis<-matrix (Sis,nrow=1)

Bonsis<-matrix (Bonsis, nrow=1)

taui<-1:51
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Tauli<-matrix(taui,nrow=1)

# Obtencao da matriz Expoente com dimensao [100000x517]:
# —Alphaordenado x Taui

#
# Obtencadao da matriz Parcelaa com dimensdao [100000x51]:
# ellinha*exp(—alphaxTaui) :

N ———
# Para multiplicarmos cada linha da coluna de 100.000

# linhas da matriz el pelas 51 colunas da matriz

# exp (Expoente), necessitaremos usar o seguinte

# algoritmo, ja que as matrizes ndo sdo de dimensdes

# compativeis para a multiplicagcao de uma matriz coluna
# [100000x1] por uma de [100000x51].

Expexpoente<-exp (Expoente)

i=1

Parcelaa<-el*Expexpoente[, 1]

while (i<51) {
Parcelaam<-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

}

# write (Parcelaa, "Parcelaa-Marta-Gama—-erros 1%.txt")

# Parcelaa<-matrix (scan("Parcelaa—Marta—-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(—alphaxTaui)) :

p<-l-Expexpoente
g<-1-e2
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i=1

Parcelab<-g*p[, 1]

while (1<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

}

# write (Parcelab, "Parcelab-Marta-Gama—-erros 1%.txt")

# rm(Parcelabm)

# Parcelab<-matrix (scan("Parcelab—-Marta—-Gama-erros
1%.txt"),ncol=51)

# Obtencadao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write (Fatorf, "Fatorf-Marta—-Gama—-erros 1%.txt")

# Fatorf<—-matrix(scan("Fatorf-Marta—-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencdo da matriz A com dimensao [100000x51]:
# Fatorf~Sio:

i=1

A<—(Fatorf[,1])"(Sis[,11)

while (1<51) {
Am<- (Fatorf[,i+1])"(Sis[,1i+1]1)
A<—cbind (A, Am)
i=i+1

# write (A, "A-Marta—-Gama-erros 1%.txt")

# A<-matrix(scan("A-Marta-Gama—-erros 1%.txt"),ncol=51)
# rm(Fatorf)

# rm(Am)
N ———
# Obtencdo da matriz Parcelac com dimensao [100000x517:
# e2(l-exp(-alphaxTaui)) :
N ———
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p<-l-Expexpoente

i=1

Parcelac<-e2*p[, 1]

while (1<51) {
Parcelacm<—e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write (Parcelac, "Parcelac-Marta-Gama—-erros 1%.txt")

# Parcelac<—-matrix (scan("Parcelac-Marta-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencadao da matriz Parcelad com dimensao [100000x51]:
# (1l-el)*(l-exp(—alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1

}

# write (Parcelad, "Parcelad-Marta-Gama—-erros 1%.txt")

# Parcelad<-matrix (scan("Parcelad-Marta-Gama—-erros
1%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1l-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write(Fatorg, "Fatorg-Marta—-Gama-erros 1%.txt")

# Fatorg<—-matrix (scan("Fatorg-Marta—-Gama—-erros
%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)
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# Obtencadao da matriz B com dimensao [100000x517:
# Fatorg” (Ni-Si):

i=1

B<-(Fatorg[,1]) " (Bonsis|[,1])

while (1<51) {
Bm<— (Fatorg[,i+1])"(Bonsis[,i+11])
B<—cbind (B, Bm)
i=i+1

# write (B, "B-Marta—-Gama-erros 1%.txt")

# B<-matrix(scan("B-Marta-Gama-erros 1%.txt"),ncol=51)

# rm(Fatorqg)

# rm(Bm)
N ———

# Obtencao da matriz AB (multiplicagao das colunas de A

# pelas colunas respectivas de B)com dimensdao [100000x5AB1]:
N ———
AB<-A*B

# write (AB, "AB-Marta—-Gama—-erros 1%.txt")

# AB<-matrix(scan("AB-Marta-Gama-erros 1%.txt"),ncol=51)

# rm(A)

# rm(B)
N ———

# Obtencdo da matriz MCAB (multiplicacdo das colunas de AB)
# com dimensdo [100000x1]:
T ———
i=1

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)

# L51MartaGerlsabor<-MCAB
# Lalphabl<-matrix(scan ("LALPHA51.txt"),ncol=1)
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# write (L51MartaGerlsabor, "L51MartaGerlsabor—-Marta—-Gama—erros
1%.txt")

# L51MartaGerl<—-matrix(scan("L51MartaGerlsabor—-Marta—Gama-—
erros 1%.txt"),ncol=1)

# write (MCAB, "MCAB—-Marta—-SABOR-Gama—-erros 1%.txt")

# rm(AB)

# rm (MCAB)

Fig. 6.9:

plot (Alphaordenado, L51MartaGerlsabor,main=" ",
sub="Priori utilizada: Gama(16;800); Atributo: SABOR",
xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

f======================================================
# cODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI GAMA (16;800), FUNCAO DE REFERENDIA GAMA (16;800) :
f======================================================
# alphaordenado<-scan ("Alphaordenado.txt")

# Alphaordenado<-matrix (alphaordenado,ncol=1)

# priori<-dgamma (Alphaordenado, shape=16,scale=1/800)
# veropri<-L51MartaGerlsabor*priori

# Kposteriori<-veropri

# hist (Alphaordenado)

L51MartaGerlsabor<-
matrix (L51MartaGerlsabor, nrow=100000, ncol=1)
Alphaveroele2<-cbind (Alphaordenado, L51MartaGerlsabor)

alphaposele2<—numeric (10000)
b<—-numeric (100000)
g<-numeric(100000)
u<-numeric (5000)

li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<—numeric(100000)

i<-1
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j<-1
b<-L51MartaGerlsabor
g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[1]<-0

i<-i+1

while (1i<100001) {
1i[i]l<-1i[i-1]1+g[i]
i<-i+1

}

Is[1l]<=ql1l]

Jj<=j+1

while (3j<100001) {
1s[jl<-1s[j-11+g9l7]
j<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[l] & ulkl<ls[1l]||ulk]>1i[1l] & ulk]>1s[1l])
t[k]l<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1

Alphaposele2<-matrix (alphaposele2,ncol=2)

while (1<5000) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
Alphaverom<—-Alphaveroele2 [Alphaveroele2[,2]==t1, ]
Alphaverom<—-matrix (Alphaverom,ncol=2)
Alphaposele2<—-rbind (Alphaposele2, Alphaverom)
i=i+1

}

write (Alphaveroele2, "Alphaveroele2-Marta-sabor-Gama.txt")
write (Alphaposele2, "Alphaposele2-Marta—-sabor—-Gama.txt")

plot (Alphaposele2[,1],Alphaposele2[,2])

hist (Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:
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x<-Alphaposele2 [, 1]
x<-x[5000:9999]
y<—-Alphaposele2 [, 2]
y<-y[5000:9999]

Alphaveropos<-cbind (x,Vy)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-z1
Templ<-matrix (AVpos[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ [i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<—-sum(Temp5[,2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(zl, Tempb5)
z2<-rbind(z2, Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4
}
z<-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori”:

i=1
Paramvero<-cbind (Param, L51egele2sabor)
parampos<-numeric (5000)
Parampos<-matrix (parampos, ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
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paramverom<-Paramvero [Paramvero[,4]==t1, ]
Paramverom<-matrix (paramverom, ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
e ——
# Graficos dos resultados obtidos:
I ————————————————————————————
mean (x)

[1] 0.0164468

sd (x)
[1] 0.001284087

# Fig. 6.10:

hist(x,40,main=" ",

sub="Experimento Base, Priori: Gama(16;800)",

xlab="Valores de Alpha 'a posteriori'",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.0164468, sd=0.001284087)*0.055,0.01,0.05, a
dd=TRUE, col="red")

# Determinacg¢do dos Percentis "a posteriori":

Iremos considerar as fracgdes de falhas nas amostras
utilizadas de forma andloga ao que foi feito antes
de incorporarmos os erros. Usaremos as fragdes de
falha: 0,1%, 1%, 10%, e 50% e do total das amostras
para determinar em quantas semanas, tal fracao de
falhas ocorre.

H oS S o % e

Al<-matrix(rep(0.001, length (Alphaveropos[,1])),ncol=1)
A2<-matrix(rep(0.01, length(Alphaveropos[,1])),ncol=1)
A3<-matrix(rep(0.1, length (Alphaveropos([,1])),ncol=1)

# Ad<-matrix(rep(0.287682,length(Alphaveropos([,1])),ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaveropos[,1])),ncol=1)
# A6<-matrix(rep(1.3862944,length (Alphaveropos([,1])),ncol=1)
Tempoporcentageml<—-Al/Alphaveropos|[,1]
Tempoporcentagem2<—-A2/Alphaveropos|[, 1]
Tempoporcentagem3<-A3/Alphaveropos|[, 1]

# Tempoporcentagemid<-A4/Alphaveropos|[,1]
Tempoporcentagem5<—-A5/Alphaveropos [, 1]

# Tempoporcentagem6<—-A6/Alphaveropos|[, 1]
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Tempoporcentagem<—cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

Tempoporcentagemb)

z<-z2[2:1length(z2[,1]),]
x<-z[,1]

y<-z[,2]

Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb

# 1)

mean (x)

# [1] 0.0611708
d(x)

# [1] 0.004762412

mean (y)

# [1] 0.611708
d(y)

# [1] 0.04762412

mean (v)

# [1] 6.11708
d(v)

# [1] 0.4762412

mean (w)

# [1] 42.40037
d (w)

# [1] 3.301052

Fig. 6.11:

par (mfrow=c(2,2))

hist (Tempoporcentagem[,1],50, main=" ",

sub="Percentil de Falhas: 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm(x, mean=0.0611708,sd=0.004762412)*0.16,0.050,0.08,a
dd=TRUE,

col="red")

hist (Tempoporcentagem[,2],50, main=" ",

sub="Percentil de Falhas: 1%",
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xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.611708, sd=0.04762412)*1.6,0.50,0.80, add=T
RUE,

col="red")

hist (Tempoporcentagem[,3],50, main=" ",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm(x,mean=6.11708, sd=0.4762412)*16, 5, 8, add=TRUE,
col="red")

hist (Tempoporcentagem[,4],50, main=" ",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiiéncia")

curve (dnorm(x,mean=42.40037,sd=3.301052)*150,35.0,60.0, add=TRU
EI

col="red")

par (mfrow=c(1,1))

summary (x)

Min. :0.05031
Ist Qu.:0.05749
Median :0.06109
Mean :0.06117
3rd Qu.:0.06447
Max. :0.07600

quantile(x,c(0.025,0.975))
2.5% 97.5%
0.05220129 0.07039745

summary (y)

Min. :0.5031
1st Qu.:0.5749
Median :0.6109
Mean :0.6117
3rd Qu.:0.6447
Max. :0.7600

quantile(y,c(0.025,0.975))
2.5% 97.5%
0.5220129 0.7039745

summary (v)
Min. :5.031
1st Qu.:5.749
Median :6.109
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Mean :6.117
3rd Qu.:6.447
Max. :7.600

quantile(v,c(0.025,0.975))
2.5% 97.5%
5.220129 7.039745

summary (w)
Min. :34.87
Ist Qu.:39.85
Median :42.35

Mean :42.40
3rd Qu.:44.69
Max. :52.68

quantile(w,c(0.025,0.975))
2.5% 97.5%
36.18317 48.79579
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INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao “a
priori” de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATAMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATE 1%

ATRIBUTO SABOR

=

Construgao de uma matriz [100.000x3] onde a primeira coluna
serdo valores de alpha ja amostrados nas simulacdes
anteriores e as colunas 1 e 2 serao respectivamente erros
tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):

S

Alphaordenadol<—-matrix(scan ("Alphaordenadol.txt"),ncol=1)
Alphaordenadol<-matrix (Alphaordenadol,ncol=1)

# el<-runif (100000, min=0,max=0.01)
# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)
# e2<-runif (100000, min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind (Alphaordenadol,el, e2)

# write(Param, "Param-Marta-Jeffreys—-erros 1%.txt")

# Obtencdo dos dados de falhas do arquivo de Avaliagdes
# Semanais das amostras em 51 semanas:

AvalsemanalMarta<-read.table ("Avalsemanal-
Marta.txt", header=TRUE)

Ni<-AvalsemanalMarta$Ni
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Sis<-AvalsemanalMarta$Sis
Bonsis<-AvalsemanalMarta$SNi-Sis

Ni<-matrix (Ni, nrow=1)
Sis<-matrix (Sis,nrow=1)
Bonsis<-matrix (Bonsis, nrow=1)

taui<-1:51

Tauli<-matrix(taui,nrow=1)

DadosMarta<-rbind(Taui,Ni, Sio, Sis, Sia,Bonsio,Bonsis,Bonsia)

#
#

H= o3

#
#
#
#
i
i

write (DadosMarta, "DadosMarta.txt")
DadosMarta<-matrix(scan ("DadosMarta.txt"),ncol=51)

Obtencao da matriz Expoente com dimensao [100000x517]:
—Alphaordenadol x Taui

Obtencao da matriz Parcelaa com dimensao [100000x517:
ellinha*exp (—alphaxTaui) :

Para multiplicarmos cada linha da coluna de 100.000
linhas da matriz el pelas 51 colunas da matriz

exp (Expoente), necessitaremos usar o seguinte
algoritmo, jad que as matrizes ndo sdo de dimensdes
compativeis para a multiplicagcao de uma matriz coluna
[100000x1] por uma de [100000x51].

Expexpoente<-exp (Expoente)

i=

1

Parcelaa<-el*Expexpoente[, 1]
while (i<51) {

Parcelaam<-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1
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# write(Parcelaa, "Parcelaa-Marta—-SABOR-Jeffreys—erros 1%.txt")
# Parcelaa<-matrix(scan ("Parcelaa-Marta-SABOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(-alphaxTaui)):

p<—-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (i<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

}

# write(Parcelab, "Parcelab-Marta—-SABOR-Jeffreys—erros 1%.txt")
# rm(Parcelabm)

# Parcelab<-matrix(scan ("Parcelab-Marta-SABOR-Jeffreys—-erros
1%.txt"),ncol=51)

# Obtencdo da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write(Fatorf, "Fatorf-Marta-SABOR-Jeffreys—-erros 1%.txt")

# Fatorf<-matrix(scan("Fatorf-Marta-SABOR-Jeffreys—erros
%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencdo da matriz A com dimensao [100000x51]:
# Fatorf~Si:

i=1
A<—-(Fatorf[,1])"(Sis[,11])
while (1<51) {
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Am<— (Fatorf[,i+1])"(Sis[,1+1])
A<-cbind (A, Am)
i=i+1

}

# write (A, "A-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# A<-matrix(scan("A-Marta-SABOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtencao da matriz Parcelac com dimensao [100000x517]:
# e2(l-exp(-alphaxTaui)) :

p<-l-Expexpoente

i=1

Parcelac<-e2*p[,1]

while (i<51) {
Parcelacm<—-e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac, "Parcelac-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# Parcelac<—-matrix(scan ("Parcelac-Marta-SABOR-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencao da matriz Parcelad com dimensao [100000x517]:
# (l-el)*(l-exp(-alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1

}

# write(Parcelad, "Parcelad-Marta—-SABOR-Jeffreys—erros 1%.txt")
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# Parcelad<-matrix(scan ("Parcelad-Marta-SABOR-Jeffreys—erros
1%.txt"),ncol=51)
# rm(Parceladm)

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write(Fatorg, "Fatorg-Marta-SABOR-Jeffreys—erros 1%.txt")
# Fatorg<-matrix(scan("Fatorg-Marta-SABOR-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencdo da matriz B com dimensao [100000x51]:
# Fatorg” (Ni-Si):

i=1

B<-(Fatorg[,1]) " (Bonsis([,1])

while (i<51) {
Bm<— (Fatorg[,i+1])"(Bonsis[,i+11])
B<-cbind (B, Bm)
i=i+1

}

# write (B, "B-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# B<—matrix(scan("B-Marta-SABOR-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Fatorqg)

# rm(Bm)

# Obtencao da matriz AB (multiplicacgao das colunas de A
# pelas colunas respectivas de B)com dimensdo [100000x5AB1]:

AB<-A*B

# write (AB, "AB-Marta-SABOR-Jeffreys—erros 1%.txt")

# AB<-matrix(scan("AB-Marta—-SABOR-Jeffreys—-erros
%.txt"),ncol=51)

# rm(A)

# rm(B)
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# Obtencdo da matriz MCAB (multiplicacdo das colunas de AB)
# com dimensdo [100000x1]:

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)
L51leljele2sabor<-MCAB

# write(L5leljele2sabor,"L5leljele2sabor-Marta-Jeffreys—erros
1%.txt")

# L5leljeleZ2sabor<—matrix(scan("L5leljele2sabor-Marta-
Jeffreys—-erros 1%.txt"),ncol=1)

# write (MCAB, "MCAB-Marta—-SABOR-Jeffreys—erros 1%.txt")

# rm(AB)

# rm(MCAB)

Fig. 6.12a:

plot (Alphaordenadol,L5leljele2sabor,main=" ",

sub="Erros até 1% - Pridri a utilizar: JEFFREYS; Atributo:
SABOR",

xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

Fig. 6.12:
plot (Alphaordenadol[1:10000],L51eljele2sabor[1:10000],main="

4
sub="Erros até 1% - Pridéri a utilizar: JEFFREYS; Atributo:
SABOR",
xlab="Valores de Alpha 'a priori'",
ylab="Valores da Verossimilhanca")

# CODIGO COMPLETO PARA DETERMINAR A DISTRIBUICAO
# "A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA
# U(0,001;0,5) e erros uniformes segundo uma U(0;0,1):
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# Obtencao dos valores de a [100000x51], b [100000x1]
# e ¢ [100000x1]:

a<-exp (Expoente)

b<-1-el

i=1

al<-(el*al[,1l]l+c-al[,1l]*c)"2

while (1<51) {
alm<—(el*al[,i+1l]+c-al,i+1]1*c)"2
al<-cbind(al, alm)
i=i+1

}

# write(al, "al-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(alm)

S S Sy S ———
# Obtencado de a2 com dimensao [100000x51]
N ———
i=1
az<—(e2-e2*al[,1l]+b*(al,1]1))"2
while (1<51) {
azm<—(e2-e2*al,i+1]+b*(al[,1i+1])) "2
az2<-cbind (a2, a2m)
i=i+1

}

# write(a2, "a2-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(a2m)
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while (i<51) {
blm<-(c-el)*(al[,i+1]1*c)*(1+2*a[,1+1])*(1l-a[,i+1])
bl<-cbind(bl, blm)
i=i+1

}

# write(bl, "bl-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(blm)

R<-bl/al

# write (R, "R-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# rm(bl)

i=1

b2<—(e2-b)*((a[,1])"2)*e2

while (1<51) {
b2m<—(e2-b)* ((a[,1i+1])"2) *e2
b2<-cbind (b2, b2m)
i=i+1

}

# write (b2, "b2-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(b2m)

# rm(b2)
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i=1

RmaisS<—-R+S

Xb<-RmaisS[, 1]

while (1<51) {
Xbm<-RmaisS[,i+1]
Xb<-cbind (Xb, Xbm)
i=i+1

RmaissS)
Xbm)
R)
S)

ST

m (
m (
m (
m (

i=1

X<-Xal[l,i]1*Xb[,1i]

while (1<51) {
Xm<-Xal[l,i+1]*Xb[,i+1]
X<—cbind (X, Xm)
i=i+1

# write (X, "X-Marta—-SABOR-Jeffreys—-erros 1%.txt")

# rm(Xm)

# rm(Xa)

# rm(Xb)

fommmmmm—mmmmmm e e e e e
# Obtencao de M1 com dimensao [100000x1]

fommmmmm—mmmmmm e e e e e
i=1

M1<-X[,1]1+X[, 2]

while (1<50) {
MIm<-X[,i+1]+X[,1+2]
M1<-M1+Mlm
i=i+1

}

Ml<-matrix (M1, ncol=1)

# write (M1, "M1-Marta-SABOR-Jeffreys—erros 1%.txt")

# rm(X)
# rm(Mlm)
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S S Sy S ——
# Obtencado de cl com dimensao [100000x51]
N ———
i=1

cl<-(l-afl,1])

while (1<51) {

clm<—(l-al,i+11)
cl<-cbind(cl, clm)
=i+1

}

# write(cl, "cl-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(clm)

N ———
# Obtencdao de T com dimensao [100000x51]
N ———
T<-cl/al

U<-a/a?2

# write (U, "U-Marta—-SABOR-Jeffreys—-erros 1%.txt")

i=1
Mi<-rbind (Ni,Ni,Ni, Ni, Ni)
while (i<11) {
Mi<-rbind (Mi, Mi)
i=i+1
}
Mi<-rbind( i)
Mi<—rbind(M1 Mi)
Mi<-rbind (Mi, Mi)
Mi<-rbind (Mi, Mi)
Mi<-rbind (Mi, Mi)
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Mi<-Mi[1:100000, ]

Ya<—-((a)”"2)*Mi

# Obtencao de M2 com dimensao [100000x1]

i=1

M2<-Y[,11+Y[, 2]

while (1<50) {
M2m<-Y [, i+1]+Y[, 1+2]
M2<-M2+M2m
i=i+1

}

M2<-matrix (M2, ncol=1)

write (M2, "M2-Marta-SABOR-Jeffreys—erros 1%.txt")

rm(Y)
# rm(M2m)

# Obtencdo de V com dimensao [100000x51]

V<-cl/al

write (V,"V-Marta-SABOR-Jeffreys—-erros 1%.txt")
rm(al)
rm(cl)

H= o3

# Obtencdao de W com dimensao [100000x51]
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W<-a/a2

# write (W, "W-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# rm(a2)

Zb<-V+W
72<-7Za*7Zb

write(Z,"Z-Marta-SABOR-Jeffreys—-erros 1%.txt")
rm (V)

# Obtencdao de M3 com dimensao [100000x1]

i=1

M3<-Z[,1]1+2[, 2]

while (1<50) {
M3m<-Z[,i+1]+Z[,1+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix (M3, ncol=1)

# write (M3, "M3-Marta-SABOR-Jeffreys—erros 1%.txt")

# rm(Z)

# rm(M3m)
N ———
# Obtencao da distribuicao de Jeffreys com dimensao

# [100000x1]
N ———
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JeffreysSABOR<— (M1*M2*M3) " (1/2)

J1SABOR<—(M1)"(1/2)
J2SABOR<—(M2) " (1/2)
J3SABOR<—(M3) " (1/2)

# write(JeffreysSABOR, "Jeffreys-Marta-SABOR-erros 1%.txt")
# write (J1-SABOR, "J1l-Marta-ODOR-Jeffreys—erros 1%.txt")
# write (J2-SABOR, "J2-Marta-ODOR-Jeffreys—-erros 1%.txt")
# write (J3-SABOR, "J3-Marta-ODOR-Jeffreys—-erros 1%.txt")

# J1SABOR<-matrix(scan("Jl-Marta—-SABOR-Jeffreys—-erros
1%.txt"),ncol=1)
# J2SABOR<-matrix(scan("J2-Marta—-SABOR-Jeffreys—-erros
1%.txt"),ncol=1)
# J3SABOR<-matrix(scan("J3-Marta—-SABOR-Jeffreys—-erros
1%.txt"),ncol=1)

Fig. 6.13:

plot (Alphaordenadol, JeffreysSABOR, main=" ",

sub="Erros até 1%",

xlab="Valores de Alpha 'a priori'",

ylab="Valores Marginais da dist. 'a priori' de Jeffreys -
SABOR")

# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI DE JEFFREYS, FUNGCAO DE REFERENDIA U(0,001;0,5):

L5leljele2sabor<—-matrix (L5leljele2sabor,nrow=100000,ncol=1)
# Alphaveroele2<-cbind(Alphaordenadol,L5leljele?)
Priori<-JeffreysSABOR

veropri<-L5leljele2sabor*Priori

h<-veropri

H<-matrix (h,ncol=1)

g<—dunif (Alphaordenadol,min=0.001,max=0.5)
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G<-matrix(g,ncol=1)
w<-h/g

W<-matrix (w,ncol=1)
# write (W, "W-Marta—-SABOR-Jeffreys—-erros 1%.txt")

# Alphavero<-cbind (Alphaordenadol,L5leljele2sabor)
# write (Alphavero, "Alphavero-Marta-ODOR-Jeffreys-erros
F.txt")

# AlphaW<-cbind (Alphaordenadol, W)
# write (AlphaW, "AlphaW-Marta-SABOR-Jeffreys—erros 1%.txt")

AlphaprilLW<-cbind (Param,Priori,L5leljele2sabor, W)
#Col. 1l=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L5leljele2sabor

#Col. 6=W

# write (AlphaprilW, "AlphaprilW-Marta-SABOR-Jeffreys—-erros
$.txt")

AlphaposLW<—-numeric (30000)
b<—numeric (100000)
g<-numeric(100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<-numeric(100000)
i<-1

j<-1

b<—w

g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1

while (1i<100001) {
1i[1]<-1i[i-1]1+gli]
i<-i+1

}

Is[1]<=qgl1l]

Jj<=j+1

while (3j<100001) {
Is[jl<-1s[j-11+ql]]
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Jj<=j+1

}

for (k in 1:5000) {

for (1 in 1:100000) {

if (ulk]>1i[1l] & ulkl<ls[1l]]||ulk]>1i[1l] & ulk]l>1ls[1l])
t[kl<-b[1l]

}

}

T<-matrix (t,ncol=1)
write (T, "T-Marta-SABOR-Jeffreys—-erros 1%.txt")

i=1

AlphaposLW<—-numeric (30000)

AlphaposLW<-matrix (AlphaposLW, ncol=6)

AlphaposLW<-AlphaposLW[4999, ]

while (1<5000) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
AlphaposLWm<—-AlphaprilW[AlphaprilW[,6]==t1, ]
AlphaposLWm<-matrix (AlphaposLWm, ncol=6)
AlphaposLW<-rbind (AlphaposLW, AlphaposLWm)
i=i+1

}

# write (AlphaposLW, "AlphaposLW.txt")
plot (AlphaposLW[,1],AlphaposLW[,5])
hist (AlphaposLW([,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-AlphaposLW[, 1]
y<—-AlphaposLW[, 2]

Alphaveropos<-cbind (x,Vy)

i=1

AVpos<-matrix (Alphaveropos,ncol=2)

zl<-matrix(c(0,0),ncol=2)

z2<-z1

Templ<-matrix (AVpos|[,1:2],ncol=2)

while (1<5000) {
temp2<-Templ [, ]==Templ [i, 1]
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Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,11])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<-sum(Temp5[,2])
Temp7<-matrix (c(Templ[i,1], Temp6),ncol=2)
z1l<-rbind(zl, Tempb5)
z2<-rbind(z2, Temp7)
Temp4=0
}
Temp4d<-sum (Temp3[,1])
i=i+Temp4
}
z<—-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L51egele?2)
parampos<-numeric (5000)
Parampos<-matrix (parampos, ncol=4)
while (1i<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[, 4]==t1, ]
Paramverom<—-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
e ——
# Graficos dos resultados obtidos:
e ——
mean (x)

[1] 0.01630693

sd (x)
[1] 0.00172562
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Fig. 6.14:

hist (x,80,main=" ",

sub="Experimento Base - SABOR, Priori: Jeffreys, Erros 1%",
xlab="Valores de Alpha 'a posteriori'",ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.01630693,sd=0.00172562)*0.11,0.01,0.05, ad
d=TRUE, col="red")

summary (x)
Min. 1st Qu. Median Mean 3rd Qu. Max .
0.01140 0.01403 0.01546 0.01544 0.01679 0.01965

# Determinacgao dos percentis "a posteriori":

Al<-matrix(rep(0.001, length(x)),ncol=1)
A2<-matrix(rep(0.01, length(x)),ncol=1)
A3<-matrix(rep (0.1, length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
AS5<-matrix(rep(0.6931471, length(x)),ncol=1)

# Ab<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentageml<—Al/x
Tempoporcentagem2<—A2/x
Tempoporcentagem3<-A3/x
Tempoporcentagem5<—-A5/x
Tempoporcentagem<—-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb

# 1)
mean (x)
# [1] 0.06202449

# [1] 0.006674431
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mean (y)
#[1] 0.6202449

sd(y)
#[1] 0.06674431

#3)
mean (v)
# [1]1 6.202449

# [1] 0.6674431

# 4)
mean (w)
# [1]1 42.99210

# [1] 4.626362

Fig. 6.14:

par (mfrow=c (2,2))

hist (x,50,main=" ",

sub="Percentil de falhas 'a posteriori' de 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.06202449,sd=0.006674431)*1.1,0.02,0.09, ad
d=TRUE, col="red")

hist(y,50,main=" ",

sub="Percentil de falhas 'a posteriori' de 1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.6202449, sd=0.06674431)*11,0.2,0.9, add=TRU
E,col="red")

hist (v, 50, main=" ",
sub="Percentil de falhas 'a posteriori' de 10%",
xlab="Tempos de Falha em Semanas - Erros:

1%",ylab="Freqgiiéncia")

curve (dnorm(x,mean=6.202449,sd=0.6674431)*110,2.0,9.0, add=TRUE
,col="red")

hist (w, 50, main=" ",

sub="Percentil de falhas 'a posteriori' de 50%",

xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

curve (dnorm(x,mean=42.99210, sd=4.626362)*500,14.0, 70.0, add=TRU
E,col="red")

par (mfrow=c(1l,1))

1)
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summary (x
Min.
l1st Qu.:
Median
Mean
3rd Qu.:
Max.

O O OO O o

quantile(x,c(0.025,0.975))

2.5% 9

0.05148039 0.07511652

2)
summary (y
Min.
l1st Qu.:
Median
Mean
3rd Qu.:
Max.

OO O O O o —

quantile(y,c(0.025,0.975))

2.5% 97

0.5148039 0.7511652

3)
summary (v
Min.
Ist Qu.:
Median
Mean
3rd Qu.:
Max.

O Oy O O Ul i ~—

quantile(v,c(0.025,0.975))

2.5% 97.

5.148039 7.511652

4)
summary (w)
Min. :32
Ist Qu.:39
Median :42
Mean 142
3rd Qu.:46
Max. :57.

quantile(w,c(0.025,0.975))

.04700
.05653
.06118
.06202
.06704
.08279

7.5%

.4700
.5653
.6118
.6202
.6704
.8279

.5%

700
653
118
202
704
279

5%

.58
.19
.41
.99
.47
39

ANEXO J
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2.5% 97.5%
35.68348 52.06680
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ANEXO K

INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori” Gama(16;800)

UTILIZACAO DE DADOS REAIS DO EXPERIMENTO BASE

ATRIBUTO ASPECTO
T —————————————————————
# Experimento Marta - ASPECTO:
T ————————————————————

Alphaordenado<-matrix(scan ("Alphaordenado.txt"),ncol=1)
Alphaordenado<-matrix (Alphaordenado, ncol=1)

# el<-runif (100000, min=0,max=0.01)
# el<-scan("Erros tipol - 1%.txt")
# el<-matrix(el,ncol=1)

# e2<-runif (100000, min=0,max=0.01)
# e2<-scan("Erros tipo2 - 1%.txt")
#

e2<-matrix(e2,ncol=1)

Param<-cbind (Alphaordenado,el,e?2)

# Obtencdo dos dados de falhas do arquivo de Avaliagdes
# Semanails das amostras em 51 semanas:

AvalsemanalMarta<—-read.table ("Avalsemanal-
Marta.txt", header=TRUE)
Ni<-AvalsemanalMarta$Ni
Sia<—-AvalsemanalMarta$Sia
Bonsia<-AvalsemanalMartaS$SNi-Sia
Ni<-matrix (Ni, nrow=1)
Sia<-matrix (Sia, nrow=1)

Bonsia<-matrix (Bonsia,nrow=1)

taui<-1:51
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Tauli<-matrix(taui,nrow=1)

# Obtencao da matriz Expoente com dimensao [100000x517]:
# —Alphaordenado x Taui

#
# Obtencadao da matriz Parcelaa com dimensdao [100000x51]:
# ellinha*exp(—alphaxTaui) :

N ———
# Para multiplicarmos cada linha da coluna de 100.000

# linhas da matriz el pelas 51 colunas da matriz

# exp (Expoente), necessitaremos usar o seguinte

# algoritmo, ja que as matrizes ndo sdo de dimensdes

# compativeis para a multiplicagcao de uma matriz coluna
# [100000x1] por uma de [100000x51].

Expexpoente<-exp (Expoente)

i=1

Parcelaa<-el*Expexpoente[, 1]

while (i<51) {
Parcelaam<-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1

}

# write (Parcelaa, "Parcelaa-Marta-Gama—-erros 1%.txt")

# Parcelaa<-matrix (scan("Parcelaa—Marta—-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(—alphaxTaui)) :

p<-l-Expexpoente
g<-1-e2

262



ANEXO K

i=1

Parcelab<-g*p[, 1]

while (1<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab, Parcelabm)
i=i+1

}

# write (Parcelab, "Parcelab-Marta-Gama—-erros 1%.txt")

# rm(Parcelabm)

# Parcelab<-matrix (scan("Parcelab—-Marta—-Gama-erros
1%.txt"),ncol=51)

# Obtencadao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write (Fatorf, "Fatorf-Marta—-Gama—-erros 1%.txt")

# Fatorf<—-matrix(scan("Fatorf-Marta—-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencdo da matriz A com dimensao [100000x51]:
# Fatorf~Sio:

i=1

A<—(Fatorf[,1])"(Sial[,11)

while (1<51) {
Am<- (Fatorf[,i+1])"(Sial[,i+1])
A<—cbind (A, Am)
i=i+1

# write (A, "A-Marta—-Gama-erros 1%.txt")

# A<-matrix(scan("A-Marta-Gama—-erros 1%.txt"),ncol=51)
# rm(Fatorf)

# rm(Am)
N ———
# Obtencdo da matriz Parcelac com dimensao [100000x517:
# e2(l-exp(-alphaxTaui)) :
N ———
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p<-l-Expexpoente

i=1

Parcelac<-e2*p[, 1]

while (1<51) {
Parcelacm<—e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write (Parcelac, "Parcelac-Marta-Gama—-erros 1%.txt")

# Parcelac<—-matrix (scan("Parcelac-Marta-Gama—-erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencadao da matriz Parcelad com dimensao [100000x51]:
# (1l-el)*(l-exp(—alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[, 1]

while (1<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1

}

# write (Parcelad, "Parcelad-Marta-Gama—-erros 1%.txt")

# Parcelad<-matrix (scan("Parcelad-Marta-Gama—-erros
1%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1l-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write(Fatorg, "Fatorg-Marta—-Gama-erros 1%.txt")

# Fatorg<—-matrix (scan("Fatorg-Marta—-Gama—-erros
%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)
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# Obtencadao da matriz B com dimensao [100000x517:
# Fatorg” (Ni-Si):

i=1

B<-(Fatorg[,1]) " (Bonsial,1])

while (1<51) {
Bm<— (Fatorg[,i+1]) " (Bonsial[,i+11])
B<—cbind (B, Bm)
i=i+1

# write (B, "B-Marta—-Gama-erros 1%.txt")

# B<-matrix(scan("B-Marta-Gama-erros 1%.txt"),ncol=51)

# rm(Fatorqg)

# rm(Bm)
N ———

# Obtencao da matriz AB (multiplicacgao das colunas de A

# pelas colunas respectivas de B)com dimensdao [100000x5AB1]:
N ———
AB<-A*B

# write (AB, "AB-Marta—-Gama—-erros 1%.txt")

# AB<-matrix(scan("AB-Marta-Gama-erros 1%.txt"),ncol=51)

# rm(A)

# rm(B)
N ———

# Obtencdo da matriz MCAB (multiplicacdo das colunas de AB)
# com dimensdo [100000x1]:
T ———
i=1

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)

# L51MartaGerlaspecto<-MCAB
# Lalphabl<-matrix(scan ("LALPHA51.txt"),ncol=1)
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# write (L51MartaGerlaspecto, "L51MartaGerlaspecto-Marta—-Gama-—
erros 1%.txt")

# L51MartaGerl<—matrix(scan("L51MartaGerlsabor—-Marta—Gama-—
erros 1%.txt"),ncol=1)

# write (MCAB, "MCAB—-Marta—-SABOR-Gama—-erros 1%.txt")
# rm(AB)
# rm (MCAB)

Fig. 6.16:

plot (Alphaordenado, L51MartaGerlaspecto, main=" ",
sub="Priori utilizada: Gama(16;800); Atributo: ASPECTO",
xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

f======================================================
# cODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI GAMA (16;800), FUNCAO DE REFERENDIA GAMA (16;800) :
f======================================================
# alphaordenado<-scan ("Alphaordenado.txt")

# Alphaordenado<-matrix (alphaordenado,ncol=1)

# priori<-dgamma (Alphaordenado, shape=16,scale=1/800)
# veropri<-L51MartaGerlaspecto*priori

# Kposteriori<-veropri

# hist (Alphaordenado)

L51MartaGerlaspecto<-
matrix (L51MartaGerlaspecto, nrow=100000, ncol=1)
Alphaveroele2<-cbind (Alphaordenado, L51MartaGerlaspecto)

alphaposele2<—numeric (10000)
b<—-numeric (100000)
g<-numeric(100000)
u<-numeric (5000)

li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric(5000)
j<—numeric(100000)

i<-1
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j<-1
b<-L51MartaGerlaspecto
g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[1]<-0

i<-i+1

while (1i<100001) {
1i[i]l<-1i[i-1]1+g[i]
i<-i+1

}

Is[1l]<=ql1l]

Jj<=j+1

while (3j<100001) {
1s[jl<-1s[j-11+g9l7]
j<=j+1

}

for (k in 1:5000) {

for (1 in 1:100000) {
if (ulk]>1i[l] & ulkl<ls[1l]||ulk]>1i[1l] & ulk]>1s[1l])
t[k]l<-b[l]

}

}

T<-matrix(t,ncol=1)
write(T,"T.txt")

i=1

Alphaposele2<-matrix (alphaposele2,ncol=2)

while (1<5000) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
Alphaverom<—-Alphaveroele2 [Alphaveroele2[,2]==t1, ]
Alphaverom<—-matrix (Alphaverom,ncol=2)
Alphaposele2<—-rbind (Alphaposele2, Alphaverom)
i=i+1

write (Alphaveroele2, "Alphaverocele2-Marta-sabor—Gama.txt")
write (Alphaposele2, "Alphaposele2-Marta—-sabor-Gama.txt")

plot (Alphaposele2[,1],Alphaposele2[,2])

hist (Alphaposele2[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:
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x<-Alphaposele2[, 1]
x<-x[5000:9999]
y<—-Alphaposele2 [, 2]
y<-y[5000:9999]

Alphaveropos<-cbind (x,Vy)

i=1
AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-z1
Templ<-matrix (AVpos[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ [i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4<-sum(Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ [, 1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<—-sum(Temp5[, 2])
Temp7<-matrix (c(Templ[i, 1], Temp6),ncol=2)
z1l<-rbind(z1l, Tempb)
z2<-rbind(z2, Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4
}
z<—-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracgdo dos erros "a posteriori", em fungao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L51egele2sabor)
parampos<—-numeric (5000)
Parampos<-matrix (parampos,ncol=4)
while (1<5000) {

T1<-T[i+1,1]

268



ANEXO K

tl<—-as.vector (T1l)

paramverom<-Paramvero [Paramvero[,4]==t1, ]
Paramverom<—-matrix (paramverom,ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
f======================================================
# Graficos dos resultados obtidos:
f======================================================
mean (x)

[1] 0.01335912

sd (x)
[1] 0.001041431

Fig. 6.17:

hist (x,100,main=" ",

sub="Experimento Base, Priori: Gama(16;800)",

xlab="Valores de Alpha 'a posteriori'",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.01335912,sd=0.001041431)*0.035,0.01,0.05,
add=TRUE, col="red")

# Determinacg¢do dos Percentis "a posteriori":

Iremos considerar as fracgdes de falhas nas amostras
utilizadas de forma andloga ao que foi feito antes
de incorporarmos os erros. Usaremos as fracdes de
falha: 0,1%, 1%, 10%, e 50% e do total das amostras
para determinar em quantas semanas, tal fragdo de
falhas ocorre.

R

), ncol=1)
,ncol=1)
ncol=1)

Al<-matrix(rep(0.001, length (Alphaveropos|[, 1]
A2<-matrix(rep(0.01, length (Alphaveropos|[,1])
A3<-matrix(rep(0.1, length (Alphaveropos|[,1]1)),nc
#A4<—matrix(rep(0.287682, length (Alphaveropos[,1])),ncol=1)
AS5<-matrix(rep(0.6931471, length (Alphaveropos[,1])),ncol=1)
#A6<—matrix(rep(1.3862944,length (Alphaveropos([,1])),ncol=1)
Tempoporcentageml<—-Al/Alphaveropos|[,1]
Tempoporcentagem2<-A2/Alphaveropos|[, 1]
Tempoporcentagem3<—-A3/Alphaveropos|[, 1]
#Tempoporcentagemd4<—-A4/Alphaveropos|[, 1]
Tempoporcentagemb<—-A5/Alphaveropos|[, 1]

)
)
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#Tempoporcentagem6<—A6/Alphaveropos|[, 1]
Tempoporcentagem<-cbind (Tempoporcentageml,
Tempoporcentagem3,

Tempoporcentagemb)

z<-z2[2:1length(z2[,1]),]
x<-z[,1]

y<-z[,2]

Alphaveropos<-z

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb

# 1)

mean (x)

# [1] 0.07530681
sd (x)

# [1] 0.005832914
mean (y)

# [1]1 0.7530681
sd(y)

# [1] 0.05832914
mean (v)

# [1]1 7.530681

sd (v)

# [1] 0.5832914
mean (w)

# [1]1 52.1987

sd (w)

# [1] 4.043068
Fig. 6.18:

par (mfrow=c(2,2))
hist (Tempoporcentagem[,1],50, main=" ",

sub="Percentil de Falhas: 0,1%",
xlab="Tempos de Falha em Semanas",
ylab="Freqgiiéncia")

Tempoporcentagem?2,

curve (dnorm(x,mean=0.07530681,sd=0.005832914)*0.25,0.050,0.1, a

dd=TRUE,
Colzﬂred" )
hist (Tempoporcentagem[,2],50, main=" ",
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sub="Percentil de Falhas: 1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiéncia")

curve (dnorm(x, mean=0.7530681, sd=0.05832914)*2.5,0.50,1.0, add=T
RUE,

col="red")

hist (Tempoporcentagem[,3],50, main=" ",

sub="Percentil de Falhas: 10%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=7.530681, sd=0.5832914) *25,5, 10, add=TRUE,
col="red")

hist (Tempoporcentagem[,4],50, main=" ",

sub="Percentil de Falhas: 50%",

xlab="Tempos de Falha em Semanas",

ylab="Freqiéncia")

curve (dnorm(x,mean=52.1987,sd=4.043068) *230,35.0, 70.0, add=TRUE
col="red")

par (mfrow=c(1,1))

summary (x

)
Min. :0.06029
l1st Qu.:0.07117
Median :0.07506
Mean :0.07531
3rd Qu.:0.07933
Max. :0.09069

quantile(x,c(0.025,0.975))
2.5% 97.5%
0.06446426 0.08748102

summary (y)

Min. :0.6029
l1st Qu.:0.7117
Median :0.7506
Mean :0.7531
3rd Qu.:0.7933
Max. :0.9069

quantile(y,c(0.025,0.975))
2.5% 97.5%
0.6446426 0.8748102

summary (v)

Min. :6.029
lst Qu.:7.117

271



Median :7.506

Mean :7.531
3rd Qu.:7.933
Max. :9.069

quantile(v,c(0.025,0.975))

2.5% 97.5%

6.446426 8.748102

summary (w)

Min. 141
l1st Qu.:49
Median :52
Mean :52
3rd Qu.:54.
Max. 162

quantile(w,c(0.025,0.975))

.79
.33
.03
.20

99

.86

2.5% 97.5%

44.68321 60.63721

ANEXO K
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ANEXO L

INCORPORACAO DE ERROS DE CLASSIFICACAO
Tempo de Falha Exponencial. Utilizacao com distribuicao ““a
priori”’ de Jeffreys

EPERIENCIA REAL DO TRABALHO DE REFERENCIA COM TRATAMENTO
BAYESIANO INCORPORANDO ERROS DE CLASSIFICACAO ATE 1%

ATRIBUTO ASPECTO
fommmmmmmmmmm e e e
# Experimento Marta - ASPECTO - Jeffreys:
Bommmmmmmmmm— e e e e e e
f=============================================================
# Construcdao de uma matriz [100.000x3] onde a primeira coluna
# serdo valores de alpha ja amostrados nas simulacdes
# anteriores e as colunas 1 e 2 serdo respectivamente erros
# tipo 1 e tipo 2 amostrados aleatoriamente de uma U(0]0;0,1):
fommmmmmmmmm— e e e e e e

Alphaordenadol<—-matrix(scan ("Alphaordenadol.txt"),ncol=1)
Alphaordenadol<—-matrix (Alphaordenadol, ncol=1)

# el<-runif (100000, min=0,max=0.01)

# el<-matrix(scan("Erros tipol - 1%.txt"),ncol=1)
# e2<-runif (100000, min=0,max=0.01)
# e2<-matrix(scan("Erros tipo2 - 1%.txt"),ncol=1)

Param<-cbind (Alphaordenadol,el, e2)

# write(Param, "Param-Marta-Jeffreys—erros 1%.txt")

# Obtencao dos dados de falhas do arquivo de Avaliacgdes
# Semanails das amostras em 51 semanas:

AvalsemanalMarta<-read.table ("Avalsemanal-
Marta.txt", header=TRUE)
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Ni<-AvalsemanalMarta$Ni
Sia<-AvalsemanalMarta$Sia
Bonsia<-AvalsemanalMarta$Ni-Sia

Ni<-matrix (Ni, nrow=1)
Sia<-matrix (Sia, nrow=1)
Bonsia<-matrix (Bonsia,nrow=1)

taui<-1:51

Tauli<-matrix(taui,nrow=1)

DadosMarta<-rbind(Taui,Ni, Sio, Sis, Sia,Bonsio,Bonsis,Bonsia)

#
#

H= o3

S

#
#
#
i
i
#

write (DadosMarta, "DadosMarta.txt")
DadosMarta<—-matrix(scan ("DadosMarta.txt"),ncol=51)

Obtencao da matriz Expoente com dimensao [100000x517]:
—-Alphaordenadol x Taui

Obtencao da matriz Parcelaa com dimensao [100000x517:
ellinha*exp (—alphaxTaui) :

Para multiplicarmos cada linha da coluna de 100.000
linhas da matriz el pelas 51 colunas da matriz

exp (Expoente), necessitaremos usar o seguinte
algoritmo, jad que as matrizes ndo sdo de dimensdes
compativeis para a multiplicagadao de uma matriz coluna
[100000x1] por uma de [100000x517.

Expexpoente<-exp (Expoente)

i=

1

Parcelaa<-el*Expexpoente[, 1]
while (i<51) {

Parcelaam<—-el*Expexpoente[,i+1]
Parcelaa<-cbind (Parcelaa,Parcelaam)
i=i+1
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}

# write(Parcelaa, "Parcelaa—-Marta—-ASPECTO-Jeffreys—erros
1%.txt")

# Parcelaa<-matrix(scan ("Parcelaa-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parcelaam)

# Obtencdo da matriz Parcelab com dimensao [100000x517:
# (1-e2) (1-*exp(—alphaxTaui)) :

p<-l-Expexpoente
g<-1-e2

i=1

Parcelab<-g*p[, 1]

while (1<51) {
Parcelabm<-g*p[, i+1]
Parcelab<-cbind (Parcelab,Parcelabm)
i=i+1

}

# write(Parcelab, "Parcelab-Marta—-ASPECTO-Jeffreys—erros
1%.txt")

# rm(Parcelabm)

# Parcelab<-matrix(scan ("Parcelab-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# Obtencao da matriz Fatorf com dimensdao [100000x51]:
# el*exp(—alphaxTaui)+(1l-e2) (1-*exp (—alphaxTaui)) :

Fatorf<-Parcelaa + Parcelab

# write(Fatorf, "Fatorf-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# Fatorf<-matrix(scan("Fatorf-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parcelaa)

# rm(Parcelab)

# Obtencadao da matriz A com dimensao [100000x517:
# Fatorf~Si:
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i=1

A<— (Fatorf[,1])"(Sial,1])

while (1<51) {
Am<— (Fatorf[,i+1])"(Sial[,1+1])
A<-cbind (A, Am)
i=i+1

}

# write (A, "A-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# A<-matrix(scan("A-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Fatorf)

# rm(Am)

# Obtencao da matriz Parcelac com dimensdao [100000x517]:
# e2(l-exp(-alphaxTaui)) :

p<-l-Expexpoente

i=1

Parcelac<-e2*p[,1]

while (i<51) {
Parcelacm<—-e2*p[,1+1]
Parcelac<-cbind (Parcelac,Parcelacm)
i=i+1

}

# write(Parcelac, "Parcelac-Marta—-ASPECTO-Jeffreys—erros
1%.txt")

# Parcelac<-matrix(scan ("Parcelac-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parcelacm)

# Obtencdo da matriz Parcelad com dimensao [100000x517:
# (1l-el)*(l-exp(—alphaxTaui)):

i=1

Parcelad<-r*Expexpoente[, 1]

while (i<51) {
Parceladm<-r*Expexpoente[, 1+1]
Parcelad<-cbind (Parcelad, Parceladm)
i=i+1
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}

# write(Parcelad, "Parcelad-Marta—-ASPECTO-Jeffreys—erros
1%.txt")

# Parcelad<-matrix(scan ("Parcelad-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(Parceladm)

# Obtencao da matriz Fatorg com dimensao [100000x51]:
# e2* (l-exp(—alphaxTaui) )+ (1-kl) *exp(—alphaxTaui) :

Fatorg<-Parcelac + Parcelad

# write(Fatorg, "Fatorg-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# Fatorg<-matrix(scan("Fatorg-Marta-ASPECTO-Jeffreys—-erros
1%.txt"),ncol=51)

# rm(Parcelac)

# rm(Parcelad)

# Obtencdo da matriz B com dimensao [100000x51]:
# Fatorg” (Ni-Si):

i=1
B<-(Fatorg[,1]) " (Bonsial,1])
while (1<51) {
Bm<- (Fatorg[,i+1]) " (Bonsial[,i+1])
B<-cbind (B, Bm)
i=i+1
}
# write (B, "B-Marta—-ASPECTO-Jeffreys—erros 1%.txt")
# B<—matrix(scan("B-Marta-ASPECTO-Jeffreys—-erros
%.txt"),ncol=51)

# rm(Fatorqg)
# rm(Bm)

# Obtencao da matriz AB (multiplicagao das colunas de A
# pelas colunas respectivas de B)com dimensao [100000x5AB1]:

AB<-A*B

# write (AB, "AB-Marta-ASPECTO-Jeffreys—erros 1%.txt")
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# AB<-matrix(scan ("AB-Marta—-ASPECTO-Jeffreys—erros
1%.txt"),ncol=51)

# rm(A)

# rm(B)

# Obtencao da matriz MCAB (multiplicacao das colunas de AB)
# com dimensdo [100000x1]:

i=1

MCAB<-matrix (AB[,1]*AB[,2],ncol=1)

while (1<50) {
MCAB<-matrix (MCAB*AB[, 1i+2],ncol=1)
i=i+1

}
MCAB<-matrix (MCAB, ncol=1)
L5leljele2aspecto<-MCAB

# write(L5leljele2aspecto,"L5leljele2aspecto-Marta-Jeffreys—
erros 1%.txt")

# L5leljele2sabor<—matrix(scan("L5leljele2sabor-Marta-
Jeffreys—-erros 1%.txt"),ncol=1)

# write (MCAB, "MCAB-Marta-ASPECTO-Jeffreys—erros 1%.txt")

# rm(AB)

# rm(MCAB)

Fig. 6.19a:

plot (Alphaordenadol, L51leljele2aspecto,main=" ",
sub="Erros até 1% - Pridri a utilizar: JEFFREYS; Atributo:
ASPECTO",

xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")

Fig. 6.19:

plot (Alphaordenadol[1:10000],L51eljele2aspecto[1:10000],main="
"

sub="Erros até 1% - Pridéri a utilizar: JEFFREYS; Atributo:
ASPECTO",

xlab="Valores de Alpha 'a priori'",

ylab="Valores da Verossimilhanca")
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#

# cODIGO COMPLETO PARA DETERMINAR A DISTRIBUICAO

# "A PRIORI DE JEFFREYS" COM FUNCAO DE REFERENCIA

# U(0,001;0,5) e erros uniformes segundo uma U(0;0,1):

# Obtencado dos valores de a [100000x51], b [100000x1]
# e ¢ [100000x1]:

a<-exp (Expoente)

b<-1-el

i=1

al<—(el*al[,1l]+c-al[,1]*c)"2

while (1<51) {
alm<—(el*al[,i+1l]+c-al,i+1]*c)"2
al<-cbind(al,alm)
i=i+1

}

# write(al, "al-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# rm(alm)

N ———
# Obtencao de a2 com dimensao [100000x51]
N ———
i=1
az<—(e2-e2*al,ll+b*(al[,1]))"2
while (1<51) {
azm<—(e2-e2*al[,i+l]+b*(al,1+1]))"2
az2<-cbind (a2, a2m)
i=i+1

}

# write (a2, "a2-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# rm(a2m)
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# Obtencado de bl com dimensao [100000x51]

i=1

bl<-(c-el)*(al,1]1*c)*(1+2*a[,1])*(1-al,1])

while (i<51) {
blm<-(c-el)*(a[,i+1]1*c)*(1+2*a[,1+1])*(1l-a[,i+1])
bl<-cbind(bl, blm)
i=i+1

}

# write(bl, "bl-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# rm(blm)

R<-bl/al

# write (R, "R-Marta—-ASPECTO-Jeffreys—erros 1%.txt")
# rm(bl)

i=1

b2<—(e2-b)*((al[,1])"2)*e2

while (1<51) {
b2m<—(e2-b)*((al[,1+1])"2) *e2
b2<-cbind (b2, b2m)
i=i+1

}

# write (b2, "b2-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# rm(b2m)

S<-b2/a2

# rm(b2)
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# Obtencdo de Xa com dimensao [1x51]

i=1

RmaisS<—-R+S

Xb<-RmaisS[, 1]

while (1<51) {
Xbm<-RmaisS[,i+1]
Xb<-cbind (Xb, Xbm)
i=i+1

RmaisS)
Xbm)
R)
S)

rm

H o3 = 3

rm
rm
rm

i=1

X<-Xal[l,i]1*Xb[,i]

while (i<51) {
Xm<-Xal[l,i+1]1*Xb[,1+1]
X<—cbind (X, Xm)
i=i+1

write (X, "X-Marta-APECTO-Jeffreys—erros 1%.txt")
rm (Xm

(
)
rm(Xa)
)

# Obtencdao de M1 com dimensao [100000x1]

i=1

M1<-X[,1]1+X[, 2]

while (1<50) {
MIm<-X[,1+1]+X[,i+2]
M1<-M1+Mlm
i=i+1

}

Ml<-matrix (M1, ncol=1)
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# write (M1, "M1-Marta-ASPECTO-Jeffreys—erros 1%.txt")
# rm(X)
# rm(Mlm)

i=1

cl<-(l-afl,1])

while (1<51) {
clm<—(l-al,1i+1])
cl<-cbind(cl,clm)
i=i+1

}

# write(cl, "cl-Marta-SABOR-Jeffreys—erros 1%.txt")
# rm(clm)

T<-cl/al

U<-a/a2

# write (U, "U-Marta—-ASPECTO-Jeffreys—erros 1%.txt")

i=1

Mi<-rbind (Ni, Ni, Ni, Ni, Ni)

while (i<11) {
Mi<-rbind (Mi, Mi)
i=i+1
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Mi<-rbind
Mi<-rbind (Mi, Mi

Mi, Mi)

)

Mi<-rbind (Mi, Mi)
)

)

—~ o~ o~ —~

Mi<-rbind (Mi, Mi
Mi<-rbind (Mi, Mi
Mi<-Mi[1:100000, ]

Ya<—((a)”™2)*Mi

# Obtencao de M2 com dimensao [100000x1]

i=1

M2<-Y[,1]1+Y[, 2]

while (1<50) {
M2m<-Y [, i+1]+Y [, 1+2]
M2<-M2+M2m
i=i+1

}

M2<-matrix (M2, ncol=1)

# write (M2, "M2-Marta-SABOR-Jeffreys—erros 1%.txt")

# rm(Y)
# rm(M2m)

V<-cl/al

# write(V,"V-Marta—-SABOR-Jeffreys—-erros 1%.txt")
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W<-a/a?2

# write (W, "W-Marta—-SABOR-Jeffreys—-erros 1%.txt")
# rm(a2)

Zb<—-V+W
72<—-72a*7Zb

write(Z,"Z-Marta-SABOR-Jeffreys—-erros 1%.txt")

HE oS o 3
s
=3

Obtencao de M3 com dimensao [100000x1]

S

i=1

M3<-7z[,1]1+2[, 2]

while (i<50) {
M3m<-Z[,1+1]1+2[,i+2]
M3<-M3+M3m
i=i+1

}

M3<-matrix (M3, ncol=1)

# write (M3, "M3-Marta-SABOR-Jeffreys—erros 1%.txt")

# rm(Z)
# rm(M3m)
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# Obtencdo da distribuicgdo de Jeffreys com dimensao
# [100000x1]

JeffreysASPECTO<— (M1*M2*M3) " (1/2)
J1ASPECTO<-(M1)"(1/2)

J2ASPECTO<—- (M2) " (1/2)
J3ASPECTO<— (M3)"(1/2)

# write (JeffreysASPECTO, "Jeffreys-Marta-ASPECTO-erros 1%.txt")
# write (J1-ASPECTO, "J1-Marta—-ASPECTO-Jeffreys—-erros 1%.txt")
# write (J2-ASPECTO, "J2-Marta—-ASPECTO-Jeffreys—erros 1%.txt")
# write (J3-ASPECTO, "J3-Marta—-ASPECTO-Jeffreys—-erros 1%.txt")

# J1IASPECTO<-matrix (scan ("Jl-Marta-ASPECTO-Jeffreys—erros
%.txt"),ncol=1)

# J2ASPECTO<-matrix (scan ("J2-Marta-ASPECTO-Jeffreys—erros
1%.txt"),ncol=1)

# J3ASPECTO<-matrix (scan ("J3-Marta-ASPECTO-Jeffreys—erros
%.txt"),ncol=1)

Fig. 6.20:

plot (Alphaordenadol, JeffreysASPECTO, main=" ",
sub="Erros até 1%",

xlab="Valores de Alpha 'a priori'",

ylab="Valores Marginais da dist. 'a priori' de Jeffreys -
ASPECTO")
N ———

# CODIGO COMPLETO PARA A DISTRIBUICAO "A POSTERIORI" COM
# PRIORI DE JEFFREYS, FUNCAO DE REFERENDIA U(0,001;0,5):

L5leljele2aspecto<-

matrix (L5leljele2aspecto,nrow=100000,ncol=1)

# Alphaveroele2<-cbind(Alphaordenadol,L5leljele2aspecto)
Priori<-JeffreysASPECTO

veropri<-L5leljele2aspecto*Priori
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h<-veropri

H<-matrix (h,ncol=1)

g<—dunif (Alphaordenadol,min=0.001,max=0.5)
G<-matrix(g,ncol=1)

w<-h/g

W<-matrix (w,ncol=1)
# write (W, "W-Marta—-ASPECTO-Jeffreys—erros 1%.txt")

# Alphavero<-cbind(Alphaordenadol,L5leljele2aspecto)
# write (Alphavero, "Alphavero-Marta-ODOR-Jeffreys-erros
1%.txt")

# AlphaW<-cbind (Alphaordenadol, W)
# write (AlphaW, "AlphaW-Marta—-SABOR-Jeffreys—-erros 1%.txt")

AlphapriLW<-cbind (Param,Priori,L5leljele2aspecto, W)
#Col. l=alpha

#Col. 2=el

#Col. 3=e2

#Col. 4=Jeffreys

#Col. 5=L5leljele2aspecto

#Col. 6=W

# write (AlphaprilW, "AlphaprilW-Marta-ASPECTO-Jeffreys—erros
1%.txt")

AlphaposLW<—-numeric (30000)
b<—numeric (100000)
g<-numeric (100000)
u<-numeric (5000)
li<—-numeric (100000)
ls<—numeric (100000)
t<-numeric (5000)
j<-numeric(100000)

i<-1

j<-1

b<-w

g<-b/sum(b)
u<-sort (runif (5000,0,1))
1i[11<-0

i<-i+1

while (i<100001) {
1i[i]<-1i[i-11+g[i]
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i<-1+1

}

1s[1]<=q[1]

j<=j+1

while (3j<100001) {
1s[jl<-1s[j-1]+ql]j]
Jj<=j+1

}

for (k in 1:5000) {
for (1 in 1:100000) {
if (ulk]>1i[1l] & ulkl<ls[1l]|lulk]>1i[1l] & ulk]l>1ls[1l])
t[kl<-b[1]

}

}

T<-matrix (t,ncol=1)
write (T, "T-Marta—-ASPECTO-Jeffreys—erros 1%.txt")

i=1

AlphaposLW<—-numeric (30000)

AlphaposLW<-matrix (AlphaposLW, ncol=6)

AlphaposLW<-AlphaposLW[4999, ]

while (1<5000) {
T1<-T[i+1,1]
tl<—-as.vector (T1l)
AlphaposLWm<—-AlphaprilW[AlphaprilW[,6]==t1, ]
AlphaposLWm<-matrix (AlphaposLWm, ncol=6)
AlphaposLW<-rbind (AlphaposLW, AlphaposLWm)
i=i+1

}

# write (AlphaposLW, "AlphaposLW.txt")
plot (AlphaposLW([,1],AlphaposLW[,5])
hist (AlphaposLW[,1])

# Procedimentos para localizar valores de alpha idénticos em
# Alphaposele2[,1]:

x<-AlphaposLW[, 1]
y<—-AlphaposLW[, 2]
Alphaveropos<-cbind (x,Vy)

i=1
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AVpos<-matrix (Alphaveropos,ncol=2)
zl<-matrix(c(0,0),ncol=2)
z2<-z1
Templ<-matrix (AVpos|[,1:2],ncol=2)
while (1<5000) {
temp2<-Templ [, ]==Templ[i, 1]
Temp2<-matrix (temp2,ncol=2)
Temp3<-Temp2*1
Temp4d<-sum (Temp3[,1])
while (Temp4>1) {
Temp5<-Templ [Templ[,1]==Templ[i, 1], ]
TempS5<-matrix (Temp5,ncol=2)
Temp6<—sum(Temp5[,2])
Temp7<-matrix(c(Templ[i, 1], Temp6),ncol=2)
z1l<-rbind(zl, Tempb5)
z2<-rbind (z2, Temp7)
Temp4=0
}
Temp4<-sum(Temp3[,1])
i=i+Temp4
}
z<-z2[2:1length(z2[,1]),]

x<-z[,1]
y<-z[,2]
Alphaveropos<-z

# Extracao dos erros "a posteriori", em funcgao dos
# valores obtidos da verossimilhanca "a posteriori":

i=1
Paramvero<-cbind (Param, L5legele?2)
parampos<—-numeric (5000)
Parampos<-matrix (parampos, ncol=4)
while (1<5000) {
Tl<-T[i+1,1]
tl<—-as.vector (T1l)
paramverom<-Paramvero [Paramvero[,4]==t1, ]
Paramverom<-matrix (paramverom, ncol=4)
Parampos<-rbind (Parampos, Paramverom)

i=i+1
}
S S Sy S ———
# Graficos dos resultados obtidos:
N ———
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mean (x)
[1] 0.015438406

sd (x)
[1] 0.001531638

Fig. 6.21:

hist(x,80,main=" ",

sub="Experimento Base - Atributo: ASPECTO, Priori: Jeffreys,
Erros 1%",

xlab="Valores de Alpha 'a posteriori'",ylab="Freqgiéncia")
curve (dnorm(x,mean=0.01297626,sd=0.001531638)*0.11,0.009,0.05,
add=TRUE, col="red")

summary (x)
Min. 1st Qu. Median Mean 3rd Qu. Max.
0.00933 0.01175 0.01290 0.01298 0.01412 0.01675

Al<-matrix(rep(0.001, length(x)),ncol=1)
A2<-matrix(rep(0.01,length(x)),ncol=1)
A3<—matrix(rep(0.1, length(x)),ncol=1)

# Ad<-matrix(rep(0.287682,length(x)),ncol=1)
AS<-matrix(rep(0.6931471, length(x)),ncol=1)

# Ab<-matrix(rep(1.3862944,length(x)),ncol=1)
Tempoporcentageml<-Al/x
Tempoporcentagem2<-A2/x
Tempoporcentagem3<—-A3/x
Tempoporcentagemb<-A5/x
Tempoporcentagem<—-cbind (Tempoporcentageml, Tempoporcentagem?2,
Tempoporcentagem3,

Tempoporcentagemb)

x<-Tempoporcentageml
y<-Tempoporcentagem?
v<-Tempoporcentagem3
w<-Tempoporcentagemb

# 1)
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X)
0.07815067

0.00929864

mean (y)

#[1] 0.7815067
sd(y)

#[1] 0.0929864

#3)

mean (v)

# [1]1 7.815067

sd (v)

# [1] 0.929864

# 4)

mean (w)

# [1] 54.16991

sd (w)

# [1] 6.445325

Fig. 6.22:

par (mfrow=c (2,2))
hist (x,50,main=" ",
sub="Percentil de falhas 'a posteriori': 0,1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.07815067,sd=0.00929864)*0.9,0.02,0.11, add
=TRUE, col="red")

hist(y,50,main=" ",

sub="Percentil de falhas 'a posteriori': 1%",

xlab="Tempos de Falha em Semanas",

ylab="Freqgiiéncia")

curve (dnorm(x,mean=0.7815067,sd=0.0929864)*9,0.2,1.1,add=TRUE,
col="red")

hist (v, 50, main=" ",
sub="Percentil de falhas 'a posteriori': 10%",
xlab="Tempos de Falha em Semanas - Erros:

1%",ylab="Freqgiiéncia")

curve (dnorm(x,mean=7.815067,sd=0.929864)*90,2.0,11.0, add=TRUE,
col="red")

hist (w, 50, main=" ",

sub="Percentil de falhas 'a posteriori': 50%",

xlab="Tempos de Falha em Semanas",ylab="Freqgiiéncia")

curve (dnorm(x,mean=54.16991, sd=6.445325)*470,14.0,75.0, add=TRU
E,col="red")
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par (mfrow=c(1,1))

1)
summary (x)

Min. :0.05969
Ist Qu.:0.07084
Median :0.07754
Mean :0.07815
3rd Qu.:0.08511
Max. :0.10718

quantile(x,c(0.025,0.975))
2.5% 97.5%
0.06334598 0.09688020

2)
summary (y)

Min. :0.5969
Ist Qu.:0.7084
Median :0.7754
Mean :0.7815
3rd Qu.:0.8511
Max. :1.0718

quantile(y,c(0.025,0.975))
2.5% 97.5%
0.6334598 0.9688020

3)
summary (v)

Min. : 5.969
l1st Qu.: 7.084
Median 7.754
Mean : 7.815
3rd Qu.: 8.511
Max. :10.718
Max. :8.774

quantile(v,c(0.025,0.975))
2.5% 97.5%
6.334598 9.688020

4)
summary (w)
Min. :41.37

1st Qu.:49.11
Median :53.75
Mean :54.17
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3rd Qu.:58.99
Max. :74.29

quantile(w,c(0.025,0.975))
2.5% 97.5%
43.90809 67.15223

ANEXOL
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