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Resumo

Conglomerados (clusters) espaciais de forma irregular sao dificeis de delinear.
O cluster mais verossimil pode se espalhar em grandes parcelas do mapa, im-
pactando seu significado geogréafico. Métodos empregando a estatistica Scan
Espacial de Kulldorff, associados a medidas de penalizacao, foram usados
para controlar a liberdade excessiva da forma dos clusters. Fungoes de pena-
lidade para a geometria e o grau de conexidade dos clusters foram propostas
recentemente. A medida de Nao Conectividade, se mostra bastante eficaz no
auxilio para a detecgao, entretanto apresenta dificuldades para interpretar a
importancia de conexoes dentro de um possivel cluster. Apresentamos uma
estratégia de ponderacao para os termos da medida de Nao Conectividade
que aumenta sua eficiéncia para a detecgao de clusters irregulares. Foram
executados experimentos através de dados simulados para comprovar a me-
lhoria de desempenho quando utilizada a versao ponderada. Os resultados
de nossas simulagoes apresentam uma significativa melhoria em relagao ao
método de deteccao de clusters irregulares que utilizava a versao sem ponde-
racao. Este método se mostra muito importante no estudo epidemioldgico e
de vigilancia sindromica. A proposta apresenta outra vantagem importante,
o baixo tempo computacional necessario para sua utilizagao.
Palavras-chave: vigilancia sindromica; cluster espacial; estatistica Es-
pacial Scan; clusters irregulares; algoritmos multi-objetivo; compacidade ge-

ométrica; funcao de nao-conectividade.
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Abstract

Irregularly shaped spatial clusters are difficult to delineate. The most likely
cluster often spreads in a great proportion of the map, playing a significant
role in its geography. Methods employing the Kulldorft’s scan statistics, as-
sociated to penalization procedures were used to control the over freedom
of the clusters. Penalization functions for cluster geometry and the level of
the cluster’s connectivity are recent proposals. The non-connectivity measu-
rement is efficient when guiding the detection, however, it shows problems
when interpreting the important role of the connections inside a possible
cluster. This study presents a weighing strategy for the non-connectivity
terms which maximizes its efficiency when detecting irregular clusters. Fx-
periments using simulated data were undertaken in order to check the im-
provement when using the weighing version. The results show a significant
improvement when compared to experiments which do not use the ponder
version. This method can be very important in epidemiology studies and di-
sease surveillance. Another important advantage of this proposal is the fact
that it requires low computational time.

Keywords: disease surveillance; spatial clusters; Spatial Scan statistic;
irregularly shaped clusters; multi-object algorithms; geometric compactness

regularity function; non-connectivity regularity function.
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Capitulo 1

Apresentacao

1.1 Motivacao

Pesquisadores da area de satide ptublica constantemente se véem obriga-
dos a identificar areas em que o risco de incidéncia de algum fenémeno de
interesse seja significativamente discrepante, ou seja, muito elevado ou muito
baixo se comparado aos valores esperados.

Observa-se recentemente um crescente nimero de trabalhos sobre meto-
dologias para a deteccao e avaliacdo de conglomerados (clusters) espaciais
e temporais. No enfoque deste texto, um cluster é um conjunto conexo de
regioes, no qual existe uma quantidade de casos discrepante para o fenomeno
de interesse. O processo de deteccao pode ser realizado em intervalos de
tempo (cluster temporal) ou entdo, para localizagoes no espago (cluster espa-
cial), ou em ambos (cluster espago-temporal). Existem diversas razoes para
estudar o processo de avaliacao e deteccao de clusters. Elas podem ser de na-
tureza reativa (investigagao de alarme de alta incidéncia da doenga), proativa
(monitoramento continuo de dreas com alta incidéncia) ou etioldgica (busca

por caracteristicas de incidéncia de uma doenca, previamente desconhecida).



Podemos relacionar o problema de deteccao de clusters em diversas situacoes
tais como problemas associados a saide publica (epidemiologia, vigilancia

sindrémica), polui¢ao, criminologia, pesquisas de mercado, entre outros.

Um dos objetivos deste trabalho é apresentar estratégias ja existentes
para a deteccao de clusters espaciais. Também é objetivo, propor novas
metodologias visando uma melhor adequacao para os diferentes cenarios em
que o problema se apresenta. Buscando entao métodos mais eficientes no
processo de avaliacao e deteccao de clusters, um método bastante difundido
e largamente utilizado se baseia na estatistica Espacial Scan, tal método é

proposto por Kulldorff (1997), Kulldorff e Nagarwalla (1995).

A proposta de Kulldorff se baseia na maximizacao da razao de verossimi-
lhanca e utiliza uma estatistica de varredura multidimensional. Este método
possui trés propriedades basicas: varredura geométrica da area em estudo,
distribuicao de probabilidade para os casos sob a hipdtese de completa ale-
atoriedade espacial, tamanho e forma para uma janela de varredura. Uma
descricao mais detalhada do método pode ser observada em secoes posteriores

deste texto.

Na aplicacao da estatistica Espacial Scan através da proposta de Kull-
dorff é necessario a escolha de um formato de janela de busca. Uma possivel
escolha para a forma da janela de busca é o formato circular. Tal escolha leva
ao método denominado Scan Circular. A utilizacao deste formato de janela
de busca apresenta bons resultados, mas também revela algumas deficiéncias.
Dentre as deficiéncias, podemos destacar a possibilidade do método identi-
ficar um conglomerado maior ou menor que o cluster real, nas situagoes em
que o cluster real ndo apresenta formato regular (por exemplo conjuntos nao
circulares). Seriam casos de superestimagao ou subestimagao no processo de

detecgao de clusters.



Nesta area de estudo é muito frequente a existéncia de clusters com for-
matos bastante irregulares. Em diversos problemas os clusters nao regulares
podem ser observados: problemas de trafego, poluicao, vigilancia sindromica,
etc. Em muitos destes casos, formatos nao regulares se devem as caracteristi-
cas geograficas do mapa em estudo, tais como rios, regioes litoraneas, regioes

montanhosas dentre outras.

Alguns métodos foram desenvolvidos recentemente para detectar clusters
de formato irregular. Ao trabalharmos com estratégias para clusters irregula-
res, alguns problemas podem surgir. Um primeiro problema seria a avaliacao
de todos os possiveis candidatos (subconjuntos conexos de regides do mapa),
visto que o niimero destes candidatos cresce exponencialmente a medida que
o numero de regioes no mapa em estudo aumenta. Um segundo problema é
que na possibilidade de avaliarmos todos os candidatos, se avaliando através
da razao de verossimilhangas, decorrente da proposta da estatistica Espacial
Scan, a solugao obtida nem sempre seria uma solucao viavel. Isto se deve ao
fato de ser possivel existir solugdes com alta razao de verossimilhancga, entre-
tanto dentre estes candidatos, alguns deles podem ter sido obtidos através da
juncao de regioes com elevado risco no mapa em estudo. Seriam entao, con-
juntos de regioes que estao espalhadas ao longo do mapa, abarcando grandes
areas de estudo. Este formato de solucao tende a nao ser muito informativo
e em geral nao é uma solucao de interesse para o problema na pratica. Dada
a possibilidade de existéncia de tais solugoes, o poder de deteccao destes

métodos seria reduzido.

Neste sentido, existem algoritmos que propoem estratégias para a de-
tecgao de clusters com formatos irregulares. Muitos deles sao heuristicas,
portanto nao vasculham todas as possiveis solugoes. (Sao analisadas apenas

algumas das solugoes, que seriam as mais promissoras). Ainda assim, per-

3



sistiria o problema de solugoes nao viaveis. Existem propostas de fungoes
penalizadoras que buscam coibir a possibilidade destas solucoes. Dentre as
fungoes penalizadoras ja existentes podemos citar penalizagoes para a regu-
laridade da forma geométrica do cluster ou a regularidade da estrutura de

conexidade do possivel cluster.

Todo o trabalho que foi realizado levou a uma ampla discussao sobre os
diversos métodos ja existentes e também a utilizacao de estratégias de pena-
lizacao para a estatistica Espacial Scan. Esta discussao levou a proposi¢ao
de uma nova funcao de penalizacao, que descreveremos ao longo deste texto.
A heuristica utilizada para a implementacao da nova proposta sera um algo-
ritmo genético. Este algoritmo tem se mostrado bastante eficiente na solugao
de problemas desta natureza como pode ser visto em Duarte et al. (2010),

Duczmal et al. (2008) e Duczmal et al. (2007).

1.2 Revisao Bibliografica

Os métodos de detecgao e inferéncia para clusters espaciais sao muito im-
portantes em diversas areas como vigilancia sindromica, epidemiologia entre
outras. Isto pode ser observado em Lawson et al. (1999), Moore e Car-
penter (1999), Lawson (2001), Glaz et al. (2001), Balakrishnan e Koutras
(2002) e Buckeridge et al. (2005). A estatistica Espacial Scan definida em
Kulldorff e Nagarwalla(1995) e Kulldorff (1997) como uma razao de verossi-
milhanga busca detectar o cluster mais verossimil dentre algumas possiveis
configuragoes de clusters no mapa em estudo. A utilizacao deste método
requer a escolha de um formato especifico de janela para o procedimento de
busca. Uma escolha ja muito utilizada, é o formato circular das janelas para o

referido método, denominado Scan Circular, apresentado em Kulldorff e Na-
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garwalla (1995). Este formato é bastante eficiente, mas apresenta algumas
deficiéncias quando os clusters a serem detectados nao apresentam formato
regular (por exemplo conjuntos nao circulares) o que ocorre com frequéncia
nesta area de estudo. Diversos métodos para a deteccao de clusters com for-
matos irregulares ja foram discutidos no artigos a seguir [1, 2, 3, 5, 8, 11, 14,
15, 19, 17, 20, 16, 24, 29, 30, 35, 36, 39, 41, 43, 44, 46, 47, 48, 50, 53, 51, 52].
Pode-se encontrar uma interessante revisao bibliogréafica deste assunto e de

todos os artigos citados anteriormenente em Duczmal et al. (2009).






Capitulo 2

Métodos para deteccao de

clusters espaciais

Quando pensamos em avaliar todos os possiveis subconjuntos de regioes
no mapa em estudo, o nimero de possiveis candidatos aumenta exponenci-
almente. Para uma mapa dividido em m regioes, existem 2™ — 1 possiveis
subconjuntos de regioes, dos quais deveriamos verificar quais sao conexos.
Considerando a viavel possibilidade de investigar todos os possiveis subcon-
juntos de regioes, ainda assim o problema persistiria, pois poderiamos en-
contrar possiveis clusters que sao formados conectando regioes levando em
conta apenas elevados riscos de ocorréncia do fenomeno em estudo. Seriam
construidos entao, subconjuntos bastante irregulares, formando entao solu-
¢oes nao viaveis. Possiveis clusters muito irregulares que se espalham através
do mapa, tomando grandes regioes do mapa, tendem a nao apresentar infor-
magoes tuteis. E plausivel esperar que os verdadeiros clusters sejam conjuntos
menores, mais regulares, mesmo que com razao de verossimilhanca um pouco
menor. Este fato leva a motivacao da utilizacao de funcoes de penalizacao

para evitar a possibilidade de qualquer formato para uma possivel solugao.
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Tais fungoes de penalizagao podem ser associadas a estatistica espacial Scan.
Dentre estas funcoes de penalizacao, podemos mencionar a penalizagao por
Compacidade Geométrica apresentada em Duczmal et al. (2008) e a pena-
lizagao por Nao Conectividade apresentada em Yiannakoulias et al. (2007).
Nestes trabalhos, as fungoes de penalizacao, aparecem como expoente para

a razao de verossimilhanca.

Uma nova abordagem utiliza um algoritmo genético multi-objetivo para o
problema de deteccao de clusters. Esta abordagem é apresentada por Ducz-
mal et al. (2008). Este método conduz a uma estratégia que busca maximizar
dois objetivos, sendo eles: a Estatistica Espacial Scan e a Compacidade Geo-
métrica que avalia a regularidade do formato geométrico do possivel cluster.
Nao é apresentada uma tnica solug¢ao, mas sim um conjunto de solucoes
nao-dominadas, ou seja, que nao sao inferiores as outras solugoes nos dois
objetivos simultaneamente. O algoritmo multi-objetivo apresenta uma im-
portante vantagem: todos os clusters potenciais sao considerados sem uma
classificacao de acordo com os valores da penalizacao. Assim a classificacao
quanto a qualidade das possiveis solucoes é executada somente depois que

todos os candidatos sao avaliados.

A avaliacao quanto a significancia estatistica é realizada paralelamente
para todos os clusters do conjunto de solugoes nao-dominadas usando simu-
lacoes de Monte Carlo, quebrando o laco de dependéncia entre elas, como
serd explicado no capitulo 5, e determinando a melhor solu¢ao no conjunto
de solugoes nao-dominadas. Utilizamos para a avaliagao da significancia es-
tatistica a teoria de fungoes de aproveitamento apresentada em da Fonseca
et al. (2001) e em Fonseca et al. (2005). A utilizacdo da fungao de apro-
veitamento no problema especifico de deteccao de clusters se encontra bem

detalhada em Cangado (2009) e em Duarte(2009). O uso da fungao de apro-
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veitamento permite que o significado do p-valor para o espaco bi-objetivo seja
mais claramente compreendido, como sera descrito na segao 5.2.

Comparamos aqui trés métodos para detecgao de clusters através de estra-
tégia multi-objetivo, em todos eles um dos objetivos é a estatistica Espacial
Scan e como segundo objetivo: a Compacidade Geométrica proposta por
Duczmal et al. (2008), a Nao Conectividade proposta por Yiannakoulias et
al. (2007) e a nova proposta de fun¢ao de penalizacdo que denominaremos
Nao Conectividade Ponderada.

Neste trabalho os conceitos da estatistica Espacial Scan de Kulldorff sao
discutidos. Posteriormente a funcao de compacidade geométrica e a funcao
baseada na Nao Conectividade sao descritas e sao revistos o algoritmo ge-
nético mono-objetivo e o algoritmo genético multi-objetivo. Como principal
contribuicao, é introduzida a nova funcao de Nao Conectividade Ponderada.
Finalmente é avaliado o poder de detecgao para clusters espaciais com forma-
tos irregulares através da utilizacao da funcao de aproveitamento, bem como
a sensibilidade e o valor preditivo positivo (PPV) através de simulagoes nu-

méricas para os trés métodos.

2.1 Estatistica Scan Espacial de Kulldorff

Considere o mapa associado a drea de estudo A, dividido em m regioes,
com populacao total N e um total de casos C. Um grafo nao orientado
G4 é associado a area em estudo A. No grafo associado G4 os vértices
representam as regioes do mapa e as arestas conectam vértices associados a
regioes adjacentes. E construido um teste de hipéteses no qual a hipdtese

nula serd de nao existéncia de cluster no mapa em estudo.

O numero de ocorréncias do fendmeno de interesse em cada uma das re-



gioes é distribuido conforme uma Poisson com taxa proporcional a populacao
da respectiva regiao no caso da hipétese nula. Qualquer subconjunto conexo
de regides no mapa serd denominado como uma zona (possivel cluster). Tere-
mos entao para cada zona z, o nimero observado de ocorréncias do fenémeno
de interesse ¢, e o nimero esperado de ocorréncias do fenomeno de interesse
sob a hipdtese nula p,. O risco relativo de uma zona z é I(z) = = enquanto
z
o risco relativo fora da zona z, ou seja, no complementar da zona z em relacao
ao mapa em estudo, é dado por O(z) = Q
C — pu,
Assumindo o modelo Poisson, considerando Lg como a funcao de veros-
similhanga sob a hipétese nula e L(z) como a fung¢ao de verossimilhanga sob
a hipdtese alternativa de que existe um cluster no mapa em estudo. Pode-se

mostrar (veja Kuldorff (2007)) que o logaritmo da razao de verossimilhanga

¢é dado por:

LLR(z) = log <%§))

e log(I(z)) 4+ (C—c,)log(O(z)) se I(z)>1
LLR(z)= (2.1)

0 caso contrario

A razao de verossimilhanca é maximizada em um conjunto Z formado
por zonas z definidas no mapa em estudo. O conjunto Z é definido segundo
algum critério restritivo visando nao realizar uma busca exaustiva em to-
das as possiveis zonas z, mas sim apenas em um conjunto de zonas mais
promissoras. Um exemplo de construcao do conjunto Z, bastante utilizado,
seria o conjunto das zonas definidas por janelas circulares de raios e centros
variados, tal estratégia é conhecida como Scan Circular proposta em Kull-

dorff e Nagarwalla (2005). Se considerarmos Z como o conjunto de todas as
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zonas conexas, o problema se tornaria impraticavel, entretanto podemos uti-
lizar heuristicas (algoritmos estocésticos) avaliando somente candidatos em
potencial e nao todo o conjunto Z.

A significancia estatistica de uma solucao, obtida através da distribuicao
dos casos observados, pode ser verificada através de simulagoes de Monte
Carlo. De acordo com Dwass (1957), sob a hipétese nula, os casos simulados
sao distribuidos nas regioes do mapa em estudo. Usando tal distribuicao serd
obtido o cluster mais verossimil. Este procedimento é repetido por diversas
vezes, e a distribuicao empirica dos valores para a razao de verossimilhanca
pode ser obtida. Esta distribuicao empirica é comparada entao com a razao
de verossimilhanca da solucao obtida para os casos observados, produzindo

entao uma estimativa de p-valor para esta solucao.

2.2 Penalizacao por Compacidade Geométrica

Como ja citado anteriormente, os algoritmos para detecgao de clusters
espaciais podem encontrar solucoes em forma de arvore que se espalham ao
longo do mapa conectando as regioes com elevada incidéncia. Uma forma
de evitar tais solugoes seria a utilizagao de um algoritmo que busca solugoes
através da LLR(z), mas utiliza também alguma estrutura de penalizacao
para o formato do possivel cluster. Neste caso, nao estarfamos presos a um
formato de janela de busca, mas sim avaliariamos os candidatos em potencial
segundo a LLR(z) e alguma medida de penalizacao. Um destes possiveis
formatos de penalizagao é a medida de Compacidade Geométrica.

Esta penalizacdo foi apresentada em Duczmal et al. (2006) e seu objetivo
é penalizar as zonas do mapa que possuem formato muito irregular. A Com-

pacidade geométrica k(z) de uma zona z é dada pela drea da zona z definida
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por A(z) dividida pela area do circulo com o mesmo perimetro que o fecho
convexo da zona z, o fecho convexo serd aqui definido por H(z).

A expressao para k(z) é dada por:

A(2)
_ (H;(z>>2

A Estatistica Scan penalizada pela Compacidade Geométrica sera definida

por maz,ez LLR(z).k(z).

k(z) = (2.2)

2.3 Penalizacao por Nao Conectividade

Yiannakoulias et al. (2007) propoe um algoritmo guloso que avalia algu-
mas possiveis zonas z. A funcao de penalizacao para a Nao Conectividade
se baseia em uma relagdo do nimero de vértices v(z) e de arestas a(z) do
subgrafo associado a zona z. De forma analoga a que foi citada na penali-
zacao por Compacidade Geométrica, a penalizacao por Nao Conectividade
foi utilizada como um multiplicador para a LLR(z). A penalizagdo por Nao
Conectividade para uma zona z é definida por:

a(z)

3(v(z) —2) (23)

y(z) =

O termo 3 (v(z) —2) no denominador da expressdo anterior, representa o
nimero maximo de arestas para um grafo planar, ou seja, para o grafo planar
mais conexo possivel teriamos y(z) = 1.

Apesar de existir alguma similaridade entre a Penalizagao por Nao Co-
nectividade e a Penalizacao por Compacidade Geométrica, uma diferenca
importante é o fato de buscar zonas sem uma associacao direta ao formato,

mas sim ao grau de conexidade do subgrafo associado & zona z.
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O célculo da medida de Nao Conectividade pode ser ilustrado através da

Figura 2.1

Figura 2.1: Penalizacao por Nao Conectividade

Para cada um dos clusters hipotéticos teriamos:

Cluster A

Cluster B

Cluster C

y(z) = 3(89— %) = 0,500
y(z) = 3(813 2) = 0,833
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Capitulo 3

Algoritmos Genéticos

3.1 Algoritmo Genético Mono-Objetivo

Para utilizar os procedimentos citados anteriormente, se faz necessaria a
utilizagao de alguma heuristica de otimizacao. Dentre as possiveis heuristi-
cas para serem utilizadas no problema de deteccao de clusters, o algoritmo
genético foi implementado para deteccao e inferéncia de clusters em Duczmal
et al. (2007) usando como objetivo a ser maximizado a estatistica de teste
Scan de Kulldorff (2.1).

O algoritmo genético utiliza o principio da evolugao biolégica para pro-
curar as melhores solugoes de um problema de otimizagao. Sao simulados
os mecanismos de variagao aleatoria e de selegao adaptativa da evolucao na-
tural. Os mecanismos (operadores genéticos) que constituem a base de um

algoritmo genético sao:

1. Um operador de cruzamento que gera novos individuos a partir da

combinacao da informagao contida em dois ou mais individuos;
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2. Um operador de mutacao que utiliza a informacao contida em um in-

dividuo para estocasticamente gerar outro individuo.

3. Um operador de selecao que decide se um individuo tera a oportunidade

de gerar descendentes para a préxima geragao, baseado em sua aptidao.

O algoritmo parte de uma populagao inicial de possiveis solucoes para
construir uma sequéncia de geragoes. Nas geracoes, sao utilizados os trés
operadores: cruzamento, mutacdo que servem para aumentar a variabilidade
da populagao de solucoes e sele¢do que escolhe as solugoes que passarao a pro-
xima geracao, direcionando a busca e mantendo fixo o tamanho populacional
dentro de uma geracao.

Para o nosso problema especifico, a populacao inicial deve ser capaz de
captar as informacoes do mapa como um todo. Nao hé razao para iniciarmos
o algoritmo com os individuos concentrados em apenas uma parte do mapa,
mesmo porque um cluster somente pode ser identificado se possuir valor
de LLR discrepante das demais zonas, o que nos obriga a ter um minimo
de conhecimento sobre zonas espalhadas pelo mapa. Para tanto utilizamos
uma estratégia gulosa (algoritmo guloso) visando obter zonas com alta LLR,
construindo as zonas para a populacao partindo de cada uma das regioes do

mapa em estudo, através da estratégia gulosa. Ja entre os operadores temos:

1. O operador de cruzamento cria novos individuos, ou seja, novas zonas,
misturando as caracteristicas de dois individuos (zonas) aleatoriamente
escolhidos e denominados por A e B. Diversos novos individuos sao
produzidos assim, sendo eles, zonas intermediarias entre as duas zo-
nas extremas A e B. No formato de implementacao que foi utilizado,
um cruzamento somente é possivel entre duas zonas cuja intersecao de

regices entre as zonas A e B seja nao vazia. As novas zonas geradas
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por um cruzamento representam uma transi¢ao entre as caracteristicas
de A e B escolhidos mantendo a conexidade nas zonas geradas, veja a

Figura 3.1.

o

Figura 3.1: Cruzamento entre zonas A = {a,b,c,d,e} e B = {b,c, f,g,h,i,j}

2. O operador de mutacao introduz uma perturbacao aleatéria nas ca-
racteristicas de uma zona individual, (adicionando ou removendo uma
regiao ao acaso) assim aumentando a variabilidade da populac¢ao. Do
ponto de vista computacional, a operacao de mutacao tem custo elevado

dada a necessidade de verificacao de conexidade a cada operagao.

3. O operador de selecao classifica as zonas de acordo com o valor da
funcao objetivo, no caso a Estatistica Espacial Scan, escolhendo entao
aqueles que farao parte da geracao seguinte. Esperamos encontrar os
individuos (zonas) com valores cada vez maiores para a fungao objetivo
a medida que as geragoes vao evoluindo. Uma funcao de penalizagao
como as descritas anteriormente pode ser empregada para evitar a ir-

regularidade excessiva da possivel solucao.
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3.2 Algoritmo Genético Multi-Objetivo

Os algoritmos genéticos sao bastante utilizados para problemas de otimi-
zagao multi-objetivo, analisando a evolucao de possiveis solugoes avaliando
paralelamente dois ou mais objetivos como em Fonseca e Fleming (1995),
Takahashi et al. (2003). Em Duczmal et al. (2008) é proposta a utiliza-
¢ao da Penalizacao por Compacidade Geométrica através de uma proposicao
Multi-Objetivo. Nesta nova proposta a penalizacao seria uma das fungoes
objetivo, enquanto o logaritmo da razao de verossimilhanca LLR(z) seria a
outra funcao objetivo. Tal proposta é extendida para as outras medidas de
penalizagao propostas por Duarte et al. (2009). A penalizacao escolhida,
aqui definida por Pen(z), é usada ndo mais como uma corregdo mas sim
como uma fungao objetivo nova. Em Duarte (2009) tal estratégia é discu-
tida e pode-se ver que ocorre melhora significativa para a busca pela solucao
mais eficiente para o problema de deteccao de clusters irregulares com Al-
goritmos Genéticos Multi-objetivo em comparacao aos Algoritmos Genéticos
Mono-objetivo.

A construcao da populacao inicial e os operadores de cruzamento e de mu-
tagao sao idénticos aquelas usadas no algoritmo genético mono-objetivo (veja
Duczmal et al. (2007) para uma descri¢ao detalhada daqueles operadores).

Observe um descri¢ao simples do algoritmo utilizado:

e No inicio de cada geracao, construimos a lista da geracao atual, que
consiste no conjunto dos individuos geragao anterior que foram seleci-

onados.

e Esta lista é completada com a adicao do resultado dos cruzamentos

realizados para esta geragao através do operador do cruzamento.

e A lista de geracao seguinte, inicialmente vazia, armazena os individuos
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que sobreviverao para a geracao seguinte. Obteremos o conjunto das
solugoes nao-dominadas Py da lista da geracao atual, que serd transfe-

rida a lista da geracao seguinte inicialmente vazia;

O mesmo conjunto P, é removido igualmente da lista de geracao atual.
Um conjunto novo P; dos individuos restantes é obtido da mesma

forma;

O procedimento é repetido até que a lista da geracao nova contenha
m individuos, em que m é o numero de regides do mapa original e
corresponde ao tamanho da populacao que sera constante ao longo das

geracoes.

Apds um numero de etapas, o conjunto P, nao sera adicionado eventu-
almente por completo a lista de geragao seguinte, porque isto faria com
que a lista contivesse mais do que m individuos. Nesses casos, os in-
dividuos de P, serao transferidos segundo algum critério de desempate

entre eles.

Existem alguns possiveis critérios, dentre estes, escolhemos neste traba-

lho, a distancia de aglomeracao (crowding distance) que se encontra bem

detalhada em Deb et al. (2002). A distancia de aglomeragao é a maior

distancia dentre as distancias entre uma das solugoes nao dominadas e as

solugoes nao dominadas vizinhas imediatamente a direita e imediatamente a

esquerda. Solucoes com alta distancia de aglomeracao, em geral, sao proveni-

entes de regioes menos “povoadas” no conjunto das solugoes nao dominadas.

Solugoes com baixa distancia de aglomeracao, em geral, sao provenientes de

regioes muito “povoadas” no conjunto das solugoes nao dominadas. A imple-

mentacao utilizada é o algoritmo genético NSGA-II apresentado em Deb et

al. (2002).
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Figura 3.2: Distancia de aglomeracao

A Figura 3.2, apresenta a esquerda um conjunto de solug¢oes nao domina-
das uniformente distribuido (alta distancia de aglomeracao em seus pontos)
e a direita um conjunto de solucoes nao dominadas nao uniformente distri-
buido (baixa distancia de aglomeragao em seus pontos). Espera-se entao que
solugoes com baixa distancia de aglomeracao ja tenham sido representadas
anteriormente devido ao alto “povoamento” nestas regioes do conjunto de so-
lugoes nao dominadas, portanto podendo ser excluidas através deste critério

de desempate.
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Capitulo 4

Penalizacao por Nao

Conectividade Ponderada

Neste trabalho, utilizaremos o Algoritmo Genético Multi-Objetivo citado
anteriormente. Entretanto nao mais com as propostas de fungoes penaliza-
doras descritas anteriormente, mas sim com uma nova formulacao de funcao
penalizadora, a Funcao de penalizacao por Nao Conectividade ponderada de

Grafos.

4.1 Ponderacao de arestas e vértices associa-
dos ao grafo de um mapa em estudo

A funcao de penalizacao por Nao Conectividade apresentada por Yianna-
koulias et al. (2007) se mostra bastante eficiente na detecgao e inferéncia de
clusters, quando avaliadas medidas de poder, sensibilidade e PPV do teste.
Entretanto o formato desta penalizagao leva em conta apenas a contagem
das arestas do subgrafo associado a zona z. Nao existe uma consideracao

quanto ao grau de importancia de uma aresta na conexidade do subgrafo.
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Em outras palavras, estamos interessados em perguntar se existem arestas
mais ou menos relevantes para a conexidade do grafo.

Pensando apenas na andlise do grafo é fato que tal relevancia nao precisa
ser considerada. Quando observamos que estamos trabalhando com subgrafos
associados a zonas em um mapa, lembramos que as arestas sao conexoes de
vizinhanca entre regides que podem ser muito ou pouco populosas. Neste
contexto, observamos que existem sim arestas mais e menos importantes
para a conexidade do subgrafo associado a uma zona z. A mesma analise
pode ser realizada para o grau de importancia de cada um dos vértices do
subgrafo em estudo.

Para tanto, estabeleceremos uma ponderagao para os vértices e arestas
do subgrafo associado a zona z. Tal ponderacao sera construida pensando na
estrutura da distribuicao populacional ao longo das regices da zona z.

A Figura 4.1 apresenta uma zona hipotética que pode ser utilizada para
compreendermos melhor a estrutura de ponderacao para os vértices e as

arestas.

Figura 4.1: Zona hipotética
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A ponderacao das arestas do subgrafo associado a zona z sera definida
pela média entre as populacoes das regioces cujos vértices sao conectados pela
aresta em questao. Portanto para uma aresta a;; conectando os vértices v; e
v; associados as regides Ri e Rj com populacoes pop(Ri) e pop(Rj), teremos
o seguinte peso ponderador:

_ pop(Ri) + pop(Rj)

P(am) = B .

Ja a ponderacao dos vértices sera dada pela populacao da regiao associada
ao respectivo vértice, ou seja, para o vértice v; associado a regiao Ri cuja

populagao é pop(Ri), teremos o seguinte peso ponderador:

P(v;) = pop(Ri).

Se considerarmos na Figura 4.1 as regioes por R1, R2, R3 e R4, podemos
construir diferentes cenarios de distribuicao populacional e entao verificar a
poderacao das arestas e dos vértices para diferentes distribuicoes populacio-

nais.

Figura 4.2: Ponderagao de arestas e vértices
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Um destes possiveis cenarios é ilustrado pela Figura 4.2. No qual temos as po-
pulagoes das regioes sendo: pop(R1) = 1000, pop(R2) = 400, pop(R3) = 400

e pop(R4) = 800. Terfamos entao os seguintes pesos para as arestas:

1000 + 400 1000 + 400

Plag) = ————— =100,  Plarg) = ——5—— =700,
400 + 400 400 + 800

P(a273) = + = 400, P(CL274) = ——; = 600,
400 + 800

P(azy) = + = 600.

Ja para os vértices os seguintes pesos:

P(vy) =1000,  P(vp) =400,  P(vs) =400,  P(vy) = 800.

Figura 4.3: Ponderagao de arestas e vértices

24



Utilizando o mesmo formato de zona, quando consideramos um outro cenario
de distribuicao populacional, os pesos associados as arestas ficam modifica-
dos, isto pode ser observado na Figura 4.3.

Considere neste novo cendrio as populagoes pop(R1) = 400, pop(R2) =

1000, pop(R3) = 800 e pop(R4) = 400 terfamos entao os seguintes pesos para

as arestas:
P(ay2) = w =700, Plays)= w = 600,
Plasy) = w — 000, Plag,) = w — 700,
Plas) = w — 600.

Para os vértices os seguintes pesos:

P(v;) =400,  P(vp) = 1000,  P(vs) =800,  P(vy) = 400.

4.2 Funcao de penalizacao por Nao Conecti-

vidade ponderada de Grafos

A medida de penalizagao por Nao Conectividade proposta por Yianna-

koulias et al. (2007)[51] é dada por:

a(z)

Y& = 30 =)

Para reformular a funcao descrita, susbtituiremos as arestas e vértices por
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seus respectivos pesos ponderadores da seguinte forma:

em que k ¢é a quantidade de regioes na zona z.
k

> P(w)

! associado ao valor 2

Alguma divida pode pairar sobre o termo
no denominador, entretanto se pensarmos na suposicao de todas as popula-
¢oes identicas nas regioes da zona a ser avaliada, se faz necessério este termo
para que tenhamos y(z) = yp(z) para esta situacdo especifica.

Com este novo formato estaremos levando em conta nao somente a estru-
tura do subgrafo associado a zona z, mas também informagcoes inerentes a
estrutura da distribuicao populacional dentro da zona z e o grau de relevancia
das vizinhancas entre regioes quanto as suas populagoes.

Voltando aos exemplos descritos através das Figuras 4.2 e 4.3 podemos
observar o efetivo efeito da utilizacao deste formato de funcao de penalizagao.
No exemplo apresentado através da Figura 4.2 as regioes mais populosas (R1
e R4) nao estdao conectadas, ou seja, ndo sao vizinhas. Ja no exemplo da
Figura 4.3 as regides mais populosas (R2 e R3) estdo conectadas, ou seja,
sao vizinhas. A motivacao deste formato de penalizacao fica evidénciada
nesta situacao. Em outras palavras, nossa suposicao se baseia no fato de
acreditarmos que vizinhangas de regioes mais populosas devem gerar maior
movimentacao entre habitantes e portanto tendendo a reforgar a proliferacao

do fenomeno de interesse. Neste caso estarfamos reforcando o cluster em
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questao.

Note que utilizando a medida de Nao Conectividade proposta anterior-
mente, os exemplos das Figuras 4.2 e 4.3 apresentariam a mesma medida de
Nao Conectividade que neste caso seria:

D

y(z) = 301-9) = 0.833

Agora utilizando a medida de Nao Conectividade Ponderada, as medidas
seriam diferentes em cada um dos exemplos.

No exemplo da Figura 4.2 teriamos:

700 + 700 + 400 + 600 + 600
yp(z) = 5600
3 (1000 + 400 + 400 + 800 — 2 <T>)

yp(z) = 0.769

No exemplo da Figura 4.3 teriamos:

700 + 600 -+ 900 + 700 + 600
yplz) = 2600
3 (400 + 1000 -+ 800 + 400 — 2 (T))

yp(z) = 0.897

confirmando entao o objetivo da proposicao da nova funcao de Nao Co-

nectividade Ponderada.
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Capitulo 5

Inferéencia e Resultados

5.1 Significancia Estatistica

Construimos entao um algoritmo genético multi-objetivo utilizando como
fungdes objetivo a LLR(z) e a nova medida de nao Conectividade Ponderada
yp(z). Precisamos portanto definir uma estratégia para a verificacao da sig-
nificancia estatistica de uma solucao obtida.

Devemos observar que a execugao deste algoritmo nao nos fornece uma
Unica solucao, mas sim um conjunto de solugoes nao dominadas, ou seja,
uma aprozimagao do conjunto de Pareto. Buscamos entao uma estratégia
para verificar para cada solucao deste conjunto de solucoes nao dominadas
sua significancia estatistica.

De forma similar ao procedimento de Dwass (1957) j4 mencionado an-
teriormente, através de simulagoes de Monte Carlo. Podemos executar o
algoritmo para diversas distribuicoes de casos sob a hipdtese nula de nao
existéncia de clusters no mapa em estudo. Cada uma destas execucoes for-
nece um conjunto de solugoes nao dominadas. O conjunto destas diversas

execucoes pode ser utilizado para mensurar a significancia estatistica de uma
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solucao pertencente ao conjunto de solucoes nao dominadas obtido através
de uma execucao do algoritmo no mapa com distribuicao original de casos
observados. Para tal tarefa serda importante definir a fungao de aproveita-
mento j4 citada em da Fonseca et al. (2001), Fonseca et al. (2005), Cangado

(2009), Duarte (2009).

5.2 Funcao de Aproveitamento

Para cada uma execucao do nosso algoritmo, obtemos um conjunto de
solugoes eficientes. Este conjunto particiona o espaco de objetivos em duas
regioes Ry e Ry: Ry é a regiao dos pontos dominados por nosso conjunto de
solucoes eficientes, ou seja, qualquer ponto de R; nunca é superior a qualquer
dos pontos do conjunto de solucgoes eficientes se considerando os dois objetivos
simultaneamente; ja algum ponto que se situasse na regiao R este seria um
ponto nao dominado pelos pontos do conjunto de solugoes eficientes, ou seja,
pontos sempre superiores aos pontos do conjunto de solugoes eficientes em

pelo menos um dos objetivos (veja Figura 5.1).

1,0

)

Figura 5.1: Superficie de aproveitamento dividindo o espaco de objetivos
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Para alguma solucao x dominada por algum ponto do conjunto de solugoes
eficientes, ou seja, pertencente a R;, dizemos que x foi superada por nosso
conjunto de solugoes eficientes, construindo entao um limite para avaliar a
significancia estatistica da solucao x.

Podemos repetir a execucao do algoritmo para n alocagoes distintas de
casos no mapa, obtidas de cada uma réplica de Monte Carlo, sob a hipdtese
nula de nao existéncia de cluster, obtendo entao n conjuntos de solucoes

eficientes, produzindo n limites distintos (veja Figura 5.2).

i Outcome 1
ARREERREEN - = = = Qutcome 2
- QOutcome 3
Qutcome 4

£,

Figura 5.2: Limites obtidos para diferentes execucoes do algoritmo

O conjunto dos n limites pode ser utilizado para dividir o espago de

objetivos em n + 1 regides (veja Figura 5.3).

31



A
g

Figura 5.3: Superficies de aproveitamento para n execugoes do algoritmo

Uma solucao que apresenta um ponto no espago de objetivos a direita de
todas as superficies de aproveitamento, nao foi superada em nenhuma das
execugoes. Ao passo que uma solugao que apresente um ponto a esquerda
de alguma das superficies de aproveitamento, foi superado em algumas das
execucoes. Um ponto a esquerda de todas as superficies de aproveitamento

foi superado em todas as execugoes.

Estamos entao dividindo o espago de objetivos em n+1 regioes. Podemos
com um grande nimero de execucoes sob a hipdtese nula de nao existéncia de
cluster no mapa, mensurar a significancia estatistica de uma solugao obtida
através dos casos originais distribuidos no mapa, através da proporcao de

regioes nao alcangadas no espaco de objetivos.

Lembrando que o método em questao é estocédstico, nem todas as pos-
siveis solugoes estao sendo avaliadas, portanto nao existe garantia que en-

contraremos a solucao 6tima. Portanto poderiamos ter uma avaliagao que
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subestimasse os p-valores. De fato os p-valores sao um pouco menores que os

p-valores tedricos.

5.3 Poder, Sensibilidade e PPV

Para avaliar a qualidade do método para deteccao e inferéncia de clusters
aqui proposto, precisamos de uma estratégia para avaliar o poder de deteccao
dos métodos citados. Serao produzidos clusters artificiais sobre o mapa, de-
notaremos estes clusters por clusters reais, enquanto os clusters encontrados
pelo algoritmo serao denominados clusters detectados. Para cada cluster real
temos entao uma possivel construcao de hipdtese alternativa de existéncia de
um cluster no mapa.

Inicialmente, uma quantidade pré-estabelecida de casos é distribuida no
mapa de acordo com a distribuicao de Poisson, considerando que o niimero
de casos esperado em cada uma das regioes do mapa ¢é proporcional a sua
populacao. Esta distribuicao satisfaz a hipdtese nula de nao existéncia de
cluster no mapa em estudo.

Posteriormente, para cada uma das hipéteses alternativas, a mesma quan-
tidade pré estabelecida de casos na hipdtese nula é distribuida aleatoriamente
no mapa de acordo com uma distribuicao de Poisson. Para esta distribuicao
o risco relativo para cada uma das regioes é ajustado de forma que fora do
cluster real seja igual a um, enquanto nas regioes pertencentes ao cluster real
o risco relativo seja idéntico e maior que um. A medida para este risco re-
lativo é tal que se a posicao exata do cluster real for conhecida, o poder
de deteccao deve ser de 0.999 segundo Kulldorff et al. (2003).

Para o modelo da hipétese nula, 10000 execucoes do algoritmo sao reali-

zadas. Podemos entao utilizar o procedimento da Funcao de Aproveitamento
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ja citada anteriormente e produzir entao uma superficie de aproveitamento
para algum nivel de significancia especifico, em geral utilizamos a = 0.05.

Dado um modelo da hipdtese alternativa, 5000 execugoes do algoritmo
sao realizadas, produzindo entao 5000 conjuntos de solucgoes eficientes. Estes
conjuntos de solugoes eficientes sao comparados com a superficie de aprovei-
tamento para o = 0.05, obtida anteriormente. O poder de deteccio é esti-
mado através da proporgao de conjuntos de solugoes eficientes que possuam
pelo menos um ponto a direita da superficie de aproveitamento, ou seja, pelo
menos um ponto nao dominado em relacao a superficie de aproveitamento.

As medidas de sensibilidade e de PPV (valor de predicao positivo) igual-
mente servem para avaliar a qualidade do processo da detecgao de clusters.
Estas medidas sao probabilidades condicionais definidas a partir dos seguintes
eventos:

V' = Individuo escolhido ao acaso na populacao do mapa pertence a po-
pulagao do cluster verdadeiro;

D = Individuo escolhido ao acaso na populacao do mapa pertence a

populagao do cluster detectado;

Pop(Cluster Detectado N Cluster Real)
P(D N V) Pop(Mapa em estudo)

Sens = P(D|V) - P(V) - < Pop(Cluster Real) )
Pop(Mapa em estudo)
Pop(Cluster Detectado N Cluster Real)
Sens =
Pop(Cluster Real)
P(D V) (Pop(Cluster Detectado N Cluster Real))
o o N . Pop(Mapa em estudo)
PPV = P(V|D) B P(D) B (Pop(C’luster Detectado))
Pop(Mapa em estudo)
PPV — Pop(Cluster Detectado N Cluster Real)

Pop(Cluster Detectado)
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Neste sentido, um método de deteccao de clusters que apresente altas
medidas para PPV detecta uma grande porgao do cluster verdadeiro, en-
quanto um método de detecgao de clusters que apresente altas medidas para
Sensibilidade tem grande parte do cluster detectado pertencente ao cluster
verdadeiro. Em outras palavras, para métodos de deteccao de clusters, altas
medidas para PPV significam que a chance de subestimagao no processo de
detecgao é reduzida, enquanto altas medidas de sensibilidade significam que
a chance de superestimagao no processo de deteccao é reduzida.

E importante verificar que considerando a prevaléncia para a doenca em
estudo, que é dada pela razao entre o nimero de casos observados e a popula-
¢ao no mapa em estudo, a medida de PPV se altera. Aumento na prevalencia
acarreta em aumento na medida de PPV. Por outro lado a medida de sensibi-
lidade para o teste nao é impactada por alteracoes na prevaléncia da doenca
em estudo.

As medidas de PPV e Sensibilidade comegaram a ser utilizadas para ates-
tar a qualidade dos métodos de deteccao de clusters espaciais com grande
frequéncia nos ultimos anos. Muitos trabalhos desta area apresentados no

ultimos quatro anos fazem uso de tais medidas.

5.4 Avaliacoes Numéricas

Utilizamos um benchmark (Duczmal et al. (2006)) com dados para
uma populacao real com casos de cancer de mama no nordeste dos Estados
Unidos. Este conjunto de dados consiste em 245 condados em 10 estados e
no distrito de Columbia, com uma populacao de risco totalizando 29.535.210,
referentes ao periodo de 1988 até 1992, considerando a populacao de 1990.

A distribuicao populacional no mapa pode ser observada na figura 5.4.
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Figura 5.4: Distribui¢ao populacional no nordeste dos EUA

Sobre este mapa foram construidos nove clusters artificiais A-F, NY, BOS
e DC, seguindo os procedimentos ja citados (veja Figuras 5.5, 5.6 e 5.7).
Informagoes detalhadas sobre estes dados e os clusters artificiais podem ser
obtidas em http://www.est.ufmg.br/~duczmal/(2010-05) ¢ em Duczmal et
al. (2006).
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Figura 5.5: Clusters artificiais A—D no nordeste dos EUA

Estes clusters foram definidos também levando em conta caracteristicas

geograficas tais como rios, regides litoraneas entre outras.
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Figura 5.6: Clusters artificiais E, F no nordeste dos EUA

Estes clusters foram escolhidos com a finalidade de testar os limites dos

algoritmos para algumas formas muito irregulares de possiveis clusters.
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Figura 5.7: Clusters artificiais NYC, BOS e DC no nordeste dos EUA

Os clusters NY, BOS e DC estao situados em éareas altamente povoadas,
contrastando com os clusters restantes, que estao situados em areas rurais ou
entao misturando areas rurais com areas mais povoadas.

Deste momento em diante, os nove clusters artificiais, ja mencionados,
serao tratados como clusters reais. Iremos comparar inicialmente os algorit-
mos genéticos multi-objetivo ora utilizando a medida de Nao Conectividade,
ora utilizando a medida de Nao Conectividade Ponderada.

Para cada simulagao dos dados inicialmente sob a hipdtese nula, 600 ca-
sos sao distribuidos aleatoriamente de acordo com um modelo de Poisson,
visando obter nossa superficie de aproveitamento. Posteriormente, conside-

ramos cada um dos clusters reais como uma hipotese alternativa, novamente
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600 casos sao distribuidos aleatoriamente mas agora com um ajuste para con-
siderar o risco relativo igual a um nas regices nao pertencentes ao cluster real,
e maijor que um, mas idéntico, para todas as regioes pertencentes ao cluster
real, de forma que sendo conhecida a posicao exata do cluster real, o poder
de deteccao seja de 0.999 segundo Kulldorff et al. (2003). A comparacao

entre os algoritmos forneceu os resultados apresentados na tabela 5.1.

Tabela 5.1: Comparacao entre Nao Conectividade e Nao Conectividade Pon-

derada

Power PPV Sensitivity
cluster | AG1 | AG2 | AGl | AG2 | AG1 | AG2
A 0.939 | 0.957 | 0.806 | 0.775 | 0.843 | 0.875

0.967 | 0.959 | 0.906 | 0.906 | 0.857 | 0.847

0.910 | 0.935 | 0.778 | 0.807 | 0.855 | 0.884

0.963 | 0.969 | 0.891 | 0.895 | 0.769 | 0.820
0.942 | 0.954 | 0.876 | 0.883 | 0.596 | 0.632
0.733 | 0.851 | 0.777 | 0.767 | 0.593 | 0.619
NY ] 0.906 | 0.898 | 0.973 | 0.976 | 0.743 | 0.758
BOS | 0.924 | 0.952 | 0.896 | 0.900 | 0.873 | 0.919
DC 0.933 | 0.937 | 0.927 | 0.948 | 0.874 | 0.892

0| 8| O QW

e AG 1 - AG multi-objetivo utilizando LLR(z) e y(z) - Nao Conectividade;

e AG 2 - AG multi-objetivo utilizando LLR(z) e yp(z) - Nao Conectividade Ponde-

rada.

Em praticamente todos os clusters analisados, verificou-se um melhor
poder de deteccao quando utilizada a nova metodologia. As medidas de

PPV e sensibilidade também apresentaram ganhos na maioria dos casos.
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Este resultado vem confirmar a suposicao inicial de que realmente os vértices
e as arestas de um subgrafo associado a uma zona do mapa em estudo tem

efeitos distintos na estrutura de conectividade da zona.

Outra comparacao também importante pode ser feita se levarmos em
conta o algoritmo multi-objetivo que utiliza a medida de Compacidade Geo-
métrica e o algoritmo genético utilizando a Nao Conectividade Ponderada. A
comparacao destes algoritmos forneceu os resultados apresentados na tabela

0.2

Tabela 5.2: Comparagao entre Compacidade Geométrica e Nao Conectivi-

dade Ponderada

Power PPV Sensitivity
cluster | AG1 | AG2 | AG1l | AG2 | AG1 | AG2
A 0.950 | 0.957 | 0.902 | 0.775 | 0.827 | 0.875
0.954 | 0.959 | 0.895 | 0.906 | 0.801 | 0.847
0.934 | 0.935 | 0.813 | 0.807 | 0.860 | 0.884
0.962 | 0.969 | 0.860 | 0.895 | 0.740 | 0.820
0.947 | 0.954 | 0.868 | 0.883 | 0.609 | 0.632
0.752 | 0.851 | 0.796 | 0.767 | 0.583 | 0.619
NY 0.891 | 0.898 | 0.961 | 0.976 | 0.689 | 0.758

0| 3| 0O Q| W

BOS | 0.918 | 0.952 | 0.939 | 0.900 | 0.837 | 0.919

DC ] 0.955 | 0.937 | 0.977 | 0.948 | 0.880 | 0.892

e AG 1 - AG multi-objetivo utilizando LLR(z) e k(z) - Compacidade Geométrica;

e AG 2 - AG multi-objetivo utilizando LLR(z) e yp(z) - Nao Conectividade Ponde-

rada;
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Novamente na maioria dos clusters analisados, verificou-se um ganho em
poder de detecgao quando utilizada a nova metodologia (houve perda somente
no cluster DC). O caso particular do cluster F, que se mostra bastante irregu-
lar quanto a forma geométrica, apresentou um ganho expressivo no poder de
deteccao. Avaliando a medida de sensibilidade, o algoritmo genético multi-
objetivo utilizando a Nao Conectividade Ponderada foi superior em todos os
casos avaliados. Ja quanto a medida de PPV foi verificado um equilibrio, em
alguns clusters artificiais a nova metodologia foi superior enquanto em outros
se mostrou inferior quando comparada a Compacidade Geométrica. Este re-
sultado serve para confirmar as contribuicoes obtidas através da utilizacao
da nova metodologia de deteccao de clusters.

As comparagoes feitas até aqui buscam avaliar a qualidade no trabalho de
deteccao para cada um destes algoritmos, entretanto nao menos importante
sao consideracoes a respeito da velocidade de execucao de cada um destes
algoritmos. A estrutura da penalizacdo por Nao conectividade ja sugere
que o tempo de execucao deste algoritmo seja inferior aos demais. Uma
constatacao importante vem do fato de que nao ocorre perda excessiva em
tempo de processamento quando utilizada a funcao de Nao Conectividade
Ponderada.

Utilizando um processador Intel(R) Core(TM)2 Duo com dois nicleos de
1.66 GHz em um equipamento com 2 GB de memoria RAM, mas apenas um
ntcleo estava sendo utilizado. Nas execucos sob a hipdtese nula para o mapa
do nordeste dos Estados Unidos ja citado, para 100 execucgoes, o algoritmo
com a fungdo de Nao Conectividade realizou as execugoes em 54 segundos,
ja com a funcao de Nao Conectividade Ponderada as execugoes levaram 60
segundos, enquanto com a funcao de Compacidade Geométrica as execugoes

levaram 220 segundos.
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Capitulo 6

Conclusoes

Comparamos as estratégias multi-objetivo que utilizam a Penalizacao por
Compacidade Geométrica, a Penalizacao por Nao Conectividade e a nova Pe-
nalizacao por Nao Conectividade Ponderada, para a deteccao e a inferéncia de
clusters espaciais. Empregamos como primeiro objetivo a estatistica espacial
Scan de Kulldorft e como segundo objetivo alguma das func¢oes de penalizagao
citadas. Foi entao utilizado um algoritmo genético multi-objetivo. Estas fun-
coes de regularidade avaliam um cluster potencial, nos termos de sua forma
geométrica, ou através de sua estrutura topoldgica, visando controlar a li-
berdade excessiva na forma dos clusters. A nova funcao de regularidade é
comparada com duas fungoes precedentes para regularidade, a Compacidade
Geométrica e a Nao Conectividade. A nova funcao avalia a estrutura de co-
nectividade do grafo associado ao cluster, mas leva em consideragao também
a estrutura populacional deste cluster.

Os algoritmos genéticos multi-objetivo maximizam dois objetivos: a esta-
tistica espacial Scan e uma func¢ao de regularidade para o formato do cluster.
Para as trés funcoes de regularidade aqui utilizadas foram avaliados seu poder

de deteccao, a sensibilidade e o PPV. Estas medidas foram comparadas para
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os trés formatos. Nossas simulagoes sugerem que dentre os trés algoritmos, o
poder da detecao para a Nao Conectividade Ponderada é mais elevado para
a maioria das situacoes; esta estratégia também apresenta melhor desempe-
nho quanto a sensibilidade; a Compacidade Geométrica e a nova proposta se
mostram equilibradas quanto a avaliacao de PPV. A estratégia utilizando a
Nao Conectividade é significativamente mais rapida que quando utilizamos
a Compacidade Geométrica, e a nova estratégia utilizando a Nao Conectivi-
dade Ponderada nao apresenta perda efetiva quanto ao tempo de execucao,
ou seja, preserva a rapidez ja observada na utilizacao da medida de Nao
Conectividade.

Foi aplicada a metodologia da funcao de aproveitamento para estender
o significado do p-valor no espaco bi-objetivo, preservando a dependéncia
entre pontos dentro do mesmo conjunto de solugoes nao-dominadas. Esta
aproximacao da uma definicao mais robusta para o significado do conjunto
de solucoes obtido através da estratégia multi-objetivo.

E objetivo futuro avaliar a nova penalizacao utilizando como pesos pon-
deradores a densidade demografica associada a cada uma das regides, bem
como um estudo com a utilizacao da nova metodologia para uma base de
dados reais. Também uma proposta de continuidade dos estudos produzindo

novas fungoes de regularidade ou utilizando outras estratégias de otimizacgao.
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