
UNIVERSIDADE FEDERAL DE MINAS GERAIS 

INSTITUTO DE CIÊNCIAS BIOLÓGICAS 

PROGRAMA DE PÓS-GRADUAÇÃO EM BIOINFORMÁTICA 

 

 

 

TESE DE DOUTORADO 

 

 

Desenvolvimento de ferramentas computacionais 

para estudos de associação em escala genômica 

 

 

 

 

 

AUTOR: Thiago Peixoto Leal 

ORIENTADOR: Prof. Dr. Eduardo Martín Tarazona Santos 

CO-ORIENTADOR: Dr. Mateus Henrique Gouveia 

BELO HORIZONTE 

Setembro 2018 

 



 

1  

Thiago Peixoto Leal 

 

 

 

 

Desenvolvimento de ferramentas bioinformáticas 

para estudos de associação em escala genômica 

 

 

Tese apresentada como requisito parcial para a 

obtenção do título de Doutor em Bioinformática pelo 

programa de Pós-graduação em Bioinformática, 

Universidade Federal de Minas Gerais. 

 

 

ORIENTADOR: Prof. Dr. Eduardo Martín 

Tarazona Santos 

CO-ORIENTADOR: Dr. Mateus Henrique Gouveia 

 

 

 

 

BELO HORIZONTE 

Setembro 2018 



 

2  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

“Uma pessoa inteligente aprende com os seus erros,  

uma pessoa sábia aprende com os erros dos outros.” 



 

3  

Agradecimentos 

Agradeço primeiramente a minha família. Agradeço a minha mãe, a pessoa que tenho 

maior admiração e que sempre me ajudou e incentivou a buscar meus sonhos. Espero 

algum dia dar muito orgulho para ela. Aos meus irmãos que sempre me motivaram em 

todos os momentos, mesmo sem saber que o estavam fazendo. Ao meu padrasto por ter me 

ajudado e diversas ocasiões sem fazer distinção pelo fato de não ser seu filho biológico. 

Aos meus tios e tias por todo cuidado e carinho fornecido desde que eu era criança. Aos 

meus primos por sempre me aturar e pelos momentos de diversão. Ao meu avô Newton por 

ter sido em diversos momentos meu segundo pai, sempre aberto a conversas e disposto a 

dar conselhos. A minha avó Marlene pelas diversas alegrias fornecidas em forma de 

delícias açucaradas. A minha namorada por estar sempre comigo em momentos bons e 

ruins, sempre me incentivando e me motivando a seguir em frente. A minha sogra e 

cunhada por todo carinho ofertado nos últimos anos. 

 

Agradeço ao meu orientador Eduardo, pessoa fundamental na minha formação como 

cientista. Gostaria de agradecer a todos os ensinamentos, discussões, oportunidades e 

algumas ordens difíceis de seguir durante todos esses anos que estou sob a supervisão dele.  

 

Agradeço ao meu co-orientador (e grande amigo) Mateus, a pessoa que me trouxe ao 

LDGH. Agradeço a toda preocupação sobre minha formação e a todas as vezes que saímos 

juntos para discutir diversos assuntos. 

 

Agradeço aos meus amigos de laboratório que sempre estiveram presentes em todas as 

situações, sendo essas felizes ou tristes. Com eles quase nunca me senti sozinho. 

Agradecimentos especiais ao Victor, pessoa que mora comigo e me ajuda dentro e fora do 

laboratório.  Agradecimentos também a Nathalia, pessoa que trabalhei diretamente e que 

proporcionou diversas discussões produtivas. 

 



 

4  

Gostaria de agradecer também a minha banca de qualificação, que tornou possível o 

amadurecimento deste trabalho com as diversas críticas e sugestões. Reconheço que sem 

eles este trabalho estaria longe do amadurecimento no qual ele se encontra. 

 

Gostaria de agradecer também aos meus amigos que fiz na época que estive na UFSJ que 

sempre proporcionam momentos de diversão, alegria e nostalgia. Apesar da distância 

saibam que sempre podem contar comigo seja em momentos difíceis ou momentos de 

alegria. 

 

Aos demais amigos que não citei, mas que estavam presentes nos mais diversos momentos. 

Muito obrigado a todos 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

5  

Índice 

Índice ...................................................................................................................................... 5 

Lista de Figuras ...................................................................................................................... 7 

Lista de Tabelas ...................................................................................................................... 9 

Lista de Siglas ....................................................................................................................... 10 

Resumo ................................................................................................................................. 11 

Abstract ................................................................................................................................. 12 

Introdução ............................................................................................................................. 13 

ABC para inferir a dinâmica de miscigenação ................................................................. 15 

Formato de apresentação da tese ...................................................................................... 16 

Capítulo 2: Imputação e Scientific Workflow ....................................................................... 19 

Estudos de associação de escala genômica (GWAS) ....................................................... 19 

Imputação de genótipos para realização de GWAS ......................................................... 22 

Objetivo geral ................................................................................................................... 27 

Objetivos específicos ........................................................................................................ 28 

Manuscrito publicado no periódico Genome Research .................................................... 29 

Conclusões e Trabalhos Futuros ....................................................................................... 62 

Capítulo 3: NAToRA - Network Algorithm To Relatedness Analysis ................................. 64 

Introdução ......................................................................................................................... 64 

Parentesco e genética de populações - Definições. .......................................................... 64 

Parentesco e coeficiente de kinship em estudos genéticos ............................................... 66 

Objetivo Geral .................................................................................................................. 69 

Objetivos Específicos ....................................................................................................... 69 

Implementação do NAToRA (Network Algorithm To Relatedness Analysis) ................. 70 



 

6  

Testes do NAToRA .......................................................................................................... 77 

Dados Simulados .......................................................................................................... 77 

Dados reais ................................................................................................................... 85 

Resultados ..................................................................................................................... 87 

Comparação entre NAToRA e o PLINK .................................................................... 104 

Uso do NAToRA para gerar conjunto de dados não aparentados .............................. 105 

Testes para geração de um perfil de rede para executar o algoritmo ótimo ............... 108 

Discussão .................................................................................................................... 110 

Perspectivas ................................................................................................................ 111 

Referências Bibliográficas .................................................................................................. 113 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

7  

Lista de Figuras 

Figura 1. Fluxograma dos projetos do Laboratório de Diversidade Genética Humana 

(LDGH) e suas respectivas etapas. ....................................................................................... 17 

Figura 2. Processo de geração de tracts em uma população miscigenada. .......................... 18 

Figura 3. Exemplo de como a imputação de genótipos funciona. ........................................ 23 

Figura 4. Figura esquemática do Cenário A ......................................................................... 25 

Figura 5. Figura esquemática do Cenário B ......................................................................... 25 

Figura 6. Rede de parentesco de Bambuí com corte pelo valor de kinship de 0.1, isso é, 

somente são considerados aparentados indivíduos com relações de segundo ou primeiro 

grau ....................................................................................................................................... 67 

Figura 7. Estruturação Familiar em Bambuí identificada pelo REAP, ADMIXTURE e 

Análise de Componentes Principais (PCA) .......................................................................... 69 

Figura 8. Exemplo do funcionamento do algoritmo NAToRA ............................................ 72 

Figura 9. Exemplo de uma rede (a) e sua rede complementar (b) ........................................ 74 

Figura 10. Exemplo de cliques em uma rede ....................................................................... 74 

Figura 11. Fluxograma do NAToRA .................................................................................... 82 

Figura 12. Exemplo do funcionamento do simulador de heredogramas .............................. 84 

Figura 13.  Rede de parentesco de Matsiguenkas da Selva Amazônica (SHIMAA) com o 

corte pelo valor de kinship de 0.1. ........................................................................................ 87 

Figura 14. Rede de parentesco para os indivíduos do Programa Nacional de Melhoramento 

do Guzerá para o Leite (GUZERÁ) com corte pelo valor de kinship de 0.1........................ 87 

Figura 15. Distribuição da diferença entre os resultados das heurísticas e do ótimo para 

todos os testes. ...................................................................................................................... 93 

Figura 16. Comparação da quantidade de SNPs presentes em cada intervalo de MAF 

usando Kinship <0.1, estratégia heurística utilizando a centralidade de grau de nó (Node), 

algoritmo ótimo (clique) comparado com a base original. ................................................. 100 

Figura 17. PCA de todas as bases da população BAMBUI................................................ 101 

Figura 18. PCA de todas as bases da população SHIMAA ................................................ 102 

Figura 19. PCA de todas as bases da população GUZERA. .............................................. 103 

Figura 20. Exemplo do uso do NAToRA para gerar conjuntos de dados independentes .. 107 



 

8  

Figura 21. Distribuição do tempo para execução do algoritmo ótimo para diferentes 

quantidades de nós (100 a 1000 com acréscimo de 100) com diferentes proporções do total 

de arestas possíveis. ............................................................................................................ 109 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

9  

Lista de Tabelas 

Tabela 1. Valores teóricos de ��, ��, ��, ��, ��, �� e ��, � para cada grau de parentesco ..... 66 

Tabela 2. Coeficiente de transitividade para os dados simulados ........................................ 89 

Tabela 3. Coeficiente de transitividade para os dados reais ................................................. 89 

Tabela 4. Estatísticas sumárias dos tempos de usuário para o Cenário 1 ............................. 91 

Tabela 5. Estatísticas sumárias dos tempos de usuário para o Cenário 2 ............................. 91 

Tabela 6. Estatísticas sumárias dos tempos de usuário para o Cenário 3 ............................. 92 

Tabela 7. Estatísticas sumárias dos tempos de usuário para o Cenário 4 ............................. 92 

Tabela 8. Resultados das execuções para cada método para os dados reais ........................ 92 

Tabela 9. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados 

BAMBUÍ para as diversas formas de reamostragem. .......................................................... 96 

Tabela 10. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados 

SHIMAA para as diversas formas de reamostragem. .......................................................... 98 

Tabela 11. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados 

GUZERA  para as diversas formas de reamostragem. ......................................................... 99 

Tabela 12. Comparação entre os resultados da metodologia implementado no PLINK e o 

NAToRA.. .......................................................................................................................... 105 

 

 

 

 

 

 

 

 

 

 



 

10  

Lista de Siglas 

 

1KGP 1000 Genomes Project 

Φ�,�  Coeficiente de kinship entre os indivíduos i e j 

δ�,�
�  Probabilidade de os indivíduos i e j possuirem 0 alelos idênticos por descendência 

δ�,�
�  Probabilidade de os indivíduos i e j possuirem 1 alelo idênticos por descendência 

δ�,�
�  Probabilidade de os indivíduos i e j possuirem 2 alelos idênticos por descendência 

� Rede inicial utilizada no NAToRA com todas as relações de parentesco 
�� Rede utilizada com o NAToRA após o filtro baseado no valor de corte 
α Valor de corte 
β Valor máximo que a métrica de parentesco utilizada pode assumir 
v Menor valor do intervalo de valores de relacionamento genético 
V Maior valor do intervalo de valores de relacionamento genético 

��,� Número de mulheres da geração g 

��,� Número de homens da geração g  

��,� Proporção de não aparentados na geração g 

��,� Proporção de meio-irmãos na geração g 

��,��� Quantidade de indivíduos não aparentados na geração k+1 

���� Conjunto de indivíduos não aparentados na geração k+1 

��,��� Quantidade meio-irmãos na geração k+1 

��,��� Sub-heredograma gerado a partir dos dados das gerações k e k+1 

DU Conjunto de dados não aparentados (Unrelated Dataset) 

���  Conjunto de dados para análises n (Analysis Dataset n) 

IBGE Instituto Brasileiro de Geografia Estatística 
LD Desequilíbrio de Ligação 
LDGH Laboratório de Diversidade Genética Humana 
GWAS Genome-Wide Association Studies 
Meta-GWAS Meta análises em GWAS 
MAF Alelo de Menor Frequência  
NAToRA Network Algoritm To Relatedness Analysis 
PCA Análise de Componentes Principais 
SNP Polimorfismo de Nucleotídeo Único 
 

 

 



 

11  

Resumo 

O Projeto EPIGEN-Brasil é uma das maiores iniciativas latino-americanas em 

epidemiologia genômica e genômica populacional e tem como objetivo principal entender a 

associação entre caracteres complexos e variantes genéticas nas populações brasileiras, que 

possuem um alto nível de miscigenação. Esta tese descreve dois projetos realizados no 

âmbito do Projeto EPIGEN-Brasil. O primeiro projeto se trata do desenvolvimento de um 

painel de imputação para populações miscigenadas latino-americanas. A imputação de 

genótipos é uma das principais etapas de estudos de associação em escala genômica 

(GWAS), no entanto, a eficácia da imputação depende da correspondência entre os dados 

genotipados e o painel de imputação utilizado. Como os painéis de imputação disponíveis 

não possuem dados de populações miscigenadas, os experimentos de imputação podem 

inserir erroneamente variantes devido à falta de correspondência entre os dados 

genotipados e os painéis de referência disponíveis. O painel de imputação desenvolvido 

consiste na fusão dos dados de 4.3 milhões de SNPs (Polimorfismo de Nucleotídeo Único) 

para 265 indivíduos com o painel de imputação do 1000 Genomes Project (1KGP). Após 

comparar a eficiência do nosso painel com a do 1KGP, verificamos que nosso painel insere 

140.452 SNPs a mais no total e produz 788.873 SNPs imputados com alto valor de 

qualidade quando comparado ao uso do painel 1KGP, aumentando significativamente a 

eficácia da imputação. O segundo projeto aqui apresentado consiste no desenvolvimento do 

NAToRA (Network Algorithm To Relatedness Analysis), uma ferramenta concebida para 

minimizar o parentesco em amostras aparentadas. Essa ferramenta utiliza técnicas de 

grafos, redes complexas e estimativas de parentesco para realizar exclusões sucessivas de 

indivíduos baseada em métricas de centralidade visando diminuir o parentesco de amostras 

populacionais e, ao mesmo tempo, reduzindo a perda amostral. A partir de testes realizados 

em dados simulados e reais, observamos que a centralidade de grau de nó produziu 

melhores resultados. Além disso, averiguamos que a redução do parentesco pelo NAToRA 

gerou baixo impacto na diversidade genética das subamostras geradas, quando comparado 

com as amostras originais. Implementamos também uma funcionalidade ao método que 

permite a geração de conjuntos de indivíduos não aparentados que podem ser analisados 

sem a necessidade de excluir nenhum indivíduo da amostra original. 
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Abstract 

The EPIGEN-Brazil Project is one of the biggest Latin American initiatives in genomic 

epidemiology and population genomics and its main objective is to understand the 

association between complex traits and genetic variants in Brazilian populations, which has 

a high level of admixture. This thesis describes two projects developed within the scope of 

the EPIGEN-Brazil Project. The first project describes the development of an imputation 

panel for Latin American admixed populations. Genotype imputation is one of the main 

steps of genome-wide association studies (GWAS), however, the imputation efficiency 

depends on the match between the genotyped data and the imputation panel used. As the 

imputation panels available do not have data of admixed populations, the imputation 

experiments can insert variants erroneously due to mismatches between the genotyped data 

and the available reference panels. Our developed imputation panel consists in fusion data 

from 4.3 million SNPs to 265 individuals with the imputation panel of the 1000 Genomes 

Project (1KGP). After comparing the efficiency of our panel with that of the 1KGP we 

found that our panel inserts 140,452 SNPs (Single Nucleotide Polimorphism) more in total 

and produces 788,873 SNPs imputed with high quality value when compared to results 

panel of 1KGP, increasing the efficiency of the imputation. The second project presented 

here consists in the development of NAToRA (Network Algorithm To Relatedness 

Analysis), a tool designed to minimize the relationship in related samples. This tool uses 

graph and complex networks theory and relationship measures to perform successive 

exclusions of individuals based on centrality metrics to reduce the relationship of 

population samples and, at the same time, avoiding large sample loss. From tests performed 

on simulated and real data, we observed that the node degree centrality produced better 

results. Furthermore, we found that the reduction of kinship by NAToRA produced  low 

impact on the genetic diversity of the generated subsamples when compared to the original 

samples. We also implemented a method that allows the generation of sets of unrelated 

individuals that can be analyzed without the need to exclude any individual from the 

original sample. 
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Introdução 

O Projeto EPIGEN-Brasil (https://epigen.grude.ufmg.br/) é uma das maiores iniciativas 

latino-americanas em epidemiologia genômica e genômica populacional. O EPIGEN-Brasil 

foi criado em 2011 por um grupo de epidemiologistas da Fundação Oswaldo Cruz 

(FIOCRUZ) e pesquisadores da Universidade Federal de Minas Gerais (UFMG), 

Universidade Federal da Bahia (UFBA) e da Universidade Federal de Pelotas (UFPel) com 

o apoio do Ministério da Saúde e da Financiadora de Estudos e Projetos (FINEP). Essa 

iniciativa tem como objetivo principal entender a associação entre caracteres complexos e 

variantes genéticas nas populações brasileiras, que possuem um alto nível de miscigenação.  

 

Para alcançar os objetivos foram gerados dados genômicos a partir de 6.774 indivíduos 

presentes em três coortes brasileiras de base populacional: Salvador SCAALA (Social 

Changes, Asthma and Allergy in Latin America Programme) (Barreto et al. 2006), coorte 

de idoso residentes da cidade de Bambuí-MG (Lima-Costa et al. 2011) e coorte de nascidos 

vivos de Pelotas em 1992 (Victora et al. 1996). Neste trabalho 6.504 indivíduos foram 

genotipados para 2.379.855 SNPs (2.5M), 270 indivíduos (90 de cada coorte) foram 

genotipados para 4.301.332 SNPs (5M) e sequenciamento completo com alta cobertura de 

30 indivíduos (10 de cada coorte). 

 

O projeto Salvador SCAALA é um estudo longitudinal envolvendo 1445 crianças com 

idades de 4 a 11 anos em 2005 que viviam em Salvador, uma cidade com a população 

estimada de 2.953.986 pessoas segundo dados do Instituto Brasileiro de Geografia 

Estatística (IBGE 2018). Este projeto se baseia em observações prévias que mediram o 

impacto de programas de saneamento em casos de diarréia em 24 áreas geográficas 

selecionadas com o objetivo de representar a população que não possui saneamento em 

Salvador. Deste estudo, 1.309 foram genotipados como parte do projeto EPIGEN-Brasil. 

 

A coorte de idosos de Bambuí, uma cidade do interior de Minas Gerais com população 

estimada em 24.018 pessoas de acordo com o IBGE (IBGE 2018), é constituída de 

habitantes com mais de 60 anos identificados em um censo completo da cidade em Janeiro 
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de 1997. Dos 1.742 indivíduos elegíveis para participar do estudo, 1606 constituíram a 

coorte original e 1.442 indivíduos foram genotipados para o projeto EPIGEN-Brasil.  

 

A coorte de nascidos vivos de Pelotas é um estudo conduzido na cidade de Pelotas, uma 

cidade localizada no Rio Grande do Sul com população estimada em 344.385 (IBGE 2018), 

composto de 99,2% (um total de 5.914 indivíduos) de todos os nascimentos da cidade no 

ano de 1982. Foram genotipados para o projeto EPIGEN-Brasil 3.736 indivíduos dessa 

coorte.  

 

Devido à magnitude do projeto e do volume de dados gerados, o projeto é constituído de 

um grande esforço interdisciplinar integrando áreas bem estabelecidas na ciência brasileira 

como Saúde Coletiva, Epidemiologia e Genética de Populações juntamente com áreas 

emergentes como Bioinformática e Biologia computacional. A interação entre essas áreas é 

essencial para análise e interpretação de grandes volumes de dados (conhecidos como big 

data) gerados em projetos que estudam diversidade genética humana. 

 

Os objetivos principais do projeto EPIGEN-Brasil são: (1) estudar em alta resolução a 

diversidade genética da população brasileira; (2) inferir a origem e a dinâmica da 

miscigenação no Brasil; (3) entender a arquitetura genética de doenças complexas no país e 

sua relação com a natureza miscigenada da população e (4) entender como variantes 

genéticas, ambientais e fatores sociais interagem e modelam a susceptibilidade a doenças 

complexas no país. 

 

Nosso grupo de pesquisa, localizado no Laboratório de Diversidade Genética Humana 

(LDGH), foi responsável pelo controle de qualidade e análises genético-populacionais dos 

dados do projeto EPIGEN-Brasil. Para tal, desenvolvemos uma série de ferramentas 

bioinformáticas (fluxogramas e masterscripts) que estão disponibilizados na nossa página 

web (Scientific workflow - http://www.ldgh.com.br/scientificworkflow/ - (Magalhães et al. 

2018)). Essas ferramentas têm contribuído para realização de estudos sobre a ancestralidade 

da população brasileira (Lima-Costa et al., 2015a; Kehdy et al., 2015; Lima-Costa et al., 

2015b), bem como estudos de associação em nível genômico, no qual podemos citar o X-
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GWAS e de asma (Costa et al. 2015) e a participação nos consórcios de meta-GWAS junto 

ao CHARGE Consortium. A  Figura 1 evidencia em forma de fluxograma as análises 

genético populacionais que tem sido realizadas para estes estudos, onde tive maior 

participação nos projetos de Imputação, cuja descrição das análises, testes e produtos 

gerados neste projeto está no Capítulo 2, Análises de Família  através do NAToRA 

(Network Algorithm To Relatedness Analysis) presente no Capítulo 3 deste trabalho, ABC 

para inferir a dinâmica de miscigenação, através da implementação do método para o artigo 

de Kehdy et al. 2015. 

ABC para inferir a dinâmica de miscigenação 

A miscigenação é um fenômeno que ocorre quando populações que permaneceram isoladas 

por diversas gerações se reúnem em um determinado espaço geográfico no qual indivíduos 

de diferentes origens populacionais se reproduzem. Com isso, latino-americanos e afro-

americanos são, em sua maioria, miscigenados com ancestralidade tri-híbrida, isto é, a 

miscigenação ocorreu a partir da interação de três populações parentais (Africanos, 

Europeus e Nativos-Americanos). Apesar das populações americanas miscigenadas serem 

tri-híbridas, a forma como se deu a miscigenação foi diferente em cada uma delas, gerando 

perfis genéticos diferentes. Um exemplo em que se observa essa diferença está presente em 

Kehdy et al. (2015), onde as populações de Bambuí e Pelotas (presentes nas regiões 

Sudeste e Sul do Brasil, respectivamente) tinham poucas diferenças entre si quando 

comparadas à população de Salvador (presente na região Nordeste do Brasil), que possui 

maior presença de uma ancestralidade Africana e uma presença menor da ancestralidade 

Europeia. Essas diferenças podem refletir em diversos aspectos como biológicos, sociais, 

culturais e, principalmente, em saúde pública, visto que é comumente relatado na literatura 

que a ancestralidade influencia na resposta a fármacos (através de estudos de 

farmacogenética) e na susceptibilidade a doenças complexas (através de estudos de 

epidemiologia genética). 

 

Estimar a ancestralidade de uma população miscigenada consiste em calcular qual a 

proporção dos genomas dos indivíduos miscigenados é composta por cada população 
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parental, isto é, qual a participação de cada população parental no genoma das populações 

miscigenadas. Utilizando dados de variantes genéticas presentes em cada indivíduo é 

possível realizar a inferência de ancestralidade em diferentes níveis: (i) populacional, que 

consiste no cálculo da proporção da contribuição de cada população parental presente em 

todos os genomas da população; (ii) individual, que consiste em calcular a proporção da 

contribuição de cada população parental para o genoma de um indivíduo específico; (iii) 

cromossômica, que consiste em inferir de qual população ancestral deriva cada região 

cromossômica de cada cromossomo de um indivíduo dentro da população, fornecendo 

assim um mosaico de regiões cromossômicas composto de diversas ancestralidades. Cada 

uma dessas regiões contínuas compostas de uma única ancestralidade é chamada de tract na 

literatura especializada (Liang and Nielsen 2014). 

 

Análises de dinâmica de miscigenação são muito importantes para populações 

miscigenadas, principalmente para aquelas cuja história não está bem catalogada - como é o 

caso da população brasileira, que teve os registros do tráfico negreiro queimados após a 

abolição da escravidão a fim de evitar processos contra os antigos donos de escravos. 

Sabendo que cromossomos de indivíduos miscigenados são mosaicos de fragmentos das 

populações parentais (Figura 2) e que a quantidade e o tamanho destes fragmentos são 

informativos sobre o período no qual ocorreu a miscigenação, podemos utilizar essa 

informação para recuperar parte dessa informação perdida através de um método de 

Computação Bayesiana Aproximada (ABC), que é um arcabouço computacional para 

estimar os parâmetros de um modelo, neste caso, demográfico e genético (Beaumont, 

Zhang, and Balding 2002). 

Formato de apresentação da tese 

Essa tese está apresentada em formato híbrido, sendo o primeiro capítulo apresentado em 

formato de artigo científico e o segundo apresentado de forma mais tradicional.  
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Figura 1. Fluxograma dos projetos do Laboratório de Diversidade Genética Humana (LDGH) e suas 
respectivas etapas. No fluxograma em questão estão representados os projetos que participei, sendo que neste 
trabalho abordaremos análises de imputação e as análises de parentesco. As cores das setas são de acordo com 
a cor do cabeçalho da análise que essa análise originou e isso foi realizado para facilitar a visualização das 
informações 
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Figura 2. Processo de geração de tracts em uma população miscigenada. Com o passar das 
gerações os cromossomos da população miscigenada são compostos por um número maior de 
fragmentos de ancestralidade com tamanhos cada vez menores devido a eventos de recombinação. 
Cada cor representa uma ancestralidade diferente. 

 

 

O segundo capítulo aborda o desenvolvimento do painel de imputação em estudos de 

GWAS em populações miscigenadas utilizando os dados do projeto EPIGEN-Brasil, no 

qual será apresentado a organização, o desenvolvimento do pipeline dinâmico e a 

disponibilização do mesmo no site do Scientific Workflow. Depois apresentamos o artigo 

científico publicado no periódico Genome Research, as conclusões e perspectivas para esse 

trabalho. 

 

O terceiro capítulo apresenta de forma tradicional o NAToRA (Network Algorithm To 

Relatedness Analysis), um conceito e ferramenta bioinformática baseada em grafos e redes 

complexas que objetiva permitir um controle de parentesco obtido a partir de uma matriz de 

parentesco, permitindo remover o parentesco genético de uma amostra populacional 

evitando uma perda excessiva de amostras. 
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Capítulo 1: Imputação e Scientific Workflow 

Estudos de associação de escala genômica (GWAS) 

Estudos de associação de escala genômica (GWAS- genome-wide association studies) têm 

sido amplamente utilizados na última década para identificar variantes associadas a 

caracteres complexos, verificando se existe associação estatística entre o fenótipo estudado 

e milhares de variantes genotipadas ao longo do genoma. Uma variante pode ser 

polimorfismo de nucleotídeo único (SNP), indels (pequenas inserções e deleções nas 

sequências de DNA), variação no número de cópia (CNV) ou translocações e inversões. 

Um GWAS compara a frequência alélica das variantes genéticas em indivíduos casos e 

controles para um dado fenótipo. A partir disso é verificado se há uma associação entre as 

variantes e o caráter complexo de interesse. (Visscher et al. 2017; Rosenberg et al. 2010).  

 

Devido a sua capacidade de detectar associações, GWAS têm sido utilizados para 

identificar genes e variantes genéticos causais para doenças complexas além de elucidar 

suas bases genéticas, permitindo um melhor entendimento dos fatores biológicos e 

ambientais envolvidos no surgimento da doença. Uma vez que se tornou possível 

identificar variantes de riscos associadas a tais doenças, os diagnósticos tornaram-se mais 

precisos, além de permitir a predição da doença baseada em marcadores moleculares 

(Wray, Goddard, and Visscher 2007).  

 

Devido ao aumento de GWAS publicados, foi desenvolvido a partir de 2008 o GWAS 

Catalog (https://www.ebi.ac.uk/gwas/) pelo National Human Genome Research Institute 

(NHGRI), que sumariza e cataloga os diversos GWAS que respeitam determinados critérios 

de inclusão e suas respectivas associações (P-value < 1x10��) (MacArthur et al. 2017). Até 

o dia 25/06/2018 o GWAS Catalog continha 3.420 publicações e 62.652 associações únicas 

de SNP-Fenótipo. Apesar do grande volume de dados gerados, ainda era necessária uma 

integração destes dados para melhorar o entendimento da arquitetura genética de caracteres 

complexos em diferentes populações. Para isso nosso grupo propôs o Disease-ANCEstry 
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networks (DANCE), uma ferramenta web que permite integrar e visualizar as informações 

dos caracteres complexos e os GWAS-hits associados, bem como as frequências dos alelos 

de risco nas diferentes populações. A ferramenta em questão permite explorar redes 

Doença-SNP e sua projeção, a rede Doença-Doença. Essa ferramenta, da qual sou co-autor, 

foi publicada no periódico Bioinformatics (Araújo et al. 2016). 

 

Os GWAS utilizam o princípio de desequilíbrio de ligação (LD), que é definido como a 

associação não-aleatória entre alelos de diferentes loci. Existem diversos motivos que 

podem causar o desequilíbrio de ligação como, por exemplo, baixas taxas de recombinação 

(que variam ao longo do genoma), seleção natural, novas mutações, inbreeding, 

miscigenação e deriva genética (Hedrick 2004). Quando ocorre uma associação entre um 

SNP e um caráter, há duas possíveis conclusões: (i) o SNP causal que foi diretamente 

genotipado nas amostras do estudo, foi associado estatítiscamente ao caráter de interesse o 

qual o SNP está associado diretamente, o que chamamos de associação direta ou (ii) que o 

SNP causal não foi genotipado e que a associação ocorreu com um SNP genotipado que 

está em LD com o SNP causal, caracterizando assim uma associação indireta. (Hirschhorn 

and Daly 2005). 

 

O GWAS é uma técnica que tem a habilidade de avaliar uma grande quantidade de 

amostras e de SNPs sem nenhuma hipótese prévia (McCarthy et al. 2008), utilizando arrays 

de genotipagem capazes de detectar variantes de um conjunto de polimorfismos espalhados 

pelo genoma. Por isso, é recomendado realizar após as análises a identificação da região 

genômica associada com o caráter e anotação da região na qual é gerada uma lista de 

regiões gênicas e não-gênicas. Essas últimas podem estar envolvidas na regulação da 

expressão gênica, como por exemplo, sequências reguladoras e como sítios fatores de 

transcrição (Birney et al. 2007).  

 

Nesses dez anos de GWAS, muitas mudanças foram propostas a fim de melhorar as 

análises e, consequentemente, as conclusões dos estudos. Houve aumento no volume de 

dados analisados graças a melhorias nas tecnologias de genotipagem, levando a um maior 

número de variantes a custos menores. Dessa forma, os métodos utilizados tiveram avanços 
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no arcabouço estatístico e nos procedimentos computacionais (multi-processamento, 

técnicas para lidar com big data, etc). Além disso, esforços como o HapMap (HapMap 

Consortium, 2005) e o 1000 Genomes Project (1KGP) (The 1000 Genomes Project 

Consortium 2010) permitiram um melhor entendimento sobre os padrões de LD e 

variabilidade genética entre várias populações humanas através da disponibilização de uma 

grande quantidade de SNPs, variantes e haplótipos (Zeggini and Ioannidis 2009; Visscher 

et al. 2017).  

 

O poder estatístico de um teste de associação depende da quantidade de amostras, 

distribuição do tamanho do efeito entre variantes genéticas causais desconhecidas que 

segregam na população, a frequência das variantes e o LD entre as variantes causais e as 

que foram genotipadas. Os estudos de associação realizados nos últimos anos têm 

evidenciado que a realização de experimentos de imputação estatística de variantes 

genéticas melhoram o poder estatístico para encontrar variantes associadas a fenótipos 

complexos (Visscher et al. 2017). Imputação estatística consiste em aproveitar o padrão de 

LD em um painel de referência de haplótipos para inferir genótipos não apresentados em 

um painel de indivíduos genotipados para uma menor densidade de variantes. Com isso, é 

possível aumentar a quantidade de variantes disponíveis para um estudo, aumentando o 

poder estatístico do estudo e evitando associações espúrias (associação indireta) (Visscher 

et al. 2017). 

  

Um problema em potencial é que os GWAS têm sido realizados predominantemente em 

populações européias. Estudos em outras populações se fazem necessários para descoberta 

de novos locis de susceptibilidade, entender melhor sobre a arquitetura genética do caráter 

estudado e averiguar a consistência das associações já estabelecidas. Neste contexto, a 

população brasileira, cuja genética advém da miscigenação entre Africanos, Europeus e 

Nativos-Americanos, é interessante. Essa natureza miscigenada da população brasileira e 

outras populações da América Latina traz novos desafios e abre a possibilidade de entender 

melhor a variabilidade do genoma, mapear a ancestralidade e explorar a associação entre as 

variantes e os caracteres complexos (Peprah et al. 2015). 
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Imputação de genótipos para realização de GWAS 

Imputação de genótipos consiste no processo de predizer variantes que não estão 

diretamente genotipadas (Marchini and Howie 2010). Para isso, essas técnicas se baseiam 

nos padrões de LD observados num painel de referência de haplótipos, que possui uma 

maior densidade de variantes, para inferir variantes na amostra que foi genotipada com uma 

menor densidade. Um haplótipo é a combinação única de estados alélicos de marcadores 

presentes ao longo de um cromossomo específico (Cormack, Hartl, and Clark 1990). 

Devido às melhoras que a imputação fornece ao GWAS como, por exemplo, o aumento do 

poder estatístico, a possibilidade de realização de outras análises ligadas ao GWAS, a 

possibilidade de extrair o máximo de informação de famílias que possam existir na amostra 

e por permitir combinar de resultados advindos de dados gerados por diferentes plataformas 

de genotipagem, a etapa de imputação se tornou obrigatória para a realização deste tipo de 

estudo (Li et al. 2009; Marchini and Howie 2010).  

 

Na Figura 3 temos um exemplo de como a imputação funciona e sua importância para 

estudos de associação. Na Figura 3(a) estão representadas as amostras dos estudos que 

foram genotipadas e possuem muitas regiões sem variantes (representadas pela área cinza e 

“?”). Figura 3(b) está representado um GWAS utilizando o dado da genotipagem, que 

devido aos dados faltantes não obteve sinais de associação claros. Como o objetivo 

principal da imputação é predizer genótipos que não estão presentes na amostra, os dados a 

serem imputados (target), junto ao painel de referência, passam por uma série de etapas 

como o controle de qualidade, coerência no alinhamento das fitas de DNA e inferência 

estatística dos haplótipos e, com os haplótipos inferidos (c), o algoritmo realiza 

comparações entre o target e do painel de haplótipos (d) e insere variantes que tiveram 

correspondência entre os dados do target e os do painel (e), correspondência representada 

pelas cores em (c) e (d). Com a realização da imputação o GWAS tem mais poder (Li et al. 

2009), podendo levar a sinais de associação mais claros, podendo até revelar se 

determinada associação é direta ou indireta (f). 

 



 

Figura 3. Exemplo de como a imputação de genótipos funciona. Em
indivíduos genotipados, na qual as regiões em cinza com “?” s
um possível caso de estudo de GWAS com a amostra presente em (a), no qual não temos a presença de um 
sinal claro. Em (c) são os dados de (a) com os haplótipos inferidos. Em (d) é apresentado um painel de 
referência de haplótipos que será utilizado para realização da imputação (e), no qual as variantes inseridas 
estão apresentadas em laranja. Em (f) temos a associação realizada para os dados em (e), que possui um sinal 
de associação mais claro graças às variantes i

 

Vários métodos de imputação foram propostos

and Stephens 2006), Beagle (Browning and Browning 2008)

2007) e IMPUTE v2 (Howie, Donnelly, and Marchini 2009)

 

Neste trabalho, nós utilizamos a ferramenta IMPUTE v2, uma modificação do software 

IMPUTE v1 para lidar com os problemas dos dados para estudos de associação advindos 

das plataformas de sequenciamento de no

dados, dados sem possuir haplótipos inferidos, com genótipos incompletos e diferentes 

painéis de haplótipos contendo diferentes SNPs. Para realizar a imputação, o IMPUTE2 

categoriza o experimento de imputação 

apresentados.  

Exemplo de como a imputação de genótipos funciona. Em (a) é apresentada uma amostra de 
indivíduos genotipados, na qual as regiões em cinza com “?” são variantes não genotipadas. Em (b) mostra 
um possível caso de estudo de GWAS com a amostra presente em (a), no qual não temos a presença de um 
sinal claro. Em (c) são os dados de (a) com os haplótipos inferidos. Em (d) é apresentado um painel de 

ia de haplótipos que será utilizado para realização da imputação (e), no qual as variantes inseridas 
estão apresentadas em laranja. Em (f) temos a associação realizada para os dados em (e), que possui um sinal 
de associação mais claro graças às variantes imputadas. (Figura modificada de Marchini & Howie, 2010

Vários métodos de imputação foram propostos, das quais podemos citar fastPhase 

(Browning and Browning 2008) e IMPUTE v1 (Marchini et al. 

(Howie, Donnelly, and Marchini 2009).  

Neste trabalho, nós utilizamos a ferramenta IMPUTE v2, uma modificação do software 

IMPUTE v1 para lidar com os problemas dos dados para estudos de associação advindos 

das plataformas de sequenciamento de nova geração, onde podemos citar maior volume de 

dados, dados sem possuir haplótipos inferidos, com genótipos incompletos e diferentes 

painéis de haplótipos contendo diferentes SNPs. Para realizar a imputação, o IMPUTE2 

categoriza o experimento de imputação em dois possíveis cenários de acordo com os dados 
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(a) é apresentada uma amostra de 
ão variantes não genotipadas. Em (b) mostra 

um possível caso de estudo de GWAS com a amostra presente em (a), no qual não temos a presença de um 
sinal claro. Em (c) são os dados de (a) com os haplótipos inferidos. Em (d) é apresentado um painel de 

ia de haplótipos que será utilizado para realização da imputação (e), no qual as variantes inseridas 
estão apresentadas em laranja. Em (f) temos a associação realizada para os dados em (e), que possui um sinal 

Marchini & Howie, 2010). 

fastPhase (Scheet 

(Marchini et al. 

Neste trabalho, nós utilizamos a ferramenta IMPUTE v2, uma modificação do software 

IMPUTE v1 para lidar com os problemas dos dados para estudos de associação advindos 

va geração, onde podemos citar maior volume de 

dados, dados sem possuir haplótipos inferidos, com genótipos incompletos e diferentes 

painéis de haplótipos contendo diferentes SNPs. Para realizar a imputação, o IMPUTE2 

em dois possíveis cenários de acordo com os dados 
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O primeiro cenário, o Cenário A (Figura 4), o algoritmo usa o método de Monte Carlo 

baseado em Cadeias de Markov (MCMC) que alterna entre inferir os haplótipos dos SNPs 

presentes no target e imputação dos SNPs não genotipados. Cada iteração do MCMC inclui 

dois passos: (i) Amostre uma nova configuração de haplótipos para cada indivíduo do 

target utilizando as informações de outros indivíduos do target (inference panel) e do 

painel de referência (reference panel) e, dado os novos haplótipos inferidos, (ii) considere-

os independentes entre si e analiticamente impute genótipos. O algoritmo é rodado para 

algumas iterações (tipicamente 30, incluindo 10 interações de burn-in) e então as 

probabilidades do passo (ii) são utilizadas para calcular a probabilidades de cada SNP não 

genotipados (Howie, Donnelly, and Marchini 2009). 

 

O segundo cenário, Cenário B (Figura 5) é derivado do cenário A, na qual a diferença 

consiste na presença de mais de uma referência, podendo esta estar em formato de painel de 

haplótipos ou não. Inicialmente ele infere os haplótipos para a referência diplóide 

utilizando as informações presente em ambas as referências e utilizam esses haplótipos 

inferidos em duas etapas de imputação diferente. No Cenário B as etapas do cenário A são 

realizadas de uma forma modificada: (i) Amostre uma nova configuração de haplótipos 

para cada indivíduo utilizando as informações de outros indivíduos do target (inference 

panel) e do painel de referência (reference panel) e dado os novos haplótipos inferidos, 

considere-os independentes entre si e (ii) analiticamente impute genótipos utilizando os 

dados comuns às duas referências (��) e (iii) impute genótipos utilizando os dados que são 

exclusivos da referência haplóide (��) (Howie, Donnelly, and Marchini 2009). Apesar do 

IMPUTE2 inferir os haplótipos, os próprios autores recomendam que o dado esteja 

previamente haplotipados, o que permite ao algoritmo realizar somente os passos nos quais 

as variantes são inseridas. 
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Figura 4. Figura esquemática do Cenário A. Os haplótipos referência (Reference panel) são 
representados como sequências na horizontal contendo os valores 1 ou 0 (alelo alternativo e alelo 
referência) e os dados sem os haplótipos inferidos, o target (Inference Panel) são representados 
como sequências nas horizontal contendo os valores 0,1, 2 e ? (o ? indica que é um genótipo faltante 
e 0, 1 e 2 significam, respectivamente, homozigotos para o primeiro alelo, heterozigoto e 
homozigoto para o segundo alelo). Os genótipos podem ser divididos em dois conjuntos: o verde 
(que estão presentes somente no painel de referência) e azul que são aqueles comum aos dois. 
(Retirado de  (Howie, Donnelly, and Marchini 2009)). 

 

Figura 5. Figura esquemática do Cenário B. Os haplótipos referência (Reference panel) são 
representados como sequências na horizontal contendo os valores 1 ou 0 (alelo alternativo e alelo 
referência) e os dados sem os haplótipos inferidos, a segunda referência e o target (Inference Panel 
e Diploid reference) são representados como sequências na horizontal contendo os valores 0,1, 2 e ? 
(o ? indica que é um genótipo faltante e 0, 1 e 2 significam, respectivamente, homozigotos para o 
primeiro alelo, heterozigoto e homozigoto para o segundo alelo). Os genótipos podem ser divididos 
em três conjuntos: o verde (que estão presentes somente no painel de referência), o amarelo (que 
estão presentes no painel de referência e na referência diplóide) e azul que são aqueles comuns aos 
três (Retirado de  (Howie, Donnelly, and Marchini 2009)). 
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A principal métrica de qualidade do software IMPUTE v2 é o info score. As duas métricas 

mais utilizadas para avaliar a qualidade dos genótipos imputados sem conhecer o genótipo 

verdadeiro são a razão da variância (rsq_hat no software MACH) e o imputed information 

score (PROPER_INFO no SNPTEST e INFO no IMPUTE2). A razão da variância para um 

SNP é a proporção da variância observada empiricamente (baseado na imputação) para uma 

variância binomial esperada p(1-p), no qual p é a menor frequência alélica. À medida que a 

quantidade de informação disponível para imputar diminui, a variância observada 

empiricamente também diminui e a taxa de variância aproxima-se de zero. Similarmente, o 

info score é a medida do conteúdo de informação do genótipo, o qual é relativo ao tamanho 

da amostra efetivo para que o efeito genético seja estimado. Por exemplo, um SNP com 

info score de 0.80 indica que o genótipo imputado está equivalente a um conjunto de dados 

com 80% dos genótipos do tamanho total da amostra com genótipos precisamente 

conhecidos. 

 

Como os dados a serem imputados podem ter correspondência com diversos haplótipos 

presentes no painel de referência, é comum aos softwares de imputação retornar 

probabilidades baseados na sobreposição dos haplótipos, isto é, ao invés de determinar e 

inserir determinado genótipo A nos dados da amostra o algoritmo insere as probabilidades 

de ser homozigoto para o primeiro alelo, heterozigoto e homozigoto para o seguindo alelo 

(AA, AB e BB, respectivamente). Por exemplo, ao invés de inserir AA para um alelo ele 

insere 0.970 0.025 0.005. Essa probabilidade é muito importante e pode ser utilizado como 

o grau de incerteza da inferência do genótipo (Zeggini and Ioannidis 2009; Bush and Moore 

2012a). 

 

Após a realização dos experimentos de imputação é comum a realização de controles de 

qualidade pós imputação, no qual o objetivo principal é a remoção dos SNPs imputados que 

não são confiáveis e, ao mesmo tempo, tentando manter a maior quantidade de SNPs que 

não devem atrapalhar as análises. Geralmente esse controle de qualidade é realizado 

baseado nas métricas de qualidade de genótipos imputados (Southam et al. 2011; Marchini 

and Howie 2010). 
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A imputação de genótipos e GWAS em populações miscigenadas trazem novos desafios 

graças aos padrões de LD gerados pela miscigenação. Cromossomos de indivíduos 

miscigenados são mosaicos de fragmentos de populações ancestrais (Figura 2). No caso da 

população brasileira são mosaicos de fragmentos de africanos, europeus, nativo-americanos 

que foram formados pelo processo de miscigenação dos cromossomos das populações 

parentais (Kehdy et al. 2015). Uma imputação e GWAS eficientes estão altamente 

relacionadas com as informações de ancestralidade disponíveis, uma vez que a estratégia 

para imputar os genótipos baseia-se numa correspondência entre o dado a ser imputado e os 

haplótipos presentes no painel de referência (Huang and Tseng 2014). Caso o banco de 

haplótipos utilizados para conduzir o experimento seja composto de haplótipos de uma 

ancestralidade diferente do dado a ser imputado é possível que os genótipos imputados 

tenham baixa qualidade devido baixa correspondência entre os dados genotipados e o banco 

de haplótipos de referência (Bush and Moore 2012b).  

 

Apesar dos vários motivos que tornam estudos sobre a genética de populações 

miscigenadas tão relevantes, poucos esforços têm sido empregados para a geração de um 

painel de referência para populações miscigenadas da América latina (o que permitiria um 

ganho no número de variantes inseridas e uma melhora na qualidade do experimento de 

imputação). É um consenso que há uma baixa representatividade de populações latino-

americanas miscigenadas em estudos de GWAS e de sequenciamento de nova geração (Gao 

et al. 2012; Roshyara et al. 2016). Diante disso, um dos objetivos dessa tese foi o 

desenvolvimento de um painel de haplótipos para imputação utilizando dados do Projeto 

EPIGEN-Brasil, podendo assim aumentar a acurácia da imputação para populações que 

forem genotipadas para uma menor densidade de variantes.  

Objetivo geral 

- Criar e disponibilizar publicamente um painel de haplótipos para imputação para 

populações miscigenadas latino-americanas utilizando dados do 5M do projeto EPIGEN-

Brasil (dados descritos no Capítulo 1) e dados públicos (EPIGEN-5M+1KGP) 
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- Testar o painel de imputação utilizando os dados de 2.5M do Projeto EPIGEN-Brasil. 

Objetivos específicos 

- Comparar resultados do nosso painel de imputação com o painel disponibilizado pelo 

1000 Genomes Project Phase 3 (1000 Genomes Project Consortium et al. 2015). 

- Disponibilizar os pipelines e master scripts no Scientific Workflow 

 

Todas as etapas estão descritas no manuscrito anexado na qual compartilho a primeira 

autoria com o Dr Wagner Carlos Santos Magalhães e a Dra Nathalia Matta Araújo. 

 

Contribuição do doutorando ao trabalho 

 

O artigo apresentado a seguir foi desenvolvido como produto de um trabalho conjunto com 

a Dra Nathalia Matta Araujo (doutora pelo programa de pós graduação em genética da 

UFMG) sob a coordenação direta do Dr Wagner Magalhães. Minhas maiores contribuições 

foram baseadas nos conhecimentos em Ciência da Computação, no qual trabalhei na 

implementação e testes relativos ao master script que foi disponibilizado no Scientific 

Workflow, um conceito e ferramenta web desenvolvida pelo grupo para aumentar a 

transparência e reprodutibilidade das análises bioinformáticas realizados para os diversos 

trabalhos, no qual busquei utilizar as melhores metodologias e boas práticas para a 

realização de experimentos de imputação. Após levantamento bibliográfico, decidimos 

quais eram as melhores metodologias para controle de qualidade, inferência de haplótipos e 

imputação. Desenvolvi o pipeline dinâmico que foi utilizado para realizar todas as análises 

como controles de qualidade prévios, geração e união de painéis de imputação e a 

realização do experimento de imputação na linguagem Perl com uso de multi-

processamento, sempre preocupando com questões relacionadas à arquitetura e organização 

de computadores a fim de tornar o método o mais eficiente o possível. 
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Além do desenvolvimento dos pipelines, participei de todas as análises, em especial das 

análises de correlação entre info score e acurácia dos genótipos inferidos (Seção 2.5.3. 

Imputation Results – Figure S6). 

Manuscrito publicado no periódico Genome Research  

“EPIGEN-Brazil Initiative resources: a Latin American imputation panel and the 

Scientific Workflow (a tool for transparent and reproducible bioinformatics 

analysis)” 
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Conclusões e Trabalhos Futuros 

Neste trabalho nós criamos e testamos um painel de imputação para populações 

miscigenadas da America Latina utilizando dados de genotipagem com uma grande 

densidade de SNPs (dados do 5M, descrito no Capítulo 1) originários do projeto EPIGEN-

Brasil. Além disso, comparamos a eficiência entre nosso painel e o painel disponibilizado 

publicamente pelo 1000 Genomes Project.  

 

Nosso painel é uma união dos dados painel do 1000 Genomes Project com os dados do 

Projeto EPIGEN-Brasil (EPIGEN-5M+1KGP). Os testes foram realizados utilizando os 

dados de genotipagem para aproximadamente 2.2 milhões de SNPs (2.5M, ver Capítulo 1) 

para 6.487 indivíduos do Projeto EPIGEN-Brasil.  

 

Quando comparamos os resultados da imputação do nosso painel e do painel do 1000 

Genomes Project averiguamos que nosso painel insere 140.452 SNPs a mais no total e 

788.873 SNPs com uma alta confiabilidade (info score ≥ 0.8) (Figura 2B do artigo, Tabela 

S7 e S8 do Material Suplementar e Material Suplementar Seção 2.5.3). Apesar de não ter 

muita diferença entre os espectros de MAF pós-imputação dos dois painéis (Figura 2A do 

artigo), nosso painel permitiu que mais variantes fossem imputadas ao mesmo tempo em 

que permitiu aumentar a acurácia nos experimentos de imputação. Além disso, o nosso 

painel aumenta a qualidade de imputação quando comparado com o 1000 Genomes Project 

em quase todo intervalo de MAF (Figura 2C do artigo e Figuras S3 a S6 do Material 

Suplementar).  

 

Além disso, o ganho na qualidade da imputação se mantém caso imputemos todos os dados 

juntos ou separados por coortes, o que sugere que nosso painel captura satisfatoriamente os 

padrões de LD apesar de ser um painel montado baseado em dados de genotipagem de alta 

densidade ao invés de genomas, o que seria o cenário ideal. Outra perspectiva é que os 

dados do 2.5M, utilizados como testes neste trabalho podem ser utilizados como painel de 

imputação para estudos que genotipam suas amostras para uma densidade menor de 

variantes. 
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Por fim implementamos uma série de ferramentas para este trabalho, com destaque no 

master script que realiza todas as etapas dos experimentos de imputação, podendo ser 

utilizado para criar novos painéis ou somente imputar dados. Essa ferramenta é um pipeline 

dinâmico que sumariza todas as etapas que são necessárias para este tipo de experimento 

(controles de qualidade, alinhamento do dado a ser imputado com o painel de referência, 

etc), fazendo a automatização dos passos que utilizam softwares diferentes (PLINK, 

Shapeit e Impute2). Este pipeline foi implementado na linguagem Perl para os Sistemas 

Operacionais baseados em UNIX e está disponível no site do Scientific Workflow 

(http://www.ldgh.com.br/scientificworkflow/master_scripts.php), uma iniciativa 

implementada em forma de ferramenta on-line que tem como objetivo principal permitir 

uma maior reprodutibilidade das análises bioinformáticas realizadas  no nosso grupo de 

pesquisa.  
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Capítulo 2: NAToRA - Network Algorithm To 

Relatedness Analysis  

Introdução 

A produção de dados genômicos em grande escala bem como sua disponibilização pública 

possibilitou o desenvolvimento de um vasto número de estudos de associação em escala 

genômica (Genome-Wide Association Studies - GWAS) e de genômica populacional. Os 

GWAS são comumente utilizados para identificar múltiplos loci associados a fenótipos ou 

caracteres complexos. Por outro lado, estudos de genética de populações utilizando dados 

em escala genômica são importantes para inferir a história evolutiva e caracterização da 

estrutura genética das populações. Porém os estudos de associação genótipo-fenótipo, como 

os GWAS, e os estudos genéticos populacionais podem ser enviesados caso o parentesco 

biológico entre indivíduos não for devidamente considerado nas análises (Kehdy et al. 

2015; Thornton et al. 2012). Esse tipo de problema ocorre porque os métodos são muitas 

vezes desenvolvidos para observações independentes e os dados utilizados nas análises 

podem incluir uma quantidade significativa de observações dependentes. 

Parentesco e genética de populações - Definições  

 

O parentesco genético é uma característica muito importante em sociedades humanas, 

estando presente nas tradições, leis e outros aspectos sociais. A relação entre parentesco 

biológico e padrões de acasalamento nas populações tem um efeito na estrutura genética 

das populações. Dois indivíduos são considerados aparentados quando tem um ancestral 

comum há poucas gerações. A genética de populações trabalha com vários conceitos 

relacionados com o parentesco e a que usaremos neste trabalho é que dois indivíduos são 

considerados aparentados geneticamente caso possuam alelos idênticos por descendência 

(Identity by Descent, IBD), ou seja, esses alelos são derivados de um ancestral comum 

recente entre eles. Especificamente, o coeficiente de kinship (Φ�,� ) representa a 



 

65  

probabilidade de dois alelos, aleatoriamente amostrados em um mesmo locus de dois 

indivíduos i e j serem idênticos por descendência (Cormack, Hartl, and Clark 1990; 

Hedrick 2004).  

 

O coeficiente de parentesco pode ser expresso como uma função das probabilidades de 

identidade por descendência (IBD), denotada pela equação Φ�,� =
��,�

�

4
 +  

��,�
�

2
 , onde δ�,�

� é a 

probabilidade de i e j compartilharem um alelo IBD e δ�,�
�  é a probabilidade de i e j 

compartilharem dois alelos IBD (Thornton et al. 2012).  A Tabela 1 ilustra os coeficientes 

de kinship esperados para relações de parentesco específicas, na qual temos explicitados os 

valores teóricos de δ�,�
�  (probabilidade de i e j não compartilharem alelos idênticos por 

descendência), δ�,�
� , δ�,�

�  e Φ�,�. 

 

Existem diferentes metodologias para, a partir de dados genéticos, estimar o coeficiente de 

parentesco entre dois indivíduos quando as relações genealógicas entre eles não são 

conhecidas. No contexto do projeto EPIGEN-Brasil, temos trabalhado com a metodologia 

desenvolvida por Thornton et al. (2012), implementada no software REAP (Relatedness 

Estimation in Admixed Populations), que é mais apropriada para indivíduos miscigenados 

como os brasileiros. Nós utilizamos esta metodologia em cada uma das três coortes 

estudadas para inferir os coeficientes de kinship entre cada par de indivíduos, obtendo uma 

matriz de coeficientes de parentesco para cada coorte. Em geral, os indivíduos das coortes 

de Salvador e Pelotas são, em sua grande maioria, não aparentados ou com pouca 

consanguinidade (Kehdy et al. 2015). Diferentemente, a coorte de idosos de Bambuí 

apresentou um elevado nível de parentesco entre indivíduos (Figura 6).  

 

Como as relações de parentesco podem formar interações complexas entre indivíduos de 

uma amostra, nós decidimos representar o parentesco utilizando redes complexas (Newman 

2014), sendo os indivíduos os vértices e as relações de parentesco inferidas representadas 

como arestas. Nesta representação, dois indivíduos podem ser considerados parentes e 

consequentemente ligados por uma aresta na rede, em função de um valor mínimo (cut-off) 

do coeficiente de kinship. A Figura 6 ilustra a rede de parentesco observado na coorte de 
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idosos de Bambuí considerando o valor de corte de 0.1, onde havia 41 grupos de indivíduos 

com pelo menos 5 indivíduos com parentescos inferidos de segundo ou primeiro grau, 

utilizando como referência os valores esperados para cada grau de parentesco presentes na 

Tabela 1. Este alto grau de aparentados é consistente com o fato de Bambuí ser a menor 

cidade e mais isolada das populações presentes no EPIGEN-Brasil. 

 

Tabela 1. Valores teóricos de ��,�
� , ��,�

� , ��,�
�  e ��,� para cada grau de parentesco  

Grau de parentesco δ�,�
�  δ�,�

�  δ�,�
�  Φ�,� 

Indivíduo com ele mesmo 0.00000 0.00000 1.00000 0.50000 

Prole e genitor 0.00000 1.00000 0.00000 0.25000 

Irmãos completos 0.25000 0.50000 0.25000 0.25000 

Parentes de segundo grau 0.50000 0.50000 0.00000 0.12500 

Parentes de terceiro grau 0.75000 0.25000 0.00000 0.06250 

Parentes de quarto grau 0.87500 0.12500 0.00000 0.03125 

Não aparentados 1.00000 0.00000 0.00000 0.00000 

 

 

Parentesco e coeficiente de kinship em estudos genéticos 

Ao assumir que uma dada população aparentada é geneticamente homogênea, estudos 

genômicos podem ser enviesados, já que o parentesco pode causar estruturação 

populacional e alteração do padrão de desequilíbrio de ligação (Cormack, Hartl, and Clark 

1990; Hedrick 2004; Thornton et al. 2012). Desta forma podem surgir, por exemplo, erros 

nas estimativas de ancestralidade em populações miscigenadas. Assim, o parentesco deve 

ser considerado em estudos de associação genótipo-fenótipo ou em estudos sobre a 

estrutura genética das populações. 
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Durante estudos de associação, uma estratégia que foi utilizada no projeto EPIGEN-Brasil é 

representar o parentesco como uma variável categórica, na qual um conjunto de indivíduos 

aparentados (que é representado como um conjunto de vértices ligados direta ou 

indiretamente por arestas, Figura 6) compartilham um mesmo valor para esta variável. Esta 

variável categórica pode ser usada como covariável e como proxy do coeficiente de kinship 

em estudos de associação. Por exemplo, um trabalho realizado com colaboradores (Lima-

Costa et al., 2016) testou a associação entre ancestralidade individual continental africana 

inferida a partir de dados genéticos e hipertensão na coorte de Bambuí. Além de outras 

covariáveis como características demográficas (idade e sexo), uso de farmaco anti-

hipertensivo, condição socioeconômica (escolaridade e renda familiar) e indicadores de 

saúde (se fuma atualmente, prática de atividades físicas, obesidade abdominal, diabete 

mellitus, doenças cardiovasculares e nível de lipoproteína de alta densidade (HDL)), o 

parentesco foi incorporado como covariável categórica nos modelos de regressão. O 

resultado deste trabalho sugere que, diferentemente de populações afro-americanas dos 

Figura 6. Rede de parentesco de Bambuí com corte pelo valor de kinship de 0.1, isso é, somente 
são considerados aparentados indivíduos com relações de segundo ou primeiro grau. Cada 
indivíduo é representado como um nó (quadrado azul) e há uma aresta entre dois nós caso o 
coeficiente de kinship entre os dois indivíduos seja maior que 0.1 
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Estados Unidos em que a ancestralidade é altamente associada a hipertensão arterial, na 

coorte de idosos de Bambuí os fatores socioeconômicos e ambientais, e não a 

ancestralidade, são determinantes para o controle da pressão sanguínea. Existem outras 

metodologias mais complexas desenvolvidas nos quais os modelos de regressão usados 

incorporam a matriz completa de kinship (Yang, Lee, Goddard, & Visscher, 2011, 

implementado no software GCTA: genome-wide complex trait analysis). 

 

Um exemplo do parentesco sendo um elemento confundidor em estudos de genética de 

populações foi observado em Kehdy et al. 2015, quando foram realizadas análises de 

ancestralidade da coorte de Bambuí utilizando o método ADMIXTURE (Alexander, 

Novembre, and Lange 2009). Essa análise tinha o objetivo de identificar clusters de 

ancestralidade genômica associados com populações europeias, africanas e nativas 

americanas que contribuíram na formação da população brasileira. No entanto, como o 

ADMIXTURE se baseia em equilíbrio de Hardy-Weinberg para definir K clusters de 

ancestralidade biogeográfica, pressupõe-se a utilização de amostras não relacionadas para 

inferência da miscigenação, pressuposto que a coorte de Bambuí não atende. De fato, 

quando usamos ADMIXTURE para inferir a ancestralidade de todos os indivíduos da 

coorte de Bambuí (incluindo os aparentados) utilizando bancos de dados públicos como 

referência ancestral (Gao et al. 2012), considerando 7 grupos ancestrais (K=7), surgiu um 

cluster de ancestralidade cuja origem biogeográfica era difícil de inferir porque não estava 

presente nas outras coortes estudadas (Salvador e Pelotas) (Figura 7). Observamos então, 

com base no cálculo dos coeficientes de kinship e da representação em redes (Figura 7) que 

os indivíduos com maiores proporções deste cluster de ancestralidade inferido eram aqueles 

altamente aparentados. Ou seja, o ADMIXTURE estava identificando um grupo de 

indivíduos aparentados como sendo um grupo de indivíduos associados a uma 

ancestralidade biogeográfica. 

 

Para inferir a ancestralidade biogeográfica de amostras que incluem parentes por meio de 

metodologias como ADMIXTURE, uma abordagem comum é exclusão de todos os 

indivíduos aparentados ou eliminação aleatória de amostras (Gurdasani et al. 2015; 

Baharian et al. 2016; Busby et al. 2016; Arauna et al. 2016), o que gera uma perda amostral 
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desnecessária. A partir da representação dos indivíduos aparentados como redes complexas, 

nós vislumbramos que uma  abordagem  baseada  na  exclusão  preferencial dos indivíduos 

com mais parentes nas redes poderia reduzir o nível de parentesco de uma amostra, 

minimizando a perda amostral. 

 

 

Figura 7. Estruturação Familiar em Bambuí identificada pelo REAP, ADMIXTURE e Análise de 
Componentes Principais (PCA). Nas análises de ADMIXTURE com K=7 identificou-se um cluster ancestral 
(marrom e preto) que combina com um conjunto de parentes identificado pela análise de parentesco do REAP 
e pela estratégia de redes complexas. Indivíduos do cluster preto também são identificados pelo Segundo 
Componente do PCA feito somente utilizando a coorte de Bambuí (pontos vermelhos). Figura retirada do 
material suplementar de Kehdy 2015 (Kehdy et al.  2015)  

Objetivo Geral 

Desenvolver uma metodologia baseada em teoria de grafos e redes complexas para retirar o 

mínimo número possível de indivíduos de uma amostra, reduzindo o nível de parentesco 

entre os indivíduos da amostra. Para atingir este objetivo, nos baseamos em uma estratégia 

focada na exclusão de indivíduos que possuem maior centralidade. Esta metodologia foi 

denominada NAToRA (Network Algorithm To Relatedness Analysis). 

Objetivos Específicos 

1. Desenvolver a metodologia NAToRA comparando diferentes métricas de centralidade e 

algoritmos para exclusão dos indivíduos. 

2.  Implementar e disponibilizar um software baseado na metodologia NAToRA; 

3. Validar e testar o  NAToRA para dados reais e simulados utilizando diferentes 

algoritmos baseados em métricas de centralidade. 
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4. Verificar a possibilidade de utilizar o algoritmo ótimo para execução das análises com 

dados reais. 

5. Implementar no NAToRA a funcionalidade que permite a geração de conjuntos de dados 

independentes a partir de dados relacionados. 

6. Disponibilizar uma ferramenta on-line que, a partir dos dados de parentesco já 

calculados, realize todas as análises do NAToRA e disponibilize as saídas e figuras.  

Implementação do NAToRA (Network Algorithm To Relatedness 

Analysis) 

 

NAToRA (Network Algorithm To Relatedness Analysis) é uma metodologia que modela 

indivíduos aparentados como redes complexas e foi implementado como algoritmo 

heurístico para minimizar o parentesco de uma amostra populacional, reduzindo ao mesmo 

tempo o número de indivíduos a serem retirados da amostra. O NAToRA é baseado na 

teoria de redes complexas e foi implementado na linguagem de programação Python 

utilizando a biblioteca NetworkX (Hagberg, Schult, and Swart 2008). 

 

Os dados de entrada para o algoritmo NAToRA estão organizados em uma matriz de 

relacionamento ou parentesco genético. Nós utilizamos a matriz de coeficientes de kinship 

(��,�) como estimativa de parentesco genético entre pares de indivíduos, no entanto, o 

usuário pode optar por outras métricas. 

 

A partir da matriz de parentesco genético, o algoritmo cria uma rede (N) (Figura 8 (a)). 

Uma rede (ou grafo) é um par ordenado G=(V,A) constituído de um conjunto V de nós (ou 

vértices) conectados por conjunto A de arestas (Ziviani 2004; Newman 2014). Na 

representação do NAToRA, os vértices são os indivíduos e as arestas são valoradas pelos 

valores da matriz de parentesco genético, sendo que haverá uma aresta entre dois 

indivíduos se o valor da matriz de parentesco genético for diferente de 0. Devido ao 

parentesco ser uma relação de bi-implicação (isso é, se a é parente de b então b é parente de 

a com mesmo grau) a rede é não-direcionada e todos os demais conceitos sobre grafos e 
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redes complexas que utilizaremos neste trabalho serão para este tipo de rede. 

 

Como nem todos os graus de parentesco devem ser considerados em análises genéticas, 

permitimos ao usuário escolher qual grau de parentesco mínimo que ele deseja utilizar 

através do valor de corte α. Por meio deste valor, o usuário pode escolher o grau de 

parentesco desejado considerando, por exemplo, os valores teóricos de kinship, caso essa 

seja a matriz de parentesco genético (Tabela 1). Todos os exemplos das redes no trabalho 

utilizarão o coeficiente de kinship, mas o método desenvolvido aceita outras matrizes de 

parentesco. A rede formada somente pelas ligações cujos valores são maiores que α, é 

denominada rede �� (sigla para Network with Cuts) (Figura 8(b)). Utilizando a rede �� o 

algoritmo faz duas análises: (i) detecção de famílias e (ii) exclusão iterativa de indivíduos 

baseado em medidas de centralidade de redes. 

 

Para detectar famílias, o algoritmo identifica todos os componentes conexos da rede ��. 

Um componente conexo de uma rede é conjuntos de nós de �� que possuem pelo menos 

um caminho (sequência qualquer de arestas adjacentes) entre todos eles. Já uma rede é 

conexa caso haja pelo menos uma caminho que ligue todos os pares de nós, ou seja, possui 

só um componente conexo. Por outro lado, uma rede é desconexa quando há pelo menos 

um par de vértices que não são ligados. Para detectar os componentes conexos utiliza-se 

busca em profundidade, cuja complexidade de tempo é O(n+m) (no qual n é a quantidade 

de nós e m é a quantidade de arestas) (Ziviani 2004). Essa análise está representada na 

Figura 8(b) através das cores dos nós, onde cada cor representa uma família diferente. 

 

Após identificar as famílias, o algoritmo disponibiliza essa informação ao usuário que pode 

ser utilizada, por exemplo, como co-variável em estudos de associação, como descrito 

anteriormente. Posteriormente, o algoritmo inicia a etapa de exclusão de indivíduos a fim 

de obter o conjunto de dados no qual o parentesco máximo é menor que o valor de corte α. 

A etapa de exclusão de indivíduos visa excluir o mínimo possível da amostra populacional, 

no entanto, excluir a menor quantidade de nós a fim de obter uma rede sem arestas é  
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Figura 8. Exemplo do funcionamento do algoritmo NAToRA. Em (a) está representado a rede completa com 
todos os valores de coeficiente de kinship (rede N). Caso removêssemos todos os indivíduos aparentados 
restaria somente o indivíduo 9. Em (b) temos a rede �� (Network with cuts) para o corte de 0.1 (mantendo 
somente parentescos de primeiro e segundo grau). Uma vez gerada rede �� o algoritmo detecta as famílias da 
rede, representadas como indivíduos com a mesma cor de nó. Em (c)(d) e (e) temos a eliminação do 
parentesco para família 1. O processo consiste em calcular a centralidade (no exemplo utilizamos a 
centralidade de grau de nó) e eliminar o mais central até que sobre somente nós sem arestas e pares de nós 
ligados. Em (c) houve um empate da centralidade entre os indivíduos 1 e 2, mas como o nó 1 tinha arestas 
com maior peso ele foi eliminado. Em (f) foi analisada a família 2, mas como o indivíduo 9 é o único membro 
dessa família não há exclusões. Em (g) (h) e (i) está o processo de exclusão da família 3. Em (g) foi calculada 
a centralidade e eliminado o indivíduo mais central (indivíduo 6). Com essa exclusão restaram 3 indivíduos, 
onde um (indivíduo 5) estava sem nenhum parentesco com os demais e os outros dois tinha uma ligação, o 
que torna a eliminação baseada na centralidade ineficiente (já que a centralidade dos dois nós analisados é a 
mesma). Em (i) o algoritmo recupera a rede original (a), seleciona arestas dentro do intervalo selecionado 
pelo usuário (no exemplo os valores são 0.03 e 0.2, isso é, parentesco de segundo grau até quarto grau) e 
calcula a centralidade do par, excluindo aquele que possuir a maior centralidade. Em (j) os indivíduos 
selecionados para serem analisados. 
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análogo a buscar o clique máximo na rede complementar, que se caracteriza como um 

problema NP-completo.   

 

A rede complementar de uma rede G é uma rede H=(V,B), onde B é um conjunto de arestas 

que ligam dois nós u e v se e somente se não existia uma aresta ligando u e v na rede G. Em 

nossa modelagem, a rede complementar representa a rede dos não aparentados (Figura 9).  

 

Já um clique de uma rede G=(V,A) é uma sub-rede onde para todo par de nós (u,v) há uma 

aresta (Figura 10). Um clique maximal é um clique que não pode ser aumentado 

adicionando mais nós adjacentes, isso é, um clique que não é pertencente a um clique 

maior. O clique máximo de uma rede, isso é, o clique que tem o maior número de nós, é um 

problema NP-Completo (Ziviani 2004). Na nossa modelagem, buscar o clique máximo da 

rede complementar significaria buscar o maior conjunto de indivíduos onde todos são 

mutuamente não aparentados. 

 

Um problema é tido como P (cuja resolução é em tempo polinomial) caso possa ser 

resolvido em um tempo O(��) para alguma constante k , onde n é o tamanho da entrada do 

problema. A classe dos problemas NP (tempo polinomial não determinístico) consiste nos 

problema que são verificáveis em tempo polinomial, ou seja, caso a solução possa ser 

avaliada como válida ou não em tempo polinomial por algum algoritmo. Um algoritmo não 

determinístico é um tipo especial (e irreal) de algoritmo que sempre seleciona os melhores 

passos, sendo assim, um problema NP é resolvido em tempo polinomial por um algoritmo 

não determinístico. Por definição todo problema P está contido na classe NP. Um problema 

NP-Completo é aquele que todo problema NP seja redutível a ele. Uma redução de um 

problema A para um problema B são dois algoritmos f e h em que f transforma toda 

instância l de A em uma instância f(l) de B e h transforma qualquer solução S de f(l) de 

volta em uma solução h(S) de l. Caso f(l) não tenha solução, l também não possui (Ziviani 

2004; Leiserson et al. 2009). 

 

Como a exclusão do mínimo possível de indivíduos aparentados de uma rede é definida 

como um problema NP-Completo e obter o resultado ótimo pode ser computacionalmente 
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inviável dependendo da rede, nós implementamos uma heurística, que é um algoritmo que 

não garante o resultado ótimo mas fornece um resultado válido em tempo computacional 

aceitável,  que consiste na exclusão iterativa de indivíduos baseando-se em métricas de 

centralidade. Em redes complexas, as métricas de centralidade têm como objetivo associar 

um valor de importância a um nó e/ou aresta, isto é, quanto mais central for um nó e/ou 

aresta maior sua importância para a rede. Cada métrica de centralidade tem seu critério para 

definir o quão importante é um nó e/ou aresta (Newman 2014). 

 

 

Figura 9. Exemplo de uma rede (a) e sua rede complementar (b). Isto é, existe uma aresta em (b) se e 
somente se não existe em (a). 

 

 

Figura 10. Exemplo de cliques em uma rede. Em (a) temos uma rede exemplo e em (b) temos todos os 
cliques maximais da rede representados através das formas das arestas. Um clique maximal é um clique que 
não pode ser aumentado adicionando mais nós adjacentes, isso é, um clique que não é pertencente a um clique 
maior. O conjunto {3,4,5,6} é o clique máximo, isso é, o clique com a maior quantidade de nós 
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Neste trabalho testamos três métricas de centralidade de nó: (1) centralidade de grau de nó 

(Node Degree Centrality em inglês), (2) centralidade de intermediação de nó (Node 

Betweenness Degree em inglês) e (3) centralidade de proximidade (Closeness Degree em 

inglês).  

 

A centralidade de grau de nó é medida através do grau de nó, isso é, a quantidade de 

ligações que um determinado nó possui. A complexidade de tempo para calcular essa 

métrica é O(n) já que na implementação do NetworkX o grau é um atributo do nó, tendo 

que somente buscar em cada nó essa informação (Hagberg, Schult, and Swart 2008). 

 

A centralidade de intermediação de um nó u é a quantidade de cadeias mínimas entre dois 

nós v e w quaisquer (podendo v e w ser igual a u) que passam por u. Essa métrica calcula a 

importância do nó para o fluxo de informação da rede, já que a perda de um nó muito 

importante pode ocasionar mudanças drásticas de caminhos, o que pode acarretar em um 

aumento da distância a ser percorrido para ir de v para w. A complexidade de tempo para 

calcular essa métrica é O(nm + n² log n) (Brandes 2001). 

 

A centralidade de proximidade mede a distância média entre os nós, isto é, quanto maior 

sua centralidade menor sua distância média para os demais nós, e consequentemente mede 

a importância do nó para a propagação da informação na rede. A complexidade para 

calcular essa métrica é na ordem de O(n³) (Brandes 2001). 

 

Como visto, as métricas de intermediação e proximidade dão maiores valores de 

centralidades aos nós que possuem as arestas com menores valores. Isso entra em conflito 

com o objetivo do algoritmo uma vez que desejamos minimizar o parentesco da amostra 

que é sinalizado pelo valor das arestas (quanto maior o valor, maior o parentesco).  

 

Para normalizar os resultados, o algoritmo exige que o usuário indique um valor máximo 

que as arestas podem assumir (para o coeficiente de kinship o valor máximo é 0.5) e calcula 

um novo valor para todas as arestas por meio da subtração de β pelos valores da matriz de 
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relacionamento genético (no caso de coeficiente de kinship seria β - ��,� com β ≥ 0.5) .Com 

isso, as arestas que possuem os maiores valores de relacionamento genético serão aquelas 

que assumirão os menores valores de arestas para os cálculos de centralidade. 

 

A heurística implementada se baseia na tendência da transitividade do parentesco, isso é, 

tendo três indivíduos a, b e c, se a é parente de b e b é parente de c então a tende ser 

parente de c. No entanto, existem casos onde essa tendência não é verdadeira, por exemplo, 

a sendo o pai, b sendo filho e c sendo a mãe.  

 

Baseando-se na tendência da transitividade do parentesco, o algoritmo iterativamente 

calcula a centralidade de todos os indivíduos da rede �� e elimina o indivíduo mais central 

(armazenando o ID do indivíduo eliminado), limitado a exclusão de somente um indivíduo 

por iteração. Quando há empate entre os indivíduos mais centrais o algoritmo elimina o 

indivíduo que possui o maior somatório dos valores das arestas ligadas a eles (ou menor 

somatório no caso das métricas de intermediação e proximidade). Esse processo é repetido 

até que haja no máximo uma aresta por nó, isso é, somente pares de nós e nós sem arestas. 

  

Quando houver somente pares de nós com arestas, a eliminação baseada na centralidade 

perde sua eficiência já que os dois nós remanescentes de cada par possuem a mesma 

centralidade. Diante disso, implementamos um segundo passo que consiste em uma 

eliminação refinada, na qual o algoritmo recupera a rede � (rede completa sem cortes pelo 

valor de α), seleciona todas as ligações que estão dentro do intervalo de valores de 

relacionamento genético máximo e mínimo (v e V) escolhido pelo usuário e calcula a 

centralidade dos dois nós em questão eliminando o que possui maior centralidade. Esse 

parâmetro tem como função permitir que o usuário escolha qual o intervalo de parentesco 

que ele considera mais relevante para a exclusão desses indivíduos. Desta forma, ao invés 

de excluir um indivíduo de forma aleatória, excluímos o indivíduo que possui maior 

parentesco no intervalo de parentesco definido. 
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Como o algoritmo exclui iterativamente os indivíduos e recalcula a centralidade, a 

complexidade do NAToRA no pior caso (isso é, a rede ser um clique onde somente um 

indivíduo não é eliminado) é O(n*f), onde f é a complexidade do cálculo da centralidade, 

isso é, O(n²) para centralidade de grau de nó, O(n⁴) para centralidade de proximidade e 

O(n²m + n³ log n) para o centralidade de intermediação. 

  

Na Figura 8 temos um exemplo do funcionamento do algoritmo do NAToRA. Todos os passos do 

algoritmo desenvolvido podem ser vistos na  

Figura 11(A),(B) e (C), nas quais colocamos as etapas com cores diferentes. 

Testes do NAToRA 

Após implementação do NAToRA, o próximo passo foi testar e validar a ferramenta. A fim 

de testar qual das três métricas de centralidade apresentadas (centralidade de grau de nó, 

centralidade intermediação e centralidade de proximidade) é mais eficiente, nós 

executamos vários testes com dados simulados e dados reais.  

Dados Simulados 

Com o objetivo de avaliar a eficiência do algoritmo desenvolvido, criamos um simulador de 

genealogias para que pudéssemos simular um grande número de possíveis redes de 

parentesco. A descrição do simulador está na seção a seguir. 

 

Nosso simulador objetiva criar genealogias com comportamento reprodutivo similar ao 

esperado por populações humanas a partir de parâmetros que o usuário fornecer, permitindo 

assim criar vários cenários diferentes (podendo gerar cenários de expansão populacional, 

efeito fundador, bottleneck, etc). No nosso modelo, definimos que irmãos não podem se 

reproduzir entre si e só é possível haver prole entre indivíduos de uma mesma geração. 

Uma vez que ele gera o heredograma ele calcula o coeficiente de kinship teórico (Tabela 1) 

entre todos os pares de indivíduos aparentados.  
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Simulador de genealogias 

 

O simulador foi implementado seguindo o paradigma de divisão e conquista, onde dado um 

problema este é dividido em dois ou mais problemas menores que serão solucionados 

independentemente, utilizando o algoritmo definido e, após obter todas as soluções, o 

algoritmo combina essas soluções a fim de produzir uma solução para o problema original 

(Ziviani 2004). O problema do simulador é gerar um heredograma de um total de G 

gerações onde cada geração possui 4 parâmetros definidos pelo usuário e com restrições de 

modelo explicadas anteriormente. Para solucionar, nós dividimos em sub-heredogramas de 

duas gerações contíguas (geração 1 com 2, geração 2 com 3, …, geração G-1 e G) e, após 

gerar todos os sub-heredogramas, o algoritmo junta cada um deles a fim de criar um 

heredograma com todas gerações, corrigindo as inconsistências que surgirem. Para tentar 

facilitar a explicação utilizaremos um exemplo mostrado na Figura 12 para elucidar o 

processo. 

 

O algoritmo trabalha com 4 parâmetros por geração: número de mulheres e homens da 

geração g ( ��,� e��,�, respectivamente), proporção de não aparentados na geração g (��,�) 

e a proporção de meio-irmãos na geração g (��,�) (Figura 12 (a)). Apesar de todas as 

gerações possuírem os 4 parâmetros, consideramos que a primeira geração (fundadora) são 

todos não aparentados entre si, isso é, eles não possuem um ancestral em comum no 

heredograma gerado, como visto na Figura 12(a). 

Tendo todos os parâmetros, o algoritmo gera G-1 sub-heredogramas de gerações contíguas, 

denotado por ��,���, onde k é uma geração diferente de G. Em outras palavras criamos um 

sub-heredograma com as gerações 1 e 2 (��,�); um sub-heredograma com as gerações 2 e 3 

(��,�); …; um sub-heredograma com as gerações G-1 e G (����,�). 

Para gerar o sub-heredograma para uma geração k com a geração k+1 qualquer (��,���), 

primeiramente selecionamos quais indivíduos da geração k+1 que não possuirão parentesco 

neste sub-heredograma, que chamaremos de ���� (notação para unrelated in generation  
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Figura 11. Fluxograma do NAToRA. (A) Visão geral do algoritmo do NAToRA. (B) Remoção 

Famílias de Rede (NF) baseado em métricas de centralidade. (C) Eliminação refinada e em (D) o uso do 

algoritmo do NAToRA para geração de conjuntos de dados independentes. As cores foram utilizadas para 

facilitar a diferenciação dos passos e p

 

k+1). Esses indivíduos não serão filhos de nenhum indivíduo de k. Para isso, utilizamos a 

proporção de não aparentados na geração k+1 (

Fluxograma do NAToRA. (A) Visão geral do algoritmo do NAToRA. (B) Remoção 

) baseado em métricas de centralidade. (C) Eliminação refinada e em (D) o uso do 

algoritmo do NAToRA para geração de conjuntos de dados independentes. As cores foram utilizadas para 

facilitar a diferenciação dos passos e para identificar a origem das entradas para cada passo. 

k+1). Esses indivíduos não serão filhos de nenhum indivíduo de k. Para isso, utilizamos a 

proporção de não aparentados na geração k+1 (��,���) e calculamos a quantidade de 
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Fluxograma do NAToRA. (A) Visão geral do algoritmo do NAToRA. (B) Remoção iterativa das 

) baseado em métricas de centralidade. (C) Eliminação refinada e em (D) o uso do 

algoritmo do NAToRA para geração de conjuntos de dados independentes. As cores foram utilizadas para 

k+1). Esses indivíduos não serão filhos de nenhum indivíduo de k. Para isso, utilizamos a 

) e calculamos a quantidade de 
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indivíduos pertencentes ao conjunto ����, denotado por ��,��� = ��,��� ∗ (��,��� +

��,���). Como a quantidade de indivíduos é um número inteiro, nós arredondamos o valor 

calculado e selecionamos aleatoriamente ���� para não possuir parentesco no sub-

heredograma em ��,��� (Figura 12(b) e (i)).  

 

Após a seleção dos indivíduos pertencentes a ����, geramos o máximo de pares de 

indivíduos aleatoriamente na geração k (Figura 12 (c) e (j)) e distribuímos, aleatoriamente, 

os filhos não selecionados para os pares (Figura 12 (d),(e),(f),(k)(l) e (m)).  

Após a distribuição aleatória de filhos aos pares de k, o algoritmo calcula a quantidade 

mínima de meio-irmãos ��,���, detonado pela equação ��,��� =  ��,��� ∗ (��,��� +

��,���). Como a quantidade de indivíduos é um número inteiro, arredondamos o valor 

obtido na equação (Figura 12(g) e (n)) e caso seja maior que 0 nós substituímos um dos 

pais aleatoriamente de um casal com filhos para que gerem meio irmãos (Figura 12 (h)) . 

Esse processo é repetido até que tenhamos um mínimo de ��,��� meio-irmãos (Indivíduo 8 

na Figura 12(h)).  

Em resumo, criamos todos os possíveis pais em k e distribuímos os filhos entre eles 

(podendo pares não ter filhos), deixando sem nenhum parentesco os ���� indivíduos 

selecionados. Caso haja necessidade do sub-heredograma ��,��� possuir meio-irmãos, o 

algoritmo aleatoriamente troca um dos pais até que se gere pelo menos ��,��� indivíduos. 

Após todos esses passos temos o sub-heredograma ��,��� (Figura 12 (h)(m)). 

Após a geração de todos os sub-heredogramas (��,�, ��,�… ����,�), o algoritmo agrupa 

todos eles baseado na ordem genealógica, isso é, primeira junta ��,� com ��,�, após junta 

com ��,�, …, e por último ����,�. Para fazer esse agrupamento deve-se mapear os filhos de 

��,��� como os pais de ����,��� (Figura 12(o)). Após cada junção o algoritmo busca por 

possíveis inconsistências, como por exemplo, colocar com um casal de ����,��� indivíduos 

que são irmãos em ��,���. Nesses casos o algoritmo troca, aleatoriamente, um dos dois pais 

até que não haja mais essa inconsistência. 
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Figura 12. Exemplo do funcionamento do simulador de heredogramas. Em (a) tem representado os dados 
como no arquivo de entrada (generation 1, generation 2 e generation 3), sendo que círculos representam 
mulheres e quadrados representam homens e os valores de ��,� e ��,� para cada geração (0.0 e 0.0 para g=1; 

0.25 e 0.15 para g=2; 0.00 e  0.15 para g=3). Como em g=1 consideramos todos não aparentados, os valores 
de ��,� e ��,� não tem relevância e, para este exemplo, inicializamos como 0. Em (b) está presente o cálculo 

(��,�) e a seleção do indivíduo da geração 2 (��) não aparentado para o sub-heredograma ��,� (Round( ) 
representa a função de arredondar). Em (c) temos a formação de todos os casais possíveis da geração 1 e em 
(d),(e) e (f) a distribuição dos aparentados da geração 2 para os pares da geração 1. Em (g) realizamos o 
cálculo da quantidade de meio-irmãos (��,�) para o sub-heredograma ��,�. Como o valor foi maior que 0 em 
(h) temos a geração de meio-irmãos através da substituição de um pais de um casal selecionado 
aleatoriamente (no caso trocou o pai do indivíduo 8). Após isso o algoritmo conclui a geração do sub-
heredograma ��,� e nos passos (i),(j),(k),(l),(m) e (n) são mostrados os passos para a geração do sub-

heredograma ��,�. Tendo gerado todos os sub-heredogramas, o algoritmo inicia a última etapa que é a junção 

de todos eles para a geração de um único heredograma. O algoritmo começa mapeando os filhos de ��,� como 

os pais de ��,�, fazendo assim a junção. Após a junção, o algoritmo busca inconsistências, isso é, procura 
indivíduos irmãos que têm filhos juntos. Esse problema é representado em (o) onde 6 e 9, indivíduos que são 
irmãos em ��,� tem um filho em ��,�. Para resolver o algoritmo seleciona aleatoriamente um dos dois irmãos 
da geração 1 e ele com algum outro indivíduo de mesmo sexo e geração e busca novamente por 
inconsistências. Como o processo envolve muita aleatoriedade um mesmo cenário pode gerar várias 
genealogias diferentes. 



 

85  

Cenários simulados 

 

Utilizando o simulador descrito anteriormente geramos 4 cenários com 4 gerações cada: 

- Cenário 1: 10 homens e 10 mulheres em cada geração (total de 80 indivíduos) 

- Cenário 2: 50 homens e 50 mulheres em cada geração (total de 400 indivíduos) 

- Cenário 3: 100 homens e 100 mulheres em cada geração (total de 800 indivíduos) 

- Cenário 4: 500 homens e 500 mulheres em cada geração (total de 4000 indivíduos) 

 

Para todos os 4 cenários as porcentagens de meio-irmão foi definida como 0 e a proporção 

de  não  aparentados  como  0.5. Nós geramos 100 genealogias para cada um dos cenários, 

gerando um total de 400 testes simulados. Como existe um componente aleatório nos 

passos do algoritmo de simulador de genealogias, espera-se que cada execução gere 

cenários diferentes. Assim, nós avaliamos o desempenho do algoritmo para genealogias que 

diferem em topologias e no número de indivíduos que as compõem. 

Dados reais 

 

Para testar o algoritmo com dados reais, utilizamos três bases de dados: (i) coorte de idosos 

de Bambuí (Kehdy et al. 2015), (ii) Matsiguenkas da Selva Amazônica (dados do nosso 

grupo) e (iii) dados de bovinos do estudo do Programa Nacional de Melhoramento do 

Guzerá para o Leite (Santos et al., 2017), em colaboração com o Dr. Pablo Fonseca do 

grupo da Profa. Maria Raquel Carvalho.  

 

 Todas as figuras que serão apresentadas a seguir foram geradas através do software yEd e, 

a fim de melhorar a visualização dos indivíduos na base, o tamanho das arestas não são 

necessariamente proporcionais ao coeficiente de parentesco (��,�) entre os indivíduos. O 

��,� foi calculado utilizando o método implementado no software REAP (Thornton et al. 

2012) para os dados de Bambuí e pelo PLINK (Purcell et al. 2007) para os dados dos 

Matsiguenkas e para bovinos, uma vez que o REAP é recomendado para populações 

miscigenadas e o PLINK é recomendado para populações homogêneas. 
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A coorte de idosos de Bambuí (BAMBUI) integra o projeto EPIGEN-Brasil (Capítulo 1) 

em que foram genotipados 2.2 milhões de SNPs (Illumina 2.5M) para 1442 indivíduos. 

Como dito anteriormente, diferente das outras coortes do Projeto EPIGEN-Brasil, a coorte 

de Bambuí inclui várias redes de famílias com pelo menos cinco indivíduos com grau de 

parentesco de segundo ou primeiro grau entre eles (��,� >  0.10) e grau médio dos nós de 

1.85 com desvio padrão de 2.39 (Figura 6).  

 

A base de dados de Matsiguenkas da Selva Amazônica (SHIMAA) pertence ao LDGH 

(Laboratórios de Diversidade Genética Humana) que conta com 43 indivíduos genotipados 

para 2.2 milhões de SNPs (Illumina 2.5M) . Esses dados também apresentam um grande 

número de famílias e utilizamos o valor de corte de ��,� >  0.1, isso é, considerávamos 

aparentados somente indivíduos de primeiro e segundo grau (Figura 13). Para esse valor de 

corte a base de dados contém uma família grande, enquanto os demais se encontram em 

pequenos grupos familiares ou não possuem parentesco na amostra. O grau médio dos nós é 

3.762 e desvio padrão de 4.568. 

 

A base de dados do Programa Nacional de Melhoramento do Guzerá para o Leite 

(GUZERÁ) é composta de 1.036 animais genotipados utilizando o Illumina Bovine SNP50 

v2 Bead Chip. Como as demais bases citadas anteriormente, essa base contém grande 

estruturação familiar em que a maioria dos indivíduos estão presentes em uma única 

componente conexa e os demais estão presentes em outras componentes menores 

observamos apenas 15 indivíduos não-aparentados para o valor de corte de ��,� >  0.10. O 

grau médio da rede é 27.83 e o desvio padrão é de 36.89 (Figura 14). 

 

Resultados 

 

Nesta seção serão apresentados os resultados das análises utilizando os dados simulados e 

os dados reais. Esses dados foram utilizados para comparar a eficiência das métricas de 



 

Figura 13.  Rede de parentesco de Matsiguenkas da Selva Amazônica (SHIMAA) com o co
kinship de 0.1. 

Figura 14. Rede de parentesco para os indivíduos do Programa Nacional de Melhoramento do Guzerá para o 
Leite (GUZERÁ) com corte pelo valor de 
indivíduos está numa componente conexa

 

 

 

Rede de parentesco de Matsiguenkas da Selva Amazônica (SHIMAA) com o co

 

Rede de parentesco para os indivíduos do Programa Nacional de Melhoramento do Guzerá para o 
Leite (GUZERÁ) com corte pelo valor de kinship de 0.1. Nessa rede vemos que a grande maioria dos 

numa componente conexa. 
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Rede de parentesco de Matsiguenkas da Selva Amazônica (SHIMAA) com o corte pelo valor de 

Rede de parentesco para os indivíduos do Programa Nacional de Melhoramento do Guzerá para o 
a grande maioria dos 
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centralidade utilizadas no algoritmo NAToRA. Tal eficiência se refere à concordância entre 

o número de indivíduos aparentados excluídos da rede e o tempo de execução dessas 

métricas quando comparado ao resultado ótimo, já que o resultado ótimo é a menor perda 

amostral possível para remoção do parentesco acima do valor escolhido. 

 

Como dito na seção de implementação do NAToRA, nosso algoritmo se baseia numa 

tendência de transitividade, no qual tendo três indivíduos a,b e c, se a é parente de b e a é 

parente de c, existe uma grande probabilidade de b ser parente de c. A fim de averiguar se 

essa tendência é verdadeira, resolvemos medir o coeficiente de variação das redes de 

parentesco para rede completa e com o valor de corte de parentesco de segundo grau para 

os dados simulados (Tabela 2) e dados reais (Tabela 3). 

 

O coeficiente de transitividade é medido através de tríades. Considerando três nós u, v e w, 

no qual se u tem uma ligação com v e v tem uma ligação com w, temos um caminho 

denominado uvw. Nós dizemos que esse caminho é um trio fechado caso haja uma aresta 

entre u e w. O coeficiente é calculado através da equação 

� =
�ú���� �� ����� ��������

�ú���� �� ����� �� �é������ ����������
. Quanto maior o valor, maior é a transitividade da 

rede, no qual o coeficiente igual a 0 significa que não há transitividade na rede e 1 só é 

possível em um clique (Newman 2014).  

 

Após calcularmos percebemos que o coeficiente, exceto para os dados de GUZERÁ, é 

maior que 0.5 para os dois tipos de redes, indicando que existe a tendência da transitividade 

em redes de parentesco. Outro fato relevante dessa análise é que a transitividade dos dados 

simulados tem similaridades com os dados reais.  

 

Resultados para dados simulados 

 

Como dito anteriormente, implementamos um simulador de genealogias e simulamos 

quatro cenários com tamanhos amostrais diferentes. Para cada um dos cenários, nós 

simulamos 100 genealogias, as quais foram utilizadas para comparar as métricas de 
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centralidade de grau de nó, centralidade de intermediação e centralidade de proximidade 

com o resultado ótimo. 

 

 

 
Tabela 2. Coeficiente de transitividade para os dados simulados. Para cada cenário nós calculamos o 

coeficiente de transitividade para a rede com todos os graus de parentesco (completo) e para os parentescos 
acima do valor de corte de parentesco de segundo grau (corte) 

    Menor Média Desvio Padrão Maior 

Cenário 1 
Completo 0.5423 0.7092 0.0688 0.8913 

Corte 0.5631 0.6741 0.0590 0.8695 

Cenário 2 
Completo 0.4166 0.6616 0.0667 0.8252 

Corte 0.6048 0.6679 0.0249 0.7636 

Cenário 3 
Completo 0.4713 0.6302 0.0608 0.7455 

Corte 0.6294 0.6651 0.0158 0.7066 

Cenário 4 
Completo 0.4289 0.6003 0.0470 0.6767 

Corte 0.6359 0.663 0.0083 0.6806 

 
Tabela 3. Coeficiente de transitividade para os dados reais. Para cada população nós calculamos o coeficiente 

de transitividade para a rede com todos os graus de parentesco (completo) e para os parentescos acima do 
valor de corte de parentesco de segundo grau (corte) 

    Coeficiente de transitividade 

BAMBUÍ 
Completo 0.523701 

Corte 0.669545 

SHIMAA 
Completo 1 

Corte 0.857805 

GUZERÁ 
Completo 0.999996 

Corte 0.323288 
 

 

 

Para obter o resultado ótimo, que é o resultado que obtém a menor quantidade de 

indivíduos a ser excluídos, nós selecionamos cada componente conexa e geramos a rede 

complementar dela. Nessa rede complementar utilizamos a função de busca de cliques 

implementada no NetworkX que retorna uma lista com todos os clique a um custo O(3
�

�). 

Como esse clique significa o maior conjunto de indivíduos não aparentados entre si e as 

saídas de todos os demais métodos são uma lista de indivíduos a serem eliminados nós 

geramos uma saída com todos os indivíduos não presentes no clique selecionado. 
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A comparação foi realizada por meio do cálculo da diferença entre a quantidade de 

indivíduos eliminados utilizando uma métrica de centralidade (Heurística) e a quantidade 

de indivíduos eliminados pelo resultado ótimo. O melhor resultado possível será 0, o que 

significa que a máxima eficiência da heurística será quando a quantidade de indivíduos 

eliminados por ela for o mesmo que o eliminado pelo algoritmo ótimo. Quanto maior o 

valor, maior é a perda desnecessária de indivíduos da amostra. Como cada uma das 

genealogias geradas pelo simulador possui uma configuração diferente, os indivíduos a 

serem eliminados em cada uma das genealogias serão diferentes e, assim, o número total de 

indivíduos a serem excluídos não é comparável entre os diferentes cenários.  

 

Utilizando Cenário 1, as heurísticas que utilizam centralidade de grau de nó e centralidade 

de intermediação obtiveram resultados muito similares (Figura 15(A)). No entanto, 

percebemos que a centralidade de grau de nó possui os melhores resultados ao analisar os 

outros três cenários (Figura 15(B),(C) e (D)), apresentando uma grande quantidade de 

resultados com a mesma quantidade de indivíduos eliminados igual ao ótimo para todos os 

cenários. Os resultados da centralidade de proximidade foram menos eficientes em todos os 

testes, mostrando que esta métrica não é ideal para este tipo de problema. Além de obter 

melhores resultados, a centralidade de grau de nó apresentou menores tempos de execução 

quando comparamos os tempos de execução presentes na Tabela 4, Tabela 5, Tabela 6 e 

Tabela 7 (que considera somente tempo de processamento, isso é, não considera tempos 

ociosos como escalonamento, requisições de I/O, etc), dos testes que foram concluídos. 

Alguns testes (2 no cenário 3 e 13 no cenário 4) não concluíram após 7 meses executando, 

então eles não foram levados em consideração. Observa-se que quanto maior o número de 

indivíduos maior a diferença de tempo entre heurística baseada em centralidade de grau de 

nó com as demais heurísticas e com o algoritmo ótimo.  

 

Todos os testes foram executados no Servidor do LDGH, um servidor DELL com 4 

processadores Eight-Core Intel, 128 GB de Memória RAM , 6 discos rígidos de 600 GB. 

Apesar do poder computacional disponível, o algoritmo não é paralelizado e o consumo de 
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memória RAM não passou do 0.3% (menos que 1 GB) em todos os testes executados, isso 

é, nossa metodologia não requer grande poder computacional para ser utilizada.  

 

Resultados para dados reais 

 

Assim como o observado nos dados simulados, a heurística baseada em centralidade de 

grau de nó obteve os melhores resultados e com o menor tempo de execução (Tabela 8). 

Houve casos em que o algoritmo ótimo obteve os resultados em tempo computacional 

próximo ao tempo da centralidade de grau de nó que é a heurística mais rápida. Isso ocorre 

pelo fato da rede ter uma alta densidade de arestas e baixa quantidade de indivíduos por 

família, o que resulta em uma rede complementar com poucas arestas e poucos nós, 

diminuindo assim o espaço de busca pelo maior clique. O resultado do algoritmo ótimo da 

base Guzerá não concluiu após 7 meses de execução e, por isso, não foi considerado nas 

análises. 

 

Tabela 4. Estatísticas sumárias dos tempos de usuário para o Cenário 1 

Tempo Usuário – Cenário 1 Menor Média Desvio Padrão Maior 

Centralidade de grau de nó 0.005 0.011 0.003 0.028 

Centralidade de intermediação 0.023 0.059 0.024 0.127 

Centralidade de proximidade 0.013 0.026 0.009 0.059 

Resultado Ótimo 0.007 0.019 0.024 0.193 

 

Tabela 5. Estatísticas sumárias dos tempos de usuário para o Cenário 2 

Tempo Usuário – Cenário 2 Menor Média Desvio Padrão Maior 

Centralidade de grau de nó 0.064 0.092 0.021 0.154 

Centralidade de intermediação 1.314 2.341 0.484 3.498 

Centralidade de proximidade 0.294 0.471 0.106 0.787 

Resultado Ótimo 0.045 15585.9 154119.8 1541290.4 
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Tabela 6. Estatísticas sumárias dos tempos de usuário para o Cenário 3 

Tempo Usuário – Cenário 3 Menor Média Desvio Padrão Maior 

Centralidade de grau de nó 0.216 0.265 0.043 0.436 

Centralidade de intermediação 11.010 15.690 1.961 20.400 

Centralidade de proximidade 1.256 1.747 0.270 2.624 

Resultado Ótimo 0.106 5968.8 52819.9 522183.7 

Tabela 7. Estatísticas sumárias dos tempos de usuário para o Cenário 4 

Tempo Usuário – Cenário 4 Menor Média Desvio Padrão Maior 

Centralidade de grau de nó 3.526 4.907 0.915 8.415 

Centralidade de intermediação 3190.0 3877.0 484.11 5565.0 

Centralidade de proximidade 33.840 46.110 8.126 71.650 

Resultado Ótimo 1.300 87204.2 253790.6 1409964.3 

 

 

Tabela 8. Resultados das execuções para cada método para os dados reais 

  BAMBUÍ SHIMAA GUZERÁ 

Descrição da base 

de dados 

Quantidade de indivíduos 1442 42 1036 

Quantidade de aparentados 885 32 1021 

 

Quantidade de 

indivíduos 

eliminados por 

método 

Centralidade de grau de nó 522 18 828 

Centralidade de intermediação 525 18 849 

Centralidade de proximidade 527 18 845 

Resultado ótimo 520 18 - 

Tempo de execução 

por método (em 

segundos) 

Centralidade de grau de nó 1.227 0.031 17.165 

Centralidade de intermediação 383.715 0.100 6086.228 

Centralidade de proximidade 11.705 0.055 1484.394 

Resultado Ótimo 2.632 0.037 > 7 meses 
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O impacto do NAToRA nas amostras 

 

Após obter um conjunto de dados sem parentesco acima de um determinado grau através do 

NAToRA avaliamos o impacto do nosso método no dado final. Essa verificação é 

importante, pois nossa abordagem se baseia na exclusão de indivíduos, o que pode gerar 

sub-amostras com características diferentes da amostra original. Dessa forma, para avaliar o 

impacto do NAToRA relativo a amostras originais realizamos análises de MAF (alelo de 

menor frequência) e análises de PCA (Principal Component Analysis). 

 

 

 

Figura 15. Distribuição da diferença entre os resultados das heurísticas e do ótimo para todos os testes. Em 
(A) os resultados para o Cenário 1, no qual a centralidade de grau de nó e a centralidade de intermediação 
obtiveram quase todos os resultados similares ao ótimo. Em (B) o Cenário 2 que começamos a observar uma 
diferença de eficiência entre a centralidade de grau de nó e a de intermediação, diferença essa que é ampliada 
nos Cenários 3 (C) e 4 (D). A centralidade de proximidade é a pior na comparação com o algoritmo ótimo. 
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Para realizar as análises de PCA utilizamos o software EIGENSTRAT que utiliza dados de 

genótipos para inferir os eixos contínuos de variação genética. Com isso o algoritmo reduz 

a variação a um pequeno número de dimensões descrevendo o máximo da variabilidade 

possível (Price et al. 2006). 

 

As análises de PCA foram executadas com 4 conjuntos de indivíduos para as bases de 

SHIMAA e BAMBUI: (i) com as duas bases completas, (ii) sem indivíduos cujo 

coeficiente de kinship é maior que 0.1 (Kinship < 0.1), (iii) sem os indivíduos eliminados 

pelo NAToRA utilizando a métrica de centralidade de grau de nó (Node Degree Centrality) 

e (iv) eliminando os indivíduos indicados pelo algoritmo ótimo(Clique). Para GUZERÁ 

não foram feitas as análises com a eliminação pelo algoritmo ótimo já que este resultado 

não estava disponível mesmo após 7 meses de execução. Utilizando a análise de PCA com 

todos os subconjuntos de dados podemos avaliar o impacto do uso do NAToRA para a 

variabilidade dos dados uma vez que podemos ter regiões nos planos de diversidade que 

ficarão sem amostras devido a exclusão dos indivíduos. 

 

Além das análises de PCA, realizamos um estudo do impacto do NAToRA sobre as 

frequências do alelo de menor frequência (MAF), que representa a frequência do segundo 

alelo mais frequente.  

 

As distribuições de MAF podem ser vistas na Tabela 9, Tabela 10 e Tabela 11 e Figura 16. 

Nessa análise observamos que a eliminação de todos os indivíduos aparentados causa um 

grande impacto nas frequências de MAF, principalmente na categoria dos monomórficos, 

no qual devido à remoção de indivíduos temos 17910, 45787 e 11389 SNPs que eram 

polimórficos nas bases de BAMBUI, SHIMAA e GUZERA viraram monomórficos, isso é, 

SNPs que antes tinham dois ou mais alelos presentes para a amostra agora só possuem um 

alelo no subconjunto. Outro fato importante ressaltar que não há muita diferença em termos 

de MAF entre as técnicas que utilizam o algoritmo ótimo e a versão heurística que utiliza a 

centralidade de grau de nó (Node Degree Centrality). 
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Utilizando a análise de PCA com todos os subconjuntos de dados podemos avaliar o 

impacto do uso do NAToRA para a variabilidade dos dados uma vez que podemos ter 

regiões nos planos presentes da figura que ficarão sem amostras devido a exclusão dos 

indivíduos. 

 

Observamos que nas análises de PCAs de BAMBUI e SHIMAA (Figura 17 e Figura 18) 

existem várias regiões nos planos mostrados onde não há indivíduos na base com 

indivíduos sem aparentados, por exemplo PC1 < -0.05 para SHIMAA e PC1 < -0.063  e 

PC2 < -0.659 para BAMBUÍ, mostrando que essa exclusão gera uma perda grande para 

variabilidade genética da amostra nos primeiros PCs que são os que mais explicam a 

variabilidade das amostras 

 

Quando comparamos a eliminação do NAToRA utilizando centralidade de grau de nó com 

o resultado ótimo observamos que as eliminações pelo algoritmo ótimo são melhores em 

quantidade de indivíduos e em área de variabilidade coberta pelos indivíduos 

remanescentes, tendo em quase todos os PCA indivíduos do conjunto de dados mantido 

pelo clique mais próximos do extremo quando comparado com a centralidade de grau de 

nó.  

 

Como a base de dados GUZERÁ possui muito mais parentesco que as duas anteriores o 

PCA dessa base possui várias regiões sem nenhum indivíduo das bases sem parentesco 

cobrindo (Figura 19). Isso é um resultado esperado já que eliminamos no mínimo 828 

indivíduos de 1036. Apesar disso, a cobertura foi muito mais ampla que a da base sem 

aparentados, onde podemos dar como exemplo o PC1 vs PC2, que explica maior parte da 

variabilidade dos dados, onde a base dos não aparentados cobre para PC1 o intervalo 

[0.0018, 0.0631] e [-0.0285, 0.0112] para PC2 quando a base da centralidade de grau de nó 

cobre [-0.0492, 0.0659] e [-0.0741, 0.0572] respectivamente. 
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Além dos resultados realizados neste trabalho, em artigo publicado em colaboração com o 

Doutor Pablo Fonseca (Fonseca et al. 2018) foi mostrado que o NAToRA contribui na 

redução os valores de inflação de GWAS utilizando dados simulados e de rebanho bovino. 

 

Com essas análises podemos afirmar que o NAToRA, seja a versão heurística ou o 

algoritmo ótimo, reduz o parentesco sem grande perda de variabilidade genética dos dados. 

 

 
Tabela 9. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados BAMBUÍ para as 
diversas formas de reamostragem. O valor de Lose de um intervalo de MAF é a quantidade de SNPs que 
estavam nessa categoria na base original e foram para outras após a reamostragem.O valor de Gain de um 
intervalo de MAF é a quantidade de SNPs que estavam em outra categoria na base original e foram para essa 
categoria em questão após a reamostragem. 

 Original  Kinship < 0.1  Node Degree Centrality  Clique 

MAF Interval # of SNPs  # of SNPs Lose Gain  # of SNPs Lose Gain  # of SNPs Lose Gain 

Monomorphic 171130  189040 0 17910  176762 0 5632  177051 0 5921 

0-0.05 813071  780382 44055 11366  800353 18149 5431  801952 17204 6085 

0.05-0.1 230531  235909 33307 38685  232761 16253 18483  231927 16192 17588 

0.1-0.15 177636  180947 32258 35569  179986 15213 17563  178948 15562 16874 

0.15-0.2 150637  151933 32419 33715  151040 15814 16217  151238 15575 16176 

0.2-0.25 134879  137209 31157 33487  135587 15316 16024  135491 15191 15803 

0.25-0.3 124646  125661 31344 32359  125315 15070 15739  125324 14843 15521 

0.3-0.35 114551  114742 31228 31419  114999 15062 15510  114623 14903 14975 

0.35-0.4 109148  110139 30030 31021  109297 14933 15082  109727 14414 14993 

0.4-0.45 105387  106190 29507 30310  105867 14570 15050  105440 14378 14431 

0.45-0.5 101719  100521 16065 14867  101152 8046 7479  101405 7669 7355 

0.5 330  992 326 988  546 322 538  539 316 525 
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Tabela 10. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados SHIMAA para as 
diversas formas de reamostragem. O valor de Lose de um intervalo de MAF é a quantidade de SNPs que 
estavam nessa categoria na base original e foram para outras após a reamostragem.O valor de Gain de um 
intervalo de MAF é a quantidade de SNPs que estavam em outra categoria na base original e foram para essa 
categoria em questão após a reamostragem. 

 Original  Kinship < 0.1  Node Degree Centrality  Clique 

MAF Interval # of SNPs  # of SNPs Lose Gain  # of SNPs Lose Gain  # of SNPs Lose Gain 

Monomorphic 1293904  1339691 0 45787  1302376 0 8472  1302221 0 8317 

0-0.05 130960  94040 66356 29436  100910 38187 8137  100412 37900 7352 

0.05-0.1 88992  74451 63563 49022  112703 27999 51710  112695 26720 50423 

0.1-0.15 97626  69260 77243 48877  97420 46108 45902  97999 44584 44957 

0.15-0.2 76406  131477 48507 103578  63976 52854 40424  63888 52313 39795 

0.2-0.25 89165  63353 74465 48653  92276 54225 57336  93104 53345 57284 

0.25-0.3 90184  63145 75387 48348  91425 55393 56634  90635 55215 55666 

0.3-0.35 69090  122850 48529 102289  60130 51533 42573  60382 51372 42664 

0.35-0.4 69784  61120 58829 50165  86567 44227 61010  86725 44610 61551 

0.4-0.45 86281  59978 69174 42871  88635 53898 56252  88224 54236 56179 

0.45-0.5 69342  60563 51485 42706  58938 40811 30407  58944 41252 30854 

0.5 8448  30254 7306 29112  14826 7448 13826  14953 7423 13928 
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Tabela 11. Distribuição da quantidade de SNPs por intervalo de MAF para a base de dados GUZERA  para 
as diversas formas de reamostragem. O valor de Lose de um intervalo de MAF é a quantidade de SNPs que 
estavam nessa categoria na base original e foram para outras após a reamostragem.O valor de Gain de um 
intervalo de MAF é a quantidade de SNPs que estavam em outra categoria na base original e foram para essa 
categoria em questão após a reamostragem 

 Original  Kinship < 0.1  Node Degree Centrality 

MAF Interval # of SNPs  # of SNPs Lose Gain  # of SNPs Lose Gain 

Monomorphic 11443  22817 0 11389  13128 0 1686 

0-0.05 16330  5171 13117 1943  13961 2939 569 

0.05-0.1 5673  3902 4584 2813  6084 1539 1950 

0.1-0.15 4202  5728 2916 4442  4351 1485 1634 

0.15-0.2 3264  2363 2822 1921  3386 1365 1487 

0.2-0.25 2799  3682 2157 3040  2729 1335 1265 

0.25-0.3 2437  3124 1925 2612  2440 1226 1229 

0.3-0.35 2065  1484 1851 1270  2183 1052 1170 

0.35-0.4 1918  1362 1723 1167  1954 1061 1097 

0.4-0.45 1981  2533 1424 1976  1942 1074 1035 

0.45-0.5 1936  1208 1572 844  1847 650 561 

0.5 12  686 10 684  55 10 53 
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Figura 16. Comparação da quantidade de SNPs presentes em cada intervalo de MAF usando Kinship <0.1, 
estratégia heurística utilizando a centralidade de grau de nó (Node), algoritmo ótimo (clique) comparado com 
a base original. Valores acima de 100% indicam um acréscimo no número de SNPs deste intervalo quando 
comparado com a base original e valores abaixo de 100% indicam um decréscimo no número de SNPs deste 
intervalo. 

 

 

 



 

Figura 17. PCA de todas as bases da população BAMBUI. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não seria possível enxergar os indivíduos das bases diferentes 
devido à sobreposição dos pontos. 
maior parte da variabilidade. Em (B) temos a área coberta por cada forma de amostragem, no qual é possível 
observar que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há 
indivíduos para PC1 < - 0.048 (sendo que o mínimo é aproximadamente 
entre o resultado do algoritmo ótimo e a centralidade de grau de nó tendo eles cobrindo todos os extremos em 
todos os gráficos e novamente vemos que a abordagem do algoritmo ótimo não diverge muito da abordagem 
baseada na heurística. Em (C) temos a representação do PC3 vs PC4 e sua respectiva (D) a área coberta por 
cada estratégia de eliminação. Note que, assim como o PC1 vs PC2,
abordagem heurística e a abordagem ótima.

 

 

A de todas as bases da população BAMBUI. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não seria possível enxergar os indivíduos das bases diferentes 

sobreposição dos pontos. Em (A) temos o a representação do PC1 vs PC2, no qual está presente 
Em (B) temos a área coberta por cada forma de amostragem, no qual é possível 

que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há 
0.048 (sendo que o mínimo é aproximadamente - 0.189). Não há muita diferença 

entre o resultado do algoritmo ótimo e a centralidade de grau de nó tendo eles cobrindo todos os extremos em 
e novamente vemos que a abordagem do algoritmo ótimo não diverge muito da abordagem 

baseada na heurística. Em (C) temos a representação do PC3 vs PC4 e sua respectiva (D) a área coberta por 
cada estratégia de eliminação. Note que, assim como o PC1 vs PC2, não houve grande diferença entre a 
abordagem heurística e a abordagem ótima. 
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A de todas as bases da população BAMBUI. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não seria possível enxergar os indivíduos das bases diferentes 

ntação do PC1 vs PC2, no qual está presente 
Em (B) temos a área coberta por cada forma de amostragem, no qual é possível 

que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há 
0.189). Não há muita diferença 

entre o resultado do algoritmo ótimo e a centralidade de grau de nó tendo eles cobrindo todos os extremos em 
e novamente vemos que a abordagem do algoritmo ótimo não diverge muito da abordagem 

baseada na heurística. Em (C) temos a representação do PC3 vs PC4 e sua respectiva (D) a área coberta por 
não houve grande diferença entre a 



 

Figura 18. PCA de todas as bases da população SHIMAA. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso n
devido à sobreposição dos pontos. Em (A) temos representado 
da variabilidade. Em (B) temos a área de cobertura para cada estratégia de eliminação e, 
que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há indivíduos para 
PC1 < - 0.048 (sendo que o mínimo é aproximadamente 
algoritmo ótimo e a centralidade de grau de nó tendo eles 
Em (C) temos a representação do PC3 vs PC4 e sua respectiva (D) área de cobertura
há nenhuma diferença significativa entre as abordagens ótima
exclusão de todos aparentados. 

 

PCA de todas as bases da população SHIMAA. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não seria possível enxergar os indivíduos das bases diferentes 

Em (A) temos representado PC1 vs PC2, onde está presente
da variabilidade. Em (B) temos a área de cobertura para cada estratégia de eliminação e, a partir disso,
que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há indivíduos para 

0.048 (sendo que o mínimo é aproximadamente - 0.189). Não há muita diferença entre o resultado do 
centralidade de grau de nó tendo eles cobrindo todos os extremos em todos os gráficos

Em (C) temos a representação do PC3 vs PC4 e sua respectiva (D) área de cobertura. É possível notar que não 
há nenhuma diferença significativa entre as abordagens ótima e heurística, tendo a maior divergência na 

 

102  

 
PCA de todas as bases da população SHIMAA. Os pontos têm tamanhos e formas diferentes para 

ão seria possível enxergar os indivíduos das bases diferentes 
2, onde está presente a maior parte 

a partir disso, vemos 
que a exclusão de todos os indivíduos leva a uma perda grande de variabilidade já que não há indivíduos para 

0.189). Não há muita diferença entre o resultado do 
todos os extremos em todos os gráficos. 

. É possível notar que não 
e heurística, tendo a maior divergência na 



 

Figura 19. PCA de todas as bases da população GUZERA. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não 
devido à sobreposição dos pontos. Como o resultado ótimo não estava disponível no momento da escrita do 
trabalho fizemos a análise sem ele. 
parte da variabilidade, e em (B) a área de cobertura de cada método de eliminação. Como é possível de 
observar, a eliminação de aparentados remove grande parte da variabilidade e representatividade, enquanto a 
eliminação baseada na centralidade
observado no (C) PC2 vs PC3 e (D) sua respectiva área de cobertura.

 

 

 

 

PCA de todas as bases da população GUZERA. Os pontos têm tamanhos e formas diferentes para 
auxiliar na visualização uma vez que sem isso não seria possível enxergar os indivíduos das bases diferentes 

sobreposição dos pontos. Como o resultado ótimo não estava disponível no momento da escrita do 
trabalho fizemos a análise sem ele. Em (A) temos a representação do PC1 vs PC2, onde está pre
parte da variabilidade, e em (B) a área de cobertura de cada método de eliminação. Como é possível de 
observar, a eliminação de aparentados remove grande parte da variabilidade e representatividade, enquanto a 
eliminação baseada na centralidade conseguiu uma cobertura ampla da área original. O mesmo fenômeno é 
observado no (C) PC2 vs PC3 e (D) sua respectiva área de cobertura. 
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PCA de todas as bases da população GUZERA. Os pontos têm tamanhos e formas diferentes para 
seria possível enxergar os indivíduos das bases diferentes 

sobreposição dos pontos. Como o resultado ótimo não estava disponível no momento da escrita do 
Em (A) temos a representação do PC1 vs PC2, onde está presente maior 

parte da variabilidade, e em (B) a área de cobertura de cada método de eliminação. Como é possível de 
observar, a eliminação de aparentados remove grande parte da variabilidade e representatividade, enquanto a 

conseguiu uma cobertura ampla da área original. O mesmo fenômeno é 
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Comparação entre NAToRA e o PLINK 

 

O software PLINK (Purcell et al. 2007), uma das principais ferramentas bioinformáticas 

utilizadas em análises genômicas, também disponibiliza uma ferramenta de remoção de 

indivíduos baseado no parentesco através do parâmetro “--rel-cutoff”. Para tal, o PLINK 

calcula o parentesco (coefficient of relationship, cujo valor varia de 0 a 1), seleciona as 

relações que tem um valor maior que o determinado pelo usuário e exclui um dos dois 

indivíduos aparentados cujo parentesco é maior que o valor de corte. Ao concluir o 

processamento ele disponibiliza a lista de indivíduos a serem eliminados (Purcell et al. 

2007). 

 

Para comparar nossa metodologia com a do PLINK utilizamos as três bases de dados reais 

descritas anteriormente (BAMBUI, SHIMAA e GUZERA). Nós calculamos o parentesco 

através do PLINK para todas as bases e utilizamos esses valores para realizar os 

experimentos com o PLINK e NAToRA. O valor de corte escolhido foi de 0.2, isso é 

parentesco de segundo grau para o coefficient of relationship  (Cormack, Hartl, and Clark 

1990). Os resultados da comparação entre os dois métodos estão presentes na Tabela 12. 

 

Nós observamos que para a base de dados BAMBUI nossa metodologia removeu todo o 

parentesco e, ao mesmo tempo, manteve mais indivíduos que o PLINK. Para a base de 

dados SHIMAA a diferença foi pequena entre as duas metodologias. Para a base de dados 

de Guzerá, nossa metodologia gerou um conjunto de 203 indivíduos sem nenhum grau de 

parentesco enquanto a saída do PLINK manteve 764 indivíduos com um total de 450 

relações de parentesco, isso é, removeu menos indivíduos, mas permitiu que o dado 

possuísse praticamente 68% de todas as relações de parentesco acima do valor de corte 

especificado. 

 

Assim podemos observar que o NAToRA obtém resultados melhores que a ferramenta do 

PLINK quando se deseja obter uma rede sem nenhum parentesco com o valor maior que o 

valor de corte. Como nossa metodologia objetiva criar um subconjunto de indivíduos sem 
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nenhum grau de parentesco maior que o valor de corte recomendamos ao usuário utilizar 

valores de corte maiores caso deseje que a nova amostra possua mais indivíduos.  

 

Tabela 12. Comparação entre os resultados da metodologia implementado no PLINK e o NAToRA. Em 
BAMBUI o NAToRA elimina todo o parentesco eliminando menos indivíduos quando comparado ao PLINK, 
que elimina mais indivíduos e mantém aproximadamente 35% de todas as relações de parentesco. Nos demais 
testes o NAToRA elimina mais indivíduos, mas entrega um conjunto de indivíduos não aparetados acima do 
valor de corte enquanto o PLINK mantém mais indivíduos permitindo que haja relações de parentesco nos 

dados remanescentes. 

Database Número de vértices Número de arestas 

BAMBUI 

Original 1442 583 

PLINK rel-cutoff 489 208 

NAToRA 787 0 

SHIMAA 

Original 45 990 

PLINK rel-cutoff 26 6 

NAToRA 25 0 

GUZERA 

Original 1036 662 

PLINK rel-cutoff 764 450 

NAToRA 203 0 

Uso do NAToRA para gerar conjunto de dados não aparentados 

 

Como visto na seção de testes do NAToRA, nosso método é capaz eliminar o parentesco 

eliminando uma quantidade de indivíduos bem próximo ao mínimo possível (algoritmo 

ótimo). Apesar disso, existem algumas análises nas quais se deseja eliminar o parentesco 

sem perder amostras, e assim não diminuir o poder estatístico da análise. Para análises em 

que podemos dividir o dado em subconjuntos sem que isso influencie no resultado final, 

podemos utilizar o NAToRA várias vezes a fim de obter um total de R conjuntos de 

indivíduos não aparentados, e assim podemos realizar análises independentes com cada um 

dos R conjuntos de  indivíduos não correlacionados. 

 

Para fazer essa análise, o algoritmo seleciona na rede �� todos os indivíduos não-

aparentados e guarda essa lista de indivíduos que será utilizado como controle de qualidade 

(que será chamada de DU, sigla para Dataset Unrelated). Após isso, executamos o 

NAToRA normalmente, onde o algoritmo retorna uma lista de indivíduos a eliminar. 
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Após eliminarmos os indivíduos obtemos o primeiro conjunto de indivíduos não 

aparentados que chamaremos de ��� (sigla para Analysis Dataset 1).  

 

Após a geração do ���, o algoritmo retira todos os indivíduos presentes em ��� dos dados 

originais. Uma vez excluídos esses indivíduos o algoritmo adiciona os indivíduos de DU e 

novamente executa o NAToRA, gerando uma nova lista de indivíduos a serem eliminados a 

fim de obter um conjunto de dados sem parentesco acima do valor de corte selecionado 

pelo usuário. Retirando do dado original os indivíduos dessa corrida do NAToRA e os 

indivíduos presentes em ��� geramos o ���. 

 

O algoritmo consiste em buscar o dado original, retirar todos os indivíduos presentes em 

alguma análise anterior (���, ���, …), executar o NAToRA e excluir do dado original a 

fim de obter um novo conjunto sem parentesco até que em alguma corrida do NAToRA não 

seja preciso excluir ninguém. Todos os passos são mostrados na  

Figura 11(D) e um exemplo do funcionamento está presente na Figura 20.  

 

Como cada conjunto é independente, isso permite executar as análises, como por exemplo, 

o software ADMIXTURE, para todos os dados sem que haja o problema da perda amostral 

e contornando o problema do parentesco.  
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Figura 20. Exemplo do uso do NAToRA para gerar conjuntos de dados independentes. (a) Exemplo de rede similar 
ao da Figura 8(a). O DU (dataset unrelated) será composto pelo indivíduo 9, o único não aparentado na rede. (b) A 
lista de indivíduos não aparentados após a primeira execução do NAToRA, também conhecido como ��� (Analysis 
Dataset 1). (c) Cópia da rede Nc com os indivíduos presentes em AD1 removidos. (d) A inserção do DU na rede 
apresentada em (c). (e) A lista de indivíduos não aparentados após a execução do NAToRA na rede apresentada em 
(d), gerando o AD2. (f) Cópia da rede �� com os indivíduos presentes em ��� e ��� removidos. (g) Como a 
execução do NAToRA utilizando a rede presente em (f) retorna uma lista vazia, a rede (f) torna-se o ��� e o 
algoritmo é finalizado. 
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Testes para geração de um perfil de rede para executar o algoritmo ótimo 

 

Após as comparações do algoritmo ótimo com o algoritmo heurístico averiguamos que para 

alguns casos era viável o uso do algoritmo ótimo (Tabela 4, Tabela 5, Tabela 6, Tabela 7, 

Tabela 8). Com isso, realizamos estudos com dados simulados para tentar identificar quais 

características da rede que permitiam a execução do algoritmo ótimo. 

 

Para isso utilizamos o gerador redes do tipo “small world” implementado dentro da 

biblioteca NetworkX e geramos redes com diferentes quantidade de nós (100, 200, 300, 

400, 500, 600, 700, 800, 900, 1000), com diferentes quantidades de arestas por nó (10%, 

30%, 50%, 70% e 90% do total possível de arestas, que é calculado pela fórmula Total =

 
�∗(���)

�
) e com possibilidade da aresta trocar de destino de 50%, gerando assim redes 

diferentes. Dessa forma geramos famílias com diferentes quantidades de indivíduos e 

relações familiares no ponto de vista biológico. Para cada combinação geramos 10 redes 

diferentes e executamos o algoritmo ótimo e a distribuição de tempo está mostrada na 

Figura 21. 

 

Após essas análises concluímos que os cenários onde é viável a utilização do algoritmo 

ótimo são redes cuja maior família possui poucos indivíduos (<100 indivíduos) ou com 

uma grande densidade de arestas (> 50% do total possível). Essas condições fazem sentido 

quando consideramos como realizamos as análises com o algoritmo ótimo, no qual geramos 

a rede inversa e utilizamos o algoritmo de detecção de cliques. Uma rede inversa de uma 

rede com uma alta densidade de arestas possui poucas arestas, possuindo assim um espaço 

de busca pequeno. 
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Figura 21. Distribuição do tempo para execução do algoritmo ótimo para diferentes quantidades de nós (100 
a 1000 com acréscimo de 100) com diferentes proporções do total de arestas possíveis. Note que não 
possuímos resultados para a porcentagem de 10% acima de 100 nós e de 30% acima de 500 nós devido o 
grande tempo computacional requerido. 
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Discussão 

 

Neste trabalho foi apresentado e testado um framework baseado em teoria de grafos e redes 

complexas implementado em Python utilizando a biblioteca NetworkX para reduzir o 

parentesco das amostras reduzindo a perda amostral.  

 

Nosso framework chamado NAToRA busca a eliminação completa do parentesco acima de 

um valor estabelecido pelo usuário minimizando a perda amostral em estudos de genéticas 

de populações, sendo que a maioria dos estudos elimina todos os indivíduos aparentados 

para obter uma base sem parentesco.  

 

Testamos a ferramenta para três bases de dados em escala genômica de BAMBUI, 

SHIMAA e GUZERA que possuem características diferentes: a primeira se trata de uma 

população humana miscigenada, seguida de uma população humana sem miscigenação e a 

ultima trata de dados de rebanho bovino. Após comparar nossos resultados com os dados 

originais e com a abordagem mais comum ficou claro que o NAToRA é superior a 

abordagem comumente utilizada, uma vez que consegue manter a variabilidade e gera 

menor alteração no padrão dos dados (Tabela 9, Tabela 10, Tabela 11, Figura 16, Figura 17, 

Figura 18, Figura 19). 

 

Por ser uma heurística gulosa, não há garantia de se obter o melhor resultado possível, mas 

devido à simplicidade do algoritmo o usuário obtém os resultados em tempo computacional 

razoável mesmo para grandes volumes de dados (Tabela 4, Tabela 5, Tabela 6, Tabela 7, 

Tabela 8). 

 

 Apesar do seu alto custo computacional para e obter o resultado ótimo, indicamos o uso 

dessa abordagem para redes onde não há uma componente com muitos indivíduos (<100 

nós) ou com uma grande proporção de arestas (> 50% do total possível), pois o usuário 

pode ter uma análise com o menor número possível de exclusões com em tempo 

computacional razoável como pode ser observado nos tempos obtidos utilizando dados 

reais de BAMBUI e SHIMAA (Tabela 8) e nos testes presentes na Figura 21.  
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A centralidade de grau de nó saiu melhor por ser aquela que melhor reflete o parentesco, 

em que eliminando o mais central leva a uma maior desconexão global na rede. As outras 

métricas, apesar de serem muito populares e importantes para teoria de Redes Complexas, 

não conseguem refletir o problema de parentesco, o que explica os resultados menos 

satisfatórios. 

 

Foi apresentada também uma alternativa que permite executar as análises com todos os 

indivíduos através da geração de subconjuntos de indivíduos não aparentados. Essa 

alternativa utiliza o NAToRA diversas vezes a fim de gerar vários conjuntos de indivíduos 

independentes e, a partir desse conjunto de indivíduos independentes, o usuário pode 

executar a análise desejada sem que o parentesco seja um elemento confundidor. Nosso 

grupo utilizou essa modificação para executar o ADMIXTURE para todos os indivíduos da 

coorte de Bambuí com o objetivo de medir a ancestralidade sub-continental africana para 

ser utilizado como co-variável no artigo Lima-Costa et al. 2016. 

 

Devido a grande aplicabilidade do NAToRA, o método já esteve presente em vários 

artigos, sendo utilizado de forma convencional em populações humanas nos artigos  

(Kehdy et 2015, Lima-Costa et al. 2015a, Lima-Costa et al. 2015b) e num estudo de gado 

bovino (Fonseca et al. 2018). A primeira vez que o algoritmo foi utilizado para gerar 

conjuntos de dados independentes foi Lima-Costa et al 2015c. 

Perspectivas 

 

Como o NAToRA obteve sucesso em obter dados sem elementos confundidores, como por 

exemplo o parentesco para análises que assumem o Equilíbrio de Hardy-Weinberg,  

podemos utilizar o NAToRA como um gerador de conjuntos de dados independentes caso a 

dependência possa ser medida. 

 

Caso a dependência seja mensurável, podem-se mapear esses dados como uma rede e usar 

o processo do NAToRA para obter conjuntos de dados independentes. Desta forma, o 
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trabalho poderia contribuir para ciência com um método que torne possível várias análises 

que supõe essa independência entre os dados sem que haja perda amostral. 

 

Pretendemos disponibilizar os softwares desenvolvidos (NAToRA e o simulador de 

genealogias) utilizando a plataforma do Scientific Workflow, citado na introdução deste 

trabalho. Além disso, disponibilizaremos uma webtool que realiza todas as etapas do 

algoritmo e fornece os resultados e figuras. 
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