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À minha companheira Flávia.
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À direção do Hospital das Cĺınicas pela abertura e especialmente aos servidores
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Resumo

De uma maneira geral, entende-se por planejamento a atividade de tentar conci-

liar os recursos dispońıveis para atender da melhor maneira posśıvel a demanda

por serviços ou produtos em um ambiente de produção. Este trabalho tem como

foco o sequenciamento de cirurgias que se refere à parte espećıfica do planeja-

mento responsável pelo agendamento e alocação de recursos para a realização do

procedimento operatório em si. O objetivo é descrever e propor solução para o

problema de sequenciamento diário de cirurgias. É apresentada uma proposta de

modelo determińıstico para o sequenciamento diário de cirurgias capaz de lidar

com as especificidades no tratamento de recursos humanos especializados. Foram

propostos métodos de solução para o problema determińıstico e estes foram testa-

dos em instâncias baseadas na situação real encontrada em um hospital de grande

porte. Um modelo de programação dinâmica estocástica foi proposto para obter

uma abordagem que fosse capaz de considerar as incertezas intŕınsecas ao processo

e de capturar a natureza dinâmica do problema. Métodos de soluções para o pro-

blema dinâmico estocástico foram testados e comparados em instâncias baseadas

em uma situação real de um hospital de médio porte. Tanto para o caso deter-

mińıstico, quanto para o caso dinâmico estocástico, os resultados demonstraram

que a aplicação das abordagens propostas podem gerar ganhos em situações reais.

Palavras-chaves: Sequenciamento de Cirurgias, Programação Inteira, Programação

Dinâmica.
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1 Introdução

É indiscut́ıvel a importância dos serviços de saúde na sociedade em que vive-

mos. Independente se o sistema é público ou privado, a necessidade de se oferecer

serviços com melhor qualidade a custos cada vez menores é uma realidade que

emerge como um grande desafio para a engenharia atual.

Cardoen et al. (2010) observaram que hospitais necessitam reduzir os custos e

melhorar seu faturamento, mas por outro lado é necessário também maximizar o

ńıvel de satisfação do paciente.

Neste contexto, segundo Rais e Viana (2011), diversos páıses tem encarado o de-

safio de recorrer à aplicação do planejamento em sistemas de saúde com o objetivo

de prover serviços adequados. Os autores destacam ainda que a ferramenta oti-

mização tem sido muito utilizada para solução de problemas de controle de custos

na gestão hospitalar e ressaltam que, dentre os principais problemas trabalhados,

estão a estimação da demanda, a seleção de localização para unidades hospita-

lares e o desenvolvimento de unidades de emergência para manuseio eficiente de

pacientes.

Inserido no contexto de planejamento hospitalar, o presente trabalho se propõe

a discutir o processo de sequenciamento diário de cirurgias, suas respectivas res-

trições e o tratamento adequado das incertezas inerentes à realização destas ativi-

dades.

De uma maneira geral, entende-se por planejamento a atividade de tentar conciliar

os recursos dispońıveis para atender da melhor maneira posśıvel a demanda por

serviços ou produtos em um ambiente de produção. No caso do planejamento de

cirurgias, o ambiente em questão é o centro (ou bloco) cirúrgico composto por

unidades pré-operatórias, pelas salas de operação e pelas unidades de tratamento

pós-operatórias (Unidades de tratamento pós-anestésicas (UTPS) e Unidades de

Tratamento Intensivo (UTI)), ver, por exemplo, Guerriero e Guido (2011).

Este trabalho tem como foco a programação (sequenciamento) de cirurgias que se
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refere à parte espećıfica do planejamento responsável pelo agendamento e alocação

de recursos para a realização do procedimento operatório em si. O sequenciamento

de pacientes e o sequenciamento de recursos são os problemas mais explorados na

literatura de pesquisa operacional em serviços de saúde.

Dentre estes, o sequenciamento de enfermeiros tem tido atenção especial. Embora

de grande aplicabilidade, o problema de sequenciamento de cirurgias tem sido

pouco explorado quando comparado ao de enfermeiros (RAIS; VIANA, 2011).

Os recursos envolvidos são tanto recursos f́ısicos, tais como salas e equipamentos

espećıficos; quanto, principalmente, recursos humanos, como cirurgiões, anestesis-

tas, instrumentadores e enfermeiros. O serviço em questão é a realização de ci-

rurgias em pacientes, respeitando suas respectivas necessidades individuais e o(s)

critério(s) de decisão(ões) geralmente está(ão) relacionado(s) com indicadores de

utilização de recursos ou custos, mas pode(m) variar de uma situação para outra.

Conforme observado por Przasnyski (1986), o custo de construção por pés-quadrados

dos blocos cirúrgicos é mais alto nas salas de operação do que em qualquer ou-

tra dependência hospitalar. Além disto, diversos autores (GUERRIERO; GUIDO,

2011; MIN; YIH, 2010; CARDOEN et al., 2010; PHAM; KLINKERT, 2008) ale-

gam que os custos operacionais do bloco cirúrgico representam entre 30 a 40% dos

custos totais de hospital.

Cardoen et al. (2010) destacam o fato de que as atividades desenvolvidas neste

setor possuem grande impacto no desempenho do hospital como um todo. Além

disto, cerca de 60 a 70% das entradas em hospitais são devidas às intervenções

cirúrgicas e o centro cirúrgico figura como a maior fonte de faturamento hospitalar

(CARDOEN et al., 2010; GUERRIERO; GUIDO, 2011; MIN; YIH, 2010).

Os fatos relatados demonstram a importância do setor para a gestão hospitalar.

A pesquisa operacional fornece ferramentas capazes de auxiliar na gestão hospita-

lar indicando meios para um melhor aproveitamento dos recursos. Frente a isto,

(RAIS; VIANA, 2011) destacam que o crescente número de artigos publicados re-

centemente é certamente um indicativo da importância da pesquisa operacional

em serviços de saúde.

Nesta tese trabalhou-se com o problema de sequenciamento de cirurgias em um
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horizonte de planejamento diário para definir o horário de ińıcio do atendimento

a um paciente. Os modelos foram constrúıdos para serem capazes de atender

situações reais e os dados gerados para os experimentos computacionais foram

baseadas nas situações práticas.

Foram desenvolvidos dois modelos, um para uma abordagem determińıstica e outro

para uma abordagem dinâmica estocástica. No caso do problema determińıstico,

a principal contribuição vem do tratamento de recursos humanos especializados

e a alocação simultânea destes. Foram propostos três procedimentos heuŕısticos

baseados na formulação como técnicas de solução.

Para a abordagem estocástica foram comparados dois procedimentos para a solução

do problema, um algoritmo de aproximação de programação dinâmica baseado no

Policy Iteration Algorithm com a utilização de regressão linear múltipla e um al-

goritmo de referência que consiste na reaplicação de um modelo determińıstico a

cada estágio do problema (abordagem estática online).

Este trabalho está organizado da seguinte maneira: após a apresentação, ainda

neste caṕıtulo, dos objetivos gerais, espećıficos e da metodologia, o caṕıtulo 2

traz uma revisão de literatura acerca do problema de sequenciamento de cirurgias.

São apresentadas taxonomias para o problema e são descritos alguns trabalhos

relevantes que modelam o problema tanto de maneira determińıstica quanto de

maneira estocástica.

Posteriormente, no caṕıtulo 3, é proposta uma modelagem determińıstica para

um Problema Diário de Sequenciamento e Alocação de Recursos em Cirurgias

(PDSARC) encontrado em uma situação real de um hospital de grande porte.

Foram incorporados neste problema restrições pouco exploradas na literatura e

três diferentes métodos heuŕısticos baseados na formulação do problema foram

desenvolvidos.

No caṕıtulo seguinte, 4, são descritas com base no caso real 144 instâncias para

o problema. Este volume de instâncias foi obtido a partir da construção de 3

diferentes replicações para 48 posśıveis situações geradas através da combinação

de 8 diferentes cenários de parâmetros com 6 diferentes dimensões do problema.

Os experimentos computacionais realizados são, então, discutidos.
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No caṕıtulo 6, um modelo capaz de lidar com as incertezas e com a natureza

dinâmica do PDSARC é proposto e discutido. Duas abordagens para a solução

do problema dinâmico estocástico diário de sequenciamento e alocação de recursos

em cirurgias (PDEDSARC) são desenvolvidas e descritas. A seguir, caṕıtulo 7,

são descritas 16 situações que combinadas com 3 diferentes cenários de chegada

geram 48 instâncias para o problema. Os experimentos computacionais, incluindo

a parametrização dos métodos e a comparação de resultados, são apresentados.

Por fim, no caṕıtulo 8, as contribuições são discutidas, as conclusões apresentadas

e caminhos alternativos para a continuidade da pesquisa são propostos.

Objetivos Gerais

Descrever e propor soluções para o problema de sequenciamento de cirurgias através

de abordagens que sejam capazes de considerar as especificidades no tratamento de

recursos humanos especializados, as incertezas intŕınsecas ao processo e a natureza

dinâmica do problema.

Objetivos Espećıficos

1. Compreender aspectos relevantes do problema de programação de cirurgia.

2. Identificar lacunas na literatura a serem exploradas como problema de pes-

quisa.

3. Formular e descrever o problema de maneira estática e determińıstica.

4. Propor e testar abordagens para a solução do problema determińıstico.

5. Formular um problema de programação dinâmica estocástica capaz de des-

crever o problema identificado.

6. Desenvolver e testar abordagens para a solução do problema dinâmico es-

tocástico em tempo computacional viável.



Caṕıtulo 1. Introdução 16

Metodologia

De uma maneira geral, dentro da pesquisa operacional, pode-se dizer que sempre

existiu uma distância entre a teoria e as aplicações em gestão de operações. Este

cenário, no entanto, vem sendo rapidamente modificado nas últimas décadas e o

conhecimento teórico gerado pela pesquisa operacional tem tido grande impacto no

desenvolvimento da gestão de operações. A sofisticação das formulações e modelos

estudados tem crescido consideravelmente, fazendo com que estes se tornem mais

próximos da realidade (BERTRAND; FRANSOO, 2002).

Neste trabalho utiliza-se uma metodologia de pesquisa baseada em modelagem

quantitativa para abordar o problema. O objetivo é apresentar modelos que re-

presentem adequadamente as variantes determińısticas e estocásticas do PDSARC

a partir dos quais serão desenvolvidas estratégias de solução que sejam capazes de

auxiliar a tomada de decisão. De acordo com Bertrand e Fransoo (2002) essa abor-

dagem metodológica é classificada como pesquisa axiomática normativa baseada

em modelagem quantitativa.

Segundo estes autores uma pesquisa baseada em modelos quantitativos pode ser

descrita como a geração racional de conhecimento através de modelos que são

capazes de explicar total ou parcialmente o comportamento do processo, além, é

claro, da essência da tomada de decisão. Uma pesquisa axiomática formaliza o

comportamento do processo gerando conhecimento a respeito da interação entre

variáveis e parâmetros. Esta pesquisa pode ser descritiva, quando o objetivo é

o entendimento do processo ou normativa, quando visa desenvolver poĺıticas ou

estratégias para melhoria da solução corrente.
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2 Revisão de Literatura

Margerlien e Martin (1978), em seu trabalho de revisão, remetem aos primeiros

estudos no tema programação de cirurgias datados da década de 60 do século

passado. Após esta data, muitos trabalhos foram realizados acerca do tema, mas

a grande maioria foi publicada após o ano 2000 (CARDOEN et al., 2010).

Encontramos na literatura bons exames relativos ao tema (BLAKE; CARTER,

1997; CARDOEN et al., 2010; CAYIRLI; VERAL, 2003; MARGERLIEN; MAR-

TIN, 1978; GUERRIERO; GUIDO, 2011; RAIS; VIANA, 2011; PRZASNYSKI,

1986). Dentre estes, destacamos dois trabalhos recentes (CARDOEN et al., 2010;

GUERRIERO; GUIDO, 2011) pela abrangência e complementaridade. Além da

cobertura de alguns trabalhos diferentes, os autores estruturam sua revisão através

de classificações distintas.

A classificação mais comum dos problemas de planejamento de cirurgias é a utili-

zada por Guerriero e Guido (2011), que divide os problemas em ńıveis de decisão,

a saber - estratégico, tático e operacional.

No ńıvel estratégico estaria o problema da definição dos tipos de cirurgias - Hos-

pital case mix selection problem, que consiste em definir as prioridades de tipos de

cirurgias realizadas no hospital de forma a obter melhor desempenho em algum

critério como, por exemplo, balanceamento de mix, lucratividade ou aumento da

margem de contribuição. As restrições mais comuns são a disponibilidade de re-

cursos, capacidade de atendimento e limitação da quantidade de pacientes. Estes

problemas, no geral, são tratados como problemas de programação linear (PPL).

Pode-se exemplificar este ńıvel através dos trabalhos de Hughes e Soliman (1985),

Robbins e Tuntiwongpiboom (1989) e Blake e Carter (2002).

O ńıvel tático de decisão consiste, de acordo com Guerriero e Guido (2011), na

divisão do tempo de sala de operação dispońıvel entre as especialidades (cĺınicas)

médicas. A resposta para este problema define o que é conhecido como Plano

Mestre de Cirurgias (PMC). Esta definição pode ser resultado de negociações entre

as próprias cĺınicas, resultado de uma divisão através de técnicas de otimização ou
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não existir, como nos casos de sistemas abertos que definiremos a seguir.

Quando resolvido através de modelagem matemática, os objetivos frequentemente

são o balanceamento da capacidade entre as cĺınicas, a maximização da utilização

das salas ou a minimização de custos. São consideradas como restrições as dis-

ponibilidades de equipamentos e de recursos pós-operatórios em um horizonte de

planejamento que envolve de 1 a 4 semanas. Os problemas são formulados através

de programação linear inteira mista (PLIM) e têm sido resolvidos tanto de ma-

neira exata como através de métodos heuŕısticos. Pode-se exemplificar este ńıvel

através dos trabalhos de Beliën (2007), Santibáñez et al. (2007), Blake et al. (2002),

Marcon et al. (2003) e Beliën e Demeulemeester (2008).

O ńıvel operacional consiste no processo de sequenciamento das cirurgias. O se-

quenciamento, segundo Margerlien e Martin (1978), pode ser divido em duas eta-

pas distintas: (i) Advanced Scheduling - que determina o agendamento de pacientes

para um determinado dia; e (ii) Allocation Scheduling - que consiste na resposta in-

tegrada para as questões “quais recursos serão alocados para as cirurgias?”e “Qual

será a ordem de execução das cirurgias dentre os recursos alocados?”(PHAM;

KLINKERT, 2008).

Há ainda, segundo Margerlien e Martin (1978) e Pham e Klinkert (2008), duas

abordagens para o problema de Allocation Scheduling: sistemas fechados e sistemas

abertos. A primeira é baseada em blocos de horários previamente definidos pela

solução do problema tático (Block Systems, ou sistemas fechados) e a segunda

resolve de maneira integrada o problema tático-operacional (Non Blocking Systems,

ou sistemas abertos).

Os estudos que envolvem abordagens abertas para a solução do problema de se-

quenciamento foram classificados por Guerriero e Guido (2011) como problemas

de ńıveis mistos, justamente por atuar em mais de um ńıvel de decisão.

Guerriero e Guido (2011) constataram que a maioria dos estudos de sequencia-

mento foram feitos para uma base diária (Allocation Scheduling), após a definição

do PMC (Block Systems). No entanto, a discussão sobre qual abordagem utilizar,

é antiga. Margerlien e Martin (1978) apresentam os resultados de uma pesquisa

realizada por Rinde e Blakely (1971) (apud (MARGERLIEN; MARTIN, 1978))
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onde a grande maioria dos hospitais de Chicago, utilizava sistemas abertos. Já

Pham e Klinkert (2008) destacam que, embora os sistemas abertos sejam mais

flex́ıveis, raramente são utilizados devido à preferências dos cirurgiões.

Margerlien e Martin (1978) e Przasnyski (1986) argumentaram que, no entanto,

sistemas abertos geram altas taxas de cancelamento de cirurgias devido, principal-

mente, à necessidade de horas extras causadas pelo elevado número de agendamen-

tos e a disparidade da utilização do bloco cirúrgico entre as cĺınicas. Przasnyski

(1986) destacou a redução da competitividade entre os médicos como um benef́ıcio

dos sistemas fechados. Apesar disso, os autores reconhecem que sistemas fechados

podem gerar subutilização dos blocos devido à irregularidades nas demandas por

cirurgias e a dificuldade de agendar cirurgias de última hora.

Do ponto de vista de otimização, resolver o problema aberto (isto é, de maneira

integrada) apontará para resultados melhores ou, em um limite, iguais à melhor

solução encontrada para o problema decomposto. No entanto, a dificuldade de

tratar computacionalmente o problema integrado é muito maior, o que justificaria

uma concentração de estudos no uso da abordagem fechada. Ademais, como des-

tacado por Przasnyski (1986), a existência de problemas poĺıticos e comportamen-

tais é comum neste tipo de ambiente e não devemos subestimá-las ao desenvolver

técnicas para o uso no planejamento cirúrgico.

Além dos três ńıveis convencionais, Cardoen et al. (2010) propõem um quarto

ńıvel de decisão, que divide os trabalhos em abordagens offline e online. O que

diferencia estes dois tipos de formulações é o instante e a forma da tomada de

decisão referente à realização da operação. Nas abordagens offline a decisão é

tomada uma única vez antes do ińıcio do planejamento ao passo que em métodos

com o enfoque online a decisão é tomada inicialmente e revisada durante a execução

do processo. A definições de Vredeveld (2012) e Powell (2011) corroboram com

esta.

Devemos diferenciar a classificação entre online/offline da divisão entre abordagens

estáticas/dinâmicas. Um método estático não considera o impacto de decisões

futuras na decisão corrente, enquanto o enfoque dinâmico procura incorporar em

sua modelagem o gerenciamento ativo ao longo da ocorrência do processo.
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A abordagem online, quando é estática, significa resolver de maneira sequencial

o problema com novos parâmetros. Segundo Powell (2011) problemas dinâmicos

também podem ser online ou offline. Os problemas online remetem a situações

onde se tenta identificar uma poĺıtica ótima enquanto o problema está acontecendo.

Em muitos casos, entretanto, é posśıvel estimar os parâmetros da programação

dinâmica via simulação antes da execução (abordagem offline). Esta abordagem

tem como vantagem não correr o risco de tomar decisões ruins durante o processo

de aprendizado.

Independente de serem estáticos ou dinâmicos, offline ou online, todo método que

considera a incerteza dos parâmetros em sua formulação é dito estocástico, caso

contrário é classificado como determińıstico.

A grande maioria dos problemas operacionais tratados na literatura são estáticos

(GUERRIERO; GUIDO, 2011). Os poucos tratados de maneira dinâmica, pelo

menos os que foram encontrados durante o processo de revisão de literatura desta

tese, se restringem a tratar a etapa de Advanced Scheduling.

Pham e Klinkert (2008) sugerem utilizar o método de re-sequenciamento para tra-

balhar os problemas de Allocation Scheduling de forma online. Esta abordagem

foi utilizada, por exemplo, no trabalho de Gröflin e Klinkert (2007). É importante

ressaltar que, uma vez que o sequenciamento é feito de forma estática, o resul-

tado desta abordagem é, do ponto de vista dinâmico, subótimo se comparado ao

resultado obtido através da abordagem dinâmica. Isto ocorre justamente por não

considerar, em sua modelagem, o impacto de decisões futuras ao tomar decisões

correntes.

Diversas metodologias de solução foram utilizadas para resolver os problemas

operacionais, mas segundo Guerriero e Guido (2011) e Cardoen et al. (2010) os

métodos heuŕısticos são mais frequentes.

De maneira alternativa, Cardoen et al. (2010) estruturaram sua revisão através

dos seguintes tópicos:

• Caracteŕısticas dos pacientes

As caracteŕısticas dos pacientes se referem à diferenciação entre cirurgias com
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demandas pré-agendadas, denominadas como cirurgias eletivas, e cirurgias

cŕıticas, que não foram agendadas previamente, mas que devem ser realiza-

das dentro de um intervalo estreito de tempo - não eletivas. As cirurgias

não eletivas podem ser divididas em dois grupos dependendo do grau de

criticidade: urgências ou emergências (mais cŕıticas).

Segundo Cardoen et al. (2010) a grande maioria dos trabalhos consideram

apenas os pacientes eletivos. Muitos destes trabalhos ignoram os efeitos pro-

vocados pelas cirurgias não eletivas. Em alguns estudos os autores argumen-

tam haver, no local estudado, salas reservadas para cirurgias não eletivas.

• Medidas de desempenho

Esta caracteŕıstica se refere à medida de desempenho utilizada como critério(s)

a ser(em) otimizado(s). O problema em questão é reconhecidamente multi-

objetivo e os principais critérios são: Tempo de espera do paciente no sis-

tema, utilização das salas, makespan, medidas financeiras de faturamento,

lucro ou custo, balanceamento do uso de recursos e minimização do número

de cancelamentos.

• Tipo de decisão

A classificação do trabalho de Cardoen et al. (2010) evita estruturar em

ńıveis estratégicos por considerar que há uma confusão na literatura acerca

destes ńıveis. A classificação é feita baseando-se em quem guia a decisão e

no tipo de decisão que é tomada. Os autores definem como guia a entidade

para quem a decisão está sendo tomada e as dividem em três categorias:

cĺınicas, cirurgiões, tipo de pacientes. O tipo de decisão classifica o trabalho

com base no que será definido após a solução do problema, isto é, podem

ser classificadas em três ńıveis: alocação de salas, agendamento de datas e

definição de hora ou divisão de capacidade.

• Metodologia de pesquisa

Esta caracteŕıstica está relacionada a duas dimensões, a primeira sobre o tipo

de análise empregada, por exemplo, métodos exatos, heuŕısticos ou análise
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de cenários. E uma segunda dimensão que especifica a técnica empregada

para solução, por exemplo, programação linear, programação quadrática,

programação por metas, programação inteira mista, programação dinâmica,

geração de colunas, branch and price, simulação de eventos discretos, entre

outras.

• Presença de incerteza

Este critério de classificação divide os trabalhos entre os que tratam a existência

de incertezas nos parâmetros e os que não tratam. Muitos trabalhos reconhe-

cem a existência de incerteza, principalmente referente à chegada de cirurgias

não eletivas. No entanto, segundo os autores, a maioria dos trabalhos utili-

zam uma abordagem determińıstica para o problema.

• Aplicações

Segundo os autores, a grande maioria das pesquisas são baseadas em dados

reais, mas as ferramentas desenvolvidas raramente passam a ser utilizadas

na prática. Neste contexto, os autores identificam como oportunidade a

publicação de trabalhos que discutam o processo de implantação destas fer-

ramentas no dia a dias dos hospitais.

Como já comentado, nesta tese tratou-se duas versões do problema de sequenci-

amento de cirurgias: uma abordagem determińıstica e uma abordagem dinâmica

estocástica. Nos parágrafos a seguir é feita a classificação destas versões com base

na estrutura utilizada por (CARDOEN et al., 2010).

A primeira abordagem considera apenas os pacientes eletivos; utiliza como medida

de desempenho a ocupação das salas; é guiada para os pacientes eletivos e refere-

se à alocação de salas e recursos ( materiais e humanos especializados); utiliza

métodos heuŕısticos baseados em programação inteira para encontrar a solução; é

definido a partir de uma situação real e testado em instâncias baseadas na realidade

do sistema.

A segunda abordagem considera pacientes eletivos e não eletivos; utiliza como

critério de desempenho a minimização de custos; é guiada para os pacientes (ele-

tivos e não eletivos) e refere-se à alocação de salas e recursos materiais; utiliza
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algoritmos para aproximação de programação dinâmica para encontrar a solução;

é definido a partir de uma situação real e testado em instâncias baseadas na rea-

lidade do sistema.

Um vez que o foco desta tese é o problema operacional, optou-se por apresentar

os trabalhos correlatos através de uma estrutura diferente da classificação usual

em ńıveis de decisão. Nas seções a seguir é utilizado o critério do tratamento

de incertezas para diferenciar os trabalhos. Estes foram separados entre os que

utilizam abordagem determińıstica e os que utilizam abordagem estocástica. As

categorias foram subdivididas de acordo com a técnica de solução empregada.

2.1 Abordagens determińısticas

Conforme pode ser visto no trabalho de Cardoen et al. (2010), a maior parte dos

trabalhos que tratam o sequenciamento de cirurgias de maneira determińıstica o

formulam como um problema de programação linear inteira mista (PLIM). En-

contramos basicamente dois tipos de modelos: (i) os modelos baseados na modela-

gem clássica de problemas de sequenciamento (ver, por exemplo, Pham e Klinkert

(2008)), onde o tempo é uma variável de decisão cont́ınua; e (ii) os modelos base-

ados na indexação temporal de variáveis binárias (ver, por exemplo, Riise e Burke

(2011)).

Em ambos casos, a estrutura básica do problema são modelos de sequenciamento já

existentes na literatura. No entanto, a grande maioria dos trabalhos desenvolvidos

modelam situações espećıficas que se ajustam a estudos de casos reais. Por este

motivo, não há uniformidade em termos de modelagem na literatura, o que dificulta

a comparação de modelos e técnicas de solução.

Nos tópicos a seguir, discorremos sobre alguns importantes trabalhos, destacando

suas semelhanças e diferenças. Os trabalhos serão separados por técnica utilizada

para a solução dos problemas. A proposta é apenas apresentar alguns exemplos

de bons trabalhos na literatura e não de exaurir a discussão acerca de abordagens

determińısticas para o problema. Neste ponto, reitera-se que os interessados podem

recorrer a revisões recentes e completas dispońıveis na literatura. Para revisões

mais completas ver Cardoen et al. (2010), Guerriero e Guido (2011) e Blake e
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Carter (1997).

2.1.1 Métodos Exatos

Pham e Klinkert (2008) modelaram o problema como um Multi Mode Blocking Job

Shop, onde uma cirurgia é considerada pelos autores um Job com três etapas: pré-

operação, operação e pós-operação. A alocação de um conjunto de recursos para

a realização de uma etapa da cirurgia é considerada como um modo de processa-

mento. O objetivo do problema modelado é minimizar o makespam. O problema é

resolvido através da PLIM e testado através de instâncias adaptadas da literatura.

Jebali et al. (2006) abordaram o problema de sequenciamento de cirurgias em

duas etapas: primeiramente as cirurgias foram alocadas em salas de operação e

em um segundo momento, a ordenação foi realizada com o objetivo de maximizar a

utilização das salas considerando as restrições de alocação de recursos. Dentro do

método desenvolvido, os autores compararam duas abordagens - possibilidade ou

não de troca de sala na segunda etapa. Os algoritmos foram testados em instâncias

geradas aleatoriamente.

Cardoen et al. (2009a), trabalharam o problema de forma multi-objetivo e desen-

volveram um modelo de PLIM para o sequenciamento diário a partir de um PMC

já estabelecido. Foi incorporado ao modelo caracteŕısticas espećıficas do ambu-

latório de um hospital universitário de Leuven (Bélgica). Os autores utilizaram a

plataforma CPLEX para a solução e buscaram focar na geração de soluções viáveis.

Foram testadas 224 instâncias constrúıdas a partir dos dados fornecidos pelo hos-

pital. Os autores testaram também procedimentos heuŕısticos para solução sempre

com o foco na geração de uma ou mais soluções viáveis.

Como continuidade deste trabalho, Cardoen et al. (2009b) desenvolveram uma

abordagem exata baseada no método de Branch and Price para resolver o problema

multiobjetivo. Para uma melhor adequação à abordagem, os autores apresentaram

uma formulação alternativa à apresentada no trabalho anterior e utilizaram duas

estratégias para resolver o subproblema de pricing. O método foi testado nas

mesmas instâncias utilizadas no trabalho anterior.

Fei et al. (2008) Também desenvolveram uma abordagem baseada no método de
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Branch and Price para a solução do problema de sequenciamento de cirurgias ele-

tivas em salas de operação equipadas de maneira multi-funcional com o objetivo

de minimizar os custos operacionais. O problema modelado é ligeiramente dife-

rente do trabalhado por Cardoen et al. (2009b), o que dificulta a comparação dos

resultados obtidos. Mas assim como no caso citado anteriormente, a técnica de

Branch and Price se demonstrou eficiente para este tipo de problema.

Marques et al. (2012) propuseram um modelo para o sequenciamento de cirur-

gias eletivas em um horizonte de tempo semanal com o objetivo de maximizar a

ocupação das salas. Foram considerados diferentes ńıveis de prioridade das cirur-

gias, janela de tempo e tempo limite para a realização de cirurgias pelos cirurgiões.

Para encontrar a solução, os autores decompuseram o problema em duas fases.

Cada subproblema foi resolvido utilizando o CPLEX com tempo limite para a

solução. Após a execução do CPLEX uma heuŕıstica de refinamento foi aplicada

em cada fase. O problema foi testado em instâncias reais de um hospital univer-

sitário de Lisboa.

Ghazalbash et al. (2012) modelaram o problema de sequenciamento de cirurgias

em um hospital universitário. O objetivo do problema foi a minimização do tempo

ocioso e buscou distribuir as cirurgias de forma a assegurar que os residentes teriam

iguais oportunidades de adquirir experiência durante a residência. O problema foi

resolvido através uma abordagem de decomposição do PPLIM usando o CPLEX

em 30 instâncias reais de um hospital universitário do Irã.

Jeang e Chiang (2012) propuseram um modelo de programação quadrática com

o objetivo de minimizar o desvio entre a disponibilidade de tempo das salas e o

tempo efetivamente gastos com cirurgias. O modelo proposto foi testado em uma

instância real de um hospital universitário e foi resolvido utilizando o software

GAMS.

Meskens et al. (2013) propuseram uma abordagem de programação por restrições

para lidar com disponibilidade de recursos, preferência do corpo técnico e afinidade

entre seus membros. O modelo apresentado era multi-objetivo e visava minimizar

o makespan, as horas extras e também maximizar a afinidade entre os membros

da equipe cirúrgica.
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2.1.2 Heuŕısticas e meta-heuŕısticas

Hsu et al. (2003) formularam o problema como uma nova variante do process shop

scheduling em dois estágios e sem espera. O problema foi resolvido através da

implementação de uma Busca Tabu que se demonstrou bastante eficiente para

encontrar boas soluções em instâncias reais de um centro cirúrgico de um hospital

universitário.

Dentro um PMC já definido, Fei et al. (2010) trabalharam o problema de se-

quenciamento diário de cirurgias com dois objetivos - maximização da utilização

e minimização de custos. Os autores decompuseram o problema em duas fases.

Primeiramente a cirurgia era agendada para uma determinada data (advanced

scheduling) e, em um segundo momento, era realizada a alocação de recursos e

ordenação (allocation scheduling). Para ambas fases foram desenvolvidos proce-

dimentos heuŕısticos. A primeira fase foi modelada como problema de particio-

namento e resolvido através de uma heuŕıstica baseada no método de geração de

colunas. A segunda fase foi modelada como um flow shop h́ıbrido de dois estágios

e solucionado através de algoŕıtimos genéticos. Ao comparar os resultados obti-

dos pela abordagem com os dados de um hospital belga, os autores constataram

que os métodos eram capazes de gerar melhores resultados em todas as dimensões

colocadas como objetivo.

Roland et al. (2010) propuseram um modelo para lidar com diferentes aspectos

de recursos humanos e materiais (renováveis e não renováveis). As preferências

dos cirurgiões eram expressas através de suas disponibilidades e alguns recursos

poderiam cobrir mais de uma sala de cirurgia, uma vez que não participavam

durante toda operação.

Os autores desenvolveram uma heuŕıstica baseada em algoritmos genéticos para

solucionar o problema e compararam o desempenho desta com a solução do PPLIM

obtida pelo CPLEX em quatro instâncias reais replicadas em dois cenários de

restrição do usos das salas.

Riise e Burke (2011) trabalharam o problema integrado de sequenciamento e

alocação de recursos em cirurgias (referenciado como problema de admissão de

cirurgias). Os autores destacam como uma contribuição a adaptação do problema
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para o caso onde se faz necessário definir um sequenciamento para os cirurgiões,

além das salas. Como método de solução, os autores constrúıram procedimentos

heuŕısticos de busca baseados na Busca Local Iterada e no Variable Neghborhood

Descend.

Vijayakumar et al. (2013) buscaram maximizar a soma ponderada do número de

cirurgias realizadas em um horizonte diário e semanal. Os autores modelaram o

problema como multi-dimensional dual bin-packing problem. Os autores desenvol-

veram um procedimento heuŕıstico baseado no First Fit Decreasing algorithm e

testaram em 22 instâncias geradas aleatoriamente.

2.2 Abordagens estocásticas

Comparado ao volume de trabalhos que tratam o sequenciamento de cirurgias de

forma determińıstica, segundo (CARDOEN et al., 2010) a literatura apresenta

poucos trabalhos que discutem sobre a incerteza neste tipo de problema. No en-

tanto, assim como salientado por Guerriero e Guido (2011), a chave para o sequen-

ciamento (e planejamento) de cirurgias é a coordenação de múltiplas atividades

em um ambiente de incertezas.

Posśıveis fontes de incerteza nestes ambientes são, entre outras, as seguintes:

• Incerteza na duração das cirurgias - O tempo de duração de duas cirurgias,

mesmo que do mesmo tipo, pode variar muito de paciente para paciente

devido, por exemplo, a complicações ao longo do processo.

• Incerteza quanto ao número e tipo de cirurgias - Além das cirurgias eletivas,

existem também as cirurgias não eletivas que aparecem de última hora e

possuem urgência em sua realização. Não é posśıvel prever quantas cirurgias

não eletivas surgirão e muito menos o tipo destas cirurgias. Segundo Lamiri

et al. (2009), dentre uma grande variedade de estudos propostos na literatura,

apenas alguns poucos estudos consideram a situação em que os recursos

devam ser divididos entre cirurgias eletivas e não eletivas.
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• Incerteza quanto à realização de cirurgias (No-Show) - Embora agendadas

previamente, a realização de cirurgias eletivas também pode ser fonte de

incerteza uma vez que a cirurgia pode não ocorrer por indisponibilidade do

cirurgião ou por complicações no estado de saúde do paciente.

• Incerteza quanto à disponibilidade de recursos - Devido ao intenso compar-

tilhamento de recursos de diversas naturezas entre as cirurgias e o carácter

aleatório da duração destas, alguns recursos essenciais alocados para uma

determinada cirurgia podem não estar dispońıveis para o seu ińıcio.

2.2.1 Solução via Simulação

A grande maioria dos trabalhos presentes na literatura que consideram algum tipo

de incerteza em sua modelagem são analisados através da técnica de simulação

(CARDOEN et al., 2010; GUERRIERO; GUIDO, 2011). Abaixo descreveremos

alguns trabalhos que utilizaram esta metodologia para a solução do problema.

Kim e Horowitz (2002), complementando seu trabalho anteriormente desenvolvido

(KIM et al., 1999) analisaram via Simulação de Eventos Discretos (SED) uma

poĺıtica de reservas de leitos em UTI para cirurgias eletivas. O objetivo foi avaliar

o impacto desta poĺıtica no cancelamento de cirurgias e no planejamento do pro-

cesso de admissão de pacientes que possuem necessidade deste recursos (Advanced

Scheduling). A pesquisa foi realizada com base em 6 meses de dados de um hospital

universitário de Hong Kong.

Os autores consideraram a existência de incerteza nos processos de chegada de

pacientes que demandam tratamento na UTI e também na duração das estadias

nos leitos. Para os pacientes provenientes de cirurgias eletivas, o processo de ad-

missão foi controlado através de poĺıticas de alocação / reserva de sala. Os autores

conclúıram que a melhor poĺıtica testada, em termos de redução no cancelamento

de cirurgias, combinava o sistema de alocação flex́ıvel de leitos com o sistema de

quotas variáveis.

Dexter e Traub (2002) compararam regras de inserção de novas cirurgias eletivas

dentro de uma sequência já estabelecida de cirurgias via SED. No caso estudado, a

admissão das cirurgias é realizada em comum acordo com o cirurgião e o paciente.
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Em seguida os outros recursos são ajustados para atender a demanda de forma a

maximizar a utilização das salas. As regras comparadas foram a data mais cedo

de ińıcio e a data mais tarde de ińıcio. Além disto, os autores buscaram analisar

o impacto do erro de estimativa do tempo de cirurgia na utilização das salas. Por

fim, concluiu-se que os resultados dependem muito da qualidade das estimativas,

mas que, no geral, o critério data mais cedo de ińıcio provê melhores resultados.

Sciomachen et al. (2005) estudaram o bloco cirúrgico de um grande hospital em

Genova (Itália) através do uso de SED. O objetivo era comparar o desempenho dos

principais indicadores do centro cirúrgico entre o processo de agendamento corrente

e o agendamento obtido através do método proposto. Este método consiste na

combinação de um plano mestre de cirurgia, obtido via PPLI com o uso de critérios

heuŕısticos de sequenciamento, a saber - Maior Tempo de Espera (LWT, sigla em

inglês), Menor Tempo de Processamento (SPT, sigla em inglês), Maior tempo de

processamento (LPT, sigla em inglês).

Os autores consideraram tanto pacientes eletivos, quanto não eletivos e assumiram

incerteza no processo de chegada e de duração das cirurgias. Como resultados,

verificou-se melhor desempenho do modelo de programação inteira sobre o modo

atual de agendamento e constatou-se que o critério LPT provê melhor utilização

das salas, enquanto o critério SPT gera sequências com menores usos de hora-extra

para o ambiente estudado.

Em uma análise semelhante à de Kim e Horowitz (2002), através da comparação de

cenários e utilizando SED, Wullink et al. (2007) compararam duas poĺıticas para

lidar com cirurgias não eletivas: (i) o uso de uma sala dedicada a elas e (ii) reserva

de tempo em salas compartilhadas com as cirurgias eletivas. Os autores consi-

deraram a incerteza na duração das cirurgias, além da probabilidade de chegada

de uma cirurgia não eletiva. Concluiu-se que a poĺıtica de reserva de tempos em

salas compartilhadas sempre se sobrepunha ao uso de salas dedicadas em termos

de desempenho.
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2.2.2 Solução através de Modelos Estáticos

Além dos trabalhos baseados na abordagem metodológica de comparação de cenários

via simulação, apresentados no tópico anterior, outros autores consideraram a in-

certeza em seus trabalhos ao tentar abordar o problema sob o ponto de vista da

otimização estática.

Apesar dos trabalhos apresentados neste tópico utilizarem simulação como parte de

seus procedimentos de solução, estes se diferem dos apresentados como trabalhos

que buscaram solução via simulação devido à preocupação metodológica de se

encontrar a solução ótima, ou uma boa solução, através de seus algoritmos. Alguns

destes trabalhos serão apresentados nos próximos parágrafos.

Denton et al. (2007) estudaram o problema de Allocation Scheduling sob incerteza

da duração das atividades. O objetivo é determinar a sequência diária de cirurgias

que minimize o custo total esperado referente à soma dos tempos de espera dos

pacientes, ociosidade das salas e uso de horas extras.

O problema foi representado por um modelo de programação estocástica (PE)

em dois estágios. Os autores utilizaram técnicas de programação estocástica para

encontrar solução para o modelo proposto. Foram testados também, três proce-

dimentos heuŕısticos. Os resultados foram comparados utilizando dados gerados

com base na situação real encontrada em um hospital universitário de Nova Iorque.

Três critérios mı́opes construtivos foram implementados para determinar uma

solução inicial a saber - ordem crescente de duração média, ordem crescente de va-

riabilidade da duração e ordem crescente do coeficiente de variação. As heuŕısticas

implementadas consistem na combinação dos critérios construtivos com uma heuŕıstica

de refinamento que troca a ordem de duas cirurgias escolhidas aleatoriamente.

Como resultado, foi percebido pelos autores que o critério de alocação de cirurgias

por ordem crescente de variabilidade da duração apresentava, para este conjunto

de dados, um melhor desempenho.

A abordagem de Hans et al. (2008) se difere um pouco das demais uma vez que

o foco é alocar, além das cirurgias, tempo reservado para cirurgias urgentes para

as salas de operação durante os dias. O objetivo é maximizar a utilização e mini-

mizar o risco de cancelamento e/ou necessidade de uso de horas extras. O estudo
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foi realizado em um hospital universitário na Holanda que disponibilizou dados

históricos para os experimentos.

A proposta dos autores foi o desenvolvimento de heuŕısticas construtivas refinadas

por buscas locais que exploravam a informação estat́ıstica da duração das cirurgias.

Como resultado, foi posśıvel demonstrar que a abordagem favorecia a utilização

total das salas quando comparada com a abordagem anteriormente empregada.

Lamiri et al. (2008) estudaram o problema de Advanced Scheduling em um ho-

rizonte finito e uma quantidade pré-definida de pacientes eletivos. O problema

determina quais pacientes eletivos serão alocados em cada dia e considera que as

salas são igualmente equipadas. Os tempos de operação são considerados como

variáveis aleatórias, assim como a chegada de pacientes de emergência (não eleti-

vos) que devem ser operados mesmo que seja necessário o cancelamento de cirurgias

eletivas ou o uso de horas-extras.

O objetivo do problema é a minimização do valor esperado da soma dos custos de

espera das cirurgias eletivas e dos custos totais provenientes do uso de horas-extras.

O problema foi modelado como um PPE.

Os autores provaram que o problema em questão é fortemente NP-dif́ıcil e aproxi-

maram o problema através da técnica de aproximação por média amostral (SAA,

sigla em inglês). Foi demonstrado que o resultado obtido via SAA, neste caso,

converge quase certamente para o verdadeiro ótimo. Como resultado, foi posśıvel

demonstrar que o tratamento determińıstico do problema aumenta, em média, os

custos totais em cerca de 4%.

Lamiri et al. (2009) continuaram estudando os métodos de solução para o pro-

blema definido por Lamiri et al. (2008). Inicialmente os autores provaram que a

convergência da técnica SAA ocorre de maneira exponencialmente rápida e mos-

traram que esta taxa de convergência pode ser maximizada caso seja combinada

com a técnica de redução de variância Commom Random Numbers (CRN).

Além disto, Lamiri et al. (2009) propuseram e compararam procedimentos heu-

ŕısticos alternativos à solução ótima obtida pela técnica SAA. Um procedimento

genérico heuŕıstico construtivo mı́ope baseado na ordenação das cirurgias eletivas

foi constrúıdo. A partir deste procedimento, foram propostas três heuŕısticas para
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definição de soluções iniciais que diferiam entre si pelo critério de ordenação das

cirurgias. Combinados a estes procedimentos, foram utilizadas três heuŕısticas de

refinamento para melhorar a solução inicial.

Foram também implementadas duas meta-heuŕısticas - Simulated Annealing e

Busca Tabu. Os algoritmos foram testados em instâncias geradas aleatoriamente

e a Busca Tabu demonstrou-se o melhor método dentre as heuŕısticas sempre pos-

suindo valores próximos ao método “exato”SAA (e até mesmo melhores quando

o tempo de execução não foi suficiente para a convergência) mas com tempo de

processamento significativamente menor.

Os autores apontaram como sugestão para trabalhos futuros a combinação de

técnicas de relaxação Lagrangeana e/ou geração de colunas dentro do SAA para

melhorar o desempenho computacional da técnica. Do ponto de vista de mo-

delagem do problema, Lamiri et al. (2008) sugeriram considerar o problema de

Allocation Scheduling e outras fontes de incerteza.

Denton et al. (2010) modelaram o problema de alocação de cirurgias em salas como

uma variação do Bin-packing problem. Os autores consideraram como variáveis de

decisão a abertura ou não de uma sala e a alocação de cirurgias entre as salas

abertas. O objetivo era minimizar a soma do custo fixo de abertura de salas com

esperança do custo de hora extra, em uma dada sala. Foram consideradas apenas

cirurgias eletivas com incerteza em sua duração. Embora seja um problema de

alocação de recursos (sala), a sequência das cirurgias não foi definida.

Os autores desenvolveram um modelo de PE em dois estágios, para o qual foram

estabelecidos limites para a solução. Além disto, foi desenvolvido um modelo

robusto e uma heuŕıstica para o problema. A heuŕıstica implementada com base

no modelo robusto se demonstrou extremamente eficiente para encontrar a solução

ótima.

Min e Yih (2010) consideraram o problema de sequenciamento de cirurgias eletivas

mediante a incerteza do tempo e de capacidade de recursos pós-operatórios (UTI).

O objetivo consistiu em minimizar o custo total esperado composto pelo custo de

espera dos pacientes e o custo de horas-extra. Os autores trabalharam o problema

de Advanced Scheduling sobre um PMC conhecido a priori.
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Foi considerada pelos autores a incerteza na duração das cirurgias e no tempo

de utilização de um leito no UTI. Além disto, a capacidade inicial de cada bloco

do PMC foi considerada incerta uma vez que os autores descontaram um tempo

aleatório que representava a alocação de capacidade de um bloco à execução de

cirurgias não eletivas.

O problema foi modelado como um PPE e utilizaram a técnica SAA para encontrar

as soluções. Por fim, os autores recomendaram que o problema fosse modelado

através da programação dinâmica estocástica (PDE) em trabalhos futuros. O

objetivo seria poder considerar, por exemplo, a aleatoriedade nos processos de

chegada, isto é, considerar a existência de cirurgias não eletivas.

Begen e Queyranne (2011) estudaram o problema estático de sequenciamento es-

tocástico de cirurgias eletivas em tempo discreto e estabeleceram propriedades

de convexidade para a função objetivo. Os autores modelaram o problema como

sequenciamento de uma única máquina sem tempo de preparação e com função

de custo do tipo L-convexa. Para este caso, foi provado que é posśıvel encontrar

a solução ótima em tempo polinomial. Os autores estenderam a aplicabilidade

deste modelo para inclusão da incerteza de chegada (cirurgias não eletivas) e não

comparecimento (No-shows).

Saremi et al. (2013) combinaram as técnicas de PLI, Busca Tabu e SED, para

resolver de maneira heuŕıstica a definição da sequência das cirurgias (Appointment

Scheduling) de maneira estática. O problema modelado considera a disponibilidade

de recursos como restrição, mas não faz alocação destes entre as cirurgias. Apenas

a incerteza na duração das cirurgias eletivas foi considerada na construção do

modelo e o objetivo era reduzir o tempo total de execução (makespan).

Três procedimentos heuŕısticos foram desenvolvidos através da combinação das

técnicas já citadas e o desempenho destes foram comparados aos de regras heuŕısticas

mais simples em conjuntos de dados gerados aleatoriamente para o problema.

Os autores conclúıram que os procedimentos que utilizam programação inteira

possúıram melhor desempenho especialmente nos casos onde há restrição de ja-

nela de tempo para a realização de cirurgias. Os procedimentos também foram

testados em instâncias reais de um bloco cirúrgico em um hospital do Canadá.
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Bruni et al. (2015) propuseram um modelo de programação estocástica para resol-

ver o problema de Advanced Scheduling em um horizonte semanal com múltiplos

blocos cirurgicos.

Os autores criaram um procedimento heuŕıstico com duas variantes, uma baseada

em programação inteira e outra baseada em uma busca iterativa. As aborda-

gens foram testadas em 72 instâncias geradas aleatoriamente e comparadas com a

solução do problema determińıstico correlato tendo apresentado bons resultados.

2.2.3 Solução através de Modelos Dinâmicos

Embora a elaboração de modelos estocásticos para o sequenciamento dinâmico

de cirurgias tenha aparecido primeiramente em trabalhos da década de 70 do

século passado, os primeiros trabalhos que implementaram técnicas de solução

só apareceram recentemente.

Kolesar (1970) propôs o uso do processo de decisão de Markov (PDM) em hospi-

tais, ele formulou modelos simplificados para a tomada de decisão em Advanced

Scheduling de pacientes em hospitais. Já Collart e Haurie (1976) propuseram um

modelo semi-markoviano para pacientes eletivos e de não eletivos e formulou um

problema de controle estocástico ótimo, no entanto, nenhum dos dois trabalhos,

apresentou técnicas de solução.

Mais recentemente, Gerchak et al. (1996) criaram um modelo capaz de determinar

a quantidade ótima de pacientes eletivos frente à demanda de emergência em um

centro cirúrgico. Eles mostraram que a poĺıtica ótima não era apenas limitar o

agendamento de pacientes para um determinado dia, mas agendar proporcional-

mente ao tempo de espera.

O trabalho de Patrick et al. (2008) está focado no desenvolvimento de um método

mais sistematizado para agendamento de pacientes com diferentes ńıveis de prio-

ridade frente às incertezas de chegada. Os autores observaram que as decisões de

agendamento impactam diretamente a disponibilidade para demandas futuras. Se

pacientes com baixa prioridade forem agendados muito cedo, então haverá capa-

cidade insuficiente para pacientes futuros com alta prioridade. No caso de agen-

damento tardio, há o risco da subutilização de recursos. O problema foi tratado
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para o uso de um recurso hospitalar genérico, não sendo focado, especificamente,

no agendamento de cirurgias.

Os autores formularam o problema de Advanced Scheduling como um PDM de

horizonte infinito descontado e o transformaram em um problema de programação

linear (PPL), que caso fosse posśıvel de se resolver, retornaria a resposta ótima para

o MDP. No entanto, devido ao tamanho do espaço de estados, nem o PDM nem o

PPL são tratáveis. Os autores usaram a técnica de aproximação de programação

dinâmica (APD) para produzir uma aproximação por programação linear tratável,

isto é, um problema linear aproximado (PLA) que fosse tratável.

O PLA foi resolvido através do método de geração de colunas o que possibilitou

a construção de poĺıticas ótimas aproximadas (POA) que não necessitam ser re-

solvidas através do PLA. Os resultados foram testados através de simulação entre

as poĺıticas aproximadas e a estratégia atual validando, assim, o bom desempenho

da POA.

Liu et al. (2010) também trabalharam o problema de agendamento de pacientes,

o trabalho se difere do desenvolvido por Patrick et al. (2008) por não considerar

prioridades entre os pacientes e por considerar a possibilidade de cancelamento ou

não comparecimento do paciente no dia da agendado para a realização do procedi-

mento médico. A modelagem do problema considera o fato de que o cancelamento

ou não comparecimento está relacionado com o tempo de espera entre o contato

do paciente e o agendamento do procedimento.

O problema foi modelado como um PDM. Foram consideradas as incertezas das de-

mandas diárias por agendamento e dos cancelamentos ou não comparecimentos. As

variáveis de decisão são as datas de agendamento dos paciente. O sequenciamento

de cirurgias dentro de uma data é assumido como a ordem dos agendamentos.

Para solucionar o problema os autores propuseram e compararam poĺıticas heu-

ŕısticas via simulação. Através da heuŕıstica de melhoramento de poĺıticas (PIH,

sigla em inglês, ver Tijms (1994)), os autores partiram de uma boa solução inicial

(estática) e desenvolveram quatro poĺıticas heuŕısticas dinâmicas (HDP, sigla em

inglês). Os resultados foram comparados com três critérios heuŕısticos que repro-

duzem métodos comumente utilizados na prática. Os resultados da comparação
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via simulação foram capazes de demonstrar que os procedimentos desenvolvidos

possuem desempenho claramente melhor do que os métodos utilizados na prática.

Zonderland et al. (2010) trabalharam o problema de reserva ótima de tempo em

salas para cirurgias não-eletivas semi-urgentes (que poderiam ser realizadas em um

prazo de até uma semana) inicialmente como um problema de filas e posteriormente

como um PDM. A ação decidida a cada peŕıodo consiste na reserva de tempo

adicional para este tipo de cirurgia por meio do cancelamento de cirurgias eletivas.

Uma vez que o estado e as ações possuem dimensões pequenas e a função de custo

esperado futuro é conhecida, os autores utilizaram o policy iteration algorithm para

encontrar a poĺıtica ótima para o problema definido.

O método desenvolvido foi testado em dados reais do departamento de neurocirur-

gia situado em um hospital universitário da Holanda. Os autores indicaram como

trabalho futuro a extensão do modelo para o sequenciamento individual de tais

cirurgias dentro deste processo dinâmico para aproveitar melhor o tempo alocado

para cada tipo de cirurgia.

Ceschia e Schaerf (2014) abordaram o problema de Advanced Scheduling em um

horizonte de planejamento variável considerando a inceteza na chegada de pacien-

tes não eletivos e na duração da estadia dos pacientes.

Os autores propuseram uma heuŕıstica baseada em busca local e testaram em 30

intâncias geradas aleatoriamente para o problema.

2.3 Oportunidades no tema

Rais e Viana (2011) relataram a importância do uso de métodos de pesquisa ope-

racional dentro de sistemas de saúde e enfatizaram que há campo tanto para

modelagem de novos problemas, quanto para o desenvolvimento de novos métodos

de solução.

Uma questão pouco explorada na literatura é a integração entre diversos recursos

e a consideração de caracteŕısticas individuais destes recursos, tais como não uni-

formidade de equipamentos em salas, ou preferências por tipo de procedimentos

pelos anestesistas, ou disponibilidade, por exemplo.
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Há uma clara lacuna na literatura referente ao desenvolvimento de modelos dinâmicos

para o problema de Allocation Scheduling. A dificuldade apontada com frequência

é o desenvolvimento de métodos eficientes de solução para modelos estocásticos e,

especialmente, para os dinâmicos.

O foco desta tese é o problema operacional, especificamente a etapa de Allocation

Scheduling, de sequenciamento e alocação de recursos para cirurgia em um sistema

aberto, isto é que não possui um PMC. A modelagem via programação inteira visa

explorar as especificidades do uso de recursos humanos especializados em contexto

multibloco. A modelagem via programação dinâmica estocástica busca explorar

a lacuna identificada na literatura para o tratamento do problema de Allocation

Scheduling.
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3 Modelo determińıstico de programação

de cirurgias

Este caṕıtulo descreve o modelo de programação linear inteira mista para o pro-

blema diário de sequenciamento e alocação de recursos em cirurgias eletivas (PD-

SARC). O problema tradado neste caṕıtulo está situado no ńıvel operacional.

Precisamente, a modelagem se propõe a abordar as decisões classificadas como

Allocation Scheduling.

3.1 Descrição do problema

O desenvolvimento deste modelo foi guiado por uma situação real encontrada na

prática de um hospital de grande porte da cidade de Belo Horizonte. O problema

tem como caracteŕısticas particulares a possibilidade do emprego simultâneo de

recursos humanos especializados e a individualização destes recursos. No escopo

deste trabalho, considera-se um recurso especializado aquele que possui especia-

lidades próprias. Porém, mesmo dentro de um mesmo grupo, não possuem ca-

racteŕısticas homogêneas. Os anestesistas são um exemplo destes recursos já que

estes profissionais são identificados por suas especialidades, experiência, treina-

mento, preferências pessoais e disponibilidade.

As cirurgias eletivas são conhecidas a priori e podem começar em qualquer peŕıodo

da janela de tempo estabelecida para seu ińıcio. As decisões a serem tomadas

envolvem fazer ou não a cirurgia, o horário de ińıcio, a sala de realização e os

recursos alocados a ela. Para tomar a decisão é necessário conhecer o conjunto de

cirurgias, suas caracteŕısticas e o conjunto de recursos utilizados, assim como suas

respectivas caracteŕısticas e disponibilidades.

Cada cirurgião possui um conjunto de pacientes, portanto, cada operação deve ser

realizada por um cirurgião espećıfico, previamente definido. Por se tratar de um

sistema aberto, isto é, por não haver um PMC, a alocação de cirurgias para as
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salas de operação faz parte da decisão. É necessário definir o horário de ińıcio

que deve respeitar a janela de tempo tanto do cirurgião quanto do caso cirúrgico

(paciente/cirurgia).

Janelas de tempo podem capturar prioridades em termos de horário de ińıcio.

Por exemplo, crianças devem ser operadas no ińıcio da manhã (RIISE; BURKE,

2011) ou cirurgias para paciente de fora da cidade devem ser agendadas para o

peŕıodo da tarde (VIJAYAKUMAR et al., 2013). Há também preferências da

equipe médica que podem ser vistas como necessárias para melhoria do processo

cirúrgico (ROLAND et al., 2010).

O problema é restringido por limitações na disponibilidade de recursos a serem

compartilhados. Um procedimento pode requerer recursos renováveis ou não re-

nováveis, caracteŕısticas já observadas em outros trabalhos (ROLAND et al., 2010).

Recursos renováveis (humanos ou materiais) são aqueles alocados para o proce-

dimento estritamente durante sua duração como, por exemplo, enfermeiros, ins-

trumentadores ou equipamentos médicos. Por outro lado, recursos não renováveis

são aqueles que, uma vez alocados à um procedimento, não podem mais ser uti-

lizados durante o horizonte de planejamento, por exemplo, vagas na unidade de

tratamento intensivo (UTI).

Cada cirurgia está associada a subconjunto de recursos especializados capazes de

realizar a intervenção, recursos estes que são renováveis. Conforme dito anterior-

mente, recursos especializados são recursos individualizados, isto é, que possuem

caracteŕısticas próprias. Observe que a individualização não os tornam necessari-

amente insubstitúıveis. Os anestesistas são exemplos de recursos especializados.

Os cirurgiões são outro exemplo de recurso especializado, no entanto, no modelo

proposto, estes são definidos a priori.

Na situação encontrada na prática existe a possibilidade do emprego simultâneo de

recursos especializados em diferentes intervenções cirúrgicas. Esta simultaneidade

depende da compatibilidade das salas onde as operações estão ocorrendo. Isto leva

a uma outra dimensão que o processo decisório deve considerar para poder usufruir

do compartilhamento dos recursos especializados.

O objetivo é maximizar o uso das salas. Recentes exames de literatura apontam
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este objetivo como um dos frequentemente empregados em outros trabalhos (CAR-

DOEN et al., 2010; GUERRIERO; GUIDO, 2011). Embora este trabalho não seja

um estudo de caso, visitas técnicas foram feitas para entendimento das nuances

dos processos de agendamento de cirurgias (ver caṕıtulo 4) em hospitais e pudemos

constatar que, nos locais visitados, este objetivo é aderente com as necessidades

práticas.

3.2 Modelo Proposto

A seguir os elementos da modelagem são descritos e a Tabela 1 fornece uma visão

geral dos parâmetros necessários para descrever o modelo. O horizonte de tempo

de decisão (dia) foi repartido em pequenas unidades discretas pertencentes ao

conjunto de peŕıodos T . O conjunto de cirurgiões é representado por C e Tc ⊆ T

é o subconjunto de T em que um cirurgião pode iniciar uma cirurgia, isto é, sua

janela de tempo.

O conjunto de cirurgias é representado por S e Sc ⊆ S é o subconjunto de cirurgias

que devem ser realizadas pelo cirurgião c ∈ C. O subconjunto Ts ⊆ Tc representa

a janela de tempo de ińıcio da cirurgia s ∈ Sc.

O conjunto R é o conjunto de todas as salas de operação. Uma vez que as salas

não são homogêneas, o subconjunto Rs ⊆ R contém as salas onde o procedimento

s ∈ S pode ocorrer. As salas podem diferir entre si, por exemplo, por apresentarem

tamanhos diferentes ou serem equipadas com diferentes recursos. Uma sala é

utilizada por uma cirurgia s durante ds peŕıodos de tempo, que inclui o peŕıodo de

limpeza da sala. Os demais recursos são alocados apenas durante o procedimento

em si e são liberados ao término deste. O parâmetro d̄s contabiliza apenas a

duração do procedimento.

Os recursos são agrupados em dois conjuntos K1 e K2 referentes aos renováveis

e aos não renováveis, respectivamente. Para um dado k ∈ K1 (resp. k ∈ K2),

g1
sk (resp. g2

sk) indica se o recurso renovável (não renovável) k é necessário para

realizar a cirurgia s.

A quantidade dispońıvel do recurso não renovável k ∈ K2 é q2
k unidades. Um
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recurso renovável k ∈ K1 possui uma disponibilidade de q1
k unidades móveis e

também pode já estar instalado em uma sala do subconjunto Rk ⊆ R.

Uma cirurgia que necessita do recurso k designada para operar em uma sala r ∈
Rk não consome nenhuma unidade do recurso móvel. Por outro lado, o recurso

instalado em uma sala do conjunto Rk é fixo e não pode ser transportado para

outra sala.

O conjunto de tipos de recursos especializados é representado por E, e Es ⊆ E

representa o subconjunto necessário para a realização da cirurgia s ∈ S. Como

exemplo ilustrativo, suponha que o conjunto E = {α, β}, ou seja o hospital conta

com os tipo de recursos α e β. Seja ṡ, ŝ ∈ S duas cirurgias para as quais Eṡ = {α} e

Eŝ = {α, β}. Isto quer dizer que a cirurgia ṡ necessita de um recurso especializado

do tipo α e a cirurgia ŝ necessita de um recurso de cada tipo dispońıvel.

Dado e ∈ E, Ae é o conjunto de indiv́ıduos que compõem o quadro da especialidade

e ∈ E. Por exemplo, Aα = {α1, α2, α3} e Aβ = {β1, β2}. Para uma determinada

cirurgia s ∈ S, dado os elementos e ∈ Es, nem todos os indiv́ıduos que compõem o

quadro Ae estão aptos para realizar a cirurgia s, apenas os elementos do subcon-

junto Ase ∈ Ae. No exemplo acima, suponha que Aṡα = {α1, α2}, Aŝα = {α2, α3},
Aŝβ = {β1}.

Um indiv́ıduo a ∈ Ae pode realizar qa cirurgias simultaneamente, desde que a

distância entre as sala r e r̄ onde as cirurgias estiverem ocorrendo permita. O

parâmetro brr̄ indica a compatibilidade das salas r e r̄, isto é, tem o valor igual a 1

caso seja posśıvel utilizar simultaneamente um recurso alocado para cirurgias que

ocorrem nestas salas. O problema tratado é, portanto, multibloco, i.e., considera

o compartilhamento de recursos entre diferentes instalações.

Cada indiv́ıduo a ∈ Ae, e ∈ E possui sua própria janela de tempo para ińıcio

de uma cirurgia. Portanto, o subconjunto T ae ⊆ T contém os peŕıodos em que o

indiv́ıduo a pode iniciar uma cirurgia.

A Tabela 1 apresenta, de maneira resumida, os conjuntos e parâmetros utilizados

no modelo. Foram definidos dois conjuntos de variáveis binárias. No primeiro

conjunto, a variável yrst, possui valor 1 se a cirurgia s ∈ S for alocada para a sala

r ∈ Rs e iniciar no peŕıodo t ∈ Ts, e 0 caso contrário. No segundo, wast, possui
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Conjuntos Descrição
S cirurgias
C cirurgiões
Sc ⊆ S cirurgias alocadas para o cirurgião c ∈ C
R salas de operação
Rs ⊆ R salas onde s ∈ S pode ser realizada
T peŕıodos
Tc ⊆ T janela de tempo do cirurgião c ∈ C para ińıcio de uma cirurgia
Ts ⊆ Tc janela de tempo para ińıcio de uma cirurgia s ∈ Sc
K1 recursos renováveis
Rk ⊆ R salas que possuem o recursos renovável k ∈ K1 instalado
K2 recursos não renováveis
E tipos de recursos renováveis especializados
Es ⊆ E tipos de recursos renováveis especializados necessários a realização de s ∈ S
Ae indiv́ıduos que compõem o quadro de recursos do tipo e ∈ E
Ase ⊆ Ae indiv́ıduos do recurso do tipo e ∈ Es aptos a realizar a cirurgia s ∈ S
T ae ⊆ T janela de tempo do indiv́ıduo a ∈ Ae para ińıcio de uma cirurgia
Parâmetros Descrição
ds duração da cirurgia s ∈ S com tempo de limpeza
d̄s duração apenas do peŕıodo de intervenção da cirurgia s ∈ S
g1
sk indicador da necessidade de uso do recurso k ∈ K1 para s ∈ S
q1
k unidades móveis de k ∈ K1 dispońıveis
g2
sk quantidade de recurso k ∈ K2 necessária para realizar s ∈ S
q2
k disponibilidade diária de k ∈ K2

qa número de cirurgias que o indiv́ıduo a ∈ Ae(e ∈ Es) pode realizar simultaneamente
brr̄ indicador de compatibilidade das salas r, r̄ ∈ R

Tabela 1 – Resumos dos dados necessários para a execução do PPLIM

valor 1 se para a cirurgia s ∈ S for alocado o indiv́ıduo a ∈ Ase do tipo de recursos

especializados e ∈ Es com ińıcio no peŕıodo t ∈ T ae ∩ Ts, e 0 caso contrário. O

modelo pode ser escrito através das expressões (3.1) - (3.12).

max
∑
s∈S

∑
r∈Rs

∑
t∈Ts

dsy
r
st (3.1)

∑
r∈Rs

∑
t∈Ts

yrst ≤ 1 ∀s ∈ S (3.2)
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∑
s∈Sc

∑
r∈Rs

t∑
l=t−d̄s+1|l∈Ts

yrsl ≤ 1 ∀c ∈ C,∀t ∈ Tc (3.3)

∑
s∈S|r∈Rs

t∑
l=t−ds+1|l∈Ts

yrsl ≤ 1 ∀r ∈ R,∀t ∈ T (3.4)

∑
s∈S

∑
r∈Rs\Rk

t∑
l=t−d̄s+1|l∈Ts

g1
sky

r
sl ≤ q1

k ∀k ∈ K1,∀t ∈ T (3.5)

∑
s∈S

∑
r∈Rs

∑
t∈Ts

g2
sky

r
st ≤ q2

k ∀k ∈ K2 (3.6)

∑
r∈Rs

yrst −
∑

a∈As
e|t∈Ta

e

wast ≤ 0 ∀s ∈ S, ∀e ∈ Es,∀t ∈ Ts (3.7)

∑
t∈Ts

∑
a∈As

e|t∈Ta
e

wast ≤ 1 ∀s ∈ S, ∀e ∈ Es (3.8)

∑
s∈S|e∈Es

t∑
l=t−d̄s+1|l∈Ts∩T e

a

wasl ≤ qa ∀e ∈ E,∀a ∈ Ae,∀t ∈ T ae (3.9)

yrst + wast +

t∑
l=t−d̄s̄+1|l∈Ta

e ∩Ts̄

(
yr̄s̄l + was̄l

)
≤ 3 ∀s, s̄ ∈ S, ∀e ∈ Es ∩ Es̄,∀a ∈ Ase ∩As̄e,

∀r ∈ Rs,∀r̄ ∈ Rs̄, brr̄ = 0,∀t ∈ T ae ∩ Ts (3.10)

yrst ∈ {0, 1} ∀s ∈ S, ∀r ∈ Rs,∀t ∈ Ts (3.11)

wast ∈ {0, 1} ∀e ∈ E,∀a ∈ Ae,∀s ∈ S,

∀r ∈ Rs,∀t ∈ T ae ∩ Ts (3.12)

O objetivo do problema é maximizar a utilização das salas de operação repre-

sentada, neste problema, como a soma do tempo total gasto com procedimentos

cirúrgicos.

As restrições (3.2) asseguram que uma cirurgia iniciará uma única vez. O principal

problema quando se maximiza o uso das salas em uma base diária é que uma

cirurgia pode ser postergada indefinidamente sem nunca ser agendada. No entanto,

ao usar um modelo na base diária, pode ser útil substituir a desigualdade por uma

igualdade e introduzir uma variável de folga na restrição (3.2). Isto possibilitaria

impor o agendamento de uma determinada cirurgia ao forçar o valor da variável

de folga a ser zero.



Caṕıtulo 3. Modelo determińıstico de programação de cirurgias 44

A realização simultânea de cirurgias é proibida pelas restrições (3.3) e (3.4). A

primeira é relativa ao cirurgião, enquanto a segunda é relativa ao uso da salas. Note

que um cirurgião pode iniciar outra cirurgia tão logo a duração do procedimento

cirúrgico terminar (d̄s), enquanto a sala só é liberada após ds peŕıodos.

As restrições (3.5) e (3.6) são restrições de capacidade para os recursos renováveis

e não renováveis, respectivamente. Sempre que uma cirurgia s é agendada para

iniciar no peŕıodo t ∈ Ts, um indiv́ıduo a ∈ Ase de cada tipo de recurso especiali-

zado e ∈ Es deve ser alocado (restrições 3.8). A alocação de recursos renováveis

especializados deve respeitar a janela de tempo T ae do indiv́ıduo a ∈ Ae, e ∈ Es
(restrições 3.9).

As restrições (3.9) limitam a quantidade de cirurgias que o indiv́ıduo a pode realizar

simultaneamente. Como mencionado anteriormente, a distância entre duas salas

interfere na possibilidade de um indiv́ıduo realizar duas cirurgias simultâneas. Se

o brr̄ = 0, a restrição (3.10) próıbe que um indiv́ıduo seja designado para realizar

as cirurgias s e s̄ simultaneamente nas salas r e r̄, respectivamente. Por fim, as

restrições (3.11) e (3.12) definem os domı́nios das variáveis.

3.3 Heuŕısticas baseadas em programação inteira

Em muitas aplicações práticas, formulações de programação inteira têm sido utili-

zadas para gerar boas, mas não necessariamente ótimas soluções como assinalado,

por exemplo, por Ball (2011) e Wolsey (1998).

Em testes preliminares, a solução do modelo apresentado obtida com o CPLEX

demonstrou-se dispendiosa computacionalmente. Uma vez que os testes realizados

também demonstraram que a relaxação linear do modelo proposto pode gerar bons

limites superiores para a solução ótima, foram desenvolvidos heuŕısticas baseadas

em programação inteira para obter boas soluções a custos computacionais menores.

Por esta razão, as relaxações foram utilizadas para propor heuŕısticas baseadas

em programação inteira. Estes procedimentos foram capazes de fornecer soluções

de boa qualidade. A partir da relaxação, como primeira etapa, as heuŕısticas

selecionam os candidatos à alocação de cirurgias para salas e peŕıodos. Na segunda
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etapa, um modelo reduzido é utilizado para obter a viabilidade da solução.

3.3.1 Heuŕıstica Relax-and-fix

Uma heuŕıstica do tipo Relax-and-fix, na qual apenas o conjunto de variáveis w

é relaxado, foi propósta. No primeiro passo o problema (3.1) a (3.11) é resolvido

através da relaxação linear de (3.12) para produzir um limite superior e definir um

conjunto de designações de cirurgias candidatas.

Seja ȳ o vetor ótimo (inteiro) encontrado a partir da relaxação de w. O conjunto

Υ é composto pelas cirurgias designadas pelo modelo relaxado, isto é, contém cada

cirurgia s para qual exista uma sala ηs e um peŕıodo τs para os quais ȳηssτs = 1.

As designações de cirurgias encontradas na primeira etapa são viáveis em termos de

sobreposição de recursos renováveis e não renováveis,isto é, respeitam as restrições

(3.2) a (3.6). Porém, não pode haver alocação viável de recursos especializados

que atendam as restrições (3.7) a (3.10).

Na segunda etapa, um modelo reduzido é resolvido para obter viabilidade. A ideia

geral é tentar alocar um recurso especializado para cada uma das cirurgias s ∈ Υ,

ou cancelar a designação caso não seja posśıvel realizar a alocação.

O conjunto de variáveis binárias was recebem valor igual a 1 se para s ∈ Υ for

designado um indiv́ıduo a ∈ Ase do conjunto de recursos especializados e ∈ Es, e

0 caso contrário. A variável w teve sua dimensão reduzida em relação ao modelo

original uma vez que a cirurgia s tem ińıcio já definido para τs caso esta seja

viabilizada. A variável cont́ınua zs naturalmente recebe 0 ou 1, 1 se a cirurgia

s ∈ Υ não for realizada e 0 caso contrário.

O conjunto Λs, s ∈ Υ, representa um conjunto das cirurgias com potencial conflito

com s, ou seja, é formado por toda cirurgia s′ ∈ Υ−{s} que está agendada para τs′ e

não terá sido finalizada em τs. Portanto, Λs = {s′ ∈ Υ−{s}|τs−ds′+1 ≤ τs′ ≤ τs}.
O conjunto Λ̄s é definido de maneira análoga, exceto que somente a duração do

procedimento cirúrgico d̄s é considerada. O modelo reduzido é descrito por (3.13)

- (3.18).
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min
∑
s∈Υ

dszs (3.13)

was +
∑

s′∈Λ̄s|a∈Ae
s′ ,τs′∈T

a
e

was′ ≤ qa ∀s ∈ Υ,∀e ∈ Es,∀a ∈ Aes, τs ∈ T ae (3.14)

was + was′ ≤ 1 ∀s ∈ Υ,∀s′ ∈ Λ̄s, bηsηs′ = 0,∀e ∈ Es ∩ Es′ ,

∀a ∈ Aes ∩Aes′ , τs ∧ τs′ ∈ T ae , qa > 1 (3.15)∑
a∈Ae

s | τs∈Ta
e

was + zs = 1 ∀s ∈ Υ,∀e ∈ Es (3.16)

0 ≤ zs ≤ 1 ∀s ∈ Υ (3.17)

was ∈ {0, 1} ∀s ∈ Υ,∀e ∈ Es,∀a ∈ Aes, τs ∈ T ae (3.18)

A função objetivo (3.13) minimiza a perda de ocupação gerada pela não con-

firmação das designações das cirurgias. O conjunto de restrições (3.14) limita o

número de cirurgias que um indiv́ıduo de um determinado tipo de recursos espe-

cializado e ∈ E pode realizar simultaneamente.

O conjunto de restrições (3.15) evita a situação onde um indiv́ıduo de um deter-

minado tipo de recurso especializado e ∈ E é alocado para realizar duas cirurgias

em salas não compat́ıveis.

O conjuto de restrições (3.16) garante que uma designação candidata só será con-

firmada se houver os recursos especializados alocados à cirurgia. O domı́nio das

variáveis é definido por (3.17) e (3.18). Uma vez que w é binária, (3.16) garante a

integralidade de z.

Ao final da segunda etapa a heuŕıstica retorna uma solução viável com uma

ocupação de
∑

s∈Υ ds(1− z̄s), onde z̄ é o vetor z ótimo para a formulação (3.13) -

(3.18).

A formulação (3.1) - (3.11) não precisa ser resolvida à otimalidade para se obter

boas soluções viáveis para o problema original. Foi identificado que é posśıvel

se obter soluções de boa qualidade resolvendo a primeira etapa com um gap de

otimalidade, por exemplo, de 5%.
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3.3.2 Heuŕıstica baseada em PL

Tentou-se obter uma lista maior de designações de cirurgias candidatas através

da relaxação de (3.1) - (3.12). Seja ȳ a solução ótima (não necessariamente in-

teira) para as variáveis y da relaxação linear. Dado uma cirurgia s ∈ S, seja

ηs a sala e τs o peŕıodo para o qual o maior valor de ȳ é obtido, i.e., (ηs, τs) =

arg max(r,t)∈Rs×Ts{ȳrst}.

O conjunto Υ = {s ∈ S | ȳηssτs ≥ ρ} agora possui cada cirurgia s para a qual a

variável de designação para ηs e τs é maior ou igual ao valor de ρ. O conjunto Γr,

r ∈ R, contém as cirurgias candidatas alocadas para a sala r, isto é, Γr = {s ∈
Υ|ηs = r}. Adicionalmente às restrições (3.7) - (3.10), o conjunto de designações

de cirurgias candidatas não é, necessariamente, viável em relação às restrições (3.3)

e (3.4), e às restrições de recursos (3.5) e (3.6).

Na segunda etapa, o modelo reduzido dado por (3.13) e (3.18) acrescido das res-

trições (3.19) - (3.22) é resolvido.

zs + zs′ ≥ 1 ∀c ∈ C,∀s ∈ Sc ∩Υ,∀s′ ∈ Sc ∩ Λ̄s (3.19)

zs + zs′ ≥ 1 ∀r ∈ R,∀s ∈ Γr,∀s′ ∈ Γr ∩ Λs (3.20)

g1
sk(1− zs) +

∑
s′∈Λ̄s | ηs′ 6∈Rk

g1
s′k(1− zs′) ≤ q1

k ∀k ∈ K1,∀s ∈ Υ, ηs 6∈ Rk (3.21)

∑
s∈Υ

g2
sk(1− zs) ≤ q2

k ∀k ∈ K2 (3.22)

As restrições (3.19) e (3.20) obrigam uma cirurgia a não ser realizada para todo

par de duas cirurgias conflitantes que possuem o mesmo cirurgião ou que foram

alocadas para a mesma sala. A primeira impede que um cirurgião inicie uma ci-

rurgia sem ter finalizado a anterior. A segunda garante que uma sala não será

alocada simultaneamente para duas cirurgias. As restrições (3.21) e (3.22) impe-

dem que a capacidade dos recursos renováveis e não renováveis, respectivamente,

sejam excedidas.
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4 Experimentos computacionais para o

PDSARC

Este caṕıtulo apresenta os experimentos computacionais realizados para testar os

procedimentos desenvolvidos para a solução do PDSARC proposto no caṕıtulo 3.

Inicialmente, a solução de um exemplo real baseado no sequenciamento de cirurgias

do hospital que motivou o estudo é apresentada. Posteriormente, a comparação

do desempenho das heuŕısticas desenvolvidas em 144 instâncias geradas com base

no caso real é apresentada.

4.1 Um exemplo real

Esta seção descreve um exemplo real para aplicação do modelo para o PDSARC.

Atualmente, no referido hospital são realizadas cerca de 30 procedimentos cirúrgicos

por dia. A ocupação média dos blocos é de 45 a 50%.

Boa parte dos recursos e operações necessários para o bom funcionamento do bloco

são externos a este (e.g. raio-x, exames de sangue, vagas no CTI, alocação de equi-

pes de enfermagem). O planejamento é realizado para um dia e definido com 48

horas de antecedência para inibir qualquer ińıcio de preparação pré-operatória

desnecessária. As demandas pelo uso da sala são enviadas com 72 horas de ante-

cedência.

A assessoria de planejamento decide sobre o local, horário e recursos alocados

para um determinado procedimento. Atualmente o hospital aloca as cirurgias às

salas sem a realização de um PMC. Entre duas cirurgias deve haver um tempo de

desinfecção. A duração da preparação da sala (setup) é de, em média, 30 minutos.

O caso estudado possui 64 cirurgias que significa, na prática, dois dias de sequen-

ciamento. A soma da duração de todas as cirurgias é 367 peŕıodos e a atividade

de limpeza da sala demanda 1 peŕıodo após cada cirurgia. Cada peŕıodo é relativo

a 30 minutos e o expediente (T ) é formado por 24 desses peŕıodos.
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No total, 43 cirurgiões estão envolvidos com este conjunto de cirurgias. Há dois

recursos renováveis, o microscópio e o intensificador de imagens, com 3 e 5 uni-

dades móveis, respectivamente. O intensificador de imagens também possui uma

unidade fixa em uma das salas. O recurso não renovável considerado é a unidade

de tratamento intensivo com disponibilidade de 7 leitos.

No hospital há 14 salas divididas em dois blocos para cirurgias eletivas. O bloco

principal possui 11 salas e o ambulatório possui 3 salas. A maioria das cirurgias,

no caso 57 do total de 64, deve ser realizada no bloco principal. Cirurgias card́ıacas

devem ser realizadas em uma sala espećıfica e a mesma restrição se aplica para

as cirurgias neurológicas que devem ser realizadas em uma outra sala espećıfica.

As salas espećıficas não são exclusivas para cirurgias card́ıacas e/ou neurológicas

podendo ser utilizadas por todos os outros tipos de cirurgias.

Os anestesistas foram considerados como recursos especializados. Dos 12 in-

div́ıduos existentes, 6 estão dispońıveis durante todo o dia. Dentre os restantes, 2

trabalham somente de manhã e outros 4 apenas na parte da tarde.

O conjunto de anestesistas que estão aptos à realização de uma determinada cirur-

gia foi definido de acordo com as preferências e as habilidades destes profissionais.

Eles podem realizar até duas cirurgias simultaneamente, desde que ocorram no

mesmo bloco cirúrgico.

O modelo de programação inteira foi capaz de resolver o caso relatado em 416

segundos utilizando um computador pessoal com processador Intel Core i3, 2.6

GHz com 4 GB de RAM.

A Figura 1 apresenta parte do sequenciamento obtido para o anestesista A2. Na

figura, é identificada a cirurgia (S), a sala para qual esta foi agendada (R), o

peŕıodo de ińıcio (ti) e de término (tf), o cirurgião (c), a necessidade do recurso

renovável intensificador de imagens (IImagem) e do recurso não renovável CTI

(CTI). Para as cirurgias realizadas por este anestesista não houve necessidade do

uso de recurso renovável microscópio. São marcados com ’X’ os peŕıodos em que

a cirurgia ocorrerá e com ’L’ o peŕıodo de limpeza subsequente à realização das

cirurgias. Percebe-se o uso intenso deste recurso especializado e que o mesmo

realiza duas cirurgias simultâneas em quase todo o expediente.
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S R ti tf C IImg Cti 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
i0S4 R11 8 11 C1 0 0 X X X X L
i0S7 R1 17 24 C2 0 1 X X X X X X X X
i0S12R1 3 8 C3 0 0 X X X X X X L
i0S14R8 21 24 C4 0 0 X X X X
i0S16R3 1 3 C5 0 0 X X X L
i1S1 R5 12 19 C6 0 0 X X X X X X X X L
i1S3 R5 1 2 C7 0 0 X X L
i1S20R5 4 5 C8 0 0 X X L
i1S22R9 6 7 C8 0 1 X X L
i1S24R1 10 15 C9 1 0 X X X X X X L

Figura 1 – Gráfico de Gantt para o anestesista A2 ∈ Ae

Na solução ótima do problema, 49 cirurgias foram agendadas utilizando 292 peŕıodos.

Isto equivale a uma utilização de 87%. Na prática, o agendamento de cirurgias é

feito de maneira manual e as taxas de utilização giram em torno de 45% a 50%.

A meta de utilização do bloco é de 60%.

4.2 Caracteŕısticas das instâncias de teste

Um total de 144 instâncias foram geradas. O número de salas e a quantidade de

recursos foram utilizados de acordo com o observado na prática, ou seja, 14 salas,

2 recursos renováveis e 1 recurso não renovável. O expediente é dividido em 24

peŕıodos de 30 minutos, |T | = 24. Foram considerados 6 cirurgiões. Os outros

parâmetros do modelo foram gerados aleatoriamente mas seguindo as dimensões

observadas na prática e detalhadas no exemplo real da seção 4.1.

O número de cirurgias variou de 40 a 90 com incremento de 10 cirurgias. Foram

definidos 8 cenários, descritos nas subseções a seguir. Para cada uma das 48 com-

binações (número de cirurgias × cenários) foram geradas 3 instâncias, totalizando

144.

4.2.1 Cenário Base

Os valores dos parâmetros utilizados por este grupo de instâncias, denominado HC,

foram gerados a partir de orientações fornecidas pelo corpo técnico responsável pela

programação de cirurgias do hospital que motivou o estudo.

As salas são divididas em dois blocos, um com 3 salas e outro com 11 salas.



Caṕıtulo 4. Experimentos computacionais para o PDSARC 51

Dentro de cada bloco, é permitido o uso simultâneo de recursos especializados

entre duas salas pelas cirurgias, i.e., brr̄ = 1 se r e r̄ são do mesmo bloco e 0 no caso

contrário. Há apenas um tipo de recurso humano especializado, os anestesistas,

com 10 indiv́ıduos, isto é, |E| = 1 e |A| = 10.

Para cada instância, entre 30% a 50% dos indiv́ıduos pertencentes a A são capazes

de realizar duas cirurgias simultaneamente (qa = 2), os demais podem realizar

apenas uma cirurgia por vez (qa = 1).

As durações das cirurgias foram geradas a partir de uma distribuição uniforme

discreta com no mı́nimo 1 e no máximo 11 peŕıodos. As cirurgias foram alocadas

aos cirurgiões de maneira aleatória. Cada cirurgia possui uma probabilidade de

90% de necessitar do recurso humano especializado. Em alguns casos, cirurgias

com anestesia local não necessitam do acompanhamento de um anestesista. A

composição dos conjuntos As foi feita aleatoriamente, assim como a definição do

conjunto Rs.

A necessidade de uso de um recurso renovável é definida aleatoriamente utilizando

uma probabilidade entre 10% e 20% para cada cirurgia. O mesmo ocorre para

os recursos não renováveis, mas com probabilidade de uso distribúıda entre 0%

e 15%. A disponibilidade de recursos foi definida a partir de uma distribuição

uniforme discreta com mı́nimo de 1 e máximo de 6 para os renováveis e mı́nimo

de 3 e máximo de 6 para o não renovável.

Uma sala possui probabilidade de 2% de possuir um recurso renovável instalado.

A quantidade necessária de um recurso para realizar uma cirurgia é de 1 quando

a cirurgia necessita do recurso. Isto é, g1
sk e g2

s possuem valores iguais a 0 ou a

1. Os cirurgiões e os recursos especializados, podem estar dispońıveis no peŕıodo

da manhã (peŕıodos de 1 a 12), da tarde (peŕıodos de 13 a 24) ou durante todo o

expediente (peŕıodos de 1 a 24).

4.2.2 Cenários de variação dos recursos especializados

Foram gerados três diferentes cenários de variação das caracteŕısticas dos recursos

humanos especializados. Esses conjuntos de instâncias são denominados HB, HA

e HE foram criados a partir do conjunto HC. Foram feitas alterações na compa-
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tibilidade entre salas, na cardinalidade de A, e na cardinalidade do conjunto E,

respectivamente.

Nas instâncias do tipo HB, as salas passaram a pertencer a um único bloco, mas

o parâmetro brr̄ assume o valor 1 apenas para salas adjacentes. Nas instâncias do

tipo HA o número de indiv́ıduos do conjunto A foi reduzido em 40%, passando de

10 para 6. No grupo HE foram considerados dois tipos de recursos especializados,

o tipo 1 já presente nas instâncias HC e o tipo 2 com |A| = 7.

Para cada instância, entre 30% e 50% dos indiv́ıduos pertencentes ao conjunto

A2 são capazes de realizar 2 cirurgias simultaneamente e cada cirurgia possui

uma probabilidade de 90% de necessitar deste tipo de recurso. Assim como nas

instâncias do tipo HC, a composição dos conjuntos As2 foi definida aleatoriamente.

Uma cirurgia pode necessitar dos dois tipos de recursos (81%), apenas um (18,9%),

ou nenhum deles (0,1%).

4.2.3 Cenários de variação da janela de tempo

Dois grupos de cenários de variação das janelas de tempo dos recursos foram

gerados a partir de HC. No grupo HL, as janelas de tempo foram relaxadas para

os cirurgiões e para as cirurgias, isto é, Tc = Ts = T . As janelas de tempo

dos recursos especializados permaneceram inalteradas, T ae ⊆ T . No grupo das

instâncias HS todas as janelas de tempo foram relaxadas.

4.2.4 Cenários combinados de variação da janela de tempo e dos re-

cursos especializados

A partir da combinação do conjunto de instâncias do tipo HL com os conjuntos

HB e HA, foram gerados os conjuntos HLA e HLB que tornam mais cŕıtico o uso

de recursos especializados.

Nestes cenários as janelas de tempo dos cirurgiões e das cirurgias foram relaxadas,

portanto, além de apenas os recursos especializados estarem sujeitos a restrições

de tempo, as instâncias tipo HLA possuem 40% menos indiv́ıduos e a instâncias

tipo HLB permitem o uso simultâneo destes recursos apenas em salas adjacentes.
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4.3 Parametrização dos experimentos computacionais

Todos os experimentos foram executados em um computador Intel Xeon X5690 @

3.47GHz com 24 processadores e 132 GB de RAM com sistema operacional Linux.

Todas as instâncias foram executas através do modelo de PLI, da heuŕıstica base-

ada em programação linear e da heuŕıstica Relax-and-Fix. A heuŕıstica Relax-and-

Fix foi executada resolvendo a primeira etapa na otimalidade e também resolvendo

a primeira etapa para um gap de 5% (denominada relax-and-fix 5% ).

Todos os métodos propostos foram codificados em AMPL e resolvidos utilizando

CPLEX versão 12.4. Para executar o CPLEX, utilizamos os parâmetros presolve

= 1 que habilita a execução do pré-solver, parallelmode = 1, para garantir uma

busca paralela em modo determińıstico, e timelimit = 21600 segundos que limita

o tempo de execução. A diretriz clocktype = 1 foi utilizada e significa que

a contagem de tempo considera o tempo gasto por todos os processadores, isto

é, a soma do tempo gasto em cada processador para resolver o problema. Por

exemplo, caso o tempo decorrido desde o ińıcio da execução do modelo tenha sido

1 hora e durante todo este tempo foram utilizados 2 processadores, então o tempo

informado para solução do modelo será de 2 horas.

As restrições (3.10) foram tratadas com o parâmetro lazy = 1 quando o modelo

inteiro foi executado e também na primeira etapa das heuŕısticas relax-and-fix. O

parâmetro mipemphasis foi definido como 1 para a primeira etapa da heuŕıstica

relax-and-fix 5% para priorizar a busca por soluções viáveis sobre a prova de oti-

malidade.

4.4 Resultados obtidos

Os resultados obtidos são apresentados nas tabelas (2) a (9). Para melhor apre-

sentação do texto, as tabelas se encontram ao final do caṕıtulo.

Todas as tabelas possuem a mesma estrutura. As duas primeiras colunas repre-

sentam a identificação e o número de cirurgias em cada instância (|S|). As três

próximas colunas apresentam os resultados para a execução do modelo de PLI

((3.1) - (3.12)). São apresentados o valor da função objetivo do maior limite infe-
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rior (LB), isto é, o número de peŕıodos de ocupação das salas da melhor solução

encontrada, o gap relativo de otimalidade desta solução (gap(%)), retornado pelo

CPLEX, e o tempo de execução (t), em segundos, para encontrar a referida solução.

O tempo informado é a soma dos valores solve user time e ampl user time ge-

rados pelo AMPL.

Entre a 6a e a 11a colunas são apresentados os resultados para a heuŕıstica baseada

em programação linear (Seção 3.3.2). São apresentados o limite superior (UB)

obtido na primeira etapa, o tempo necessário para se obter o limite superior (t)

solve user time retornado pelo AMPL, o limite inferior obtido após a etapa de

viabilização (LB) (solução do modelo reduzido (3.13) - (3.22)), tempo adicional

necessário para a viabilização (t) solve user time retornado pelo AMPL, o gap

percentual em relação ao limite superior obtido na primeira etapa, isto é, UB−LB
LB

(gap(%)) e o tempo total de execução (t) é representado em segundos demandados

para encontrar a solução, isto é, a soma dos valores solve user time (das duas

etapas) e ampl user time gerados pelo AMPL.

Entre a 12a e a 17a colunas são apresentados os resultados obtidos pela heuŕıstica

Relax-and-Fix e as colunas são apresentadas de maneira análoga às colunas de 6

a 11. O limite superior obtido é dado pela execução do modelo de PLIM com

a relaxação das restrições (3.12). E a solução viável é obtida pela execução do

modelo reduzido (3.13) - (3.18).

Nas ultimas três colunas são apresentados os resultados para a heuŕıstica Relax-

and-Fix 5%. São apresentados o limite inferior obtido após a etapa de viabilização

(LB) (3.13) - (3.22), o gap percentual relativo ao limite superior obtido na pri-

meira etapa (g(%) - que não é necessariamente igual ao limite superior obtido pela

primeira etapa da heuŕıstica Relax-and-Fix ), e o tempo total de execução (t) em

segundos para encontrar a solução, isto é, a soma dos valores solve user time

(das duas etapas) e ampl user time gerados pelo AMPL.

Observe que os valores das colunas g(%) são calculados exclusivamente com a

informação sobre o respectivo método e não sobre o melhor limite superior obtido.

Desta forma, cada coluna g(%) representa a garantia, a posteriori, de desempenho

de cada método. O gap médio em relação à solução ótima ou à melhor solução
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conhecida é apresentado para cada método na Tabela 10.

Na heuŕıstica baseada em programação linear, o limiar ρ pode ser utilizado como

parâmetro de tunning e define o tamanho do problema que será resolvido na se-

gunda etapa do algoritmo. Resultados preliminares mostraram que o modelo redu-

zido (3.13) - (3.22) é resolvido rapidamente. Por esse motivo, foi utilizado ρ = 0.01

para considerar quase todas as cirurgias com variável y ativa na relaxação linear do

modelo inteiro (3.1) - (3.12) na construção do conjunto Υ. Desta forma, uma quan-

tidade maior de possibilidades são fornecidas para a segunda etapa da heuŕıstica

sem resultar em aumento significativo do custo computacional.

A Tabela 2 contém os resultados obtidos para as instâncias do grupo HC. Foi

posśıvel resolver na otimalidade todas as instâncias deste grupo, mas o tempo

computacional necessário foi consideravelmente alto para algumas das instâncias.

Pela coluna UB da heuŕıstica baseada em programação linear, pode-se perceber

que o modelo gera bons limites de relaxação, isto é, a formulação é forte. No

entanto, os valores da relaxação linear não foram úteis para encontrar bons limites

inferiores na segunda etapa do algoritmo. A heuŕıstica baseada em programação

linear não foi capaz de gerar bons resultados, gerando gaps maiores que 10% para

a maioria das instâncias.

As heuŕısticas Relax-and-Fix foram bem eficientes para encontrar soluções próximas

da ótima neste conjunto de instâncias. Os tempos computacionais foram mode-

rados mas, exceto pela instância HC5, em todos os casos foi posśıvel encontrar

a solução ótima. No caso da instância HC5, embora o UB obtido pela primeira

etapa do método tenha sido equivalente ao valor ótimo, não foi posśıvel viabilizar a

alocação de recursos para o conjunto de cirurgias selecionado. O modelo reduzido

(3.13) - (3.18) rodou extremamente rápido. A Relax-and-Fix 5% se demonstrou

uma boa alternativa para conseguir bons resultados de maneira rápida. O método

encontrou 5 soluções ótimas e não gerou gaps maiores do que 5.4% para um tempo

aproximado de um minuto.

As Tabelas 3, 4 e 5 apresentam os resultados para as instâncias HB, HA e HE,

respectivamente. O parâmetro de compatibilidade entre salas e a cardinalidade de

E tiveram impacto no desempenho do modelo de PLI para resolver o problema.



Caṕıtulo 4. Experimentos computacionais para o PDSARC 56

Para quatro instâncias o modelo atingiu o tempo limite sem garantir a otimalidade

das soluções encontradas.

A heuŕıstica Relax-and-Fix teve bom desempenho nestes grupos de instâncias.

Foi encontrada a solução ótima para todas as instâncias de HB e de HE, com

exceção de HE5. Todos os tempos computacionais foram razoáveis, exceto para

a instância HE8 que demorou mais de 10 minutos. Da mesma forma, a Relax-

and-Fix 5% também teve bom desempenho apresentando gaps pequenos e tempos

computacionais razoáveis. A solução ótima foi encontra em 11 instâncias de HB e

8 de HE, sendo que em 5 dessas instâncias a otimalidade é provada pelo próprio

método Relax-and-Fix 5%.

Por outro lado, o conjunto de instâncias HA foi mais fácil de ser resolvido pelo

modelo de PLI devido ao número reduzido de variáveis. No entanto, as heuŕısticas

Relax-and-Fix apresentaram gaps maiores do que para os conjuntos discutidos

anteriormente, devido a redução das possibilidades de viabilização para a segunda

etapa.

Em termos de relaxação linear, o modelo ainda é capaz de fornecer limites estreitos,

mas a heuŕıstica baseada em programação linear teve um desempenho fraco, como

pode ser visto pelos elevados gaps.

Uma observação importante é que, para algumas instâncias, a relaxação linear exe-

cutada na primeira etapa da heuŕıstica baseada na programação linear demorou

mais do que a solução da primeira etapa das heuŕısticas Relax-and-Fix. Isto pode

ser explicado pelo fato de se utilizar o parâmetro lazy =1 para o conjunto de res-

trições (3.10). Foi observado através de experimentos que o tempo computacional

necessário para resolver a relaxação linear do modelo PLI sem as restrições (3.10)

é significantemente menor que para o modelo completo.

As Tabelas 6 e 7 apresentam os resultados das instâncias HL e HS, respectivamente.

Estas instâncias são mais dif́ıceis de se resolver devido à existência de um número

maior de variáveis após a relaxação da janela de tempo. Não foi posśıvel garantir

a otimalidade da solução para 10 instâncias de cada um dos cenários e sequer foi

posśıvel encontrar uma solução para a instâncias HL17.

Por outro lado, as heuŕısticas Relax-and-Fix geraram soluções com pequenos gaps
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para a maioria das instâncias. No entanto, estes resultados foram obtidos a ele-

vados custos computacionais e cinco instâncias continuam abertas: HL13, HL17,

HL18, HS5, HS17.

A heuŕıstica Relax-and-Fix 5% se apresentou como uma boa alternativa para es-

tas instâncias mais dif́ıceis. Com tempos computacionais razoáveis, foi capaz de

garantir gaps menores que 5% (incluindo 5 ótimas para HL e 6 para HS), exceto

para a instância HL17 que teve um custo computacional maior do que dos outros

casos.

As Tabelas 8 e 9 apresentam os resultados para as instâncias HLA e HLB, res-

pectivamente. Estes dois grupos possuem as instâncias mais dif́ıceis dentre os

experimentos.

Para a maioria das instâncias, não foi posśıvel garantir a otimalidade usando o

modelo de PLIM ou a heuŕıstica Relax-and-Fix. A heuŕıstica Relax-and-Fix 5%

demonstrou ser a melhor alternativa para lidar com esses grupos de instâncias.

Exceto para instâncias HLB17, o método garantiu gaps menores do que 7%. Para

maioria dos casos a solução foi gerada com tempos computacionais razoáveis.

A Tabela 10 apresenta uma visão geral do desempenho dos métodos em termos

de qualidade da solução e tempo computacional. A primeira coluna identifica o

cenário, em seguida, para cada método, é apresentado o valor máximo e o valor

médio dos gaps percentuais em relação à melhor solução encontrada, o número de

vezes que o método obtém a melhor solução do experimento e o tempo computa-

cional médio, em segundos.

A última coluna relata a quantidade de instâncias em cada cenário que permanecem

abertas após a aplicação dos testes. O gap é calculado como (BLB−LB)
LB

, onde BLB é

o valor da função objetivo para a solução ótima ou para a de melhor limite inferior

encontrada e LB é o melhor limite inferior obtido pelo método.

O gap não é definido quando o modelo de PLI não foi capaz de encontrar solução

viável para uma determinada instância dentro do tempo limite de 21600 segundos.

Isto foi observado para instâncias com a relaxação da janela de tempo, que são

mais dif́ıceis.
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Para cada cenário dentre HL, HS, HLA, e HLB, o modelo inteiro necessitou de

elevados tempos computacionais. Frequentemente o limite de 21600 segundos foi

atingido sem a prova de otimalidade. Como já foi observado, a heuŕıstica baseada

em programação linear não foi capaz de gerar boas soluções. A estratégia Relax-

and-Fix foi capaz de obter valores ótimos e próximos do ótimo para todos os

cenários. A heuŕıstica Relax-and-Fix obteve os melhores resultados embora tenha

necessitado de um tempo médio de 3 horas para os conjuntos de instâncias mais

dif́ıceis, HLAe HLB.

A heuŕıstica Relax-and-Fix 5% demonstrou-se uma alternativa efetiva para obter

pequenos gaps de otimalidade em tempos computacionais mais razoáveis (menor

que 1 hora).

A Figura 2 apresenta, em termos percentuais, a proporção entre o valor da melhor

solução encontrada e o limitante superior trivial definido pela soma das durações

de todas as cirurgias, isto é,
∑

s∈S ds. O gráfico (a) é referente às instâncias com

maior restrição da janela de tempo (HC, HB, HA e HE), equanto o gráfico (b)

refere-se aos demais conjuntos de instâncias.

A barra representa o percentual médio para cada uma das três instâncias de cada

cenário de quantidade de cirurgias |S|. Pode-se perceber que as instâncias não

são folgadas uma vez que a proporção percentual varia entre 25% e 60% para as

instâncias mais restritivas e entre 50% e 80% para instâncias menos restritivas.
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(a) Instâncias com janelas de tempo mais restritivas

(b) Instâncias com janelas de tempo menos restritivas

Figura 2 – Percentual de duração das cirurgias agendadas em relação à duração
total das cirurgias
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5 Programação dinâmica estocástica

O objetivo deste caṕıtulo é realizar uma breve revisão sobre o método de mode-

lagem e solução de problemas dinâmicos conhecido como Programação Dinâmica.

Esta ferramenta é especialmente útil em problemas onde é necessário tomar de-

cisões sequenciais de natureza correlata.

A idéia é fornecer uma base para que o leitor deste texto acompanhe, com mais

facilidade, o desenvolvimento dos caṕıtulos seguintes. Para um maior aprofun-

damento no tema recomenda-se, no entanto, que o leitor procure bibliografias

já consagradas na área como, por exemplo, Bertsekas (2005), Bertsekas (2012) e

Powell (2011).

A programação dinâmica lida com problemas onde as decisões são feitas em estágios.

Um aspecto chave destas situações é que a decisão não pode ser vista de maneira

isolada e, portanto, deve-se balancear a minimização dos custos presentes com a

minimização dos custos futuros (BERTSEKAS, 2005).

A ferramenta possui grande flexibilidade de modelagem, caracteŕıstica que a torna

extremamente poderosa em termos de aplicação, mas ao mesmo tempo exige um

elevado grau de especialização do modelador, fato este que muitas vezes limita a

popularização desta técnica.

Outra grande vantagem desta técnica é que ela é capaz de lidar bem tanto frente a

problemas determińısticos quanto com decisões mediante incerteza. No entanto, na

maioria dos casos, o tamanho de um problema modelado através de Programação

Dinâmica cresce muito rapidamente, o que dificulta a solução de instâncias reais

do problema. Este crescimento é conhecido como Maldição da Dimensão (curses

of dimentionality).

Do ponto de vista gerencial, ser capaz de estimar o desempenho do sistema nos

diversos cenários de realização da incerteza e o uso de um gerenciamento ativo,

isto é, a reação frente a mudanças nos parâmetros iniciais do problema, são formas

de contornar o efeito causado pela incerteza.
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Considerar a existência do gerenciamento ativo significa realizar um planejamento

inicial sabendo que no futuro este será alterado de maneira ótima para lidar com

os novos cenários de informação.

Segundo Bertsekas (2005), o resultado de uma decisão tomada no presente pode

não ser totalmente previśıvel e, neste caso, a obtenção da solução ótima deve

considerar a ocorrência dos custos presentes e a esperança dos custos futuros,

assumindo que decisões ótimas serão tomadas em estágios futuros tendo em vista

as informações dispońıveis a cada momento.

Em outras palavras, o tratamento do problema como um problema de programação

dinâmica estocástica permite o gerenciamento ativo e uma representação mais

adequada da situação frente a cenários de incerteza. A existência do gerenciamento

ativo é o que difere a programação dinâmica estocástica de uma programação

estocástica estática. Apesar de admitir incerteza nos parâmetros, a programação

estocástica estática não considera a reavaliação da decisão a partir da realização,

no futuro, da incerteza. Tal reavaliação é o que define o gerenciamento ativo.

5.1 Elementos de um problema de Programação Dinâmica

Estocástica

Embora, como já argumentado, a Programação Dinâmica possua grande flexibi-

lidade em termos de modelagem, os elementos que serão descritos a seguir são

parte de framework no qual se baseia a técnica. Mesmo com diversos formatos,

tais elementos estão presentes em todos os problemas de Programação Dinâmica

Estocástica.

5.1.1 Estado e Estágio

Os problemas de programação dinâmica sempre tratam de sistemas dinâmicos de

eventos discretos ou a tempo cont́ınuo. No caso discreto, os eventos podem ser

interpretados como instantes discretos de tempo, estágios de decisão ou ocorrência

de um evento de interesse.
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O estágio é definido como um instante de tempo onde o sistema pode ser avaliado.

Em todos os estágios, as informações do sistema necessárias para descrevê-lo e,

portanto, avaliá-lo definem o estado do sistema no instante corrente. O estado,

representado neste caṕıtulo por x(t), deve conter tão somente o que for necessário

para caracterizar o sistema.

Em problema clássico de gestão de estoques, o estado pode, por exemplo, ser o

ńıvel de estoque de um determinado ı́tem. No caso do sequênciamento de cirurgias,

o estado deverá conter, entre outras, informações sobre o agentamento de cirurgias

e sobre a disponibilidade dos recursos.

5.1.2 Ação

O conjunto de ações definem as posśıveis decisões tomada em cada um dos estágios

do processo. Através destas ações, é possivel controlar parcialmente a dinâmica

do sistema. São as variáveis de decisão do problema e são representadas neste

caṕıtulo por u(t).

No caso do sequenciamento de cirurgias, a ação que representa o agendamento de

uma cirurgia s para uma sala r iniciando em um peŕıodo t pode ser modelada

através da variável binária ysrt, por exemplo.

5.1.3 Poĺıtica

Em programação dinâmica, o termo poĺıtica refere-se à uma regra (ou função) que

determina a decisão a partir da informação dispońıvel no estado em que o sistema

se encontra (POWELL, 2011). Uma poĺıtica é dita ótima se for capaz de encontrar

a melhor solução posśıvel para o problema em qualquer estado do sistema.

Powell (2011) agrupa, inicialmente, as poĺıticas em quatro categorias, descritas a

seguir.

• Poĺıticas mı́opes - Otimiza o objetivo no estágio atual sem estimar e/ou

considerar qualquer informação ou ação futura.
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• Poĺıticas Lookahead - Otimiza o objetivo em um horizonte de tempo combi-

nando estimativas de informações futuras com ações futuras.

• Poĺıticas baseadas em aproximação de regras (Policy funcion approximati-

ons) - é a aplicação direta de uma regra para obter uma ação a partir de

um estado sem qualquer tipo de procedimento de otimização e sem utilizar

estimativas de informações futuras.

• Poĺıticas baseadas em aproximação do valor da função (Value funcion appro-

ximations) - Considera o impacto das decisões em um estado futuro através

da aproximação do valor de se estar neste estado no futuro.

As caracteŕısticas destes quatro grupos elementares podem ser combinadas para

obter poĺıticas mais elaboradas. Tanto as poĺıticas do tipo Lookahead quanto as

poĺıticas baseadas em aproximação do valor da função buscam incorporar elemen-

tos futuros na decisão presente. A diferença é que a última busca especificamente

aproximar o valor de se estar em um estado para poder aproveitar a estrutura da

equação de Bellman.

Destaca-se a diferença entre os termos mı́ope e guloso. Uma poĺıtica é dita mı́ope

se não considera a informação e o impacto da decisão atual nos estágios futuros e é

dita gulosa se realiza a otimização com base em uma representação incompleta do

objetivo do problema. As poĺıticas baseadas em aproximação do valor da função

são gulosas, mas não mı́opes.

5.1.4 Informações Exógenas

Sã informações que não são conhecidas à priori e representam as incertezas do

processo. Neste caṕıtulo serão representadas por w(t). Podem ser, por exemplo, a

duração incerta de uma cirurgia.

5.1.5 Transição

A função de transição determina como o sistema evolui ao longo dos estágios de

decisão. Esta função determina a dinâmica do processo. Sendo x(t) o estado pre-

sente, sua configuração depende do estado do sistema no estágio anterior (x(t−1)),
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da decisão tomada (ou controle aplicado) no último estágio(u(t−1)) e também da

influência de um parâmetro aleatório(w(t)).

Desta forma a dinâmica descrita pela equação abaixo representa a evolução do

sistema após aplicação do controle (u(t)) no estágio t para um outro estado no

estágio t + 1.Na equação 5.1, f(x(t), u(t), w(t+1)) representa uma função recursiva

para o estado no peŕıodo t+ 1 com base nas informações passadas.

x(t+1) = f(x(t), u(t), w(t+1)) (5.1)

5.2 Objetivo

O objetivo do problema é minimizar uma função de custo com base em decisões

tomadas ao longo dos estágios (u(t)). O custo de cada estágio é dado em função

do estado em que o sistema se encontra e também das decisões tomadas.

Definiremos a função g(x(t), u(t)), como o custo de aplicar o controle u, no estágio

t, estando no estado x mediante a ocorrência de uma w.

No estágio final (Tmax) nenhuma decisão será tomada e um custo terminal gTmax(x
(Tmax))

será gerado, este custo pode representar um prêmio ou penalidade imposto pelo

modelo de se chegar ao estágio final no estado x(Tmax). Sendo assim, o custo total

G(x(0)) é representado por:

G(x(0)) = gTmax +
Tmax−1∑
t=0

gt(x
(t), u(t)) (5.2)

O objetivo do problema é minimizar o custo total, no entanto, devido à presença

dos parâmetros aleatórios (w(t)) não é posśıvel garantir esta minimização. Em con-

textos onde a incerteza está presente, a decisão deve ser tomada com a informação

dispońıvel e por este motivo, o objetivo do problema passa a ser a minimização da

função que representa o custo esperado do sistema.

Seja ν = {u1, u2, . . . , uTmax} como um conjunto de decisões aplicadas nos estágios

t = 1, . . . , Tmax e também J
(0)
ν (x(0)) como o custo mı́nimo esperado de se aplicar o
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conjunto de decisões ν partindo do estado inicial x(0). O Objetivo é dado por 5.3,

onde EW [] representa a esperança matemática para as incertezas W .

Objetivo: J (0)
ν (x(0)) = min

ν

{
EW

[
gTmax +

Tmax−1∑
t=0

gt(x
(t), u(t))

]}
(5.3)

Desta maneira, o objetivo pode ser interpretado como encontrar a sequência de

decisões ν que minimize o valor de J
(0)
ν (x(0)) para o problema e a função objetivo

descrita conforme 5.3.

Em problemas estocásticos é fácil perceber que não é posśıvel definir a priori o

conjunto ν∗, isto ocorre porque a melhor decisão em qualquer estágio t depende

do valor de x(t) que é uma variável aleatória que terá valor conhecido apenas no

instante t.

Uma poĺıtica π será definida como uma sequência de funções µt(x
(t)) que selecio-

nam os valores de u(t)(x(t)) para um dado estado x(t) em cada estágio. Representa-

remos uma poĺıtica qualquer π = {µ1(x1), µ2(x2), . . . , µTmax(x
(Tmax))} e a poĺıtica

ótima será dada pelo valor de π∗, expressão 5.4.

π∗ = arg min
π

{
J (0)
π (x(0))

}
(5.4)

5.3 Métodos para solução

Para alguns problemas, a modelagem via programação dinâmica pode, a partir

de procedimentos anaĺıticos, gerar como resposta poĺıticas ótimas para um pro-

blema espećıfico sem que seja necessário a execução de algoritmos para encontrar a

poĺıtica ótima a cada nova instância do problema ((BERTSEKAS, 2005)). Em ou-

tras palavras, o uso da programação dinâmica é, em alguns casos, capaz de extrair

do problema resultados gerais que servirão como regras básicas para a tomada de

decisão.

Para a maioria dos problemas, no entanto, é necessário que seja constrúıdo um

algoritmo para ser executado a cada instância do problema. Antes de apresentar

algoritmos para a solução de problemas de programação dinâmica, é necesário
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que seja definido o Prinćıpio da Otimalidade de Bellman, que é baseado em um

conceito intuitivo e de fácil entendimento apresentado a seguir:

Prinćıpio da Otimalidade de Bellman

Seja π∗ = {µ∗1(), µ∗2(), . . . , µ∗Tmax()} para um de-

terminado problema e x(t) um estado posśıvel

de ocorrer utilizando a poĺıtica π∗, o subpro-

blema envolvendo os estágios k = t, . . . , Tmax

que tem como estágio inicial x(t) terá como

poĺıtica ótima a poĺıtica parcial π∗t:Tmax =

{µ∗t (), µ∗t+1(), . . . , µ∗Tmax()}

A consequência direta deste prinćıpio é o fato de que a solução de um problema de

programação dinâmica pode ser encontrada resolvendo de forma recursiva os sub-

problemas para os estágios que se situem a jusante do estado corrente e utilizando

o resultado como entrada para a solução do presente.

Formalmente, imagine um subproblema que se inicia no estágio t ([t : Tmax]), o

custo total de ir de t até Tmax (G(x(t))) é dado pela equação 5.2 adaptada ao

horizonte do subproblema, equação 5.5.

G(x(t)) = gTmax +
Tmax−1∑
t=t

gt(x
(t), u(t)) (5.5)

Utilizando a relação 5.1, o custo mı́nimo deste subproblema, iniciando no estado

(x(t)) é dado por 5.6.

J
(t)

ν(t:Tmax)

(
x(t)

)
= min

ν(t:Tmax)
EW (t+1:Tmax)

g(t)(x(t), u(t)) +
∑

k∈{t+1:Tmax}
gk(x(k), u(k))


= min

ν(t:Tmax)

g(t)(x(t)) + EW (t+1:Tmax)

 ∑
k∈{t+1:Tmax}

gk(x(k), u(k))


= min

u(t)

{
g(t)(x(t), u(t)) + EW (t+1:Tmax)

[
J

(t+1)

ν(t+1:Tmax)

(
x(t+1)

)
|x(t), u(t)

]}
,

∀t ∈ {0} ∪ T (5.6)
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E a poĺıtica ótima para o subproblema [t : Tmax] é a união do controle ótimo para

o estado t (µ∗t ()) com a poĺıtica ótima do estágio t+ 1, expressão 5.7.

π∗[t:Tmax] = {µ∗t ()} ∪ π∗[t+1:Tmax] (5.7)

O custo J
(t)
π∗ (x(t)) representa o menor custo posśıvel para ir do estágio t ao Tmax e

é conhecido como cost-to-go.

Um problema de programação dinâmica em horizonte finito é um problema definido

para um número finito de estágios de decisão com valor terminal conhecido para

cada posśıvel estado terminal (gTmax). Para estes casos, o prinćıpio de Bellman

nos leva diretamente para ao método de solução chamado Backward Dynamic

Programming Algorithm.

O método é um algoritmo recursivo que consiste em realizar a avaliação dos estados

a partir do estágio terminal até o estágio inicial, em um movimento “para trás”no

horizonte de tempo. O passos deste método estão especificados no Algoritmo

1. Em problemas determińısticos podemos encontrar a solução ótima também

através de uma função Foward que soluciona o problema a partir da solução de

subproblemas iniciais (BERTSEKAS, 2005).

Em alguns problemas problemas determińısticos de natureza combinatória, a mo-

delagem via programação dinâmica pode auxiliar a construção de um algoritmo

eficiente para encontrar a solução ótima do problema, como é o caso de Wagner e

Whitin (1958), Kumar e Muthuraman (2004) e Li et al. (2004) ou uma heuŕıstica

para o problema, como fez Bollapragada e Morton (1999).
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1 ińıcio

2 inicialize J (Tmax)(x) = gTmax(x) : ∀x ∈ XTmax ;

fim

3 para todo t ∈ {Tmax − 1..0} faça

4 para todo x ∈ Xt faça

5 J (t)(x)← minu

{
g(x, u) +

∑
x′∈Xt+1

P(x′|x, u)J (t+1)(x′)
}

;

fim
fim

6 retorna J (0)(x(0)) e u(0)∗ ;

Algoritmo 1: Backward Dynamic Programming Algorithm

Uma vez que o valor de todos os estados no estágio terminal J (Tmax) é conhecido,

é posśıvel calcular o valor de todos os posśıveis estados no estágio anterior t =

Tmax−1 através da equação do passo 5. Esta lógica é utilizada até que o algoritmo

atinja o estágio 0. A otimalidade deste método é garantida pelo prinćıpio de

Bellman, no entanto, o método enumera todos os posśıveis estados a cada estágio.

Quando o número de estágios é infinito, o problema só é solucionável quando se

pode comparar o valor de um estado no futuro com o valor do estado no presente

através da aplicação de um fator de desconto γ ∈ [0, 1). Isto garante a convergência

da busca e implica que custos e valores de decisões presentes possuem importância

maior do que custos e valores de decisões futuras. Neste caso, a relação apresentada

pela equação 5.6 passa a ser descrita pela equação 5.8.

J(t)
(
x(t)

)
= min

u(t)

{
g(t)(x(t), u(t)) + γEW (t+1:Tmax)

[
J(t+1)

(
x(t+1)

)
|x(t), u(t)

]}
, ∀t (5.8)

Outras caracteŕısticas comumente encontradas em problemas de horizonte infinito

são a estacionariedade ou a ciclicidade dos parâmetros. A estacionariedade implica

que os parâmetros do problema não se alteram com os estágios, e a ciclicidade

significa que a alteração se dá em ciclos. Para problemas estacionários, a relação

da equação 5.8 é descrita por 5.9.
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J (x) = min
u

{
g(x, u) + γEW

[
J
(
x′
)
|x, u

]}
(5.9)

Mesmo um problema de programação dinâmica estacionário/ćıclico definido para

um horizonte infinito descontado não é posśıvel utilizar o Algoritmo 1 por se tratar

de um método enumerativo. Os algoritmos Value Iteration Algorithm (2) e Policy

Iteration Algorithm (3) são os métodos mais utilizados para resolver problemas de

horizonte infinitos descontados.

1 ińıcio

2 inicialize J0(x) = 0 : ∀x ∈ X;

3 inicialize n = 1;

fim

4 enquanto ||Jn − Jn−1|| ≥ ε(1−γ)
2γ

faça

5 n = n+ 1;

6 para todo x ∈ X faça

7 Jn(x)← minu
{
g(x, u) + γ

∑
x′∈X P(x′|x, u)Jn−1(x′)

}
;

fim
fim

8 Seja πε a poĺıtica resultante do passo 7 e Jε o vetor de valores para cada

estado;

9 retorna { Jε, πε} ;

Algoritmo 2: Value iteration Algorithm

No Value Iteration Algorithm (VIA - Algoritmo 2), ε é uma constante de tolerância

(ε ∼ 0), γ é o fator de desconto do problema e o operador ||v|| é a norma máxima do

vetor v expressa pela equação 5.10. A versão do método descrito é a apresentada

por Powell (2011)(pág. 69). A ideia do algoritmo é estimar o valor de estar em

um estágio x iterativamente, até que o maior desvio encontrado seja menor do que

o critério de convergência ε(1−γ)
2γ

. Powell (2011) apresenta a prova de convergência

para o algoritmo e variações do método.
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É importante observar que antes que o critério de convergência seja atingido, os

valores Jn estão sendo aproximados, isto é, não são os valores exatos. Os erros

provenientes desta aproximação leva à geração de poĺıticas subótimas ao longo das

iterações até que o critério de convergência seja alcançado.

||v|| = max
x∈X
|v(x)| (5.10)

A seguir, Algoritmo 3 apresenta um método alternativo ao VIA. Trata-se do

Policy Iteration Algorithm(PIA) e a versão descrita é a apresentada por Powell

(2011)(pág. 74). A poĺıtica π é definida, neste algoritmo, como a aplicação de

uma decisão u(x) para cada um dos posśıveis estados do sistema x ∈ X. P π e cπ

são respectivamente a matriz estacionária da transição de estados e o e o vetor de

custos de aplicação da poĺıtica π. A operação realizada no passo 6, refere-se ao

cálculo do valor de se estar em um determinado estado a partir de uma poĺıtica e

é detalhada por Powell (2011) na página 68.
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1 ińıcio

2 selecione uma poĺıtica π0;

3 inicializar n = 1;

fim

4 encontre a matrix de transição P πn−1
;

5 encontre o vetor de custo cπ
n−1

associado ao uso da poĺıtica πn−1;

6 resolva (I − γP π)Jn = cπ
n−1

para Jn ;

7 encontre a poĺıtica πn definida de forma que

un(x) = arg minu(G(u, x) + γP πJn);

8 se πn = πn−1 então

9 retorna { πn} ;

fim

10 senão

11 volte ao passo 4;

fim

Algoritmo 3: Policy Iteration Algorithm

No PIA, uma poĺıtica é escolhida e então o valor de estar em cada um dos estados

x ∈ X é calculado. A partir do cálculo destes valores (Jn), uma nova poĺıtica

é encontrada, passo 7. Em contraste com o VIA, o PIA parte de uma poĺıtica

arbitrária e encontra os valores de exatos de J a cada iteração e a partir destes,

atualiza a poĺıtica utilizada. Powell (2011) argumenta que o PIA é mais fácil de ser

implementado e que, considerando o número de iterações, converge mais rapida-

mente. No entanto, além do passo 7, o passo 6 possui elevado custo computacional

o que pode inviabilizar o uso método quando o número de estados é grande.

5.4 Maldição da Dimensão

O principal problema da programação dinâmica estocástica é a maldição da di-

mensão (curses of dimensionality).O rápido crescimento do problema se deve à

três fontes: (i) dimensão da variável que representa o estado do sistema; (ii) di-
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mensão do conjunto de ações realizáveis e (iii) dimensão do conjunto de caminhos

aleatórios que modelam as incertezas do processo.

Em um problema com um estado de dimensão n onde cada variável de estado

tenha, por exemplo, x valores posśıveis há, inicialmente, xn estados diferentes a

cada estágio de decisão. Suponha também que cada estado possua m variáveis

de decisão associada com y valores cada e que uma vez aplicada a ação o resul-

tado dependa de l fontes de incerteza representadas por variáveis aleatórias com

z posśıveis sáıdas. A expansão da árvore de possiveis caminhos possuirá, a cada

estágio, xnymzl ramos saindo de cada nó de estado.

Para um problema de horizonte finito com T estágios, o algoritmo Backward deverá

avaliar (xnymzl)T−1
xnymzl−1

estados. Considerando um problema extremamente pequeno

com T = 5, n = m = l = 2 e x = y = z = 2 (Problema 1) sendo executado em

um computador com um único processador de 1.0GHz e supondo seja necessário

apenas uma operação para avaliar cada nó da rede, seriam necessários apenas

0,02 segundos para executar o algoritmo Backward. No entanto, em um problema

ligeiramente maior (Problema 2), com x = y = z = 4 seriam necessários 3,26

dias e em um problema mais realista (Problema 3), ainda assim pequeno, com

x = y = z = 10, 32 milhões de anos!

O Algoritmo Backward faz uma busca em profundidade, sendo necessário arma-

zenar apenas uma pequena parte da árvore para a realização dos cálculos. No

entanto, caso quiséssemos armazenar toda a árvore de estados necessitaŕıamos de

68,2 MB; 1,27PB e 4YB para os problemas 1, 2 e 3, respectivamente, considerando

que a codificação do estado fosse feita utilizando um número inteiro por dimensão

ao custo de 4 Bytes por inteiro. A Tabela 11 sumariza os valores apresentados.

Problema x = y = z =?
Tempo computacional
(Backward)

Necessidade de memória
para representação de
toda a árvore de estados

1 2 0,02 s 68,2 MB
2 4 3,26 dias 1,27 PB
3 10 32 milhões de anos 4 YB

Tabela 11 – Maldição da dimensão
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No caso de problemas estacionários com o horizonte infinito descontado, o uso do

método exato VIA demandaria a solução de um problema de otimização (passo 7)

para cada estado a cada iteração até a convergência do algoritmo. Considerando os

exemplos de problemas citados, seriam xnymzl problemas equivalente à 64, 4096

e a 106 problemas por iteração, respectivamente. A utilização do método PIA

implicaria, adicionalmente, na inversão de uma matriz quadrada de dimensão xn

(64, 4096 e a 106) a cada iteração do método.

5.5 Aproximação de Programação Dinâmica

A maldição da dimensão gerou a necessidade do desenvolvimento de novos métodos

para solucionar problemas reais de programação dinâmica estocástica. Tanto

Powell (2011) quanto Bertsekas (2012) consideram que o fundamento básico da

aproximação de programação dinâmica consiste em tentar resolver o problema do

ińıcio para o fim, isto é, utilizando o Algoritmo Foward Dynamic Programming.

Para encontrar o valor de estar no estágio x(t) ( J (t)(x(t))) deve-se resolver a equação

de Bellman para x(t) (5.6) que pode ser escrita, de maneira mais geral, como 5.11.

J(t)
(
x(t)

)
= min

u(t)∈Ξ(t)

g(t)(x(t), u(t)) + γ
∑

x′∈X(t+1)

P
(
x′|x(t), u(t)

)
J(t+1)

(
x′
) ,

∀t ∈ {0} ∪ T (5.11)

Em 5.11, Ξ(t) é o conjunto das ações posśıveis em t, X(t+1) o conjunto de todos os

estados posśıveis para t + 1 e γ o fator de desconto. Uma vez que, no geral, não

é posśıvel percorrer todos os estados do sistema, a Aproximação de Programação

Dinâmica (APD) busca estimar o valor da aplicação de uma ação através da si-

mulação de caminhos aleatórios para o futuro a partir de x(t) e u(t). Além disto, o

valor de J (t+1) (x′) não é conhecido de maneira exata e, por este motivo, necessita

de ser aproximado por J (t+1) (x′) a partir de informações coletadas ao longo das

iterações do algoritmo desenvolvido.

Powell (2011) (pág. 147) apresenta um framework genérico para a construção de

um algoritmo de Aproximação de Programação Dinâmica. O Algoritmo 4 apre-
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senta esta estrutura. O autor argumenta que os métodos de APD podem ser vistos

como “Simuladores Otimizantes” e podem ser utilizados tanto para resolver

problemas de programação dinâmica quanto para otimizar processos simulados de

maneira inteligente.

1 ińıcio

2 inicialize um estado inicial x(0),1;

3 inicialize uma função de aproximação

J
(t)
0

(
x(t)
)
, ∀x(t) ∈ X(t) ∀t ∈ {0} ∪ T ;

4 inicialize n = 1;

fim

5 enquanto não atingir o critério de parada faça

6 gere um caminho aleatório ωn ;

7 para todo t ∈ {0} ∪ T faça

8 Otimização: encontre a decisão ótima (u(t),n)∗;
9 Simulação: utilize ωn e (u(t),n)∗ para encontrar x(t+1),n;

fim

10 atualize J
(t)
n

(
x(t)
)
, ∀t ∈ {0} ∪ T ;

fim

11 retorna J
(t)
n

(
x(t)
)
, ∀x(t) ∈ X(t) ∀t ∈ {0} ∪ T ;

Algoritmo 4: Estrutura geral de um algoritmo de aproximação de pro-

gramação dinâmica

Os principais desafios decorrentes da construção de métodos para resolver pro-

blemas de programação dinâmica estocástica consistem no desenvolvimento do

modelo de simulação (passos 6 e 9), o procedimento para solução dos subproble-

mas de otimização (passo 8) e na definição do método de aproximação de J (t)

(passo 3). Usualmente, o método de aproximação de J (t) é feito a partir de re-

gressão dos valores obtidos a cada iteração tendo como predecessores indicadores

que represente parte das informações contidas no estado avaliado. Por exemplo,

em agendamento de cirurgias, um indicador que pode ser utilizado é a ocupação
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das salas nos próximos peŕıodos.

Outro grande desafio é a solução do trade-off entre diversificação e intensificação

(Exploration vs Exploitation) durante o processo de aproximação da função J (t).

A diversificação permite refinar a função de aproximação através do conhecimento

do espaço de estado e soluções. Por outro lado, o processo de intensificação busca

uma boa solução a partir da aproximação corrente.

No Caṕıtulo 6, um modelo para problema dinâmico estocástico diário de sequenci-

amento e alocação de recursos em cirurgias (PDEDSARC) será apresentado, assim

como métodos para sua solução. Os métodos desenvolvidos se baseiam no Policy

Iteration Algorithm (PIA) Aproximado por Regressão Linear Múltipla. Os resul-

tados dos testes computacionais são discutidos no Caṕıtulo 7.
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6 Modelo dinâmico estocástico para o se-

quenciamento e alocação de recursos

em cirurgias

6.1 Modelo proposto

A abordagem determińıstica utilizada no Caṕıtulo 3 não é capaz de considerar

incertezas como a duração dos procedimentos e a chegada de cirurgias urgentes.

É necessário observar, no entanto, que os recursos dispońıveis para a realização

de cirurgias eletivas devem ser compartilhados com cirurgias urgentes. Variações

no tempo previsto para realização dos procedimentos podem inviabilizar o pla-

nejamento inicial ou torná-lo subótimo no decorrer do expediente. É necessário

o desenvolvimento de métodos de solução que sejam capazes de lidar com estas

caracteŕısticas.

A partir de uma simplificação do modelo para o PDSARC determińıstico, apresen-

tado no Caṕıtulo 3, o problema foi reformulado para introduzir incertezas e consi-

derar a dinamicidade do processo chegando assim, a um modelo para o problema

dinâmico estocástico diário de sequenciamento e alocação de recursos em cirurgias

(PDEDSARC), proposto neste caṕıtulo. As simplificações foram necessárias para

tornar tratável o subproblema de otimização avaliado a cada estágio e possibili-

tar, com isso, o uso da abordagem dinâmica estocástica. Não foi considerada a

existência dos recursos humanos especializados, bem como todas as caracteŕısticas

do problema modelado no Caṕıtulo 3 relacionadas a estes elementos.

No modelo desenvolvido, as cirurgias podem ser realizadas durante todo o dia,

mas devem inicialmente ser planejadas para serem executadas dentro da janela de

tempo representada pelo conjunto T = {1..Tmax}. Os elementos t ∈ T representam

o ińıcio de cada uma das Tmax frações de hora pertencentes ao expediente do dia.

Por exemplo, o expediente pode ter ińıcio às 7 horas da manhã e término às 19
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horas. Dividindo o tempo em fração de 30 minutos, temos o expediente represen-

tado pelo conjunto T = {1..24}. Às 7h da manhã tem-se t = 1, 7h30 t = 2, 12h

t = 11 e às 18h30 inicia-se o último peŕıodo, t = 24. Ao ińıcio de cada peŕıodo,

após a realização da incerteza, uma decisão é tomada.

Os peŕıodos de discretização do expediente diário t ∈ T coincidem com os instantes

de tempo onde o sistema será avaliado e o planejador poderá tomar decisões.

Desta forma, os peŕıodos de discretização são também os estágios de decisão do

problema. Cabe ressaltar que o estágio t = 0 representa o peŕıodo anterior ao

ińıcio do expediente diário e que, embora exista uma decisão a ser tomada nesse

instante de tempo, o intervalo [0, 1) não faz parte do expediente, isto é, não pode

ser utilizado para o agendamento de cirurgias. O objetivo do problema é planejar

e controlar o sequenciamento de cirurgias e a alocação de recursos em um bloco

cirúrgico de forma a minimizar o custo total durante um dia.

Por se tratar de uma abordagem dinâmica, assumimos que ao ińıcio de cada peŕıodo

o analista poderá decidir alterar o planejamento inicial frente ao novo cenário.

Isto porque, ao ińıcio de cada peŕıodo, novas informações são reveladas a partir da

realização de incertezas. Podem chegar cirurgias urgentes ou uma cirurgia pode

terminar antes do previsto ou demorar mais que o esperado.

A cada peŕıodo o analista poderá remarcar uma cirurgia previamente agendada,

mas que ainda não se iniciou, isto é, alterar o horário de ińıcio ou a alocação

de algum recurso; poderá também cancelar uma cirurgia agendada e não inici-

ada. Nesse caso, não será posśıvel realizar uma remarcação posterior; e também

agendar uma cirurgia que tenha acabado de chegar. Caso uma cirurgia não seja

agendada no peŕıodo em que chega, consideramos que a mesma não será realizada.

Como exemplo pode-se descrever uma situação onde uma cirurgia urgente chega às

10 horas da manhã, possui duração estimada de 4 horas e uma janela de tempo para

seu ińıcio de 3 horas. Suponha que esta cirurgia necessite de um recurso renovável

que está agendado para ser utilizado em outra cirurgia que se iniciará as 11h e

possui duração prevista de 5 horas. Frente a este problema o tomador de decisão

pode optar por remarcar a cirurgia previamente agendada para outro horário,

ou pode cancelá-la caso não seja posśıvel realizar a remarcação. Há também a
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possibilidade de não aceitar a cirurgia urgente e, neste caso, ela não seria agendada.

6.1.1 Estado

O conjunto de cirurgias, S(t), é definido para cada estágio de decisão t pois evolui

com o passar do tempo. Este conjunto é particionado nos subconjuntos S
(t)
D , S

(t)
M e

S
(t)
I , que representam respectivamente os subconjuntos de cirurgias dispońıveis

para agendamento, o conjunto de cirurgias agendadas e o conjunto de cirurgias

que estão ocorrendo em um determinado tempo t, cirurgias iniciadas.

Em t = 0, o conjunto S
(0)
D é composto pelas cirurgias eletivas e S

(0)
M = S

(0)
I = ∅.

A partir de t = 1, S
(t)
D é formado pelas cirurgias urgentes que chegaram depois da

tomada de decisão do peŕıodo anterior, ou seja, no intervalo de tempo [t−1, t) . No

conjunto S
(t)
M encontram-se cirurgias que foram marcadas em peŕıodos anteriores

para iniciar em um peŕıodo k, t ≤ k ≤ Tmax. Já o conjunto S
(t)
I é formado pelas

cirurgias que iniciaram nos peŕıodos anteriores e não terminaram até t,ou seja que

ainda estarão ocorrendo no intervalo [t, t+ 1).

Para melhor compreensão, será antecipada parte da lógica de transição de um

estágio para outro. A transição do problema será apresentada de forma detalhada

na seção 6.1.3.1. Durante a transição, uma cirurgia pode mudar de um conjunto

para o outro.

Uma cirurgia que está em S
(t)
D pode passar para S

(t+1)
M ou S

(t+1)
I . Passará para

S
(t+1)
M se for agendada para um peŕıodo k, t + 1 ≤ k ≤ Tmax; ou passará para

S
(t+1)
I se tiver ińıcio agendado para o tempo t, isto é, assim que chegou. Uma

cirurgia de S
(t)
M pode passar para S

(t+1)
I se tiver ińıcio no peŕıodo t. As cirurgias

podem, também, deixar o sistema. Isto ocorre quando s ∈ S
(t)
D não é agendada

e, neste caso, não passa nem para S
(t+1)
M e nem para S

(t+1)
I ; ou quando s ∈ S

(t)
M

é cancelada e desta forma não passa para S
(t+1)
M e nem para S

(t+1)
I ; ou quando

s ∈ S(t)
I é finalizada entre [t, t + 1). As cirurgias que continuam agendadas, seja

com ou sem remarcação, passam para S
(t+1)
M .

O conjunto de cirurgias também pode ser particionado com base no conjunto de

cĺınicas C e no conjunto de preceptores médicos MP . Desta forma, S
(t)
c representa

o conjunto de cirurgias s ∈ S(t) que pertencem à uma determinada cĺınica C e S
(t)
p
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0

dia anterior expediente

T (t)

T
(t),a
s

Ts
1 t Tmaxt′ t̄

Figura 3 – Janela de tempo (Ts) e janela de agendamento (T
(t),a
s ) de uma cirurgia

s

o conjunto de cirurgias s ∈ S(t) atribúıdas a um preceptor p ∈MP .

Considera-se a existência de um conjunto de salas R o qual pode ser particionado

de forma a associar, para cada cĺınica c ∈ C, um conjunto Rc ⊆ R de salas em

que o procedimento cirúrgico s da cĺınica c (s ∈ Sc ) pode ser realizado. Além

das salas, outros recursos renováveis são considerados (q ∈ Q) os quais podem ou

não ser necessários para a realização de uma cirurgia. O parâmetro hq indica a

quantidade total de recursos renováveis do tipo q ∈ Q dispońıvel no ińıcio do dia.

Uma cirurgia é uma entidade que possui caracteŕısticas associadas a ela. Para cada

cirurgia é definida uma janela de tempo Ts ⊆ T para seu ińıcio , um conjunto Rs

de salas onde a mesma pode ser realizada (definido a partir de Rc), um parâmetro

binário asq que indica a necessidade do recurso renovável q e uma distribuição de

probabilidade discreta Ps(δ) para a definição de sua duração ∆s.

As cirurgias podem iniciar até o último peŕıodo do expediente, o que permite

que sejam realizadas parcialmente fora do expediente. No entanto, é posśıvel

contabilizar custos para esta situação dimensionando de maneira adequada a janela

de tempo de ińıcio da cirurgia. Seja Ts = {t′, . . . , t̄}, as cirurgias não podem inciar

antes do inicio t′ da janela de tempo Ts, mas podem iniciar após seu término (t̄).

Neste caso, define-se T as = Ts ∪ {k ∈ T : t̄ + 1 ≤ k ≤ Tmax} como o conjunto

de peŕıodos para os quais pode-se realizar o agendamento de s. Conforme será

discutido na seção 6.1.3.2, no caso de ińıcio fora da janela de tempo, um custo é

cobrado como penalização.

Em cada estágio de decisão,isto é, ao ińıcio de cada peŕıodo, o planejador decidirá
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acerca do sequenciamento das cirurgias existentes no sistema para os peŕıodos

futuros k ∈ T (t), onde T (t) = {t, t+ 1, ..., Tmax} representa o conjunto de peŕıodos

futuros. Para cada cirurgia s ∈ S(t) é associada uma janela de tempo T
(t)
s = {k ∈

Ts∩T (t)} e o conjunto de peŕıodos de agendamento T
(t),a
s . A Figura 3 representa os

subconjuntos de peŕıodos que formam as referidas janelas de tempo. O indicador

Ltp possui o valor 1 se o preceptor p ∈ MP estiver realizando uma cirurgia no

instante t.

O parâmetro indicador Lt,kr é igual a 1 se no instante t houver a informação de

que a sala r ∈ R estará, certamente, ocupada no peŕıodo k ∈ {t, t + 1}. Deve-

se notar que se o indicador Lt,t+1
r = 0 não implica que a sala não será utilizada

em k = t + 1, significa apenas que não há certeza acerca do uso. É posśıvel

determinar o valor de Lt,t+1
r devido à existência de um peŕıodo de desinfecção pós-

cirúrgica. Certamente, uma sala alocada para uma cirurgia que está em andamento

no peŕıodo atual (s ∈ S(t)
I ) estará indispońıvel em t+1. Por exemplo, uma cirurgia

(s1) está ocorrendo em uma sala (r1) no peŕıodo atual (t), e uma vez que existe

um peŕıodo de limpeza pós-cirúrgica, r1 estará indispońıvel em t+ 1 e mesmo que

s1 termine no intervalo de tempo corrente [t, t + 1). Portanto, certamente a sala

estará indispońıvel em [t+ 1, t+ 2). Neste caso, Lt,1r1 = 1 e Lt,2r1 = 1.

A informação referente a Lt,kr complementa a informação contida no conjunto S
(t)
I

no sentido de definir o horizonte de ocupação confirmada do recurso sala. Este

parâmetro é utilizado na construção da região de viabilidade do modelo de pro-

gramação inteira para a decisão em um determinado peŕıodo t.

Em um estágio t, para toda cirurgia agendada (s ∈ S
(t)
M ) ou iniciada (s ∈ S

(t)
I ),

o parâmetro τs ∈ Ts representa o peŕıodo para o qual o ińıcio da cirurgia está

agendado (s ∈ S
(t)
M ) ou o peŕıodo no qual a cirurgia foi iniciada (s ∈ S

(t)
I ). De

maneira análoga, ηs ∈ Rs representa a sala alocada a s.

O estado é composto por toda informação necessária para tomada de decisão em

um determinado estágio, isto é, o conjunto de todos os parâmetros acima descritos.

Com o objetivo de simplificar a notação denotaremos por x(t) o conjunto de todas

as variáveis de estado do estágio t ∈ {0} ∪ T ∪ {Tmax + 1}. O peŕıodo Tmax + 1 e

o estado associado ao mesmo são definidos apenas para auxiliar na contagem dos
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custos. O conjunto X =
⋃

t∈{0}∪T∪{Tmax+1}

x(t) é o caminho de transição dos estados e

X (t) é o conjunto de todas as possibilidades de valores para as variáveis de estado

x(t).

6.1.2 Incertezas

Como mencionado anteriormente, três fontes de incerteza foram consideradas: (i)

duração das cirurgias; (ii) chegada de cirurgias urgentes; (iii) disponibilidade de re-

cursos. A duração de cada cirurgia δs foi descrita através de uma variável aleatória

discreta e limitada (∆s). O parâmetro δ̄s é utilizado para representar a esperança

da duração da cirurgia s. Além das cirurgias eletivas (quantidade conhecida a pri-

ori) o modelo considera também a possibilidade de chegada de cirurgias de urgência

através do processo estocástico Ps(t) que modela as probabilidades de chegada de

cirurgias urgentes do tipo s no peŕıodo t.

As chegadas das cirurgias de urgência obedecem a processos estocásticos discretos

e indexados nos estágios de decisão k ∈ T . Cada tipo de procedimento cirúrgico

possui um processo estocástico espećıfico a ele associado. Uma cirurgia chega no

sistema com o preceptor já definido e a definição desse preceptor se dá a partir

de uma distribuição discreta de probabilidade. Esta distribuição de probabilidade

está associada aos cirurgiões pertencentes à especialidade (cĺınica) da qual o tipo

de procedimento cirúrgico faz parte. Após a chegada de uma cirurgia de urgência,

tem-se uma janela de tempo Ts para que esta seja iniciada.

A incerteza na disponibilidade de recursos se dá pela combinação dos atrasos na

liberação destes em decorrência das incertezas de chegada e/ou de duração das

cirurgias. Denota-se como ω(t) o conjunto de todas as variáveis aleatórias do

estágio t ∈ T . Em um processo estocástico indexado em peŕıodos discretos, um

caminho aleatório é uma sequência de posśıveis valores para este processo. Assim,

ω =
⋃
t∈T

ω(t) o caminho aleatório em T , Ω(t) é o espaço amostral das variáveis

aleatórias ω(t) e Ω o espaço amostral dos caminhos aleatórios ω.

No estágio de decisão t tem-se a realização de variáveis aleatórias. Portanto,

ω(t) indica as cirurgias urgentes que chegaram no intervalo [t − 1, t) e também
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as cirurgias de S
(t−1)
I que terminaram. Por exemplo, ω(3) pode indicar a chegada

de uma cirurgia card́ıaca urgente de um paciente do cirurgião José e de uma

cirurgia pediátrica urgente associada à cirurgiã Maria. Em ω(3) pode vir também

a informação de que a cirurgia de S
(2)
I que ocorria na sala r1, com o cirurgião Paulo

terminou no intervalo [2, 3). Por outro lado, Ω(3) representa todas as possibilidades

de combinações de chegadas de cirurgias atreladas aos cirurgiões e também todas

as possibilidades de término (ou não) das cirurgias de S
(2)
I .

6.1.3 Decisão

A variável de decisão y
(t)
rsk, no estágio t, determina o agendamento, a remarcação

ou o cancelamento de uma cirurgia s ∈ S(t). A decisão, no estágio t, de iniciar no

peŕıodo t uma cirurgia s ∈ S(t)
D ou s ∈ S(t)

M corresponde ao agendamento para τs = t

em alguma sala r ∈ Rs. A decisão de rejeitar uma cirurgia s ∈ S(t)
D corresponde

ao não agendamento da mesma. Para s ∈ S(t)
D , y

(t)
rsk = 1 indica o agendamento de

s para a sala r ∈ Rs e no tempo k ∈ T
(t),a
s . É importante observar que se uma

cirurgia de S
(t)
D não for agendada, isto é, todas as variáveis y

(t)
rsk = 0, a mesma é

rejeitada. Para s ∈ S
(t)
M , y

(t)
rsk = 1 pode indicar a desmarcação de s que estava

previamente agendada para (r, k) ou a remarcação para a sala r ∈ Rs no peŕıodo

k ∈ T (t),a
s . O cancelamento de uma da cirurgia ocorre para cirurgias de S

(t)
M que

forem desmarcadas e não remarcadas. A variável d
(t)
s indica o cancelamento de

uma cirurgia s ∈ S(t)
M previamente agendada.

A Tabela 12 resume o comportamento da variável y
(t)
rsk. No caso da remarcação, em

algum estágio t′ anterior a t, 1 ≤ t′ ≤ t− 1, a cirurgia s havia sido agendada para

iniciar em um peŕıodo τs ≥ t na sala ηs ∈ Rs e a decisão atualiza os parâmetros

τseηs. No caso de cancelamento, a cirurgia sai do sistema e os parâmetros τseηs

não são mais definidos. Uma cirurgia s ∈ S
(t)
M se inicia quando τs = t e não

há cancelamento (d
(t)
s = 0) ou quando estava agendada para τs > t é remarcada

para iniciar em t, i.e., ∃r ∈ Rs : yrst = 1. Uma cirurgia s ∈ S
(t)
M mantém seu

agendamento inalterado quando y
(t)
rsk = 0, ∀r ∈ Rs, ∀k ∈ T

(t),a
s e d

(t)
s = 0.

Uma cirurgia s ∈ S
(t)
D se inicia logo que chega, isto é, no próprio peŕıodo t, se

y
(t)
rst = 1 para algum r ∈ Rs. Uma cirurgia s ∈ S(t)

D é rejeitada (não agendada) se

y
(t)
rsk = 0, ∀r ∈ Rs, ∀k ∈ T (t),a

s .
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Agendamento Remarcação Cancelamento

s ∈ S(t)
D s ∈ S(t)

M s ∈ S(t)
M

y
(t)
rsk = 1 y

(t)
ηssτs = 1 y

(t)
ηssτs = 1

k ≥ t; r ∈ Rs y
(t)
rsk = 1 d

(t)
s = 1

r 6= ηs e/ou k 6= τs

Tabela 12 – Usos da variável y
(t)
rsk

Em programação dinâmica o conjunto de todas as ações realizadas em cada um

dos estágios de decisão representa uma poĺıtica. Na seção 6.2.1 o termo poĺıtica é

definido e discutido. Denotaremos como u(t) o conjunto de todas as variáveis de

decisão do estágio t ∈ {0}∪T . A união de todas as ações realizadas, π =
⋃

t∈{0}∪T

u(t),

define a poĺıtica implementada. O conjunto Ξ(t) contém os valores viáveis das

variáveis de decisão de u(t).

A seguir formalizaremos o processo decisório através de um modelo de otimização

para cada um dos estágios t ∈ {0} ∪ T .

6.1.3.1 Transição

A dinâmica do processo é descrita pelo ciclo realização da incerteza (ω(t)) →
obtenção da informação (x(t))→ Decisão (u(t))→ realização da incerteza (ω(t+1))

e assim por diante. O processo se inicia com a obtenção da informação em t = 0,

isto é, o conhecimento do estado inicial do sistema x(0). O estado inicial é composto

pelas cirurgias eletivas e possui todos os recursos e salas dispońıveis em todos os

peŕıodos.

O estado do sistema sofre alteração de um estágio para o outro. A transição do

sistema de t para t+1 se dá através da intervenção por meio da decisão (u(t)) e da re-

alização de incertezas (ω(t+1)). Utilizaremos a notação x(t+1) = ft(x
(t), u(t), ω(t+1))

para representar a transição do sistema, mas cada um dos parâmetros do estado

possui uma regra própria para a transição.

Os conjuntos R, Q, C, MP e Rc não sofrem alteração ao longo dos peŕıodos, isto

é, são estáticos. Com o passar do tempo, todos os conjuntos de peŕıodos (janelas

de tempo) são atualizados para excluir o peŕıodo imediatamente anterior.
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Os parâmetros indicadores L
(t,k)
r são atualizados para os peŕıodos de informação

conhecida, isto é, {t+1, t+2} de forma que seja igual a 1 para todas as salas r ∈ R
que estarão certamente em uso nos peŕıodos t+ 1 e t+ 2 (∃s ∈ S(t+1)

I : ηs = r).

De maneira semelhante, os indicadores L
(t+1)
p são atualizados de forma que seja

igual a 1 para todas os preceptores p ∈ MP que estarão certamente atuando no

peŕıodo t+ 1 (∃s ∈ S(t+1)
I ∩ S(t)

p ).

A Figura 4 apresenta o espaço de estados de uma cirurgia no sistema. Os estadosD,

M , I são representados no modelo pelos conjuntos S
(t)
D , S

(t)
M e S

(t)
I , respectivamente.

Além destes existe também o estado Fn que representa o ambiente externo ao

sistema. O conjunto de cirurgias dispońıveis para o agendamento no estágio t, S
(t)
D

depende apenas da realização da incerteza referente à chegada de novas cirurgias.

Uma vez que a cirurgia chega, esta é encaminhada para o estado D. Essa transição

está representada na Figura 4 pelo arco p1. As cirurgias pertencentes S
(t)
D que

não tiverem sido agendadas saem do sistema (p9) enquanto as agendadas podem

passar a integrar o conjunto S
(t+1)
M (p2) ou S

(t+1)
I (p3). Além das cirurgias que

chegaram e que tiverem sido agendadas para iniciar em k ≥ t+ 1 (p2), as cirurgias

que tiverem sido agendadas em peŕıodos anteriores (incluindo as que tiverem sido

remarcadas) e que não tiverem sido canceladas ou iniciadas em t ({s ∈ S
(t)
M :

d
(t)
s = 0 & τs 6= t}) (p4) compõem também o conjunto S

(t+1)
M . O conjunto S

(t+1)
I

é formado pelas cirurgias que haviam sido iniciadas em peŕıodos anteriores, mas

que não tiverem sido finalizadas ao final do peŕıodo t ({s ∈ S(t)
I : τs + δs − 1 > t},

arco p7), pelas cirurgias de S
(t)
M que tiverem sido iniciadas no peŕıodo t ({s ∈

S
(t)
M : τs = t & d

(t)
s = 0},p5) e pela cirurgias que chegaram e logo se iniciaram em

t ({s ∈ S
(t)
D :

∑
r∈Rs y

(t)rst = 1},p3). As cirurgias que tiverem sido canceladas

({s ∈ S
(t)
M : d

(t)
s = 1}) saem do sistema (p6) bem como as cirurgias que tiverem

sido finalizadas ({s ∈ S(t)
I : τs + ds − 1 = t}, arco p8).

A Tabela 13 ilustra lógica da dinâmica de transição em um exemplo simples.

O exemplo se inicia no peŕıodo t2 quando há 5 cirurgias no sistema (S(2) =

{SE1, SE2, SE3, SNE1, SNE2}), das quais três são eletivas (SE1, SE2, SE3) e

duas não eletivas (SNE1, SNE2). A cirurgia SE1, de responsabilidade do cirurgião

c1, já iniciou no peŕıodo t1 na sala r2 e possui duração esperada de 2 peŕıodos. A

cirurgia SNE2 é uma cirurgia urgente que chegou ao sistema no intervalo [1, 2) e é
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Fn D M Ip1

p2
p9

p3

p4

p5

p6 p7

p8

Figura 4 – Espaço de estados para o status de uma cirurgia

de responsabilidade do cirurgião c3. Neste exemplo, as cirurgias urgentes possuem

uma janela de tempo de 3 peŕıodos após sua chegada para iniciar. No conjunto

de cirurgias agendadas estão três cirurgias dentre as quais 2 são eletivas e 1 é não

eletiva, S
(2)
M = {SE2, SE3, SNE1}. Entre parênteses, ao lado da identificação das

cirurgias, está informação a respeito do cirurgião, da sala de agendamento e do

peŕıodo programado para o ińıcio, (c, ηs, τs).

A tabela interna à primeira coluna da Tabela 13 representa o conjunto S(2) e no

quadro ao lado é apresentado o sequenciamento das cirurgias. Em amarelo está

representado a duração das cirurgias e em azul o peŕıodo de limpeza (rótulo ’L’).

A informação da tabela e do quadro definem o estado x(2).

A decisão tomada em t2 é descrita por u(2) e determina o agendamento da cirurgia

SNE2 para a sala r1 no peŕıodo t2, ou seja, iniciar a cirurgia logo que chegou.

Para viabilizar este agendamento, a cirurgia SE2 foi remarcada para t5 na mesma

sala r1, e a cirurgia SE3, do cirurgião c3, foi remarcada t5 na sala r2. A cirurgia

SNE1 começa em t2 porque seu agendamento foi mantido.

A incerteza referente ao peŕıodo t3 é representada por ω(3) e ao se realizar trouxe

a informação da chegada da cirurgia não eletiva SNE3 de responsabilidade do

cirurgião c2 e indicou que a cirurgia SE1, prevista para terminar ao final de t2,

não terminou. Na tabela, destaca-se o peŕıodo adicional com a cor rosa e o rótulo

’A’. O novo estado é apresento em seguida, onde o fundo cinza representa os

peŕıodos que já passaram e atividades já realizadas.

A decisão u(3) determina o não agendamento da cirurgia SNE3, isto é, rejeita a
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cirurgia. Os outros agendamentos são mantidos. A realização de ω(4) ao se realizar

trouxe a informação da chegada da cirurgia não eletiva SNE4 de responsabilidade

do cirurgião c1 e o fim das cirurgias SE1 e SNE2 ao final do peŕıodo t3.

Frente ao novo cenário (estado x(4)), u(4) define o cancelamento da cirurgia SE2

e o agendamento da cirurgia SNE4 para a sala r1 com ińıcio em t5. A realização

de ω(5) informa o fim da cirurgia SNE1 ao final de t4. Por fim, o estado x(5) é

apresentado.

S
(2)
D S

(2)
M S

(2)
I

SNE2(c3) SE2(c1, r1, t3) SE1(c1, r2, t1)
SE3(c3, r2, t4)
SNE1(c2, r3, t2)

r/t 1 2 3 4 5 6 7 8
r1 SE2 L
r2 SE1 L SE3 L
r3 SNE1 L

u(2): y
(2)
r1,SNE2,t2

= 1; y
(2)
r1,SE2,t3

= 1; y
(2)
r1,SE2,t5

= 1; y
(2)
r2,SE3,t4

= 1; y
(2)
r2,SE3,t5

= 1;

ω(3): Novas: SNE3(c2) Fim: −

S
(3)
D S

(3)
M S

(3)
I

SNE3(c2) SE2(c1, r1, t5) SE1(c1, r2, t1)
SE3(c3, r2, t5) SNE1(c2, r3, t2)

SNE2(c3, r1, t2)

r/t 1 2 3 4 5 6 7 8
r1 SNE2 L SE2 L
r2 SE1 A L SE3 L
r3 SNE1 L

u(3): y
(3)
r,SNE2,t

= 0, ∀r, ∀t;
ω(4): Novas: SNE4(c1) Fim: SE1; SNE2

S
(4)
D S

(4)
M S

(4)
I

SNE4(c1) SE2(c1, r1, t5) SNE1(c2, r3, t2)
SE3(c3, r2, t5)

r/t 1 2 3 4 5 6 7 8
r1 SNE2 L SE2 L
r2 SE1 L SE3 L
r3 SNE1 L

u(4): y
(4)
r1,SE2,t5

= 1; dSE2 = 1; y
(4)
r1,SNE4,t5

= 1;

ω(5): Novas: − Fim: SNE1

S
(5)
D S

(5)
M S

(5)
I

SE3(c3, r2, t5)
SNE4(c1, r1, t5)

r/t 1 2 3 4 5 6 7 8
r1 SNE2 L SNE4 L
r2 SE1 L SE3 L
r3 SNE1 L

Tabela 13 – Dinâmica de transição em um exemplo ilustrativo

6.1.3.2 Custos

O objetivo do problema modelado é a minimização de custos. Entendemos que

uma vez que há um custo de não realização de cirurgias e que os custos, não
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modelados, de contratação de recursos são fixos, a maximização da utilização está

correlacionada com este objetivo.

Os custos gerados em um determinado estágio de decisão dependem do estado em

que o sistema se encontra e da decisão tomada. A definição da ação a ser executada

em um determinado estágio depende, no entanto, não só da minimização do custos

gerados no estágio corrente, mas também da esperança dos custos que serão gerados

em estágios futuros. Foram modelados três tipos de custos que incorrem durante

a dinâmica do sistema:

• Custo de cancelamento (cCs ) - custo fixo de cancelar o agendamento de uma

cirurgia previamente agendada, s ∈ S(t)
M . Incorre sempre que ação de cance-

lamento for realizada.

• Custo de rejeitar (cNRs )- custo fixo de não realização de uma cirurgia s ∈ S(t)
D .

Incorre sempre que uma cirurgia não é agendada no peŕıodo em que chega

no sistema.

• Custo de ińıcio fora da janela de tempo (cIFt,s ) - custo fixo de se inicializar

uma cirurgia s em um peŕıodo t fora de sua janela de tempo.

As equações ((6.1) - (6.3)) definem a forma de mensurar os custos gerados em um

determinado estágio.
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ctC(x, u) =
∑
s∈S(t)

M

cCs d
(t)
s , ∀t ∈ T

(6.1)

ctNR(x, u) =
∑
s∈S(t)

D

1−
∑
r∈Rs

∑
k∈T (t),a

s

y
(t)
rsk

 cNRs , ∀t ∈ {0} ∪ T

(6.2)

ctIF (x, u) =
∑
s∈S(t)

M :

t/∈T (t)
s

(1− y(t)
ηsst)1[τs=t] + y

(t)
ηsst1[τs≥t+1] +

∑
r∈Rs:
r 6=ηs

y
(t)
rst

 cIFt,s , ∀t ∈ T

(6.3)

Na equação (6.1) o custo de cancelamento é definido como sendo a soma do

custo fixo de cancelamento para todas as cirurgias de S
(t)
M que tiverem sido can-

celadas, isto é, {s ∈ S
(t)
M |ds = 1}. A equação (6.2) soma para todas as ci-

rurgias dispońıveis o custo de rejeição paras as cirurgias não agendadas, isto é,

{s ∈ S(t)
D |
∑

r∈Rs
∑
k ∈ T (t),a

s y
(t)
rsk = 0}. Em (6.3) o custo de iniciar uma cirurgia

após o término de sua janela de tempo é computado para todas as cirurgias agen-

dadas para iniciar em t que não tiverem sido canceladas e quando t estiver fora

da janela de tempo. A função 1[] é uma função que recebe o valor 1 sempre que

a condição entre colchetes é satisfeita e zero em situação contrária. É necessário

observar que ctIF (x, u) é cobrado somente se a cirurgia for iniciada em t. Caso uma

cirurgia s ∈ S(t)
M com t /∈ T (t)

s já esteja agendada para iniciar em t, o primeiro termo

garante a cobrança do custo quando o agendamento não é alterado e o terceiro

termo garante a cobrança do custo em situações onde somente a sala é alterada.

Se a cirurgia s ∈ S
(t)
M com t /∈ T

(t)
s estiver agendada para iniciar em k ≥ t + 1,

a soma do segundo com o terceiro termo garante a cobrança do custo para uma

eventual remarcação da cirurgia para ińıcio em t.

Uma vez que os custos dependem da decisão tomada, em todo o estágio t ∈
{1..Tmax}, as notações ctC(x, u), ctNR(x, u) e ctIF (x, u) referem-se aos custos gerados

pela decisão u estando no estado x. O custo total de uma decisão u no estágio t e
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é expresso pela equação (6.4). No estágio 0, temos g0(x, u) = c0
NR(x, u), uma vez

que S
(0)
D é o conjunto de cirurgias eletivas e os demais conjuntos são vazios. No

estágio terminal, Tmax + 1, o custo residual é nulo gTmax+1(x, u) = 0.

gt(x, u) = Ct
C(x, u) + Ct

NR(x, u) + Ct
IF (x, u), ∀t ∈ T (6.4)

6.1.4 Problema de Programação Dinâmica Estocástica

Com base nas definições anteriores, a expressão (6.5) representa o custo total

gerado, por uma poĺıtica π durante todo o horizonte de planejamento. O objetivo

do problema é minimizar a esperança deste custo, (6.6), onde Ξ representa a região

de viabilidade das variáveis de decisão do conjunto π.

CT (π) =
∑

t∈{0}∪T

gt(x
(t), u(t)) (6.5)

Objetivo: min
π∈Ξ

EΩ

[
CT (π)|x(0)

]
(6.6)

Por se tratar de um problema dinâmico, são definidos, para cada estágio t ∈
{0} ∪ T , os valores das funções J (t)

(
x(t)
)
, expressos pelo conjunto de equações

(6.7), que representam o custo mı́nimo esperado que ocorra até o fim do horizonte

de planejamento Tmax ao estar no estado x(t) no estágio t. Constantemente, o valor

da função J (t) aplicado ao estado x(t) é referido somente por valor da função.

No estágio terminal, Tmax + 1, J (Tmax+1)
(
x(Tmax+1)

)
= g(Tmax+1)(x(Tmax+1)) = 0. O

objetivo do problema passa, portanto, a ser encontrar o valor de J (0)(x(0)).

J(t)
(
x(t)

)
= min

π(t:Tmax)∈Ξ(t:Tmax)
Eω(t+1)

g(t)(x(t), u(t)) +
∑

k∈{t+1:Tmax}
gk(x(k), u(k))


= min

π(t:Tmax)∈Ξ(t:Tmax)

g(t)(x(t), u(t)) + Eω(t+1)

 ∑
k∈{t+1:Tmax}

gk(x(k), u(k))


= min

u(t)∈Ξ(t)

{
g(t)(x(t), u(t)) + Eω(t+1)

[
J(t+1)

(
x(t+1)

)
|x(t), u(t)

]}
,

∀t ∈ {0} ∪ T (6.7)
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A expressão (6.7) é conhecida como equação de Bellman, onde Ξ(t) é o con-

junto que representa a região de viabilidade para u(t) definido pelos conjutos de

inequações (6.8) a (6.14), que foram geradas a partir das limitações do sistema

real.

∑
k∈T (t),a

s

∑
r ∈ Rs :

L
(t)
rk = 0

y
(t)
rsk ≤ 1 ∀s ∈ S(t)

D (6.8)

y(t)
ηssτs −

∑
k∈T (t),a

s

∑
r ∈ Rs :

L
(t)
rk = 0,

(r, k) 6= (ηs, τs)

y
(t)
rsk = d(t)

s ∀s ∈ S(t)
M (6.9)

∑
s ∈ S(t)

M :
τs ≤ k,

τs + δ̄s − 1 ≥ k

(1− y(t)
ηssτs)asq +

∑
s∈S(t)

M

∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
r ∈ Rs :

L
(t)
rh = 0,

(r, h) 6= (ηs, τs)

y
(t)
rshasq +

∑
s ∈ S(t)

D :

k ∈ T (t),a
s

∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
r ∈ Rs :

L
(t)
rh = 0

y
(t)
rshasq +

∑
s ∈ S(t)

I :

τs + δ̄s − 1 ≥ k

asq ≤ Hq
∀q ∈ Q,
∀k ≥ t

(6.10)

∑
s ∈ S(t)

M ∩ S(t)
p :

τs ≤ k, τs + δ̄s − 1 ≥ k

(1− y(t)
ηssτs) +

∑
s ∈ S(t)

M ∩ S(t)
p

∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
r ∈ Rs :

L
(t)
rh = 0,

(r, h) 6= (ηs, τs)

y
(t)
rsh +

∑
s ∈ S(t)

D ∩ S(t)
p

k ∈ T (t),a
s

∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
r ∈ Rs :

L
(t)
rh = 0,

r = ηs, h 6= τs

y
(t)
rsh +

∑
s∈S(t)

I ∩S
(t)
p

1[τs+δ̄s−1≥k] ≤ 1
∀p ∈MP,

∀k ≥ t
(6.11)

∑
s ∈ S(t)

M :
ηs = r, τs ≤ k,
τs + δ̄s − 1 ≥ k

(1− ytrsτs) +
∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
s ∈ S(t)

M :
(r, h) 6= (ηs, τs), r ∈ Rs

y
(t)
rsh +

∑
h ≤ k,

h+ δ̄s − 1 ≥ k

∑
s ∈ S(t)

D :
r ∈ Rs

h ∈ T (t),a
s

y
(t)
rsh +

∑
s∈S(t)

I

1[τs+δs≥k] ≤ 1
∀r ∈ R,
∀k ≥ t

(6.12)

y
(t)
rsk ∈ {0, 1}

∀s ∈ S(t),

∀r ∈ Rs,
∀k ∈ T (t),a

s

(6.13)

d(t)
s ∈ {0, 1} ∀s ∈ S(t) (6.14)
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As inequações (6.8) definem que o ińıcio de uma cirurgia dispońıvel poderá ser

agendada no máximo uma vez. As igualdades (6.9) coordenam o processo de re-

marcação ou cancelamento de uma cirurgia já agendada. As inequações (6.10)

impedem a sobreposição no uso de recursos durante todo o horizonte de planeja-

mento. O conjunto de inequações (6.11) garante, para todo peŕıodo de planeja-

mento, que duas cirurgias pertencentes ao mesmo preceptor não serão executadas

simultaneamente. Já o conjunto de restrições (6.12) garante a não sobreposição

do uso das salas. Em (6.11) e (6.12), a função 1[] assume o valor 1 se a condição

informada entre colchetes for satisfeita e 0 caso contrário. As restrições (6.13) e

(6.14) definem o domı́nio das variáveis.

A priori não se conhece garantia de otimalidade da poĺıtica de se proibir a sobre-

posição de recursos durante todo o horizonte de planejamento. Supõe-se que possa

haver situações onde o overbooking gere um maior aproveitamento dos recursos

dependendo da realização das incertezas.

No entanto, o modelo (6.8)-(6.14) não permite que seja feito o overbooking de

recursos/salas em peŕıodos futuros. A apresentação do modelo desta maneira se

deve ao fato de que testes preliminares apontaram que os resultados obtidos sem

overbooking foram muito superiores aos que permitiam overbooking. Na seção 6.2.2

é apresentada uma versão do modelo que permite a sobreposição de recursos.

Conforme já explicado na seção 6.1.3 e sumarizado na Tabela 12, é importante

observar que as variáveis binárias {y(t)
rsk} podem ter dois diferentes significados.

Quando s ∈ S(t)
D , a atribuição do valor 1 para a variável significa o agendamento

da cirurgia s para a sala r iniciando no peŕıodo k. Para s ∈ S(t)
M , y

(t)
ηssτs assume 1

se há remarcação ou cancelamento da cirurgia s. No primeiro caso, y
(t)
rsk assume

1 para algum r ∈ Rs e k ≥ t tal que r 6= ηs e/ou k 6= τs. No segundo caso, d
(t)
s

assume 1. Note que se para uma cirurgia s ∈ S
(t)
M é mantido um agendamento

previamente realizado para o peŕıodo τs na sala ηs, então {y(t)
rsk} = 0, ∀rinRs e

∀t ∈ T (t),a
s . A Figura 5 e a Tabela 6.1.4 descrevem as posśıveis transições de estado

de uma cirurgias definido pelas variáveis de decisão. A ocorrência das transições

representadas pelos arcos p1, p7 e p8 (apresentados anteriormente na Figura 4) não

dependem da decisão e sim da realização das incertezas e, portanto, estes arcos

não foram representados na Figura 5.
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Fn D M I
p2

p9

p3

p4

p5

p6

Figura 5 – Posśıveis transições de uma cirurgia causadas por decisões

Arco de transição Condição

p2

∑
r∈Rs

∑
k∈T (t),a

s
y

(t)
rsk = 1

p3

∑
r∈Rs y

(t)
rst = 1

p4 d
(t)
s = 0

p5 (1− y(t)
ηsst)1[τs=t] + y

(t)
ηsst1[τs≥t+1] +

∑
r∈Rs:
r 6=ηs

y
(t)
rst = 1

p6 d
(t)
s = 1

p9 y
(t)
rsk = 0, ∀k ∈ T (t),a

s , ∀r ∈ Rs

Tabela 14 – Posśıveis transições de uma cirurgia causadas por decisões

6.2 Abordagens para a solução do problema

6.2.1 Discussão e Complexidade

A programação dinâmica estocástica é conhecida por sofrer da maldição da di-

mensão (curses of dimensionality), o que dificulta a avaliação por métodos exatos

(no caso, através do algoritmo Backward). No caso espećıfico do problema tra-

tado, para cada cirurgia s dispońıvel para o agendamento, teŕıamos um espaço de

solução da ordem Dim(s ∈ SD) = |Rs| × |T as |+ 1 que representa as possibilidades

de agendamento acrescidas da possibilidade de não agendar. Para cada cirurgia já

agendada, teŕıamos um espaço de solução da ordem de Dim(s ∈ SM) = |Rs|×|T as |
que consiste na possibilidade de cancelar acrescida da possibilidade de remarcar em

uma configuração alternativa. A cada estágio, o número de cirurgias dispońıveis

para o agendamento dependeria da chegada, ou não, de cada um dos n diferentes

tipos de cirurgias, totalizando 2n diferentes possibilidades, simplificando que ape-

nas uma cirurgia de cada tipo poderia chegar. Para cada cirurgia iniciada, teŕıamos
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um número de caminhos igual a |ωds|, os quais deveriam ser combinados em cada

ramo de diferentes configurações de chegada, com cada ramo de possibilidade de

decisão de s ∈ SD e de s ∈ SM . Para se obter a quantidade final de caminhos na

árvore, devemos considerar a multiplicação das respectivas quantidades em cada

estágio de decisão. Isto torna inviável, por exemplo, a avaliação através de método

exato para uma instância que possua dois tipos de cirurgias, duas salas idênticas

e quatro peŕıodos de tempo.

Neste trabalho, buscou-se desenvolver procedimentos heuŕısticos aproximados para

a obtenção de poĺıticas para a solução do problema. A importância da definição

formal do modelo de programação dinâmica estocástica se dá para poder comparar

os diversos resultados dentro de um mesmo framework.

Foram desenvolvidos três procedimentos para obtenção destas poĺıticas: um pro-

cedimento que define uma poĺıtica mı́ope baseada no custo do estado presente; um

procedimento que define uma poĺıtica do tipo Lookahead e um procedimento que

gera uma poĺıtica hibrida do tipo Lookahead e baseada na aproximação do valor

da função.

O procedimento tipo Lookahead desenvolvido é uma abordagem que se baseia

na execução sucessiva da versão estática e determińıstica do problema diário de

sequenciamento de cirurgias. No procedimento baseado na aproximação do valor

da função, a função J (t) é aproximada por um modelo de regressão linear. Os

coeficientes desta regressão são estimados a partir de uma simulação. Uma vez que

os coeficientes foram estimados, um modelo de programação inteira que possui a

aproximação de J (t) como parte da função objetivo é executado para encontrar a

solução. Os procedimentos desenvolvidos estão descritos nas seções a seguir.

6.2.2 Procedimento para geração de uma Poĺıtica Ḿıope

O procedimento consiste em, a cada peŕıodo, decidir de forma a minimizar a soma

dos custos de cancelamento, de não realização de cirurgias e de ińıcio fora da janela

de tempo (6.15) sujeito às restrições impostas pelo conjunto de inequações (6.8),

(6.9), (6.13) e (6.14), acrescidas das inequações (6.16) - (6.18), região Ξ
(t)
M . O
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peŕıodo t é o estágio corrente em que é tomada a decisão.

Objetivo: min
u∈Ξ

(t)
M

gMt (u) =Ct
C(x(t), u) + Ct

NR(x(t), u)+

Ct
IF (x(t), u), ∀t ∈ {0} ∪ T

(6.15)

∑
s ∈ S(t)

M :
t = τs

(1− y(t)
ηsst)asq +

∑
s∈S(t)

M

∑
r ∈ Rs :

L
(t)
rt = 0,

(r, t) 6= (ηs, τs)

y
(t)
rstasq +

∑
s ∈ S(t)

D :

t ∈ T (t),a
s

∑
r ∈ Rs :

L
(t)
rt = 0

y
(t)
rstasq ≤ H(t)

q ∀q ∈ Q (6.16)

∑
s ∈ S(t)

M ∩ S(t)
p :

t = τs

(1− y(t)
ηsst) +

∑
s∈S(t)

M ∩S
(t)
p :

∑
r ∈ Rs :

L
(t)
rt = 0,

(r, t) 6= (ηs, τs)

y
(t)
rst +

∑
s ∈ S(t)

D ∩ S(t)
p :

t ∈ T (t),a
s

∑
r ∈ Rs :

L
(t)
rt = 0

y
(t)
rst ≤ 1− L(t)

p ∀p ∈MP (6.17)

∑
s ∈ S(t)

M ∩ S(t)
p :

k = τs, r = ηs

(1− y(t)
rsk) +

∑
s ∈ S(t)

M :
k 6= τs, r = ηs

y
(t)
rsk +

∑
s ∈ S(t)

D :
r ∈ Rs

k ∈ T (t),a
s

y
(t)
rsk ≤ 1− L(t)

rk

∀r ∈ R
∀k ∈ {t, t+ 1}

(6.18)

(6.19)

Para o peŕıodo corrente não poderá haver sobreposição no uso de recursos (6.16).

O conjunto de inequações (6.17) garantem, para o peŕıodo atual, que duas cirur-

gias pertencentes ao mesmo preceptor não serão executadas simultaneamente. O

conjunto de restrições (6.18) garante a não sobreposição do uso das salas. No

peŕıodo de informação conhecida, t e t+1 devido à limpeza de salas, o método não

impede que cirurgias sejam agendadas compartilhando recursos, isto é, ela permite

o overbooking.

O método é mı́ope uma vez que não considera o impacto da decisão nos estágios fu-

turos, visto que a função objetivo considera apenas os custos incorridos no estágio
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corrente de decisão, e é também guloso por ser guiado por uma representação

incompleta do objetivo real do problema. Para a execução do método, as in-

formações futuras são aproximadas. No caso da duração das cirurgias, utiliza-se o

valor esperado e, no processo de chegada, considera-se que não chegarão cirurgias

não-eletivas no futuro.

6.2.3 Procedimento para geração de uma Poĺıtica do tipo Lookahead

O procedimento consiste em, a cada peŕıodo, decidir de forma a minimizar a

soma dos custos de cancelamento, de não realização de cirurgias e de ińıcio fora

da janela de tempo (6.20) em todo o horizonte de planejamento, isto é, a cada

estágio executa-se um novo problema estático com a informação atualizada. Assim

como no caso do procedimento Mı́ope, as informações futuras são aproximadas.

No caso da duração das cirurgias, utiliza-se o valor esperado de sua duração. O

procedimento ignora a chegada de cirurgias não eletivas no futuro. O objetivo é a

minimização do custos aplicados sobre os valores esperados a partir da aproximação

das informações futuras para todo o horizonte de tempo (6.20).

O método é guloso por ser guiado por uma representação incompleta do objetivo

do problema já que não considera as incertezas e a possibilidade do gerenciamento

dinâmico. A região de viabilidade em um estágio t é dada pelos conjuntos de

inequações (6.8) - (6.14), região Ξ
(t)
L . Assim, o método não permite que cirurgias

sejam pré-agendadas compartilhando recursos, isto é, ela impede o overbooking.

Objetivo: min
u∈Ξ

(t)
L

gLt (x(t), u) =
∑
k∈T t

Ct
C(x(t), u) + Ct

NR(x(t), u)+

Ct
IF (x(t), u), ∀t ∈ {0} ∪ T

(6.20)

Este procedimento define a poĺıtica de reagir às incertezas resolvendo, a cada

peŕıodo, o problema estático e determińıstico para os peŕıodos subsequentes.
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6.2.4 Algoritmo de aproximação de programação dinâmica para de-

finição de uma poĺıtica baseada na aproximação do valor da

função J (t)()

A ideia básica dos procedimentos de aproximação de programação dinâmica é

desenvolver um algoritmo Foward que gera uma poĺıtica subótima a partir da

solução de subproblemas iniciais. No caso da construção de procedimentos capazes

de definir poĺıticas aproximadas baseadas na aproximação do valor da função J (t)(),

um dos desafios é definir uma forma de estimar J (t+1)().

Os procedimentos desenvolvidos são versões do Policy Iteration Algorithm (PIA)

aproximado e a lógica destes algoritmos é avaliar uma dada poĺıtica e utilizar

os valores observados durante tal avaliação para aproximar J (t)() e encontrar uma

nova poĺıtica ((POWELL, 2011),(BERTSEKAS, 2012)). A Tabela 15 resume de

maneira textual as etapas dos procedimentos desenvolvidos.

As poĺıticas definidas por esse algoritmo consistem em, a cada peŕıodo, decidir

de forma a minimizar a soma dos custos de cancelamento, de não realização de

cirurgias e de ińıcio fora da janela de tempo acrescidos à estimativa J (t+1)(x(t), u)

do valor de J (t+1)(x(t+1)) (6.21) em todo o horizonte de planejamento.

Objetivo: min
u∈Ξ

(t)
L

gPIAt (x(t), u) = Ct
C(x(t), u) + Ct

NR(x(t), u) + Ct
IF (x(t), u)+

J (t+1)(x(t), u), ∀t ∈ {0} ∪ T
(6.21)

A região de viabilidade em um estágio t é dada pelos conjuntos de inequações (6.8)

- (6.14), região Ξ
(t)
L . Observe que embora a região de viabilidade seja a mesma do

método Lookahead a função objetivo possui uma aproximação do valor de J (t+1) o

que torna os dois métodos diferentes.

O valor de J (t+1)(x(t+1)) foi aproximado através de uma regressão linear múltipla

entre informações obtidas a partir do estado e valor observado das funções. Estas

estat́ısticas são coletadas através da simulação dos caminhos aleatórios w.

O estado pós-decisão x
(t)
u (post decision state) é definido como o estado do sistema

após a aplicação da ação u(t) e anteriormente à realização da incerteza ω(t+1). São
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gerados M caminhos e para cada um destes é coletado o valor observado de J (t+1)

( denominado ĵ(t+1)) e as informações a respeito do estado pós-decisão ( obtidos

através das funções indicadoras).

Utilizamos as chamadas funções indicadoras para transformar a informação do

estado pós-decisão em indicadores (escalar). Uma função indicadora é utilizada

para mapear algum aspecto da variável de estado x(t) em um escalar (φ
(t)
f () : X t →

R). Este escalar, por sua vez, será utilizado para o valor de ¯J (t+1) que aproxima

J (t+1). Por exemplo, uma das funções indicadoras utilizadas neste trabalho é o

custo futuro de ińıcio fora da janela de tempo para agendamentos realizados pela

decisão u(t). O conjunto das funções indicadoras f é representado por F e na

subseção 6.2.4.1 estas serão detalhadas.

Na relação (6.22), θ
(t)
f representam os coeficientes da regressão linear múltipla

entre o valor ĵ(t+1) observado para a função J (t+1) e os indicadores calculados e θ
(t)
0

representa a constante do modelo linear. Destaca-se que, no algoritmo utilizado,

o que define uma poĺıtica são os valores dos coeficientes utilizados. Na seção

(6.2.4.2) os dois métodos alternativos utilizados para estimação destes coeficientes

são descritos e posteriormente, na seção 6.2.4.1, são apresentados os indicadores

utilizados nos procedimentos desenvolvidos. A ação u(t)∗ é a decisão ótima para

o problema de programação inteira do estágio t (6.21), onde x
(t)
u é o estado pós-

decisão.

J (t+1)(x(t)
u ) = θ

(t)
0 +

∑
f∈F

θ
(t)
f φ

(t)
f (x(t), u(t)∗), ∀t ∈ {0} ∪ T (6.22)

Para cada poĺıtica são gerados M caminhos aleatórios para estimar o valor dos

coeficientes e o PIA testa N poĺıticas (número máximo de iterações da Etapa

3 da Tabela 15). Ao todo são gerados N × M caminhos para estimar o valor

dos coeficientes a serem utilizados. Os métodos alternativos utilizados para a

estimação dos coeficientes geradores das poĺıticas alteram levemente a estrutura

do pseudocódigo apresentado. Estas diferenças, no entanto, serão apresentadas na

seção (6.2.4.3) onde as etapas dos algoritmos são detalhadas.
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Etapa 0: Definir coeficientes da poĺıtica inicial
Etapa 1: a. Coletar estat́ısticas do desempenho da poĺıtica através de simulação

b. Atualizar estimativa dos coeficientes a partir das estat́ısticas coletadas
Etapa 2: Definir nova poĺıtica
Etapa 3: Se número máximo de iterações tiver sido atingido, retornar poĺıtica;

senão, voltar à Etapa 1

Tabela 15 – Visão geral dos procedimentos desenvolvidos

6.2.4.1 Funções indicadoras

As funções indicadoras são funções utilizadas para mapear algum aspecto da

variável de estado x(t) em um escalar (φ
(t)
f () : X t → R). Caso os valores dos

indicadores sejam correlacionados com o valor da função J (t)(), pode-se tentar

utilizá-los para realizar a aproximação da J (t)(). A utilização de regressão linear

múltipla para aproximação do valor da função gera melhores resultados para indi-

cadores com maior correlação com J (t)() e que sejam independentes entre si. Com

o objetivo de fomentar a busca por uma boa decisão em t, as funções indicadoras

para t+ 1 foram definidas em função do estado presente x(t) e da decisão tomada

u(t) (φ
(t+1)
f () : X t × Ξt → R). Naturalmente, a partir da definição destas funções,

é posśıvel também obter o valor do indicador somente a partir do estado quando

necessário. Foram utilizadas três funções indicadoras:

• Custo futuro de ińıcio fora da janela de tempo (φ
(t)
if ()) - O agenda-

mento realizado pela decisão u(t) pode alocar cirurgias para peŕıodos fora da

janela de tempo. O valor deste indicador é calculado pela equação (6.23). A

ideia deste indicador é, justamente, avaliar o peso deste tipo de agendamento

nos custos futuros.

φ
(t)
if (x(t), u(t)) =

∑
k>t

C
(t)
IF (x(t), u(t)) (6.23)

• Média das taxas de desocupação (φ
(t)
td ()) - Esse indicador considera a

velocidade com que as cirurgias existentes deixariam o sistema para um dado

agendamento. A ideia por trás deste é medir a taxa de ocupação das salas
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em um determinado estado e a velocidade com que estas passam a ser deso-

cupadas. Um sistema congestionado não é capaz de atender urgências e, por

outro lado, a ociosidade em peŕıodos iniciais pode gerar congestionamentos

no futuro.

Para cada peŕıodo posterior a t é calculada a taxa média de desocupação

por peŕıodo. A taxa média de desocupação consiste em subtrair, da razão

entre a duração total das cirurgias que estão no sistema no peŕıodo t e a

capacidade das salas até o fim do dia, a razão entre a duração total residual

das cirurgias que estão planejadas para estar no sistema no peŕıodo k e a

capacidade das salas entre k e Tmax. Para todo k > t, a diferença é dividida

por k − t. Os valores obtidos são somados para encontrar o indicador.

As variáveis lMk e lDk calculam a duração total das cirurgias presentes no

sistema no peŕıodo k em cada um dos conjuntos S
(k)
M e S

(k)
D , respectivamente

(6.26 e 6.27). Para o conjunto S
(k)
I , a equação (6.25) é utilizada para k > t e

a (6.24) para o peŕıodo k = t. Em (6.24), as cirurgias que estiverem em S
(t)
I

mas que já deveriam ter terminado em t são computadas com duração igual

a 1, as demais cirurgias, são computados os tempos residuais de espera. Em

(6.25) são computados apenas os tempos residuais de espera. Em (6.26) e

(6.27), considera-se a duração esperada da cirurgia no cálculo.

lIt =
∑
s∈S(t)

I

min(1; τs + δ̄s − 1− t) (6.24)

lIk =
∑
s∈S(k)

I

(τs + δ̄s − 1− k), ∀k > t (6.25)

lMk =
∑
s∈S(k)

M

(1− d(k)
s )δ̄s, ∀k ≥ t (6.26)

lDk =
∑
s∈S(k)

D

∑
r∈Rs

∑
h≥k

y
(k)
srhδ̄s, ∀k ≥ t (6.27)

O congestionamento do sistema no peŕıodo k, lk é dado pela razão entre a

soma das durações totais das cirurgias presentes no sistema e a capacidade
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residual das salas até o fim do dia, equação (6.28). A equação (6.29) é usada

para calcular o indicador φ
(t)
td (x(t), u(t)).

lk =
lIk + lMk + lDk
|R|(Tmax − k)

, ∀k ≥ t (6.28)

φ
(t)
td (x(t), u(t)) =

∑
k>t

(
lt − lk
k − t

)
(6.29)

Quanto maior o valor de φ
(t)
td (x(t), u(t)) maior a velocidade média de deso-

cupação do sistema. Em alguns casos pode ser interessante dar preferência

para agendamentos que utilizem melhor os recursos das salas nos peŕıodos

iniciais e que mantenham as salas desocupadas em peŕıodos futuros para dar

maior flexibilidade ao plano. Para esses casos, o indicador da média das

taxas de desocupação pode ser útil.

• Soma do uso de salas por cirurgias nos próximos K peŕıodos (φ
(t)
su())

- Esse indicador calcula o número de peŕıodos que se espera utilizar de salas

nos próximos K peŕıodos. De cada peŕıodo k ∈ {t, t+K} soma-se o número

de salas que se espera estar em uso, isto é, o número de cirurgias já iniciadas

em t e que ainda não teriam terminado em k (|{s ∈ S(t)
I |τs + δ̄s − 1 ≥ k}|),

representado por nIk, acrescido do número de cirurgias já agendadas para

iniciar antes de k e que não teriam terminado em k (|{s ∈ S(t)
M |(τs ≤ k) ∩

(τs+δ̄s−1 ≥ k)}|), nMk , e do numero de novas cirurgias agendadas para iniciar

antes de k e que não teriam terminado em k (|{s ∈ S(t)
D |τs + δ̄s − 1 ≥ k}|),

nDk .

φ(t)
su(x(t), u(t)) =

∑
k∈{t,t+K}

nIk + nMk + nDk (6.30)

nIk =
∑
s∈S(t)

I

1[τs+δ̄s−1≥k] (6.31)

nMk =
∑

l∈{t,..,k}

∑
s ∈ S(t)

M :

l + δ̄s − 1 ≥ k

(
∑

r ∈ Rs :

L
(t)
rl = 0,

(ηs, τs) 6= (r, l)

ysrl + 1[τs=l](1− ysηsτs)) (6.32)
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nDk =
∑

l∈{t,..,k}

∑
s ∈ S(t)

D :

l ∈ T (t),a
s

l + δ̄s − 1 ≥ k

∑
r∈Rs:L(t)

rl =0

ysrl (6.33)

O termo nIk não depende da decisão u(t), isto é, é constante dado x(t), por-

tanto não há necessidade de ser computado para se resolver o problema de

otimização em t. Foi utilizado K = 6 para cobrir a janela de tempo das cirur-

gias urgentes que podem chegar em t+1. A ideia deste indicador é identificar

a capacidade do conjunto de salas de absorver urgências do peŕıodo seguinte.

6.2.4.2 Atualização dos coeficientes da aproximação linear

Foram testados dois métodos para atualização dos coeficientes da regressão linear

utilizados para aproximar o valor da função J (t)() e, consequentemente, definir

uma poĺıtica para a iteração n do PIA (πn). O caṕıtulo 8 do livro Powell (2011)

fornece uma boa apresentação destes métodos.

A primeira abordagem testada utiliza a suavização exponencial para a atualização

do vetor de coeficientes após a aplicação de uma poĺıtica (πn). O coeficiente θ(t),πn

é obtido através da equação (6.34), onde θ̄(t),πn é o vetor com a estimativa dos coe-

ficientes dos indicadores para o peŕıodo t obtido via mı́nimos quadrados (equação

(6.35)) a partir das estat́ısticas coletadas em πn.

θ(t),πn = (1− αn)θ(t),πn−1 + αnθ̄
(t),πn (6.34)

O valor da constante αn representa o stepsize utilizado para a atualização dos

coeficientes após a execução da poĺıtica πn. Os valores de αn devem estar no

intervalo [0, 1] e valores próximos de 1 atribuem maior peso para as observações

recentes.

Seja φt,πnm um vetor |F + 1| × 1 iniciado com a constante 1 (referente ao θ
(t),πn
0 ) e

com os demais valores obtidos pela aplicação das funções indicadoras φ
(t)
f () para o

m−ésimo caminho aleatório de uma poĺıtica πn . A função indicadora é aplicada so-

bre o estado x(t),m após a ação u(t),m∗ (estado pós-decisão) observado na realização
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do m−ésimo caminho aleatório da poĺıtica πn. A matriz φt,n possui dimensões

|F +1|×M com cada coluna é formada por um dos vetores φt,πnm (m = 1..M) e re-

presenta as estat́ısticas dos indicadores coletados durante a execução da poĺıtica πn.

Seja ĵ(t),πn,m o valor observado dos custos de se aplicar a poĺıtica πn no m−ésimo

caminho aleatório; o vetor ĵ(t),πn com dimensão M contém todas as estat́ısticas

de custo para a poĺıtica πn. O método dos mı́nimos quadrados pode ser utilizado

para estimar o valor de θ̄(t),πn após a aplicação da poĺıtica πn, equação (6.35).

θ̄(t),πn = [φt,nφt,n
′
]−1φt,nĵ(t),πn (6.35)

Pelo método de suavização exponencial descrito acima, a atualização dos coefici-

entes é feita apenas uma vez ao final da execução dos M caminhos aleatórios de

uma poĺıtica. Um outro método de atualização dos coeficientes é o método dos

mı́nimos quadrados recursivo (equações (6.36) - (6.39)).

A equação (6.36) é utilizada para atualizar o valor dos coeficientes após a realização

de um caminho aleatório. A matriz B(t), πn
m−1 é uma matriz |F + 1| × |F + 1|

que é atualizada recursivamente através da equação (6.37). γt,πnm é um escalar

calculado recursivamente utilizando a equação (6.38). ε̂tm representa a diferença

entre o valor estimado da função J (t+1)(x(t),m, u(t),m∗) e o valor observado ĵ(t),πn,m,

equação (6.39).

θ(t),πn
m = θ

(t),πn
m−1 −

1

γ
(t),πn
m

B
(t),πn
m−1 φ

(t),πn
m ε̂tm (6.36)

B(t),πn
m =

1

λ

(
B

(t),πn
m−1 −

1

γ
(t),πn
m

(
B

(t),πn
m−1 φ

(t),πn
m φ(t),πn

m

′
B

(t),πn
m−1

))
(6.37)

γ(t),πn
m = λ+ φ(t),πn

m

′
B

(t),πn
m−1 φ

(t),πn
m (6.38)

ε̂tm = J (t+1)(x(t),m, u(t),m∗)− ĵ(t),πn,m (6.39)

A constante λ presente nas equações (6.37) e (6.38) funciona de um modo similar

à uma constante stepsize, onde o valor λ = 1 é ótimo para quando o processo
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é estacionário, isto é, quando é necessário colocar o mesmo peso para todas as

observações. Valores próximos de zero colocam maior peso nas observações mais

recentes.

A atualização é recursiva e é feita para n > 1. Para a poĺıtica π1 os coeficientes

são atualizados apenas após as M execuções da simulação utilizando o método

dos mı́nimos quadrados tradicional (equação (6.35)). O valor de B
(t),πn
1 é obtido

durante a atualização dos coeficientes de π1 através da expressão (6.40).

B
(t),πn
1 =

[
φ

(t),πn
1 φ

(t),πn
1

′]−1

(6.40)

Problemas numéricos podem ocorrer ao utilizar este procedimento. A matriz

B
(t),πn
m pode ser singular e o valor de γ

(t),πn
m , caso seja muito próximo de zero,

pode gerar instabilidade no cálculo da equação (6.37). Seja ε uma pequena per-

tubação aleatória escalar positiva. Quando a matriz B
(t),πn
m é singular, é adicionado

à esta a matriz Iε e quando γ
(t),πn
m ≈ 0, a pertubação é adicionada à constante (ver

(POWELL, 2011)).

6.2.4.3 Approximate Policy Iteration Algorithm

Os Algoritmos 5 e 6 descrevem todas as etapas deste procedimento. A diferença

entre os algoritmos consiste na forma de atualização dos coeficientes da regressão.

O algoritmo 5 utiliza o método da suavização exponencial enquanto o algoritmo 6

utiliza o método dos mı́nimos quadrados recursivos. Os algoritmos serão referen-

ciados como PIASE e PIAMQR, respectivamente.

No PIASE, o vetor de coeficientes θ(t),πn é obtido a partir da suavização exponen-

cial, linha 12. Já o vetor θ̄(t),πn é obtido a partir do método dos mı́nimos quadrados

tradicional com base nas estat́ısticas de custo e dos valores coletados para os in-

dicadores a cada caminho aleatório da poĺıtica πn−1. As estat́ısticas de custo são

atualizadas a cada execução m da simulação de uma poĺıtica (11), nesse caso gmt ()

representa o custo incorrido em t da aplicação da decisão u(t),m∗ no estado x(t),m.

No PIAMQR, a poĺıtica π1 é obtida através da regressão linear múltipla reali-

zada em batelada após a execução dos M caminhos aleatórios da simulação (linha
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15). As demais poĺıticas são obtidas através da atualização recursiva do valor dos

coeficientes da poĺıtica anterior(linha 13).

Os coeficientes θ
(t),πn
f dos indicadores obtidos através das funções φ

(t)
f do estágio

t definem a politica πn e os coeficientes θ
(t),πn,m+1
f representam o valor estimado

para o coeficiente θ
(t),πn
f após a realização do m-ésimo caminho da poĺıtica πn−1.

Para cada um dos M caminhos aleatórios da simulação da poĺıtica πn os custos

observados ĵ(t),n,m de cada estágio t e os valores de φ
(t)
f (x(t), u(t)) são computa-

dos e utilizados para atualizar recursivamente θ
(t),πn,m+1
f . Na linha 4, θ

(t),πn,1
f são

inicializados com o valor dos coeficientes da poĺıtica πn−1.

As demais etapas são equivalentes para os algoritmos. Cada uma das N diferentes

poĺıticas (π0, π1, ..., πN−1) é avaliada via simulação por M caminhos aleatórios. Os

algoritmos se iniciam aplicando a poĺıtica π0 que consiste em decidir utilizando os

valores iniciais atribúıdos para os coeficientes θ
(t,π0)
f , linha 2 do PIASE (linha 2 do

PIAMQR).

Na linha 6(linha 7), a decisão ótima para o estágio t é obtida após resolver o

problema (6.21). Na linha 7(8) gera-se a incerteza da iteração m para o estágio

t+ 1 e, na linha 8(9) aplica-se a função transição para obter o estado futuro. Esse

processo se repete para todos os valores de t ∈ {0} ∪ T .

É atribúıdo o valor nulo para a observação de ĵ(Tmax+1),n,m, linha 9(10). E os

demais custos observados são calculados recursivamente a partir do estágio Tmax e

voltando até o estágio 0, linha 11(12). Os coeficientes das poĺıticas são atualizados

conforme relatado e, após as N iterações, retorna-se a poĺıtica πN encontrada,

linha 14(18).
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1 ińıcio

2 inicialize θ
(t),π0

f : ∀t ∈ T,∀f ∈ F ;

fim

3 para todo n ∈ {1..N} faça

4 para todo m ∈ {1..M} faça

5 para todo t ∈ {0..Tmax} faça

6 u(t),m∗ ← argmin
u∈Ξ

(t)
L
{gmt (x(t),m, u) + θ

(t),πn−1

0 +∑
f∈F θ

(t),πn−1

f φ
(t)
f (x(t),m, u)};

7 Gere a incerteza ω(t+1) ;

8 x(t+1),m ← ft(x
(t),m, u(t),m∗, ω(t+1));

fim

9 ĵ(Tmax+1),πn,m ← 0;

10 para todo t ∈ {Tmax, Tmax − 1, ..., 0} faça

11 ĵ(t),πn,m ← gmt (x(t),m, u(t),m∗) + ĵ(t+1),πn,m;

fim
fim

12 defina os coeficientes θ̄(t),πn a partir da regressão linear múltipla entre

os valores de ĵ(t+1),n e φt,n: ∀t ∈ T ;

13 θ(t),πn = (1− αn)θ(t),πn−1 + αnθ̄
(t),πn : ∀t ∈ T ;

fim

14 retorna θ
(t),πN
f : ∀t ∈ T,∀f ∈ F ;

Algoritmo 5: Policy Iteration Algorithm com atualização dos coeficientes pelo

método de suavização exponencial (PIASE )
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1 ińıcio

2 inicialize θ
(t),π0

f : ∀t ∈ T,∀f ∈ F ;

fim

3 para todo n ∈ {1..N} faça

4 θ
(t),πn,1
f = θ

(t),πn−1

f : ∀t ∈ T,∀f ∈ F ;

5 para todo m ∈ {1..M} faça

6 para todo t ∈ {0..Tmax} faça

7 u(t),m∗ ← argmin
u∈Ξ

(t)
L

(
gMt (x(t),m, u) + θ

(t),πn−1

0 +∑
f∈F θ

(t),πn−1

f φ
(t)
f (x(t),m, u)

)
;

8 Gere a incerteza ω(t+1) ;

9 x(t+1),m ← ft(x
(t),m, u(t),m∗, ω(t+1));

fim

10 ĵ(Tmax+1),πn,m ← 0;

11 para todo t ∈ {Tmax, Tmax − 1, ..., 0} faça

12 ĵ(t),πn,m ← gMt (x(t),m, u(t),m∗) + ĵ(t+1),πn,m;

fim

13 se n > 1 então atualize recursivamente o valor de θ
(t),πn,m+1
f a

partir de θ
(t),πn,m
f , x(t),m, u(t),m∗ e ĵ(t)πn,m: ∀t ∈ T,∀f ∈ F ;

fim

14 se n = 1 então

15 defina os coeficientes θ
(t),π1

f da regressão linear múltipla entre os

valores de ĵ(t+1),1,m, x(t),m e u(t),m∗: ∀t ∈ T,∀f ∈ F ;

fim

16 senão

17 θ
(t),πn
f ← θ

(t),πn,M
f : ∀t ∈ T,∀f ∈ F ;

fim
fim

18 retorna θ
(t),πN
f : ∀t ∈ T,∀f ∈ F ;

Algoritmo 6: Policy Iteration Algorithm com atualização dos coeficientes pelo

método dos mı́nimos quadrados recursivo PIAMQR
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7 Experimentos computacionais para o

PDEDSARC

Este caṕıtulo apresenta os experimentos computacionais realizados para testar as

abordagens desenvolvidas para a solução do PDEDSARC proposto no Caṕıtulo

6. No entanto, a abordagem mı́ope descrita na seção 6.2.2 gerou resultados muito

inferiores nos testes preliminares e por isso seu desempenho não será apresentado

aqui. Serão detalhadas as instâncias utilizadas, o planejamento do experimento

computacional, os parâmetros utilizados nas abordagens PIASE e PIAMQR e os

resultados obtidos.

7.1 Caracteŕısticas das instâncias

Assim como no Caṕıtulo 4, as instâncias aqui utilizadas foram constrúıdas aleato-

riamente, mas possuem dimensões baseadas em uma situação real. Neste caso, a

situação real é a verificada diariamente em um hospital de médio porte dedicado

à saúde da mulher e à maternidade em Belo Horizonte.

Foram geradas 48 instâncias provenientes da combinação de 3 cenários de che-

gadas com 16 configurações de 8 diferentes tipos. Os tipos de configuração se

diferenciam pelo o número esperado de cirurgias, pela disponibilidade de recursos

e pela proporção entre eletivas/não-eletivas. Os cenários de chegadas de cirurgias

não eletivas representam diferentes parametrizações para o processo estocástico

utilizado para cada tipo de cirurgia.

Todas instâncias possuem 4 cĺınicas e a distribuição dos preceptores foi feita alea-

toriamente para cada cenário. O cenário com 9 preceptores possui 3 cĺınicas com 2

preceptores e uma cĺınica com 3, e o cenário com 12 preceptores possui 3 em cada

cĺınica. A disponibilidade dos dois recursos renováveis foi definida aleatoriamente

para cada um dos 8 tipos de instâncias. Para cada instância, uma das salas foi

definida para possuir um recurso renovável fixo do tipo 1.
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O número de tipos de cirurgias é igual a 10 em todas as instâncias onde 2 cĺınicas

possuem 2 tipos e outras 2 cĺınicas possuem 3 tipos cada. Em cada peŕıodo, a

chegada de cirurgias é definida a partir de 10 processos de Bernoulli independentes,

com probabilidade definida pela combinação do número esperado de cirurgias, da

proporção entre E/NE e do cenário de chegadas.

A duração das cirurgias segue distribuição uniforme com mı́nimo e máximo defi-

nidos aleatoriamente para cada tipo de cirurgia. Os conjuntos Rs foram definidos

aleatoriamente para cada tipo de cirurgia, assim como o conjunto S
(0)
D (conjunto

de cirurgias eletivas) para cada instância.

Os custos utilizados foram os mesmos em todas as instâncias. O custo de cance-

lamento de um cirurgia eletiva foi usado como base para definir os outros custos.

Este custo é o mesmo para todas as eletivas. Uma penalização de 60% foi apli-

cada ao custo de cancelamento quando a cirurgia era urgente. Os custos de não

realização foram definidos como 60% destes. Os custos de ińıcio fora da janela

de tempo (por peŕıodo de atraso) foram definidos de maneira aleatória para cada

tipo de cirurgia, eletiva ou não, dentro do intervalo de 10 a 15% do custo de

cancelamento da cirurgia eletiva.

• Número esperado de cirurgias - Esta dimensão define, em média, quan-

tas cirurgias eletivas e não eletivas se tornarão dispońıveis durante um dia.

Ele consiste na soma das cirurgias eletivas (dispońıveis em x0) com a quanti-

dade esperada de cirurgias que chegarão ao longo do dia. Trabalhamos com

dois grupos de instâncias, um com valor esperado (E[|S|]) de 18 cirurgias

(s18) e outro com valor esperado de 24 cirurgias (s24). Essas quantida-

des são condizentes com o número de cirurgias realizadas na maternidade

durante um dia que se distribui entre 12 e 30.

• Disponibilidade de recursos - A disponibilidade de recursos define a

quantidade de salas e o número de preceptores. Foram testadas duas con-

figurações de disponibilidade de recursos: r6p9 com 6 salas, 9 preceptores

e r9p12 com 9 salas, 12 preceptores. O hospital em questão possui 6 salas

e a quantidade de preceptores que atendem durante um dia é variável de-
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vido à natureza do v́ınculo destes com o hospital, mas os valores 9 e 12 são

aderentes a um dia normal de agendamentos.

• Proporção entre eletivas/não-eletivas - Esta proporção se refere à

relação entre a quantidade de cirurgias previamente agendadas (eletivas) e

a quantidade de cirurgias que chegam durante o dia (não eletivas). Foram

testadas as proporções de 1/2 e de 2/1 gerando os cenários e6 (6/12) e e12

(12/6) para as instâncias do grupo s18 e e8 (8/16); e e16 (16/8) para as

instâncias do grupo s24. A variação destas proporções foi observada na

prática.

• Processo de chegada - O processo de chegada das cirurgias eletivas define

o congestionamento do sistema. Foram definidos três diferentes cenários para

o processo de chegada das cirurgias não-eletivas. O cenário cb concentra

50% das chegadas nos 6 primeiros peŕıodos, o cenário cc concentra 50% das

chegadas entre os peŕıodos 10 e 15 e o cenário ch distribui uniformemente

as chegadas ao longo dos peŕıodos. A Figura 6 apresenta a distribuição

percentual esperada das chegadas ao longo do dia nos 3 cenários.
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Figura 6 – Distribuição percentual esperada das chegadas ao longo do dia

7.2 Parametrização dos experimentos computacionais

Uma simulação com 30 caminhos aleatórios foi realizada para comparar o de-

sempenho dos métodos desenvolvidos em cada instância criada. Cada caminho

aleatório corresponde a um “dia diferente”para cada instância. Os experimentos

foram conduzidos fixando a semente do gerador de números aleatórios para per-

mitir a reprodução dos experimentos quantas vezes forem necessárias. O gerador

de números aleatórios utilizado internamente pelo PIA é independente do gera-

dor utilizado para a simulação do desempenho das abordagens e também teve sua

semente fixada.

Além disto, garantiu-se que os 30 caminhos aleatórios gerados fossem os mesmos

para cada um dos métodos permitindo, assim, a realização de um teste pareado

para compará-los. O teste utilizado foi o t-Student unilateral para amostras pare-
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adas a um ńıvel de significância de 0.05.

A estat́ıstica de desempenho utilizada como critério de comparação foi o custo

total no peŕıodo 0 para cada método em cada caminho aleatório. A hipótese nula

do teste, isto é, a hipótese que se desejava testar, foi a de igualdade das médias

dos desempenhos das abordagens contra a hipótese de que os custos esperados das

abordagens PIA fossem menores do que as do Lookahead.

H0 : µPIAct = µLKDct (7.1)

Ha : µPIAct < µLKDct (7.2)

Um ńıvel de significância de 0.05 garante uma probabilidade de 5% de cometer o

erro do tipo I, isto é, rejeitar a hipótese H0 quando a mesma for verdadeira. Um

teste t-pareado com 30 replicações a um ńıvel de significância de 0.05 é capaz de

garantir poderes de 0.283, 0.848 e 0.996 para detectar diferenças absolutas entre as

médias de 0.2, 0.5 e 0.8 desvios padrões, respectivamente, em um teste unilateral.

Um valor elevado no poder do teste implica em uma baixa probabilidade de cometer

o erro do tipo II - não rejeitar H0 quando Ha for válida.

Todos os experimentos foram realizados em um computador do tipo Intel Xeon

X5690 ©com 24 processadores de 3.47GHz e 132 GB de RAM com sistema ope-

racional Linux.

Os algoritmos foram codificados em C++ utilizando o CPLEX 12.4 para resol-

ver os subproblemas de programação inteira interfaceado pela biblioteca Concert.

Os subproblemas foram executados com a diretriz IloCplex::ParallelMode = 1

para garantir uma busca paralela em modo determińıstico, o que permite a repro-

dutibilidade dos experimentos.

Os métodos estat́ısticos para estimação dos coeficientes da regressão foram im-

plementados com o uso da biblioteca Armadillo. O tempo de execução foi con-

tabilizado com a ajuda da biblioteca ctime e a contagem de tempo considera o

tempo gasto por todos os processadores, isto é, a soma do tempo gasto em cada

processador para resolver o problema.
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7.3 Parametrização do PIA

Para o conjunto de instâncias com processo de chegada homogêneo (ch) foram uti-

lizados os indicadores de custo futuro de ińıcio fora da janela de tempo e média das

taxas de desocupação. Para os conjuntos de instâncias cc e cb foi, adicionalmente,

utilizado o indicador de soma do uso de salas por cirurgias nos próximos 6 peŕıodos.

A escolha foi feita a partir do desempenho observado em testes preliminares.

Conforme descrito na seção 6.2.4.3, uma poĺıtica é definida pelos coeficientes da

regressão dos indicadores utilizados pelo método. O método aplicado possui dois

(ou três) indicadores para cada um dos 24 peŕıodos, isto é, possui, ao todo, 48

(ou 72) coeficientes de regressão. A cada um dos coeficientes é atribúıdo um valor

inicial que pode interferir na velocidade de convergência dos métodos.

Os indicadores definidos demonstraram-se, no geral, correlacionados com o valor

real da função J (t)(). Foram, na maioria dos casos, significativos no modelo linear.

No entanto, o modelo multivariado para a aproximação do valor da função revelou-

se pouco explicativo, fato que explica a elevada variabilidade das respostas obtidas

pela aplicação dos algoritmos. Uma posśıvel relação não linear entre os indicadores

e o valor da função e a existência de aspectos do problema não mapeados pelos

mesmos explicam a fragilidade do modelo de regressão.

A correlação, no entanto, depende de cada cada peŕıodo e varia com as instâncias.

Testes preliminares mostraram que a correlação tende a ser mais fracas quando

o processo de chegada é não homogêneo. É importante observar que embora o

modelo não seja muito explicativo, ainda assim os algoritmos foram capazes de

reduzir os custos.

Na ausência de informação a respeito do comportamento dos indicadores, à média

das taxas de desocupação (φ
(t)
td ()), e à soma do uso de salas por cirurgias nos

próximos K peŕıodos (φ
(t)
su()) foram atribúıdos valores iniciais iguais a zero para

seus coeficientes. No caso do indicador custo futuro de ińıcio fora da janela de

tempo (φ
(t)
if ()), foram atribúıdos os valores iniciais iguais a 1 para os coeficientes

com o objetivo de replicar o procedimento Lookahead na poĺıtica inicial π0. Observe

que o custo futuro de ińıcio fora da janela de tempo é incorporado ao objetivo dos

subproblemas resolvidos no método Lookahead.
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Como relatado no Caṕıtulo 6, foram testados dois métodos para atualização dos

coeficientes. Para o algoritmo PIASE, a regra de atualização do stepsize utilizada

foi αn = 1
n
. No caso do algoritmo PIAMQR, o valor da constante λ utilizado foi

1.01. Os valores foram definidos qualitativamente após testes com outros valores.

Outros dois parâmetros devem ser definidos para executar o método PIA, o número

de poĺıticas testadas (N) e o número de replicações por poĺıtica (M). O número

de poĺıticas testadas tem como objetivo alcançar a convergência do método. Já

o número de replicações por poĺıtica influencia na qualidade da estimativa dos

coeficientes dos indicadores.

A convergência do valor esperado do custo total em t0 depende da convergência

de todos os coeficientes. A t́ıtulo de exemplo, a Figura 7 apresenta o valor dos co-

eficientes dos indicadores de média das taxas de desocupação para os primeiro,

décimo segundo e penúltimo peŕıodos da aplicação do PIAMQR na instância

s18e6r6p9ch.

Na figura, θ
(t),πn−1

td representa o coeficiente do indicador taxa média de desocupação

que é utilizado durante a iteração n do método PIAMQR. Já θ
(t),πn,m
td representa o

coeficiente atualizado após a avaliação do m-ésimo caminho aleatório da n-ésima

iteração do mesmo método.
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Figura 7 – Valores de θ
(t),πn−1

td e θ
(t),πn,m
td por iteração dos peŕıodos t = 1 (a)

t = 12 (b) e t = 23 (c) para a aplicação do PIAMQR na instância

s18e6r6p9ch

O número de problemas de programação inteira a serem resolvidos aumenta line-

armente com a medida N ×M . Portanto, a definição dos parâmetros N e M é

também uma decisão de custo-benef́ıcio e este ponto de vista foi utilizado para a

escolha dos valores destes parâmetros. A aplicação de testes de convergência para
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os algoritmos é uma questão complexa e foge ao escopo deste trabalho.
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Figura 8 – Comparação do custo esperado em t0 x πn para diferentes valores M do

PIAMQR

Para auxiliar a definição de N e M , foram realizados testes em uma instância

com 9 cirurgias eletivas, em média 12 cirurgias não eletivas, 6 salas, 9 preceptores,

processo de chegada homogêneo e utilizando o PIAMQR. A Figura 8 apresenta

o gráfico do custo esperado em t0 x πn para variações de M (igual a 50, 100 e

200). Percebe-se que não há diferença visual significativa entre as séries e por este

motivo optou-se por utilizar o valor de M = 50. No entanto, por ser importante

obter uma boa estimativa inicial para os coeficientes, utilizamos M = 200 para

avaliar π0.
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Figura 9 – Custo esperado em t0 x πn para 40 iterações do PIAMQR

A Figura 9 apresenta o gráfico do custo esperado em t0 x πn para as 40 primeiras

poĺıticas com valor de M igual a 50 e 100. É posśıvel observar que a série sofre

uma queda nos primeiros valores de n, e a partir de n = 5, embora não se garanta

a convergência, passa a possuir uma variação menor. Empiricamente, optou-se por

utilizar N = 20.
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Figura 10 – Custo esperado em t0 x πn para instâncias do grupo s18

Uma vez que o comportamento observado nas séries da Figura 9 foi similar ao de

todas as instâncias testadas, não serão apresentados todos os 48 gráficos. Como

exemplo, a Figura 10 ((a)-(f)) apresenta o gráfico do custo esperado em t0 x πn das

20 primeiras poĺıticas com valor de M = 50 para algumas instâncias do grupo s18

e a Figura 11 ((a)-(f)) refere-se a algumas instâncias do grupo s24. Visualmente
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observa-se que, na maioria dos casos, após as primeiras 5 poĺıticas os valores das

séries tendem a se estabilizar em um patamar inferior ao inicial.
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Figura 11 – Custo esperado em t0 x πn para instâncias do grupo s24
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7.4 Resultados obtidos

7.4.1 Comparação dos métodos de atualização dos coeficientes da re-

gressão

Para comparar a diferença entre os métodos MQR e SE, foram utilizadas as

instâncias de 18 cirurgias (s18) como referência inicial. Devido à discrepância nos

resultados encontrados, especialmente no tempo médio por replicação, optou-se

por adotar como referência o método de melhor desempenho, método dos mı́nimos

quadrados recursivos (MQR).

O gráfico da Figura 12 é um scatterplot dos custos médios totais encontrados para

o método SE (eixo y) contra os valores encontrados para o método MQR (eixo x).

As cores dos pontos diferenciam as instâncias pela relação eletiva/não eletiva, as

formas diferenciam pelo processo de chegada e os rótulos de valores representam

o percentual entre a diferença dos valores de MQR e SE em relação aos valores

de SE. Em apenas uma instância, o MQR foi superado pelo SE. No entanto, não

há diferença estat́ıstica entre a média dos valores comparados para um ńıvel de

confiança de 5%.
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Figura 12 – Comparação dos valores de custo médio total obtidos pelos métodos

MQR e SE

O gráfico da Figura 13 é um scatterplot dos tempos médios de execução das re-

plicações da simulação para o método SE (eixo y) contra os valores encontrados

para o método MQR (eixo x). As cores dos pontos diferenciam as instâncias pela

relação eletiva/não eletiva, as formas diferenciam pelo processo de chegada e os

rótulos de valores representam o percentual entre a diferença dos valores de MQR

e SE em relação aos valores de SE. Em todos os casos o tempo médio de execução

do método SE superou o do MQR chegando a ser 45.5% superior.
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Figura 13 – Comparação dos tempos de execução dos métodos MQR e SE

7.4.2 Comparação dos algoritmos desenvolvidos para a solução do pro-

blema

As Tabelas 16 e 17 apresentam os resultados obtidos para as instâncias dos grupos

s18 e s24, respectivamente. A primeira coluna (I) identifica as instâncias. Como

mencionado anteriormente, cf., seção 7.2, para cada instância foram gerados 30

caminhos aleatórios simulando diferentes dias na prática. A segunda coluna apre-

senta os custos médios totais obtidos através da aplicação do método Lookahead,

a coluna tr(s) apresenta os tempos médios, em segundos, necessários para resolver

o problema para um caminho aleatório, isto é, tempo necessário para resolver 24

subproblemas de programação inteira. Em seguida são apresentados os custos obti-

dos pelo método PIAMQR. A coluna P-valor refere-se à probabilidade da hipótese
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nula do teste t-student (médias são iguais) ser verdadeira para os dados coletados.

A coluna te(s) apresenta o tempo médio em segundos que foi necessário para rea-

lizar a estimativa dos coeficientes que definem a poĺıtica implementada. Por fim,

a coluna tr(s) apresenta os tempos médios, em segundos, necessários para resolver

o problema para um caminho aleatório, isto é, tempo necessário para resolver 24

subproblemas de programação inteira.

Embora o tempo necessário para a avaliação de um caminho aleatório tenha sido re-

lativamente baixo, durante cada simulação são avaliados 1150 caminhos aleatórios

(cf. 7.3), totalizando 28750 problemas de Programação Inteira. Caso o tempo ne-

cessário para se resolver um caminho cresça muito, pode-se inviabilizar a aplicação

do método PIA.

É importante ressaltar que não foi imposto limite de tempo para a execução do

CPLEX. A imposição poderia ocasionar o término do tempo sem ao menos uma

solução viável o que travaria o algoritmo. A diretriz do CPLEX IloCplex::EpGap

que define como critério de parada um gap pré definido foi testada preliminarmente

e não gerou ganhos em termos de tempo, e por isso não foi utilizada. No entanto,

em instâncias mais dif́ıceis esta pode ser uma solução.

A Tabela 16 apresenta os resultados obtidos para as instâncias do grupo s18. Em

17 das 24 instâncias, o procedimento PIAMQR se saiu estatisticamente melhor do

que o procedimento Lookahead a um ńıvel de significância de 0.05. Em 5 instâncias,

o PIAMQR se saiu melhor que o Lookahead, mas a diferença encontrada não foi

suficiente para indicar uma diferença estat́ıstica a um ńıvel de significância de

0.05. Nas instâncias s18e12r6p9cb-2 e s18e6r6p9cb-2 o método Lookahead foi

melhor, sendo que, para a última, a diferença encontrada foi suficiente para indicar

uma diferença estat́ıstica. Isto é, para esta instância µPIAMQR
ct > µLKDct a um ńıvel

de significância de 0.05.

Os tempos computacionais necessários para avaliar um caminho aleatório foram

comparáveis nos dois métodos. O tempo computacional necessário para realizar

a estimativa dos coeficientes dos indicadores foram adequados ao horizonte de

tempo de tomada de decisão. Em uma aplicação prática, a estimativa dos coefici-

entes poderia ser feita na véspera, quando seriam conhecidas as cirurgias eletivas
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I Lookahead PIAMQR
Custo Médio tr(s) Custo Médio pvalor te(s) tr(s)

s18e6r6p9cb-1 2127 2 1795 0.0056 1268 1
s18e6r6p9cb-2 975 0 1213 0.9949 982 1
s18e6r6p9cc-1 2225 1 1963 0.0383 745 1
s18e6r6p9cc-2 1874 1 1301 0.0003 1583 1
s18e6r6p9ch-1 2200 1 1601 < 0.0001 501 0
s18e6r6p9ch-2 1818 1 1235 < 0.0001 911 1
s18e12r6p9cb-1 1413 1 1195 0.0067 953 1
s18e12r6p9cb-2 719 1 721 0.5117 1958 2
s18e12r6p9cc-1 1862 0 1478 0.0004 888 1
s18e12r6p9cc-2 1014 1 975 0.3080 2101 2
s18e12r6p9ch-1 1738 0 1415 0.0009 764 1
s18e12r6p9ch-2 1075 1 876 0.0378 2169 2
s18e6r9p12cb-1 1008 1 810 0.0078 2527 2
s18e6r9p12cb-2 609 0 595 0.4281 3022 3
s18e6r9p12cc-1 875 2 705 0.0038 2972 3
s18e6r9p12cc-2 757 2 553 0.0302 8700 8
s18e6r9p12ch-1 784 1 477 0.0002 1795 2
s18e6r9p12ch-2 764 1 385 0.0002 4202 4
s18e12r9p12cb-1 689 1 657 0.2640 1832 2
s18e12r9p12cb-2 479 1 396 0.1195 4146 4
s18e12r9p12cc-1 649 0 467 0.0263 1704 1
s18e12r9p12cc-2 483 1 283 0.0063 4293 4
s18e12r9p12ch-1 477 0 459 0.3381 1683 1
s18e12r9p12ch-2 399 1 137 0.0021 3490 3

Tabela 16 – resultados para as instâncias do grupo s18

candidatas a serem realizadas no dia seguinte. O tempo máximo foi 8700s que

corresponde a cerca de 2h25.

A Tabela 17 apresenta os resultados obtidos para as instâncias do grupo s24.

Em 18 das 24 instâncias o procedimento PIAMQR se saiu estatisticamente me-

lhor do que o procedimento Lookahead a um ńıvel de significância de 0.05. Se

for considerado um ńıvel de significância de 0.07, o desempenho é melhor em

20 das 24 instâncias deste grupo (as instâncias s24e8r6p9cb-2 e s24e8r6p9cc-

1 obtiveram P-valores de 0.067 e 0.055, respectivamente). Embora nas instâncias

s24e16r6p9cb-1, s24e16r6p9cb-2 s24e8r9p12cb-1 e s24e16r9p12cb-2 o pro-

cedimento Lookahead tenha gerado melhores resultados, a diferença não foi su-

ficiente para indicar uma diferença estat́ıstica entre os métodos a um ńıvel de

significância de 0.05.
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I Lookahead PIAMQR
Custo Médio tr(s) Custo Médio pvalor te(s) tr(s)

s24e8r6p9cb-1 3740 1 3140 0.001 2783 2
s24e8r6p9cb-2 3294 5 3118 0.0670 12521 11
s24e8r6p9cc-1 4043 6 3797 0.0550 2942 3
s24e8r6p9cc-2 4012 1 3099 < 0.0001 3667 3
s24e8r6p9ch-1 3849 3 2945 < 0.0001 2127 2
s24e8r6p9ch-2 3449 2 2673 0.0003 2465 2
s24e16r6p9cb-1 2300 1 2480 0.9212 811 1
s24e16r6p9cb-2 1751 1 1759 0.5215 2129 2
s24e16r6p9cc-1 2823 1 2413 0.0012 795 1
s24e16r6p9cc-2 2125 2 1622 0.0029 1836 2
s24e16r6p9ch-1 2493 1 1987 < 0.0001 606 1
s24e16r6p9ch-2 1829 1 1253 0.0002 2344 2
s24e8r9p12cb-1 2505 13 2523 0.5707 34105 30
s24e8r9p12cb-2 1841 3 1578 0.0058 14507 13
s24e8r9p12cc-1 2889 9 2272 0.0002 27346 24
s24e8r9p12cc-2 2163 8 1601 < 0.0001 11246 10
s24e8r9p12ch-1 2640 5 2286 0.0093 31940 28
s24e8r9p12ch-2 1971 1 1550 0.0001 25135 22
s24e16r9p12cb-1 1253 2 1115 0.0442 1759 2
s24e16r9p12cb-2 607 2 612 0.5223 3578 3
s24e16r9p12cc-1 1771 1 1121 < 0.0001 1269 1
s24e16r9p12cc-2 985 1 458 0.0002 2724 2
s24e16r9p12ch-1 1687 1 1095 < 0.0001 1294 1
s24e16r9p12ch-2 858 1 697 0.0299 4670 4

Tabela 17 – resultados para as instâncias do grupo s24

Os tempos computacionais necessários para avaliar um caminho aleatório foram

compat́ıveis nos dois métodos. O tempo computacional necessário para realizar a

estimativa dos coeficientes dos indicadores foram mais elevados, tendo como valor

máximo (34105s) que corresponde à cerca de 9h30.

As Figuras 14 e 15 apresentam graficamente o resultado dos experimentos para as

instâncias dos grupos s18 e s24, respectivamente. O gráfico das figuras são scat-

terplots dos custos médios totais encontrados para a abordagem Lookahead (eixo

y) contra os valores encontrados para o método PIAMQR (eixo x). As cores dos

pontos diferenciam as instâncias pela relação eletiva/não eletiva, as formas diferen-

ciam pelo processo de chegada, o tamanho varia de acordo com a disponibilidade

de recursos e os rótulos de valores representam o percentual entre a diferença dos

valores do PIAMQR e Lookahead em relação aos valores de Lookahead.
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0 para instâncias do grupo s18

A Figura 14 mostra que o melhor desempenho relativo do procedimento PIAMQR

para o grupo s18 foi −65.6% obtido para instância s18e12r9p12ch. O pior de-

sempenho foi obtido para a instância s18e6r6p9cb-2 (+24.5%).
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0 para instâncias do grupo s24

A Figura 15 mostra que o melhor desempenho relativo do procedimento PIAMQR

para o grupo s24 foi −53.5% obtido para instância s24e16r9p12ch. O pior de-

sempenho foi obtido para a instância s24e8r9p12cb (+7.8%). Os dois gráficos

também mostram que os custos são menores para as instâncias com relação E/NE

2:1 e, como esperado, para as instâncias com maior disponibilidade de recursos

(r6p9).

A Tabela 18 apresenta o resumo dos resultados encontrados para as instâncias.

As estat́ısticas foram desagregadas pelo número esperado de cirurgias e por uma

segunda dimensão relativa ao agrupamento de instâncias. A coluna Dif(%) é a

diferença percentual obtida entre os métodos, te(s) o tempo médio necessário para

a estimativa dos coeficientes e P −V alor < 0.05 indica o número de instâncias em

que a diferença foi estatisticamente significativa. Observa-se que, tomando como
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critério a diferença percentual entre o custo médio encontrado pelo procedimento

Lookahead e o procedimento PIAMQR, o ganho obtido por se aplicar o método

PIAMQR foi ligeiramente maior no conjunto de instâncias com 18 cirurgias do que

no conjunto de instâncias com 24 cirurgias. É necessário destacar, no entanto, que

a garantia estat́ıstica de que o custo médio obtido pelo PIAMQR seja menor que

os do Lookahead (P − valor < 0.05) foi observado em 17 das 24 instâncias para 18

cirurgias, enquanto no conjunto com 24 cirurgia isto foi observado em 18 das 24.

Claramente, tanto para E[|S|] = 18, quanto para E[|S|] = 24, o PIAMQR possuiu

menor ganho relativo quando o processo de chegada é concentrado no ińıcio do

expediente (grupo cb). Nos demais grupos de instâncias referentes ao processo

de chegada, o método obteve maiores ganhos. A maior diferença de desempenho

foi obtida no grupo cc para E[|S|] = 24 e no grupo ch para E[|S|] = 18. As

instâncias com proporção E/NE de 2 : 1 apresentaram maior ganho relativo para

o PIAMQR.

Em termos do tempo necessário para realizar a estimação dos coeficientes, as

instâncias com E[|S|] = 24 tiveram um custo computacional maior do que os

das instâncias com E[|S|] = 18, o que já era esperado. Embora as instâncias

do grupo r9p12 possuam uma quantidade maior de variáveis no subproblema

inteiro, as instâncias mais restritas (r6p9) foram mais dif́ıceis de se resolver. As

instâncias com mais eletivas E/NE 2:1 demoraram consideravelmente mais do

que as instâncias com menos eletivas.

s18 s24
Grupo Dif(%) te(s) P − valor < 0.05 Dif(%) te(s) P − valor < 0.05 Geral
cb -6.24% 2086 3 -2.97% 9916 3 -4.6%
cc -22.83% 2873 7 -28.35% 6983 7 -25.59%
ch -31.78% 1939 7 -23.28% 9779 8 -27.53%
r6p9 -20.81% 2434 10 -15.98% 15273 9 -18.39%
r9p12 -19.76% 2165 7 -22.16% 2091 9 -20.96%
E/NE 1:2 -14.12% 1235 9 -14.72% 2931 8 -14.42%
E/NE 2:1 -26.45% 3364 8 -22.78% 11406 10 -24.61%
Geral -20.28% 2300 17 -17.83% 8108 18 -19.06%

Tabela 18 – Resumo dos resultados

O menor ganho relativo ao método Lookahead obtido pelo do método PIAMQR
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para o processo de chegada concentrado no ińıcio do peŕıodo se deve, em parte,

à baixa qualidade da aproximação do valor da função para este cenário. Testes

preliminares mostraram que os indicadores possuem correlação mais baixa com o

valor da função para estes cenários. Este fato demonstra a importância da escolha

dos indicadores para a melhoria do desempenho. No entanto, um outro aspecto que

pode ter influenciado é o fato de haver maior flexibilidade para a reação diante da

alteração dos parâmetros nestes cenários, uma vez que há mais tempo para corrigir

o planejamento. Sendo assim, o Lookahead pode ter obtido melhor desempenho.

Embora no geral o método PIAMQR tenha obtido bons resultados, ressalva-se a

elevada variabilidade obtida para os custos entre as replicações. Esta caracteŕıstica

é herdada da própria variabilidade dos cenários de incerteza e também afeta o

método Lookahead. O uso de indicadores não lineares em relação às variáveis do

problema, assim como a construção de modelos não lineares para a aproximação

do valor da função, pode ser um caminho para obter melhores resultados.

A redução média de 19.06% nos custos é significativa do ponto de vista prático.

Principalmente se for considerado que essa redução foi obtida em comparação

com o uso de um método de otimização, o que ainda não é comum na prática.

Conforme observado por outros autores, e.g., (CARDOEN et al., 2010) e também

durante visitas em hospitais no decorrer do desenvolvimento desta tese, na prática

o sequenciamento é feito de forma manual.

7.5 Considerações sobre a aplicação prática do método PIA

O tempo necessário para a obtenção da poĺıtica a ser utilizada em um determinado

cenário é elevado, mas é adequado quando comparado com o horizonte de tomada

de decisão que é de um dia. Em um contexto prático os coeficientes seriam estima-

dos uma única vez, na véspera, quando as informações acerca das disponibilidades

de recursos e as eletivas são definidas.

Durante o dia, as sucessivas execuções, a cada estágio de decisão, dos problemas

de programação inteira para se tomar a decisão são rápidas, em torno de 1s.

Pelas Tabelas 16 e 17, pode-se notar que o tempo de avaliação de um caminho

aleatório (tr(s)) foi baixo. Como já explicado, um caminho aleatório simula todo
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o expediente, i.e., simula todas as tomadas de decisão durante o horizonte de

planejamento que, ao todo, são 24.
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8 Conclusões

O objetivo deste trabalho foi descrever e propor solução para o problema diário

de sequenciamento de cirurgias através de abordagens que fossem aderentes à re-

alidade em termos do tratamento de recursos, da dinamicidade e incertezas do

processo. Os modelos foram desenvolvidos buscando incorporar aspectos obser-

vados na prática do processo de programação de cirurgias e preencher lacunas

identificadas na literatura. Os experimentos computacionais foram conduzidos em

instâncias geradas a partir de dados reais. O tema abordado nesta tese é im-

portante uma vez que a gestão eficiente de recursos é vital para a melhoria da

qualidade dos serviços na área de saúde. Especificamente, o bloco cirúrgico é o

setor de maior custo e maior faturamento de um hospital.

No caṕıtulo 3, foi constrúıdo um modelo de programação inteira que considera

o uso simultâneo de recursos humanos especializados, aspecto não encontrado na

literatura. O modelo também incorporou caracteŕısticas de relevância prática, tais

como a existência de múltiplos blocos, salas não homogêneas, janela de tempo para

os recursos humanos e preferências dos recursos humanos especializados.

Foi demonstrada, no Caṕıtulo 4, a aplicabilidade do modelo determińıstico pro-

posto através do exemplo de uma situação real vivida em um hospital de grande

porte de Belo Horizonte. O resultado obtido superou, não só o desempenho usual

relatado pelo corpo médico do hospital, como também a meta definida pela direção.

O modelo desenvolvido foi capaz de gerar limites estreitos para a relaxação linear

do problema inteiro. Para aproveitar este fato, foram desenvolvidas três heuŕısticas

baseadas na formulação de programação inteira decompondo o problema em duas

etapas e aproveitando os resultados da relaxação linear.

Os métodos constrúıdos foram testados em 144 instâncias geradas aleatoriamente,

mas buscam imitar o comportamento do sistema real. As instâncias geradas per-

mitiram cobrir diferentes cenários de situações práticas.

Dentre os três métodos propostos, destaca-se a heuŕıstica Relax-and-Fix por ser
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capaz de gerar soluções ótimas ou próximas da ótima. A heuŕıstica Relax-and-Fix

5% é uma variante que finaliza a busca pela solução na primeira etapa do método

quando o gap de 5% é atingido. Essa variante se mostrou uma alternativa efetiva

para encontrar boas soluções em tempos computacionais menores que uma hora.

Resultados computacionais mostraram que é posśıvel encontrar solução ótima ou

próxima da ótima para a maioria das instâncias. Os grupos de instâncias sem a

restrição de janela de tempo para os cirurgiões e para as cirurgias possuem um

número maior de variáveis e aparentam ser mais dif́ıceis. Para 23 das 72 intâncias

deste grupo não foi provada a otimalidade da melhor solução encontrada, isto é,

essas instâncias permanecem abertas.

No caṕıtulo 6 o problema foi tratado através de uma abordagem que considera a

influência da incerteza e da dinamicidade no sistema. As incertezas de duração

das cirurgias e da chegada de novas cirurgias foram incorporadas ao modelo. Re-

conhecendo a possibilidade de modificar o agendamento inicial ao longo do dia, a

modelagem busca decidir de forma a minimizar o custo total esperado.

Para garantir a tratabilidade, o modelo para o problema dinâmico estocástico

(PDE) foi constrúıdo a partir de uma simplificação do modelo determińıstico pro-

posto. No entanto, a modelagem apresentada é aderente à situações reais onde

existam recursos humanos especializados em quantidade suficiente para alocar pre-

viamente à cada sala do bloco. Sob estas circunstâncias, o modelo se torna ainda

mais adequado justamente por ser capaz de lidar com a incerteza e a natureza

dinâmica do processo.

Durante a elaboração desta tese, não foram encontrados na literatura trabalhos que

utilizassem a abordagem dinâmica estocástica para o tratamento de problemas de

allocation scheduling. Acredita-se, portanto, que o modelo apresentado no Caṕıtulo

6 seja uma contribuição para um tema pouco explorado.

Para a solução do PDE foram propostos e testados dois diferentes métodos. O pri-

meiro, Lookahead, consiste na solução, a cada estágio de decisão, dos subproblemas

de PI. Assume-se que o problema é determińıstico. Este método serve como critério

de comparação para a abordagem dinâmica frente à abordagem determińıstica.

O segundo método desenvolvido foi uma versão do Policy Interation Algorithm
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(PIA) com aproximação do valor função (J (t)()) por regressão linear múltipla.

Foram testados o método da suavização exponencial (SE) e o método dos mı́nimos

quadrados recursivos (MQR) como forma de estimar os coeficientes da regressão

a poĺıtica.

A comparação prévia entre os métodos PIAMQR e PIASE indicou um melhor

desempenho do primeiro e então este foi utilizado para realizar os testes computa-

cionais relatados no Caṕıtulo 7. Foram realizados 48 testes em instâncias geradas

aleatoriamente mas que, assim como no caso determińıstico, buscam imitar o com-

portamento de um sistema real. O caso real, no qual foram baseadas as instâncias,

foi o bloco de cirurgias de um hospital de médio porte de Belo Horizonte-MG.

Ao todo foram gerados 8 tipos de instâncias com duas variaçẽs em cada e três

processos de chegada. Os grupos se diferem em termos de quantidade média de

cirurgias, disponibilidade de recursos e proporção entre a quantidade de eletivas

e não eletivas. Com estes grupos buscou-se explorar diferentes cenários posśıveis

para a situação real de chegadas de cirurgias urgentes.

O desempenho dos métodos foi comparado através de um teste t-student unilateral

e para 35 das 48 instâncias (72% dos casos) o método PIAMQR comprovou gerar

um custo esperado estatisticamente menor do que o Método Lookahead. Em apenas

uma instância o método Lookahead comprovou ser estatisticamente melhor do que

o PIAMQR. Em média, o custo gerado pelo PIAMQR foi 19% menor do que o

gerado pelo Lookahead. A diferença foi maior para o conjunto de instâncias com

em média 18 cirurgias e com proporção eletiva/ não eletiva de 2 para 1. O método

PIAMQR teve menores ganhos relativos em instâncias com processo de chegada

de cirurgias não eletivas concentrado no ińıcio do expediente.

O desempenho do método PIAMQR frente ao método Lookahead demonstrou a

abordagem dinâmica é capaz de gerar ganhos quando comparado com a solução

gerada pela reotimização sucessiva do problema determińıstico com a informação

atualizada. Embora exista espaço para a melhoria, acredita-se que, uma vez que a

abordagem dinâmica está sujeita à maldição da dimensão, o método desenvolvido

representa uma contribuição desta tese.

A partir do que foi discutido e observado neste trabalho, é posśıvel traçar caminhos
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claros para pesquisas futuras, tanto utilizando a abordagem determińıstica, quanto

a abordagem dinâmica estocástica.

Em termos de modelo para a abordagem determińıstica, pode-se discutir a incor-

poração de um horizonte de planejamento maior do que um dia. Esta demanda

se deve principalmente à necessidade de se ter maior controle sobre a decisão de

não agendar uma cirurgia para data corrente. O modelo seria capaz de articular

a integração entre o advanced scheduling e o allocation scheduling. Ademais, em

um horizonte maior, pode-se considerar como restrição a distribuição equitativa

de tempo entre as diversas especialidades cĺınicas.

Do ponto de vista da abordagem para a solução, observou-se que em algumas si-

tuações a heuŕıstica Relax-and-Fix, após encontrar o valor da solução ótima na

primeira etapa, não conseguia viabilizar uma alocação de recursos humanos espe-

cializados para o conjunto de cirurgias selecionadas. Portanto, pode haver muitas

combinações de designação de salas e horários que levam ao valor ótimo da função

objetivo, algumas destas viáveis em termos de alocação de recursos especializados,

outras não.

Baseado nisto, uma linha para pesquisa futura é a introdução da ideia de local

branching (FISCHETTI; LODI, 2003) na segunda etapa desta heuŕıstica. O mo-

delo reduzido decidiria não só a alocação de recursos especializados, mas também

poderia decidir mudar a designação de algumas cirurgias para salas e peŕıodos

dentro de uma vizinhança local obtida através da introdução de cortes do tipo

local branching.

O propósito das vizinhanças do tipo local branching pode ser rearranjar o subcon-

junto de cirurgias entre salas e peŕıodos de forma a elevar o número de cirurgias

que possam ser aproveitadas. Em outras palavras, o local branching permitiria

aumentar o número de cirurgias para as quais é viável a alocação de recursos

especializados.

Um outra linha de pesquisa seria o desenvolvimento de uma metaheuŕıstica que,

primeiramente, utilize regras heuŕısticas para selecionar as cirurgias e então aplique

o modelo reduzido para alocar os recursos especializados. Pode-se utilizar, por

exemplo, um procedimento do tipo Variable Neighborhood Search para aumentar
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ou rearranjar o subconjunto de cirurgias candidatas à alocação.

Do ponto de vista prático, o desenvolvimento de uma metaheuŕıstica que garanta

um tempo razoável de execução pode significar a diferença entre a implantação

ou não do método em processos decisórios reais. Garantir um tempo razoável

de execução significa não correr o risco de demandar um tempo excessivamente

elevado para a encontrar a solução.

Novos aspectos da modelagem do problema por PDE podem ser explorados. Em

termos da função objetivo do problema, a incorporação de custos de remarcação

de cirurgias e do custo de hora extra adequariam o modelo para uma gama maior

de situações reais.

Apesar do trabalho descrito nesta tese considerar indiretamente a incerteza de

disponibilidade de rescursos, esse aspecto pode ser modelado de forma a conside-

rar outras situações que levam à indisponibilidade. São exemplos destas situações

o atraso do recurso para ińıcio de sua janela de tempo e a indisponibilidade de

um recurso material devido à quebra. Em termos de incerteza, pode-se conside-

rar ainda a possibilidade de No-show, quando a cirurgia é cancelada por motivos

relacionados ao paciente.

Um outro ponto que poderia ser incorporado na modelagem é a alocação de re-

cursos humanos especializados. No entanto, esta questão aumentaria muito a

complexidade do subproblema a ser resolvido a cada estágio de decisão e também

da natureza da função a ser aproximada. Portanto, acreditamos que o desenvolvi-

mento de algoritmos heuŕısticos eficientes para solução do problema determińıstico

é um pré-requisito para seguir nesta linha.

Quanto aos métodos para solução do problema dinâmico estocástico, existem

inúmeros caminhos a serem seguidos. O caminho mais direto seria o desenvol-

vimento de procedimentos heuŕısticos e/ou metaheuŕısticos para a solução dos

subproblemas combinados com os limitantes inferiores gerados pelos modelos de

PI. Isto contribuiria para a melhoria do desempenho do método de solução não

apenas com a redução do custo computacional do subproblema, mas também com

a possibilidade de conhecer mais facilmente o espaço de estados durante o pro-

cesso de aproximação. A possibilidade de uma investigação menos restritiva do



Caṕıtulo 8. Conclusões 143

espaço de estados permitiria um maior controle sobre o trade-off entre diversi-

ficação(exploration) e intensificação (exploitation). Em programação dinâmica,

a diversificação permite minimizar o v́ıcio existente na aproximação do valor da

função causado pela realização do processo de estimação durante a aplicação de

poĺıticas já definidas (POWELL, 2011).

Lidar com os subproblemas de PLI implica na necessidade de criar funções indica-

doras que possuam relações lineares com as vaŕıaveis. Este fato dificulta o uso de

indicadores que estabeleçam relações não lineares com o valor a ser aproximado.

Dificulta também investigar o impacto da interação entre dois indicadores na apro-

ximação. A utilização de heuŕısticas para solução dos subproblemas geraria maior

flexibilidade sob este aspecto.

Da mesma forma, a utilização de heuŕısticas permitiria o uso de outras metodo-

logias de aproximação do valor da função, além da regressão linear. A regressão

loǵıstica, a regressão kernel, as técnicas de classificação e regressão por árvores, e

as redes neurais são exemplos de outros métodos comumente utilizados, segundo

Powell (2011).

É necessário estudar a aplicação de técnicas de redução de variância durante a esti-

mativa dos coeficientes da aproximação linear com o objetivo de gerar estimativas

mais precisas ou reduzir o número de iterações necessárias.

A aplicação prática da abordagem determińıstica demonstrou que o uso da oti-

mização pode gerar ganhos em termos do atingimento às metas do hospital. Os

testes computacionais com o modelo dinâmico estocástico, demonstraram que o

uso desta aboradagem pode superar o uso sucessivo de modelos determińısticos na

presença de incerteza.

Devido à pluralidade de aspectos considerados na modelagem, à dimensão dos

problemas resolvidos e ao fato do tempo computacional demandado ser compat́ıvel

com o horizonte da tomada de decisão, pode-se dizer que os modelos e métodos

propostos por este trabalho possuem aderência e viabilidade de aplicação prática.

É objetivo da aplicação da Pesquisa Operacional dentro da Engenharia de Produção

desenvolver modelos e métodos que sejam capazes de resolver de forma adequada

problemas complexos e de relevância prática. Embora seja um grande avanço, a
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existência destes tipos de modelos e métodos não garante, por si só, o uso dos

mesmos nos processos decisórios das organizações. É necessário que se estude a

problemática associada à implantação destes métodos. Como observado por Car-

doen et al. (2010), esse tipo de estudo é muito pouco explorado na literatura e

configura, portanto, uma oportunidade de pesquisa.
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objective surgical case sequencing problem. International Journal of Production
Economics, v. 119, n. 2, p. 354 – 366, 2009.

CARDOEN, B.; DEMEULEMEESTER, E.; BELIËN, J. Sequencing surgical
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