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Resumo

Introduzimos uma classe de modelos de séries temporais semiparamétricos assumindo uma
abordagem de quase-verossimilhanca conduzida por um processo latente. Mais especifica-
mente, dado o processo latente, apenas especificamos a média e variancia condicionais das
séries temporais e utilizamos uma abordagem de quase-verossimilhancga para estimar os
parametros relacionados a média. Essa metodologia proposta possui trés caracteristicas
marcantes: (i) nenhuma forma paramétrica é assumida para a distribui¢do condicional
das séries temporais, dado o processo latente; (ii) capaz de modelar séries temporais
nao-negativas, contagens, limitadas/bindrias e com valores reais; (iii) ndo se assume que o
parametro de dispersao seja conhecido. Além disso, obtemos expressoes explicitas para
os momentos marginais e para a funcao de autocorrelagdo das séries temporais, para que
o método de momentos possa ser empregado para estimar o parametro de dispersao e
também os parametros relacionados ao processo latente. Resultados simulados com o
objetivo de verificar o procedimento de estimacao proposto sao apresentados. A andalise
de dados reais sobre séries temporais de taxa de desemprego e insolagao total ilustram o

desempenho de nossa metodologia em situagoes praticas.

Palavras-chave: Série Temporal Limitada. Processo Gaussiano. Anélise de Regressao.

Processo Gama Deslocada. Estimacao Quase-verossimilhanca.



Abstract

We introduce a class of semiparametric time series models by assuming a quasi-likelihood
approach driven by a latent factor process. More specifically, given the latent process, we
only specify the conditional mean and variance of the time series and enjoy a quasi-likelihood
function for estimating parameters related to the mean. This proposed methodology has
three remarkable features: (i) no parametric form is assumed for the conditional distribution
of the time series given the latent process; (ii) able for modelling non-negative, count,
bounded /binary and real-valued time series; (iii) dispersion parameter is not assumed
to be known. Further, we obtain explicit expressions for the marginal moments and for
the autocorrelation function of the time series process so that a method of moments
can be employed for estimating the dispersion parameter and also parameters related to
the latent process. Simulated results aiming to check the proposed estimation procedure
are presented. Real data analysis on unemployment rate and total insolation time series

illustrate the potencial for practice of our methodology.

Keywords: Bounded Time Series. Gaussian Process. Regression analysis. Shifted Gamma

Process. Quasi-likelihood estimation.
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1 Introducao

Existem situagoes em que uma sequéncia de observacoes da variavel de interesse é
observada ao longo do tempo e com isso, naturalmente, tem-se uma estrutura de correlagao
temporal entre as observagoes, e o pressuposto de independéncia é violado. Nesse contexto,
Box & Jenkins (1970) introduziram os modelos de séries temporais para lidar com tais
situagoes. A andlise e previsao de séries temporais é uma area muito bem desenvolvida,
com grande diversidade de trabalhos, como exemplo, Hannan (1971), Brillinger (1981),
Liang & Zeger (1986), Brockwell & Davis (1991), Grunwald et al. (1993), Hamilton (1994),
Davis et al. (1999), Terui & Dijk (2002), McCabe & Martin (2005), Shumway & Stoffer

(2017), dentre varios outros trabalhos.

Cox (1981) caracterizou duas classes de modelos para dados dependentes no
tempo, modelos observation-driven e parameter-driven. Em modelos observation-driven,
as observagoes da série temporal {Y;} no tempo ¢ € N, sdo condicionadas as observagoes
passadas Y7,---,Y;_1, e desta forma a independéncia entre as observagoes é alcancada.
Exemplos de trabalhos que estudam estes modelos sdo Zeger & Qaqish (1988), Benjamin
et al. (2003), Davis et al. (2003), Rocha & Cribari-Neto (2009), dentre outros.

Nos modelos parameter-driven a autocorrelacao é introduzida através de um fator
latente {«;}, e ao condicionarmos a série temporal {Y;} no fator latente, as observagoes
tornam-se independentes. Estudos voltados para modelos parameter-driven em séries
temporais de dados de contagem sao muito desenvolvidos e encontramos como referéncias,
Zeger (1988), Davis et al. (2000) e Davis & Wu (2009). Zeger (1988) assume que a
série temporal de dados de contagem condicionada a um processo autoregressivo latente
estaciondrio é especificada pelos dois primeiros momentos. Sob estas condi¢oes a funcao
de quase-verossimilhanca foi desenvolvida para estimacao dos coeficientes da regressao. Os

parametros referentes ao processo autoregressivo sao estimados pelo método dos momentos.

Davis et al. (2000) estudaram o modelo Poisson para séries temporais de dados de
contagem. Eles trabalharam com a distribui¢do condicional da série temporal dado o fator
latente, seguindo a distribuicao Poisson. Desta forma, os autores propoem a estimacao
dos coeficientes da regressao por meio da maximizacdo de uma pseudo-verossimilhanca
que é baseada nos modelos lineares generalizados com o fator latente suprimido. Os
autores mostraram que os estimadores dos coeficientes da regressao sao assintoticamentes
normais. Assim, calcularam a variancia assintética para os estimadores dos coeficientes.

Os parametros referentes ao fator latente sdo estimados pelo método dos momentos.

Davis & Wu (2009) estenderam a teoria desenvolvido por Davis et al. (2000) para

dados que sao condicionalmente superdispersos, nesse caso, assumiram que as observa-
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¢oes da série temporal condicionadas ao fator latente possuem distribuicao Binomial
Negativa. Além disso, na estimacao dos coeficientes da regressao maximizaram a pseudo-
verossimilhanca. Para a estimacao dos parametros do fator latente utilizaram o método
de minimos quadrados ordinarios. Também apresentaram todo referencial teérico para o

calculo da variancia assintotica dos estimadores dos coeficientes da regressao.

Outras referéncias de trabalhos que estudam os modelos parameter-driven sao
Brannés & Johansson (1994), que abordaram dados de contagem, estudando o modelo
proposto por Zeger (1988), mas com foco no estimador de méaxima verossimilhanga do
modelo Poisson. Jgrgensen et al. (1995) propuseram o modelo de espago de estados nao
estacionario para dados de contagem multivariados longitudinais, em que o processo latente
segue um Gamma Markov. Jorgersen et al. (1996) generalizaram o modelo apresentado
por Jorgensen et al. (1995) para o modelo baseado na distribui¢ao da classe exponencial
Tweedie para modelos de dispersao (Jorgensen, 1987). Jorgersen & Song (2007) estenderam
o processo estudado por Jgrgersen et al. (1996) para modelo espago de estados estacionario.
Temos também como referéncia no assunto, Fahrmeir & Tutz (1994), Chan & Ledolter
(1995) e Davis & Rodriguez (2005).

Ha vantagens e desvantagens em relacao a cada uma das duas classes definidas
por Cox (1981). Nos modelos observation-driven obtemos a fungao de verossimilhanga
e consequentemente, estimamos os parametros com facilidade, mas a desvantagem esta
na dificuldade de provas de propriedades assintoticas, estacionalidade e ergodicidade.
Para os modelos parameter-driven, a prova de propriedades assintéticas, estacionalidade e
ergodicidade nao sao obtidas de forma trabalhosa, enquanto que nao conseguimos expressar
de forma fechada a funcao de verossimilhanca, o que influencia na dificuldade de estimagao

dos parametros.

Nesta dissertacao utilizamos a abordagem de modelos parameter-driven. Especifica-
mente, seja {Y;} e {a;} denotando a varidvel observada e o fator latente, respectivamente,
no tempo t. A varidvel observada {Y;} serd condicionada ao fator latente e as covariaveis.
Uma das expressoes que definem o modelo proposto é definida na forma g(u;) =z} B + a,
onde z; é o vetor de covariaveis com dimensao ¢ X 1, 8 o vetor com os coeficientes da
regressao com dimensao ¢ X 1, g(+) a funcao de ligagao e puy = E(Yi|zy, ). Especificamos
somente o primeiro e segundo momento da distribui¢ao condicional Y;|a;. Nossa proposta
aqui é trabalhar com a estimacao dos coeficientes da regressao considerando a funcao de
quase-verossimilhanca. Trabalhamos com duas configuragoes para o fator latente, ele serd
definido como um processo AR(1) Gaussiano e também como um processo Gama deslocado.
Na estimacao do parametro de dispersao referente ao modelo de quase-verossimilhanca
e aos parametros do fator latente utilizamos o método dos momentos. Ilustramos nossa
metodologia aplicada a dados temporais de contagem, limitados/bindrios, ndo-negativos e

com valores reais.



Capitulo 1. Introdugdo 10

Uma visao geral de trabalhos que discutem a abordagem de quase-verossimilhanca
na andlise de regressdo para séries temporais pode ser visto em Zeger & Qaqish (1988)
que consideraram modelos de Markov na classe observation-driven. Eles focaram em
dados com distribuigdo Gaussiana e Gamma. Christou & Fokianos (2014) estudaram a
inferéncia e diagnostico para séries temporais de dados de contagem, com mais interesse
no processo Binomial Negativa, com a inclusdo de um mecanismo de retorno (Fokianos et
al., 2009). Eles abordaram a fungao de quase-verossimilhancga, baseando-se na funcao de
log-verossimilhanga de Poisson. Christou & Fokianos (2015) estenderam o estudo realizado
por Christou & Fokianos (2014) e trabalharam com modelos autoregressivos mistos nao-
linear Poisson. Outras referéncias sobre o assunto sao Zeger & Liang (1986), Heyde (1997),
Berkes et al. (2003), Francq & Zakoian (2004) e Mikosch & Straumann (2006).

A proposta desta dissertacao é apresentar um modelo flexivel e semiparamétrico,
dado que nao estamos especificando a distribuicao condicional. Diferente de como ocorre
nos trabalhos de Davis et al. (2000), Davis & Wu (2009) e Jorgensen & Song (2007). Além
disso, o modelo introduzido nesta dissertacao pode ser utilizado para dados temporais
continuos, discretos e limitados. Zeger (1988) e Briannés & Johansson (1994) trabalharam
com a abordagem semiparamétrica, mas consideraram somente dados de contagem. Zeger
& Qaqish (1988) e Christou & Fokianos (2015) lidaram com a abordagem semiparamétrica,
mas somente no contexto dos modelos observation-driven. Portanto, o modelo proposto une
a classe de modelos parameter-driven com a abordagem semiparamétrica, com o acréscimo

de lidar com uma grande variedade de dados temporais.

A dissertagao esta estruturada da seguinte forma. No Capitulo 2 introduzimos os
conceitos sobre a fungdo de quase-verossimilhanca e estimacao dos parametros através da
maximizacao da funcdo. Na sequéncia, propomos o modelo de séries temporais semipara-
métrico com fator latente, discutindo as defini¢oes para cada suporte da série temporal.
Apresentamos quantidades que posteriormente serdo utilizadas na parte inferencial do
modelo. No Capitulo 3 apresentamos a abordagem utilizada para estimacao dos parame-
tros, como também um estudo de simulagao para verificacdo do método proposto. No
Capitulo 4 apresentamos duas aplicacoes a dados reais. Uma aplicagio ¢é realizada a dados
nao-negativos e outra a dados de proporgao. No Capitulo 5 apresentamos as conclusoes do

trabalho e pesquisas futuras a serem abordadas.
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2 Modelos de Séries Temporais Semiparamé-

tricos com Fator Latente

2.1 Modelo de Quase-Verossimilhanca

Modelos normais lineares sao empregados em diversas areas da ciéncia e, durante
anos, algum tipo de transformacgao da varidavel de interesse era sugerida, sempre que
tal variavel ndo apresentasse normalidade. A transformagao mais conhecida foi proposta
por Box e Cox (1964). Outra proposta foi dada por Nelder e Wedderburn (1972), que
introduziram os modelos lineares generalizados (MLGs). Tais modelos podem ser ajustados

a dados de diferentes distribui¢oes da familia exponencial.

Estendendo a ideia dos MLGs para situagoes mais gerais, Wedderburn (1974)
propos uma funcao denominada funcao de quase-verossimilhanca, na qual estao contidas
algumas fungoes de verossimilhanca da familia exponencial. Nesta secao utilizamos como

referéncial tedrico o livro de Paula (2004).

Seja Y uma variavel aleatoria de interesse. A funcao log-quase-verossimilhanca é

definida por

1 py—t
Qs y) = — / o 4
=50 v
em que ¢ > 0 é um pardmetro de dispersao, y € R, u € R e V(t) é uma fungao positiva e

conhecida. Segue que

0Q(uy)  y—t|

o V()|
_y—p
oV (1)

Para a construcao da funcao de quase-verossimilhanga nao é necessario definir uma

distribuicao para a variavel de interesse Y, apenas ter de informagao o primeiro e segundo

momentos de Y.

Assumimos as seguintes condicoes de regularidade para o modelo



Capitulo 2. Modelos de Séries Temporais Semiparamétricos com Fator Latente 12

[y

l :_E{WQ(M;Y)}
i

o

Com isto, segue que

EY)=p e Var(Y)=oV(n).

A média da varidvel resposta é u € R e a varidncia de Y é proporcional a V' (u).

Uma terceira propriedade dada diz que a informacao a respeito de p quando se
conhece apenas a média e varidancia é menor do que a informagao a respeito de 1 quando

se conhece a distribuicao de Y, ou seja

PQ(u;Y) PL(;Y)
_E{ op? }S_E{ op? }

em que L(p;Y) é a fungao de verossimilhanca de Y.

Supondo que Yi,...,Y, sdo variaveis aleatorias independentes e denotando por

Q(ui, i), 1 =1,...,n a fungao log-quase-verossimilhanga, temos que

n

Qluy) = Quisui).

i=1

Consideramos a seguinte estrutura de regressao para a média

Q(Mz‘) =1 = %T57

em que z; = (z;1,...,%;)  contém os valores das varidveis explicativas, 8 = (B1,...,5,)"

é o vetor de coeficientes da regressao e g(-) é uma fungao de ligagao.

A funcgao quase-escore para B é expressa na forma

Ug = 0Q(m;y) _ lDTv—l(y _ ),

B ¢

0
em que D = ag =WYAVI2X = (. pin) oy = (g1, yyn) |, V =diag(Vi, ..., Vo),

W = diag(wy, ..., w,), com w; = (du/dn)?/V; e X é uma matriz n x ¢ de linhas z,,

1=1,...,n. A matriz de quase-informacao para 8 é dada por
2 )
Kgg=—F TRy _ 1 pryap
0BoB o?
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Através da solucao da equagao U 8= 0 obtemos a estimativa de quase-verossimilhanca
para 3. Tendo como referéncia o livro de Paula (2004), o método de Fisher é utilizado na

solugao. Temos o seguinte processo iterativo

(m)
(m+1) _ g(m) 77 \1 (m)
gt — g+ {(~ug) U,
comm = 0,1,2,.... Na aplicacdo do método escore de Fisher substituimos a matriz _Ulﬁ

pelo correspondente valor esperado K 83 Assim, segue que

-1

B(m+1) — B(m) + {D(m)TV—(m)D(m)} DTy —(m) {y — Iu(m)} ,m=01,2,....

O processo iterativo precisa ser iniciado com uma quantidade 3 ©. 0 parametro de

dispersao ¢ é estimado, separadamente, pelo método dos momentos. Podemos verificar que

Var {(YZ — ) } =1,
\/ax/v(/h')

(Yz‘ - Mz’)
Var{ —F— ;) = o,
{ V(i) } ’

portanto

T 1 = (yi — a)?
DS V) 1)

2.2 Modelos de Séries Temporais Semiparamétricos: Definicao

Seja {Y;} uma série temporal e suponha que para t € Z , x; é uma covariavel com
dimensao ¢ x 1 observada e cujo primeiro componente ¢ um. Em alguns casos, z; pode
depender do tamanho n da amostra e formar uma matriz triangular x,;. Assumindo que,
condicionado ao fator latente {oy}, as varidveis aleatorias Y7, ..., Y, sdo condicionalmente
independentes. A proposta de trabalhar com o modelo semiparamétrico surge a partir
da nao-especificacdo da distribui¢ao de Y;|a;. Apenas definimos o primeiro e segundo

momento da distribuicao condicional.

A nossa classe proposta de modelos é definida completamente através das trés

expressoes dadas na forma
9(fi) = 2 + e,
E(Yi|ow) = i,
Var(Yiaw) = ¢V (1),
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em que = (Bi,...,3,)" é o vetor de coeficientes da regressdo, g(-) a fungao de ligagao, ¢

o parametro de dispersao e V(fi;) a fun¢ao de variancia.

A primeira expressao parte da definicao de MLGs, onde temos a relacao entre a
média de Y;|a; e o preditor linear, através de uma funcao de ligagdo. No preditor linear
temos o acréscimo do fator latente. As duas expressoes, onde definimos a esperanca e a
variancia da distribuicao condicional, sao oriundas da definicdo dos modelos de quase-
verossimilhanca. As trés expressoes dadas sao suficientes para definir o modelo e através
das mesmas calcular quantidades marginais para {Y;} que, posteriormente, serao utilizadas
na estimacao dos parametros do modelo. Obtemos expressoes para a esperanca, a variancia,
a funcao de autocovariancia e a fungao de autocorrelagdo da série temporal, pois estas sao

as quantidades necessarias para as equagoes de estimacao dos parametros.

Uma das contribui¢bes do modelo proposto é poder aplica-lo em uma grande
variedade de dados de séries temporais. Com isso, trabalhamos com diferentes suportes para
as observagoes da série temporal, a saber dados ndo-negativos, dados limitados/binérios e
dados com valor real. Para cada suporte da série temporal, apenas definimos uma funcao
de ligagao e a funcdo de varidncia. Nao definimos uma distribuigao para Y;|ay, apenas o
primeiro e segundo momento. Apresentamos toda construcao e definigdes do modelo, como
também a abordagem para estimacao dos parametros. Temos como parametros do modelo,
os coeficientes da regressao, o parametro de dispersao do modelo de quase-verossimilhanca

e os parametros referentes ao fator latente.

Trabalhos como de Davis et al. (2000) e Davis & Wu (2009) comprovaram que os
coeficientes da regressao estimados pela maximizacao da fungao pseudo-verossimilhanca,
ignorando a presenca do fator latente, apresentam bons resultados, mas o mesmo nao
ocorre para os erros padrao das estimativas dos coeficientes calculados pelo modelo de
verossimilhanca. Pela forma que os erros padrao sao calculados, ignorando a presenca
do fator latente e a estrutura temporal do modelo, obtemos estimadores inconsistentes
em relacao ao modelo. Por isso, os autores realizaram simulagoes para o calculo dos
desvios padrao empiricos e também apresentaram referencial teérico para o calculo dos
erros padrao assintoticos dos estimadores dos coeficientes. Observando que os desvios
padrao empiricos estavam de acordo com os erros padrao assintéticos. Desta forma, nesta
dissertacao a estimacgao do vetor de coeficientes 3 é realizada por meio da maximizacao
da funcao de quase-verossimilhanca, ignorando a presenca do fator latente. Observamos,
por intermédio de estudos de simulacoes, que esta abordagem também produz resultados
consistentes, mas apresentando o mesmo problema para os erros padrao calculados pelo
modelo de quase-verossimilhanga. Como solugao, utilizamos o método de Monte Carlo
para o calculo dos desvios padrao empiricos que serao utilizados como uma opg¢ao para os
erros padrao das estimativas dos coeficientes. Para a estimacgdo do parametro de dispersao

e parametros do fator latente trabalhamos com o método dos momentos.
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Segundo Davis et al. (2000) e Davis & Wu (2009) devemos obedecer a seguinte

suposicao para a validade do modelo proposto.

Suposicao: Seja {Y;} uma série temporal. Assumimos que a média marginal de Y;

satisfaz a seguinte condicao
E(Y;) = B(h(x,, + ) = Wz, 5), (2.2)

em que h ¢ a inversa da funcao de ligacao g. Ou seja, a média marginal da série temporal

nao deve depender de momentos do fator latente.

Apresentamos duas configuracoes que utilizaremos nesta dissertacao para o fator
latente «; dependente do tempo incluido no modelo. Seguindo os estudos de Zeger (1988),
Davis et al. (2000) e Davis & Wu (2009) assumiremos o fator latente como um processo
autoregressivo Gaussiano de ordem um ( denotado por AR(1) Gaussiano) para os modelos
de contagem, nao-negativo e com valor real. Mais explicitamente, temos que o processo

AR(1) Gaussiano possui a seguinte dindmica estocastica
Qy = C+ pag1 + 1,

em que ¢ € R é o intercepto, p o parametro de autocorrelacao do processo e 7; o ruido
branco normal independente e identicamente distribuido com média zero e variancia 02. A

condigdo |p| < 1 é suficiente para que «; seja estaciondrio.

A média e variancia do processo sdo dadas por

E(oy) = c+ pE(oy_1) + E(ny) =

Var(oy) = pQVar(ozt_l) + Var(n) =

1 — p?

C
1-p

oy = pay_1 + 14, o fator latente apresentara a seguinte configuragao oy ~ N(0,02).

Desta forma, temos que oy ~ N ( ,02>. Para o caso em que nao ha o intercepto,

O parametro de autocorrelagdo do processo p, é dado como a razao entre a funcao
de autocovariancia (y) e a variancia (02) do processo. Na Figura 1, temos a representacio
grafica de uma trajetoria simulada de um processo estacionario AR(1) Gaussiano, com
os respectivos gréaficos da funcao de autocorrelacao (FAC) e fungao de autocorrelagao
parcial (FACP) na Figura 2. Simulamos um processo AR(1) Gaussiano com a seguinte
configuragao ¢ = —0,024,n = 160, p = 0,82,0% = 0,262 ¢ o, = 0, 086.
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Figura 1 — Representacao grafica de uma trajetoria simulada de um processo estacionario

AR(1).

Fungéo de Autocorrelagdo AR(1) Fungéo de Autocorrelagéo Parclal AR(1)

Figura 2 — Gréfico FAC (a esquerda) e FACP (& direita) para uma trajetéria simulada de
um processo estaciondrio AR(1).

Na Figura 1, observamos o comportamento estacionario do processo, ou seja, a
média e varidncia sdo constantes ao longo do tempo. No grafico FAC para modelos AR(1),
Figura 2 a esquerda, temos o comportamento semelhante a uma queda exponencial, para o
caso onde p > 0. Quando p < 0 o comportamento é semelhante a uma queda exponencial
alternando entre valores positivos e negativos. O grafico FACP, Figura 2 a direita, apresenta
apenas um pico significativo na primeira defasagem, indicando a ordem do processo. O

pico é positivo se p > 0 e negativo de p < 0.

Para o fator latente incluido no modelo apresentamos apenas sua distribuigao,
média e varidncia, mas em modelos de espaco de estados, como estudado por Jgrgensen
& Song (2007), mais quantidades para o fator latente sao calculadas e utilizadas na

metodologia proposta pelos autores como uma extensao do filtro de Kalman (Kalman,
1960).
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Agora, suponha que, para t,j € N, ayj ~ N(71,K7), ay ~ N(72,k3) e w(j) =

Corr(ags;, o). A distribuicao condicional de oy ;| é dada por

flawjlow = 2) = c(ki, k5, w(5), T2, 2)exp {_Q’f%u —1w2(j)) [at+j -7 — w(j)k1 (z — Tz)] } ;

em que a constante c(x?, k2, w(j), 72, 2) é dada por (2mk2(1 — w?(5)))~ V2.

Esta é a densidade da distribui¢gao normal com média 71 + %(2 — 73) e variancia

k3(1 — w(j)?). Assim, seque que

Qipjloy =2~ N (7’1 + w(f‘iim (z — 1), K31 — w2(j))> )

Agora discutiremos a configuracao que serd considerada para o fator latente nos
modelos limitados e binarios. Ela serda baseada no processo autoregressivo de ordem um
Gama (com média 1) proposta por Sim (1990). Dizemos que a sequéncia {Z; };en segue

um processo autoregressivo de ordem um Gama (denotado por GAR(1)) se satisfaz

Zt:HGZt—l—i_nt? t€N> ZONG(1/0_271/0-2)7

onde o operador ® é definido por k® Z;_; 4 Zf\il’l W;, com N;_1|Z;_1 = z ~ Poisson(apz),

{W;}s2, i Exponencial(k) e {n:}:2, S G(o? k) ¢ assumido ser independente e x =
1

21— )" para 0> > 0 e p € (0,1). Aqui, G(¢?%, k) denota a distribuigao Gama com

a(1—p

parametros de forma e escala o2 e k, respectivamente.

O processo GAR depende dos parametros o e p. O parametro p controla a
dependéncia desse processo, j& que corr(Z; i, Z;) = p* para t,k € N. As marginais deste
modelo possuem distribuicio Gama com média 1 e varidncia o2, portanto o modelo
é estaciondrio; veja Sim, (1990). Uma forte propriedade de mistura deste processo foi
estabelecida recentemente por Barreto-Souza e Ombao (2019). Portanto, definimos o

processo latente {;}en para os casos limitados e binérios por

1
ar = Zy+1og E (exp(—Z4)) = Zy — e log(1+0?), teN. (2.3)

O processo Gama deslocado {ay }en acima deve satisfazer a suposi¢ao dada em
(2.2). Uma abordagem semelhante foi considerada por Davis & Davis (2009) para lidar com
dados binarios. Nesse artigo, os autores assumiram uma espécie de processo exponencial
deslocado. Com base em nossa abordagem, o termo deslocado é muito simples, em contraste
com o termo do processo exponencial considerado em Davis & Wu (2009) (consulte a

Experiéncia 2, pagina 743).

Nas préximas subsegoes apresentamos as definicoes do modelo proposto de acordo
com o suporte da série temporal. Focamos no calculo das quantidades marginais para a

série temporal, dado que serdo utilizadas na estimacao dos parametros do fator latente.
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2.2.1 Modelo para Séries Temporais Limitadas e Binarias

Sejam Y7, ...,Y; as observagoes da série temporal com suporte em (0,1), {0, 1} ou
{0,1,...,m}, com m € Z*. Portanto, aqui sdo permitidas dados de séries temporais de
proporgoes/taxas (continuas limitadas), bindrias e binomiais . Definimos o modelo usando

como fungao de ligacao — log(fi;) e funcdo de variancia V (fi;) = (1 — fi¢), para iy € (0,1).

Por conveniéncia definimos o processo €; = exp(—ay), que é uma série temporal
nao-negativa estritamente estacionaria quando o4 é estritamente estacionaria. Assumimos
o fator latente oy como um processo Gama deslocado, definido em (2.3). A condigao
E(e;) = 1, é imposta por razoes de identificabilidade, pois se F(¢;) # 1, a média pode ser
absorvida pelo intercepto da regressao linear e além disso, forca a média marginal da série
temporal a ndo depender de momentos do fator latente. Desta forma, podemos definir o

modelo para séries temporais limitadas e binarias como na forma abaixo

—log fiy = x,,,8 + o,
E(Yi|ay) = fir = exp(—z,,0)e,
Var(Yilaw) = ¢V (1ie) = opie(1 — fie),
em que ¢ = 1 e ¢ = m para o caso binario e binomial, respectivamente. Para o caso
continuo limitado, temos que 0 < ¢ < 1. O vetor 3 é tal que x,),3 > 0, desde que ji; € (0,1)

para todo t € N. Calculando quantidades marginais para a série temporal, temos que a

esperanca Y; é dada por
E(Y;) = BE(BE(Yi|a)) = E(exp(—a,,8)er) = exp(—2,,8)E(€) = exp(—2,,3) = pu-

desde que E(¢) = E(exp(—ay)) = % = 1. Depois de manipulagoes algébricas,

obtemos que a variancia de Y; é
Var(Yy) = E{Var(Yi|lay)} + Var {E(Y;|w)}
2y2\ 1/ (2.4)
<1+>) ) 1} |

1+ 202

=¢ut+m{(1—¢)<

Para a funcao de autocovariancia temos, para k # 0,
Cov(Yik, Y1) = E{Cov (Yisi, Y1) [au} + Cov { E(Yiir|auin), E(Yilow)}
= 0+ Cov {E(Yiri|aurr), E(Yeow)}
= pe+npu(l+ 02)2/UQCOU(GXP(—Zt+k)a exp(—Z)).

Da equagao (2.6) em Sim (1990), obtemos uma expressao explicita para a fungao

conjunta de Laplace de (Z;1x, Z;). Usando esta expressao, obtemos que

14 o2)2 1/0?
Cov(Yiqw, Yi) = fernite {( ( U 1— pk)> -1, (2.5)

14202 + (02)(
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A expressao para a fun¢ao de autocorrelacao é obtida imediatamente usando (2.4)
e (2.5). O modelo de série temporal para dados bindrios proposto aqui é uma alternativa
ao modelo discutido por Davis e Wu (2009), pois estamos usando um processo latente
diferente. Mais uma vez chamamos a atencao de que o termo deslocado considerado aqui é
mais simples que o termo nesse artigo, que envolve uma multiplicagdo de niimero infinito
de termos. Além disso, nossa metodologia proposta nos permite lidar com dados de séries

temporais continuas limitadas.

2.2.2 Modelo para Séries Temporais Nao-negativas

Seja Yi,...,Y; uma série temporal com observacoes pertencentes ao conjunto dos
nimeros reais nao-negativos, ou seja, inclui dados discretos e continuos nao-negativos.
Definimos a fungao de ligagdo como log(fi;) e func¢ao de varidncia V(us) = if, onde p é
uma constante positiva. Dados de contagem e quaisquer dados cujo dominio esteja definido

nos reais nao-negativos estao inclusos nesta definicao.

Definimos ¢; = exp(«;), como uma série temporal nao-negativa estritamente es-
tacionaria, seguindo a distribuicao Log-Normal com média igual a 1, varidncia igual a

02 = exp(0?) — 1, e fungao de autocovariancia e autocorrelagoes dadas, respectivamente,

e —

por

Ye(k) = cov(eppn, &) = exp(y(k)) — 1

exp(y(k)) — 1

pe(k) = corr(epyy, €) = exp(0?) — 1

)

onde (k) é a fungao de autocovariancia do fator latente AR(1) Gaussiano. A fungao de
autocorrelagao do fator latente AR(1) Gaussiano é dada por p(k) = v(k)/o?. Desta forma,
temos que o modelo para séries temporais nao-negativas é definido completamente na

forma
log fi; = %Tueﬁ + oy,

E(Yi|ar) = fir = exp(,,5 + ;) = exp(z,,B)er,
Var(Yelow) = ¢V (i) = ofiy

Das expressoes acima, obtemos a esperanca de Y;
E(Y;) = E(E(Yi|aw)) = E(exp(z,,8)er) = exp(a,,0) E(er),

como pela condi¢ao a E(e) é igual a um, decorre que o valor do intercepto ¢ do fator

latente deve ser igual a —%. Assim, oy ~ N (—%2, 02).

Entao, satisfeita a condi¢cao temos que

E(Y;) = exp(z,,3) =
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e a variancia de Y; é dada por
Var(Y) = E{Var(Yila,)} + Var {E(Yi|ow)}
= E{o(u)"} + Var {e””Tlteat}
— ol (02 + )T + ko

Para os casos particulares, onde p =1, p = 2 e p = 3 temos as seguintes variancias,

respectivamente,
Var(Yy) = op, + olps,

Var(Y:) = ¢l + dui + ol i,
Var(Yy) = ¢(o? + 1)*} + o2 p4f.
Para k # 0, temos a fungao de autocovariancia dada por
Cov(Yek, Vi) = Cov {E(Yerrlowrn), E(Yilow)}
= Cov {e$z»t+k’86at+’“, exltﬂeo‘t}

= MryrtteVe(K).

Por fim, a fungdo de autocorrelagao é dada na seguinte forma

Cov(Yiar. Y,
Corr(Yiyr, Y;) = ov(Yiyr, Y1)

\/Var(i/}+k)Var(§Q)
_ fres ke Ye (F)
[ P27P PQ*P
[ontcto + 055 o] [t + 177 ]

pe(k})
PQ*P PZ*P

oorzutittor + 157 4] [portut o2 + 15 ]

Para os valores de p = 1, p = 2 e p = 3 temos as fungoes de autocorrelagao,

respectivamente,
Corr(Yisn, Y;) = pelf) ,
\/ o2l + 1) [eo 2t + 1]
pe(k) pe(k)
Corr(Yiir, V) = = ;
) oG D+ eroe r 0+ 1] dr o2+ D+

pe(k) ‘
Vo0 2pen(02 + 12 + 1] (60,2 (02 + 1)3 + 1]

Corr(Yipn, Vi) =

2.2.3 Modelo para Séries Temporais com Valor Real

Seja Yi,...,Y; uma série temporal com observacoes pertencentes ao conjunto dos

numeros reais. Definimos a funcao de ligacdo como a identidade, a funcao de variancia
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V(fir) = 1 e utilizamos a configuragao para o fator latente AR(1) Gaussiano, sem a presenga

do intercepto. Temos a definicao completa do modelo para séries temporais reais abaixo
ﬂt = xl—tﬁ + oy,
E(Yi|aw) = fir = 2,3 + o,
Var(Yilay) = oV (i) = ¢,

Como resultado imediato da configuracao do fator latente sem intercepto, temos

que ay ~ N(0,0?). Portanto, podemos escrever a esperanca e variancia de Y; na forma

E(Y,) = E(E(Yilow)) = B2, + ) = 2, + E() = 2,8 = pu,

Var(Yy) = E{Var(Yilow)} + Var {E(Yi|a:)}
=E{¢}+Var {leﬁ + oct}
= ¢+ 0.
Para a funcao de autocovariancia, onde k # 0, temos que
Cov(Yir, Yi) = Cov {E(Yiyr|awr), E(Yilaw)}
=Cov {:CZ,H,CB + g, xztﬁ + at}
= p(k)o?.

Por fim, a fungdo de autocorrelagao é dada na seguinte forma

Cov(Yir, Vi) p(k)o? p(k)
C Y;f 7Y;t = = = .
o Ve Var() o+ P Bt



22

3 Estimacao dos Parametros

Neste capitulo apresentamos a metodologia utilizada para a estimagao dos parame-
tros do modelo. O vetor de pardmetros do modelo 8 = (8, ¢, 02, p)" é constituido pelos
coeficientes da regressao, o parametro de dispersao e a variancia e autocorrelacao do fator
latente. Para a estimagao dos coeficientes da regressao maximizamos o logaritmo da funcao
de quase-verossimilhanca, ignorando a presenca do fator latente. Para os parametros do
fator latente e o pardmetro de dispersao utilizamos o método dos momentos. Em alguns
casos, o método dos momentos geram estimativas fora do espago paramétrico. No entanto,

este € um bom ponto para comecar.

Wedderburn (1974) propos que a estimagao do parametro de dispersao ¢ fosse
realizada separadamente da funcao de quase-verossimilhanca. Assim, propds a estimacao
através do método dos momentos, como apresentado na Eq. (2.1). Para o modelo proposto
nesta dissertagao o parametro ¢ nao é bem estimado usando esta equagao. Desta forma,

procedemos utilizando a abordagem apresentada a seguir para estimacao do parametro.

Como discutido em Davis et al. (2000) e Davis e Wu (2009), os coeficientes da
regressao sao bem estimados quando ignoramos a presenga do fator latente na constru-
¢ao da funcao de verossimilhanga, mas o mesmo nao ocorre para os erros padrao das
estimativas dos coeficientes. Desta forma, também observamos o mesmo comportamento
quando trabalhamos com os modelos de quase-verossimilhanca. Este comportamento sera
evidenciado no capitulo 4, onde observaremos que os erros padrao calculados pelo modelo
de quase-verossimilhanga (ignorando a presenca do fator latente no modelo) é significa-
tivamente diferente dos desvios padrao empiricos calculados levando em consideragao a
presenca do fator latente no modelo. Assim, apresentamos uma proposta para o calculo
dos erros padrao das estimativas. Utilizamos o método de Monte Carlo para o célculo dos

desvios padrao empiricos.

3.1 Séries Temporais Limitadas e Binarias

Para séries temporais com suporte limitado ou binario, supomos que V(u;) =
(1l — py), onde py = e~ TneP ignorando a presenca do fator latente. Para o caso onde

as observagoes de Y; estao definidas no intervalo (0, 1), o logaritmo da fungao de quase-
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verossimilhanca é dado na forma

11— 1-—
=yln (y) +yln <M> + In <,u>
Y L —p l—y

Para Y; = 0 e Y; = 1, obtemos respectivamente Q(0, 1) = log(1 — u) e Q(1,p) =
log pi. Através da maximizacgdo do logaritmo da funcao de quase-verossimilhanga obtemos

o estimador 3 para o vetor de coeficientes da regressao.

Na estimacao dos pardmetros ¢, o2 e p utilizamos o método dos momentos. De-
. ~ 2T 3 N N cA . ;.
finimos ji; = e~*»?. Igualando a varidncia amostral & varidncia teérica, dada em (2.4),

temos " "
Zyzutzzj e+ oA (1= d)u(o®) ~ 1}
t=1 t=1 t=1

em seguida, obtemos a expressao

S (Y = i)? — (w(c?) — 1) S5, fi;
Dby Mt — w(52) Doy ﬂ?

b=

Agora utilizando a expressdo para a funcado da autocovaridncia dada em (2.5),
igualamos a func¢ao de autocovaridncia amostral a fungdao de autocovariancia teorica.

Assim, obtemos

n

Z — i) Yern — Hes) Z feqrfis {v(w,y) — 1},

t=1 t=1

e consequentemente

S (Ve — i) Yew — o)

~2 &
v(o”, p¥) = P + 1. (3.2)
Zt:lk Hellitk
_ ((1+2)? 1w o (142)?2 1/z -
Temos que w(z) = ( Tror ) e v(x,y) = (m) . Na expressao em

(3.2) definimos k = 1,2, e assim, obtemos duas expressoes. Desta forma, temos as trés

expressoes para estimacao dos trés parametros.

3.2 Séries Temporais Nao-negativas

Para séries temporais com suporte nao-negativo, supomos que V(i) = pf, onde
e = e@ntP ignorando o fator latente. Para p # 1,2, o vetor de parametros 3 é estimado

através da maximizacao do logaritmo da fun¢do de quase-verossimilhanca dado a seguir
y — t
Quy) =

_ i {ufpﬂ y*erl} -

(3.3)
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Para p = 1 e p = 2, temos respectivamente Q(y; u) = y(logpu —logy) +y — e
Q(y; ) =log(y/1) —y/u+ 1. Os modelos de quase-verossimilhanga com p=1,p =2 e
p = 3 tém os casos correspondentes de modelos lineares generalizados Poisson, Gamma e

Inversa Gaussiana.

Para estimacao de ¢, 02 e p pelo método dos momentos, utilizamos as expressoes da,
Var(Y;) e Cov(Yiqr, Yi). Igualamos as quantidades amostrais as respectivas quantidades

- . . “1s . o~ T3 ~ .
tedricas. Primeiro, utilizando a Var(Y;) e definindo fi; = e®n?. Temos as expressdes abaixo

n

S0V ) = X |GRG2 + )T 4 o

t=1 t=1
S (Y= ) — (e — ) Xp, A2
2_
(602)p = PO iy

Agora, utilizando a expressao encontrada para a Cov(Yiy, Y;) e igualando-a a

b=

autocorrelagao amostral, temos que

n

Z(Y M) (Yesr — fern) = Fe(k ZMt+kMt
t=1

?;k(yi — Jit) Yesk — fitr)

e +1, parak=1,2.
Zt:lk Mtttk

exp(52p*) =

Para o caso em que p = 1, temos as expressoes de estimagao

(Y= f)? - (e = 1) 2

&5 = n -~
Et:l M
n—1 ~ ~
(Y, — Yiii —
exp(&zﬁ) _ Za=1 ( t nﬁt)A( AHI Mt+1) 11,
Dotm1 Ml
n—2 ~ ~
(Y, Yiio —
eXp(82,52) _ t_l( _ﬁgt)A( At+2 Mt+2) 1
Zt 1 MtHi4-2
Para p = 2, temos
5o T (i)’ — (" — T B
e’ S E
n—1 -~ ~
(Y, — Yiii —
exp(&zﬁ) _ 2=l ( t n—ult)/\( Atﬂ ,Ut+1) 11,
Doty Ml
exp(627%) = P2 (Y, — 1) (Yiga — fiso) ey

PO T
Por fim, para p = 3 temos
n -~ 02 n -~
qg _ S (Y — Mt)Q — (7 —1) ¥, PJ?
(COED YT ’
S (Ve = i) (Yegr — fles)
Py Tefig
P2 (Y — ) (Yiea — Flesa)
P Tl

+ 1,

exp(°p) =

+ 1

exp(62p°) =
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3.3 Séries Temporais Reais

Para séries temporais com suporte real, supomos que V(y;) = 1 e puy = z.3
ignorando a presenca do fator latente. O logaritmo da funcao de quase-verossimilhanca

para estimacao do vetor 8 é dado por

w
Qs y) :/y (y —t)dt

Y

yh— g =

Por meio da maximizagao do logaritmo da funcao de quase-verossimilhanca obtemos
os estimadores para os coeficientes da regressao. Pelo método dos momentos, igualando
as quantidades amostrais as quantidades tedricas e utilizando as expressoes da Var(Y;) e

Cov(Yyik, Y:) temos, respectivamente,

1 S
- Z ntﬁ = ¢ 9
[t
~ 17
¢ == Z Y;f - xntﬂ
=
e |
- Z — 1) Yigr — fesr) = 5°p". (3.4)
[t
Da expressao em (3.4) obtemos
5= 2 (Ve = i) (Yigz — firs2)
o1 (Ye = i) (Yo — fiesr)”
e

2 _ (Zrd (Y = i) (Vi — ﬁt+1))2
ny s ( Ht)(Yt+2 - ﬂt+2) .

3.4 Estudo de Simulacao

Realizamos trés estudos de simulacao para avaliar a metodologia apresentada para
estimacao dos parametros do modelo com base na abordagem de quase-verossimilhanca
combinada com o método dos momentos. Todas as implementagoes neste documento foram
realizadas através do software R Core Team (2019). Ilustramos aqui os casos positivos
continuos, com valor real e limitados. Para todos os casos considerados nesses estudos
simulados, coletamos réplicas de Monte Carlo de tamanho 1000 e tamanhos de amostra
n = 500, 1000, 2000.
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3.4.1 Modelo de Séries Temporais Nao-Negativas

Para o primeiro caso, supomos a distribui¢ao condicional Y;|a; como sendo uma
Gamma(fi, v), com média ji; = e*nPe, e varincia Var(Yya,) = ¢fi2, onde v = 1/¢.
O fator latente «; serd definido como um AR(1) Gaussiano, com ¢ = 0,5e p = 0, 6.
Para a simulagao, utilizamos as seguintes covariaveis x,; = {1, cos(2nt/12), sin(2wt/12)},
coeficientes da regressio B = (5;—0,2;0,4)" e ¢ = 0.1. Na Figura 3 apresentamos a
trajetoria da série temporal e fator latente simulados para este cenario. Desta forma,
estimamos os coeficientes da regressao maximizando o logaritmo da funcao de quase-
verossimilhanca, ignorando o fator latente como proposto na secao 3.1. Em seguida,
estimamos o parametro de dispersdo e parametros do fator latente por meio do método

dos momentos.

o 2000 g 1
£ 1500 £
51000-
- 8 4.
0 50 100 150 200 0 50 100 150 200
Tempo Tempo

Figura 3 — Trajetérias simuladas de uma série temporal nado-negativa (a esquerda) e
associado processo latente (& direita) para o primeiro cendrio.

Na Tabela 1, apresentamos as médias empiricas e os erros padrao das estimativas
de quase-verossimilhanga dos (’s e as estimativas do método dos momentos (MMs) de ¢,
o? e p com seus respectivos erros padrao. Chamamos atencao que os estimadores de MM
podem produzir estimativas fora do espago de parametros. Nesses casos, as amostras foram
descartadas e uma nova réplica de Monte Carlo foi considerada. Esse é um problema bem
conhecido desse tipo de estimador e é atenuado ao trabalhar com tamanhos de amostra

grandes ou moderados.

Na Tabela 1, observamos que os estimadores de quase-verossimilhanca produziram
estimativas aproximadamente nao-viesadas do vetor [ para todos os tamanhos de amostra
considerados. Os estimadores de método dos momentos também forneceram resultados
satisfatoérios para estimar ¢, o2 e p. Esses comentdrios também sio suportados na Figura
4, onde sao exibidos os boxplots das estimativas dos parametros. A partir desses graficos,
observamos um bom desempenho geral e consisténcia dos estimadores propostos a medida

que o tamanho da amostra aumenta.
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Tabela 1 — Médias empiricas e erros padrao das estimativas de quase-verossimilhanca de
S e método de momentos estimado de ¢, 0% e p com base no modelo de séries
temporais semiparamétricos para dados continuos positivos.

valor n = 500 n = 1000 n = 2000
parametro verdadeiro média ep média ep média ep
5o 5 4997 0,070 4,998 0,049 4,997 0,035
51 —0,2 —0,199 0,076 —0,202 0,054 —0,200 0,037
Bo 0,4 0,394 0,074 0,398 0,053 0,401 0,039
10} 0,1 0,131 0,089 0,115 0,071 0,107 0,059
o? 0,5 0,448 0,107 0475 0,086 0,487 0,058
p 0,6 0,626 0,101 0,615 0,075 0,603 0,102
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Figura 4 — Boxplots das estimativas de parametros com base no modelo de séries temporais
semiparamétricos para dados continuos positivos.

3.4.2 Modelo de Séries Temporais Reais

Agora no segundo cenério considerado, supomos a distribui¢ao condicional Y|y
como sendo uma Normal(fi;, ¢), com média ji; = ., + a; e varidncia Var(Yiay) = 6.
Utilizamos ¢ = 3. O fator latente ¢ serd definido como um AR(1) Gaussiano, com o2 = 1
e p = 0,5. As covariaveis utilizadas sao z,; = {1,t/n,cos(2nt/6)} e os coeficientes da
regressao B = (0,1;0,5;0,7)". Na Figura 5 temos a trajetéria simulada da série temporal
e do processo latente. Desta forma, estimamos os coeficientes da regressao maximizando
o logaritmo da funcao de quase-verossimilhanga, ignorando o fator latente. Em seguida,
estimamos o parametro de dispersao e parametros do fator latente por meio do método

dos momentos. As duas metodologias sao apresentadas na secao 3.3.
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Figura 5 — Trajetérias simuladas de uma série temporal com valor real (a esquerda) e

associado processo latente (a direita) para o segundo cenério.

As médias empiricas e erros padrao dos parametros do modelo sdo apresentados na

Tabela 2. Os boxplots dessas estimativas, obtidos através da simulacao de Monte Carlo,

sao apresentados na Figura 6. A partir desses resultados, podemos observar um bom

desempenho dos estimadores propostos com base na abordagem de quase-verossimilhanga

combinada com o método de momentos para as séries temporais com valor real considerado.

Tabela 2 — Médias empiricas e erros padrao das estimativas de quase-verossimilhanca de
S e método de momentos estimado de ¢, 0% e p com base no modelo de séries

temporais semiparamétricos para dados reais.

valor n = 500 n = 1000 n = 2000
parametro verdadeiro média ep média ep média ep
Bo 0,1 0,106 0,218 0,100 0,152 0,096 0,109
51 0,5 0,496 0,382 0,501 0,267 0,502 0,192
Ba 0,7 0,696 0,126 0,697 0,086 0,699 0,060
[0) 3 2,700 0,810 2,813 0,686 2,832 0,560
o? 1 1,280 0,800 1,184 0,685 1,157 0,555
p 0,5 0,519 0,230 0,516 0,203 0,499 0,174
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Figura 6 — Boxplots das estimativas de parametros com base no modelo de séries temporais
semiparamétricos para dados reais.

3.4.3 Modelo de Séries Temporais Limitadas

Nosso tltimo cenario é sobre séries temporais limitadas no intervalo (0, 1). Supomos
a distribuigao condicional Y|y como sendo uma Beta(fi, A), com média fi; = e~ niBe, e
variancia ¢fi;(1 — fiy), onde ¢ = 1/(1 + A). O fator latente considerado para este cendrio
serda o processo Gamma deslocado. Desta forma, utilizamos os seguintes valores para os
parametros do fator latente, 02 = 0,3 e p = 0, 8, o parametro de dispersao ¢ = 0, 1, e as
seguintes covaridveis no modelo z,,; = {1,¢/n, (t/n)?}' ,t =1,...,n, com coeficientes de
regressao associados 8 = (1;0,3;0,5)". Na Figura 7 apresentamos a trajetéria simulada

da série temporal e processo latente para este caso.

0.8-
0.6

0.4-

0.2-

Série Temporal Simulada
Processo Latente Simulado

0.0- ! . ! ] | . | | |
0 50 100 150 200 0 50 100 150 200

Tempo Tempo

Figura 7 — Trajetérias simuladas de uma série temporal limitada (a esquerda) e associado
processo latente (a direita) para este cenério.

Na Tabela 3, apresentamos as médias empiricas e os erros padrao das estimativas
de quase-verossimilhanca, bem como as estimativas pelo método dos momentos. Nesse
caso, podemos observar um viés consideravel nas estimativas de quase-verossimilhanca
para os (’s, especialmente para n = 500. Por outro lado, vemos um bom desempenho do

método dos estimadores de momentos para os parametros ¢, o2 e p. Essa dificuldade em
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estimar os coeficientes de regressao foi relatada por Davis & Wu (2009) em um cendrio
semelhante. Os autores consideraram um modelo de série temporal binaria conduzido
por um processo latente exponencial. Nos resultados simulados desse trabalho, assume-se
apenas uma interceptacao para a média e uma abordagem GLM é considerada para estimar,

o que produziu estimativas com consideravel viés.

A figura 8 mostra os graficos boxplots das estimativas dos parametros para o caso
de série temporal limitada. A partir desses gréaficos, temos evidéncias empiricas de que os
estimadores propostos sao consistentes para o cenario considerado aqui, mesmo para os

estimadores de quase-verossimilhanca dos 3’s.

Tabela 3 — Médias empiricas e erros padrao das estimativas de quase-verossimilhanca de
S e método de momentos estimado de ¢, 0% e p com base no modelo de séries
temporais semiparamétricos para dados limitados.

%

valor n = 500 n = 1000 n = 2000
parametro verdadeiro média ep média ep média ep
Bo 1 0,932 0,174 0,965 0,128 0,989 0,090
B4 0,3 0,616 0,867 0,437 0,608 0,349 0,429
Ba 0,5 0,228 0,869 0,384 0,595 0,459 0,423
0] 0,1 0,096 0,018 0,099 0,012 0,099 0,009
o? 0,3 0,333 0,201 0,301 0,101 0,306 0,069
p 0,8 0,773 0,107 0,788 0,079 0,792 0,054
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Figura 8 — Boxplots das estimativas de parametros com base no modelo de séries temporais
semiparameétricos para dados limitados.
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4 Aplicacoes

Neste capitulo, aplicamos os modelos de séries temporais semiparamétricos propos-
tos para analisar séries temporais reais sobre taxa de desemprego e insolagao. Ilustramos o
desempenho de nossos modelos de séries temporais semiparamétricos em dados limitados

e nao-negativos.

4.1 Analise de dados de insolacao

Nesta secao consideramos os dados temporais reais de insolagao total (em horas)
mensal da cidade de Belo Horizonte, no estado de Minas Gerais. O periodo analisado é de
Janeiro de 1961 a Janeiro de 2019, totalizando 616 observacoes. Os dados foram obtidos no
Banco de Dados Meteoroldgicos para Ensino e Pesquisa (BDMEP). Na Figura 9, temos o

grafico da série temporal (a esquerda) e sua respectiva funcao de autocorrelagao (a direita).

Segundo o Nicleo Geoambiental da Universidade Estadual do Maranhao, a insolagao
é, pois, o intervalo total de tempo (entre o nascimento e o por do sol) em que o disco solar
nao esteve oculto por nuvens ou fendmenos atmosféricos de qualquer natureza. Desta forma,
temos que nossos dados representam o intervalo de tempo total mensal de insolacao na
cidade de Belo Horizonte. O estudo do periodo de insolacao é importante para atividades

turisticas e agricolas, como também na analise de mecanismos para melhor aproveitéa-lo.

Dados Insolagéo Total
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Figura 9 — Graficos da insolagao total mensal da cidade de Belo Horizonte de Janeiro de
1961 a Janeiro de 2019 (a esquerda) e ACF associado (a direita).

Os dados classificam-se como continuos nao-negativos. Assim, utilizamos na aplica-
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¢ao o seguinte Modelo de Séries Temporais Nao-negativas definido na subsegao 2.2.2

log iy = 37;55 + oy,
E(Yilay) = iy = eXp(thﬂ +ay) = eXp(l’Lﬁ)et,
Var(Yi|ow) = oV (i) = oz,

em que {a;} é assumido ser o fator latente, definido na forma a; = ¢ + pa;—1 + 7, com
distribuicao N(—0?/2,0%) e n; ~ N(0,07).

Especificamos as seguintes covariaveis
Ly = {1, cos(2mt/12), cos(2mt /6), cos(2nt/3)}

para t = 1,...,616. A componente cos(27t/12) lida com uma possivel sazonalidade
anual da série temporal, enquanto a componente cos(27t/6) e cos(2nt/3) lidam com a
sazonalidade semestral e trimestral, respectivamente. Nesta aplicacdo nao definimos uma
componente de tendéncia, de acordo com a andlise do grafico a esquerda da Figura 9,

portanto nao tendo necessidade da inclusao da componente.

Nesta aplicagdo trabalhamos com a funcao de variancia V (ji;) = jiZ(p = 2). Na
estimacao dos coeficientes da regressdo maximizamos o logaritmo da funcao de quase-
verossimilhanca dada por (3.3), em que p = 2. Obtemos as estimativas dos coeficientes e
respectivos erros padrao, por meio da funcao de quase-verossimihanca. Por intermédio do
método dos momentos obtemos as estimativas para ¢ e parametros do fator latente. Os

resultados sao apresentados na Tabela 4.

Tabela 4 — Estimativas dos parametros e respectivos erros padrao do modelo de série
temporal semiparamétrico ndo-negativo (com p = 2) para os dados de insolacao

total.

Quase+MM Simulagao
covaridveis/par. estimativas erro padrao estimativas erro padrao
Intercepto 5,335 0,008 5,335 0,001

cos(2mt/12) 0,046 0,012 0,046 0,015
cos(27t/6) —0,008 0,012 —0,007 0,011
cos(2mt/3) —0,021 0,012 —0,021 0,010

10) 0,021 — 0,020 0,006
o? 0,022 — 0,022 0,006
p 0,600 — 0,606 0,121

Para verificacao dos resultados obtidos, realizamos uma simulac¢ao pelo método de
Monte Carlo com 1000 replicagdes. Simulamos uma série temporal de tamanho 616 de uma

. . .~ T . ~ T [N . ~ .
distribui¢io Gamma, com média igual a Ji; = e*nP¢; e varidncia ¢fi2 . Seja {a;} o fator
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latente assumindo ser um AR(1) Gaussiano com média —o?/2 e variancia o2. Utilizamos

~ o~

B, 9,52 e p como os valores dos pardmetros para a simulacio.

As médias e desvios padrao empiricos sao apresentados na Tabela 4. Os procedi-
mentos de quase-verossimilhanca e método de momentos fornecem estimativas semelhantes
ao método de Monte Carlo, especialmente para estimar os ’s. Usando um nivel de signifi-
cancia de 5% e levando em consideragao o processo latente, as covaridveis cos(27t/12) e
cos(2mt/3) foram significativas. Essas covariaveis correspondem a sazonalidade anual e tri-
mestral. Por outro lado, ignorando a presenca do processo latente, somente a sazonalidade
anual é significativa. Isso mostra a importancia de considerar uma especificacao de modelo

adequada; caso contrario, a inferéncia pode ser comprometida.

Nas figuras 10 e 11, apresentamos os histogramas e qq plots das estimativas
padronizadas de quase-verossimilhanca dos [3’s, respectivamente. Esses graficos indicam
novamente uma aproximagao normal satisfatoria para a distribuicdo dos estimadores de
quase-verossimilhanca. Isso esta de acordo com nossos resultados simulados fornecidos na
Secao 3.4.

Figura 10 — Histogramas das estimativas padronizadas de quase-verossimilhanca dos (’s
para os dados de insolacao total.
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Figura 11 — QQ-plots das estimativas padronizadas de quase-verossimilhanca dos 3’s para
os dados de insolacao total.

A figura 12 apresenta predigoes de intervalos um passo a frente para a insolacao
total de Belo Horizonte de fevereiro de 2019 a novembro de 2019. Os intervalos foram
construidos simulando trajetérias (como foi feito para calcular os erros padrao) com base
nas estimativas dos pardmetros sobre as séries temporais observadas e os quantis 97,5 % e

2,5 %. Observamos que nossa metodologia proposta fornece uma previsao satisfatéria.

Predicdo
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100
l

Figura 12 — Predicao de um passo a frente para o total de dados de insolagao.

4.2 Analise de dados de taxa de desemprego

Os dados consistem na taxa mensal de desemprego do periodo de marco do ano
de 2002 a abril de 2015 da cidade de Recife, capital do estado de Pernambuco. Os dados
foram obtidos por meio da plataforma de consulta do Instituto de Econdmia Aplicada
(Ipea). A direita da Figura 13, apresentamos o grafico da série temporal e a esquerda a

respectiva fungao de autocorrelagao da série temporal.
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Para obter a taxa de desemprego dois outros indicadores sao necessarios. O nimero
de pessoas desocupadas e a forca de trabalho. Segundo defini¢do da Pesquisa Mensal de
Emprego (PME), sao classificadas como desocupadas na semana de referéncia as pessoas
com 10 anos ou mais de idade sem trabalho nessa semana, que tomaram alguma providéncia
efetiva para consegui-lo no periodo de referéncia de 30 dias e que estavam disponiveis para
assumi-lo na semana de referéncia. Pessoas na for¢a de trabalho na semana de referéncia
compreendem as pessoas ocupadas e as pessoas desocupadas nesse periodo. Portanto, a
taxa de desemprego é o percentual de pessoas desocupadas em relagao as pessoas na forca
de trabalho: [desocupados/forga de trabalho] x 100.

Dados Taxa de Desemprego
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Figura 13 — Graficos da taxa de desemprego mensal da cidade de Recife de Margo de 2002
a Abril de 2015 (& esquerda) e ACF associado (& direita).

Os dados temporais sdo definidos no intervalo (0, 1). Desta forma, aplicamos os
dados no modelo definido na subsec¢ao 2.2.1, Modelo para Séries Temporais Limitadas.

Abaixo as defini¢oes do modelo

—log fir = @, 3 + v,
E(Yi|ay) = fi = exp(—z,,)e,
Var(Yilow) = ¢V (fie) = opie(1 — fie),

em que processo latente {a;} é assumido ser um processo Gamma deslocado. As covaridveis

utilizadas serao as seguintes
T = {1, |t — 118/158, cos(27t/6), sin(2wt/6)} ', t=1,...,158.

para t = 1,...,158. As componentes cos(27t/6) ¢ sin(27t/6) capturam a sazonalidade
semestral da série temporal. Como observado no grafico a esquerda da Figura 13, a série
apresenta duas inclinagoes significativas, onde o valor 118 ¢ definido como o ponto de
mudanga no comportamento da série de desemprego de Recife. A partir da observagao
118 a série inicia uma tendéncia de crescimento na taxa, diferente de seu comportamento

anterior ao ponto 118, que era de queda. Devido a este comportamento acrescentamos a
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componente |t — 118|/158 no modelo. O ponto 118 corresponde ao més de dezembro do
ano de 2011.

Os coeficientes da regressao sao estimados pela maximizacao do logaritmo da fungao
de quase-verossimilhanca, ignorando o fator latente, dada em (3.1). As estimativas para ¢
e os parametros do fator latente sdo obtidas pelo método dos momentos. Os resultados

estao presentes na Tabela 5.

Tabela 5 — Estimativas dos parametros e respectivos erros padrao do modelo de série
temporal semiparamétrico limitado para os dados da taxa de desemprego.

Quase+MM Simulagao
covaridveis/par. estimativas erro padrao estimativas erro padrao
Intercepto 2,683 0,029 2,899 0,144

|t — 118|/158 —1,142 0,066 —2,210 0,245
cos(27t/6) —0,016 0,021 —0,009 0,007
sin(27t/6) —0,026 0,021 —0,040 0,008

[0) 1,9-107* — 2,2-107% 1,2-107*
o? 0,034 — 0,042 0,021
P 0,952 — 0,910 0,031

Realizamos uma simulacao pelo método de Monte Carlo com 1000 reaplicagdes.
Simulamos uma série temporal de tamanho 158 de uma distribui¢ao Beta, com média igual
a iy = e “mPe= ¢ varidncia Ay (1 — Ji;), onde A = % O fator latente {a;} é assumido
ser um processo Gamma deslocado. Utilizamos B , ngS, &% e p como os valores dos pardmetros

para a simulacao.

As médias e desvios padrao empiricos estao nas duas tultimas colunas da Tabela
5. Como pode ser visto, hd uma enorme diferenca entre os erros padrao baseados na
simulagdo de Monte Carlo (considerando a presenga do processo latente) e os erros da
abordagem de quase-verossimilhanca. Isso também ¢ bem discutido nos artigos de Davis
et al. (2000) e Davis & Wu (2009) , onde é considerada uma abordagem de modelo linear

generalizado.

Na Tabela 5, também ¢ possivel observar uma boa concordancia das estimativas
entre quase-verossimilhanca e método de momentos e aquelas capturados na simulacao de
Monte Carlo, com excecao do coeficiente de tendéncia. Tivemos esse mesmo problema em
nossos resultados simulados no capitulo anterior. Quanto a significAncia das covariaveis,
quando consideramos o fator latente no modelo todas as covaridveis sao significativas,
porém, pelo modelo de quase-verossimilhanga (onde o fator latente é ignorado) somente a
covaridvel [t—118|/158 é significativa. Refor¢cando a importancia de especificar corretamente

o modelo.
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Figura 14 — Histogramas das estimativas padronizadas de quase-verossimilhanca dos (’s
para os dados de desemprego.

As figuras 14 e 15, respectivamente, mostram os histogramas e qq plots das
estimativas padronizadas de Monte Carlo dos [3’s, que indicam aproximacoes normais

satisfatorias.

2
2,
0,
21 -2
2 0 2
A
Bo Bs

Figura 15 — QQ-plots das estimativas padronizadas de quase-verossimilhanca dos 3’s para
os dados de desemprego.

Na Figura 16, fornecemos predigoes de intervalos um passo a frente para a taxa de

desemprego de Recife de maio de 2015 a fevereiro de 2016. Os intervalos foram construidos
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simulando trajetérias com base nas estimativas dos parametros nas séries temporais
observadas e tomando os quantis 97.5% e 2,5%. Como podemos observar, nosso modelo

fornece uma previsao satisfatoria.

Predicdo
o o
[=T0]
2 oo
B
b | W
(2] e
a R
e 3
% o
[ -
S
= 3
o T T T T
20156 20158 2016.0 2016.2
Ano

Figura 16 — Predicao de um passo a frente para os dados de desemprego.



39

5 Conclusao

Uma classe flexivel de modelos de séries temporais semiparamétricos foi proposta
assumindo um modelo de quase-verossimilhanca conduzido por um processo latente.
Nossa metodologia proposta é capaz de lidar com séries temporais nao-negativas continuas,
contagens, limitadas, binarias e com valores reais. Inferéncia sobre os parametros do modelo
foi discutida e simulacoes de Monte Carlo foram abordadas para verificar o desempenho das
estimativas. Aplicagoes em dados de séries temporais de taxas de desemprego e insolagao

total ilustraram a utilidade da metodologia proposta em situacoes praticas.

Um ponto desafiador parece ser a estimativa dos pardmetros relacionados a média
para o caso limitado, onde um viés consideravel foi observado, o que também foi observado
por Davis & Wu (2009) em um modelo de série temporal bindrio. Uma solugao possivel
pode ser usar um procedimento de Bootstrap (Efron & Tibshirani, 1994) para obter o viés

e, em seguida, corrigir as estimativas de quase-verossimilhanca.

Outro ponto que gostariamos de chamar atencao é que outras formas para a
funcao de variancia podem ser consideradas e os resultados discutidos neste artigo podem
ser facilmente adaptados. Por exemplo, no caso limitado, pode-se estar interessado em
considerar a fungao de variancia V(u) = p?(1 — p)3, com p € (0,1). Os momentos
marginais e a funcdo de autocorrelagao para este caso sao obtidos seguindo as mesmas

etapas fornecidas na Subsecao 2.2.1.

Outros pontos que acreditamos que merecem ser investigados em pesquisas futuras
sdo: (i) estudo mais aprofundado sobre predigdo; (ii) ferramentas de diagnostico e (iii)

extensao multivariada.
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