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RESUMO 

 

O desenvolvimento de bactérias multirresistentes é um problema de saúde no mundo 

todo. A Organização Mundial da Saúde (OMS) classifica as cepas de Escherichia coli 

resistentes a carbapenêmicos e as cepas de Staphylococcus aureus resistentes a 

meticilina ou vancomicina, respectivamente, como nível crítico e alto de prioridade 

para o desenvolvimento de antibacterianos. Métodos computacionais, como o docking 

molecular, estão acelerando o desenvolvimento de novos antibacterianos. Entretanto, 

a capacidade preditiva do docking pode ser aprimorada com o uso de algoritmos de 

aprendizado de máquina (ML). Nesse contexto, o objetivo com este trabalho foi de 

integrar modelos de ML com estudos de docking molecular visando melhorar a 

capacidade preditiva da inibição das enzimas FabI de S. aureus e E. coli, além de 

obter as enzimas FabI recombinantes das duas espécies para ensaios in vitro 

utilizando substâncias selecionadas por triagem virtual. Para isso, 2.352 protocolos de 

docking foram validados por redocking, crossdocking e curva ROC. Onze algoritmos 

de ML foram utilizados para gerar 220.856.328 modelos de classificação relacionando 

a atividade inibitória com os fingerprints de interação, calculados com base nas poses 

do docking. Os melhores modelos de cada enzima foram validados e selecionados 

com base em diversas métricas de classificação. Os três melhores modelos de cada 

proteína foram utilizados em uma triagem virtual para selecionar substâncias que 

foram testadas contra células de E. coli e S. aureus. Para obtenção das proteínas 

recombinantes, células Escherichia coli BL21(DE3) foram transformadas por 

eletroporação com plasmídeos pET28a-saFabI e pET29a-ecFabI, contendo a 

sequência codificante das proteínas de interesse. As células foram cultivadas a 37 ºC 

em meio Luria-Bertani suplementado com MgSO4 e canamicina. O IPTG foi 

adicionado para induzir a expressão por 18 horas a 18 ºC. A lise das células foi 

promovida por sonicação e a purificação das proteínas foi conduzida pelas 

cromatografias de afinidade, dessalinização e exclusão molecular. Ambas as 

proteínas foram obtidas com alto grau de pureza em sua forma tetramérica e estáveis. 

Em relação aos resultados dos modelos de aprendizado de máquina, foi possível 

obter, entre os três melhores modelos de cada enzima, valores de MCCint variando 

entre 0,567 e 0,846 e MCCext variando entre 0,638 e 1,000, com os algoritmos Support 

Vector Machine (SVM) e Multilayer Perceptron (MLP) resultando nos melhores valores 

e superando em diferentes métricas os resultados de docking. Esses modelos foram



utilizados em uma triagem virtual, permitindo a obtenção de nove substâncias ativas 

nos ensaios in vitro contra as células de E. coli e S. aureus e os estudos de STD-NMR 

serão conduzidos para confirmar a interação dessas substâncias com as proteínas 

obtidas. 

 

Palavras-chave:  aprendizado de máquina; docking molecular; planejamento de 

antibacterianos; expressão e purificação de enzimas; enoil-ACP-redutase (FabI).



ABSTRACT 

 

The emergence of multidrug-resistant bacteria is a severe health problem worldwide. 

The World Health Organization (WHO) categorizes carbapenem-resistant strains of 

Escherichia coli and methicillin/vancomycin-resistant strains of Staphylococcus aureus 

as critical and high-level priorities for antibacterial drug development. Computational 

methods, as molecular docking, are accelerating the development of new 

antibacterials; however, predictability of molecular docking can be improved with 

machine learning (ML). In this context, the aim with this work is to integrate ML models 

with molecular docking studies to enhance predictive ability of ligand inhibitory activity 

against both S. aureus and E. coli FabI enzymes. Additionally, the aim is also to obtain 

recombinant FabI enzymes from both species for in vitro assays using compounds 

selected through virtual screening., and to obtain the S. aureus e E. coli FabI 

recombinant enzymes for in vitro assays with selected compounds based on ML-based 

virtual screening. Therefore, 2,352 docking protocols were validated using redocking, 

crossdocking, and ROC curve analyses. Eleven ML algorithms were deployed, 

generating 220,856,328 classification models correlating inhibitory activity with 

interaction fingerprints, calculated based on docking poses. We selected the best 

models for each enzyme using several classification metrics. The top three models for 

each protein were then utilized in a virtual screening to select substances that were 

subsequently tested against both E. coli and S. aureus cells. To obtain the recombinant 

proteins, we transformed Escherichia coli BL21(DE3) cells via electroporation with 

pET28a-saFabI and pET29a-ecFabI plasmids, each containing the coding sequences 

for the proteins of interest. These cells were cultured at 37 ºC in Luria-Bertani medium 

supplemented with MgSO4 and kanamycin. IPTG was used to induce expression for a 

duration of 18 hours at 18 ºC. Cell lysis was carried out by sonication, and protein 

purification was performed using affinity, desalting, and size exclusion 

chromatography. Both proteins were obtained in the form of highly pure and stable 

tetramers. With regard to the machine learning results, the top three models of each 

enzyme yielded MCCint values ranging from 0.567 to 0.846, and MCCext values ranging 

from 0.638 to 1.000. The Support Vector Machine (SVM) and Multilayer Perceptron 

(MLP) algorithms produced the best results, outperforming docking in all metrics These 

models were used in a virtual screening, allowing nine active 



compounds to be obtained in in vitro assays against E. coli and S. aureus cells. 

Subsequent STD-NMR studies will be conducted to verify the interaction of these 

substances with the obtained proteins. 

 

Keywords: machine learning; molecular docking; antibacterial design; expression and 

purification of enzymes; enoyl-ACP-reductase (FabI). 
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1 INTRODUÇÃO 

O aumento da resistência à antibacterianos entre patógenos de importância 

clínica é um problema e uma preocupação global. Em 2019, foram estimados 1,27 

milhões de óbitos atribuíveis a infecção por cepas resistentes a antimicrobianos em 

todo o mundo. Dentre os microrganismos causadores, E. coli e S. aureus foram, 

respectivamente, o primeiro e o segundo lugar entre os óbitos associados com 

resistência bacteriana neste ano. O impacto das cepas resistentes na saúde pública 

fez com que, em 2017, a Organização Mundial de Saúde (OMS) estabelecesse níveis 

de prioridade para o desenvolvimento de novos antibacterianos e os dois patógenos 

foram classificados respectivamente nos níveis crítico e alto (Organização Mundial de 

Saúde, 2017; Murray et al., 2022). Além da mortalidade, essas duas espécies de 

microrganismos ainda desempenham um papel significativo em outras condições 

patológicas que, quando não levam ao óbito, impactam na qualidade de vida dos 

pacientes, por exemplo: intoxicação alimentar e infecções transmitidas por alimentos, 

infecções oculares, de pele e de trato urinário, pneumonia, meningite, endocardite, 

osteomielite e a septicemia (Szweda et al., 2012; Sarowska et al., 2019). 

Alvos moleculares adequados contra microrganismos patogênicos envolvem 

enzimas ou vias bioquímicas essenciais ao ciclo de vida e/ou infecção do patógeno e 

que não estão presentes no hospedeiro, visando evitar efeitos adversos. Nesse 

sentido, a enoil-ACP redutase NAD(P)H-dependente (FabI) que catalisa a etapa 

limitante da via de biossíntese de ácidos graxos de tipo II (FAS-II, do inglês, type II 

fatty acid biosynthesis) constitui uma interessante fonte de alvos moleculares, uma 

vez que a via de tipo I é presente apenas em mamíferos e é totalmente mediada por 

um único polipeptídio multifuncional que catalisa todas as etapas, enquanto que, na 

via de tipo II, cada enzima é responsável por uma etapa (Payne et al., 2001; Nguyen 

et al., 2013; Schiebel et al., 2015; Kronenberger et al., 2017; Dodge et al., 2019; Chen 

et al., 2022). 

Nesse contexto, o conhecimento de alvos moleculares pode ser considerado 

um ponto crucial para o planejamento e descoberta de fármacos. A triagem e a 

identificação in vitro de antibacterianos promissores é fundamentada em três 

estratégias principais: (I) ensaios baseados no alvo molecular, (II) ensaios baseados 

na célula (também conhecidos como ensaios no organismo completo) e (III) ensaios 

baseados no alvo molecular e na célula (também conhecidos como ensaios 

fenotípicos) (Landeta; Mejia-Santana, 2022). Nesse panorama, métodos 
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computacionais têm sido cada vez mais empregados no planejamento de fármacos 

para reduzir custos, acelerar o processo, aumentar as taxas de sucesso e, 

principalmente, permitir uma redução no número de substâncias testadas, por 

fornecer informações que possibilitam uma filtragem prévia (triagem virtual) das 

substâncias mais promissoras. (Wilson; Lill, 2011; Shen et al., 2019). 

O docking molecular, ou acoplamento molecular, é uma técnica computacional 

que permite encontrar a combinação mais provável entre a conformação e a 

orientação de um possível ligante no sítio de ligação e, ainda, calcular uma pontuação 

que estima a afinidade de ligação entre o ligante e seu alvo, permitindo hierarquizar 

ligantes em função de suas pontuações (Wilson; Lill, 2011; Shen et al., 2019). Ainda 

assim, a pontuação do docking é falha em estimar as reais energias de ligação e, 

frequentemente, protocolos de docking podem se tornar impróprios para uso em 

triagens virtuais devido à alta taxa de falsos positivos e falsos negativos (Rastelli et 

al., 2009; Fan; Fu; Zhang, 2019). Por isso, diferentes estratégias empregando 

algoritmos de machine learning (ML, do inglês, aprendizado de máquina) estão sendo 

cada vez mais utilizadas para melhorar a acurácia em estudos de triagem virtual 

(Crampon et al., 2022). 

Neste contexto, foram realizados e validados estudos de docking molecular 

com a FabI de E. coli e de S. aureus integrados a diferentes algoritmos de ML para 

predição da inibição das duas enzimas (ecFabI e saFabI). Os modelos de ML-docking 

foram então empregados para a realização de uma triagem virtual de substâncias nas 

bibliotecas BraCoLi e na biblioteca de fármacos aprovados pelo FDA (United States 

Food and Drug Administration). As substâncias mais promissoras, de acordo com a 

triagem virtual, foram testadas nas células em ensaios in vitro de concentração 

inibitória mínima (MIC, do inglês, minimal inhibitory concentration). Ademais, as duas 

enzimas recombinantes foram obtidas por expressão em Escherichia coli, purificadas 

e caracterizadas e, juntamente com as substâncias mais promissoras nos ensaios de 

MIC, foram encaminhadas para ensaios de diferença da transferência de saturação 

por ressonância magnética nuclear (STD-NMR) para confirmação da interação entre 

os ligantes e as proteínas. 
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2 OBJETIVOS 

 

2.1 OBJETIVO GERAL 

 

Aplicar algoritmos de aprendizado de máquina ao docking molecular, visando a 

realização de uma triagem virtual de substâncias e identificação das mais promissoras 

para avaliação da atividade antibacteriana e para comprovar a interação da enzima 

com os ligantes selecionados. 

 

2.2 OBJETIVOS ESPECÍFICOS 

 

Os objetivos específicos do trabalho compreendem: 

• validar protocolos de docking molecular utilizando redocking e crossdocking, 

visando a escolha dos melhores protocolos com base nos valores de RMSD; 

• construir uma biblioteca de ligantes com atividade inibitória experimentalmente 

definida para as enzimas FabI de S. aureus e de E. coli; 

• definir o melhor protocolo de docking para cada enzima pela análise dos 

valores de RMSD e do comportamento da curva-ROC construída com a 

biblioteca de ligantes já ancorados; 

• utilizar os complexos ligante-proteína obtidos pelo docking molecular para gerar 

fingerprints de interação para cada um dos ligantes da biblioteca construída; 

• implementar e treinar algoritmos de aprendizado de máquina com base nos 

fingerprints de interação, gerando modelos para a predição da atividade 

inibitória da FabI de S. aureus e de E. coli; 

• aplicar os modelos desenvolvidos em bibliotecas virtuais de substâncias 

químicas (quimiotecas), visando a identificação de substâncias promissoras 

para a inibição da FabI de S. aureus e de E. coli; 

• expressar e purificar a proteína FabI recombinante de S. aureus e de E. coli; 

• determinar o estado oligomérico da enzima em solução; 

• determinar a concentração inibitória mínima (MIC) das substâncias 

selecionadas pela triagem virtual frente cepas de S. aureus e de E. coli para 

avaliar a atividade antibacteriana; 
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• confirmar o mecanismo de inibição das proteínas FabI recombinantes por 

ensaios de diferença da transferência de saturação por ressonância magnética 

nuclear (STD-NMR) com as substâncias com atividade antibacteriana 

determinada por MIC. 
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3 REVISÃO BIBLIOGRÁFICA 

 

3.1 O PAPEL DA FabI NA BIOSSÍNTESE DE ÁCIDOS GRAXOS DE TIPO II (FAS-II) 

E SUA RELEVÂNCIA NO CENÁRIO DE RESISTÊNCIA ANTIBACTERIANA 

 

O crescimento da resistência à antibacterianos entre patógenos de importância 

clínica é um problema e uma preocupação global. Em 2017, a Organização Mundial 

de Saúde (OMS) publicou uma lista de bactérias para as quais o desenvolvimento de 

novos antibacterianos é urgentemente necessário. Essa lista foi dividida em três níveis 

de prioridade: crítico, alto e médio, incluindo, por exemplo, bactérias da família 

Enterobacteriaceae (como a Escherichia coli) resistentes aos antimicrobianos 

carbapenêmicos ou produtoras de β-lactamase de espectro estendido (ESBL) no nível 

crítico e, no nível de alta prioridade, as cepas de Staphylococcus aureus resistentes à 

meticilina (MRSA), à vancomicina (VRSA) ou de sensibilidade intermediária à 

vancomicina (VISA) (Organização Mundial de Saúde, 2017). Todas essas cepas são 

consideradas multirresistentes, uma vez que elas apresentam resistência aos 

antimicrobianos mencionados, que são o fator principal que as caracterizam, e a uma 

ampla gama de outros antimicrobianos pelo acúmulo de genes de resistência ao longo 

do tempo, especialmente em meios com alta pressão seletiva (Dunn; Connor; McNally, 

2019; Chen; Huang; Shie, 2020). 

Historicamente, a introdução de um novo antimicrobiano na clínica é 

rapidamente seguida pelo surgimento de um mecanismo de resistência específico 

(Figura 1), isso mesmo durante a era de ouro dos antibacterianos (1940-1962), onde 

uma série de novos fármacos de classes químicas diferentes chegaram rapidamente 

na clínica (Morehead; Scarbrough, 2018; Lai et al., 2022). Descoberta em 1928 e 

produzida em escala industrial a partir de 1943, a penicilina era o antimicrobiano de 

escolha com alta eficácia para o tratamento de infecções por S. aureus. Entretanto, 

em 1942, antes mesmo de seu amplo uso clínico, as cepas produtoras de β-

lactamases emergiram e promoveram uma pandemia durante década de 1950 

(DeLeo; Chambers, 2009; Morehead; Scarbrough, 2018; Lai et al., 2022). A primeira 

tetraciclina foi aprovada pelo FDA em 1950, mas em 1959 as primeiras cepas 

resistentes foram identificadas, bactérias do gênero Shigella pertencentes à família 

Enterobacteriaceae (Morehead; Scarbrough, 2018; Zainab et al., 2020). Em 1953, a 

eritromicina (um macrolídeo) foi aprovada para uso e, em 1968, foram encontradas 
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bactérias do gênero Streptococcus resistentes a este fármaco. Em 1960, foram 

inseridas as penicilinas resistentes à β-lactamase, como a meticilina e a oxacilina, mas 

casos de infecção por Staphylococcus aureus resistentes foram reportados um ano 

após (Jensen; Lyon, 2009; Kronenberger et al., 2017). Em 1967, a gentamicina (um 

aminoglicosídeo) foi introduzida, seguida pelo aparecimento de cepas resistentes de 

bactérias do gênero Enterococcus em 1979. Em 1972, a vancomicina (um 

glicopeptídeo) foi introduzida, sendo que, em 1988, as bactérias do gênero 

Enterococcus foram novamente as primeiras a apresentarem resistência. Em 2002, 

foram identificadas as primeiras cepas de Staphylococcus aureus resistentes (VRSA) 

ou de sensibilidade intermediária à vancomicina (VISA) (Morehead; Scarbrough, 

2018). Em 1980, a cefotaxima, uma cefalosporina (assim como a ceftazidima e a 

ceftriaxona), foi introduzida e três anos depois apareceram as primeiras bactérias da 

família Enterobacteriaceae resistentes, por apresentarem o mecanismo da β-

lactamase de espectro estendido (ESBL) (Lai et al., 2022). Em 1985, o imipenem foi 

introduzido e, novamente, bactérias da família Enterobacteriaceae resistentes aos 

antimicrobianos carbapenêmicos foram identificadas pela primeira vez no ano 1998 

(Morehead; Scarbrough, 2018). Outros exemplos incluem o levofloxacino que foi 

introduzido em 1996 e cepas resistentes apareceram no mesmo ano, e três 

antibacterianos que foram introduzidos nos anos de 2001 (linezolida, uma 

oxazolidinona), 2003 (daptomicina, um lipopeptídeo) e 2010 (ceftarolina, uma 

cefalosporina), todos esses levaram a identificação de cepas resistentes de 

Staphylococcus aureus no ano seguinte a sua introdução na clínica (Morehead; 

Scarbrough, 2018; Lai et al., 2022). 
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Figura 1 – Linha do tempo do desenvolvimento e introdução na clínica de fármacos 

com atividade antibacteriana (verde) e da resistência antibacteriana (vermelho). 

Fonte: Autoria própria. 

 

O uso de antimicrobianos na criação de animais para consumo de carne 

representa 73% do uso de total desses fármacos, sendo que as classes com maiores 

taxas de resistência neste cenário são as tetraciclinas, sulfonamidas e penicilinas (Van 

Boeckel et al., 2019). O uso indiscriminado desses fármacos na pecuária, juntamente 

com o uso irracional de antimicrobianos na terapêutica, contribuíram 

significativamente para o aumento da resistência bacteriana (Franco et al., 2009; Van 

Boeckel et al., 2019). Em 2019, foram estimados que, em todo o mundo, 4,95 milhões 

de óbitos estavam de alguma forma associados com a infecção por cepas resistentes 

a antimicrobianos, incluindo 1,27 milhões de óbitos atribuíveis a esta causa. Dentre 

os microrganismos causadores, E. coli e S. aureus foram, respectivamente, o primeiro 

e o segundo lugar entre os óbitos associados com resistência bacteriana neste ano, 

destacando a importância do desenvolvimento de antibacterianos que sejam efetivos 

contra esses microrganismos (Murray et al., 2022). Além da mortalidade, esses 

microrganismos ainda desempenham um papel significativo em outras condições 

patológicas que, quando não levam ao óbito, impactam na qualidade de vida dos 

pacientes, por exemplo: intoxicação alimentar e infecções transmitidas por alimentos, 

infecções oculares, de pele e de trato urinário, pneumonia, meningite, endocardite, 

osteomielite e a septicemia (Szweda et al., 2012; Sarowska et al., 2019). 
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O rápido aparecimento de cepas multirresistentes e sua relevância clínica em 

diversas patologias, demonstra a necessidade de busca por novos alvos moleculares 

para o desenvolvimento de novos antimicrobianos (Jensen; Lyon, 2009; Kronenberger 

et al., 2017). No passado, esse processo de desenvolvimento de novos 

antimicrobianos tinha apenas dois alicerces principais: a identificação de produtos 

naturais ou semissintéticos com atividade antibacteriana ou a utilização de 

modificações moleculares que visassem aprimorar as classes de fármacos já 

existentes. Entretanto, o avanço das técnicas de sequenciamento e o 

desenvolvimento da bioinformática revolucionaram o processo de descoberta de 

novos antimicrobianos e, na atualidade, é possível varrer, por completo ou em partes, 

o genoma bacteriano em busca por prováveis novos alvos moleculares (Payne et al., 

2001). 

Bons alvos moleculares contra microrganismos patogênicos envolvem enzimas 

ou vias bioquímicas essenciais ao ciclo de vida e/ou infecção do patógeno e que não 

estão presentes no hospedeiro, visando evitar efeitos adversos. Nesse sentido, a via 

de biossíntese de ácidos graxos de tipo II (FAS-II, do inglês, type II fatty acid 

biosynthesis) constitui uma interessante fonte de alvos moleculares (Figura 2) 

(Nguyen et al., 2013; Schiebel et al., 2015; Kronenberger et al., 2017; Dodge et al., 

2019; Chen et al., 2022). Enquanto a biossíntese de ácidos graxos em bactérias, 

plantas e protozoários ocorre via FAS-II, na qual cada reação tem uma enzima 

individualmente responsável, em mamíferos essa biossíntese ocorre via FAS-I, 

mediada por um único polipeptídio que constitui um complexo enzimático 

multifuncional de vários domínios que catalisa todas as reações envolvidas nesta via. 

Além disso, os dois sistemas FAS possuem baixa similaridade de sequências entre si 

(Payne et al., 2001). 
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Figura 2 – Via metabólica da biossíntese de ácidos graxos de tipo II. Em azul estão 

as enzimas de S. aureus e E. coli, em verde as isoformas presentes apenas em E. 

coli e as demais isoformas de outras espécies estão em preto. 

 

Fonte: Adaptado de Schiebel et al., 2012. 

 

Os inibidores da enoil-ACP redutase NAD(P)H-dependente (FabI) vêm sendo 

estudados como antimicrobianos de alternativa para o tratamento de infecções por 

cepas multirresistentes. Essa utilização tem sido sustentada por ensaios in vivo com 

roedores e ensaios clínicos (Payne et al., 2002; Park et al., 2007b; Balemans et al., 

2010; Escaich et al., 2011; Hafkin; Kaplan; Murphy, 2016; Bassetti et al., 2020; Parker 

et al., 2022). A FabI é uma enzima essencial para a via FAS-II, por catalisar a etapa 

final de redução da ligação dupla carbono-carbono em uma porção enoíla 

covalentemente ligada a uma ACP (Figura 3). Nessa reação, algumas espécies 

apresentam preferências diferentes para a coenzima envolvida na redução, por 

exemplo, a FabI de S. aureus é NADPH-dependente, enquanto que a FabI de E. coli 

é NADH-dependente (Schiebel et al., 2015). No ambiente de infecção, bactérias que 

não consigam incorporar ácidos graxos do hospedeiro se tornam, sob inibição da FabI, 

incapazes de sintetizar seus ácidos graxos necessários, promovendo uma redução 

significativa do crescimento bacteriano (Parsons; Rock, 2011; Frank et al., 2020). 



36 
 

 

Figura 3 – Mecanismo da reação catalisada pela FabI. 

 

Fonte: Autoria própria. 

 

Apesar dos ácidos graxos serem essenciais para as bactérias sintetizarem seus 

fosfolipídios, lipoproteínas, lipopolissacarídeos e ácidos micólicos, não são todas as 

espécies de bactérias que conseguem utilizar os ácidos graxos produzidos pelo 

sistema FAS de seu hospedeiro, necessitando que a própria bactéria realize a síntese 

“de novo” (Lu; Tonge, 2008; Kronenberger et al., 2017). Recentemente, foram 

identificados mecanismos de mutação e superexpressão da FabI e de bypass da via 

FAS-II em isolados de humanos e animais (via metabólica alternativa). Esses 

mecanismos têm sido objeto de estudo devido à preocupação com o potencial 

surgimento de cepas resistentes aos inibidores da via FAS-II (Wang et al., 2023). 

Entre as bactérias Gram-negativas, a síntese de FAS-II continua sendo 

essencial, tendo em vista que dependem de ácidos graxos β-hidroxilados para formar 

a estrutura do lipídio A, um lipopolissacarídeo da parede celular. Isso ocorre porque, 

em geral, não há mecanismos capazes de transferir cadeias de acila da coenzima A 

(CoA) para a proteína carreadora de grupos acila (ACP) de FAS-II, portanto, o grupo 

hidroxila não pode ser introduzido. Além disso, a suplementação do meio com ácidos 

graxos β-hidroxilados também é ineficaz, uma vez que as aciltransferases envolvidas 

na biossíntese do lipídio A só utilizam substratos tioésteres de ACP (Parsons; Rock, 

2011). 

Em contraste com as demais Gram-negativas, as bactérias da espécie 

Neisseria gonorrhoeae não demandam o lipídio A para sobrevivência e apresentam 

uma acil-ACP sintase (AasN) que viabiliza a ativação de ácidos graxos extracelulares 

e sua conversão em derivados acil-ACP e posterior alongamento da cadeia. 
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Entretanto, um ensaio demonstrou que a inibição da FabI levou a inibição da 

incorporação dos ácidos graxos exógenos e do crescimento bacteriano, validando a 

FabI de Neisseria como um alvo molecular. O mecanismo dessa inibição é 

desconhecido em Neisseria, mas acredita-se que possa ocorrer por um desequilíbrio 

do metabolismo de ácidos graxos devido a depleção dos níveis celulares de ACP, 

assim como ocorre em algumas Gram-positivas como S. aureus (Yao et al., 2016). Em 

E. coli, de fato não há nenhum mecanismo conhecido capaz de converter ácidos 

graxos exógenos em ácidos graxos β-hidroxilados para incorporação em seus lipídios 

(Yao; Rock, 2017). Ainda assim, foram relatados na literatura casos de redução da 

sensibilidade aos inibidores por mutação da FabI ou por sua superexpressão (Wang 

et al., 2023). Por fim, a eficácia do tratamento com inibidores da FabI nas demais 

Gram-negativas é sustentada por estudos in vivo em modelo de coxa neutropênica, 

com cepas resistentes de Acinetobacter baumannii (Gram-negativa), e em modelo de 

infecção urinária, com E. coli resistente ao carbapenem. Nesses modelos, o 

tratamento com um novo inibidor da FabI reduziu significativamente unidades 

formadoras de colônia (UFC) em diferentes tecidos (Parker et al., 2022). 

Apesar dos resultados observados em bactérias Gram-negativas, a 

dependência de FAS-II em bactérias Gram-positivas é bastante controversa e 

mecanismos de mutação e, principalmente, de bypass são relatados (Morvan et al., 

2017). Em algumas bactérias da ordem Lactobacillales, como a Streptococcus 

agalactiae, a suplementação do meio com ácidos graxos levou a uma regulação 

negativa de FAS-II e, mesmo na presença de inibidores dessa via, permitiu o 

crescimento celular em níveis comparáveis ao controle positivo (Balemans et al., 

2010). 

S. aureus também apresenta um mecanismo de bypass que envolve a 

fosforilação desses ácidos graxos exógenos pelo complexo de ácido graxo quinase 

(Fak) gerando acil-PO4 e incorporação aos lipídios de membrana via PlsY/PlsC, 

preferencialmente, ou via PlsX/PlsC, mas comumente quando a via FAS-II está 

inibida. Contudo, a eficácia desse bypass é alvo de controvérsias e parece depender 

do local da infecção (Morvan et al., 2017; Yao; Rock, 2017; Kénanian et al., 2019). 

Essa discussão também é fomentada pelo fato de que, em S. aureus tratadas com 

inibidores da FabI, há um acúmulo de acil-ACPs de cadeia curta e uma severa 

depleção dos níveis de ACP livre, necessário na via de bypass. Entretanto, já foram 

reportados a presença genes mutantes que codificam FabD menos eficientes em S. 
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aureus e, consequentemente, reduzem o consumo de ACP e aumentam a 

disponibilidade de ACP livre ao custo de apresentarem menor viabilidade e menores 

taxas de crescimento (Parsons et al., 2014; Yao; Rock, 2015; Morvan et al., 2017). 

Um estudo in vivo realizado em camundongos Balb/C mostra que, em modelos 

de septicemia, inibidores da FabI conseguem reduzir UFC de cepas MRSA, mas não 

as eliminar completamente como nos grupos sob administração de vancomicina. Além 

disso, o UFC tende a subir com o tempo devido a adaptação das bactérias utilizando 

o mecanismo de bypass induzido pela pressão do antibacteriano (Kénanian et al., 

2019). Contudo, outros estudos in vivo corroboram para o tratamento de infecções 

intraperitoneais de diferentes cepas com inibidores da FabI pelo sucesso no 

tratamento da infecção (Park et al., 2007a; Escaich et al., 2011; Kaplan et al., 2012). 

Um estudo em modelo de coxa neutropênica, utilizado para tecidos moles, 

demonstrou a eficácia da inibição da FabI no tratamento desse tipo de infecção 

também em cepas MRSA (Banevicius et al., 2013) e um segundo estudo com o 

mesmo modelo de infecção elucidou o mecanismo de que a bactéria ainda dependia 

da via de FAS-II para síntese de alguns ácidos graxos necessários, como o ácido 

pentadecanóico, devido à ausência de ácidos graxos ramificados no ambiente desse 

tipo de infecção (Frank et al., 2020). Estudos clínicos também evidenciam a eficácia 

do tratamento de infecções de pele por S. aureus com inibidores da FabI, mesmo em 

cepas MRSA (Hafkin; Kaplan; Murphy, 2016; Bassetti et al., 2020). Esses estudos 

reforçam a validação da FabI de S. aureus como um alvo molecular adequado, 

entretanto, com preocupações em relação a eficácia da sua inibição em tratar casos 

de bacteremia. Ainda assim, S. aureus causa predominantemente infecções de pele 

e de tecidos moles, que até o momento tem-se observado sucesso no tratamento em 

ensaios pré-clínicos (em roedores) e clínicos utilizando inibidores da FabI. Por fim, um 

apontamento importante levantado em relação a S. aureus e demais Gram-positivas, 

é que o uso de estratégias de tratamento que combinem inibidores da FabI com outras 

substâncias capazes de modular a biossíntese de ácidos graxos, como os indutores 

de (p)ppGpp que regulam a síntese e a distribuição de malonil-CoA, são capazes de 

inibir o crescimento bacteriano e geram perspectivas de tratamento em biterapia ou 

politerapia (Pathania et al., 2021). Portanto, a inibição da FabI se mantém como uma 

estratégia eficaz e robusta para o tratamento de infecções por bactérias Gram-

negativas e Gram-positivas. 
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Sendo uma alternativa promissora ao cenário de cepas multirresistentes de S. 

aureus e de E. coli, o planejamento de antimicrobianos visando a inibição da FabI 

ganha destaque na atualidade. De acordo com dados obtidos em busca na base de 

dados Cortellis – Drug Discovery Intelligence (Clarivate Analytics, 2023), existem três 

substâncias em estudos clínicos de Fase II, uma substância em Fase I e dois fármacos 

já comercialmente disponíveis: a isoniazida, utilizada no tratamento da tuberculose, e 

o triclosan, utilizado como ativo em sanitizantes e sabonetes e, posteriormente, banido 

desses produtos pelo FDA por promover aumento da resistência bacteriana (Figura 

4) (Timmins; Deretic, 2006; U.S. Food & Drug Administration, 2016).  

 

Figura 4 – Inibidores da FabI, suas fases mais avançadas dos estudos clínicos 

atualmente e as empresas pesquisadoras responsáveis. 

 
Fonte: Autoria própria. 

 

Além das substâncias em estudos clínicos, estão descritos na literatura uma 

série de inibidores com atividade in vitro, entre eles se encontram: diazaborinas, 

imidazóis, naftiridinonas, benzimidazóis, tiopiridinas, derivados do difenil éter e outras 

classes químicas (Kronenberger et al., 2017). Essas substâncias destacam a validade 

do alvo molecular e a necessidade de se desenvolver novos inibidores da FabI como 

como uma fonte de novas alternativas terapêuticas. 
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3.2 EXPRESSÃO, PURIFICAÇÃO E CARACTERIZAÇÃO DE PROTEÍNAS-ALVO NO 

CONTEXTO DO DESENVOLVIMENTO DE INIBIDORES DA FabI 

 

Nas últimas três décadas, a triagem e identificação in vitro de antibacterianos 

promissores é fundamentada em três estratégias principais que possuem suas 

vantagens e desvantagens: (I) ensaios baseados no alvo molecular, (II) ensaios 

baseados na célula (também conhecidos como ensaios no organismo completo) e (III) 

ensaios baseados no alvo molecular e na célula (também conhecidos como ensaios 

fenotípicos) (Landeta; Mejia-Santana, 2022). 

Os ensaios no alvo molecular, utilizados para identificar moléculas que possam 

se ligar diretamente ao alvo molecular (geralmente uma proteína), só podem ser 

realizados se o alvo for conhecido e possível de ser expresso e obtido em sua forma 

ativa. Além disso, as moléculas encontradas como ativas nesses ensaios 

frequentemente não são ativas na célula devido ao efluxo ou a baixa permeabilidade 

celular. Esse fator é ainda mais significativo em bactérias Gram-negativas, uma vez 

que a parede celular dessas bactérias é uma barreira ainda mais eficiente e difícil de 

ser ultrapassada por substâncias do que a das Gram-positivas. Por outro lado, os 

ensaios nas células, como a concentração inibitória mínima (MIC), apesar de serem 

mais utilizados e com maiores taxas de sucesso, dependem de ensaios secundários 

para identificar o alvo molecular e prosseguir com as modificações moleculares 

visando a otimização de um candidato à fármaco. Portanto, o uso de estratégias que 

combinem os dois tipos de triagem (ensaios fenotípicos) permite não só a identificação 

da atividade antibacteriana de uma substância, como também a identificação do seu 

alvo molecular e da sua permeabilidade frente à parede bacteriana (Landeta; Mejia-

Santana, 2022). 

O primeiro passo na obtenção de uma proteína-alvo é a seleção de um sistema 

heterólogo que irá expressar a proteína a partir de um gene. Os genes podem ser 

expressos em muitos sistemas diferentes, portanto, é essencial avaliar qual deles é 

mais vantajoso para a proteína recombinante de interesse. Em geral, o sistema de 

expressão ideal é aquele que produz a proteína com segurança e menor custo, 

garantindo ainda o enovelamento adequado, a atividade biológica e as características 

físico-químicas da proteína (Mir, 2004; Gomes et al., 2016). Por exemplo, ainda que a 

E. coli seja o organismo mais utilizado e estabelecido na produção de proteínas 

recombinantes, não é um sistema de expressão recomendado para proteínas com 
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modificações pós-traducionais. Isso ocorre porque bactérias são limitadas em 

maquinário para promover adequadamente essas modificações (Terpe, 2006; Macek 

et al., 2019). A Tabela 1 traz resumidamente, os principais sistemas de expressão 

utilizados, suas vantagens e desvantagens (Gomes et al., 2016; Macek et al., 2019). 

 

Tabela 1 – Principais sistemas de expressão utilizados na produção de proteínas 

recombinantes e suas vantagens e desvantagens básicas. 

Sistema de expressão Vantagens Desvantagens 

Sistemas de expressão procariotos 

Escherichia coli 1. Fácil. 
2. Rápido. 
3. Econômico. 
4. Alta taxa de crescimento. 
5. Capacidade de fermentação contínua. 

1. Não é capaz de remover íntrons dos 
transcritos. 

2. Genes exógenos podem conter 
sequências que podem levar à 
terminação prematura e perda da 
expressão gênica. 

3. Possui viés de códon. 
4. Modificações pós-traducionais e 

glicosilações são extremamente 
incomuns em bactérias. 

5. Produção de proteínas na forma 
insolúvel (corpos de inclusão). 

6. Degradação de proteínas. 
7. Acúmulo de endotoxinas. 

Bacillus subtilis 1. Não produz endotoxinas. 
2. Facilmente transformado por 

bacteriófagos e plasmídeos. 
3. Capaz de secretar proteínas 

extracelulares funcionais diretamente 
no meio de cultura. 

1. Produção de proteases extracelulares 
que podem degradar proteínas 
heterólogas. 

2. Instabilidade dos plasmídeos. 
3. Expressão reduzida ou ausente da 

proteína de interesse. 

Sistemas de expressão eucariotos 

Leveduras 1. Crescimento rápido em meio de baixo 
custo. 

2. Sistema apropriado para 
modificações pós-traducionais. 

3. Sistema seguro de expressão. 
4. Sem produção de endotoxinas. 
 

1. Hiperglicosilação de proteínas. 
2. Viés de códon. 
3. Ineficiente em secretar proteínas para 

o meio de cultura, levando à retenção 
intracelular. 

Fungos filamentos 1. Alto nível de expressão. 
 

1. Sistema complexo e com pouco 
conhecimento sobre sua fisiologia. 

Células de Inseto 
(baculovírus) 

1. Alto nível de expressão. 
2. Sistema apropriado para 

modificações pós-traducionais. 
3. Excelente ferramenta para produção 

de glicoproteínas. 

1. Impossibilidade da expressão 
contínua. 

2. Condições de cultivo mais exigentes. 

Células de mamíferos 1. Enovelamento adequado de 
proteínas. 

2. Modificações pós-traducionais e 
montagem do produto adequadas. 

3. Perfil adequado de glicosilação para 
proteínas humanas. 

1. Alto custo. 
2. Tecnologia complexa. 
3. Potencial de contaminação por vírus 

de animais. 

Plantas 1. Fácil expansão com baixo custo. 
2. As proteínas podem ser localizadas 

em diferentes regiões da planta e em 
diferentes estágios de crescimento. 

1. Níveis de expressão dependem da 
proteína-alvo. 

2. Ensaios funcionais precisam ser 
desenvolvidos. 

Fonte: Adaptado de Gomes et al. (2016). 
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O uso de E. coli como sistema de expressão bem consolidado, eficiente e de 

baixo custo é justificável e ideal para a produção das proteínas recombinantes FabI 

de E. coli e S. aureus, uma vez que se trata de uma proteína bacteriana, que não 

demanda maquinário especial para processamento de seu transcrito ou de 

modificações pós-traducionais, e que é produzida naturalmente (sem modificações) 

pelo próprio organismo de expressão. 

Em relação ao uso de E. coli, uma série de cepas são utilizadas para produção 

de proteínas recombinantes, sendo as cepas mais comuns as derivadas da BL21 e 

da K-12. A escolha da cepa depende principalmente de: (i) características da proteína, 

por exemplo, toxicidade à bactéria, presença e estabilidade de ligações dissulfeto, 

rendimento, localização (proteína de membrana ou citoplasmática) e necessidade de 

ser secretada; e (ii) características do plasmídeo construído, por exemplo, a 

necessidade de uso de códons raros em E. coli, necessidade de estabilizar genes, o 

gene de resistência antibacteriana, o mecanismo de indução da expressão e a 

presença de certos promotores (como por exemplo, o promotor para a RNA 

polimerase do bacteriófago T7). Na Tabela 2 cita-se algumas das cepas mais 

utilizadas para expressão de proteínas recombinantes (Terpe, 2006; Tungekar; 

Castillo-Corujo; Ruddock, 2021).  
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Tabela 2 – Exemplos de cepas de E. coli utilizadas na expressão de proteínas 

recombinantes e suas principais características. 

Cepas Derivação Características principais 

BL21 B834 
Deficiente nas proteases lon e OmpT (reduz a degradação da 
proteína recombinante). 

BL21(DE3) BL21 

Deficiente nas proteases lon e OmpT. Rotineiramente utilizada 
para produção de proteínas recombinantes sobre o controle do 
promotor T7 regulado pela RNA polimerase T7 transportada 
pelo profago DE3 (integração cromossômica sob o controle de 
um promotor lacUV5). A produção da RNA polimerase T7 é 
inibida até que a adição de isopropil β-D-1-
tiogalactopiranosídeo (IPTG) ocorra. 

BL21(DE3) 
[pLysS]/[pLysE] 

BL21(DE3) 

Deficientes nas proteases lon e OmpT. Codifica o profago DE3 
que carrega a RNA polimerase T7. A produção da RNA 
polimerase T7 é inibida até que a adição de IPTG ocorra. Além 
disso, essas cepas possuem sequência da lisozima do fago T7, 
reduzindo os níveis basais de expressão da RNA polimerase de 
T7 e da proteína recombinante na ausência de IPTG. 
Apresentam genes de resistência ao cloranfenicol. 

C41/C43(DE3) BL21(DE3) 
Cepas com mutações de resistência destinadas à produção de 
proteínas tóxicas e/ou de membrana. 

HMS174(DE3) K-12 
Cepa que estabiliza melhor certos genes-alvo cujos produtos 
poderiam causar a perda do profago DE3 e permite produção 
de proteínas heterólogas sobre o controle do promotor T7. 

JM 83 K-12 
Cepa para secreção de proteínas recombinantes para o 
periplasma. 

Origami K-12 Cepa que facilita a formação de ligações dissulfeto. 

Origami B BL21 
Cepa que facilita a formação de ligações dissulfeto e é 
deficiente nas proteases lon e OmpT. 

Rosetta BL21 
Cepa que melhora a expressão de proteínas de organismos 
eucariotos que contém códons raramente utilizados em E. coli, 
também é deficiente nas proteases lon e OmpT. 

Rosetta-gami BL21 

Cepa que melhora a expressão de proteínas de organismos 
eucariotos que contém códons raramente utilizados em E. coli, 
é deficiente nas proteases lon e OmpT e facilita a formação de 
ligações dissulfeto. 

Fonte: Adaptado de Terpe (2006). 

 

No contexto da FabI de E. coli e de S. aureus, a utilização da cepa BL21(DE3) 

é ideal devido a utilização dos vetores pET29a e pET28a, respectivamente, que 

apresentam resistência à canamicina e controle de expressão da proteína-alvo 

mediado pelo promotor T7. Além disso, não se espera que a proteína seja tóxica para 

a bactéria, portanto, não seria demandada a utilização de cepas que apresentem 
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mutações de resistência destinadas a proteínas tóxicas ou que produzam a lisozima 

do fago T7, o que reduziria a expressão basal da proteína na ausência de IPTG. 

Outra consideração importante a ser feita antes da clonagem e transformação 

do gene da proteína-alvo é avaliar como será realizada a purificação da proteína após 

sua expressão. A principal alternativa é realizar uma cromatografia de afinidade, que 

pode ser realizada de diferentes maneiras. Uma delas é utilizando um ligante 

imobilizado ou uma molécula ligada à coluna que mimetize o substrato, nesse caso, 

as características da proteína devem permitir que ela interaja com afinidade suficiente 

para que seja removida apenas na etapa de eluição. Um exemplo desse tipo de 

cromatografia de afinidade é o uso de coluna empacotada com resina de proteína G 

para purificação de anticorpos. Entretanto, no contexto de proteínas recombinantes, a 

estratégia mais utilizada é adição de uma cauda (tag) na proteína para permitir a sua 

purificação por afinidade. Alguns exemplos incluem caudas de proteína de ligação à 

maltose (MBP-tag), de glutationa-S-transferase (GST-tag) e, a mais utilizada, uma 

cauda de hexahistidina (His6-tag) (Garcia Denegri et al., 2014; Tungekar; Castillo-

Corujo; Ruddock, 2021). 

O uso da His6-tag permite a purificação por cromatografia de afinidade com 

metal imobilizado na matriz da coluna cromatográfica, geralmente Ni2+, Co2+, Cu2+ ou 

Zn2+. A cromatografia em coluna de Ni2+ é o método mais comum e se baseia na alta 

afinidade deste metal por resíduos adjacentes de histidina. Nessa cromatografia, a 

amostra percorre a coluna frente à um gradiente de imidazol. Em baixas 

concentrações de imidazol, idealmente, apenas a proteína com a His6-tag se liga à 

coluna, sendo posteriormente eluída devido a um aumento da concentração dessa 

substância que, pela sua capacidade quelante, rompe as interações da proteína com 

o Ni2+. Recomenda-se utilizar uma concentração baixa de 2 a 50 mM de imidazol no 

tampão de equilíbrio para evitar a ligação de proteínas de baixa afinidade ao Ni2+ e, 

após a eluição, é necessário a troca de tampão, pois o imidazol pode levar a 

agregação de proteínas e interfere em diversos experimentos como a cristalografia de 

proteínas, testes de inibição enzimática e estudos de ressonância magnética nuclear 

(RMN ou, no inglês, NMR) (Young; Britton; Robinson, 2012). 

A localização da cauda de histidina é outro fator importante, deve-se considerar 

se sua exposição e clivagem são mais favoráveis na extremidade C-terminal ou N-

terminal pela análise da estrutura da proteína (previamente depositada em um banco 

de dados, como o Protein Data Bank (PDB), ou obtida computacionalmente por 
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modelagem baseada em homologia). Além disso, características específicas da 

proteína devem ser avaliadas, por exemplo, o estado oligomérico ativo das proteínas 

FabI de S. aureus e de E. coli é o tetrâmero, entretanto, a presença de His6-tag na 

extremidade C-terminal impede a transição dímero-tetrâmero na FabI de S. aureus, 

devido à orientação diferencial dos resíduos nessa extremidade. Dessa forma, a FabI 

de S. aureus com a cauda de histidina na extremidade C-terminal existe como dímero, 

enquanto a FabI de E. coli com His6-tag C-terminal existe como tetrâmero 

inalteradamente (Kim et al., 2017; Oliveira; Domingues, 2018). Ainda assim, a 

transição e manutenção do tetrâmero em ambas as proteínas é altamente dependente 

da ligação com a coenzima (NAD(P)H) e com o substrato ou inibidor, principalmente 

porque ajudam na estabilização do loop de ligação do substrato (SBL, L:195-200) 

juntamente com alterações na interface QR (H4/5) (Schiebel et al., 2012; Maltarollo et 

al., 2022). 

 Além da purificação por afinidade, existem outras estratégias de purificação que 

podem ser feitas na ausência de caudas, são exemplos: a cromatografia de troca 

iônica, a cromatografia de interação hidrofóbica e a cromatografia de exclusão 

molecular. Entretanto, a viabilidade desses métodos depende de fatores como 

estabilidade, hidrofobicidade, tamanho e carga da proteína e dos demais 

componentes presentes na matriz da amostra (Oliveira; Domingues, 2018). Entre 

esses métodos, a cromatografia de exclusão molecular é bastante usada no contexto 

da FabI como última etapa num fluxograma de purificação com cromatografia de 

afinidade (Mehboob et al., 2012; Chang et al., 2013; Schiebel et al., 2015; Fage et al., 

2020; Eltschkner et al., 2021; Parker et al., 2022). Por permitir a separação pelo 

tamanho e massa molecular, a exclusão molecular é capaz de separar agregados e 

estados oligoméricos diferentes, permitindo a purificação da proteína ao nível de 

homogeneidade de tamanho e, consequentemente, a caracterização de seu tamanho 

e estado oligomérico (Oliveira; Domingues, 2018). 

 Uma vez purificada, a proteína precisa ser caracterizada, o nível de 

detalhamento da caracterização depende da aplicação final da proteína e, 

frequentemente não é necessário que a proteína seja totalmente caracterizada. A 

pureza de uma proteína pode ser confirmada por eletroforese em gel de poliacrilamida 

com dodecil sulfato de sódio (SDS-PAGE), uma vez que o gel desnaturante permitirá 

estimar aproximadamente a concentração da proteína, sua massa molecular (após 

desnaturação) e visualizar outras proteínas contaminantes pela presença de bandas 
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em faixas de massa molecular não esperadas. A confirmação da sequência da 

proteína ainda pode ser realizada por espectrometria de massas por dessorção 

ionizante assistida por uma matriz com a medida do tempo de voo (MALDI-TOF). 

Nessa técnica, as bandas de proteínas obtidas em um gel (como o de SDS-PAGE) 

são digeridas por enzimas proteolíticas e o espectro de massas dos peptídeos 

resultantes pode levar à identificação da proteína pela análise e comparação dos 

resultados obtidos com bancos de dados de proteínas (Mir, 2004; Oliveira; 

Domingues, 2018). 

 A análise por eletroforese em gel de poliacrilamida desnaturante não permite 

avaliar o estado oligomérico e a homogeneidade de tamanho da proteína, sendo 

necessário o uso de outras técnicas, como a cromatografia por exclusão molecular, 

para caracterizar a proteína em termos da sua homogeneidade de tamanho e estado 

oligomérico. Outra técnica que permite caracterizar a homogeneidade de uma amostra 

é o espalhamento dinâmico da luz (DLS, do inglês, Dynamic Light Scattering), sendo 

capaz de medir a flutuação da intensidade da luz espalhada por partículas em 

movimento browniano em uma solução. Além de fornecer uma estimativa do tamanho 

de uma partícula, uma vez que partículas maiores se movem lentamente e partículas 

menores movem-se mais rapidamente, essa técnica permite distinguir até mesmo a 

presença de diferentes proteínas de tamanho próximo, mas apenas quando essas 

proteínas apresentam formatos e raios diferentes, levando a uma diferença nos 

coeficientes de difusão. É importante notar que se trata de uma técnica de baixa 

resolução e, consequentemente, pode ter como limitação a dificuldade de diferenciar 

monômero de dímero (Costa, 2014; Minton, 2016; Oliveira; Domingues, 2018). 

 Por fim, a estrutura quaternária da proteína pode ser tridimensionalmente 

elucidada com ou sem ligantes utilizando diferentes técnicas, as duas mais 

empregadas são a difração de raios-X em cristais da proteína ou a ressonância 

magnética nuclear (RMN) da proteína em solução (Burley et al., 2022). Uma terceira 

técnica é a criomicroscopia eletrônica (crio-EM) que, apesar de no passado ter 

limitações de baixas resoluções e necessidade de grandes complexos proteicos, 

atualmente obteve grandes avanços sendo possível a obtenção de proteínas como a 

apoferritina (440 – 465 kDa) com resolução de 1,54 Å e de proteínas menores como 

a lactato desidrogenase (145 kDa) e a isocitrato desidrogenase (93 kDa) com 

resoluções de 2,8 Å e 3,8 Å respectivamente (Merk et al., 2016; Lyumkis, 2019; Bai, 

2021). 
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 A elucidação da estrutura tridimensional de uma proteína ou do complexo 

proteína-ligante por difração de raios-X demanda a obtenção da macromolécula com 

alto grau de pureza e de cristais de alta qualidade para medir as direções e 

intensidades dos raios-X difratados pelo cristal, obtendo o mapa de densidade 

eletrônica dos átomos desse cristal que permite a construção do modelo 

tridimensional da proteína por técnicas computacionais. Por ser um método que 

depende da densidade eletrônica dos átomos presentes no cristal, átomos de 

hidrogênio que possuem apenas um elétron são raramente visíveis nesta técnica, 

dependendo de conhecimento prévio para atribuição do estado de ionização e 

localização dos hidrogênios nas moléculas (Costa, 2014; Maveyraud; Mourey, 2020). 

 Por outro lado, nos estudos de RMN a coleta de dados geralmente começa 

pelos espectros de hidrogênio, devido a maior sensibilidade da espectroscopia de 1H 

e sua posição relativa em relação aos átomos mais pesados pode ser obtida com alta 

precisão e menor esforço, mas dependendo do conhecimento prévio para a 

determinação da localização dos átomos mais pesados (Schirò et al., 2020). Os 

estudos estruturais de RMN são limitados pelo tamanho, a maioria das estruturas 

depositadas no PDB utilizando essa técnica são pequenas proteínas, peptídeos ou 

domínios proteicos isolados (polímeros < 8,5 kDa) (Burley et al., 2022). Em contraste 

com a difração de raios-X, essa técnica espectroscópica se baseia em propriedades 

dos núcleos atômicos, mais especificamente no seu momento angular intrínseco (ou 

“spin”) e no momento de dipolo magnético. O momento angular intrínseco tem uma 

energia específica para cada estado de spin e, quando ele interage com um campo 

magnético externo, resulta num diagrama de níveis de energia relacionado com os 

valores de dipolo magnético do núcleo. Quando os núcleos são sondados por pulsos 

de radiofrequência, eles promovem transições de energia e ressonam, de forma com 

que são registradas frequências de ressonância nuclear atômica (deslocamentos 

químicos) que sua intensidade é dependente dos átomos ao redor (do ambiente 

químico). Uma vez que as frequências de ressonância são altamente susceptíveis a 

alterações no ambiente químico, podem ser utilizadas para extrair informações 

estruturais e caracterizar eventos de interação ligante-proteína (Blaum et al., 2018; 

Fernandes, 2022). 

 A limitação de tamanho é proibitiva para o uso da técnica na elucidação da 

estrutura tridimensional da FabI, uma vez que seu tetrâmero tem massa molecular 

entre 110-125 kDa. Portanto, para se contornar este fato e permitir a determinação da 
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capacidade de um ligante interagir ou não com a proteína, utiliza-se uma técnica 

conhecida como diferença da transferência de saturação (ou Saturation Transfer 

Difference – STD ou STD-NMR), que é capaz de lidar com proteínas de alto peso 

molecular, não depende de marcação com isótopos, a proteína pode estar em baixas 

concentrações e é aplicável para ligantes com afinidades baixas e médias à proteína 

(baixos valores em mM a altos valores em nM). Por outro lado, o STD é incapaz de 

fornecer qualquer informação direta sobre a estrutura da proteína, uma vez que as 

interações proteína-ligante são observadas inteiramente pelo ponto de vista do 

ligante, e é incapaz de informar diretamente a posição e orientação do ligante no sítio 

proteico (Gimeno et al., 2017; Blaum et al., 2018; Fernandes, 2022). 

 O STD se baseia na utilização de um pulso de RMN que excita apenas a 

proteína, se o ligante é capaz de interagir com a proteína, ocorre a transferência de 

saturação das ressonâncias de prótons da proteína para os prótons de um ligante que 

está trocando entre um estado livre para um estado ligado à proteína. Se essa 

transferência ocorre, o espectro resultante (espectro 2) se assemelha ao espectro do 

ligante livre (espectro 1) em termos de deslocamentos químicos, mas a intensidade 

dos picos individuais é atenuada de forma diferencial, dependendo do posicionamento 

dos prótons do ligante no sítio de ligação. A diferença entre esses dois espectros de 

hidrogênio indica aqueles hidrogênios do ligante que estabelecem contatos próximos 

à proteína em distância menor ou igual a 5 Å (Figura 5). Além disso, o ligante é capaz 

de manter a excitação específica dos prótons, enquanto a proteína retorna ao seu 

estado basal (Blaum et al., 2018; Fernandes, 2022). 

 

Figura 5 – Representação da transferência de saturação de uma proteína 

diretamente excitada para um ligante. 

 

Fonte: Autoria própria. 
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3.3 ESTUDOS DE ACOPLAMENTO MOLECULAR 

 

O processo de pesquisa e desenvolvimento (P&D) de fármacos encontra 

muitos desafios, tais como a limitação no número de substâncias passíveis de serem 

testadas experimentalmente, o alto custo, as baixas taxas de sucesso em testes pré-

clínicos e clínicos, longos períodos até a chegada ao mercado e a dificuldade de se 

encontrar novas estruturas químicas ativas (Yang et al., 2019). Para contornar esses 

desafios, métodos computacionais têm sido cada vez mais utilizados no planejamento 

de novos fármacos, tornando o processo mais rápido, reduzindo custos e aumentando 

as taxas de sucesso. Esses métodos podem ser empregados como parte de 

estratégias baseadas na estrutura do alvo molecular (conhecidos no inglês como 

Structure-based Drug Design, ou SBDD), como o docking molecular, ou na estrutura 

de ligantes (conhecidos no inglês como Ligand-based Drug Design, ou LBDD), como 

os estudos quantitativos da relação estrutura-atividade (ou QSAR, do inglês, 

quantitative structure-activity relationship). Enquanto as estratégias LBDD dependem 

de uma série de ligantes conhecidos, o que pode ser um fator limitante para o 

desenvolvimento de ligantes estruturalmente inovadores, as estratégias SBDD 

dependem de dados consistentes sobre as estruturas dos alvos macromoleculares ou 

de complexos ligante-receptor (Wilson; Lill, 2011; Shen et al., 2019). 

O acoplamento molecular, ou docking molecular, é um método computacional 

utilizado no planejamento de fármacos que emprega a estrutura do alvo molecular 

para encontrar a combinação da conformação e da orientação mais prováveis entre 

um alvo macromolecular (uma proteína ou ácido nucléico) e um ligante (uma molécula 

ou outra proteína) (Dias; De Azevedo Jr., 2008; Shen et al., 2019). O acoplamento 

molecular entre uma molécula e seu alvo pode ser realizado de forma rígida, flexível 

ou semi-flexível. No docking rígido, a conformação dos ligantes e da proteína não 

muda, apenas a orientação e posição relativa entre eles são ajustadas para otimizar 

a interação. É um método rápido, mas com baixa capacidade preditiva e, portanto, 

pouco utilizado no contexto de pequenas moléculas, possuindo aplicações no 

contexto de interações proteína-proteína ou proteína-ácido nucléico. No docking 

flexível, a conformação de um ligante e um receptor é variada com um determinado 

nível de liberdade. É um método que reproduz com maior fidelidade o acoplamento 

real. Entretanto, tem alto custo computacional devido ao número de ligações 

rotacionáveis e os diversos ângulos possíveis dessas rotações. Por último, o docking 
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semi-flexível é o mais utilizado e, por isso, muitas vezes sendo conhecido apenas 

como docking. Nesse acoplamento, a conformação do receptor é rígida e inalterada, 

entretanto, a conformação do ligante apresenta níveis de liberdade dentro de uma 

faixa e critérios delimitados pelo algoritmo (McNutt et al., 2021). 

No contexto do docking molecular, a localização tridimensional fornecida pela 

combinação da conformação e da orientação do ligante é também chamada de pose. 

Cada pose gerada para um ligante é avaliada por uma função de pontuação (também 

chamada de score). Essa função visa estimar a afinidade de ligação entre uma 

molécula e seu alvo, permitindo a hierarquização e seleção dos ligantes e suas poses 

conforme suas afinidades (McNutt et al., 2021). Portanto, o docking molecular se 

baseia no algoritmo de busca, que busca pelas poses dos ligantes, e nas funções de 

pontuação, que hierarquizam essas poses por afinidade (McNutt et al., 2021). 

Os algoritmos de busca são classificados em sistemáticos, estocásticos ou 

determinísticos. Os métodos sistemáticos de busca exploram os graus de liberdade 

de cada ligante de forma incremental, promovendo pequenas variações em 

parâmetros estruturais e mudando progressivamente a conformação dos ligantes no 

espaço. O aumento do número de ligações rotacionáveis, aumenta o grau de 

liberdade e, consequentemente, pode levar a um problema combinatório com o 

número de avaliações necessárias aumentando rapidamente (Torres et al., 2019). Os 

programas de docking FRED e HYBRID utilizam algoritmos de busca que se baseiam 

nessa estratégia, explorando o espaço conformacional dos ligantes exaustivamente 

para rapidamente fazer o acoplamento ligante-proteína seguindo um modelo baseado 

na teoria de chave-fechadura (McGann, 2011, 2012). Os métodos estocásticos 

também realizam mudanças nos graus de liberdade dos ligantes, entretanto, essas 

modificações são executadas aleatoriamente, frequentemente empregando heurística 

e métodos iterativos como algoritmos evolucionários (ex.: algoritmo genético) e o 

algoritmo de Monte Carlo (Torres et al., 2019). Os programas AutoDock e GOLD são 

exemplos de softwares que utilizam algoritmos estocásticos (Jones et al., 1997; Morris 

et al., 1998). Por fim, os métodos determinísticos, que consideram o estado anterior 

para promover alterações na conformação e orientação do ligante, de forma com que 

o novo estado tenha um valor de energia igual ou inferior ao anterior. Esses algoritmos 

têm o custo computacional mais elevado e os exemplos incluem as simulações de 

dinâmica molecular e os métodos de minimização de energia (Torres et al., 2019). 
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Explorado o vasto espaço conformacional, uma função de pontuação irá 

ranquear as poses geradas. Existem várias funções de pontuação e elas podem ser 

divididas em três classes: as funções baseadas na física, as funções empíricas e as 

funções baseadas em conhecimento prévio. As funções baseadas na física, se 

referem àquelas baseadas em campos de força moleculares, modelos de solvatação 

e/ou em métodos de mecânica quântica. As baseadas em campos de força são as 

mais clássicas e estimam a energia de ligação utilizando termos de mecânica 

molecular, fundamentada nas leis da mecânica clássica, para as forças covalentes 

(tamanho, ângulo e torções das ligações covalentes) e para as forças não-covalentes 

(interações de van der Waals e interações eletrostáticas). Esse tipo de função 

geralmente não calcula o efeito de solvatação, para isso, são utilizadas as funções de 

modelos de solvatação. As funções baseadas em mecânica quântica têm acurácia 

maior que as demais, pelo uso da mecânica quântica para resolver os desafios 

relacionados às ligações covalentes, à polarização e à transferência de carga. 

Entretanto, seu custo computacional é altamente proibitivo, sendo observados 

algoritmos que utilizam a mecânica quântica (QM) juntamente com a mecânica 

molecular (MM), sendo conhecidos como estratégias QM/MM como tentativa de obter 

alta performance com menor processamento. As funções empíricas, por sua vez, 

estimam a energia de ligação de um complexo proteína-ligante somando fatores 

energéticos importantes como a presença de ligações de hidrogênio, efeito 

hidrofóbico, impedimentos estéricos, ângulos de torção, interações eletrostáticas e 

outros fatores. Entretanto, essas funções não utilizam campos de força, pois a 

predição da afinidade de ligação se dá pela relação desses fatores observados com 

os dados experimentais de outros complexos proteína-ligante. Por último, as funções 

baseadas em conhecimento, são aquelas que se baseiam na ideia da física 

estatística clássica, onde são observadas as distribuições de distâncias, ângulos e 

geometrias formados pelos átomos envolvidos nas interações. Esses dados são 

utilizados para estimar a afinidade de ligação de um complexo por uma função obtida 

pela relação de dados experimentais de complexos tridimensionais e seus valores de 

afinidade de ligação (Li; Fu; Zhang, 2019; Torres et al., 2019). Exemplos dos tipos de 

funções de pontuação estão representados na Figura 6, onde Eligação representa a 

energia de ligação estimada pelo docking (pontuação), os parâmetros A e B são 

relacionados com os contatos entre diferentes pares de átomos dentre as 

combinações possíveis, R é a distância entre os centros atômicos, q é a carga parcial 
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em cada átomo, ε é a constante dielétrica, w é o peso atribuído a um elemento da 

equação, ΔG é a energia livre de Gibbs estimada (para vdW = interações de Van der 

Waals, HBond = ligações de hidrogênio, rot = de ligações rotacionáveis, hydro = das 

interações hidrofóbicas), r é o raio observado entre átomos i e j, kB é a constante de 

correção e ρ é a densidade (Wang et al., 1998; Jain, 2006). 

 

Figura 6 – Exemplos dos tipos de funções de pontuação. 

 

Fonte: Adaptado de Li; Fu; Zhang, 2019. 

 

3.3.1 Estratégias de validação do acoplamento molecular 

Os programas e algoritmos disponíveis para a realização de estudos de docking 

molecular apresentam diferentes parâmetros que podem ser variados, portanto, a 

escolha da melhor combinação de parâmetros deve ser feita com base em métodos 

de validação do acoplamento realizado. Para isso, podem ser feitas duas estratégias 

principais com base nos dados disponíveis: uma estratégia baseada em RMSD (root 

mean squared deviation, ou raiz quadrada do desvio médio quadrático) para avaliar 

capacidade de predizer modo de ligação e uma estratégia baseada na curva 

característica de operação do receptor (curva ROC) para avaliar a capacidade de 

distinguir ativos de inativos.  
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O RMSD é uma métrica que compara, entre duas estruturas em um mesmo 

sistema de coordenadas, a qualidade da reprodução da pose de um ligante obtida por 

docking com o modo de ligação obtido experimentalmente. Ele é calculado pela raiz 

quadrada da média do somatório das diferenças entre as posições atômicas dessas 

duas estruturas (a e b) em um eixo tridimensional de coordenadas x, y e z (1). A 

validação de um protocolo de docking utilizando o RMSD pode ser feita utilizando 

estratégias de redocking e crossdocking. No redocking, o ligante cuja estrutura está 

experimentalmente determinada em complexo com a proteína utilizada para os 

estudos de docking, é novamente acoplado utilizando o protocolo de docking que se 

deseja avaliar. O RMSD é então calculado entre a pose do ligante obtida 

experimentalmente e a resultante do docking, sendo que, de acordo com a literatura, 

valores de RMSD de redocking inferiores à 2,00 Å são aceitáveis. No crossdocking, 

além da estrutura do complexo ligante-proteína que é utilizada para o docking, é 

necessária uma outra estrutura da proteína em conformação diferente e que esteja 

em complexo com outro ligante. O ligante do segundo complexo é então acoplado à 

estrutura de proteína do primeiro complexo e o RMSD entre a pose do ligante obtida 

pelo docking e a pose obtida experimentalmente é calculado. É importante notar que 

no crossdocking, os dois complexos proteicos devem estar sobrepostos no espaço 

tridimensional e que se recomenda uma análise com maior parcimônia do valor de 

referência para o RMSD de crossdocking. Ainda que se mantenha a relação de que 

quanto menor o valor, melhor a qualidade do protocolo de docking, o crossdocking 

pode ser menos sensível que o redocking. Isso ocorre tanto pelas alterações 

conformacionais que ocorrem na proteína induzidas pelo ligante presente (induced fit), 

quanto pelas características de tamanho (alta massa molecular) e flexibilidade (grande 

número de ligações rotacionáveis) do ligante, que podem afetar a capacidade do 

docking de predizer corretamente o modo de ligação. Portanto, a análise deve se 

basear não somente nos valores de RMSD, mas também na análise da pose e 

interações do ligante e na consideração dos parâmetros mencionados (Giacoppo et 

al., 2015; Velázquez-Libera et al., 2020; Wierbowski et al., 2020). 

 

𝑅𝑀𝑆𝐷 =  √
1

𝑛
∑ (𝑥𝑖𝑎 − 𝑥𝑖𝑏)2 + (𝑦𝑖𝑎 − 𝑦𝑖𝑏)2 + (𝑧𝑖𝑎 − 𝑧𝑖𝑏)2𝑛

𝑖=1 )   (1) 
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A validação de um protocolo de docking também pode ser feita por curva ROC. 

Essa estratégia é voltada principalmente para a validação de protocolos de docking 

para triagem virtual de substâncias com potencial atividade biológica, pois visa avaliar 

a capacidade do protocolo de estimar maior afinidade em ligantes que interagem com 

a proteína e menor afinidade em moléculas que não interagem com a proteína. Em 

outras palavras, permite avaliar a capacidade preditiva do modelo em estratégias de 

triagem virtual de substâncias. A curva ROC é uma curva dada por dois eixos: no eixo 

y, a taxa de verdadeiros positivos (TPR, true positive rate) e, no eixo x, a taxa de falsos 

positivos (FPR, false positive rate). Para construção da curva também se utiliza das 

moléculas experimentalmente capazes de interagir com o alvo molecular para a 

geração computacional dos decoys, moléculas consideradas inativas por serem 

estruturalmente diferentes. Dessa forma, as moléculas com atividade determinada 

experimentalmente e os decoys (considerados inativos), são acoplados utilizando o 

protocolo de docking e a pontuação é então calculada. A pontuação e atividade dessas 

moléculas é então utilizada para construção da curva ROC, sua área sob a curva 

(AUC, area under the curve) permite avaliar a performance do modelo em termos de 

sensibilidade e especificidade, sendo que a melhor performance é alcançada quanto 

mais próxima for de 1 (Adrià; Garcia-Vallvé; Pujadas, 2012; Torres et al., 2019). 

 Como dito anteriormente, a pontuação do docking é uma estimativa da 

afinidade de um ligante com a proteína e, portanto, se trata de uma aproximação 

utilizada para hierarquizar ligantes de uma proteína. Isso implica dizer que a 

pontuação do docking é falha em estimar as reais energias de ligação. Além disso, 

mesmo como uma função de pontuação utilizada apenas para hierarquizar ligantes, 

frequentemente protocolos de docking podem se tornar impróprios para uso em 

triagens virtuais devido à alta taxa de falsos positivos (Rastelli et al., 2009; Fan; Fu; 

Zhang, 2019). 

Nesse contexto, algoritmos de aprendizado de máquina estão sendo cada vez 

mais utilizados para melhorar a acurácia ou reduzir o tempo computacional do 

docking. Esses métodos permitem até mesmo a combinação dos resultados do 

docking com dados de ligantes conhecidos. Essas estratégias híbridas entre LBDD e 

SBDD usam mais informação para a construção dos modelos, permitindo maior 

acurácia de predição (Crampon et al., 2022). Um exemplo de estratégia híbrida para 

capturar informações tanto dos ligantes quanto do alvo molecular é a codificação dos 

resultados do docking em fingerprints de interação. Esses fingerprints são vetores que 



55 
 

codificam em bits as informações dos complexos proteína-ligante e, assim, permitem 

a aplicação de modelos de aprendizado de máquina para estabelecer correlações 

entre os bits e uma propriedade ou atividade biológica de interesse (Istyastono et al., 

2020; Fassio et al., 2022). 

 

3.4 ALGORITMOS DE APRENDIZADO DE MÁQUINA NO DESENVOLVIMENTO DE 

FÁRMACOS 

 

 A inteligência artificial (ou, no inglês, artificial intelligence – AI) envolve qualquer 

sistema capaz de mimetizar aspectos da inteligência humana. Dentro dessa área, o 

aprendizado de máquina se configura como um ramo da AI que envolve algoritmos 

capazes de aprender e fazer predições com base na sua experiência, ao invés de 

serem explicitamente programados para tais funções (Veríssimo; Gertrudes; 

Maltarollo, 2023). A aplicação de algoritmos de aprendizado de máquina no 

desenvolvimento de fármacos vem crescendo e se tornado crucial nas últimas 

décadas. Isso se justifica por dois fatores: o aumento da disponibilidade de dados 

experimentais bem consolidados em bases de dados de livre acesso e o importante 

crescimento de implementações de aprendizado de máquina bem documentadas, de 

qualidade e de fácil utilização (Ballester, 2019). 

Esses algoritmos podem ser aplicados em diversos problemas na química 

medicinal e no desenvolvimento de fármacos. São exemplos de tarefas e estudos 

passíveis de aplicação de métodos de aprendizado de máquina:  estudos de QSAR e 

modelos de classificação que realizam a predição da atividade biológica de 

substâncias químicas a partir de descritores e propriedades moleculares, 

determinação do domínio de aplicabilidade de modelos de regressão e classificação, 

obtenção e seleção de variáveis e descritores para construção de modelos preditivos, 

redução de dimensionalidade, identificação de possíveis atividades e alvos 

moleculares de substâncias, predição de estrutura secundária e tridimensional 

(terciária/quaternária) de proteínas, predição de sítios de interação em alvos 

moleculares, predição de interações proteína-proteína e ligante-proteína, docking 

molecular e cálculo de funções de pontuação, triagem virtual de substâncias e outros 

exemplos (Lima et al., 2016). 
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Os algoritmos de aprendizado de máquina podem ser divididos em três 

principais categorias de aprendizado: não-supervisionado, supervisionado ou por 

reforço. 

O aprendizado não-supervisionado envolve dados que não possuem nenhum 

tipo de rótulo ou classificação prévia, sendo que seu objetivo é observar padrões nos 

dados, permitindo análise descritiva, agrupamento de dados e inferência de 

propriedades sobre os dados observados. Esse tipo de aprendizado é observado na 

Análise de Componente Principal (Principal Component Analysis – PCA) e Análise de 

Agrupamento Hierárquico (Hierarchical Clustering Analysis – HCA). 

O aprendizado supervisionado, por sua vez, engloba algoritmos que trabalham 

com dados rotulados (por exemplo, moléculas com dados de atividade) que são 

utilizados para treinar modelos de classificação ou de regressão para predizer o rótulo 

de dados não-rotulados (por exemplo, moléculas sem dados de atividade). No 

contexto do aprendizado supervisionado, podemos citar os seguintes exemplos de 

algoritmos de aprendizado de máquina: k-Nearest Neighbors (kNN), Naive Bayes 

(NB), Árvore de Decisão (Decision Tree – DT), Random Forest (RF), Máquina de 

Vetores de Suporte (Support Vector Machine – SVM) e redes neurais artificiais 

(Artificial Neural Networks – ANN), como as Multilayer Perceptron (MLP).  

Por último, o aprendizado por reforço, utilizado quando não existem dados 

rotulados e o algoritmo faz decisões a cada etapa que devem ser pontuadas positiva 

ou negativamente. Seu objetivo é descobrir as regras a serem seguidas que permitem 

maximizar as recompensas (maximizar uma pontuação ou minimizar um erro). Se 

trata de uma estratégia de aprendizado menos utilizada quando comparado com as 

demais, mas é utilizada no algoritmo Policy Gradient for Forward Synthesis (PGFS) 

que permite verificar a ordem de reagentes e reações a serem utilizados em uma 

síntese química (Veríssimo; Gertrudes; Maltarollo, 2023). 

A seguir, uma explicação resumida sobre os exemplos de algoritmos 

mencionados, com exceção do PGFS, devido sua especificidade e baixa 

aplicabilidade no contexto do presente trabalho. 

 A análise de componentes principais (PCA) se trata de um algoritmo utilizado 

em aprendizado não-supervisionado para a redução de dimensionalidade. Esse 

algoritmo parte de uma matriz de dados para calcular a tendência de distribuição das 

variáveis, os graus de relação linear entre elas e, finalmente, a matriz de covariância, 

que permite hierarquizar as componentes principais em ordem decrescente da 



57 
 

porcentagem de variância explicada do conjunto de dados. Dessa forma, permite ao 

usuário selecionar apenas as componentes principais que expliquem em maior 

porcentagem a variância dos dados, realizando assim uma redução de 

dimensionalidade para manter apenas as componentes principais mais importantes 

(Greenacre et al., 2022). A redução de dimensionalidade e seleção de variáveis é uma 

importante etapa prévia para geração de modelos de regressão e classificação com 

algoritmos de aprendizado supervisionado (Yoo; Shahlaei, 2018; Gu; Li; Li, 2020; Li et 

al., 2021). 

 A análise de agrupamento hierárquico (HCA) é um método de aprendizado 

não-supervisionado utilizado para separar amostras em grupos (clusters), fornecendo 

visualização gráfica em dendrogramas da proximidade entre as amostras. Essa 

técnica se baseia na formação iterativa de grupos entre amostras, com base na 

distância entre elas (geralmente a distância Euclidiana), de forma com que, a amostra 

seja agrupada de grupos maiores à menores (abordagem divisiva) ou de grupos 

menores à maiores (abordagem aglomerativa), sendo a última abordagem a mais 

comum (Figura 7) (Veríssimo; Gertrudes; Maltarollo, 2023). Essa técnica é 

frequentemente utilizada em estudos de QSAR para separar moléculas em conjuntos 

de treinamento (para construir o modelo de aprendizado de máquina) e de teste (para 

validar estatisticamente o modelo) antes de realizar as predições de atividades 

biológicas (Pirhadi; Ghasemi, 2010; Salahinejad; Ghasemi, 2014; Primi et al., 2016; 

Veríssimo et al., 2023). 
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Figura 7 – Representação das duas abordagens de agrupamento hierárquico. 

 

Fonte: Adaptado de Veríssimo; Gertrudes; Maltarollo (2023). 

 

 Para entrar em detalhes sobre algoritmos utilizados no aprendizado 

supervisionado é importante compreender como os modelos de predição são 

construídos. Modelos de classificação são aqueles utilizados para classificar uma 

amostra. No contexto do desenvolvimento de fármacos, pode-se classificar se uma 

molécula é ativa ou inativo, por exemplo. Por outro lado, modelos de regressão 

envolvem a predição do valor de uma propriedade sendo, por exemplo, a predição do 

valor de atividade biológica de uma substância. Para construir esses modelos é 

necessário que o conjunto de dados rotulados seja dividido em conjunto de 

treinamento e conjunto de teste. O conjunto de treinamento é utilizado para 

efetivamente construir o modelo de predição. Esse conjunto será utilizado pelo 

algoritmo de aprendizado de máquina para realizar as predições com base nas 

relações de suas variáveis independentes com a variável dependente que se deseja 
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avaliar. E, por fim, o conjunto de teste (ou conjunto de validação) é utilizado para 

validar o modelo estatístico pela comparação dos valores preditos com os valores 

experimentais. Essa validação é chamada de validação externa uma vez que os 

elementos do conjunto de teste não foram utilizados para a construção do modelo 

(Gramatica, 2020). 

O algoritmo de k-Nearest Neighbors (kNN) é bastante utilizado em 

aprendizado supervisionado para predizer a classe ou o valor de uma propriedade. 

Trata-se de um algoritmo bastante simples: o algoritmo irá calcular a distância de uma 

amostra que se deseja realizar a predição de sua variável dependente para todos os 

elementos presentes no conjunto de treinamento. Com base no número k de vizinhos 

mais próximos (hiperparâmetro determinado pelo usuário ou por um algoritmo de 

otimização de parâmetros), determinará o rótulo dessa amostra. Se for uma tarefa de 

classificação, a classe da variável dependente será aquela que for mais presente entre 

os k vizinhos mais próximos (Figura 8). Se for uma tarefa de regressão, o valor da 

variável dependente será dado pela média entre os k vizinhos mais próximos (Arian 

et al., 2020). Esse algoritmo é utilizado em estudos de QSAR e em outras estratégias 

de triagem virtual de substâncias baseadas em estratégias LBDD (Gunturi; 

Narayanan, 2007; Tropsha; Golbraikh; Cho, 2011; Mostafa et al., 2022). 

 

Figura 8 – Representação de uma classificação com algoritmo de kNN com k = 5. 

 

Fonte: Autoria própria. 

  

O algoritmo Naive Bayes (NB) é baseado no teorema de Bayes e é utilizado 

em aprendizado supervisionado para construção de modelos de classificação, uma 

vez que, diretamente e sem adaptações, não pode ser aplicado para tarefas de 

regressão (Frank et al., 2000). O modelo de Naive Bayes se baseia na conversão dos 

dados do conjunto de treinamento em uma tabela de frequências. Nessa tabela estão 
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com as probabilidades de cada classe e as probabilidades de cada variável 

independente dentro de cada classe. Para uma amostra desconhecida, as 

probabilidades das suas variáveis independentes são utilizadas para calcular 

pontuações proporcionais a probabilidade de a amostra pertencer a cada classe (ex.: 

ativo ou inativo), sendo que a classe com maior probabilidade é atribuída à amostra 

(Mandal; Jana, 2019). Um exemplo de aplicação desses modelos é na predição da 

toxicidade de substâncias quando administradas em humanos (Marzo; Benfenati, 

2018; Zhang et al., 2019, 2020). 

 Os algoritmos supervisionados de Árvore de Decisão (DT, do inglês, 

Decision Tree) e Random Forest (RF) utilizados para modelos de classificação e 

regressão são baseados no conceito das árvores de decisão. Árvores de decisão são 

árvores onde cada folha representa uma decisão e cada nível (raiz ou galho) 

representam as diversas opções até se chegar na decisão. Em geral, o tipo mais 

comum desse algoritmo são as árvores binárias, onde existem apenas duas opções 

de caminho a cada nível da árvore (Figura 9). Cada escolha é baseada em uma das 

variáveis independentes, de acordo com o conjunto de treinamento, e podem ser 

utilizadas diversas medidas para a escolha de qual variável será utilizada à cada nível 

(métricas como a entropia, erro médio quadrático, erro médio absoluto ou outras). Por 

fim, ao se chegar a uma folha, a decisão final será dada com base na maioria dos 

votos (classificação) ou na média dos valores (regressão) encontrados entre todos os 

elementos do conjunto de treinamento que atendiam a todas as regras do caminho 

até a chegada na folha. Os modelos de Random Forest seguem a mesma lógica e 

são um conjunto de árvores de decisão, entretanto, apresentam a introdução de 

elementos de aleatoriedade no método. Por exemplo, utilizam um subconjunto 

aleatório de amostras do treinamento na construção de cada árvore e um subconjunto 

de variáveis independentes a cada nível. Isso é realizado com objetivo de evitar 

sobreajuste (overfitting), ou seja, para evitar que o modelo seja muito bem ajustado 

aos dados observados no conjunto de treinamento, mas ineficaz na predição de novos 

dados. Por fim, a decisão final para cada amostra é dada pela maioria dos votos ou 

pela média dos valores finais de todas as árvores (Veríssimo; Gertrudes; Maltarollo, 

2023). Essas técnicas podem ser utilizadas para modelos de QSAR e de classificação 

na predição de atividade biológica de ligantes. Os modelos de RF também são 

frequentemente utilizados para predizer a função de pontuação no docking molecular 
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(Han; Wang; Bryant, 2008; Kuz’min et al., 2011; Zilian; Sotriffer, 2013; Li et al., 2015; 

Wang; Zhang, 2017). 

 

Figura 9 – Representação de uma árvore de decisão de classificação, onde a 

classificação é dada pela maioria dos votos, e de uma árvore de decisão de 

regressão, onde o valor da variável dependente é dado pela média dos valores em 

cada folha. 

 

Fonte: Autoria própria. 

 

 Os algoritmos supervisionados de Máquina de Vetores de Suporte (SVM) 

podem ser utilizados para tarefas de classificação ou de regressão, mas os modelos 

para essas tarefas funcionam de formas diferentes. Para ambas as tarefas, o 

algoritmo envolve a construção de um hiperplano. Nos modelos de classificação, o 

objetivo é que o hiperplano separe efetivamente os elementos do conjunto de 
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treinamento em suas classes. Essa divisão deve ser feita para obter o menor número 

possível de classificações incorretas e, ao mesmo tempo, fazer com que a margem 

de erro tolerado pelo hiperplano seja a maior possível para reduzir a sensibilidade à 

outliers (Figura 10). Nos modelos de regressão, o objetivo é o oposto, ao invés de 

tentar obter um hiperplano que seja a maior margem possível entre duas classes 

permitindo violações de margem para reduzir o efeito dos outliers, o objetivo na 

regressão é construir um hiperplano que englobe o maior número possível de 

elementos enquanto se limita violações de margem. O hiperplano e suas margens são 

utilizados para construir uma equação que correlaciona as variáveis independentes 

com a(s) variável(is) dependente(s) analisada(s) (Veríssimo; Gertrudes; Maltarollo, 

2023). Os modelos de SVM são bastante versáteis e podem ser utilizados para 

predizer a afinidade proteína-ligante e a função de pontuação de um docking, podem 

ser aplicados em estudos de QSAR, na construção de modelos de classificação para 

predição de atividade biológica, podem ser utilizados para predição de propriedades 

ADMET, podem ser utilizados em triagens virtuais, predição de sítios ativos em 

proteínas e outras funções (Cai et al., 2002; Shahlaei et al., 2010; Ashtawy; 

Mahapatra, 2015; Jayaraj; Jain, 2019; Holderbach et al., 2020; Yousaf et al., 2021). 

 

Figura 10 – Representação da importância de se considerar outliers na construção 

hiperplano (linha sólida) e suas margens (linhas pontilhadas) para a classificação de 

uma amostra desconhecida. Em (A), a margem que minimiza as classificações 

incorretas no conjunto de treinamento e, em (B), margens mais permissivas que são 

menos susceptíveis aos outliers e, portanto, melhores em generalização. 

 

Fonte: Autoria própria. 
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Por fim, os modelos de aprendizado de máquina baseados em redes neurais 

artificiais (ANN) envolvem um conjunto de diferentes algoritmos que utilizam diversos 

tipos de redes neurais. Esses algoritmos frequentemente são classificados dentro de 

uma subárea do aprendizado de máquina chamado de aprendizado profundo ou deep 

learning (DL), que corresponde a uma família de algoritmos que se baseia no uso de 

redes neurais artificiais de múltiplas camadas. Por terem performance superior em 

comparação com as técnicas mais tradicionais de aprendizado de máquina, esses 

algoritmos vêm ganhando interesse no planejamento de fármacos (Serrano et al., 

2018; Gentile et al., 2020). 

O algoritmo clássico para redes neurais artificiais é o algoritmo de Multilayer 

Perceptron (MLP), que consiste em uma rede de neurônios artificiais, unidades de 

processamento simples, organizados em camadas consecutivas que se comunicam 

por meio de conexões sinápticas. No MLP, a primeira camada (ou camada de entrada) 

recebe a informação bruta, ou seja, as variáveis de entrada, a última camada (ou 

camada de saída) consiste nas possíveis variáveis de resposta e, as camadas 

intermediárias entre a primeira e a última são chamadas de camadas ocultas, pois não 

são diretamente observáveis e representam os cálculos feitos ao decorrer do 

processamento. Cada neurônio calcula a soma ponderada de suas entradas, podendo 

ou não somar um viés (bias) a este valor. Sobre o resultado dessa conta é aplicada 

uma função de ativação para produzir a sua saída, esta comunicação ocorre entre 

cada uma das sucessivas camadas ocultas até a camada final sendo que, no MLP, 

essas camadas são totalmente conectadas, ou seja, todos os neurônios de uma 

camada se comunicam com todos os neurônios da camada anterior e da seguinte. 

O treinamento de um modelo de MLP ocorre em duas etapas, denominadas 

feedforward e backpropagation. O feedforward é o processo de propagar os dados de 

entrada através das camadas, aplicando pesos e funções de ativação, para gerar uma 

previsão na camada de saída. O backpropagation é o processo de retroceder, 

calculando o erro entre as previsões e os valores reais, para ajustar gradualmente os 

pesos e vieses em cada camada e, assim, minimizar o erro. Isso ocorre iterativamente 

durante o treinamento da rede, permitindo que ela aprenda a realizar tarefas de 

aprendizado supervisionado, como classificação e regressão, ajustando seus 

parâmetros para obter melhores resultados (Günther; Fritsch, 2010; Serrano et al., 

2018; Desai; Shah, 2021; Veríssimo; Gertrudes; Maltarollo, 2023). A Figura 11 

representa uma rede neural artificial utilizada para MLP e seus principais elementos. 



64 
 

Modelos de MLP também são bastante versáteis, podendo ser utilizado para predição 

de afinidade proteína-ligante, classificar substâncias conforme o potencial órgão ou 

sistema em que irá desempenhar sua atividade biológica, identificar subtipos de 

câncer e para modelos de QSAR e de classificação para determinação de atividade 

biológica (Patra; Chua, 2010; Limbu; Dakshanamurthy, 2022; Tang; Chen, 2022; Yang 

et al., 2022). 

 

Figura 11 – Representação de uma rede neural artificial com seus principais 

elementos. 

 

Fonte: Adaptado de Veríssimo; Gertrudes; Maltarollo (2023). 
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4 MATERIAIS E MÉTODOS 

 

4.1 ESQUEMA GERAL DO TRABALHO 

 

A Figura 12 representa um esquema geral da metodologia empregada no 

presente trabalho. Resumidamente, foram conduzidos acoplamentos moleculares 

para conjuntos de ligantes com conhecida atividade inibitória da FabI de S. aureus e 

de E. coli. A melhor pose de cada ligante, em complexo com a sua respectiva proteína, 

foi utilizada para gerar fingerprints de interação. Os fingerprints e atividade biológica 

foram os dados de entrada para o treinamento dos modelos de aprendizado de 

máquina para classificação. Assim, foram utilizados os seguintes algoritmos para 

construção dos modelos: k-Nearest Neighbors (kNN), Decision Tree (DT), Random 

Forest (RF), Naive Bayes (NB), Support Vector Machine (SVM) e Multilayer Perceptron 

(MLP). Os melhores modelos de aprendizado de máquina foram utilizados para uma 

triagem virtual na biblioteca de fármacos aprovados pelo FDA disponível no ZINC 

(Sterling; Irwin, 2015) e na biblioteca BraCoLi (Veríssimo et al., 2022a). 

Ensaios de concentração mínima inibitória (MIC) avaliaram a atividade das 

substâncias promissoras obtidas pela triagem virtual contra as duas espécies de 

bactérias. Paralelamente, foi conduzido o processo de expressão, purificação e 

caracterização das proteínas recombinantes saFabI (FabI de S. aureus) e ecFabI 

(FabI de E. coli). 

Em estudos futuros, as proteínas recombinantes obtidas serão utilizadas em 

ensaios de STD-NMR visando avaliar a capacidade de interação das substâncias 

obtidas pela triagem com as proteínas de interesse. 
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Figura 12 – Representação geral da metodologia utilizada no presente trabalho. 

 

Fonte: Autoria própria. 
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4.2 COMPUTADORES E PROGRAMAS 

 

As análises computacionais foram realizadas utilizando os recursos 

computacionais do Laboratório de Modelagem Molecular da Faculdade de Farmácia 

da Universidade Federal de Minas Gerais e de máquinas virtuais da plataforma 

NMRbox, disponíveis no site https://nmrbox.nmrhub.org/ (Maciejewski et al., 2017). 

Os programas utilizados foram executados nos sistemas operacionais 

Windows 11 e Ubuntu 20.04 LTS, sendo que todos os programas que foram utilizados 

em Linux também foram testados no ambiente do “Subsistema do Windows para 

Linux” (também conhecido como “Windows Subsystem for Linux” ou WSL), 

viabilizando a execução de tarefas específicas do Linux no contexto do Windows e 

permitindo a integração de recursos entre os diferentes sistemas operacionais. 

Todos os códigos desenvolvidos, inclusive os desenvolvidos para o 

aprendizado de máquina, foram escritos em Python e testados tanto em Windows 

quanto em Linux. Entretanto, os códigos que envolviam a utilização do pacote LUNA 

0.11.6, responsável pelo cálculo dos fingerprints de interação, funcionaram apenas 

em ambiente Linux (nativo ou via WSL). 

Os principais programas, ferramentas e pacotes utilizados foram: Visual Studio 

Code 1.82.2 (Microsoft Corporation, 2023), utilizado para a escrita dos códigos em 

Python para múltiplas funções, tais como, tratamento de dados em geral, algoritmos 

de aprendizado de máquina, geração de gráficos e automação de tarefas; KNIME 

4.5.2 2 (Berthold et al., 2009), utilizado para tratamento geral dos dados; PyMOL Open 

Source 2.6.0a0 (Schrödinger LLC, 2015) e Discovery Studio Visualizer 2021 

(DASSAULT SYSTÈMES, 2021), para visualizar e gerar imagens da estrutura 

tridimensional das proteínas e ligantes; MAESTRO 2022-3 (Sastry et al., 2013; 

Schrödinger Release 2022-3, 2022), utilizado para o preparo da estrutura das 

proteínas; LigPrep (Shelley et al., 2007; Schrodinger Release 2022-3, 2022), utilizado 

para o preparo dos ligantes; Glide (Friesner et al., 2004, 2006; Halgren et al., 2004; 

Schrödinger Release 2022-3, 2022), utilizado para a obtenção dos complexos 

proteína-ligante obtidos por acoplamento molecular por encaixe induzido; Decoy 

Finder 2.0 (Cereto-Massagué et al., 2012), utilizado para obter a estrutura dos decoys 

para a validação do acoplamento molecular; OEDocking 4.2.0.2 (“OEDOCKING 

4.2.0.2”, 2023), utilizado para realização dos experimentos de acoplamento molecular; 

MakeReceptor GUI 4.2.0.2 (“OEDOCKING 4.2.0.2”, 2023), utilizado para definir a 
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caixa onde seria realizado o acoplamento molecular (preparo do receptor do 

OEDocking); OMEGA 4.2.1.1 (Hawkins et al., 2010; OpenEye Scientific Software, 

2023), utilizado para gerar as múltiplas conformações de ligante utilizadas pela suíte 

do OEDocking; LigRMSD 1. 0 (Velázquez-Libera et al., 2020), para calcular o RMSD; 

MASSA Algorithm 0.9.2 (Veríssimo, 2021; Veríssimo et al., 2023), para realizar a 

separação do conjunto de dados em conjunto de treinamento e de teste; ProtParam 

(Swiss Institute of Bioinformatics, 2017), para o cálculo das propriedades físico-

químicas das proteínas; LUNA 0.11.6 (Fassio et al., 2022), para o cálculo dos 

fingerprints de interação; Beautiful Soup 4 (bs4 0.0.1) (Richardson, 2007), para 

automatizar a coleta de dados do PDB; RDKit 2023.3.2 (Landrum, 2013), para leitura 

de arquivos de moléculas e para os cálculos relativos à curva ROC; Matplotlib 3.6.2 

(Hunter, 2007), para construção de gráficos; Scikit-learn 1.2.0 (Pedregosa et al., 2011) 

e Scipy 1.11.1 (Virtanen et al., 2020), para aplicação de algoritmos de aprendizado de 

máquina; tqdm 4.64.1 (Virtanen et al., 2020; Costa-Luis et al., 2023), para inclusão de 

barra de progresso nos algoritmos de ML; SnapGene Viewer 7.0.2, para geração da 

imagem dos vetores. 

Os códigos escritos para construção e validação dos modelos de aprendizado 

de máquina variando os diferentes hiperparâmetros e os conjuntos de ligantes 

utilizados para treinar estes modelos estão disponíveis no GitHub 

(https://github.com/gcverissimo/cheML). 

 

4.3 SELEÇÃO E PRÉ-TRATAMENTO DOS ALVOS MOLECULARES PARA OS 

ESTUDOS DE ACOPLAMENTO MOLECULAR 

 

A primeira etapa prévia a qualquer estudo de docking é a escolha das estruturas 

adequadas dos alvos moleculares. Para isto, foi realizada uma busca no RCSB 

Protein Data Bank (PDB) de todos os identificadores PDB (PDB ID) de estruturas 

cristalográficas das enzimas FabI de S. aureus e de E. coli obtidas por cocristalização 

com ligantes. Posteriormente, foi utilizado um código em Python para automação da 

coleta dos dados de resolução, da presença de mutações na sequência de 

aminoácidos e dos valores de R (“R-Value Free”, “R-Value Work”, “R-Value 

Observed”) dessas estruturas. Finalmente, com as estruturas de menores valores de 

resolução e sem presença de mutação, foi realizada uma avaliação dos valores de R 

e das métricas “Clashscore”, “Ramachandran outliers”, “Sidechain outliers” e “RSRZ 
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outliers” para a escolha final da melhor estrutura de proteína de cada espécie. As 

seguintes estruturas de proteínas identificadas pelo código identificador do PDB (PDB 

ID) foram as escolhidas: 4FS3 (Kaplan et al., 2012), FabI de S. aureus cristalizada 

com o ligante AFN-1252 e com resolução de 1,80 Å, e 1QG6 (Ward et al., 1999), FabI 

de E. coli cristalizada com o triclosan e com resolução de 1,90 Å. 

As duas estruturas foram tratadas para remoção de moléculas de água, 

correções de cargas e da dupla ocupância de átomos utilizando a ferramenta “Protein 

Preparation Wizard” do software MAESTRO 2022-3 (Sastry et al., 2013; Schrödinger 

Release 2022-3, 2022). 

As estruturas da AFN-1252 e do triclosan foram obtidas do PubChem (Kim et 

al., 2023) e tratadas no LigPrep (Shelley et al., 2007; Schrodinger Release 2022-3, 

2022) utilizando o campo de força OPLS4 (Lu et al., 2021) para a obtenção das 

estruturas tridimensionais de menor energia nos estados de ionização 

significativamente favoráveis em pH = 7,4 ± 2,0. A obtenção dos prováveis estados de 

ionização nessa faixa de pH é importante, uma vez que o triclosan e outras 

substâncias apresentam pKa dentro dessa faixa e, consequentemente, possuem uma 

importante contribuição de diferentes protômeros que podem apresentar grandes 

diferenças entre seus perfis de interação com a proteína (Kronenberger et al., 2019). 

Por fim, as estruturas geradas para os ligantes foram salvas em um arquivo “.sdf”. 

Visando avaliar o efeito dos diferentes ligantes na conformação das proteínas 

e, principalmente, nos resultados de redocking e crossdocking, também foram 

realizados estudos de induced-fit docking (docking por encaixe-induzido) utilizando o 

programa Glide (Friesner et al., 2004, 2006; Halgren et al., 2004; Schrödinger Release 

2022-3, 2022). Para isto, foram removidos os ligantes das duas proteínas e o estudo 

de encaixe induzido foi conduzido com os ligantes preparados no LigPrep. Nesse 

estudo, a AFN-1252 foi ancorada na FabI de E. coli (PDB ID: 1QG6), promovendo 

mudanças conformacionais e resultando na estrutura nomeada como “1QG6_IFD”. Da 

mesma forma, o triclosan foi ancorado na FabI de S. aureus (PDB ID: 4FS3), 

promovendo alterações conformacionais e resultando na estrutura nomeada como 

“4FS3_IFD”. Assim, as estruturas de FabI de S. aureus e E. coli foram consideradas 

em dois estados conformacionais diferentes para, posteriormente, avaliar a 

performance de cada um desses estados nos estudos de docking. 
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4.4 SELEÇÃO E PRÉ-TRATAMENTO DOS CONJUNTOS DE LIGANTES PARA OS 

ESTUDOS DE ACOPLAMENTO MOLECULAR 

 

Foram coletados do banco de dados ChEMBL (Gaulton et al., 2017) e da 

literatura (Zheng et al., 2013; Ghattas et al., 2019; Veríssimo et al., 2022b) 140 ligantes 

únicos com dados de inibição enzimática da FabI de E. coli e 273 ligantes únicos com 

dados de inibição enzimática da FabI de S. aureus. Todos os 140 ligantes relativos à 

E. coli tinham atividade inibitória da FabI expressa em concentração inibitória média 

(IC50) e, dos 273 ligantes únicos referentes à enzima de S. aureus, a atividade de 270 

ligantes foi expressa em IC50 e 3 ligantes tiveram a atividade expressa em 

porcentagem de inibição a 1 μM. 

A obtenção dos ligantes únicos (ausência de molécula repetidas) envolveu um 

processo de exclusão de dados repetidos utilizando o KNIME 4.5.2 (Berthold et al., 

2009) e consistiu na obtenção do identificador químico internacional (InChi) e, por ele, 

encontrar estruturas repetidas e tratá-las. Esse processo priorizou os dados de IC50 

frente aos dados de porcentagem de inibição, ou seja, caso uma substância tenha 

atividade determinada e expressa nas duas formas pesquisadas, os dados de 

porcentagem de inibição foram excluídos e os dados de IC50 foram mantidos. Na 

presença de substâncias repetidas com atividade enzimática determinada sob a 

mesma forma, por exemplo, a mesma molécula com diferentes valores de IC50, o valor 

de IC50 considerado para esta molécula foi a média entre as determinações 

encontradas. 

A classificação binária (0 para inativo e 1 para ativo) das substâncias, conforme 

seus valores de atividade, foi necessária para construção dos modelos de 

aprendizado de máquina e para validação dos protocolos de docking por curva 

característica de operação do receptor (ou curva ROC, do inglês, “receiver operator 

characteristic curve”). Em relação as substâncias com atividade inibitória determinada 

em IC50, aquelas com IC50 > 1 μM foram consideradas como inativas (0), enquanto as 

com IC50 ≤ 1 μM foram classificadas como ativas (1). As três substâncias com atividade 

expressa em porcentagem de inibição a 1 μM foram classificadas como inativas tendo 

em vista que, no artigo de referência (Takhi et al., 2014), essas substâncias foram 

excluídas da etapa de determinação de IC50 devido aos baixos valores de 

porcentagem de inibição na fase de triagem inicial, que variaram entre 16 e 47%. Além 
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disso, esse valor de porcentagem indicaria uma IC50 maior do que 1 μM, sendo, 

portanto, classificadas como inativas (0). 

Com os dados dessas moléculas, os ligantes foram preparados no LigPrep 

(Shelley et al., 2007; Schrodinger Release 2022-3, 2022), utilizando o campo de força 

OPLS4 (Lu et al., 2021), para a obtenção das estruturas tridimensionais de menor 

energia e os estados de ionização mais prováveis em pH = 7,4 ± 2,0. Por fim, as 

estruturas geradas para os ligantes foram salvas em um arquivo “.sdf”. 

Para a validação dos protocolos de docking pela curva ROC, também foi 

necessário a obtenção e preparo de decoys usando o Decoy Finder 2.0 (Cereto-

Massagué et al., 2012). Decoys são moléculas que são presumidamente inativas 

contra um alvo molecular e são comumente utilizadas para validar protocolos de 

docking. Para isso, os ligantes classificados como ativos foram utilizados na busca de 

decoys para a enzima de cada bactéria (124 ativos para S. aureus e 42 ativos para E. 

coli). Essa busca foi feita entre as substâncias disponíveis na biblioteca virtual de 

substâncias ZINC (Irwin et al., 2012). 

O processo de busca pelo Decoy Finder 2.0 foi feito da seguinte forma: O 

fingerprint MACCS foi calculado para cada ativo e para cada candidato à decoy. Em 

seguida, o coeficiente de Tanimoto (Tanimoto, 1958) entre o fingerprint de cada ativo 

e de cada potencial decoy foi calculado. Considerando os fingerprints de duas 

moléculas (a e b), o coeficiente de Tanimoto (2) corresponde ao número de bits de 

fingerprint presentes nas duas moléculas (c) dividido pelo número de bits de fingerprint 

presentes em apenas uma das moléculas (Willett, 2006). 

 

𝑇𝑎𝑛𝑖𝑚𝑜𝑡𝑜 =  
𝑐

𝑎+𝑏−𝑐
  (2) 

 

Para cada molécula ativa, foram selecionados 50 decoys de acordo com as 

seguintes características: o coeficiente de Tanimoto entre um decoy potencial e uma 

molécula ativa não pode ser maior do que 0,40 e entre um decoy potencial e um decoy 

já escolhido não pode ser maior do que 0,80, a massa molecular não pode passar de 

40 Da de diferença do ligante ativo, um decoy deve ter o mesmo número de aceptores 

e doadores de ligação de hidrogênio que o ligante ativo e, por último, o log P não pode 

variar mais do que 1 unidade de log entre um ativo e o decoy potencial. Dessa forma, 

os decoys selecionados são estruturalmente diferentes dos ligantes ativos e, portanto, 
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presumidamente inativos. Além disso, os decoys têm propriedades físico-químicas 

próximas, evitando o viés de que a ausência de atividade seja exclusivamente devido 

às propriedades moleculares (Cereto-Massagué et al., 2012). Como resultado, foram 

gerados 6200 decoys para a FabI de S. aureus e 2100 decoys para a FabI de E. coli, 

que foram então preparados no LigPrep (Shelley et al., 2007; Schrodinger Release 

2022-3, 2022), utilizando o campo de força OPLS4 (Lu et al., 2021), para a obtenção 

das estruturas tridimensionais de menor energia nos estados de ionização 

significativamente favoráveis em pH = 7,4 ± 2,0. Essas estruturas geradas para os 

decoys foram salvas em um arquivo “.sdf”. A Tabela 3 mostra a proporção de ativos, 

inativos e decoys para cada dataset. 

 

Tabela 3 – Número de substâncias ativas, inativas e decoys para cada conjunto de 

dados. 

Dataset Ativos Inativos Decoys 

FabI E. coli 42 98 2100 

FabI S. aureus 124 149 6200 

Fonte: Autoria própria. 

 

4.5 SELEÇÃO E VALIDAÇÃO DOS PROTOCOLOS DE ACOPLAMENTO 

MOLECULAR 

 

Os estudos de docking molecular foram realizados utilizando a suíte 

OEDocking 4.2.0.2 (“OEDOCKING 4.2.0.2”, 2023) para as estruturas das proteínas 

de S. aureus (4FS3 e 4FS3_IFD) e para as estruturas das proteínas de E. coli (1QG6 

e 1QG6_IFD). Para cada proteína, foram testados diferentes protocolos de docking. 

Utilizando a suíte OEDocking 4.2.0.2, os estudos de docking foram realizados 

da seguinte forma: inicialmente, foram construídos os receptores utilizando o 

programa MakeReceptor GUI 4.2.0.2 dessa mesma suíte. Com a estrutura do 

complexo proteína-ligante, o MakeReceptor GUI é capaz de detectar o sítio ativo e 

gerar, automaticamente, a caixa onde o docking será realizado (o receptor). Para cada 

proteína, foi automaticamente gerado o primeiro receptor de tamanho definido pelo 

programa e, com base nele, foram gerados mais seis receptores de diferentes 

tamanhos variando de 1 Å em 1 Å as três dimensões que definem o volume da caixa. 

A Tabela 4 contém a identificação de todos os receptores gerados. 
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Tabela 4 – Identificação dos receptores gerados em termos da estrutura de proteína 

utilizada, do ligante originalmente associado à proteína, do volume da caixa e das 

dimensões da caixa. 

Receptor Proteína Ligante 
Volume da 
caixa (Å3) 

Dimensão 
x (Å) 

Dimensão 
y (Å) 

Dimensão 
z (Å) 

v0 4FS3 AFN-1252 5419,00  14,00  17,33  22,33  
v1 4FS3 AFN-1252 6416,00  15,00  18,33  23,33  
v2 4FS3 AFN-1252 7527,00  16,00  19,33  24,33  
v3 4FS3 AFN-1252 8756,00  17,00  20,33  25,33  
v4 4FS3 AFN-1252 4529,00  13,00  16,33  21,33  
v5 4FS3 AFN-1252 3741,00  12,00  15,33  20,33  
v6 4FS3 AFN-1252 3048,00  11,00  14,33  19,33  
v7 1QG6 Triclosan 3397,00  13,00  14,00  18,67  
v8 1QG6 Triclosan 4130,00  14,00  15,00  19,67  
v9 1QG6 Triclosan 4960,00  15,00  16,00  20,67  
v10 1QG6 Triclosan 5893,00  16,00  17,00  21,67  
v11 1QG6 Triclosan 2756,00  12,00  13,00  17,67  
v12 1QG6 Triclosan 2200,00  11,00  12,00  16,67  
v13 1QG6 Triclosan 1723,00  10,00  11,00  15,67  
v14 1QG6_IFD* AFN-1252 6010,00  16,00  16,33  23,00  
v15 1QG6_IFD* AFN-1252 7072,00  17,00  17,33  24,00  
v16 1QG6_IFD* AFN-1252 8249,00  18,00  18,33  25,00  
v17 1QG6_IFD* AFN-1252 9550,00  19,00  19,33  26,00  
v18 1QG6_IFD* AFN-1252 5059,00  15,00  15,33  22,00  
v19 1QG6_IFD* AFN-1252 4214,00  14,00  14,33  21,00  
v20 1QG6_IFD* AFN-1252 3466,00  13,00  13,33  20,00  
v21 4FS3_IFD* Triclosan 3567,00  13,33  14,33  18,67  
v22 4FS3_IFD* Triclosan 4322,00  14,33  15,33  19,67  
v23 4FS3_IFD* Triclosan 5175,00  15,33  16,33  20,67  
v24 4FS3_IFD* Triclosan 6134,00  16,33  17,33  21,67  
v25 4FS3_IFD* Triclosan 2905,00  12,33  13,33  17,67  
v26 4FS3_IFD* Triclosan 2329,00  11,33  12,33  16,67  
v27 4FS3_IFD* Triclosan 1834,00  10,33  11,33  15,67  

* O IFD se refere a estrutura da proteína em estado conformacional obtido pelo encaixe induzido, como 

descrito na seção 4.3 Seleção e pré-tratamento dos alvos moleculares para os estudos de 

acoplamento molecular (p. 68). 

Fonte: Autoria própria. 

 

Além dos seis receptores para cada proteína, um código em Python utilizando 

o módulo subprocess foi escrito para efetuar as chamadas de linha de comando e, 

assim, realizar o docking variando também: o número de conformações máximo obtido 

para cada ligante utilizando o OMEGA 4.2.1.1 (Hawkins et al., 2010; OpenEye 

Scientific Software, 2023), os algoritmos de docking (FRED, HYBRID e POSIT), o 

parâmetro de resolução do docking para os algoritmos FRED e HYBRID (que define 

de quantos em quantos angstroms a molécula poderá realizar uma translação ou uma 

rotação) e os parâmetros de permissão de colisões e de relaxamento das poses para 

o algoritmo POSIT. A definição de cada um desses parâmetros está descrita na 
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documentação do programa (“OEDOCKING 4.2.0.2”, 2023). Na Tabela 5 estão 

relatados os demais parâmetros variados, além do tamanho do receptor já descrito na 

Tabela 4. Em conjunto, todos esses parâmetros representaram 588 protocolos por 

estrutura de proteína. Para cada espécie, isso representou 1176 protocolos e, 

considerando as 4 estruturas de proteínas utilizadas, o total de protocolos de docking 

foi de 2352. Em todos os protocolos foi considerada apenas a pose melhor ranqueada, 

definida como tal pelo algoritmo de docking. 

 

Tabela 5 – Parâmetros dos algoritmos de docking variados para geração dos 

protocolos. 

Algoritmo 

Número de 
conformações 

máximo por 
ligante 

Resolução do 
docking 

Relaxamento de 
poses 

Permissão de 
colisões 

FRED 

30 
“High” 

“Standard” 
“Low” 

- - 
60 
90 
120 

HYBRID 

30 
“High” 

“Standard” 
“Low” 

- - 
60 
90 
120 

POSIT 

1 

- 
“None” 

“Clashed” 
“All” 

“Noclashes” 
“Mildclashes” 
“Hclashes” 
“Allclashes” 

30 
60 
90 
120 

Fonte: Autoria própria. 

 

Inicialmente, os acoplamentos com os 2352 protocolos foram realizados com o 

triclosan e a AFN-1252 obtidos do PubChem, como descrito na seção 4.3 Seleção e 

pré-tratamento dos alvos moleculares para os estudos de acoplamento 

molecular (p. 68), para realizar os estudos de redocking e crossdocking. A seleção 

dos 5 melhores protocolos de cada espécie foi feita pela escolha dos menores valores 

de RMSD de redocking e crossdocking que foram calculados utilizando o LigRMSD 

1.0 (Velázquez-Libera et al., 2020).  

Para a escolha do melhor protocolo de cada espécie a ser utilizado nos 

algoritmos de aprendizado de máquina, foi necessária a construção da curva ROC e 

cálculo da área sob a curva (AUC, do inglês, area under the curve), dos fatores de 

enriquecimento e da área sob a curva utilizando a discriminação aprimorada de 

Boltzmann da curva ROC (BEDROC, do inglês, Boltzmann-Enhanced Discrimination 
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of ROC curve). Para a realização desses cálculos e construção do gráfico da curva 

ROC foram utilizados os pacotes do Python: RDKit 2023.3.2 (Landrum, 2013) e 

Matplotlib 3.6.2 (Hunter, 2007). Também foi necessário realizar a ancoragem 

molecular dos ligantes do banco de dados e dos decoys utilizando os 5 melhores 

protocolos de cada espécie. Finalmente, a curva ROC foi construída, sendo definida 

pela relação entre os dados experimentais de classificação de atividade (ativo ou 

inativo) e o valor da pontuação do acoplamento molecular dos ligantes e decoys. 

 Com base nos valores de RMSD, AUC-ROC, dos fatores de enriquecimento e 

de AUC-BEDROC, foi possível selecionar o protocolo de docking para a FabI de cada 

espécie com melhor predição de pose e afinidade e, assim, realizar os acoplamentos 

moleculares das moléculas das bibliotecas de triagem virtual para a construção dos 

modelos de aprendizado de máquina. 

 

4.6 SEPARAÇÃO DO CONJUNTO DE DADOS EM SUBCONJUNTOS DE 

TREINAMENTO E DE TESTE PARA OS ALGORITMOS DE APRENDAIZDO DE 

MÁQUINA 

 

 Os conjuntos de moléculas de cada espécie, 140 ligantes para a FabI de E. coli 

e 273 ligantes para a FabI de S. aureus, foram separados em conjunto de treinamento 

(80%) e conjunto de teste (conjunto de validação externa, 20%) utilizando o MASSA 

Algorithm 0.9.2 (Veríssimo, 2021; Veríssimo et al., 2023). Essa ferramenta em Python 

foi desenvolvida pelo autor deste trabalho e realiza a separação racional de conjuntos 

de moléculas em subconjuntos de treinamento e de teste para estudos de QSAR e 

aprendizado de máquina. A separação é feita com base nas características estruturais, 

físico-químicas e biológicas das moléculas que são exploradas por análise de 

agrupamento hierárquico seguida de clusterização por K-modes.  A Tabela 6 mostra 

o número de moléculas em cada subconjunto (treinamento e teste) para cada dataset. 

 

Tabela 6 – Proporção de moléculas em cada subconjunto de cada dataset. 

Dataset 
Moléculas no conjunto 

de treinamento 

Moléculas no conjunto 

de teste 

FabI E. coli (ecFabI) 112 28 

FabI S. aureus (saFabI) 218 55 

Fonte: Autoria própria. 
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4.7 CÁLCULO DOS FINGERPRINTS DE INTERAÇÃO 

 

Fingerprints de interação são vetores com notações da presença/ausência ou 

contagem de características estruturais dos ligantes, como um fingerprint molecular 

tradicional, mas, além disso, também incluem essas notações para características da 

proteína e das interações presentes no complexo proteína-ligante. Os ligantes do 

conjunto de dados, em suas melhores poses e no seu respectivo complexo proteína-

ligante, foram utilizados para calcular os fingerprints de interação utilizando o LUNA 

0.11.6 (Fassio et al., 2022). 

Com o objetivo de se encontrar os melhores parâmetros para geração dos 

fingerprints, foram variados os parâmetros do algoritmo do LUNA sendo, 

posteriormente, avaliados com base nas métricas de validação dos modelos de 

aprendizado de máquina. Os parâmetros variados foram o tipo de fingerprint de 

interação (“IFP_TYPE”), o número de níveis de iteração (“IFP_NUM_LEVELS”), o 

incremento do raio da esfera que busca as características estruturais a cada iteração 

(“IFP_RADIUS_STEP”), o comprimento do fingerprint (“IFP_LENGTH”) e se o 

fingerprint era de contagem ou apenas da presença/ausência dos bits 

(“IFP_COUNT”). Os valores utilizados para cada parâmetro estão representados na 

Tabela 7 e todas as combinações de valores desses quatro parâmetros foram 

testadas. A escolha desses parâmetros foi orientada com base nos estudos 

conduzidos no artigo de referência do LUNA (Fassio et al., 2022). Em relação aos tipos 

de fingerprints (“IFP_TYPE”), foram testados todos os algoritmos disponíveis: 

Extended Interaction Fingerprint (EIFP), Functional Interaction Fingerprint (FIFP) e 

Hybrid Interaction Fingerprint (HIFP). O EIFP considera as subestruturas atômicas 

explicitamente definidas; o FIFP leva em conta as características farmacofóricas; e o 

HIFP é uma combinação dos dois algoritmos anteriores, considerando as 

propriedades farmacofóricas para grupos de átomos e as subestruturas explícitas 

sobre cada átomo. Entretanto, todos os três tipos de fingerprint possibilitam a 

interpretação das características estruturais específicas que compõem cada bit para 

cada molécula. 
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Tabela 7 – Parâmetros e valores variados para a geração de fingerprints. 

Parâmetro Valores 

IFP_TYPE EIFP, FIFP ou HIFP 

IFP_NUM_LEVELS 1, 2, 3, 4, 5, 6 ou 7 

IFP_RADIUS_STEP 1,4329275, 2,865855 ou 5,73171 

IFP_LENGTH 1024, 2048 ou 4096 

IFP_COUNT count ou bit 

Fonte: Autoria própria. 

 

Dessa forma, foi possível obter diferentes representações dos resultados do 

docking para uso no aprendizado de máquina, de forma a envolver as informações da 

proteína, dos ligantes e das prováveis interações e tipos de interações presentes 

nestes complexos. 

 

4.8 CONSTRUÇÃO E VALIDAÇÃO DOS MODELOS DE APRENDIZADO DE 

MÁQUINA COM OS FINGERPRITNS DE INTERAÇÃO DAS POSES DO 

ACOPLAMENTO MOLECULAR 

 

 Os fingerprints de interação das moléculas dos conjuntos de treinamento e de 

teste foram utilizados para construção e validação dos modelos de classificação. Os 

seguintes algoritmos de aprendizado de máquina foram utilizados para a construção 

dos modelos de classificação: k-Nearest Neighbors (kNN), Árvores de Decisão (DT), 

Random Forest (RF), Gaussian Naïve Bayes (gNB), Máquina de Vetores de Suporte 

(SVM) e Multilayer Perceptron (MLP). No caso do SVM também foram consideradas 

suas 4 opções de kernel disponíveis no Scikit-learn 1.2.0 (Pedregosa et al., 2011), 

sendo elas: SVM com kernel linear (SVL), Radial Basis Function (SVR), sigmoide 

(SVS) ou polinomial (SVP). Da mesma forma, também foram consideradas as 3 

opções de solver para o MLP, sendo elas: MLP com o solver Adam (MLA), com o 

Stochastic Gradient Descent (MLS) ou com o Limited-memory Broyden-Fletcher-

Goldfarb-Shanno algorithm (MLL). Além disso, uma Análise de Componente Principal 

(PCA) foi aplicada previamente aos algoritmos de classificação para manter apenas 

as componentes principais que explicassem 85% da variância dos bits de fingerprint 

e, dessa forma, efetuar uma redução de dimensionalidade prévia aos modelos de 

classificação. 
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As transformações prévias realizadas envolveram: primeiramente, uma 

padronização dos dados utilizando o “sklearn.preprocessing.StandardScaler()” e, 

posteriormente, uma PCA com “sklearn.decomposition.PCA(n_components=0.85, 

svd_solver='full')”. Para isso, os cálculos e os ajustes (Método “.fit()”) foram sempre 

realizados com o conjunto de treinamento e a transformação (Método “.transform()”) 

aplicada a ambos os conjuntos, de treinamento e de teste. O modelo e cálculos 

gerados pelo método “fit” foram salvos para garantir consistência em aplicações 

futuras, por exemplo, para a realização da triagem virtual. 

 Assim como para os parâmetros do fingerprint de interação do LUNA, a 

otimização dos hiperparâmetros dos algoritmos de aprendizado de máquina para os 

modelos de classificação também foi feita com base nas métricas de validação. Os 

hiperparâmetros testados estão descritos na Tabela 8 e seus valores estão 

representados conforme escritos em Python. A Tabela 9 traz a descrição das camadas 

ocultas testadas nas redes neurais (parâmetro 'hidden_layer_sizes'). A escolha de 

hiperparâmetros foi realizada com base em estudos prévios, nas descrições 

disponíveis na documentação do Scikit-learn e nos guias do Google para aprendizado 

profundo (Pedregosa et al., 2011; Kensert et al., 2018; Bian et al., 2019; Maltarollo, 

2019; Godbole et al., 2023). Uma observação importante é que o parâmetro random 

seed foi fixado em 2023 para garantir reprodutibilidade. 
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Tabela 8 – Hiperparâmetros utilizados nos modelos de aprendizado de máquina. 

Algoritmo Hiperparâmetros 

kNN 

'n_neighbors': [1, 3, 5, 7, 9, 11, 13, 15, 17, 19, 21, 23, 25, 27, 29, 31, 33, 35, 37, 39] 
'weights': ['uniform', 'distance'] 
'algorithm' ['ball_tree'] 
'p': [2] 
'leaf_size': [15, 30, 45, 60] 
'metric': ['minkowski'] 

DT 

'criterion': ['gini'] 
'splitter': ['best'] 
'min_samples_split': [2, 4, 6, 8, 10, 12, 14, 16, 18, 20, 22, 24, 26, 28, 30, 32, 34, 36, 38, 40] 
'max_features': ['sqrt', 'log2', None] 

RF 

'criterion': ['gini'] 
'n_estimators': [10000, 20000, 30000, 40000, 50000] 
'max_depth': [5, 10, 20, 30, 40, 50] 
'max_features': ['sqrt', 'log2', None] 

gNB* 

'var_smoothing': np.logspace(0, -10, num=50) 
'prob_a': np.arange(0.01, 1.00, 0.01) 
'prob_b': np.arange(0.99, 0.00, -0.01) 
'prob': [(x, y) for (x, y) in zip(prob_a, prob_b)] 

SVL 
'C': [0.0001, 0.001, 0.01, 0.1, 0.5, 1, 2, 3, 4, 5, 10, 15, 20, 25, 30, 35, 40, 

45, 50, 100, 150, 200, 250, 500, 750, 1000, 1250, 1500] 

SVR 

'C': Vide SVL 
'gamma': [0.0001, 0.0005, 0.001, 0.002, 0.003, 0.004, 0.005, 0.006, 0.007, 

0.008, 0.009, 0.01, 0.02, 0.03, 0.04, 0.05, 0.06, 0.07, 0.08, 0.09, 0.1, 
0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9, 1, 5, 10] 

SVS 

'C': Vide SVL 
'gamma': Vide SVR 
'coef0': [-1, -0.9, -0.8, -0.7, -0.6, -0.5, -0.4, -0.3, -0.2, -0.1, -0.09, -0.08, -0.07, -

0.06, -0.05, -0.04, -0.03, -0.02, -0.01, -0.009, -0.008, -0.007, -0.006, -
0.005, -0.004, -0.003, -0.002, -0.001, -0.0005, -0.0001, 0, 0.0001, 
0.0005, 0.001, 0.002, 0.003, 0.004, 0.005, 0.006, 0.007, 0.008, 0.009, 
0.01, 0.02, 0.03, 0.04, 0.05, 0.06, 0.07, 0.08, 0.09, 0.1, 0.2, 0.3, 0.4, 
0.5, 0.6, 0.7, 0.8, 0.9, 1] 

SVP** 

'C': Vide SVL 
'gamma': [0.0001, 0.0005, 0.001, 0.002, 0.003, 0.004, 0.005, 0.006, 0.007, 

0.008, 0.009, 0.01, 0.02, 0.03, 0.04, 0.05, 0.06, 0.07, 0.08, 0.09] 
'coef0': Vide SVS 
'degree': [2, 3, 4, 5] 

MLL 

'hidden_layer_sizes': A Tabela 9 traz a descrição das camadas ocultas testadas nas redes 
neurais. 

'activation': ['identity', 'logistic', 'tanh', 'relu'] 
'alpha': [0.00001, 0.0001, 0.001, 0.01] 
'max_iter': [500] 

MLA 
e 

MLS 

'hidden_layer_sizes': A Tabela 9 traz a descrição das camadas ocultas testadas nas redes 
neurais. 

'activation': ['identity', 'logistic', 'tanh', 'relu'] 
'alpha': [0.00001, 0.0001, 0.001, 0.01] 
'max_iter': [500] 
'batch_size': ['auto'] 
'learning_rate': ['constant'] 
'learning_rate_init': [0.001, 0.01, 0.1, 0.3] 
'early_stopping': [True] 
(MLS)'momentum' / 
(MLA)'beta_1': 

[0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9] 

Legenda: *: “np.” representa a importação do módulo numpy. **: os valores de gamma testados para o 

SVM polinomial foram diferentes dos demais. Isso ocorreu pela remoção dos valores superiores que 

levavam a execuções intermináveis e demandavam cancelamento. 

Fonte: Autoria própria. 
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Tabela 9 – Descrição das camadas ocultas utilizadas nos modelos de MLP. 

Hiperparâmetro Possíveis valores 

'hidden_layer_sizes': [10], [20], [40], [60], [80], [100], [10, 10], [10, 10, 10], [10, 10, 10, 10], [10, 
10, 10, 10, 10], [20, 20], [20, 20, 20], [20, 20, 20, 20], [20, 20, 20, 20, 20], 
[40, 40], [40, 40, 40], [40, 40, 40, 40], [40, 40, 40, 40, 40], [60, 60], [60, 
60, 60], [60, 60, 60, 60], [60, 60, 60, 60, 60], [80, 80], [80, 80, 80], [80, 80, 
80, 80], [80, 80, 80, 80, 80], [100, 100], [100, 100, 100], [100, 100, 100, 
100], [100, 100, 100, 100, 100], [100, 80], [100, 80, 60], [100, 80, 60, 40], 
[100, 80, 60, 40, 20], [80, 60], [80, 60, 40], [80, 60, 40, 20], [80, 60, 40, 
20, 10], [60, 40], [60, 40, 20], [60, 40, 20, 10], [40, 20], [40, 20, 10], [80, 
40], [80, 40, 20], [20, 10], [128], [64], [32], [16], [8], [8, 8], [8, 8, 8], [8, 8, 8, 
8], [8, 8, 8, 8, 8], [16, 16], [16, 16, 16], [16, 16, 16, 16], [16, 16, 16, 16, 16], 
[32, 32], [32, 32, 32], [32, 32, 32, 32], [32, 32, 32, 32, 32], [64, 64], [64, 
64, 64], [64, 64, 64, 64], [64, 64, 64, 64, 64], [128, 128], [128, 128, 128], 
[128, 128, 128, 128], [128, 128, 128, 128, 128], [128, 64], [128, 64, 32], 
[128, 64, 32, 16], [128, 64, 32, 16, 8], [64, 32], [64, 32, 16], [64, 32, 16, 8], 
[32, 16], [32, 16, 8], [16, 8] 

Fonte: Autoria própria. 

 

Inicialmente, o objetivo era de realizar a busca de parâmetros utilizando o 

“sklearn.model_selection.GridSearchCV” mas, apesar dele exibir no terminal os 

avisos (warnings) que ocorriam durante a construção dos modelos, essa classe era 

incapaz de capturar os avisos e retorná-los na tabela de resultados finais. Portanto, 

era impossível identificar qual conjunto de parâmetros retornou o aviso durante a 

construção do modelo. Isso era particularmente importante para os modelos de SVM 

e MLP, uma vez que o aviso de falha de convergência foi um critério de exclusão do 

modelo (suas métricas de validação foram zeradas). Mesmo programando 

explicitamente a conversão desse aviso em erro e modificando o parâmetro 

“error_score”, o GridSearchCV não conseguia zerar as métricas ou retornar o 

problema de convergência na tabela. Isso erro ocorre quando o GridSearchCV é 

utilizado para trabalhar em paralelo entre os núcleos do processador e é devido ao 

fato de que o ambiente de warnings do Python é reiniciado toda vez que inicia o 

trabalho em um novo núcleo. Esse problema é conhecido no GitHub do Scikit-learn 

desde 2019, sob a numeração 12939 (https://github.com/scikit-learn/scikit-

learn/issues/12939), e diferentes estratégias têm sido utilizadas para contorná-lo. 

A estratégia desenvolvida para contornar o problema mencionado foi a de 

escrever um conjunto de módulos em Python, utilizando principalmente as bibliotecas 

Scikit-learn 1.2.0 (Pedregosa et al., 2011) e RDKit 2023.3.2 (Landrum, 2013), de forma 

a viabilizar a construção dos modelos de aprendizado de máquina e o cálculo das 

métricas de validação com todas as diferentes combinações de hiperparâmetros, 

utilizando paralelização e permitindo o rastreamento dos avisos de convergência e 
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demais avisos relacionados. Ou seja, realizar não só a programação de um módulo 

de Grid Search, mas escrever um conjunto de módulos capaz de realizar as tarefas 

de aprendizado de máquina por completo. Além disso, utilizando o tqdm 4.64.1 (Costa-

Luis et al., 2023), também foi implementada uma barra de progresso com 

porcentagem de andamento, tempo decorrido e de término estimado para 

acompanhar o andamento da construção e validação dos modelos de aprendizado de 

máquina. 

Todos os modelos foram validados internamente por validação cruzada 5-fold 

e por validação externa com o conjunto de teste. Para isso, foram calculadas as 

seguintes métricas nas duas validações: coeficiente de correlação de Matthews 

(MCC), F1-Score, taxa de verdadeiros positivos ou sensibilidade (TPR), taxa de 

verdadeiros negativos ou especificidade (TNR), acurácia balanceada (bACC, ideal 

para conjuntos de dados não balanceados entre as classes), área sob a curva ROC 

(AUC-ROC) e o coeficiente Kappa de Cohen (CK) (Mosley, 2013; Roy; Kar; Das, 2015; 

Lipiński; Szurmak, 2017; Chicco; Warrens; Jurman, 2021). 

A validação 5-fold consiste na separação arbitrária do conjunto de treinamento 

em cinco grupos, cada um deles representando 20% desse conjunto. Em cada 

separação, um grupo é utilizado para validação do modelo e os demais são utilizados 

conjuntamente para treinar o modelo. Dessa forma, a média aritmética das cinco 

replicatas para as métricas calculadas com o conjunto de validação deixado de fora é 

utilizada como valor final da métrica de validação interna. Por outro lado, na validação 

externa, o modelo é construído utilizando integralmente o conjunto de treinamento. A 

validação externa é então realizada utilizando o conjunto de teste, que se trata de 

moléculas que não foram utilizadas para treinar o modelo. 

A escolha dos melhores modelos de cada técnica foi feita pela análise da média 

entre os valores de MCC interno e externo. Posteriormente, foi realizada a escolha 

dos três melhores modelos da proteína de cada espécie de bactéria (saFabI e ecFabI). 

Nesse caso, foram consideradas todas as métricas mencionadas. A Figura 13 traz as 

equações e representações das métricas mencionadas, com a exceção da AUC-ROC, 

pois essa métrica foi previamente descrita na seção 3.3.1 Estratégias de validação 

do acoplamento molecular (p. 52). 
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Figura 13 – Definição das métricas de validação utilizadas. 

 

Fonte: Autoria própria. 

 

O MCC é uma métrica que considera por completo a matriz de confusão, 

fornecendo uma análise completa e geral da capacidade preditiva dos modelos. Além 

disso, é pouco susceptível ao efeito do desbalanceamento do conjunto de dados entre 

as duas classes (no caso, ativo e inativo). Os valores de MCC são fixados entre -1 e 

+1, sendo que o valor de +1 indica predição perfeitamente correta (classificar todos 

os ativos como ativos e todos os inativos como inativos), -1 indica a predição 

perfeitamente incorreta (classificar todos os ativos como inativos e todos os inativos 

como ativos) e 0 significa que a performance do modelo é aleatória. Em geral, valores 

de MCC superiores a 0,5 são considerados como aceitáveis, indicando uma 
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performance robusta de predição (Marzo; Benfenati, 2018; Emmert-Streib; Moutari; 

Dehmer, 2019; Chicco; Jurman, 2020, 2023; Chicco; Warrens; Jurman, 2021). 

O F1-Score é uma métrica de validação que avalia a performance de 

classificação dos modelos privilegiando a classe positiva (das moléculas ativas), 

porque se trata de uma média harmônica entre a taxa de verdadeiros positivos (TPR) 

e o valor preditivo positivo (PPV). Ela avalia três dos quatro erros fundamentais (TP, 

FP e FN) e é uma métrica que sofre com viés pelo desbalanceamento do conjunto de 

dados. Os valores de F1-Score variam de 0, quando todas as amostras da classe 

positiva são classificadas incorretamente, a 1, quando a classificação é perfeita FN = 

FP = 0. Em geral, assim com as demais métricas que variam de 0 a 1, como por 

exemplo, a acurácia balanceada (bACC), a taxa de verdadeiros positivos (TPR) e a 

taxa de verdadeiros negativos (TPR), é comum considerar como aceitáveis valores 

acima de 0,6. Uma exceção é a AUCROC onde valores acima de 0,5 são comumente 

aceitos. Entretanto, é importante ressaltar que, apesar de serem os valores mais 

comumente aceitos, esses limites de aceitabilidade podem variar dependendo das 

características do problema modelado (Emmert-Streib; Moutari; Dehmer, 2019; 

Chicco; Jurman, 2020, 2023). 

Por fim, o coeficiente de Cohen Kappa (CK) é uma métrica que varia de -1 a +1 

e avalia o quão bem um modelo é capaz de realizar classificações quando comparado 

com uma classificação aleatória. Assim, como o MCC é uma métrica balanceada e os 

valores de +1 indicam predição perfeitamente correta, 0 predição aleatória e -1 

predição perfeitamente incorreta. Valores de CK superiores a 0,6 são resultados 

considerados como de concordância aceitável entre o predito e o experimental. 

Entretanto, os valores de CK tendem a ficar mais próximos do 0 do que o MCC, sendo 

sempre menores que os do MCC. Além disso, o MCC possui melhor capacidade de 

distinguir uma predição perfeitamente incorreta (MCC = -1) de uma obtida por acaso 

(MCC = 0). Isso porque o coeficiente de Cohen Kappa pode resultar em valores 

maiores do que -1 mesmo para predições perfeitamente incorretas, o que indica que 

o MCC é uma métrica mais informativa e permite uma interpretação mais realista 

(McHugh, 2012; Chicco; Warrens; Jurman, 2021). 

 Além das métricas calculadas para todos os modelos construídos, os três 

melhores modelos da proteína de cada espécie de bactéria (saFabI e ecFabI) foram 

também validados pelo método do X-scrambling, que é baseado no algoritmo do 

SCRAMBLE’N’GAMBLE (Lipiński; Szurmak, 2017) e consiste na aleatorização dos 
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valores de todas as variáveis independentes (no caso, dos bits de fingerprint) seguida 

pela construção do modelo. Espera-se que os modelos obtidos por essa técnica, por 

serem aleatórios, tenham valores inadequados na métrica de validação escolhida para 

análise. No caso, tanto o MCC interno quanto o externo foram escolhidos para análise. 

Espera-se encontrar baixos valores de MCC nos modelos gerados pelo X-scrambling 

e alto valor no modelo obtido pelo conjunto de dados preparado (modelo de 

referência), indicando que as predições do modelo de referência não foram obtidas 

pelo acaso. Para cada modelo foram feitas 100 randomizações conjuntas de X-

scrambling e os valores dos dois MCC foram representados em um gráfico de 

dispersão. 

 Por fim, para comparar os resultados obtidos pelo docking com os resultados 

obtidos pelos modelos de aprendizado de máquina, foi construída também a curva 

ROC e realizados os cálculos de AUC-ROC, dos fatores de enriquecimento e de AUC-

BEDROC utilizando a probabilidade das moléculas de serem da classe ativa. Além 

disso, para permitir comparação entre as duas estratégias, os valores de pontuação 

do docking foram classificados utilizando três diferentes estratégias: (i) utilizando 

como limite de classificação a média aritmética entre o menor valor da classe inativa 

e o maior valor da classe ativa, (ii) utilizando como limite de classificação a média 

aritmética entre a média de todos os valores da classe ativa e a média de todos os 

valores da classe inativa e, por último, (iii) utilizando o limiar fornecido pela curva ROC 

que maximiza a diferença entre a taxa de verdadeiros positivos (TPR) e a taxa de 

falsos positivos (FPR). A estratégia que resultou em melhores valores de MCC interno 

e externo para o docking foi utilizada para comparação com os modelos de 

aprendizado de máquina. 

 

4.9 INTERPRETAÇÃO DOS MODELOS DE APRENDIZADO DE MÁQUINA E DAS 

PRINCIPAIS CARACTERÍSTICAS DE INTERAÇÃO LIGANTE-PROTEÍNA 

 

 Para interpretação dos modelos de aprendizado de máquina e identificação das 

variáveis que mais contribuíram para esses modelos, foi utilizado um algoritmo de 

permutação para definir a importância das variáveis independentes para a predição 

(Mi et al., 2021). O conjunto de teste teve cada uma de suas variáveis independentes 

aleatorizadas separadamente 100 vezes antes de aplicar a transformação (PCA) e, 

em cada uma dessas repetições, foi calculado o MCCexterno utilizando os três melhores 
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modelos de cada proteína. A média do valor absoluto da diferença entre o MCCexterno 

do modelo de referência (melhor modelo) e cada MCCexterno das 100 repetições com 

variável aleatorizada foi utilizada para hierarquizar as variáveis independentes em 

termos de contribuição para o modelo de aprendizado de máquina. Dessa forma, as 

10 variáveis que mais contribuíram para a alteração do valor de MCC foram 

selecionadas e, utilizando o LUNA, foram rastreadas as informações estruturais que 

cada bit de fingerprint representava. Também foram analisadas se essas variáveis 

estavam majoritariamente presentes entre moléculas ativas ou inativas e, com isso, 

uma representação em gráfico de barras foi construída com esses dados. 

 

4.10 TRIAGEM VIRTUAL DA BIBLIOTECA DE FÁRMACOS APROVADOS PELO FDA 

E DA BRACOLI 

 

Para a triagem virtual, 1913 moléculas da biblioteca BraCoLi (Veríssimo et al., 

2022a) e 1430 moléculas da biblioteca de fármacos aprovados pelo FDA disponível 

no ZINC (Sterling; Irwin, 2015) foram preparadas no LigPrep (Shelley et al., 2007; 

Schrodinger Release 2022-3, 2022), utilizando o campo de força OPLS4 (Lu et al., 

2021), para a obtenção de um arquivo “.sdf” com as estruturas tridimensionais de 

menor energia nos estados de ionização significativamente favoráveis em pH = 7,4 ± 

2,0. Os ligantes dessas bibliotecas foram então acoplados as duas proteínas de 

interesse utilizando os melhores protocolos de docking para cada proteína, os 

fingerprints de interação foram calculados utilizando o LUNA 0.11.6 (Fassio et al., 

2022) e as predições de atividade foram realizadas com os modelos de aprendizado 

de máquina. 

Para a análise dos resultados da triagem virtual foi realizado um consenso, 

sendo selecionadas as moléculas que foram ativas em pelo menos dois dos três 

melhores modelos de cada proteína. Para a proteína FabI de S. aureus um segundo 

filtro foi aplicado devido ao alto número de moléculas, sendo mantidas apenas as 

moléculas que foram ativas nos três modelos da saFabI. Todas as moléculas 

selecionadas tiveram suas poses no docking avaliadas por inspeção visual e as 

moléculas mais promissoras tiveram sua aquisição consultada. Foram obtidas para os 

ensaios in vitro as moléculas com disponibilidade na BraCoLi e, para a biblioteca das 

moléculas aprovadas pelo FDA, as disponíveis no Laboratório de Controle de 

Qualidade da Faculdade de Farmácia da Universidade Federal de Minas Gerais. 
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4.11 AVALIAÇÃO DO DOMÍNIO DE APLICABILIDADE PARA O APRENDIZADO DE 

MÁQUINA 

 

 O domínio de aplicabilidade para os três melhores modelos de aprendizado de 

máquina de cada proteína foi avaliado pela abordagem de caixa delimitadora usando 

análise de componentes principais (PCA) (Sahigara et al., 2012; Fernandes et al., 

2021). Os fingerprints utilizados na construção dos melhores modelos foram 

submetidos a duas metodologias diferentes:  

(a) Redução de dimensionalidade por PCA para 3 dimensões, visando a 

visualização das moléculas dentro de um espaço tridimensional e fornecer uma 

visão do domínio de aplicabilidade. 

(b) Redução de dimensionalidade por PCA para número de dimensões que 

expliquem 85% da variância presente no conjunto de dados, com o objetivo de 

realizar o cálculo de cinco métricas de distância/similaridade (Euclidiana, 

Manhattan, Cosine, Wasserstein e Jaccard) entre cada molécula e o centro 

(coordenadas dadas pelas médias das variáveis de todas as amostras do 

conjunto de treinamento). Caso as moléculas tivessem mais de 95% dos seus 

descritores com distâncias superiores as observadas no conjunto de 

treinamento, ela seria considerada fora do domínio de aplicabilidade para essa 

métrica de distância. Posteriormente, se a molécula tivesse sido indicada como 

fora do domínio de aplicabilidade para a maioria das métricas (pelo menos 3 

métricas), ela seria finalmente classificada como fora do domínio de 

aplicabilidade. 

 

 O domínio de aplicabilidade foi avaliado para os conjuntos de teste e para as 

bibliotecas da triagem virtual. Para isso, os cálculos e os ajustes da PCA pelo método 

“.fit()” foram sempre realizados com o conjunto de treinamento e as transformações 

“.transform()” aplicadas para todos os conjuntos trabalhados (treinamento, teste e as 

bibliotecas de triagem virtual). 
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4.12 OBTENÇÃO DOS VETORES DE EXPRESSÃO DAS PROTEÍNAS 

RECOMBINANTES 

 

 O presente trabalho foi desenvolvido com uso do patrimônio genético e, 

portanto, foi cadastrado no Sistema Nacional de Gestão de Patrimônio Genético e do 

Conhecimento Tradicional Associado (SisGen) sob o número A59F846. Toda a 

metodologia de expressão, purificação e caracterização das proteínas recombinantes 

foi desenvolvida no Laboratório de Biologia Estrutural e Biotecnologia do Instituto de 

Ciências Biológicas da Universidade Federal de Minas Gerais. 

 

4.12.1 Obtenção do vetor da FabI de Staphylococcus aureus 

O vetor de expressão pET28a-saFabI (Figura 14) contendo a sequência gênica 

codificante da enzima saFabI (Apêndice: Figura A.1, p. 201) e o gene de resistência 

para canamicina (KanR) foi fornecido pelo Prof. Rob Lavigne e pela Profa. Joleen 

Masschelein, por meio de um acordo de transferência de material (MTA/Material 

Transfer Agreement) entre a Katholieke Universiteit Leuven e a Universidade Federal 

de Minas Gerais, para o Prof. Vinícius Gonçalves Maltarollo (FAFAR-UFMG) 

(Mattheus et al., 2010; Fage et al., 2020). Células de E. coli DH5α, cepa utilizada para 

replicação de plasmídeo, foram previamente transformadas com o vetor recebido (Al-

Janabi et al., 2022). Dessa forma, essas células foram recebidas sendo necessária a 

extração do vetor para a posterior transformação da cepa de expressão BL21(DE3), 

que possui a RNA polimerase T7 e permite a expressão da proteína recombinante 

após a adição de IPTG. 
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Figura 14 – Mapa do vetor pET28a-saFabI utilizado para a expressão da proteína 

FabI de S. aureus. 

 

Fonte: Representação realizada no SnapGene Viewer 7.0.2 com os arquivos cedidos pelo Prof. Rob 

Lavigne e pela Profa. Joleen Masschelein. 

 

4.12.1.1 Preparo de inóculo para extração de DNA plasmidial 

 Primeiramente, um microtubo contendo células transformadas com o vetor 

pET28a-saFabI foi retirado do freezer -80ºC, descongelado e seu conteúdo (100 μL) 

foi inteiramente transferido para um tubo Falcon de 10 mL de meio LB (Luria-Bertani) 

líquido (NaCl 1% m/v, extrato de levedura 0,5% m/v, peptona 1% m/v). O tubo com o 

inóculo foi incubado juntamente com um tubo de controle negativo (meio LB líquido) 

em incubadora shaker digital modelo MA832 (Marconi) a 37 ºC e 200 rpm por 16 horas. 

 Após o período de incubação, procedeu-se a extração plasmidial utilizando o 

kit comercial PureYield™ Plasmid Miniprep System (Promega) conforme manual do 

próprio kit (Promega Corporation, 2009) e no ambiente controlado pela cabine de 

segurança biológica Esco Class II Airstream (Esco). 
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4.12.1.2 Extração do DNA plasmidial utilizando o PureYield™ Plasmid Miniprep 

System 

 Primeiramente, procedeu-se a etapa de lise celular para obtenção do DNA 

plasmidial, onde foram adicionados 1,5 mL do inóculo preparado no item anterior em 

um microtubo estéril de 2 mL sob banho de gelo. Esse microtubo foi submetido ao 

processo de centrifugação por 1 minuto à 4 ºC e 8000 g, em minicentrífuga refrigerada 

Fresco 17 (Haereus), para decantação das células. Ao final dessa centrifugação, o 

sobrenadante foi descartado, foram adicionados mais 1,5 mL do inóculo no mesmo 

microtubo e uma nova centrifugação foi realizada para obter um volume final de 

inóculo centrifugado de 3 mL. O volume restante do inóculo foi utilizado para preparo 

do banco de células DH5α conforme metodologia da seção 4.15 Transformação das 

células de E. coli e preparo do banco de células (p. 92). 

 O sobrenadante final foi descartado para a secagem do pellet, que foi 

ressuspendido em 600 μL de água Mili-Q estéril livre de DNAse e RNAse, ainda em 

banho de gelo. Em seguida, 100 μL do tampão de lise (disponível no kit comercial) 

foram adicionados ao microtubo que foi homogeneizado cuidadosamente por inversão 

seis vezes. Posteriormente, 350 μL de solução neutralizante gelada (disponível no kit 

comercial) foram adicionados e novamente procedeu-se a homogeneização por seis 

inversões. Finalmente, o microtubo foi então centrifugado por 3 minutos a 4 ºC e 8000 

g. 

 O sobrenadante foi então transferido para uma minicoluna PureYield™, 

evitando sua contaminação com debris celulares. Essa minicoluna foi transferida para 

um tubo coletor e centrifugada a 4 ºC e 8000 g por 30 segundos. O filtrado no tubo foi 

descartado e a coluna foi novamente posicionada no tubo coletor para a etapa de 

lavagem. 

 A etapa de lavagem foi realizada pela adição de 200 μL da solução removedora 

de endotoxinas (disponível no kit) à minicoluna, seguida de centrifugação a 4º C e 

8000 g por 30 segundos e adição de 400 μL da solução de lavagem (disponível no 

kit), sendo repetido o processo de centrifugação após a adição da solução de lavagem. 

 A minicoluna foi então colocada em um microtubo estéril de 1,5 mL estéril para 

a etapa de eluição, onde foram adicionados 20 μL de água Mili-Q estéril livre de 

RNAse e DNAse, ficando sob repouso por 1 minuto à temperatura ambiente. O 

microtubo foi então centrifugado a 4 ºC e 8000 g por 60 segundos, a minicoluna foi 

descartada e o DNA eluído foi dosado e armazenado a -20 ºC. 
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4.12.2 Obtenção do vetor da FabI de Escherichia coli 

O vetor de expressão pET29a-ecFabI (Figura 15) contendo a sequência gênica 

codificante da enzima ecFabI (Apêndice: Figura A.2, p. 202) e o gene de resistência 

para canamicina (KanR) foi adquirido da empresa GenOne e recebido em um criotubo.  

 

Figura 15 – Mapa do vetor pET29a-ecFabI utilizado para a expressão da proteína 

FabI de E. coli. 

 

Fonte: Representação realizada no SnapGene Viewer 7.0.2. 

 

O criotubo contendo 5 µg do vetor de expressão pET29a-ecFabI foi retirado do 

freezer a -20ºC e suavemente descongelado em banho de gelo. Em seguida, foi 

submetido a uma centrifugação a 6000 g por 1 minuto sob temperatura de 4 ºC, 

utilizando a minicentrífuga refrigerada Fresco 17 (Haereus). No ambiente controlado 

da cabine de segurança biológica Esco Class II Airstream (Esco), o plasmídeo foi 

ressuspendido em 25 µL de água Mili-Q estéril livre de DNAse e RNAse. Este 

processo foi finalizado pela agitação em agitador IKA MS3 (IKA) a baixa velocidade 

por 30 segundos e aquecimento em banho seco Thermo-Shaker TS-100 (Biosan) a 

50 ºC por 15 minutos, visando assegurar a dissolução do plasmídeo e finalizando o 
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preparo da solução estoque. Posteriormente, aguardou-se o tubo atingir temperatura 

ambiente para transferir para banho de gelo. 

Com a solução estoque do plasmídeo pET29a_ecFabI pronta, procedeu-se a 

preparação da solução de trabalho. Para isso, 5 µL da solução estoque foram 

adicionados a um microtubo com 5 µL de água Mili-Q estéril livre de DNAse e RNAse. 

O restante da solução estoque foi armazenado à temperatura de -20 ºC e o conteúdo 

do microtubo da solução de trabalho foi homogeneizado e mantido em banho de gelo 

para a realização da transformação das células. 

 

4.13 DOSAGEM DE DNA DOS VETORES 

 

 A massa do vetor para a ecFabI sintetizada foi de 5 µg. A solução de trabalho 

foi preparada de forma a obter uma concentração de 100,0 ng/µL. 

 No caso da saFabI, foi preciso determinar a concentração de DNA eluída na 

MiniPrep. Para isso, utilizou-se o espectrofotômetro NanoDrop® ND-1000 (NanoDrop 

Technologies, Inc.) que determina a absorbância a 260 nm e quantifica a concentração 

de DNA na amostra. Além disso, fornece o valor da razão das leituras de absorbância 

a 260 nm (detecção de DNA) e 280 nm (detecção de proteína), onde valores entre 

1,80 e 2,00 indicam a pureza da amostra (Costa, 2014). Dessa forma, a concentração 

da saFabI foi de 166,1 ng/µL com razão 260/280 de 1,96, indicando amostra pura 

dentro dos limites estabelecidos, podendo ser utilizada para a transformação das 

células de E. coli. 

 

4.14 PRODUÇÃO DE CÉLULAS ELETROCOMPETENTES 

 

A preparação de células de E. coli competentes das cepas DH5α (Life 

Technologies) e BL21(DE3) (Coli Genetic Stock Center at Yale - CGSC) foi realizada 

para permitir a transformação dessas células visando o estabelecimento do banco de 

células para expressão das proteínas recombinantes. 

Inicialmente, um pré-inóculo da cepa de interesse foi feito em 5 mL de meio LB 

líquido, sem antibacteriano e incubado por 16 horas a 37 ºC e 200 rpm. Após o 

crescimento, o pré-inóculo foi utilizado para preparar um inóculo de 500 mL, utilizando 

uma proporção de 1:100 de cultura para meio LB líquido. O inóculo com a cepa 

escolhida cresceu a 37 ºC e 200 rpm até atingir leituras de absorbância a 600 nm entre 
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0,60 e 0,80, sendo realizadas em espectrofotômetro WPA CO8000 (Biochrom). Após 

alcançar essa leitura, a cultura foi mantida a uma temperatura de 0 ºC por 20 minutos. 

Em todas as etapas subsequentes, sempre que possível, as células foram mantidas 

a uma temperatura de 0ºC e todos os recipientes foram previamente resfriados em 

gelo antes do uso. 

Assim, as células foram então submetidas à centrifugação a 4000 g por 15 

minutos a 4 ºC, e o sobrenadante foi descartado cuidadosamente. O pellet resultante 

foi ressuspendido em 500 mL de glicerol 10% v/v estéril e gelado. Outros três ciclos 

de centrifugação e ressuspensão foram realizados, respectivamente, em 250 mL, 20 

mL e 2 mL de glicerol 10%, conforme descrito acima. Por fim, as células 

ressuspendidas em 2 mL de glicerol 10% gelado foram imediatamente aliquotadas em 

alíquotas de 50 μL por microtubo e, em seguida, foram armazenadas em freezer -80 

ºC. 

 

4.15 TRANSFORMAÇÃO DAS CÉLULAS DE E. coli E PREPARO DO BANCO DE 

CÉLULAS 

 

O processo de transformação das células eletrocompetentes foi feito para 

estabelecimento do banco de células de E. coli DH5α e BL21(DE3) transformadas 

com os vetores pET28a-saFabI e pET29a-ecFabI. 

Para isso, foi descongelado, em banho de gelo, um microtubo com 50 µL de 

células de E. coli eletrocompetentes previamente preparadas para eletroporação 

(conforme discutido na seção 4.14 Produção de células eletrocompetentes (p. 91)). 

Simultaneamente, uma cubeta de 0,2 cm foi mantida refrigerada para o procedimento. 

Após isso, adicionou-se 1 µL da suspensão com o vetor ao microtubo, que foi incubado 

em banho de gelo por 1 minuto. Em seguida, todo o conteúdo foi transferido com 

cuidado para a cubeta, garantindo que o líquido alcançasse a parte inferior. A cubeta 

foi então introduzida no eletroporador MicroPulser (Bio-Rad), onde o pulso elétrico foi 

aplicado para permitir a transformação. 

Em cabine de segurança biológica, foram adicionados 800 μL de meio LB 

líquido estéril na cubeta, para permitir a recuperação da viabilidade celular. O 

conteúdo foi homogeneizado utilizando uma micropipeta e transferido para um novo 

microtubo estéril, sendo então incubado a 37 ºC por 1 hora, sob agitação de 200 rpm 

em shaker digital modelo MA832 (Marconi). Após o período de incubação, o material 
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foi centrifugado a 1500 g por 5 min em temperatura ambiente e o sobrenadante foi 

descartado. 

Ainda em cabine de segurança biológica, o pellet foi ressuspendido em 100 μL 

de meio LB líquido estéril e plaqueado com alça de Drigalski em uma placa de Petri 

contendo 20 mL de ágar LB (peptona 1% m/v, extrato de levedura 0,5% m/v, NaCl 

0,5% m/v, ágar 1,5% m/v) e canamicina a 50 μg/mL (antimicrobiano de seleção). 

Simultaneamente, uma placa de Petri contendo 20 mL de ágar LB foi mantida aberta 

durante todo o processo de plaqueamento para servir como controle negativo. As 

placas então foram incubadas invertidas em estufa bacteriológica 520 (Fanem) a 37 

ºC durante 16 horas. 

Após a transformação, no ambiente da cabine de segurança biológica, foram 

selecionadas da placa três colônias isoladas e um pool de colônias (três colônias muito 

próximas na placa). Cada uma das colônias isoladas e o pool foram introduzidos em 

tubos Falcon de 50 mL separados, contendo cada um 5 mL de meio líquido LB estéril 

e canamicina na concentração final de 50 µg/mL, visando a seleção das células 

transformadas. O controle negativo com 5 mL de meio líquido LB estéril foi mantido 

aberto na cabine de segurança biológica durante todo o preparo os inóculos. Os tubos 

foram então fechados e incubados em shaker digital modelo MA832 (Marconi) sob 

temperatura de 37 ºC e agitação de 200 rpm por 16 horas. 

Após o período de incubação, sob condições estéreis, foram preparados os 

microtubos identificados para cada cultivo. Em cada microtubo, foram adicionados 500 

μL de cada cultivo e 500 μL de solução estéril de glicerol 50% em LB líquido. Durante 

todo o processo, as células foram mantidas em banho de gelo e, ao final, os 

microtubos foram armazenados em um ultrafreezer a -80 ºC, estabelecendo os bancos 

de células transformadas para expressão das proteínas recombinantes. 

 

4.16 EXPRESSÃO DAS PROTEÍNAS RECOMBINANTES 

 

Para a expressão das proteínas recombinantes saFabI e ecFabI foram 

realizados pré-inóculos em meio LB líquido contendo canamicina na concentração 

final de 50 µg/mL. Para isso, foram adicionadas as células BL21(DE3) transformadas 

com o respectivo plasmídeo de interesse ao meio LB líquido na proporção de 1:100 

em um tubo Falcon, que foi incubado em shaker MA 832 (Marconi) por 16 horas a 37 

ºC, sob agitação de 200 rpm. 
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Em seguida, um inóculo foi feito na proporção de 1:100 em meio LB líquido com 

canamicina (concentração final de 50 µg/mL) e sulfato de magnésio (concentração 

final de 10 mM). O inóculo foi feito em Erlenmeyer chanfrado de 2 L com volume de 

cultura correspondendo a 50% da capacidade do Erlenmeyer, visando fornecer 

agitação e suprimento de oxigênio suficiente para o crescimento a 37 ºC e 200 rpm. 

O crescimento foi monitorado em espectrofotômetro WPA CO8000 (Biochrom) e foi 

mantido até atingir leituras de absorbância a 600 nm entre 0,60 e 0,80. Após atingir a 

densidade óptica a 600 nm (DO600) desejada, a temperatura do shaker foi reduzida 

para 18 ºC e foi adicionado o indutor IPTG (isopropil-β-D-tiogalactopiranosídeo) para 

concentração final de 0,5 mM. A indução da expressão foi feita a 18 ºC, por 18 horas 

sob rotação de 200 rpm. Após a expressão das proteínas, as culturas foram 

centrifugadas a 8000 g por 30 minutos a 4 ºC em centrífuga Multifuge X3R (Thermo 

Scientific). 

A temperatura de expressão (18 ºC) foi definida com base no conhecimento de 

que o processo de agregação de proteínas e formação de corpos de inclusão pode 

ser minimizado pela redução da temperatura pós-indução (Papaneophytou; 

Kontopidis, 2014). Além disso, várias referências na literatura sobre expressão da FabI 

utilizam temperaturas mais baixas, entre 16 e 18 ºC (Priyadarshi; Kim; Hwang, 2010; 

Schiebel et al., 2012; Fage et al., 2020). O tempo de expressão também foi 

estabelecido conforme a mesma bibliografia e ensaios previamente realizados e 

estabelecidos no laboratório. 

 

4.17 LISE BACTERIANA 

 

Após a centrifugação da cultura expressa, as células foram congeladas a -20 

ºC para lise posterior ou diretamente ressuspensas em tampão de lise (tris-HCl 50 mM 

pH 7,4, sacarose 1% p/v, Tween 20 1% v/v, glicerol 1% v/v). O volume de tampão de 

lise utilizado foi na proporção de 15 mL por grama de pellet centrifugado. Após a 

ressuspensão do pellet, foram adicionados lisozima e PMSF (fluoreto de 

fenilmetanosulfonil) na concentração final de 100 μg/mL e 1 mM, respectivamente. A 

suspensão foi mantida no gelo por 30 minutos e, em seguida, o material foi sonicado 

com amplitude de 30%, com 6 pulsos de 15 segundos ligado e intervalos de 1 min 

desligado, em sonicador Fisher Scientific Sonic Dismembrator modelo 500. Após a 
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lise, o extrato celular foi centrifugado a 10.000 g por 30 minutos duas vezes, 

transferindo o sobrenadante para um novo frasco para a segunda centrifugação. 

As amostras do sobrenadante (fração solúvel) em tampão de lise foram 

aplicadas em gel de eletroforese para análise, enquanto as amostras do pellet da lise 

(fração insolúvel) precisaram ser solubilizadas em tampão de solubilização (tris-HCl 

50 mM pH 8,0, ureia 8 M e NaCl 500 mM) para análise por SDS-PAGE. 

 

4.18 IDENTIFICAÇÃO DE PROTEÍNAS RECOMBINANTES POR SDS-PAGE 

 

A eletroforese em gel de poliacrilamida em condições desnaturantes com 

dodecil sulfato de sódio (SDS-PAGE) é um método frequentemente utilizado para 

determinar a massa molecular de proteínas, uma vez que a desnaturação promovida 

pelo detergente aniônico forte (SDS) em combinação com agente redutor (β-

mercaptoetanol) e calor (100 ºC) permite a desagregação das subunidades da 

proteína que ficam carregadas negativamente. Como a carga intrínseca das proteínas 

é normalizada e todas as proteínas ficam com a mesma relação massa/carga, a 

migração da proteína no gel de poliacrilamida se dá unicamente pelo seu tamanho. 

A identificação das proteínas recombinantes e avaliação dos resultados obtidos 

na expressão, lise e purificação foi realizada por essa técnica e, para isso, foi 

primeiramente necessário a preparação do gel desnaturante de poliacrilamida. 

O gel de poliacrilamida foi preparado em placas de vidro Mini-PROTEAN® 

(BioRad) sendo composto por dois géis: o de separação (com bis-acrilamida a 15%, 

tris-HCl pH 8,8 0,375 M, SDS 0,1% v/v, persulfato de amônio 0,1% v/v e 

tetrametiletilenodiamina 0,1% v/v) e o de empilhamento (com bis-acrilamida a 4%, tris-

HCl pH 6,8 0,125 M, SDS 0,1% v/v, persulfato de amônio 0,1% v/v e 

tetrametiletilenodiamina 0,1% v/v). A solução de cada gel foi preparada no momento 

da confecção do gel de poliacrilamida. Em especial, o persulfato de amônio (APS) e a 

tetrametiletilenodiamina (TEMED) foram adicionados em cada solução no instante 

antes de verter cada gel para a placa, evitando a gelificação fora da placa. Aguardou-

se a gelificação do gel de separação para adicionar o gel de empilhamento e, após a 

completa gelificação do gel de empilhamento, obteve-se o gel para eletroforese em 

condição desnaturante. 

As amostras foram preparadas com tampão de amostra 4x (tris-HCl 200 mM 

pH 6,8, SDS 8,0% m/v, azul de bromofenol 0,4% m/v, glicerol 40% v/v e β-
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mercaptoetanol 400 mM), na proporção de 1 parte de tampão de amostra 4x para 3 

partes de amostra, e aquecidas sob agitação a 100 ºC por 20 minutos. Posteriormente, 

as amostras preparadas e o padrão de peso molecular (Bio-Rad Precision Plus 

ProteinTM Dual Color Standard) foram aplicados no gel de eletroforese preparado e 

submerso na cuba de eletroforese Mini-PROTEAN® Tetra Vertical Electrophoresis Cell 

(BioRad) em tampão de corrida 1x (glicina 192 mM, tris-HCl 25 mM pH 8,3, SDS 0,03% 

m/v). A corrida foi iniciada a 120 V utilizando a fonte de eletroforese PowerPac™ Basic 

Power Supply (BioRad). 

Ao final da corrida, o gel foi retirado da placa e corado overnight em solução 

corante (Coomasie Blue R250 0,1% m/v, etanol 41,6% v/v, ácido acético 16,6% v/v) 

sob agitação, sendo descorado sob agitação em solução descorante (etanol 30% v/v, 

ácido acético 10% v/v) até que fosse possível a visualização do perfil de expressão 

das proteínas (o que levou até 4 horas). Alternativamente, o gel foi corado em prata 

para maior sensibilidade seguindo metodologia descrita no Apêndice B (p. 203). 

 

4.19 PURIFICAÇÃO DAS PROTEÍNAS RECOMBINANTES 

 

 Após a lise bacteriana, procederam-se as purificações das proteínas 

recombinantes saFabI e ecFabI em sistema ÄKTA pure™ (Cytiva). Para isso, foram 

utilizadas as colunas: HisTrap™ HP 5 mL (Cytiva) para a cromatografia de afinidade, 

HiPrep™ 26/10 (Cytiva) para a dessalinização e HiLoad™ 16/600 Superdex™ 200 pg 

(Cytiva) para a exclusão molecular. Nas cromatografias foram testados diferentes 

tampões utilizando a saFabI até a obtenção da proteína pura, solúvel e sem formação 

de agregado. A condição obtida para a proteína saFabI foi replicada para a ecFabI e 

a mesma análise de estado oligomérico foi realizada para ambas as proteínas visando 

verificar a formação de agregados. 

 No primeiro teste, foi utilizado o protocolo inicial de teste de purificação do 

laboratório. Para isso, foi realizada cromatografia de afinidade com coluna equilibrada 

em tampão de equilíbrio A1 (tris-HCl 50 mM, NaCl 500 mM e imidazol 30 mM, pH = 

7,4) e eluição das proteínas com gradiente linear de imidazol de 30 a 500 mM em 

tampão de eluição B1 (tris-HCl 50 mM, NaCl 500 mM e imidazol 500 mM, pH = 7,4). 

As frações da cromatografia de afinidade foram reunidas e uma alíquota de 5 mL foi 

coletada e armazenada entre 2 e 8 ºC. Outros 10 mL foram aplicados na coluna de 

dessalinização para troca de tampão com o tampão de dessalinização D1 (tris-HCl 50 
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mM e NaCl 50 mM, pH = 7,4). As frações após a dessalinização também foram 

recolhidas e reunidas. Entretanto, tanto a alíquota após afinidade quanto a alíquota 

após a dessalinização precipitaram. Sendo que a alíquota da afinidade precipitou após 

5 dias e a da dessalinização precipitou overnight. 

 Visando o direcionamento da estratégia de purificação, realizou-se uma análise 

da literatura de protocolos de purificação da FabI a partir dos PDB IDs de proteínas 

FabI de E. coli e S. aureus disponíveis no PDB. Foram consultados os artigos 

referentes aos seguintes códigos de identificação do PDB: 4FS3 (Kaplan et al., 2012); 

7UMW e 7UM8 (Parker et al., 2022); 4D41, 4D42, 4D43, 4D44, 4D45 e 4D46 

(Schiebel et al., 2015); 3GNS, 3GNT e 3GR6 (Priyadarshi; Kim; Hwang, 2010); 6YUR 

e 6YUU (Eltschkner et al., 2021); 4NZ9 (Mehboob et al., 2012); 6TBB e 6TBC (Fage 

et al., 2020); 5CFZ, 5CG1 e 5CG2 (Jordan et al., 2015). Assim, observou-se que 

diferentes estratégias obtiveram sucesso com diferentes tampões. Em geral, embora 

nas outras cromatografias tenha se observado tampões em outras faixas de pH, na 

afinidade foram utilizados tampões em faixas de pH entre 7,5 e 8,0, mas o pH 8,0 foi 

o predominante, até mesmo nas outras etapas. A grande maioria dos artigos utilizaram 

glicerol em concentrações de 5 a 10% nos tampões da cromatografia de afinidade, de 

dessalinização e de armazenamento. Alguns artigos utilizaram agentes redutores nas 

purificações, como o TCEP (tris(2-carboxietil)fosfina) e o DTT (ditiotreitol), 

principalmente na dessalinização e exclusão molecular. Com base nessas 

observações, um segundo teste foi realizado com o objetivo de obter a proteína pura 

e solúvel modificando os tampões para pH = 8,0 e adicionando glicerol nos tampões 

de equilíbrio, eluição e dessalinização.  

 No segundo teste, a cromatografia de afinidade foi realizada com coluna 

equilibrada em tampão de equilíbrio A2 (tris-HCl 50 mM, NaCl 500 mM, imidazol 30 

mM e glicerol 10%, pH = 8,0) e eluição das proteínas com gradiente linear de imidazol 

de 30 a 500 mM em tampão de eluição B2 (tris-HCl 50 mM, NaCl 500 mM, imidazol 

500 mM e glicerol 10%, pH = 8,0). As frações da cromatografia de afinidade foram 

reunidas, uma alíquota de 5 mL foi coletada e armazenada entre 2 e 8 ºC e outros 10 

mL foram aplicados na coluna de dessalinização para troca de tampão com o tampão 

de dessalinização D2 (tris-HCl 50 mM, NaCl 200 mM e glicerol 10%, pH = 8,0). As 

frações da coluna de dessalinização foram reunidas e concentradas em centrífuga 

com rotor fixo a 8000 g para aproximadamente 7 mL utilizando VivaSpin™ (Sartorius) 

com cut-off de 10 kDa e capacidade máxima de 20 mL. A amostra foi armazenada 
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entre 2 e 8 ºC para realização da cromatografia de exclusão no dia seguinte. Dos 7 

mL, somente 5 mL foram aplicados na coluna de exclusão molecular devido à 

capacidade máxima da coluna disponível, o restante foi armazenado entre 2 e 8 ºC. A 

cromatografia de exclusão molecular em tampão de exclusão E1 (tris-HCl 50 mM e 

NaCl 200 mM, pH = 8,0) foi então executada e as frações reunidas foram 

concentradas com o VivaSpin™ para aproximadamente 1 mg/mL (a concentração de 

proteínas foi dada pela metodologia descrita na seção 4.20 Determinação do teor de 

proteínas e cálculo do rendimento final (p. 99)) e armazenadas entre 2 e 8 ºC até 

a realização dos ensaios de espalhamento dinâmico da luz (descritos na seção 4.21 

Caracterização do estado oligomérico de proteínas por espalhamento dinâmico 

da luz (p. 100)). Apesar da solubilidade da proteína, grande parte dela foi observada 

como agregado nos resultados de DLS e uma terceira purificação foi realizada com o 

objetivo de se obter a proteína pura, solúvel e sem agregados, pronta para a 

realização de ensaios de STD-NMR. 

 Para a realização dos ensaios de STD-NMR o ideal é utilizar como tampão 

substâncias que não interferem nos espectros de hidrogênio das amostras. Portanto, 

o Tris-HCl dos tampões de dessalinização e exclusão molecular foi substituído por 

tampão fosfato de potássio. Para evitar a formação de agregados, foi adicionado o 

DTT a 2 mM nesses mesmos tampões e a terceira metodologia de purificação 

envolveu: 

(a) cromatografia de afinidade realizada com coluna equilibrada em tampão de 

equilíbrio A2 (tris-HCl 50 mM, NaCl 500 mM, imidazol 30 mM e 10% glicerol, 

pH = 8,0) e eluição das proteínas com gradiente linear de imidazol de 30 a 500 

mM em tampão de eluição B2 (tris-HCl 50 mM, NaCl 500 mM, imidazol 500 mM 

e 10% glicerol, pH = 8,0); 

(b) imediata dessalinização em coluna para troca de tampão com o tampão de 

dessalinização D3 (tampão fosfato de potássio 20 mM, NaCl 200 mM, glicerol 

10% e DTT 2 mM, pH = 8,0); 

(c) concentração da amostra para aproximadamente 7 mL utilizando VivaSpin™ 

(Sartorius) com cut-off de 10 kDa e capacidade máxima de 20 mL; 

(d) aplicação de 5 mL de amostra em coluna de exclusão molecular e corrida em 

tampão de exclusão molecular E2 (tampão fosfato de potássio 20 mM, NaCl 

200 mM e DTT 2 mM, pH = 8,0); 
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(e) os 2 mL restantes da amostra de dessalinização, que não foram aplicados, 

foram armazenados de 2 a 8 ºC como amostra de dessalinização de reserva 

para análises, como determinação do teor de proteínas e SDS-PAGE; 

(f) concentração da amostra de exclusão molecular para 5 mL (ecFabI) e 3 mL 

(saFabI) utilizando VivaSpin™ (Sartorius) com cut-off de 10 kDa e capacidade 

máxima de 20 mL e realização das análises do teor de proteínas, SDS-PAGE 

e de identificação do estado de oligomerização por DLS. 

 

4.20 DETERMINAÇÃO DO TEOR DE PROTEÍNAS E CÁLCULO DO RENDIMENTO 

FINAL 

 

A quantificação das proteínas em solução foi realizada através da medição da 

absorbância a 280 nm, seguindo a lei de Lambert-Beer (3). 

 

𝐴 =  𝜀 ∗ 𝑙 ∗ 𝐶 (3) 

 

 Onde A representa a absorbância a 280 nm, ɛ é o coeficiente de extinção molar 

(M-1cm-1), l é o comprimento da trajetória óptica em centímetros, e C é a concentração 

molar da proteína. As leituras de absorbância foram registradas utilizando o 

espectrofotômetro NanoDrop® ND-1000 (NanoDrop Technologies, Inc.), que gera os 

resultados de absorbância ajustados para o caminho óptico de 1,0 cm. 

 Os coeficientes de extinção molar (ɛ) das proteínas recombinantes foram 

obtidos pelo programa ProtParam (Swiss Institute of Bioinformatics, 2017) presente 

no servidor ExPASy Bioinformatics Resource Portal (disponível em: 

https://web.expasy.org/protparam/). O programa também fornece outros dados como 

a absorbância a 280 nm para solução aquosa da proteína em concentração de 1 

mg/mL (A280 0,1%), a massa molecular da proteína (Da) e o número de aminoácidos. 

Os dados obtidos para as duas proteínas estão dispostos na Tabela 10 e foram 

calculados com base na sequência completa da proteína, incluindo as caudas de 

histidina N-terminais e os sítios de clivagem para trombina (saFabI) e para protease 

de TEV (ecFabI), uma vez que não houve remoção dessas sequências. Com esses 

valores, foi possível obter a concentração final de cada proteína em μmol/L e em 

mg/mL. 
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Tabela 10 – Propriedades das proteínas recombinantes calculadas no ProtParam. 

Proteína 
Número de 

aminoácidos 

Massa 
molecular 

(Da) 
ɛ (M-1cm-1) A280 0,1% 

saFabI 278 30313,35 13410 0,442 
ecFabI* 277 29807,03 17420 0,584 

* Ainda que a FabI de E. coli apresente resíduos de cisteína, ela não é capaz de formar cistinas, uma 

vez que seus resíduos de cisteína estão muito distantes entre si no plano tridimensional. Portanto, 

utilizou-se o coeficiente de extinção molar em que todas as cisteínas estão reduzidas. 

Fonte: Autoria própria. 

 

O rendimento total das proteínas em mg/L de cultura foi calculado 

individualmente utilizando a concentração obtida em mg/mL e o volume de cultura 

utilizado no seu respectivo cultivo. 

 

4.21 CARACTERIZAÇÃO DO ESTADO OLIGOMÉRICO DE PROTEÍNAS POR 

ESPALHAMENTO DINÂMICO DA LUZ 

 

A determinação do estado oligomérico das proteínas saFabI e ecFabI em 

tampão de exclusão molecular E2 (tampão fosfato de potássio 20 mM, NaCl 200 mM 

e DTT 2 mM, pH = 8,0) foi feita por ensaios de Espalhamento Dinâmico da Luz (DLS) 

utilizando o equipamento Zetasizer Nano ZS90 (Malvern Panalytical). Antes das 

análises, as amostras de proteína foram centrifugadas a 8000 g por 10 minutos a 4 

ºC, para remoção de qualquer material suspenso. Os ensaios foram realizados sob 

temperatura constante de 25 ºC em cubeta de vidro com caminho óptico de 1,0 cm e 

1,5 mL de amostra em concentração de no mínimo 1,0 mg/mL. Cada amostra foi 

analisada em triplicata e o número de medidas por replicata foi calculado 

automaticamente pelo software Malvern Zetasizer 7.13. Os dados coletados foram 

exportados e foi feita a análise do estado de oligomerização das proteínas 

recombinantes. 

 

4.22 ENSAIOS DE CONCENTRAÇÃO INIBITÓRIA MÍNIMA 

 

Os ensaios de concentração inibitória mínima (MIC) foram conduzidos no 

Laboratório de Vírus do Departamento de Microbiologia do Instituto de Ciências 

Biológicas da UFMG. As moléculas consideradas promissoras na triagem virtual foram 
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avaliadas frente a cepas de bactérias Staphylococcus aureus (ATCC 29123) e 

Escherichia coli (ATCC 35218) pelo ensaio de microdiluição em caldo foi feito em 

microplacas de 96 poços, de acordo com o protocolo do Clinical and Laboratory 

Standards Institute (CLSI) (Clinical and Laboratory Standards Institute, 2017). 

Inicialmente, as moléculas foram dissolvidas em dimetilsulfóxido (DMSO) (Merck, 

Germany) e diluídas em meio Mueller Hinton (Oxoid, Thermo Fischer Scientific, UK) a 

uma concentração de 200 μM. Em seguida, 100 µL das diluições foram adicionadas 

em cada poço, juntamente do mesmo volume com uma suspensão bacteriana 

contendo 1,0 x 105 UFC/mL, ou seja, 100.000 unidades formadoras de colônia por 

mililitro, resultando em concentrações de 100 µM.  

As microplacas foram incubadas a 37 ºC por 24 horas e inspecionadas 

visualmente quanto à inibição do crescimento bacteriano (ausência de turbidez). 

Poços com ausência de crescimento foram considerados moléculas hits com atividade 

antibacteriana, sendo estas posteriormente avaliadas quanto a sua concentração 

inibitória mínima, pelo mesmo método e sob as mesmas condições, em concentrações 

entre 100 e 0,78 μM. Ambos os ensaios foram adicionados de controles de viabilidade 

celular (meio e bactéria), esterilidade (somente meio), veículo (DMSO), além de 

controles de inibição do crescimento bacteriano com os antimicrobianos (5x o valor de 

MIC reportado na literatura) penicilina para S. aureus e estreptomicina para E. coli. Os 

testes foram realizados em triplicata e em dois ensaios independentes. 

 As moléculas com MIC inferior a 100 μM foram selecionadas para os ensaios 

de diferença da transferência de saturação por ressonância magnética nuclear (STD-

NMR) juntamente com as proteínas saFabI e ecFabI purificadas e caracterizadas. Os 

ensaios serão realizados nos laboratórios de Macromoléculas (MacroMol) e de 

Ressonância Magnética de Alta Resolução (LAREMAR), ambos do Departamento de 

Química do Instituto de Ciências Exatas da UFMG. 
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5 RESULTADOS E DISCUSSÃO 

 

5.1 VALIDAÇÃO DOS PROTOCOLOS DE ACOPLAMENTO MOLECULAR 

 

 A validação inicial dos 2352 protocolos de acoplamento molecular foi feita pelo 

cálculo do RMSD de redocking e de crossdocking. O RMSD de redocking foi obtido 

pelo cálculo com o ligante cristalográfico de cada proteína e o RMSD de crossdocking 

foi obtido pelo alinhamento das estruturas cristalográficas de uma proteína na outra, 

seguido pela extração do ligante para o crossdocking. Dessa forma, a 1QG6 foi 

estruturalmente alinhada à 4FS3 (que foi utilizada como centro para a sobreposição 

estrutural) para obtenção das coordenadas tridimensionais do triclosan (TCL) para o 

crossdocking da 4FS3 e da 4FS3_IFD. E, da mesma maneira, a 4FS3 foi 

estruturalmente sobreposta à 1QG6 para obtenção das coordenadas da AFN-1252 

para o crossdocking da 1QG6 e da 1QG6_IFD. 

Primeiramente, para a escolha dos melhores protocolos de acoplamento 

molecular, foi realizada uma análise visando avaliar o efeito do acoplamento molecular 

por encaixe induzido (realizado conforme detalhado na seção 4.3 Seleção e pré-

tratamento dos alvos moleculares para os estudos de acoplamento molecular 

(p. 68). Para isso, foram comparados os resultados de RMSD de redocking e 

crossdocking obtidos entre as estruturas das proteínas diretamente extraídas do PDB 

e as estruturas das proteínas tratadas pelo docking por encaixe-induzido realizado no 

programa Glide. Na Figura 16 é possível perceber uma clara vantagem entre os 

valores de RMSD obtidos pelas estruturas 4FS3 (saFabI) e 1QG6_IFD (ecFabI), 

mostrando que as estruturas com a AFN-1252 resultam em poses mais precisas nos 

resultados de docking. Além disso, os protocolos utilizando o algoritmo de docking 

POSIT, que propõe a pose dos ligantes utilizando informações de similaridade 

bidimensional e tridimensional com o ligante originalmente presente no sítio ativo, 

resultaram em maiores valores de RMSD de crossdocking. Esse resultado foi 

interessante porque o maior tempo de processamento e gasto computacional desse 

algoritmo seria proibitivo para a realização de triagens virtuais. 
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Figura 16 – Densidade e distribuição dos valores de RMSD de redocking e 

crossdocking entre todos os protocolos de acoplamento molecular que retornaram o 

ligante no sítio ativo. À esquerda os valores para a proteína de S. aureus (PDB ID: 

4FS3) e à direita os valores da proteína de E. coli (PDB ID: 1QG6). Em azul, os 

valores obtidos para as proteínas de encaixe induzido e, em rosa escuro, os valores 

obtidos para as proteínas do PDB tratadas apenas para remoção de dupla 

ocupância. A linha vermelha representa RMSDredocking < 2,00 Å e RMSDcrossdocking < 

2,55 Å. 

 

Fonte: Autoria própria. 

 

 O melhor desempenho de RMSD alcançado pelas proteínas que possuem a 

AFN-1252 na sua estrutura, seja pela presença na estrutura cristalográfica (4FS3) ou 

pela presença devido ao docking por encaixe-induzido (1QG6_IFD), se deve ao fato 

de que a AFN-1252 é uma molécula grande capaz de interagir com a FabI e promover 

alterações conformacionais que dão acesso a regiões que estão impedidas na 

estrutura das proteínas complexadas com o triclosan. A Figura 17 ilustra precisamente 

essa característica, evidenciando a colisão que ocorre com a AFN-1252 quando esse 

ligante é acoplado na estrutura de proteínas previamente em complexo com o 

triclosan. Dessa forma, em estudos de docking com a FabI, torna-se inviável a 

utilização de estruturas proteicas que possuem o triclosan como ligante, devido à 

presença do impedimento estérico. Durante todo o desenvolvimento deste trabalho, 
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apenas uma estrutura de ecFabI complexada com a AFN-1252 estava disponível no 

PDB (PDB ID: 4JQC), entretanto, ela apresenta resolução de 2.8 Å, sendo 

considerada de baixa confiabilidade para uso em estudos de planejamento de 

fármacos (Cooper et al., 2011). 

 

Figura 17 – Representação da AFN-1252 (cinza) nos sítios de ligação das enzimas 

FabI obtidas diretamente do PDB (rosa) e das obtidas pelo docking por encaixe 

induzido (azul). Em laranja, as colisões que são observadas nas estruturas de 

proteínas que estavam previamente complexadas com o triclosan (4FS3_IFD e 

1QG6). 

 

Fonte: Autoria própria. 

 

 Os valores de RMSD de redocking e crossdocking foram utilizados para 

seleção dos cinco melhores protocolos de cada proteína, uma vez definida as 

melhores estruturas de proteínas para cada espécie (4FS3 para a saFabI e 1QG6_IFD 

para a ecFabI). Os parâmetros utilizados em cada um dos cinco melhores protocolos 

de cada espécie e os seus respectivos valores de RMSDredocking e RMSDcrossdocking 

estão representados na Tabela 11. Todos esses protocolos apresentaram valores de 

RMSDredocking inferiores a 2,00 Å, indicando que as metodologias utilizadas são válidas 

para os estudos de acoplamento molecular, uma vez que estão dentro dos limites 

estabelecidos pela literatura (Kirchmair et al., 2008; Yusuf et al., 2008). Os valores de 

RMSD de crossdocking também foram aceitáveis mesmo que, para a proteína de E. 
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coli, estejam superiores a 2,00 Å. Como discutido no tópico 3.3.1 Estratégias de 

validação do acoplamento molecular (p. 52), é importante se considerar alguns 

fatores como o tamanho e presença de ligações rotacionáveis na AFN-1252, a 

obtenção da estrutura da proteína por encaixe induzido e o fato de que o crossdocking 

foi realizado entre proteínas diferentes que, apesar de suas similaridades, possuem 

particularidades e cofatores diferentes. Dessa forma, ressalta-se a importância de 

realizar a análise visual caso-a-caso dos resultados da triagem. 

 

Tabela 11 – Cinco melhores protocolos de docking da proteína FabI de cada espécie 

e seus parâmetros e valores de RMSD. 

ID 

Volume 

da caixa 

(Å) 

Algoritmo 
Número de 

conformações 

Resolução 

do docking 

RMSDredocking 

(Å) 

RMSDcrossdocking 

(Å) 

4FS3 (saFabI) 

S1 8756,00 FRED 120 High 0,38 0,68 

S2 4529,00 FRED 120 High 0,38 0,68 

S3 3048,00 FRED 120 High 0,38 0,68 

S4 4529,00 FRED 60 High 0,54 0,68 

S5 3048,00 FRED 60 High 0,54 0,68 

1QG6_IFD (ecFabI) 

E1 7072,00 FRED 120 Standard 0.64 2,52 

E2 7072,00 FRED 90 Standard 0,64 2,52 

E3 8249,00 HYBRID 90 High 1,18 2,49 

E4 8249,00 HYBRID 90 Standard 1,18 2,49 

E5 8249,00 HYBRID 90 Low 1,18 2,49 

Fonte: Autoria própria. 

 

 Para validar a usabilidade dos protocolos de docking em triagens virtuais de 

substâncias, também foram construídas as curvas ROC (Figura 18) e calculados os 

valores de área sobre a curva ROC (AUCROC), enriquecimento e área sobre a curva 

BEDROC (AUCBEDROC) utilizando os ligantes e decoys. Enquanto a área sob a curva 

ROC (AUCROC) faz uma avaliação geral da capacidade de distinguir entre as classes 

(ativos e inativos), as métricas de enriquecimento e AUCBEDROC fornecem uma 

informação sobre essa capacidade de distinção em frações iniciais da curva, ou seja, 

onde se encontram as moléculas classificadas pelo docking com a menor pontuação 

(por exemplo, quando espera-se o menor ΔG para as moléculas mais ativas) ou com 
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a maior pontuação (por exemplo, quando o esperado é a maior probabilidade de uma 

molécula ser classificada como ativa). Em outras palavras, essas duas métricas 

avaliam a capacidade de distinção do protocolo entre as moléculas com maior 

probabilidade de serem biologicamente ativas de acordo com o docking. Essas 

métricas são ideais para validação de protocolos de docking utilizados em triagem 

virtual, pois simulam a escolha das mais moléculas ativas pelos resultados da 

pontuação do docking. Para os cálculos de AUCBEDROC, os valores de α utilizados 

foram de 160,9, 32,2 e 16,1, que representam um peso de 80% no cálculo da área 

sob a curva para a fração inicial de 1,0%, 5,0% e 10,0%, respectivamente 

(Venkatraman; Chakravarthy; Kihara, 2009; Avram et al., 2013; Castillo-González et 

al., 2015). Essa mesma fração da curva, foi calculada em termos de fator de 

enriquecimento e os valores estão dispostos na Tabela 12. 

 

Figura 18 – Curvas ROC para os melhores protocolos de acoplamento molecular de 

cada proteína. 

 

Fonte: Autoria própria. 
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Tabela 12 – Valores de AUCROC, AUCBEDROC (utilizando α = 160,9, 32,2 e 16,1) e 

fator de enriquecimento (EF) nas frações de 1,0, 5,0 e 10,0%. Em negrito, o 

protocolo com melhor desempenho de cada proteína. 

ID AUCROC 
AUCBEDROC 

(α = 160,9) 
AUCBEDROC 

(α = 32,2) 
AUCBEDROC 

(α = 16,1) 
EF (1,0%) EF (5,0%) EF (10,0%) 

saFabI 

S1 0,757 0,531 0,363 0,386 23,225 6,447 4,190 

S2 0,726 0,521 0,345 0,360 22,424 6,124 3,707 

S3 0,691 0,539 0,350 0,360 25,021 6,010 3,655 

S4 0,724 0,518 0,349 0,367 23,225 6,124 3,949 

S5 0,693 0,524 0,342 0,357 24,409 6,058 3,848 

ecFabI 

E1 0,897 0,275 0,398 0,502 16,232 9,524 6,667 

E2 0,858 0,259 0,360 0,444 16,232 8,571 5,476 

E3 0,884 0,242 0,407 0,529 11,594 10,000 7,381 

E4 0,884 0,242 0,407 0,529 11,594 10,000 7,381 

E5 0,884 0,242 0,407 0,529 11,594 10,000 7,381 

Fonte: Autoria própria. 

 

Os valores encontrados para S. aureus indicam que o primeiro protocolo (S1) 

teve performance geral superior aos demais para discriminação geral de compostos 

entre ativos e inativos, sugerido pelos valores de AUCROC. O fator de enriquecimento 

(EF) e a AUCBEDROC são duas métricas que são utilizadas na análise do 

reconhecimento inicial de uma curva ROC. Entretanto, EF é mais sensível ao efeito 

do número de moléculas e ao desbalanceamento do conjunto de dados do que 

BEDROC, isso ocorre porque o fator de enriquecimento é sensível ao número 

absoluto de ativos e inativos entre os x% com maior probabilidade de serem ativos, 

enquanto, a BEDROC é uma métrica ponderada fixada entre 0 e 1 que fornece um 

peso de 80% para as moléculas entre os x% com maior probabilidade de serem ativos, 

enquanto ainda leva em consideração as demais moléculas (Truchon; Bayly, 2007; 

Venkatraman; Chakravarthy; Kihara, 2009). Dessa forma, priorizou-se a análise dos 

valores de BEDROC em detrimento dos valores de EF. Essa característica se torna 

ainda mais relevante nos protocolos S3 e S5, pois o volume da caixa onde foi realizado 

o acoplamento molecular resultou na incapacidade do algoritmo de docking de realizar 

o acoplamento com alguns ligantes e, portanto, esses ligantes não foram geraram 

pontuação no docking e não foram contabilizados para análise. Essa incapacidade de 

realizar o acoplamento foi um critério de exclusão para esses protocolos. Ainda assim, 

o protocolo S1 foi superior aos demais nas métricas de AUCROC e AUCBEDROC e igual 
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ou superior no RMSDredocking e no RMSDcrossdocking, sendo a única exceção na 

AUCBEDROC com α de 160,9 (1%), onde o protocolo excluído S3 teve uma performance 

melhor (+0,008). 

 Em relação aos resultados de S. aureus o protocolo (E1) teve performance 

geral superior ao dos demais em termos de AUCROC. Na fração inicial de 1% da 

AUCBEDROC (α = 160,9), esse protocolo foi o que teve melhor desempenho e, ainda 

que nas demais frações seu desempenho tenha sido inferior a outros protocolos, a 

fração inicial de 1% é a mais relevante na seleção dos dados permitindo que, em uma 

triagem, a escolha dos 1% mais ativos (ou com maior probabilidade de serem ativos) 

seja feita com maior acurácia nesse protocolo do que nos demais. Além disso, esse 

protocolo esteve entre os melhores valores de RMSDredocking, obtendo valores menores 

(-0,54) do que os protocolos que performaram melhor em outros α de BEDROC. A 

obtenção de poses com menores valores de RMSD é um objetivo importante nesse 

estudo, uma vez que a obtenção dos fingerprints de interação é baseada na pose 

obtida pelo acoplamento molecular. 

 Portanto, com base na análise das métricas calculadas, os protocolos S1 e E1 

foram escolhidos para realizar a obtenção dos fingerprints de interação neste trabalho. 

Na Figura 19 estão representados os complexos proteína-ligante utilizados no 

redocking e crossdocking para esses dois protocolos. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



109 
 

Figura 19 – Representação tridimensional dos resultados de redocking (A e C) e 

crossdocking (B e D) para as proteínas FabI de S. aureus (A e B) e de E. coli (C e D) 

com os melhores protocolos. Em cinza, as estruturas cristalográficas e, em rosa 

envelhecido, as estruturas obtidas pelos protocolos de docking. 

 

Fonte: Autoria própria. 

 

5.2 SEPARAÇÃO DO CONJUNTO DE DADOS EM CONJUNTOS DE TREINAMENTO 

E DE TESTE 

 

 A separação entre os conjuntos de treinamento e de teste, fundamental para a 

construção e validação dos modelos de aprendizado de máquina, foi realizada 

utilizando o programa MASSA Algorithm 0.9.2. Esse programa efetua a divisão 

racional do conjunto de dados e possui performance superior a separação aleatória 
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(não-racional) e, da mesma forma, superior ou equiparável a racional por outros 

algoritmos, como Kennard-Stone, SPXY (do inglês, “sample set partitioning based on 

joint X-y distance” ou simplesmente “partição do conjunto de amostras baseado na 

distância conjunta X-y”) e Sphere Exclusion, sendo capaz de realizar a separação 

independentemente dos descritores utilizados na construção dos modelos (Veríssimo, 

2021; Veríssimo et al., 2023). Essa característica do MASSA é especialmente 

relevante para o contexto deste estudo, uma vez que diferentes fingerprints de 

interação foram gerados devido a variação dos parâmetros de geração. A manutenção 

da mesma amostragem entre os diferentes descritores nos conjuntos de treinamento 

e de teste foi essencial para assegurar uma comparação precisa entre os diferentes 

modelos e parâmetros de fingerprint. 

 O MASSA Algorithm realiza uma separação em clusters baseada em HCA 

buscando representar a distância euclidiana entre as moléculas com base em suas 

propriedades estruturais (Atom Pair fingerprint), físico-químicas (número de aceptores 

de ligação de hidrogênio, número de doadores de ligação de hidrogênio, massa 

molecular, número de ligações rotacionáveis, fração de carbono sp3, área de 

superfície polar topológica, log P de Wildman-Crippen) e biológicas (no caso, a 

classificação em ativo e inativo), gerando gráficos de barras que representam a 

proporção de moléculas em cada um dos conjuntos entre os diferentes domínios e 

clusters. Esses gráficos de barra estão representados na Figura 20 para o conjunto 

de ligantes de S. aureus e, na Figura 21, para o conjunto de ligantes de E. coli. As 

moléculas utilizadas nessas separações foram apenas aquelas com atividade 

biológica determinada experimentalmente. Dessa forma, os decoys, utilizados para a 

validação do docking, não foram utilizados nessas separações e nem mesmo para os 

modelos de aprendizado de máquina. 
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Figura 20 – Distribuição do conjunto de dados de inibidores da saFabI (N = 273) 

entre os subconjuntos e diferentes propriedades. 

 

Fonte: Autoria própria. 

 

Figura 21 – Distribuição do conjunto de dados de inibidores da ecFabI (N = 140) 

entre os subconjuntos e diferentes propriedades. 

 

Fonte: Autoria própria. 

 

 A separação dos conjuntos de treinamento e de teste para os dois conjuntos de 

dados demonstrou a eficácia em manter a proporção dos ligantes entre os diferentes 

clusters dos domínios biológico, físico-químico e estrutural. Além disso, nenhum 

cluster com mais de 5% de representação no conjunto de dados total ficou sem 

representação em ambos os subconjuntos. Isso garante que o treinamento dos 

modelos de aprendizado de máquina seja feito com a maior diversidade químico-

biológica possível e evita com que moléculas do conjunto de teste estejam fora do 

domínio de aplicabilidade. 
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5.3 CONSTRUÇÃO E VALIDAÇÃO DE MODELOS DE APRENDIZADO DE MÁQUINA 

COM OS FINGERPRINTS DE INTERAÇÃO 

 

 Os cinco parâmetros de geração dos fingerprints de interação do LUNA 

variados resultaram em 378 conjuntos de descritores para cada proteína, ou seja, 756 

fingerprints de interação foram utilizados para geração dos modelos de aprendizado 

de máquina. Partindo desses conjuntos de dados, foram construídos e validados 

interna (validação 5-fold) e externamente mais de 220 milhões de modelos de 

aprendizado de máquina (220.856.328 modelos) utilizando os algoritmos kNN, DT, RF, 

gNB, MLP (MLL, MLS, MLA) e SVM (SVL, SVR, SVS, SVP). A Tabela 13 traz a 

descrição detalhada do número de modelos em cada técnica. 

 

Tabela 13 – Número de modelos para cada técnica de aprendizado de máquina 

utilizado. 

Algoritmos 
Número de modelos 

por fingerprint 

Número de modelos 

para cada proteína 

Número de modelos 

total por algoritmo 

kNN 160 60.480 120.960 

gNB 5.000 1.890.000 3.780.000 

DT 60 22.680 45.360 

RF 90 34.020 68.040 

SVL 28 10.584 21.168 

SVR 896 338.688 677.376 

SVS 54.656 20.659.968 41.319.936 

SVP 136.640 51.649.920 103.299.840 

MLL 1.296 489.888 979.776 

MLS 46.656 17.635.968 35.271.936 

MLA 46.656 17.635.968 35.271.936 

Total 292.138 110.428.164 220.856.328 

Fonte: Autoria própria. 

 

 Todos os modelos gerados foram ranqueados de acordo com a média entre o 

MCC interno e o MCC externo para excluir potenciais modelos com baixa capacidade 

preditiva ou que são mais susceptíveis ao sobreajuste (overfitting), fenômeno que 

ocorre quando um modelo se ajusta bem aos dados de treinamento, mas tem baixa 

acurácia de predição para outros dados. Os modelos com os 20 maiores valores de 

MCC médio de cada algoritmo de aprendizado de máquina foram então selecionados 
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para as etapas posteriores. O MCC foi escolhido para a hierarquização dos modelos 

por ser uma métrica de qualidade mais robusta que AUC, F1-Score, acurácia e o 

coeficiente de Cohen Kappa, pois leva em consideração todos os parâmetros da 

matriz de confusão e a distribuição de predições em todas as classes, sendo menos 

susceptível ao viés de conjuntos de dados desbalanceados que as demais métricas 

(Chicco; Jurman, 2020, 2023; Zhu, 2020; Chicco; Warrens; Jurman, 2021). 

Em seguida, os valores de MCC interno e externo desses melhores modelos 

foram manualmente analisados para garantir que o modelo escolhido apresente não 

apenas a melhor média entre as essas métricas, mas também que haja um equilíbrio 

entre os valores obtidos na validação interna e externa. A Tabela 14 representa os 

valores dos melhores modelos de cada algoritmo para a proteína FabI de S. aureus e 

a Tabela 15 representa os valores dos melhores modelos de cada algoritmo para a 

proteína FabI de E. coli. Para garantir a visualização dos melhores modelos de cada 

técnica em comparação com os demais foram construídos gráficos de dispersão 

(Figuras 22 e 23) que mostram o melhor modelo de cada técnica (em roxo) e os 

demais modelos (em rosa). 
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Tabela 14 – Resultados de MCC dos melhores modelos de cada técnica para a 

saFabI. 

Modelo Técnica 
Parâmetros do 

Fingerprint 
Hiperparâmetros MCC5-fold MCCext 𝐌𝐂𝐂̅̅ ̅̅ ̅̅  

SA_kNN kNN 

IFP_type: EIFP, 
nLevels: 1, len: 2048, 

radius: 5,73171, 
notation: bits 

n_neighbors: 21, weights: 
distance, algorithm: 

ball_tree, p: 2, leaf_size: 15, 
metric: minkowski 

0,602 0,611 0,607 

SA_DT DT 

IFP_type: HIFP, 
nLevels: 2, len: 2048, 

radius: 1,4329275, 
notation: bits 

criterion: gini, splitter: best, 
min_samples_split: 34, 

max_features: None 
0,510 0,564 0,537 

SA_RF RF 

IFP_type: HIFP, 
nLevels: 2, len: 4096, 

radius: 2,865855, 
notation: bits 

criterion: gini, n_estimators: 
30000, max_depth: 10, 

max_features: sqrt 
0,633 0,603 0,618 

SA_gNB gNB 

IFP_type: EIFP, 
nLevels: 3, len: 2048, 

radius: 1,4329275, 
notation: bits 

var_smoothing: 1,0, priors: 
array([0,76, 0,24]) 

0,542 0,677 0,610 

SA_SVL 
SVC 

(Linear) 

IFP_type: FIFP, 
nLevels: 2, len: 4096, 

radius: 2,865855, 
notation: bits 

C: 0,01, kernel: linear 0,605 0,653 0,629 

SA_SVR SVC (RBF) 

IFP_type: FIFP, 
nLevels: 2, len: 4096, 

radius: 2,865855, 
notation: bits 

C: 20, gamma: 0,0001, 
kernel: rbf 

0,647 0,611 0,629 

SA_SVS 
SVC 

(Sigmoide) 

IFP_type: EIFP, 
nLevels: 2, len: 1024, 

radius: 1,4329275, 
notation: bits 

C: 3, gamma: 0,004, coef0: -
0,008, kernel: sigmoid 

0,594 0,710 0,652 

SA_SVP 
SVC 

(Polinomial) 

IFP_type: FIFP, 
nLevels: 2, len: 4096, 

radius: 2,865855, 
notation: bits 

C: 50, gamma: 0,0001, 
coef0: -0,6, degree: 3, 

kernel: poly 
0,662 0,638 0,650 

SA_MLL 
MLP 

(LBFGS) 

IFP_type: EIFP, 
nLevels: 3, len: 2048, 

radius: 1,4329275, 
notation: counts 

hidden_layer_sizes: 
[8, 8, 8, 8, 8], solver: lbfgs, 
activation: relu, alpha: 0,01, 

max_iter: 500 

0,579 0,711 0,645 

SA_MLS MLP (SGD) 

IFP_type: EIFP, 
nLevels: 2, len: 1024, 

radius: 1,4329275, 
notation: bits 

hidden_layer_sizes:  
[128, 64, 32, 16], 

solver: sgd, activation: relu, 
alpha: 1e-05, max_iter: 500, 

batch_size: auto, 
learning_rate: constant, 
learning_rate_init: 0,3, 

momentum: 0,9, 
early_stopping: True 

0,617 0,673 0,645 

SA_MLA 
MLP 

(Adam) 

IFP_type: FIFP, 
nLevels: 2, len: 4096, 

radius: 2,865855, 
notation: bits 

hidden_layer_sizes: [20, 10], 
solver: adam, 

activation: logistic, 
alpha: 0,01, max_iter: 500, 

batch_size: auto, 
learning_rate: constant, 
learning_rate_init: 0,3, 

beta_1: 0,8, 
early_stopping: True 

0,567 0,750 0,659 

Fonte: Autoria própria. 
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Figura 22 – Dispersão dos modelos de aprendizado de máquina para a saFabI em 

função de seu valor de MCC interno e externo. Em roxo, o modelo com balanço 

entre maior robustez e preditividade selecionado para cada técnica e, em rosa, os 

demais modelos. 

 

Fonte: Autoria própria. 
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Tabela 15 – Resultados de MCC dos melhores modelos de cada técnica para a 

ecFabI. 

Modelo Técnica 
Parâmetros do 

Fingerprint 
Hiperparâmetros MCC5-fold MCCext 𝐌𝐂𝐂̅̅ ̅̅ ̅̅  

EC_kNN kNN 

IFP_type: EIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: counts 

n_neighbors: 11, weights: 
distance, algorithm: 

ball_tree, p: 2, leaf_size: 15, 
metric: minkowski 

0,813 0,913 0,863 

EC_DT DT 

IFP_type: HIFP, 
nLevels: 2, len: 1024, 

radius: 2,865855, 
notation: bits 

criterion: gini, splitter: best, 
min_samples_split: 2, 
max_features: None 

0,775 0,825 0,800 

EC_RF RF 

IFP_type: EIFP, 
nLevels: 1, len: 1024, 

radius: 5,73171, 
notation: counts 

criterion: gini, n_estimators: 
10000, max_depth: 5, 
max_features: None 

0,758 0,730 0,744 

EC_gNB gNB 

IFP_type: FIFP, 
nLevels: 3, len: 1024, 

radius: 1,4329275, 
notation: bits 

var_smoothing: 
0,09540954763499938, 
priors: array([0,83, 0,17]) 

0,831 0,849 0,840 

EC_SVL 
SVC 

(Linear) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

C: 0,01, kernel: linear 0,808 0,826 0,817 

EC_SVR SVC (RBF) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

C: 15, gamma: 0,0001, 
kernel: rbf 

0,837 1,000 0,919 

EC_SVS 
SVC 

(Sigmoide) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

C: 3, gamma: 0,002, coef0: 
0,04, kernel: sigmoid 

0,837 0,913 0,875 

EC_SVP 
SVC 

(Polinomial) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

C: 0,5, gamma: 0,002, 
coef0: -1, degree: 3, kernel: 

poly 
0,806 1,000 0,903 

EC_MLL 
MLP 

(LBFGS) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

hidden_layer_sizes: 
[40, 40], solver: lbfgs, 

activation: logistic, 
alpha: 1e-05, max_iter: 500 

0,846 1,000 0,923 

EC_MLS MLP (SGD) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

hidden_layer_sizes: [100], 
solver: sgd, activation: relu, 
alpha: 0,01, max_iter: 500, 

batch_size: auto, 
learning_rate: constant, 
learning_rate_init: 0,3, 

momentum: 0,4, 
early_stopping: True 

0,753 1,000 0,876 

EC_MLA 
MLP 

(Adam) 

IFP_type: FIFP, 
nLevels: 3, len: 4096, 

radius: 1,4329275, 
notation: bits 

hidden_layer_sizes: 
[32, 32, 32], solver: adam, 

activation: logistic, 
alpha: 0,01, max_iter: 500, 

batch_size: auto, 
learning_rate: constant, 
learning_rate_init: 0,3, 

beta_1: 0,7, 
early_stopping: True 

0,785 1,000 0,893 

 Fonte: Autoria própria. 
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Figura 23 – Dispersão dos modelos de aprendizado de máquina para a ecFabI em 

função de seu valor de MCC interno e externo. Em roxo, o modelo com balanço 

entre maior robustez e preditividade selecionado para cada técnica e, em rosa, os 

demais modelos. 

 

Fonte: Autoria própria. 

 

 Os resultados representados nos gráficos de dispersão (Figuras 22 e 23) 

demonstram o sucesso na seleção dos melhores modelos de cada técnica garantindo 

o compromisso entre os valores de MCCint e MCCext. Por ser uma métrica que varia 

de -1 a +1 e considera como aceitáveis valores superiores a 0,5 (Chicco; Warrens; 

Jurman, 2021; Chicco; Jurman, 2023), foi possível observar que todas as técnicas 
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foram capazes de gerar bons modelos preditivos. Entretanto, os modelos que 

utilizaram os algoritmos de Support Vector Machine e Multilayer Perceptron foram os 

que resultaram nos melhores valores de MCC e, portanto, foram os que apresentaram 

melhor capacidade preditiva geral. Com base na análise dos valores de MCC 

(principalmente, a média entre os valores de MCC interno e externo, para garantir um 

equilíbrio entre essas duas validações), foram então selecionados os cinco melhores 

modelos de cada proteína. Com esses modelos foram analisadas as demais métricas 

de validação e os resultados obtidos por eles estão representados na Tabela 16 e nos 

gráficos de radar da Figura 24. 

 

Tabela 16 – Métricas de validação interna e externa calculadas para os cinco melhores 

modelos de cada proteína. 

Modelo Validação MCC F1-Score TPR TNR bACC AUC CK 

saFabI 

SA_SVS 
Interna 0,594 0,771 0,771 0,818 0,794 0,843 0,589 

Externa 0,710 0,846 0,815 0,893 0,854 0,878 0,709 

SA_SVP 
Interna 0,662 0,815 0,854 0,801 0,828 0,856 0,650 

Externa 0,638 0,821 0,852 0,786 0,819 0,843 0,637 

SA_MLL 
Interna 0,579 0,762 0,750 0,826 0,788 0,822 0,578 

Externa 0,711 0,857 0,889 0,821 0,855 0,909 0,709 

SA_MLS 
Interna 0,617 0,780 0,761 0,851 0,806 0,844 0,615 

Externa 0,673 0,836 0,852 0,821 0,837 0,892 0,673 

SA_MLA 
Interna 0,567 0,765 0,813 0,752 0,782 0,837 0,558 

Externa 0,750 0,877 0,926 0,821 0,874 0,837 0,746 

ecFabI 

EC_SVR 
Interna 0,837 0,868 0,900 0,936 0,918 0,946 0,820 

Externa 1,000 1,000 1,000 1,000 1,000 1,000 1,000 

EC_SVP 
Interna 0,806 0,844 0,871 0,924 0,898 0,970 0,784 

Externa 1,000 1,000 1,000 1,000 1,000 1,000 1,000 

EC_MLL 
Interna 0,846 0,890 0,938 0,923 0,930 0,970 0,838 

Externa 1,000 1,000 1,000 1,000 1,000 1,000 1,000 

EC_MLS 
Interna 0,753 0,825 0,914 0,872 0,893 0,946 0,740 

Externa 1,000 1,000 1,000 1,000 1,000 1,000 1,000 

EC_MLA 
Interna 0,785 0,850 0,881 0,908 0,895 0,943 0,777 

Externa 1,000 1,000 1,000 1,000 1,000 1,000 1,000 

Fonte: Autoria própria. 
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Figura 24 – Gráficos de radar das métricas de validação interna (rosa) e externa 

(roxo) calculadas para os cinco melhores modelos de aprendizado de máquina. 

 

Fonte: Autoria própria. 

 

Para realizar a triagem virtual com os modelos de aprendizado de máquina 

(etapa descrita na seção 4.10 Triagem virtual da biblioteca de fármacos aprovados 
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pelo FDA e da BraCoLi (p. 85)), optou-se pela estratégia de realizar um consenso 

entre os três melhores modelos de cada proteína. Para isto, procedeu-se a análise e 

escolha dos três melhores modelos com base nas métricas de validação calculadas. 

 Em relação aos modelos para a proteína de S. aureus, priorizou-se os dados 

de validação externa, porque o conjunto de treinamento é inteiramente utilizado para 

construção do modelo, assim como utilizado na triagem virtual. Dessa forma, o modelo 

SA_SVP foi o que teve a pior performance para saFabI, com TNRext de 0,786, 

indicando maior tendência à classificar erroneamente as moléculas negativas como 

positivas, MCCext de 0,638, indicando a menor capacidade preditiva geral que os 

demais modelos, F1-Scoreext de 0,821 e bACCext de 0,819, indicando que o maior 

valor de TPRext se deve ao fato do modelo classificar mais amostras como positivas. 

Em conclusão, o modelo tem menor acurácia e acaba por ser mais otimista que os 

demais, classificando erroneamente mais moléculas como ativas. Com isso, o modelo 

SA_SVP foi removido da seleção. Devido à dificuldade de se escolher um modelo para 

retirar entre os quatro restantes, foi construída a curva ROC (Figura 25) para esses 

modelos de aprendizado de máquina. 

 

Figura 25 – Curvas ROC para os quatro melhores modelos de aprendizado de 

máquina para a saFabI. 

 

Fonte: Autoria própria. 
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 A Figura 25 mostra que, apesar dos bons resultados das métricas de validação 

interna e externa do modelo SA_MLA, quando analisada as probabilidades de acerto 

da classe positiva (moléculas ativas) fornecidas pelo modelo e usadas para calcular a 

curva ROC, o modelo tem grande tendência ao erro de classificação no início da curva. 

Ou seja, a probabilidade fornecida para o modelo de que um uma molécula seja de 

fato ativa não é confiável no início da curva e, portanto, esse modelo não seria 

adequado para uma triagem virtual. Dessa forma, esse modelo foi removido da 

seleção. É importante destacar que, por serem modelos de classificação, uma 

estratégia para contornar essa situação em uma triagem virtual seria empregar a 

predição de ativo/inativo (classificação) em vez de priorizar o ranqueamento pela 

probabilidade de ser classificado como ativo. Isso se deve ao fato de que as métricas 

de classificação demonstraram um desempenho notável na tarefa de classificação, 

garantindo uma boa acurácia e capacidade preditiva para essa função. Ainda que essa 

técnica tenha sido utilizada no presente estudo, uma vez que foi feito consenso entre 

os votos dos três modelos e não ranqueamento pela probabilidade, esse parâmetro 

do crescimento inicial da curva foi utilizado como critério de desempate na seleção 

dos três melhores modelos. Assim, os três melhores modelos para saFabI foram: 

SA_SVS, SA_MLL e SA_MLS. 

 Em relação aos modelos para a proteína de E. coli, todas as métricas de 

validação externa tiveram valores igual a 1,000 indicando classificação perfeita dos 

modelos. Portanto, não havia como diferenciá-los pela validação externa. Dessa 

forma, observou-se que o modelo EC_MLS teve os piores resultados nas métricas de 

MCCint, F1-Scoreint, TNRint, bACCint e CKint. Sendo o primeiro modelo de E. coli 

removido da seleção. O segundo modelo removido foi o EC_MLA, porque teve o pior 

resultado em AUCint e o segundo pior resultado nas métricas MCCint, TPRint, TNRint, 

bACCint e CKint. Assim, os três melhores modelos para ecFabI foram: EC_SVR, 

EC_SVP e EC_MLL. Ainda que as curvas ROC para os modelos da ecFabI não 

precisaram ser usadas como critério de desempate, diferentemente da saFabI, as 

curvas desses modelos também foram construídas e serão discutidas ainda nessa 

seção juntamente com uma comparação dos resultados do docking. 

 Os três melhores modelos de cada proteína também foram validados por X-

scrambling, realizado conforme mencionado na seção 4.8 Construção e validação 

dos modelos de aprendizado de máquina com os fingerpritns de interação das 
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poses do acoplamento molecular (p. 77). Os resultados da validação por X-

scrambling estão dispostos na Figura 26. 

 

Figura 26 – Validação X-scrambling para os modelos de S. aureus (à esquerda) e de 

E. coli (à direita). 

 

Fonte: Autoria própria. 

 

 A validação por X-scrambling (representada na Figura 26) busca comparar a 

qualidade dos modelos obtidos originalmente pelo conjunto de dados preparado com 

modelos gerados pelo acaso. Dessa forma, observa-se que os modelos obtidos pelo 

acaso tendem a resultar em baixos valores nas métricas de validação, (no caso, 

MCCint e MCCext), enquanto os modelos originais têm altos valores nessas métricas. 

Isso indica que os modelos originais não foram obtidos ao acaso, uma vez que se 

distanciam dos 100 modelos obtidos pela estratégia de aleatorização. 

 Por fim, como última estratégia de validação, foram construídas as curvas ROC 

dos três melhores modelos de aprendizado de máquina de cada proteína e realizada 

a comparação com as curvas obtidas pelos seus respectivos protocolos de docking 

(Figura 27). Adicionalmente, também foram calculados os valores de BEDROC para 

os conjuntos de treinamento e de teste (Tabela 17). 
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Figura 27 – Curvas ROC dos três melhores modelos de aprendizado de máquina 

para os conjuntos de treinamento e de teste das duas proteínas, comparadas as 

curvas ROC dos seus respectivos protocolos de docking com e sem decoys. 

 

Fonte: Autoria própria. 

 

Tabela 17 – Valores de AUCROC e AUCBEDROC para os modelos de ML (nos conjuntos 

de teste e de treinamento) e protocolos de docking (no conjunto de dados total com 

ou sem decoys). 

Conjunto de dados AUCROC 
AUCBEDROC 

(α = 160,9) 
AUCBEDROC 

(α = 32,2) 
AUCBEDROC 

(α = 16,1) 

saFabI 

Docking_4FS3 (sem decoy) 0,606 1,000 0,954 0,861 

Docking_4FS3 0,757 0,531 0,363 0,386 

SA_MLL (Teste) 0,909 1,000 0,976 0,939 

SA_MLL (Treinamento) 0,994 1,000 1,000 0,999 

SA_MLS (Teste) 0,892 1,000 0,999 0,985 

SA_MLS (Treinamento) 0,954 1,000 0,998 0,986 

SA_SVS (Teste) 0,878 1,000 0,983 0,931 

SA_SVS (Treinamento) 0,849 1,000 0,941 0,897 

ecFabI 

Docking_1QG6-IFD (sem decoy) 0,671 0,762 0,603 0,548 

Docking_1QG6-IFD 0,897 0,275 0,398 0,502 

EC_MLL (Teste) 1,000 1,000 1,000 1,000 

EC_MLL (Treinamento) 1,000 1,000 1,000 1,000 

EC_SVP (Teste) 1,000 1,000 1,000 1,000 

EC_SVP (Treinamento) 0,997 1,000 1,000 0,998 

EC_SVR (Teste) 1,000 1,000 1,000 1,000 

EC_SVR (Treinamento) 0,998 1,000 1,000 0,999 

Fonte: Autoria própria. 
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Os resultados de AUCROC e de AUCBEDROC evidenciam uma vantagem clara dos 

modelos de aprendizado de máquina em associação com o docking, quando 

comparados com o uso exclusivo do docking. Esta superioridade é observada tanto 

nos valores calculados para o conjunto de treinamento quanto para o conjunto de 

teste, em relação aos modelos de ambas as proteínas. Essa vantagem é também 

notável nas curvas ROC da ecFabI nos conjuntos de treinamento e de teste, bem 

como na curva ROC da saFabI no conjunto de treinamento, mesmo em termos do 

reconhecimento inicial. 

No conjunto de teste da saFabI, embora os modelos SA_SVS e SA_MLL 

tenham uma vantagem geral de área sob a curva, em termos de reconhecimento 

inicial, a curva do docking com os decoys parece apresentar vantagem sob os demais 

modelos de aprendizado de máquina para o conjunto de teste. Entretanto, é 

importante notar que a curva ROC é altamente susceptível ao número de moléculas 

do conjunto de dados. Portanto, os dois conjuntos de dados não podem ser 

diretamente comparados com base no comportamento da curva ROC. Esta 

discrepância é observada ao compararmos os resultados do docking com e sem 

decoys, onde a remoção dos decoys resulta em um desempenho aparentemente 

reduzido na curva e, em alguns casos, uma redução no valor de AUCROC. No entanto, 

leva a um aumento na AUCBEDROC, uma métrica mais confiável e menos susceptível 

ao tamanho do conjunto de dados. Dessa forma, a comparação em termos de 

AUCBEDROC permite afirmar que os modelos de aprendizado de máquina promoveram 

uma grande melhoria na capacidade preditiva. 

Ainda visando comparar os resultados de ML-docking com docking sozinho foi 

realizado os cálculos das métricas de classificação para o docking após uma 

classificação dos valores de pontuação utilizando três estratégias diferentes: (i) 

utilizando como limite de classificação a média aritmética entre o menor valor da 

classe inativa e o maior valor da classe ativa (estratégia MinMax, limiar de 

classificação: -13,154 para saFabI e -14,521 para ecFabI), (ii) utilizando como limite 

de classificação a média aritmética entre a média de todos os valores da classe ativa 

e a média de todos os valores da classe inativa (estratégia Média, limiar de 

classificação: -13,123 para saFabI e -14,543 para ecFabI) e, por último, (iii) utilizando 

o limiar fornecido pela curva ROC que maximiza a diferença entre a taxa de 

verdadeiros positivos e a taxa de falsos positivos (estratégia ROC, limiar de 

classificação: -14,298 para saFabI e -15,007 para ecFabI). Os resultados obtidos 
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estão representados na Tabela 18 para a proteína de S. aureus e na Tabela 19 para 

a proteína de E. coli. 

 

Tabela 18 – Métricas de classificação para os valores classificados da pontuação do 

docking da saFabI. 

Protocolo Conjunto MCC F1-Score TPR TNR bACC AUC CK Limiar 

Docking Total* 0,121 0,496 0,468 0,651 0,559 0,606 0,120 

-13,154 
 

4FS3 Treinamento 0,129 0,497 0,474 0,653 0,564 0,617 0,128 

(MinMax) Teste 0,089 0,490 0,444 0,643 0,544 0,566 0,088 

Docking Total* 0,114 0,494 0,468 0,644 0,556 0,606 0,113 

-13,123 4FS3 Treinamento 0,120 0,495 0,474 0,645 0,559 0,617 0,120 

(Média) Teste 0,089 0,490 0,444 0,643 0,544 0,566 0,088 

Docking Total* 0,336 0,447 0,306 0,946 0,626 0,606 0,267 

-14,298 4FS3 Treinamento 0,348 0,451 0,309 0,950 0,63 0,617 0,277 

(ROC) Teste 0,291 0,432 0,296 0,929 0,612 0,566 0,227 

* Total = Total sem decoy. 

Fonte: Autoria própria. 

 

Tabela 19 – Métricas de classificação para os valores classificados da pontuação do 

docking da ecFabI. 

Protocolo Conjunto MCC F1-Score TPR TNR bACC AUC CK Limiar 

Docking 

1QG6-IFD 

(MinMax) 

Total* 0,247 0,514 0,667 0,602 0,634 0,671 0,230 

-14,521 Treinamento 0,254 0,518 0,647 0,628 0,638 0,668 0,241 

Teste 0,228 0,500 0,750 0,500 0,625 0,694 0,192 

Docking 

1QG6-IFD 

(Média) 

Total* 0,225 0,500 0,643 0,602 0,622 0,671 0,211 

-14,543 Treinamento 0,227 0,500 0,618 0,628 0,623 0,668 0,217 

Teste 0,228 0,500 0,750 0,500 0,625 0,694 0,192 

Docking 

1QG6-IFD 

(ROC) 

Total* 0,271 0,511 0,571 0,714 0,643 0,671 0,268 

-15,007 Treinamento 0,265 0,500 0,529 0,744 0,637 0,668 0,264 

Teste 0,316 0,545 0,750 0,600 0,675 0,694 0,286 

* Total = Total sem decoy. 

Fonte: Autoria própria. 

 

 Os resultados obtidos para as métricas de classificação no docking mostram 

que, entre as estratégias testadas, a melhor estratégia para classificar os valores de 

pontuação do docking para ambas as proteínas é uso do limiar fornecido pela curva 

ROC que maximiza a diferença entre a taxa de verdadeiros positivos e a taxa de falsos 
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positivos (estratégia ROC), porque essa estratégia resultou em melhores valores de 

MCC, TNR, bACC e CK, o que indica a melhor capacidade de distinção entre falsos 

negativos e verdadeiros negativos, acurácia geral e capacidade preditiva geral. 

Quando esses resultados são comparados com os resultados do aprendizado de 

máquina (Tabela 16) é possível ver a clara superioridade dos modelos de ML. A 

Figura 28 demonstra a comparação dos três melhores modelos de aprendizado de 

máquina com os protocolos de docking. 

 

Figura 28 – Gráficos de radar dos três melhores modelos de aprendizado de 

máquina de cada proteína (saFabI e ecFabI) comparados com os seus respectivos 

protocolos de docking. 

 

Fonte: Autoria própria. 

 

 Os modelos de aprendizado de máquina performaram melhor que o docking 

sozinho em todas as métricas, exceto o TNR que, para o docking da saFabI, teve bons 

resultados. Entretanto, os valores encontrados para os resultados de docking de 

ambas as proteínas indicam baixa capacidade preditiva, não sendo aplicáveis para 

classificação de moléculas em ativos e inativos (MCC < 0,5), enquanto o aprendizado 

de máquina resultou em modelos preditivos e, até mesmo, perfeitos com MCCteste 

(MCCext) de 1,000. Em termos quantitativos, quando comparado com os resultados de 
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docking, os modelos de aprendizado de máquina representaram ganhos de 

MCCint/MCCtreinamento entre 0,219 e 0,314, para a saFabI, e entre 0,520 e 0,581, para 

a ecFabI. Em termos de MCCext (MCCteste) os ganhos foram maiores, variando de 

0,347 a 0,459 para a saFabI e de exatamente 0,684 para a ecFabI. 

 Com isso, foi possível validar os modelos de aprendizado de máquina e 

comprovar que o uso do ML-docking é uma estratégia eficaz e melhor, em termos de 

capacidade preditiva, do que o uso do docking sozinho no contexto de inibidores da 

saFabI e da ecFabI. Dessa forma, demonstra a capacidade de utilização desses 

modelos para estratégias de triagem virtual de potenciais inibidores da FabI de S. 

aureus e de E. coli. 

 

5.4 INTERPRETAÇÃO DOS MODELOS DE APRENDIZADO DE MÁQUINA 

 

 Para realizar a interpretação dos modelos de aprendizado de máquina foi 

calculada a contribuição de cada variável (bit de fingerprint) em termos de redução ou 

aumento nos valores do MCCexterno conforme descrito na seção 4.9 Interpretação dos 

modelos de aprendizado de máquina e das principais características de 

interação ligante-proteína (p. 84). Além disso, com base na média das variáveis, foi 

analisado se a frequência de cada variável do conjunto de dados era maior entre as 

moléculas ativas ou entre as inativas. 

 A interpretação dos fingerprints de interação do LUNA apresenta algumas 

limitações. Embora seja possível extrair dados lineares sobre os átomos, ligações, 

conexões e interações, assim como representações tridimensionais de cada bit de 

fingerprint em cada molécula do conjunto de dados, é difícil estabelecer correlações 

espaciais para bits que codificam informações exclusivas dos ligantes. Isso ocorre 

porque o algoritmo não fornece uma definição geral do que cada bit representa em 

termos de suas características tridimensionais para esse tipo específico de 

informação. Em vez disso, ele retorna o que foi observado em cada molécula para 

cada bit e, com alguma frequência, ocorrem colisões de bits (estruturas diferentes 

codificadas no mesmo bit). 

A presença de colisão de bits e a ausência de uma definição geral com dados 

tridimensionais sobre o que está sendo computado nos bits que contêm informações 

exclusivas dos ligantes dificulta a interpretação dos modelos. Portanto, com a 

interpretação disponível atualmente no algoritmo, é possível encontrar fragmentos 
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estruturalmente semelhantes em bits diferentes, contribuindo de maneiras diferentes 

para a atividade. Isso demonstra que existe um componente do espaço tridimensional 

que não é facilmente generalizado para bits que contêm exclusivamente informações 

estruturais do ligante. 

Sobre a colisão de bits, esse fenômeno não apresentou grande impacto sobre 

a capacidade de predição dos modelos. Os modelos foram extensamente validados e 

apresentaram altos valores nas métricas de validação 5-fold e externa, além de 

comportamento adequado para curva ROC e, por último, a validação por X-scrambling 

mostra que os modelos não foram obtidos aleatoriamente e as características 

estruturais definidas pelo fingerprint do LUNA apresentam correlação com as classes 

de atividade. Isso sugere que o ruído criado pela colisão em um bit possa ser 

compensado pela correlação com outros bits ou que os fragmentos da colisão têm 

alguma correlação entre si. A não interferência da colisão de bits na qualidade dos 

modelos era esperada, uma vez que no trabalho original do algoritmo do LUNA (Fassio 

et al., 2022), foram testados fingerprints com comprimento de 16384. Esses 

fingerprints maiores tendem a apresentar menor número de colisões de bits, mas 

apresentaram capacidade preditiva semelhante aos de 4096 e com maior gasto 

computacional, principalmente, para treinar os modelos de aprendizado de máquina. 

Além disso, de acordo com o princípio da navalha de Occam (princípio da parcimônia), 

deve ser priorizado o modelo mais simples (com menor número de variáveis) entre os 

mais competentes para explicar um fenômeno, no caso o de classificar corretamente 

as moléculas entre ativos e inativos (Dresp-Langley et al., 2019). 

 Com essas considerações, foi realizada a interpretação dos modelos buscando 

as características presentes entre os bits com maior contribuição para o valor de 

MCCext. Nas Figuras 29, 30 e 31, estão representadas as interpretações realizadas 

para os três melhores modelos da saFabI (SA_MLL, SA_MLS e SA_SVS, 

respectivamente). 
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Figura 29 – Interpretação dos fingerprints de interação do modelo SA_MLL. 

 

Fonte: Autoria própria. 
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Figura 30 – Interpretação dos fingerprints de interação do modelo SA_MLS. 

 

Fonte: Autoria própria. 
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Figura 31 – Interpretação dos fingerprints de interação do modelo SA_SVS. 

 

Fonte: Autoria própria. 

 

 Em relação a FabI de S. aureus, foi possível observar que a presença da Gly-

191 e da Pro-192 com proximidade de até 2,86 Å (definida pelo tamanho máximo da 

esfera) contribui negativamente para a atividade e tem grande impacto na predição 

dos modelos SA_MLS e SA_SVS, como visto nos bits 956 (ambos os modelos) e 480 

(SA_MLS). Por outro lado, a presença de uma interação do tipo ligação de halogênio 

com o enxofre da Met-99 contribui positivamente para a atividade e tem grande 

impacto na predição do modelo SA_MLL. 
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É importante observar que, em geral, grupos fenólicos (SA_MLL bits 717, 1524 

e 1797) contribuem positivamente para a atividade com grande impacto na qualidade 

dos modelos, mas grupos fenólicos com hidroxila vicinal (SA_MLL bit 736) estão 

relacionados com uma menor contribuição para a atividade, ainda que com menor 

impacto sobre a qualidade do modelo. Curiosamente, a aleatorização dos valores do 

bit 1524 em SA_MLL levou a uma melhora da qualidade do modelo. A presença de 

grupos estruturalmente semelhantes em bits diferentes, como discutido 

anteriormente, está relacionada principalmente com uma limitação do algoritmo do 

LUNA em fornecer interpretações gerais das características tridimensionais que 

diferem esses bits. Ainda sobre grupos fenólicos, o bit 717 (SA_MLL) mostra grupos 

3-aminofenólicos também contribuem positivamente para a atividade e tem impacto 

sobre os modelos de aprendizado de máquina. 

Sobre grupos com nitrogênio, observa-se que grupos com cinco carbonos e um 

ou dois nitrogênios contribuem negativamente para modelos SA_MLS e SA_SVS (bits 

54, 691, 751, 1002). Por outro lado, os grupos imidazol e oxadiazol têm contribuição 

positiva para a interação com a enzima (bit 956 e 1265 do modelo SA_MLL, 

respectivamente). 

Por último, considerando o modelo SA_MLL, há uma preferência por grupos 

aromáticos com cloro (clorobenzeno, por exemplo) (bit 1265), em comparação com 

grupos com flúor (fluorobenzeno, por exemplo) (bit 736). E, ainda, anéis furano 

contribuem negativamente para a interação com a enzima saFabI (bit 1329). 

 Em relação aos três melhores modelos da ecFabI, as interpretações estão 

representadas nas Figuras 32, 33 e 34 (EC_MLL, EC_SVP e EC_SVR, 

respectivamente). 
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Figura 32 – Interpretação dos fingerprints de interação do modelo EC_MLL. 

 

Fonte: Autoria própria. 
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Figura 33 – Interpretação dos fingerprints de interação do modelo EC_SVP. 

 

Fonte: Autoria própria. 
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Figura 34 – Interpretação dos fingerprints de interação do modelo EC_SVR. 

 

Fonte: Autoria própria. 

 

Em relação, as principais observações que possuem significado estrutural para 

os modelos da ecFabI é possível verificar que a interação com o NAD é relevante para 

a atividade biológica e para os modelos de aprendizado de máquina (bit 2677 para a 

EC_MLL e EC_SVR e sua a presença do NAD próximo ao ligante no bit 1846 do 

modelo EC_MLL). Colisões com o NAD também levaram a um aumento da 

probabilidade de que as moléculas sejam classificadas como inativas (bit 1112 do 
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modelo EC_MLL). Essa interação com a 2′-hidroxila da ribose de nicotinamida do NAD 

é considerada, na literatura, como importante para a atividade, corroborando para a 

validade dos achados para este modelo (Yang et al., 2017; Maltarollo et al., 2022). 

Contudo, com base no modelo EC_SVR e no conjunto de dados, parece haver uma 

preferência com que essa interação ocorra por átomos de nitrogênio do ligante (bit 

2677), mais do que por átomos de oxigênio (bit 2334). 

Colisões com a Ala-196 também são desfavoráveis para a atividade e 

desempenham papel importante na classificação do modelo EC_MLL (bit 3429). A 

interação com esse resíduo também é apontada na literatura como importante para a 

afinidade de ligação (Yang et al., 2017). 

Outro fato também conhecido pela literatura é a importância da interação com 

a Tyr-146 para a atividade biológica (Maltarollo et al., 2022). Esse fato foi também 

observado na interpretação do modelo EC_MLL pela contribuição do bit 1956 para a 

atividade biológica com grande impacto sobre o MCC do modelo gerado. Entretanto, 

quando essa interação é realizada pelo grupo 3-(6-aminopiridin-2-il)prop-2-enal, a 

contribuição para a atividade é negativa. Isso ocorre, porque a presença desse grupo 

já indica maior probabilidade de que a molécula seja inativa (bit 1436 do modelo 

EC_SVP). 

A presença dos resíduos de Thr-194, Ser-120 ou Ser-16 (bit 2650) em uma 

distância máxima de até 4,30 Å dos ligantes levou a uma maior probabilidade do 

ligante ser classificado como ativo pelo modelo EC_SVR. Esse modelo também 

aponta que 3 carbonos em ressonância (bits 2606 e 2806) apresentam impacto 

significativo no desempenho do modelo, entretanto, o bit 2606 está mais presente 

entre inativos e o bit 2806 está mais presente entre ativos. Essa observação permite 

demonstrar a limitação de que existe de fato um componente do espaço tridimensional 

que não é facilmente observável para bits que trazem informações estruturais apenas 

do ligante, portanto, alguma informação se perde impedindo a compreensão de como 

o algoritmo identifica diferencialmente esses dois bits. 

Assim como visto na saFabI, na ecFabI a presença de um fenol com hidroxilas 

vicinais também tem impacto na qualidade dos modelos EC_MLL (bit 519) e EC_SVR 

(bit 3691) e contribui negativamente para a atividade. Outro fato observado para 

saFabI que se repete para a ecFabI é a presença de anéis imidazólicos que 

contribuem positivamente para a atividade e desempenham grande importância no 

desempenho do modelo EC_SVP (bits 802, 1042 e 2332). A presença do átomo de 
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flúor, ligado a um carbono em ressonância com outros dois carbonos, também 

contribuiu negativamente para a atividade biológica, com impacto significativo no 

desempenho dos modelos EC_SVP e EC_SVR (bit 3115). Contudo, quando o flúor é 

capaz de estabelecer interações intramoleculares do tipo van der Waals (bit 1842 do 

modelo EC_MLL), de acordo com a classificação de interações do LUNA, há uma 

maior probabilidade de que a molécula seja classificada como ativa. 

Como última observação sobre os modelos da enzima ecFabI, nota-se que 

sulfonamidas contribuíram positivamente para a atividade biológica (EC_MLL bit 

2677) e anilinas negativamente (EC_SVR bit 2555). 

 Por fim, foi possível observar que, em relação aos modelos construídos para 

as duas enzimas, o algoritmo de MLP utilizando como solver o algoritmo LBFGS (MLL) 

foi capaz de fornecer informações estruturais mais relevantes e condizentes com a 

bibliografia (Yang et al., 2017; Maltarollo et al., 2022). A aplicação deste algoritmo em 

conjunto com diferentes configurações de parâmetros do LUNA, voltadas para a 

minimização de colisões de bits e para a ampliação da capacidade de alocação de 

informações referentes às interações intermoleculares nos fingerprints, pode facilitar 

a superação das dificuldades encontradas na interpretação dos modelos. Algumas 

observações nesse sentido incluem: (i) o aumento do comprimento do fingerprint 

permite minimizar o efeito das colisões e alocar mais informações nos bits (a escolha 

do comprimento deve considerar um balanço entre eficiência e gasto computacional, 

mas neste estudo foi possível obter conclusões significativas utilizando o comprimento 

de 4096); (ii) o uso de esferas menores (radius step de 1,433 Å ou menor) em conjunto 

com maior número de níveis (acima de 2 níveis) pode permitir com que mais iterações 

do algoritmo sejam feitas, refinando melhor as informações alocadas nos bits de 

fingerprint e aumentando o número de bits que consideram mais as interações 

intermoleculares; (iii) a implementação de um algoritmo que seja capaz de, em uma 

única representação de um complexo proteína-ligante, considerar todos os bits e 

atribuir pesos para cada um deles conforme sua importância para a predição e 

contribuição para a atividade, por exemplo, como são os mapas de contribuição do 

HQSAR (Hologram Quantitative Structure-Activity Relationship) (Chhatbar et al., 2019; 

Tong et al., 2021) e os construídos com o RDKit (Neves et al., 2020; Djokovic et al., 

2023). 
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5.5 AVALIAÇÃO DO DOMÍNIO DE APLICABILIDADE E TRIAGEM VIRTUAL DE 

POTENCIAIS INIBIDORES DA FabI 

 

 Os fingerprints, específicos para cada um dos três melhores modelos de 

aprendizado de máquina de cada enzima, foram utilizados para avaliar o domínio de 

aplicabilidade. A Tabela 20 mostra a correlação entre os modelos e os parâmetros 

específicos de cada fingerprint que os descrevem. 

 

Tabela 20 – Relação entre os melhores modelos e seus respectivos fingerprints. 

Modelo 
ID do 

fingerprint 

Tipo de 

fingerprint 

Comprimento 

do fingerprint 

Tamanho 

da esfera 

Número 

de 

níveis 

Característica 

computada 

em cada bit 

saFabI 

SA_MLL FP_1 EIFP 2048 1,43293 3 counts 

SA_MLS FP_2 EIFP 1024 1,43293 2 bits 

SA_SVS FP_2 EIFP 1024 1,43293 2 bits 

ecFabI 

EC_MLL FP_3 FIFP 4096 1,43293 3 bits 

EC_SVP FP_3 FIFP 4096 1,43293 3 bits 

EC_SVR FP_3 FIFP 4096 1,43293 3 bits 

Fonte: Autoria própria. 

 

 Na Tabela 20 é possível perceber que os seis melhores modelos de 

aprendizado de máquina resultaram em apenas três fingerprints diferentes. Esses 

fingerprints foram utilizados para a avaliação do domínio de aplicabilidade de acordo 

com metodologia de Fernandes et al. (2021) previamente descrita na seção 4.11 

Avaliação do domínio de aplicabilidade para o aprendizado de máquina (p. 86). 

A Figura 35 mostra as componentes principais, compostas pelas características dos 

fingerprints calculadas, das moléculas em um espaço tridimensional. Essa 

representação permite a visualização do domínio de aplicabilidade e, por ela, 

aparentemente todas as moléculas do conjunto de teste estão dentro do domínio de 

aplicabilidade dos modelos, uma vez que não há grandes distâncias entre moléculas 

do teste para o conjunto de treinamento. Para as bibliotecas empregadas na triagem 

virtual, o gráfico sugere que para o FP_2 e FP_3 não há nenhuma molécula fora do 

domínio de aplicabilidade. Entretanto, para o FP_1, utilizado no modelo SA_MLL, 

parecem existir moléculas fora do domínio de aplicabilidade. 
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Figura 35 – Representação das moléculas em componentes principais obtidas pelos 

diferentes fingerprints de interação utilizados nos melhores modelos. 

 

Fonte: Autoria própria. 

 

 Para confirmar os achados das interpretações visuais da PCA com três 

componentes principais, procedeu-se a uma análise mais robusta envolvendo a 

redução de dimensionalidade com PCA para um número de componentes principais 

que explicassem pelo menos 85% da variância do conjunto de dados. Com as 

métricas de distância entre cada ponto foi possível determinar quais moléculas e 

quantas delas estavam fora do domínio de aplicabilidade usando a metodologia 
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definida na seção 4.11 Avaliação do domínio de aplicabilidade para o aprendizado 

de máquina (p. 86). A Tabela 21 mostra quantas moléculas ficaram fora do domínio 

de aplicabilidade de cada fingerprint para cada conjunto de dados. 

 

Tabela 21 – Número de moléculas fora do domínio de aplicabilidade (NDA) para cada 

fingerprint de interação e a porcentagem do conjunto de dados que esse número 

representa (%DA). 

Conjunto 
NDA no 

FP_1 

%DA no 

FP_1 

NDA no 

FP_2 

%DA no 

FP_2 

NDA no 

FP_3 

%DA no 

FP_3 

Teste 2 3,63 % 0 0,00 % 0 0,00 % 

BraCoLi 322 16,98 % 0 0,00 % 0 0,00 % 

FDA 294 18,44 % 0 0,00 % 0 0,00 % 

Fonte: Autoria própria. 

 

 A Tabela 21 confirma em parte os resultados obtidos pela interpretação dos 

gráficos gerados pela PCA com três componentes principais. De fato, apenas o 

fingerprint FP_1 apresenta moléculas fora do domínio de aplicabilidade para os 

conjuntos de dados da triagem virtual, mas os resultados obtidos destacam a 

presença de duas moléculas fora do domínio de aplicabilidade no conjunto de teste 

do FP_1. Esses resultados, mostram que, mesmo considerando todas as 

componentes principais utilizadas para treinar os modelos de aprendizado de 

máquina, poucas moléculas do conjunto de teste estão de fora do domínio de 

aplicabilidade. Isso demonstra o sucesso do MASSA Algorithm em separar conjuntos 

de dados, obtendo menos de 5 % das moléculas do conjunto de teste fora do domínio 

de aplicabilidade. Curiosamente, poucas moléculas também estavam fora do domínio 

de aplicabilidade nos conjuntos de triagem virtual, com 2 fingerprints (que representam 

5 dos 6 melhores modelos) apresentando nenhuma molécula fora do domínio. Esse 

resultado é muito interessante, porque demonstra uma capacidade ímpar dos 

fingerprints do LUNA de gerar bits que possuem boa representatividade das 

características moleculares mais comuns observadas no sítio ativo dos ligantes.  

Como o FP_1 é utilizado apenas pelo modelo SA_MLL, e o modelo foi capaz 

de predizer corretamente a classe das moléculas do conjunto de teste fora do domínio 

de aplicabilidade (vide MCCext = 1,000), optou-se por seguir a triagem virtual mantendo 

esse modelo e estabelecendo um consenso entre ele e os demais modelos da saFabI. 

Um consenso entre os modelos da ecFabI também foi realizado, sendo selecionadas 
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as moléculas que foram ativas em pelo menos dois dos três melhores modelos de 

cada proteína. Para a proteína FabI de S. aureus um segundo filtro foi aplicado devido 

ao alto número de moléculas, sendo mantidas apenas as moléculas que foram ativas 

nos três modelos da saFabI. Todas as moléculas selecionadas tiveram suas poses no 

docking avaliadas por inspeção visual e as moléculas mais promissoras tiveram sua 

aquisição consultada. A estrutura dos ligantes selecionados na triagem virtual que 

estavam disponíveis para aquisição está representada na Tabelas 22 e 23, para 

saFabI e ecFabI, respectivamente. Esses ligantes foram então encaminhados para 

ensaios in vitro para avaliação da atividade biológica frente as bactérias S. aureus e 

E. coli. 

 

Tabela 22 – Moléculas selecionadas na triagem virtual para a saFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(continua) 

ID Estrutura SA_MLL SA_MLS SA_SVS 
Total 

de 
votos 

ZINC000003830212 
(Amiodarona) 

 

1 1 1 3 

ZINC000000113415 
(Atenolol) 

 

1 1 1 3 

ZINC000012414057 
(Azul de metileno) 

 

1 1 1 3 

ZINC000003813003 
(Clonazepam) 

 

1 1 1 3 
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Tabela 22 – Moléculas selecionadas na triagem virtual para a saFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(continuação) 

ID Estrutura SA_MLL SA_MLS SA_SVS 
Total 

de 
votos 

ZINC000016052277 
(Doxiciclina) 

 

1 1 1 3 

RML2018_9 

 

1 1 1 3 

SNL2016_5 

 

1 1 1 3 

SNL2016_26 

 

1 1 1 3 

SNL2016_68 

 

1 1 1 3 

SNL2016_111 

 

1 1 1 3 

SNL2016_34 

 

1 1 1 3 

SNL2016_119 

 

1 1 1 3 
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Tabela 22 – Moléculas selecionadas na triagem virtual para a saFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(conclusão) 

ID Estrutura SA_MLL SA_MLS SA_SVS 
Total 

de 
votos 

SNL2016_67 

 

1 1 1 3 

SNL2016_24 

 

1 1 1 3 

Fonte: Autoria própria. 

 

Tabela 23 – Moléculas selecionadas na triagem virtual para a ecFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(continua) 

ID Estrutura EC_MLL SA_SVP SA_SVR 

Total 

de 

votos 

ZINC000003830212 

(Amiodarona) 

 

1 1 1 3 

ZINC000003806721 

(Codeína) 

 

1 1 1 3 

ZINC000000004778 

(Nevirapina) 

 

1 1 1 3 
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Tabela 23 – Moléculas selecionadas na triagem virtual para a ecFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(continuação) 

ID Estrutura EC_MLL SA_SVP SA_SVR 
Total 

de 
votos 

ZINC000000002216 

(Triclosan) 

 

1 1 1 3 

ZINC000035902489 

(Crizotinibe) 

 

1 1 1 3 

SFPB2016_25c 

 

1 1 1 3 

LCM2016_20a 

 

1 1 1 3 

PLBR2019_tiossemicarbazonas_E(S) 

 

1 1 1 3 

MSL2016_13* 

 

1* 1* 1* 3* 

EDNCl* 

 

0* 0* 0* 0* 
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Tabela 23 – Moléculas selecionadas na triagem virtual para a ecFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(continuação) 

ID Estrutura EC_MLL SA_SVP SA_SVR 
Total 

de 
votos 

ZINC000000033882 

(Dopamina) 

 

1 1 0 2 

ZINC000019364219 

(Etambutol) 

 

1 1 0 2 

ZINC000003982483 

(Lincomicina) 

 

0 1 1 2 

ZINC000000537964 

(Mefloquina) 

 

1 0 1 2 

ZINC000003779042 

(Zidovudina) 

 

0 1 1 2 

MMSA2018_47 

 

1 0 1 2 

MMSA2018_49 

 

1 0 1 2 

MMSA2018_27 

 

1 0 1 2 
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Tabela 23 – Moléculas selecionadas na triagem virtual para a ecFabI e sua classificação em 

ativa (1) e inativa (0) para a inibição enzimática de acordo com as predições dos modelos. 

(conclusão) 

ID Estrutura EC_MLL SA_SVP SA_SVR 
Total 

de 
votos 

LCM2016_24 

 

1 0 1 2 

SNL2016_38 

 

1 0 1 2 

* A substância MSL2016_13 não estava disponível, entretanto, um derivado com o cloro na posição do 

bromo (EDNCl) foi encaminhado para os testes in vitro. Esse derivado não constava na BraCoLi e sua 

predição não indicou atividade. Entretanto, devido a sua similaridade estrutural com a substância 

MSL2016_13 e a presença de um átomo de cloro, relatado pela interpretação dos modelos como 

importante para a atividade biológica, optou-se por utilizar essa substância para os ensaios in vitro. 

Fonte: Autoria própria. 

 

5.6 EXPRESSÃO, PURIFICAÇÃO E CARACTERIZAÇÃO DO ESTADO 

OLIGOMÉRICO DAS PROTEÍNAS FabI RECOMBINANTES 

 

As células transformadas e selecionadas por crescimento em meio ágar LB 

com canamicina a 50 μg/mL (antimicrobiano de seleção) foram utilizadas para a 

expressão das proteínas recombinantes saFabI e ecFabI. A expressão de ambas as 

proteínas foi realizada com base no protocolo descrito por Fage et al. (2020), com 

crescimento a 37 ºC e 200 rpm até atingir densidade óptica a 600 nm (DO600) entre 

0,60 e 0,80, quando a temperatura foi reduzida a 18 ºC e adicionado IPTG na 

concentração final de 0,5 mM para a indução por 18 horas sob rotação de 200 rpm. 

Inicialmente, um teste de indução foi feito com um volume menor de meio de 

cultura, para verificar se a proteína era adequadamente expressa, e a lise foi 

conduzida em microtubo com volume de 1,0 mL de meio de cultura. Amostras do 

rompimento celular foram analisadas por SDS-PAGE e o gel foi corado em Coomasie 

Blue R250, entretanto, o gel da FabI de S. aureus precisou ser descorado e, 

posteriormente, corado novamente com prata. As fotografias dos géis estão dispostas 

na Figura 36, para a saFabI, e na Figura 37, para a ecFabI. 
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Figura 36 – Análise do gel SDS-PAGE 12% para o teste de expressão da saFabI 

após coloração com prata. 

 

Legenda: PM: padrão de peso molecular, T0: fração não induzida, FS: fração solúvel após indução, FI: 

fração insolúvel após indução. 

Fonte: Autoria própria. 

 

Figura 37 – Análise do gel SDS-PAGE 12% para o teste de expressão da ecFabI 

após coloração com Coomasie Blue R250. 

 

Legenda: PM: padrão de peso molecular, T0: fração não induzida, FS: fração solúvel após indução, FI: 

fração insolúvel após indução. 

Fonte: Autoria própria. 
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A análise de ambos os géis demonstrou a superexpressão de proteínas com 

massa molecular de aproximadamente 30 kDa, possivelmente, correspondendo às 

proteínas recombinantes saFabI e ecFabI, que apresentam massas moleculares de 

30,3 e 29,8 kDa. Tanto a banda da saFabI quanto da ecFabI, apresentaram boa 

resolução se distinguindo das demais bandas. Também foi possível verificar que a lise 

em sonicador permitiu a obtenção da proteína em fração solúvel. Ainda que se tenha 

observado a presença das proteínas em suas frações insolúveis, a maior quantidade 

delas estava na fração solúvel, pois o pellet da lise foi ressuspendido em tampão de 

solubilização com volume correspondente ao volume de amostra da fração solúvel e 

foram aplicados no gel volumes iguais de cada amostra. 

Com o sucesso no teste de expressão da FabI procederam-se aos testes de 

purificação com um volume maior de cultura expressa (1 L) para tentar obter as 

proteínas recombinantes puras. Os testes de purificação foram conduzidos com a 

saFabI e a melhor condição foi reproduzida para a ecFabI, com o objetivo de se 

padronizar um método de purificação único para as duas enzimas. A Tabela 24, 

mostra os tampões utilizados em cada uma das tentativas e os resultados observados. 

 

Tabela 24 – Resumo dos testes de purificação realizados com a saFabI. 

Teste 
Tampões de afinidade 

Tampão de 
dessalinização 

Tampão de 
exclusão 
molecular 

Resultado 
Equilíbrio Eluição 

1º 

Tris-HCl 50 
mM, NaCl 
500 mM e 

imidazol 30 
mM, pH = 

7,4 

Tris-HCl 50 
mM, NaCl 
500 mM e 
imidazol 

500 mM, pH 
= 7,4 

Tris-HCl 50 mM e 
NaCl 50 mM, pH 

= 7,4 
- 

Precipitação 
completa das 

amostras. 

2º 

Tris-HCl 50 
mM, NaCl 
500 mM, 

imidazol 30 
mM e 

glicerol 
10%, pH = 

8,0 

Tris-HCl 50 
mM, NaCl 
500 mM, 
imidazol 

500 mM e 
glicerol 

10%, pH = 
8,0 

Tris-HCl 50 mM, 
NaCl 200 mM e 

glicerol 10%, pH 
= 8,0 

Tris-HCl 50 
mM e NaCl 
200 mM, pH 

= 8,0 

Formação de 
agregados. 

3º 

Tris-HCl 50 
mM, NaCl 
500 mM, 

imidazol 30 
mM e 

glicerol 
10%, pH = 

8,0 

Tris-HCl 50 
mM, NaCl 
500 mM, 
imidazol 

500 mM e 
glicerol 

10%, pH = 
8,0 

Tampão fosfato 
de potássio 20 
mM, NaCl 200 

mM, glicerol 10% 
e DTT 2 mM, pH 

= 8,0 

Tampão 
fosfato de 

potássio 20 
mM, NaCl 
200 mM e 

DTT 2 mM, 
pH = 8,0 

Obtenção da 
proteína pura 

e sem 
agregados. 

Fonte: Autoria própria. 
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  Em relação aos primeiros testes realizados para a saFabI, pode-se concluir que 

a proteína precipita facilmente em tampões com baixas concentrações de sal, como 

visto no primeiro teste. Além disso, o glicerol a 10% auxilia na estabilização da 

proteína, também evitando a sua precipitação. A Figura 38 mostra o cromatograma 

de afinidade do segundo teste, neste é possível observar que houve a ligação da 

proteína na resina da coluna durante o equilíbrio em baixa concentração de imidazol 

e sua eluição em gradiente com concentração de imidazol elevada. Além disso, 

observou-se também que o imidazol utilizado apresentava alguma impureza que 

gerou leitura de absorbância a 280 nm. O gel de SDS-PAGE da fração não-retida e 

do pico da afinidade para o segundo teste estão representados na Figura 39, na qual 

é possível observar a banda da saFabI entre 25 e 37 kDa. No gel, é possível observar 

que houve a eluição e separação da proteína saFabI, entretanto, uma fração da 

proteína ficou na fração não-retida, eluída durante a fase de equilíbrio em baixa 

concentração de imidazol. 

 

Figura 38 – Cromatograma de afinidade do segundo teste de purificação com a 

saFabI. 

 

Fonte: Autoria própria. 
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Figura 39 – Análise do gel SDS-PAGE 12% para a cromatografia de afinidade da 

saFabI após coloração com Coomasie Blue R250. 

 

Legenda: PM: padrão de peso molecular, NR: fração não-retida e eluída durante a fase de injeção da 

amostra e de lavagem da coluna da afinidade, A: fração eluída durante a fase de eluição da afinidade. 

Fonte: Autoria própria. 

 

Nesse segundo teste, mesmo com a adição de glicerol, ajuste de pH para 8,0 

e concentração salina mais elevada, a proteína formou agregados rapidamente. A 

presença desses agregados foi observada na exclusão molecular e confirmada por 

DLS. A Figura 40 mostra o cromatograma de exclusão molecular resultante do 

segundo teste, no qual é possível observar a presença de dois picos. Nesses picos, 

era esperado que, no primeiro, próximo ao volume morto da coluna (47,96 mL), fosse 

observado um agregado de proteínas e, no segundo, próximo a 80 mL, a proteína 

saFabI na forma de tetrâmero. Nos resultados de DLS desses dois picos (Figura 41) 

é possível observar que, para o primeiro pico, de fato temos agregados proteicos com 

raios hidrodinâmicos variando na triplicata entre 85,4 e 141,7 nm. Entretanto, no 

segundo pico, foram observados raios hidrodinâmicos de 151,9 nm na amostra, 

indicando que existem agregados proteicos mesmo nesse pico. 
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Figura 40 – Cromatograma de exclusão molecular do segundo teste de purificação 

com a saFabI. 

 

Fonte: Autoria própria. 

 

Figura 41 – Distribuição de tamanho por massa obtido por DLS para o segundo 

teste de purificação com a saFabI. 

 

Fonte: Autoria própria. 

 

Os resultados do segundo teste indicam que, no tampão escolhido, a proteína 

ainda era capaz de formar agregados com o tempo, por isso, foi adicionado o DTT em 

concentração final de 2 mM nos tampões de dessalinização e exclusão molecular. 

Além disso, os dois primeiros testes foram realizados em tampão tris-HCl porque o 

objetivo inicial era de realizar a cristalografia das proteínas com os ligantes da triagem 
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virtual. Entretanto, optou-se por realizar o STD-NMR das amostras de proteína com o 

ligante, uma vez que a própria UFMG dispõe de espectrômetro de RMN-600 MHz. 

Para isso, foi necessário que o tampão tris-HCl fosse substituído por tampão fosfato, 

uma vez que os hidrogênios do tris interferem na leitura no RMN. Com essas 

modificações foi possível obter as proteínas saFabI e ecFabI estáveis. As Figuras 42 

e 43 representam, respectivamente, os géis de SDS-PAGE da saFabI e da ecFabI, 

com as amostras das etapas de lise bacteriana, cromatografia de afinidade, 

dessalinização e exclusão molecular. 

 

Figura 42 – Análise do gel SDS-PAGE 12% para as etapas de lise bacteriana e 

cromatografias de afinidade, dessalinização e exclusão molecular da saFabI após 

coloração com Coomasie Blue R250. 

 

Legenda: PM: padrão de peso molecular, FS: fração solúvel após indução, FI: fração insolúvel após 

indução, ANR: fração não-retida e eluída durante a fase de injeção da amostra e de lavagem da coluna 

da afinidade, A: fração eluída durante a fase de eluição da afinidade, D: amostra após dessalinização, 

E: amostra do pico mais proeminente na cromatografia de exclusão molecular. 

Fonte: Autoria própria. 
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Figura 43 – Análise do gel SDS-PAGE 12% para as etapas de lise bacteriana e 

cromatografias de afinidade, dessalinização e exclusão molecular da ecFabI após 

coloração com Coomasie Blue R250. 

 

Legenda: PM: padrão de peso molecular, FS: fração solúvel após indução, FI: fração insolúvel após 

indução, ANR: fração não-retida e eluída durante a fase de injeção da amostra e de lavagem da coluna 

da afinidade, A: fração eluída durante a fase de eluição da afinidade, D: amostra após dessalinização, 

E: amostra do pico mais proeminente na cromatografia de exclusão molecular. 

Fonte: Autoria própria. 

 

 Nos géis de SDS-PAGE foi possível observar novamente bandas de 

superexpressão próximas a 30 kDa, correspondendo, possivelmente, às proteínas 

FabI recombinantes. Para ambos os casos, um volume maior de células em tampão 

de lise representou uma queda na eficiência de lise pelo sonicador, com uma 

diminuição significativa da proteína na fração solúvel, indicando que o volume para 

lise em sonicador precisa ser menor e as amostras precisam ser particionadas para 

lise. Também foi possível observar que a cromatografia de afinidade foi responsável 
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pela remoção praticamente completa dos contaminantes da amostra. Os resultados 

das cromatografias de cada proteína serão discutidos individualmente a seguir. 

 As Figuras 44, 45 e 46, representam, respectivamente, os cromatogramas de 

afinidade, dessalinização e exclusão molecular obtidos para a saFabI. 

 

Figura 44 – Cromatograma de afinidade da purificação final com a saFabI. 

 

Fonte: Autoria própria. 

 

Figura 45 – Cromatograma de dessalinização da purificação final com a saFabI. 

 

Fonte: Autoria própria. 
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Figura 46 – Cromatograma de exclusão molecular da purificação final com a saFabI. 

 

Fonte: Autoria própria. 

 

 Em relação aos resultados das cromatografias para a saFabI, é possível 

observar novamente que o imidazol utilizado na cromatografia de afinidade apresenta 

absorbância a 280 nm e que parte da proteína pode ter sido perdida na fração não-

retida. Em relação a algumas bandas proteicas visualizadas no SDS-PAGE (Figura 

42) que não estão entre 25 e 37 kDa, o artigo de Fage et al. (2020), que utiliza o 

mesmo plasmídeo da saFabI que o presente trabalho, indica que são bandas da 

própria saFabI confirmadas por espectrometria de massas. De acordo com os autores 

deste artigo, essas bandas correspondem a forma de tetrâmero (entre 100 e 150 kDa) 

e dímero (entre 50 e 75 kDa) da proteína que são observáveis mesmo em condições 

desnaturantes, além do monômero já esperado entre 25 e 37 kDa. A exclusão 

molecular da FabI apresentou apenas um pico desprezível na região do volume morto 

de coluna, indicando um provável sucesso na eliminação de agregados de proteína. 

Entretanto, é importante notar que a ausência de agregados deve ser verificada no 

pico próximo a 80 mL, pois o pico próximo ao volume morto de coluna pode ocorrer 

mesmo na presença de DTT. Para confirmar a ausência de agregados no pico 

observado próximo a 80 mL e confirmar a contribuição do DTT para evitar a formação 

de agregados, foram realizados os ensaios de DLS. Os resultados do DLS estão 

representados na Figura 47 e na Tabela 25. 
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Figura 47 – Distribuição de tamanho por volume obtida por DLS da amostra de 

saFabI após exclusão molecular. 

 

Fonte: Autoria própria. 

 

Tabela 25 – Resultados do DLS para o pico principal de cada triplicata da saFabI. 

Experimento 

Massa molecular 

estimada 

(kDA ± DP) 

Massa (%) 

Índice de 

polidispersividade 

(%) 

Polidispersão 

1 99,6 ± 8,7 99,5 8,8 Monodisperso 

2 123,7 ± 16,8 99,7 12,9 Monodisperso 

3 153,5 ± 6,5 99,9 4,4 Monodisperso 

Média 125,6 ± 27,0 99,7 ± 0,2 8,7 ± 4,2 Monodisperso 

Fonte: Autoria própria. 

 

 Os resultados de DLS indicaram 99,7 ± 0,2% da massa de proteína 

correspondendo a uma proteína com raio hidrodinâmico médio de 9,2 ± 0,8 e massa 

molecular de 125,6 ± 27,0. Indicando que o estado oligomérico da saFabI em solução 

é o tetrâmero e que essa forma é a predominante na amostra, em termos de massa. 

Além disso, a proteína apresentou índice de polidispersividade de 8,7 ± 4,2%, 
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indicando que se trata de uma amostra monodispersa adequada para ensaios 

estruturais. 

 Por fim, realizando os cálculos de rendimento, foi possível obter 17,29 mg de 

saFabI por litro de cultura na forma de tetrâmero com 99,7 ± 0,2% de massa. 

As Figuras 48, 49 e 50 representam, respectivamente, os cromatogramas de 

afinidade, dessalinização e exclusão molecular obtidos para a ecFabI. 

 

Figura 48 – Cromatograma de afinidade da purificação final com a ecFabI. 

  

Fonte: Autoria própria. 

 

Figura 49 – Cromatograma de dessalinização da purificação final com a ecFabI. 

 

Fonte: Autoria própria. 
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Figura 50 – Cromatograma de exclusão molecular da purificação final com a ecFabI. 

 

Fonte: Autoria própria. 

 

Em relação aos resultados das cromatografias para a ecFabI, é possível 

observar comportamento similar ao observado na saFabI. Em relação as bandas 

proteicas visualizadas no SDS-PAGE (Figura 43) as diferenças são mais evidentes, 

uma vez que, neste caso, a condição desnaturante parece ter sido suficiente para 

separar as cadeias da ecFabI. Na exclusão molecular dessa proteína foi possível 

observar um pico desprezível na região do volume morto de coluna, indicando um 

provável sucesso na eliminação de agregados de proteína. Para confirmar a ausência 

de agregados no pico observado próximo a 80 mL (pico proeminente) também foram 

realizados os ensaios de DLS. Os resultados do DLS estão representados na Figura 

51 e na Tabela 26. 
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Figura 51 – Distribuição de tamanho por volume obtida por DLS da amostra de 

ecFabI após exclusão molecular. 

 

Fonte: Autoria própria. 

 

Tabela 26 – Resultados do DLS para o pico principal de cada triplicata da ecFabI. 

Experimento 

Massa molecular 

estimada 

(kDA ± DP) 

Massa (%) 

Índice de 

polidispersividade 

(%) 

Polidispersão 

1 99,6 ± 4,0 99,4 5,4 Monodisperso 

2 111,0 ± 27,4 98,7 10,5 Monodisperso 

3 123,7 ± 56,7 98,7 12,5 Monodisperso 

Média 111,4 ± 12,0 98,9 ± 0,4 9,5 ± 3,7 Monodisperso 

Fonte: Autoria própria. 

 

Os resultados de DLS indicaram 98,9 ± 0,4% da massa de proteína 

correspondendo a uma proteína com raio hidrodinâmico médio de 9,0 ± 0,4 e massa 

molecular de 111,4 ± 12,0. Indicando que o estado oligomérico da ecFabI em solução 

é o tetrâmero e que essa forma é a predominante na amostra, em termos de massa, 

por 98,9%. Além disso, a proteína apresentou índice de polidispersividade de 9,5 ± 

3,7%, indicando que se trata de uma amostra monodispersa adequada para ensaios 

estruturais. 
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 Por fim, realizando os cálculos de rendimento, foi possível obter 3,97 mg de 

ecFabI por litro de cultura na forma de tetrâmero com 98,9 ± 0,4% de massa. 

 As proteínas recombinantes obtidas (saFabI e ecFabI) foram separadas para 

serem utilizadas nos ensaios de STD-NMR juntamente com os ligantes que tiveram 

atividade biológica definida nos ensaios de concentração inibitória mínima. 

 

5.7 ENSAIOS DE CONCENTRAÇÃO INIBITÓRIA MÍNIMA COM OS LIGANTES 

PROMISSORES DA TRIAGEM VIRTUAL 

 

As moléculas consideradas promissoras na triagem virtual foram avaliadas 

frente a cepas de bactérias Staphylococcus aureus (ATCC 29123) e Escherichia coli 

(ATCC 35218) pelo ensaio de microdiluição em caldo realizado em microplacas de 96 

poços. Uma triagem in vitro inicial a 100 μM foi realizada e, com as substâncias com 

atividade antibacteriana, a MIC foi determinada em concentrações entre 100 e 0,78 

μM. Todas as substâncias da triagem virtual (Tabelas 22 e 23), com exceção da 

substância indisponível MSL2016_13, como comentado anteriormente (vide seção 5.5 

Avaliação do domínio de aplicabilidade e triagem virtual de potenciais inibidores 

da FabI, p. 138), foram testadas frente as duas espécies de bactéria. As substâncias 

ativas na triagem prévia têm seus resultados de MIC representados na Tabela 27. 

 

Tabela 27 – MIC (µM) das moléculas contra S. aureus (ATCC 29213) e E. coli 

(ATCC 35218). 

(continua) 

Moléculas Estruturas 
MIC S. aureus 

(µM) 

MIC E. coli 

(µM) 

ZINC000035902489 

(Crizotinibe) 

 

50 NA 

ZINC000016052277 

(Doxiciclina) 

 

< 0,78 3,125 
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Tabela 27 – MIC (µM) das moléculas contra S. aureus (ATCC 29213) e E. coli (ATCC 

35218). 

(conclusão) 

Moléculas Estruturas 
MIC S. aureus 

(µM) 

MIC E. coli 

(µM) 

ZINC000012414057 

(Azul de metileno) 

 

50 NA 

ZINC000003982483 

(Lincomicina) 

 

1,56 NA 

ZINC000003779042 

(Zidovudina) 

 

NA 25 

ZINC000000537964 

(Mefloquina) 

 

50 50 

ZINC000000002216 

(Triclosan) 

 

< 0,78 < 0,78 

SNL2016_38 

 

100 NA 

EDNCl 

 

50 NA 

Legenda: NA: Não ativa. 
Fonte: Autoria própria. 
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 Em relação as substâncias com MIC < 100 µM, é possível observar que a 

maioria das substâncias foram mais ativas ou exclusivamente ativas em S. aureus, 

uma Gram-positiva. Esse fato pode se justificar pela diferença da composição da 

parede bacteriana, uma vez que a E. coli, uma Gram-negativa, com sua membrana 

externa pode dificultar a penetração de substâncias e justificar a retenção de 

moléculas no meio extracelular (Asse Junior et al., 2019). 

Ainda sobre os resultados de MIC, com exceção do EDNCl, as substâncias 

encontradas já foram desenvolvidas como antibacterianos ou possuem atividade 

antibacteriana conhecida. O triclosan já é um conhecido inibidor da FabI com atividade 

antibacteriana e foi testado para manter comparação com as demais substâncias 

(Timmins; Deretic, 2006). A doxiciclina e a lincomicina são, respectivamente, uma 

tetraciclina e uma lincosamida utilizadas para o tratamento de infecções bacterianas. 

O mecanismo de ação das tetraciclinas envolve a sua ligação à subunidade 30S do 

ribossomo bacteriano, enquanto, as lincosamidas se ligam à subunidade 50S, ambas 

as classes atuam inibindo a síntese proteica (Krishna; Staines, 2012). O azul de 

metileno é considerado seguro para uso in vivo e é utilizado para tratamento da 

metemoglobinemia, encefalopatia induzida por ifosfamida, vasoplegia acompanhada 

de choque séptico e de intoxicação por cianeto. Além disso, tem atividade antimalárica 

e antibacteriana conhecidas, mas seu mecanismo de ação está em debate, em geral, 

acredita-se que seu mecanismo esteja envolvido com suas propriedades redox, 

interferindo nas vias de transporte de elétrons em bactérias (Thesnaar et al., 2021). A 

zidovudina (AZT), aprovada pelo FDA em 1986 para o tratamento de HIV, também tem 

atividade antibacteriana conhecida, até mesmo contra cepas ESBL (Antonello et al., 

2021). A mefloquina é utilizada como antimalárico e possui atividade antibacteriana 

conhecida (Capan et al., 2010). O crizotinibe e a SNL2016_38 também já possuem 

atividade antibacteriana in vitro determinada após resultado de uma triagem virtual 

para a inibição da FabI de S. aureus (Asse Junior et al., 2019). 

Para essas substâncias com MIC definida e potencial inibição da FabI, foram 

analisados os modos de ligação obtidos pelo docking molecular. As representações 

tridimensionais e bidimensionais estão apresentadas nas Figuras 52–60. 
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Figura 52 – Modos de ligação (3D à esquerda e 2D à direita) do crizotinibe para ecFabI e saFabI. 

 

Fonte: Autoria própria. 

 

Figura 53 – Modos de ligação (3D à esquerda e 2D à direita) da doxiciclina para ecFabI e saFabI. 

 

Fonte: Autoria própria. 
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Figura 54 – Modos de ligação (3D à esquerda e 2D à direita) do azul de metileno para ecFabI e saFabI. 

 

Fonte: Autoria própria. 

 

Figura 55 – Modos de ligação (3D à esquerda e 2D à direita) da lincomicina para ecFabI e saFabI. 

 

Fonte: Autoria própria. 
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Figura 56 – Modos de ligação (3D à esquerda e 2D à direita) da zidovudina para ecFabI e saFabI. 

 

Fonte: Autoria própria. 

 

Figura 57 – Modos de ligação (3D à esquerda e 2D à direita) da mefloquina para ecFabI e saFabI. 

 

Fonte: Autoria própria. 
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Figura 58 – Modos de ligação (3D à esquerda e 2D à direita) do triclosan para ecFabI e saFabI. 

 

Fonte: Autoria própria. 

 

Figura 59 – Modos de ligação (3D à esquerda e 2D à direita) de SNL2016_38 para ecFabI e saFabI. 

 

Fonte: Autoria própria. 
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Figura 60 – Modos de ligação (3D à esquerda e 2D à direita) de EDNCl para ecFabI e saFabI. 

 

Fonte: Autoria própria. 

 

 Em relação aos modos de ligação das moléculas com atividade antibacteriana 

determinada experimentalmente, que foram apresentados nas Figuras 52–60, é 

possível observar a importância e a conservação da interação dessas moléculas com 

os resíduos de Tyr-156 (ecFabI) ou Tyr-157 (saFabI), Tyr-146 (ecFabI) ou Tyr-147 

(saFabI) e com a hidroxila do NADH (ecFabI) ou NADPH (saFabI). Esses resíduos 

são comumente considerados na literatura como os mais importantes para a atividade 

inibitória (Yang et al., 2017; Maltarollo et al., 2022). Além desses resíduos, também 

estiveram presentes os resíduos de Ala-95 (ecFabI), Ala-97 (saFabI), Ala-196 

(ecFabI), Ala-197 (ecFabI), Ser-197 (saFabI) e Met-99 (saFabI). Os resultados 

encontrados corroboram também com a interpretação dos modelos de aprendizado 

de máquina, uma vez que entre os bits mais importantes para a classificação em 

ativo/inativo estavam interações ou colisões com alguns desses resíduos. É 

importante notar que, em todos os modos de ligação das diferentes substâncias, foi 

observada uma boa conservação na interação com os resíduos mais importantes para 

a atividade inibitória entre as duas enzimas (saFabI e ecFabI). Contudo, nas poses da 

mefloquina e da lincomicina há uma inversão no posicionamento da molécula entre 
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saFabI e ecFabI, dificultando a análise de qual pose é mais favorável e ressaltando a 

importância da realização de ensaios de cocristalização para elucidação das 

estruturas e conformações mais prováveis desses potenciais ligantes no sítio ativo de 

cada enzima. 

Os resultados dos ensaios in vitro e as análises dos modos de ligação do 

docking molecular validam a capacidade dos modelos de aprendizado de máquina de 

encontrar antibacterianos. Além disso, até o presente momento, nenhum estudo na 

literatura relatou experimentos com as substâncias aqui apresentadas para 

determinação da inibição enzimática ou capacidade de interação com a FabI. 

Portanto, ainda não existem estudos que confirmem a sua inibição como potencial 

mecanismo de ação secundário ou principal na atividade antibacteriana dessas 

substâncias. Isso torna os resultados ainda mais promissores, uma vez que os dados 

in vitro de MIC indicam a atividade bacteriana e os resultados in silico de docking e de 

aprendizado de máquina indicam que há probabilidade da participação da inibição da 

FabI no mecanismo de ação antibacteriana dessas substâncias. Por isso, os ligantes 

com MIC definida e as proteínas recombinantes obtidas (saFabI e ecFabI) foram então 

separados para os ensaios de STD-NMR a serem realizados nos laboratórios de 

Macromoléculas (MacroMol) e de Ressonância Magnética de Alta Resolução 

(LAREMAR), ambos do Departamento de Química do Instituto de Ciências Exatas da 

UFMG, e para os ensaios de cocristalização e de resolução das estruturas por difração 

de raios-X que serão realizados no Laboratório Nacional de Luz Síncroton do Centro 

Nacional de Pesquisa em Energia e Materiais (CNPEM). 
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6 CONCLUSÃO 

 

 O uso dos algoritmos de docking e variação dos seus diferentes parâmetros 

permitiu a validação pelos valores de RMSD de redocking e crossdocking de 2.352 

protocolos de acoplamento molecular. Com a seleção do melhor protocolo, obtiveram-

se valores de RMSDredocking de 0,38, RMSDcrossdocking de 0,68 e AUCROC de 0,757 para 

a saFabI e, para a ecFabI, RMSDredocking de 0,64, RMSDcrossodcking de 2,52 e AUCROC 

de 0,897. Embora os valores dessas métricas sejam aceitáveis, ao calcular a 

AUCBEDROC foi possível observar que esses protocolos resultaram em valores de 0,531 

para saFabI e de 0,275 para a ecFabI que, juntamente com a análise do 

comportamento da curva ROC, permitem concluir que o uso de uma estratégia de 

triagem virtual exclusivamente baseada no docking seria pouco eficiente e induziria a 

seleção errônea de ligantes para ensaios in vitro. 

A aplicação dos algoritmos de aprendizado de máquina permitiu a construção 

de 220.856.328 modelos de classificação utilizando diferentes algoritmos e 

combinações de hiperparâmetros. Os três melhores modelos de cada enzima tiveram 

valores de MCCint variando entre 0,567 e 0,846 e MCCext variando entre 0,638 e 1,000, 

com os algoritmos Support Vector Machine (SVM) e Multilayer Perceptron (MLP) 

resultando nos melhores valores. Isso demonstra que os modelos construídos têm 

boa capacidade preditiva geral e robustez. Além disso, os modelos também 

apresentaram valores de bACC, TPR e TNR maiores do que 0,750, o que indica uma 

excelente acurácia entre os modelos, tanto em termos de verdadeiros positivos, 

quanto em termos de verdadeiros negativos. 

Na comparação com os resultados de docking, os modelos de aprendizado de 

máquina superaram o uso do docking sozinho em todos os cenários e métricas 

avaliados, inclusive em termos de AUCBEDROC, o que destaca a aplicabilidade da 

técnica de ML-docking em triagens virtuais. E, além disso, demonstra o sucesso na 

integração de algoritmos de docking com algoritmos de aprendizado de máquina.  

Sobre o uso do LUNA para gerar os fingerprints de interação, o algoritmo 

permitiu a construção de uma representação das características que mais 

contribuíram para a classificação de ligantes em ativos e inativos. Nessa 

representação, além da observação de características já descritas na literatura como 

importantes para a atividade biológica, validando a interpretabilidade dos modelos, 

também foram observadas novas características que foram importantes para a 
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classificação, permitindo novas conclusões e contribuições para o desenvolvimento 

de inibidores da FabI. Também foi possível observar que o uso do MASSA foi capaz 

de garantir, na maioria dos casos, que as substâncias estejam dentro do domínio de 

aplicabilidade. 

Em relação à obtenção das proteínas recombinantes, ambas as proteínas 

foram obtidas puras e estáveis em sua forma tetramérica. A saFabI foi obtida com 99,7 

± 0,2% de massa e rendimento de 17,29 mg/L de cultura e a ecFabI foi obtida com 

98,9 ± 0,4% de massa e rendimento de 3,97 mg/L de cultura. Além disso, os resultados 

de exclusão molecular e do DLS indicam que as proteínas foram obtidas com índice 

de polidispersividade adequado para estudos de biologia estrutural, como os estudos 

de STD-NMR. 

Por fim, a triagem virtual seguida de ensaios de MIC permitiu chegar em 9 

substâncias com atividade antibacteriana contra S. aureus e/ou E. coli com provável 

interação com a FabI. Assim, espera-se realizar os ensaios de STD-NMR com esses 

ligantes e as proteínas obtidas para analisar se essas substâncias que apresentaram 

atividade antibacteriana de fato interagem com a FabI. 
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APÊNDICES 

APÊNDICE A – SEQUÊNCIAS DE NUCLEOTÍDEOS DAS PROTEÍNAS 

RECOMBINANTES E AS SEQUÊNCIAS DE AMINOÁCIDOS RESULTANTES 

 

Figura A.1 – Sequência codificante 5' -> 3' de nucleotídeos da saFabI e a sequência 

de aminoácidos resultante. 
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Figura A.2 – Sequência codificante 5' -> 3' de nucleotídeos da ecFabI e a sequência 

de aminoácidos resultante. 
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APÊNDICE B – PROCEDIMENTO OPERACIONAL PADRÃO: METODOLOGIA PARA 

COLORAÇÃO DE GEL SDS-PAGE POR NITRATO DE PRATA 

FIXAÇÃO DO GEL 

» Prepare 100 mL (quantidade suficiente para 2 géis) de solução fixadora com: 

- 50% (v/v) de Metanol 

- 10% (v/v) de Ácido Acético 

- 200 uL de Formaldeído 

» Deixe o gel na solução fixadora overnight ou, no mínimo, por 1 hora. 

 

COLORAÇÃO DO GEL 

» Prepare a solução de Etanol 50% (v/v). 

» Prepare a solução de Tiosulfato de Sódio (0,02% m/v). 20 mg em 100 mL. 

» Guarde 2 mL dessa solução. 

» Prepare a solução de Nitrato de Prata (0,2% m/v). 200 mg em 100 mL. 

OBS.: Utilize sempre água MiliQ ou da melhor qualidade possível no procedimento. 

OBS.: Utilize de cada solução aproximadamente 50mL para cada gel (para cobrir). 

 

1. Com solução de etanol 50%, lave o gel 3 vezes por vinte minutos a cada lavagem 

utilizando 50 mL em cada. 

2. Deixe o gel 1 minuto agitando com solução de Tiossulfato de Sódio. 

3. Lave 3 vezes com água por 20 segundos cada lavagem. 

4. Deixe na solução de Nitrato de Prata por 30 minutos. 

 

» Enquanto isso, prepare a solução de Revelação em 100 mL (suficiente para 2 géis): 

- 6g de Carbonato de Sódio 

- 2 mL da solução de Tiosulfato de Sódio 

- 200uL de Formaldeído 

 

5. Após o banho em nitrato de prata, lave 3 vezes com água por 20 segundos cada 

lavagem. 

6. Deixe em solução de Revelação até o aparecimento das bandas. 

7. STOP da revelação com a adição de 5mL de ácido acético para cada 50mL de 

Solução de Revelação. Armazene o gel em água. 


