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Resumo

A modelagem de respostas politômicas, em especial as ordinais, tem sido alvo de crescente

interesse nos últimos anos, e vem ganhando espaço em pesquisas sobre qualidade de vida,

indicadores de condição de saúde, avaliação da pro�ciência dos alunos em determinadas

disciplinas, dentre outras. A sua utilização vai desde os estudos transversais, onde se as-

sume independência entre as observações, até os estudos longitudinais, em que mais de

uma resposta do mesmo indivíduo é observada ao longo do tempo. Existem na literatura

várias metodologias propostas para modelar dados desta natureza em estudos transversais,

sendo a mais usual na prática a que utiliza o modelo de logitos cumulativos, também co-

nhecido como modelo de odds proporcionais devido ao pressuposto do modelo que assume

proporcionalidade nas odds, ou seja, o modelo assume que há um crescimento aproximada-

mente linear das razões de chances para os coe�cientes da regressão. Em muitas situações

práticas o referido pressuposto pode não ser veri�cado, tornando desaconselhável a uti-

lização do modelo. Há, contudo, outro modelo que generaliza o de odds proporcionais,

conhecido por odds proporcionais parciais, que permite a não proporcionalidade para um

subconjunto de covariáveis que violaram o pressuposto de proporcionalidade. Em estu-

dos longitudinais, os modelos usuais - modelos marginais, modelos lineares generalizados

mistos e modelos de transição - para análise de dados correlacionados também podem

ser utilizados para modelar respostas politômicas. Nesse trabalho a modelagem de res-

postas politômicas ordinais em estudos longitudinais é discutida sob a ótica dos modelos

marginais, modelos lineares generalizados mistos e de transição. A especi�cação e inter-

pretação dos modelos é ilustrada e discutida através da análise de dois conjuntos de dados

reais.

Palavras-chave: respostas ordinais, modelo de odds proporcionais, modelo de odds pro-

porcionais parciais, modelos marginais, modelos lineares generalizados mistos, modelos de

transição.
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Abstract

The modeling of polytomous responses, especially ordinal, has been the subject of in-

creasing interest in recent years, and has been gaining ground in research on quality of

life, health status indicators, assessment of student pro�ciency, among others. Its use goes

from cross-sectional studies, which assume independence among the observations, to lon-

gitudinal studies, where more than one response from the same individual is observed

over time. There are several methods proposed in the literature for modeling polytomous

responses in transversal studies, being the most commonly used the cumulative logits

model, also known as proportional odds model due to the assumption of proportionality

in odds, i.e., the model assumes that there is an approximately linear increase in odds

ratios for the regression coe�cients. In many practical situations this assumption is vi-

olated. There is, however, another model that generalizes the proportional odds, known

as partial proportional odds, which allows no odds proportionality to a subset of covari-

ates that violated that assumption. In longitudinal studies, the conventional models -

marginal models, generalized linear mixed models and transition models - for analysis of

correlated data can also be used to model polytomous responses. In this work modeling of

ordinal polytomous responses in longitudinal studies is discussed from the perspective of

marginal, generalized linear mixed models and transition models. The speci�cation and

interpretation of the models is illustrated and discussed by analyzing two real data sets.

Keywords: ordinal responses, proportional odds model, partial proportional odds model,

marginal models, GLMM, transition models.
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Capítulo 1

Introdução

Nos últimos anos muitas metodologias têm sido propostas para modelar respostas

politômicas (nominais ou ordinais), e o interesse nesse tipo de modelagem tem sido cres-

cente tanto em estudos transversais quanto em longitudinais.

Na área epidemiológica, por exemplo, há interesse frequente em estimar o risco de

eventos adversos, e os pesquisadores geralmente escolhem classi�car a resposta de interesse

em 2 ou mais categorias, a �m de estimar o risco relativo ou a odds ratio, a depender do

delineamento do estudo (Abreu et al, 2009; Ananth et al., 1997). Em ensaios clínicos

respostas politômicas numa escala ordinal são muitas vezes utilizadas para quanti�car

os sintomas ou condição do paciente, bem como avaliar a e�cácia de procedimentos pós-

operatórios (Parsons et al, 2009). O uso de respostas politômicas, em particular as ordinais,

tem ganhado bastante espaço em estudos sobre qualidade de vida, indicadores de condição

de saúde, e até mesmo sobre a gravidade de certa doença.

Em estudos transversais a modelagem de respostas politômicas é feita ajustando-

se um modelo logito multinomial, também conhecido como logito generalizado, caso as

categorias da resposta sejam nominais. Para respostas politômicas ordinais existem na

literatura diversos modelos propostos (Ananth et al., 1997, Agresti, 2002). Dentre eles, o

mais utilizado na prática é o modelo logito cumulativo, também conhecido como modelo

de odds proporcionais (McCullagh, 1980). Há também o modelo de odds proporcionais

parciais (Peterson e Harrell, 1990) e o modelo de categorias adjacentes (Ananth et al.,

1997, Agresti, 2002).

Quando se tem uma única resposta para cada indivíduo, os modelos anteriormente

citados podem ser usados para avaliar a in�uência das variáveis preditoras sobre a res-

posta de interesse. Contudo, várias respostas do mesmo indíviduo podem ser obtidas ao

longo de certo período de tempo, caracterizando assim um estudo longitudinal, e técnicas

especí�cas de modelagem precisam ser usadas em tal caso, de forma a tentar captar a

heterogeneidade entre indivíduos decorrente das medidas repetidas.

Assim como na modelagem de respostas binárias e de contagem, os modelos con-

1



CAPÍTULO 1. INTRODUÇÃO

vencionais (modelos marginais, modelos lineares generalizados mistos, modelos de tran-

sição) para modelar dados longitudinais podem ser utilizados na modelagem de respostas

politômicas. Heagerty e Zeger (1996) apresentaram uma proposta para construção de

mode-los para medidas ordinais agrupadas utilizando modelos marginais. Hedeker e Gib-

bons (1994; 2006) apresentaram um modelo com representação multinível, que acomoda

múltiplos efeitos aleatórios para analisar respostas ordinais longitudinais, onde as variáveis

preditoras podem ser incluídas em ambos os níveis do modelo de forma a tentar explicar

a variação intra e entre indivíduos. Outra classe de modelos que também pode ser usada

para modelar respostas politômicas são os modelos de transição, que avaliam a probabili-

dade de transição da resposta de uma categoria para outra, e consideram o efeito prévio

da resposta sob a resposta atual (Diggle et al, 2002). Dentro dessa classe de modelos é

possível caracterizar a correlação entre as observações repetidas incorporando no mesmo

uma estrutura para a média marginal, sendo tal caracterização feita através dos chama-

dos modelos de transição marginalizados, inicialmente propostos para respostas binárias

longitudinais (Heagerty et al., 2000; Heagerty, 2002), mas sendo recentemente estendidos

de forma a acomodar dados longitudinais ordinais (Lee e Daniels, 2007).

Nesse trabalho objetiva-se sistematizar a literatura sobre modelos marginais, line-

ares generalizados mistos e de transição para modelar respostas politômicas ordinais em

estudos longitudinais. A especi�cação e interpretação dos modelos será ilustrada e discu-

tida através da análise de dois conjuntos de dados reais. Na primeira aplicação usaremos

os dados provenientes de um estudo epidemiológico desenvolvido com 664 crianças de até

5 anos, residentes em dois municípios do médio vale do Jequitinhonha em Minas Gerais.

Nesse estudo o objetivo principal foi avaliar o impacto dos sistemas de captação de água da

chuva na saúde da criança. A segunda aplicação refere-se a um estudo com 49 parturientes

que foram acompanhadas até a hora do parto. O estudo foi conduzido pela Faculdade de

Medicina da UFMG e pelo hospital municipal Odilon Berhens, e tinha como objetivo a

compararação de duas técnicas de analgesia para a dor no trabalho de parto.

O presente trabalho está organizado da seguinte forma: apresentamos no Capí-

tulo 2 a modelagem transversal de respostas politômicas, com de�nição do modelo para

resposta nominal (seção 2.1), e dois modelos para respostas ordinais (seção 2.2). No Capí-

tulo 3 é feita uma breve revisão sobre modelagem longitudinal, onde apresentamos três

classes de modelos de regressão para dados longitudinais. Na subseção 3.1.1 trataremos dos

modelos marginais. Na subseção 3.1.2 discutimos a teoria dos modelos lineares generali-

zados mistos. E, na subseção 3.1.3 apresentamos os modelos de transição. No Capítulo 4

os modelos para respostas ordinais longitudinais são apresentados sob a ótica das abor-

dagens marginal (seção 4.1), mista (4.2) e de transição (subseção 4.3). No Capítulo 5

apresentamos a aplicação feita com dois conjuntos de dados reais. Por �m, o Capítulo 6

traz as considerações �nais para este trabalho.
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Capítulo 2

Modelagem Transversal

A modelagem de respostas não-normais é bastante comum na prática, e um exem-

plo clássico do seu uso começou com os modelos de regressão probito para modelagem

de respostas binárias em meados do século XIX (McCulloch et al., 2001). Nelder e Wed-

derburn. (1972), buscando estender a classe de modelos lineares, propuseram uma classe

mais ampla de modelos que contempla vários tipos de respostas não-normais, baseadas na

família exponencial de distribuições, que possui propriedades interessantes para estimação,

testes de hipóteses e outros aspectos de inferência. Essa classe de modelos conhecida como

modelos lineares generalizados (GLM, em inglês) é de�nida pelas distribuições de proba-

bilidade, membros da família exponencial, por um conjunto de variáveis preditoras, que

descrevem a estrutura linear do modelo, e por uma função de ligação entre a média da

variável resposta e sua estrutura linear (Cordeiro et al., 2006). Várias distribuições impor-

tantes de probabilidade (Normal, Gama, Poisson, Binomial, dentre outras) são membros

da família exponencial, e alguns modelos anteriores à classe proposta por Nelder e Wedder-

burn são casos especiais dos GLM's: modelo linear normal, modelos log-lineares aplicados

na análise de tabelas de contigência, modelo probito, dentre outros.

Em linhas gerais, a estrutura de um GLM é formada por 3 componentes:

i) Um componente aleatório, composto pela variável aleatória Y = (Y T
1 , . . . , Y

T
n )T , com n

observações independentes e identicamente distribuídas, com média µ, onde supõe-se

que cada componente de Y segue uma distribuição da família exponencial, de�nida

por:

fY(y; θ, φ) = exp

{
yθ − b(θ)
a(φ)

+ c(y, φ)

}
IA(y)

em que θ é o parâmetro que caracteriza a distribuição fY (·), a, b e c são funções

conhecidas, φ é um parâmetro de dispersão, e IA(y) é o suporte da resposta, que

não pode depender de θ.

3



CAPÍTULO 2. MODELAGEM TRANSVERSAL

ii) Um componente sistemático, composto por variáveis preditoras X = (XT
1 , . . . , X

T
p )T ,

que produzem o preditor linear η = Xβ, sendo β = (βT1 , . . . , β
T
p )T um vetor p × 1

de parâmetros;

iii) Uma função de ligação g(µ) = η, que relaciona os dois componentes anteriores.

Assim, a função de verossimilhança para um GLM, pode ser expressa como:

LY(β, y) =
n∏
i=1

exp

{
yiθi − b(θi)

a(φ)
+ c(yi, φ)

}
.

As estimativas de máxima verossimilhança para o vetor de parâmetros β são obtidas

através do algoritmo iterativo de Newton-Raphson (Cordeiro et al., 2006).

Se a resposta de interesse for binária, por exemplo, o modelo logístico é frequente-

mente usado para modelar a relação entre a variável resposta e um conjunto de variáveis

preditoras. Contudo, a resposta de interesse pode ser categórica e assumir mais que duas

categorias, sendo então necessário estender o modelo logístico para acomodar respostas

politômicas. Nas situações em que a resposta assume mais que duas categorias, as mesmas

podem ou não ter uma ordenação natural. Se as categorias da resposta não forem natural-

mente ordenadas tem-se um resposta politômica nominal, e seu uso é comum em estudos

sobre a situação de emprego (empregado, desempregado, aposentado/estudante) em pro-

cessos de imigração, estudos educacionais relacionados com a preferência de aprendizado

do aluno (individual, grupo, sala de aula), dentre outros. Caso as categorias da resposta

sejam ordenadas, então a resposta será politômica ordinal, e seu uso geralmente ocorre

em estudos sobre qualidade de vida (raramente sente-se cansado, ocasionalmente sente-se

cansado, cansaço frequente), indicadores de condição de saúde (ruim, regular, boa, ótima),

e até mesmo sobre a gravidade de certa doença (baixo risco, risco intermediário, estágio

avançado) (Pettit et al., 2002; Hedeker, 2003).

Quando as categorias da resposta forem nominais tem-se na literatura o modelo

multinomial nominal, também conhecido como logito generalizado. Sendo as categorias

da resposta ordenadas, existe mais de um modelo que pode ser usado para modelar a

resposta ordinal. O modelo mais conhecido é o logístico ordinal (ou logito cumulativo),

inicialmente proposto por Walker e Duncan (1967), e anos mais tarde chamado de modelo

de odds proporcionais por McCullagh (1980). Outros três modelos também comumente

usados na modelagem de respostas ordinais são: modelo de odds proporcionais parciais,

modelo de categorias adjacentes, e modelo de razões contínuas (Agresti, 2002; Hosmer e

Lemeshow, 2000; Ananth et al., 1997).

Nas seções a seguir os principais modelos para respostas politômicas são apresen-

tados.
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2.1. MODELO PARA RESPOSTA POLITÔMICA NOMINAL
CAPÍTULO 2. MODELAGEM TRANSVERSAL

2.1 Modelo para resposta politômica nominal

Quando a resposta de interesse é politômica nominal, o modelo mais usual é o

logístico politômico, também conhecido como logito generalizado. Esse modelo é uma

extensão do modelo logístico para respostas binárias, e consiste de uma combinação de

vários modelos logito, estimados simultaneamente. Assim, seja Y uma variável categórica

com K categorias, k = 1, 2, . . . , K, em que:

Yik =

{
1, se o indivíduo i está na categoria k, i = 1, . . . , n

0, c.c.

Desta forma, existem
(
K
2

)
pares de categorias, bem como

(
K
2

)
preditores lineares.

Denotemos por πk a probabilidade do indivíduo estar na categoria k. Ou seja,

πk = P(Yik = 1|X).

Usando a categoria K como referência, precisamos de apenas K − 1 comparações

para esta categoria. Assim, o logito para a k-ésima comparação é dado por:

log

[
πk
πK

]
= γk + Xβk, k = 1, . . . , K − 1. (2.1)

onde γk é o intercepto do modelo.

Em geral, para compararmos as categorias j e l, por exemplo, temos:

log

[
πj
πl

]
= (γj − γl) +Xi(βj − βl). (2.2)

E, dadas as K−1 expressões do logito em (2.1), é possível obter K−1 expressões

diretamente para a probabilidade das categorias em termos de K − 1 preditores lineares.

Assim, a expressão resultante é do tipo:

πk =
eγk+Xβk

1 +
K−1∑
k=1

eγk+Xβk

, k = 1, 2, . . . , K − 1. (2.3)

A categoria de referência pode ser expressa na forma:

πK = 1− (π1 + . . .+ πK−1) =
1

1 +
K−1∑
k=1

eγk+Xβk

.

A partir de tais de�nições é possível escrever a função de verossimilhança para
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o i-ésimo indivíduo na amostra com base na probabilidade fornecida pela distribuição

multinomial:

P(Yi1 = yi1, . . . , YiK = yiK) = (π1)
yi1 · · · (πK)yiK .

Assim, a função de verossimilhança é descrita por:

L(β) =
n∏
i=1

[
K∏
k=1

πyikk

]

=
n∏
i=1


K−1∏
k=1

πyikk

(
1−

K−1∑
k=1

πk

)1−

K−1∑
k=1

yik

 . (2.4)

A função de log-verossimilhança, pode então, ser expressa na forma:

l =
n∑
i=1

[
K−1∑
k=1

yik log πk +

(
1−

K−1∑
k=1

yik

)
log

(
1−

K−1∑
k=1

πk

)]

=
n∑
i=1

[
K−1∑
k=1

yik(γk +XT
i β

T
k )− log

(
1 +

K−1∑
k=1

eγk+X
T
i β

T
k

)]
.

Os parâmetros do modelo são estimados através do método de máxima verossimi-

lhança, usando o algoritmo iterativo de Newton-Raphson. A interpretação dos parâmetros

no modelo para respostas nominais é análoga à regressão logística para respostas binárias,

sendo uma das categorias da resposta tomada como referência.

Consideremos, para melhor entendimento, o exemplo a seguir. Pesquisadores em

educação estavam interessados em avaliar o desempenho dos alunos em matemática, e

para tal entrevistaram os alunos acerca de qual programa de aprendizagem preferiam (1:

individual, 2: grupo, 3: sala de aula), e se a preferência estaria associada com a escola (1,2

ou 3) e o período escolar (0: integral, 1: padrão). A Tabela 2.1 mostra a preferência dos

alunos (resposta de interesse) por escola e período (Stokes et al., 2000).

Por se tratar de uma resposta categórica, cujas categorias não possuem uma

ordenação natural, utilizamos o modelo de logitos generalizados. Para esse exemplo a

forma funcional do modelo a ser considerada é
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log

[
πhjk
πhjK

]
= γk +Xh1β1k +Xh2β2k +Xjβ3k,

em que k = 1, 2, 3; h = 1, 2, 3; j = 1, 2; Xh1 denota o indicador para a escola 2; Xh2 denota

o indicador para a escola 3; e Xj denota o indicador para o período. Para esse modelo são

de�nidos dois logitos generalizados, considerando a categoria 3 da resposta como sendo a

referência. Ou seja:

logito1 = log

[
πhj1
πhj3

]
e logito2 = log

[
πhj2
πhj3

]
em que πhjk denota a probabilidade do aluno da escola h e período escolar j, preferir o

programa de aprendizado k.

Tabela 2.1: Preferência dos alunos por escola e período

Preferência de aprendizado
Escola Período Individual Grupo Sala Aula Total

1 Padrão 10 17 26 53
1 Integral 5 12 50 67
2 Padrão 21 17 26 64
2 Integral 16 12 36 64
3 Padrão 15 15 16 46
3 Integral 12 12 20 44

Para o modelo ajustado, os resultados são apresentados na Tabela 2.2.

Tabela 2.2: Estimativas dos parâmetros para o modelo logito generalizado

logito(1|3) logito(2|3)
covariável estimativa ep estimativa ep

intercepto -0,78 0,15 -0,66 0,14
Escola
2 -0,79∗ 0,22 -0,28 0,19
3 0,28 0,19 -0,09 0,19
Período padrão 0,37∗ 0,14 0,37∗ 0,14
∗p-valor<0.05; ep: erro-padrão

É possível observar que a escola 1 difere da 2 no logito (1|3), que compara o apren-

dizado individual ao em sala de aula. Já o período escolar apresenta efeitos signi�cativos

similares em ambos os logitos. Se interpretarmos os resultados em termos das razões de

chances, observa-se que a chance dos alunos cujo período escolar é o padrão preferirem o

aprendizado individual ao invés da sala de aula é 1,45 (e0,37) vezes a chance dos alunos

em escolas com período integral (maiores detalhes em Stokes et al., 2000).
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2.2 Modelos para resposta politômica ordinal

Se a resposta de interesse for politômica ordinal, existem na literatura alguns mo-

delos que podem ser utilizados para ajuste deste tipo de dado. A seguir são apresentados

os modelos de odds proporcionais e odds proporcionais parciais.

2.2.1 Modelo de odds proporcionais

Este modelo foi inicialmente proposto por Walker e Duncan em 1967, sendo mais

tarde chamado modelo de odds proporcionais por McCullagh (1980). Assim, se a variável

resposta é ordinal e possui k categorias, então há K − 1 dicotomizações da resposta, ou

seja:

Yik =

{
1, se yik ≤ k, i = 1, . . . , n

0, se yik > k

Nesse modelo uma forma de representar as probabilidades acumuladas é dada pela

expressão:

P(Yik = 1|X) = P(yik ≤ k) = π1 + π2 + . . .+ πk, k = 1, 2, . . . , K. (2.5)

De forma geral, os logitos cumulativos são então representados por:

log

[
P(yik ≤ k)

1− P(yik ≤ k)

]
= log

[
π1 + . . .+ πk
πk+1 + . . .+ πK

]

= γk + Xβ. (2.6)

De maneira equivalente, as probabilidades acumuladas descritas em (2.5) podem

ser expressas por:

P(yik ≤ k) =
eγk+Xβ

1 + eγk+Xβ
.

Nota-se na expressão (2.6) que cada logito cumulativo tem seu próprio intercepto,

e diferentemente do modelo para respostas nominais (descrito em (2.1)), os β's são os

mesmos para cada logito, ou seja, βk = β para todo k = 1, . . . , K. Isto ocorre devido ao

pressuposto do modelo de que todas as razões de chance são idênticas entre osK−1 pontos

de corte, ou seja, esse modelo assume que todas as observações possuem uma variância

comum, implicando, assim, que há um crescimento aproximadamente linear das razões de
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chances. McCullagh (1980) chamou esse pressuposto de odds proporcionais. Segundo ele,

os parâmetros γk são, em geral, de pouco interesse na intepretação do modelo, e usualmente

são referidos como "pontos de corte". Já o parâmetro β descreve o incremento no log da

odds (ou chance) para qualquer categoria da resposta.

A veri�cação do pressuposto de que βk = β pode ser feita global ou individual-

mente através do teste da razão de verossimilhança, ou ainda através do teste baseado na

estatística escore, cuja distribuição assintótica é qui-quadrado com p× (K − 1) graus de

liberdade, sendo p o número de variáveis preditoras usadas no modelo, e K o número de

categorias da resposta ordinal. O teste global apenas avalia se o modelo como um todo

violou o pressuposto de proporcionalidade das odds. A partir dele não é possível identi�car

qual ou quais variáveis preditoras consideradas no ajuste violaram o pressuposto. Para

avaliar se cada covariável individualmente violou o pressuposto, realiza-se também um

teste da razão de verossimilhança, ou ainda usa-se uma estatística de teste escore, cuja

distribuição será qui-quadrado com K − 1 graus de liberdade.

Caso o pressuposto do modelo não possa ser veri�cado para todas as variáveis

preditoras ou um subconjunto delas, é possível relaxar o modelo de odds proporcionais

ajustando-se o modelo conhecido como odds proporcionais parciais (Peterson e Harrel,

1990), a ser apresentado na subseção 2.2.2.

Assim, em um estudo cuja resposta possui, por exemplo, 3 categorias ordenadas,

teremos 2 logitos cumulativos baseados nas probabilidades acumuladas, ou seja:

logito1 = log

[
π1

π2 + π3

]
e logito2 = log

[
π1 + π2
π3

]
= γ1 + Xβ = γ2 + Xβ

Os logitos 1 e 2, respectivamente, representam, em geral, o log da odds para

a categoria mais favorável em relação às demais categorias, e o log da odds para as 2

categorias mais favoráveis em relação à última categoria.

Para esse modelo a função de verossimilhança é dada por:

L(β) =
n∏
i=1

[
K∏
k=1

πyikk

]
=

n∏
i=1

[
K∏
k=1

(P(yik ≤ k)− P(yik ≤ k − 1))yik

]

=
n∏
i=1

[
K∏
k=1

(
eγk+X

T
i β

T

1 + eγk+X
T
i β

T
− eγk−1+X

T
i β

T

1 + eγk−1+X
T
i β

T

)yik
]
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As estimativas do modelo são obtidas através do método de máxima verossimilhança,

usando o algoritmo escore de Fisher, por exemplo.

Para melhor compreensão do modelo de odds proporcionais consideraremos como

exemplo os dados de um estudo epidemiológico, do tipo coorte prospectiva, desenvolvido

com 664 crianças de até 5 anos, selecionadas e acompanhadas pelo período de um ano

(2009 a 2010). O objetivo principal do estudo foi avaliar o impacto da implantação dos

sistemas de captação de água da chuva na saúde das crianças de famílias rurais, residentes

em 2 municípios do Médio Vale do Jequitinhonha em Minas Gerais (maiores detalhes em

Fonseca, 2012).

Para a aplicação consideramos apenas a etapa inicial do estudo. As variáveis

preditoras usadas no ajuste do modelo são: sexo (0: Feminino; 1: Masculino), grupo (1:

com cisterna; 0: sem cisterna), frequência de banho da criança (1: >1 vez ao dia; 0: uma

vez ao dia) e idade da criança em meses. A resposta de interesse é a carga parasitária

da criança (1: poliinfectada, 2: monoinfectada, 3: não infectada), avaliada via exame de

fezes. Para a referida resposta teremos 2 logitos cumulativos representados como segue:

log

[
π1

π2 + π3

]
= log

[
P(yik ≤ 1)

P(yik > 1)

]
= γ1 + β1grupo + β2sexo + β3freq. banho + β4idade

e

log

[
π1 + π2
π3

]
= log

[
P(yik ≤ 2)

P(yik > 2)

]
= γ2 + β1grupo + β2sexo + β3freq. banho + β4idade.

O primeiro logito representa o log da chance de uma criança ser poliinfectada em

comparação às crianças mono ou não infectadas. Já o segundo representa o log da chance

de uma criança ser poli ou monoinfectada em comparação a uma criança sem infecção.

A análise descritiva mostrou que 53% das crianças analisadas são do sexo mas-

culino, 84% delas tomam mais que 1 banho por dia, e possuem, em média, 26,4 meses

de vida. Em relação à variável grupo, metade das crianças possuiam cisterna em casa no

início do estudo, e apenas 3% das crianças eram poliinfectadas. Já a proporção de crianças

monoinfectadas era de 10%.

O modelo ajustado considerando a de�nição (2.6) forneceu os resultados apresen-

tados na Tabela 2.3.
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Tabela 2.3: Estimativas dos parâmetros para o modelo logito cumulativo

variável estimativa ep p-valor

γ1 -3,493 0,328 -
γ2 -1,923 0,292 -
grupo (com cisterna) 0,159 0,196 0,417
sexo (M) -0,233 0,195 0,234
freq.banho (>1x ao dia) -0,473 0,259 0,102
idade.criança 0,032 0,001 <0,001

A partir dos resultados apresentados na Tabela 2.3 é possível encontrar as probabili-

dades preditas para a carga parasitária das crianças em função das variáveis preditoras

analisadas, conforme de�nido no Quadro 1.

Quadro 1: Probabilidades preditas para o modelo de odds proporcionais

poliinfecção
eγ1+β1grupo+β2sexo+β3freq. banho+β4idade

1 + eγ1+β1grupo+β2sexo+β3freq. banho+β4idade

poli ou monoinfecção
eγ2+β1grupo+β2sexo+β3freq. banho+β4idade

1 + eγ2+β1grupo+β2sexo+β3freq. banho+β4idade

sem infecção
1

1 + eγ2+β1grupo+β2sexo+β3freq. banho+β4idade

Para o modelo ajustado testou-se o pressuposto de proporcionalidade das odds.

Através do teste da razão de verossimilhança veri�cou-se que o referido pressuposto foi

violado (p-valor=0,005). Para identi�car qual ou quais variáveis preditoras consideradas

no ajuste violaram o pressuposto, foram realizados testes da razão de verossimilhança, e

veri�cou-se que as variáveis grupo e idade da criança em meses não possuem odds pro-

porcionais (p-valor=0,001 e 0,044, respectivamente). Em decorrência da violação do pres-

suposto do modelo de odds proporcionais, o mais adequado é buscar outras alternativas

para modelar a resposta ordinal. Uma delas seria utilizar o modelo de odds proporcionais

parciais apresentado a seguir.
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2.2.2 Modelo de odds proporcionais parciais

A motivação primária para o desenvolvimento desse modelo, por Peterson e Harrel

(1990), foi relaxar o forte pressuposto do modelo de odds proporcionais. No modelo pro-

posto por McCullagh (1980) se pelo menos uma covariável considerada no ajuste viola o

pressusposto, então a qualidade do modelo ajustado �ca comprometida. Assim, Peterson

e Harrel propuseram relaxar o pressuposto de proporcionalidade das odds para um sub-

conjunto de variáveis preditoras usadas no ajuste do modelo. O modelo por eles proposto

pode ser de�nido como:

Cik = P(yik ≤ k) =
eγk+Xβ+X̃%k

1 + eγk+Xβ+X̃%k
(2.7)

em que X é uma matrix n × p de variáveis preditoras; X̃ é uma matriz n × q (q ≤ p)

contendo um subconjunto de variáveis preditoras da matriz X para os quais o pressuposto

de proporcionalidade das odds não pôde ser assumido, ou que ainda será testado; %k =

(%T1 , . . . , %
T
K−1)

T é um vetor q × 1 de parâmetros.

De maneira equivalente, o modelo (2.7) pode ser descrito como:

log

[
P(yik ≤ k)

1− P(yik ≤ k)

]
= log

[
π1 + . . .+ πk
πk+1 + . . .+ πK

]

= γk + Xβ + X̃%k. (2.8)

Se %k = 0 para todo k = 1, . . . , K, então o modelo (2.8) se reduz ao proposto por

McCullagh (1980) (expressão (2.6)). Para testar se %k = 0, Peterson e Harrel propuseram

um teste baseado na estatística escore, que, sob a hipótese nula (H0), assume que as odds

são proporcionais. Ainda segundo esses autores, somente se H0 for rejeitada é que há

a necessidade de se ajustar o modelo de odds proporcionais parciais. A distribuição da

estatística proposta é assintoticamente qui-quadrado com q(K − 1) graus de liberdade.

Em caso de rejeição da hipótese testada é ainda possível avaliar através de um caso

especial da estatística escore quais as variáveis preditoras violaram o pressuposto do mode-

lo de odds proporcionais. A estatística nesse caso também tem distribuição assintótica

qui-quadrado com (K − 1) graus de liberdade.

A função de verossimilhança para esse modelo é dada por:

L =
n∏
i=1

K∏
k=1

[P(yik = k|X)]yik
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=
n∏
i=1

K∏
k=1

[πik]
yik . (2.9)

em que

πik =


πi1 = Ci1, se yik = 1

πik = Cik − CiK−1, se 1 < yik < K − 1

πiK = CiK , se yik = K − 1.

Os parâmetros neste modelo são estimados pelo método de máxima verossimi-

lhança, utilizando-se o algoritmo escore de Fisher. A interpretação do modelo é análoga

ao modelo de odds proporcionais apresentado anteriormente, contudo, vale ressaltar que

para as variáveis preditoras cujo pressuposto foi violado, as probabilidades são calculadas

mudando não apenas o intercepto, mas também o seu respectivo coe�ciente %k.

Assim, para o estudo sobre sistemas de captação de água da chuva, o modelo de

odds proporcionais parciais ajustado considerando como proporcionais apenas o efeito das

variáveis sexo e frequência de banho é expresso por:

log

[
P(Yi ≤ k)

1− P(Yi ≤ k)

]
= log

[
π1 + . . .+ πk
πk+1 + . . .+ πK

]
= γk + β1sexo + β2freq. banho + %1kgrupo + %2kidade

Os resultados obtidos para o modelo anterior são apresentados na Tabela 2.4.

Tabela 2.4: Estimativas dos parâmetros para o modelo de odds proporcionais parciais

variável estimativa ep

γ1 -3,571 0,525
γ2 -1,926 0,294
Grupo1(com cisterna) -0,290 0,341
Grupo2(com cisterna) 0.206 0.198
sexo (M) -0,235 0,195
freq.banho (>1x ao dia) -0,459 0,291
idade.criança1 0,041∗ 0,014
idade.criança2 0,031∗ 0,008
∗ p-valor<0,05

Assim, a chance de poli ou monoinfecção é maior (e0,206 = 1, 23) entre as crianças

no grupo com cisterna em comparação às crianças do grupo sem cisterna. Em relação

à variável idade, a cada 1 mês que se aumenta na idade da criança, a chance dela ser

poliinfectada aumenta (e0,041 = 1, 04). O mesmo ocorre em relação à chance de poli ou

monoinfecção (e0,031 = 1, 03).
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Capítulo 3

Modelagem Longitudinal

A análise de dados com respostas correlacionadas é comum em estudos biomédicos,

epidemiológicos, econômicos, dentre outros, onde medidas do mesmo indivíduo podem

ser obtidas em diferentes ocasiões. As observações repetidas para um mesmo indivíduo

caracterizam um estudo longitudinal, cujo objetivo é detectar possíveis mudanças na

resposta dos indíviduos sob o tempo, além de avaliar quais fatores in�uenciam na hete-

rogeneidade entre indivíduos (Fitzmaurice et al., 2011). Essa heterogeneidade, em geral,

pode estar associada a fatores genéticos, ambientais, sociais, dentre outros. Dessa forma, o

desenho de estudo longitudinal permite conhecer características do indivíduo que podem

explicar tal heterogeneidade, e como é a mudança ao longo do tempo.

Em um estudo longitudinal, os participantes, ou mais geralmente as unidades a

serem estudadas, são referidos como indivíduos ou sujeitos. Nesse sentido, a resposta do

i-ésimo indivíduo, i = 1, 2, . . . , n, tomada repetidamente ao longo do tempo, é de�nida

por Yij, e pode ser agrupada em um vetor mi × 1 do tipo Yi = (Y T
i1 , . . . , Y

T
imi

)T , com

j = 1, . . . ,mi.

Associado a cada Yij, há um vetor p×1 de variáveis preditoras Xij, que podem ou

não mudar ao longo do tempo, ou seja, Xij = (XT
i11, . . . , X

T
imip

)T . Os vetores Xij podem

ser representados por uma matriz mi × p:

Xi =


Xi11 Xi12 . . . Xi1p

Xi21 Xi22 . . . Xi2p

...
...

. . .
...

Ximi1 Ximi2 . . . Ximip


A análise dos dados em um estudo longitudinal requer técnicas de modelagem

que levem em conta o fato de que as medidas repetidas de um mesmo indivíduo podem

ser correlacionadas. Assim, os modelos usuais (Modelos Lineares Generalizados - GLM

(McCullagh e Nelder, 1989)), que supõem independência entre as observações, não são
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apropriados para analisar dados dessa natureza.

Um dos trabalhos pioneiros em análise de dados longitudinais foi escrito por Laird

e Ware (1982), que, com base em uma classe mais geral de modelos lineares mistos (MLM),

inicialmente introduzida por Harville (1977), descreveram uma classe �exível de mode-

los lineares mistos para modelar respostas contínuas, que incluía como casos especiais

a ANOVA univariada para medidas repetidas, e os modelos para curvas de crescimento

em dados longitudinais (Fitzmaurice et al., 2009). Em meados da década de 80, parale-

lamente ao desenvolvimento dos MLM's, um notável avanço surgiu na metodologia para

analisar dados longitudinais discretos quando Liang e Zeger (1986a; 1986b) propuseram

as Equações de Estimação Generalizadas (EEG). Essas equações de estimação são uma

extensão natural do método de Quase-Verossimilhança proposto por Wedderburn (1974)

para modelar respostas multivariadas em GLM's. Nos últimos 25 anos vários modelos que

estendem os GLM's foram propostos para modelar respostas longitudinais.

Nas subseções a seguir, três classes de modelos de regressão para dados longitudi-

nais são apresentadas.

3.1 Classes de Modelos

3.1.1 Modelos Marginais

Uma das metodologias mais populares para modelar dados cuja resposta tem

caráter longitudinal, os modelos marginais fornecem um método uni�cado para analisar

vários tipos de respostas longitudinais, evitando suposições sobre a distribuição do vetor

de respostas, e baseando-se exclusivamente em suposições sobre a resposta média. Essa

classe de modelos caracteriza a esperança marginal de uma variável resposta discreta ou

contínua, como função de um conjunto de variáveis preditoras, sendo apropriada quando

o foco da análise é inferir sobre a população média (Diggle et al., 2002). Assim, o termo

'marginal' nesse contexto indica que o modelo para a resposta média em cada ocasião

não incorpora dependência sobre nenhum efeito aleatório ou sobre respostas anteriores

(Fitzmaurice et al., 2011).

De forma geral, um modelo marginal pode ser especi�cado por:

1. E(Yij|Xij) = µij, que se assume depender de Xij através de uma função de ligação

do tipo:

g(µij) = ηij = XT
ijβ,

em que β é um vetor p× 1 de parâmetros da regressão marginal.
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2. A variância condicional de cada Yij é assumida depender da média µij, ou seja:

Var(Yij|Xij) = φυ(µij),

em que φ é um parâmetro de dispersão, e υ(µij) é uma função conhecida da média

µij.

3. A correlação/associação entre o vetor de respostas repetidas intra-indivíduo é assumi-

da ser função de um vetor adicional de parâmetros, denotado por α. Por exemplo:

• Corr(Yij, Yik) = α|k−j|, se Yij é contínua ou uma contagem, e é modelada assu-

mindo uma estrutura auto-regressiva de ordem 1 (AR-1) para a correlação;

• logOR(Yij, Yik) = αjk, se Yij é categórica, e é modelada assumindo um padrão

não-estruturado para o log da odds ratio.

Os dois primeiros componentes do modelo marginal correspondem às especi�-

cações de um modelo linear generalizado. Já o terceiro componente do modelo incorpora

a associação entre o vetor de respostas repetidas intra-indivíduo, e representa a principal

extensão de GLM's para dados longitudinais. Assim, os modelos marginais especi�cam um

GLM para as respostas longitudinais em cada ocasião, mas também incluem um modelo

para a associação entre o vetor de respostas repetidas intra-indivíduo (Fitzmaurice et al.,

2009).

A estimação dos parâmetros no modelo marginal é feita utilizando-se uma extensão

multivariada do método de quase-verossimilhança proposto por Wedderburn (1974). O

estimador de quase-verossimilhança para β é encontrado resolvendo-se a seguinte equação

estimação de quase-verossimilhança:

Q(β) =
n∑
i=1

(
∂µi
∂β

)T
V −1i {Yi − µi(β)} = 0, (3.1)

em que Vi = Var(Yi).

A extensão multivariada do método de quase-verossimilhança, usada para estimar

os parâmetros do modelo marginal, foi proposta por Liang e Zeger (1986a; 1986b), e é

conhecida como EEG's. A ideia das EEG's consiste em substituir Yi e µi na função de

quase-verossimilhança pelos vetores mi×1 de Yi e µi, respectivamente, além de usar uma

matriz de pesos Vi dada por:

Vi = φA
1/2
i Ri(α)A

1/2
i , (3.2)

em que φ é um parâmetro de dispersão; Ai é uma matriz diagonal do tipo Ai = diagυ(µij);

Ri(α) é uma matriz de correlação mi × mi, conhecida como "matriz de trabalho". O

parâmetro α na matriz Ri representa o vetor de parâmetros associados com o modelo

especi�cado para a Corr(Yi).
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Em EEG, Vi é usualmente referida como matriz covariância de trabalho (esse termo

é usado para enfatizar que Vi é apenas uma aproximação da verdadeira covariância). Além

disso, ao contrário das equações de quase-verossimilhança, ela depende não apenas de β,

mas também do parâmetro α. Assim, as equações de estimação para o modelo marginal

são expressas por:

U1(β, α) =
n∑
i=1

DT
i V
−1
i {Yi − µi} = 0 (3.3)

em que Di =
∂µi
∂β

é uma matriz mi ×mi de derivadas.

A equação de estimação em (3.3) é referida na literatura como EEG de 1a ordem.

Liang e Zeger (1986a; 1986b) provaram que o estimador para β, em tal caso, é consistente

e assintoticamente normal, mesmo que a matriz Ri(α) não seja corretamente especi�cada.

Além disso, o parâmetro α na referida equação de estimação é tratado como perturbação.

Através de um processo iterativo em 2 estágios, os autores calcularam as estimati-

vas para β utilizando uma versão modi�cada do algoritmo escore de Fisher, e estimaram

α e φ pelo método dos momentos. Deste modo,

1. Assumindo independência entre as observações, obtêm-se a estimativa inicial para

β;

2. Dadas as estimativas iniciais, pelo método dos momentos, para α e φ, estima-se Vi,

e uma estimativa atualizada para β é obtida como solução da equação de estimação

em (3.3);

3. Dada a estimativa para β, obtida no passo 2, encontram-se estimativas atualizadas

para α e φ através dos resíduos. Assim,

φ̂ =

n∑
i=1

mi∑
j=1

r̂2ij

n∑
i=1

mi − p
(3.4)

em que r̂2ij =
(Yij − µ̂ij)√

υ(µ̂ij)
, e µ̂ij = g−1(η̂), sendo η̂ = XT

ij β̂.

As estimativas atualizadas para α̂ irão depender da estrutura escolhida para a

matriz Ri(α), ou seja:

a. Se Ri(α) for do tipo independente, assume-se que observações repetidas para

cada indivíduo são não-correlacionadas. Desta forma:
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Ri(α) =


1 0 . . . 0

0 1 . . . 0
...

...
. . .

...

0 0 . . . 1

 .

b. Se Ri(α) for não-estruturada, tem-se um α̂ para cada tempo, ou seja:

α̂jk =

n∑
i=1

r̂2ij r̂
2
ik

φ̂(n− p)

Neste caso, Ri(α) tem a seguinte representação:

Ri(α) =


1 α12 . . . α1mi

α21 1 . . . α2mi

...
...

. . .
...

αmi1 αmi2 . . . 1

 .

c. Se Ri(α) for do tipo simétrica composta, ter-se-á um único α̂ para todos os

tempos, ou seja:

α̂ =

n∑
i=1

∑
j 6=k

r̂2ij r̂
2
ik

φ̂(N∗ − p)
,

em que N∗ =
n∑
i=1

mi(mi − 1)

2
. Ri(α), neste caso, tem a seguinte representação:

R(α) =


1 α . . . α

α 1 . . . α
...

...
. . .

...

α α . . . 1

 .

d. Por �m, se Ri(α) for do tipo AR-1 (auto-regressiva de ordem 1), então α̂ é dado

por:

α̂ =

n∑
i=1

∑
j≤mi−1

r̂2ij r̂
2
i,j+1

φ̂(K∗ − p)
,

em que K∗ =
n∑
i=1

(mi − 1), com Ri(α) sendo dada por:
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R(α) =


1 α . . . α|1−mi|

α 1 . . . α|2−mi|

...
...

. . .
...

α|1−mi| α|2−mi| . . . 1

 .

Assim, o processo iterativo anterior é repetido até que se obtenha a convergência.

Os autores sugerem a seguinte expressão para obter as atualizações de β̂:

β̂(m+1) = β̂ −

[
n∑
i=1

D
T (m)
i

{
Ṽ

(m)
i

}−1
D

(m)
i

]−1 n∑
i=1

D
T (m)
i

{
Ṽ

(m)
i

}−1 {
Yi − µi(β̂(m))

}
(3.5)

em que Ṽ (m)
i = Vi{β̂(m), α̂(m)}.

Sob certas condições de regularidade, Liang e Zeger (1986a - Teorema 2) mostraram

que, quando n → ∞, β̂ é um estimador consistente e assintoticamente não-viesado para

β, ou seja,
√
n(β̂ − β) ∼ NM(β, V )

em que

V = lim
n→∞

n

(
n∑
i=1

DT
i V
−1
i Di

)−1{ n∑
i=1

DT
i V
−1
i cov(Yi)V

−1
i Di

}(
n∑
i=1

DT
i V
−1
i Di

)−1
, (3.6)

e V é a matriz de covariância, e Cov(Yi) = E
[
(Yi − µ̂i)T (Yi − µ̂i)

]
.

Se a estimação de β é o interesse primário na modelagem, sabe-se que a escolha

da matriz Ri(α) não afetará as propriedades assintóticas de β̂. Contudo, se o objetivo

for também modelar o parâmetro α, então a especi�cação correta da matriz Ri(α) será

importante. Há um critério proposto por Pan (2001) que ajuda a selecionar a melhor

estrutura para a matriz de trabalho no modelo ajustado via EEG. O critério denotado

por QIC (Quasi Information Criterion) substitui a função de verossimilhança constante

na expressão do critério de Akaike (AIC) pela função de quase-verossimilhança. A 'melhor'

estrutura para a matriz Ri(α) será aquela cujo QIC for o menor dentre todas as estruturas

candidatas.

Toda a teoria anteriormente discutida sobre o procedimento utilizado para esti-

mação dos parâmetros do modelo marginal encontra-se em dois artigos publicados por

Liang e Zeger (1986a e 1986.b), onde eles apresentam as equações de estimação gene-

ralizadas, comumente conhecidas na literatura como EEG1. Como já foi dito, o foco

principal das equações de estimação descritas por esses autores está na estimação do
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parâmetro β.

Nos anos seguintes à publicação dos artigos de Liang e Zeger vários autores pro-

puseram extensões das EEG's de 1a ordem com o objetivo de modelar conjuntamente o

vetor de parâmetros (β, α), ou até mesmo modelar a estrutura de correlação/associação

entre as medidas repetidas, considerando medidas de associação apropriadas, quando, por

exemplo, tem-se uma resposta binária (Prentice, 1988; Prentice e Zhao, 1991; Lipsitz et

al., 1991; Carey et al., 1993). Carey et al. (1993) propuseram o procedimento conhecido

como regressão logística alternada (ALR, em inglês), através da qual modelam simul-

taneamente o vetor de parâmetros (β, α), onde α mede a associação entre as respostas

repetidas para cada indivíduo, sendo estimado em termos da razão de chance.

De forma geral, o procedimento proposto pelos autores combina as EEG's de 1a

ordem para estimação do parâmetro β, com uma nova equação na regressão logística para

estimar o parâmetro α. Os autores denotaram por γijs o log da razão de chances entre as

respostas Yis e Yij, e de�niram µij = P(Yij = 1) e νijk = P(Yij = 1, Yis = 1). Assim:

logito P(Yij = 1|Yis = yis) = γijsyis + log

(
µij − νijs

1− µij − µis + νijs

)
. (3.7)

Em geral, assume-se que γijs = Z̃T
ijsα, onde Z̃

T
ijs é um vetor q × 1 de variáveis preditoras

que especi�ca a forma da associação entre Yis e Yij; e α é um vetor q × 1 de parâmetros

relacionados com as associações.

O procedimento proposto utiliza um processo iterativo para estimar o vetor δ =

(β, α), que se alterna entre dois passos até obter a convergência, ou seja:

Passo 1: Para um dado valor de α, estima-se β usando EEG1 (expressão(3.3));

Passo 2: Para o β estimado no passo 1, estima-se α usando uma regressão logística de

Yij sobre cada Yis(s > j), considerando o lado direito da expressão (3.7) como o�set

no modelo.

Assim, a regressão logística alternada estima δ de forma simultânea através da

solução das seguintes equações de estimação:

Uβ =
n∑
i=1

DT
i [cov(Yi)]

−1{Yi − µi(β)} = 0 (EEG1)

Uα =
n∑
i=1

T Ti M
−1
i Hi = 0 (3.8)

onde Ti é uma matriz C2
mi
× q de derivadas, cujos elementos são

∂ζi
∂α

, sendo ζi um vetor

de tamanho C2
mi
, com elementos dados por:
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ζijs = E(Yij|Yis = yis) = logito−1
{
γijsyis + log

(
µij − νijs

1− µij − µis + νijs

)}

em que Mi é uma matriz diagonal de dimensão C2
mi
× C2

mi
, cujos elementos da diagonal

são ζijs(1− ζijs); Hi é um vetor de resíduos expresso por Hijs = Yij − ζijs.

A proposta desses autores foi mais tarde estendida por Heagerty e Zeger (1996) para

estimar os parâmetros do modelo marginal quando a resposta de interesse é politômica

ordinal.

É válido ressaltar que nessa classe de modelos a interpretação dos parâmetros

estimados é feita de forma análoga aos modelos apresentados no Capítulo 2.

3.1.2 Modelos Lineares Generalizados Mistos - GLMM

Como anteriormente mencionado, na análise de dados onde a mesma unidade

experimental é medida várias vezes, os modelos clássicos de regressão, que apresentam

apenas efeitos �xos além do erro experimental, não podem ser utilizados visto que a

pressuposição básica de independência entre as observações não pode ser assumida. Outra

classe de modelos bastante utilizada em estudos longitudinais são os modelos mistos, que

incluem efeitos aleatórios no modelo de efeitos �xos, a nível do indivíduo, modelando a

heterogeneidade entre indivíduos e induzindo, assim, uma covariância entre as respostas

repetidas.

Os modelos lineares generalizados mistos (GLMM, em inglês) são uma combinação

natural da classe de modelos lineares mistos (MLM) (Laird e Ware, 1982) e dos modelos

lineares generalizados (Nelder e Wedderburn, 1972). Os MLM's são uma família de mode-

los para analisar dados longitudinais, que inclui como casos particulares os modelos para

curvas de crescimento e a ANOVA univariada para medidas repetidas. Nessa família,

que apresenta tanto efeitos �xos como aleatórios, além do erro experimental, o vetor

de respostas segue uma distribuição normal. A metodologia descrita por Laird e Ware

consiste em um modelo de dois níveis para medidas repetidas, sendo baseada no trabalho

de Harville (1977), onde o autor discute o problema na estimação dos componentes da

variância em modelos de análise de variância. No primeiro nível do modelo são introduzidos

os parâmetros populacionais, efeitos individuais e a variação intra-indivíduo, enquanto que

a variação entre-indivíduos entra no segundo nível do modelo.

Em princípio, todo modelo linear que contenha a média geral ou uma constante µ,

tomada como �xa, e um termo referente ao erro, assumido como aleatório, é um modelo
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misto. Contudo, a denominação 'modelo linear misto' é geralmente reservada a modelos

lineares que contenham efeitos �xos além de µ, e qualquer outro termo aleatório além do

erro. Assim, o modelo proposto é dado pela seguinte expressão:

Yi = Xiβ + Zibi + εi, (3.9)

em que Yi é um vetor mi−dimensional; β é um vetor p× 1 de parâmetros desconhecidos;

Xi e Zi são matrizes conhecidas, de dimensão mi × p e mi × q, respectivamente; bi é um

vetor q× 1 de efeitos aleatórios a nível do indivíduo, independente de Xi; e ε ∼ N(0,Σi),

onde Σi é a matriz de covariâncias, cuja dimensão é mi×mi. Os efeitos bi's seguem uma

distribuição normal, com média 0 e matriz de covariância G, de dimensão mi×mi, e são

independentes de εi.

Marginalmente, os Yi são independentes e seguem uma distribuição normal com

média Xiβ e matriz de covariâncias Σi, dada por ZiGZT
i + σ2I. Assim, a função de

verossimilhança para o modelo descrito em (3.9) é dada por:

L(β, σ2,G) =
n∏
i=1

| Σi |−1/2 exp

{
1

2
(Yi −Xiβ)TΣ−1i (Yi −Xiβ)

}
. (3.10)

Para estimar os parâmetros do modelo linear misto, Laird e Ware sugerem o uso do

algoritmo EM para obtenção das estimativas de máxima verossimilhança - MV. Contudo,

a estimação por MV fornece estimativas viesadas para os componentes da variância. Isso

se deve ao fato de que a função de verossimilhança completa, descrita em (3.10), envolve o

vetor β, de parâmetros �xos, que precisa ser estimado juntamente com os componentes de

variância, e a perda de graus de liberdade na estimação dos efeitos �xos não é levada em

consideração na estimação de MV dos componentes de variância. Uma solução é utilizar

o método de máxima verossimilhança restrita (Patterson e Thompson, 1971), que em

geral, diminui o viés dos estimadores de máxima verossimilhança para os componentes de

variância. Para esse método a seguinte função de verossimilhança é considerada:

L(σ2,G) =
n∏
i=1

| Σi |−1/2| XT
i ΣiXi |−1/2 exp

{
1

2
(Yi −Xiβ)TΣ−1i (Yi −Xiβ)

}
.

Existem, contudo, muitas situações onde o vetor de respostas não pode ser mode-

lado a partir da distribuição normal, como é pressuposto nos MLM's. Em tais casos, as

opções de distribuição deste vetor de respostas podem ser estendidas de forma que ele

pertença à família exponencial de distribuições. Feito isto, os MLM's são estendidos para

uma classe mais ampla de modelos conhecida como GLMM. A premissa básica subjacente
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ao GLMM para dados longitudinais é a suposição de heterogeneidade entre os indivíduos

na população estudada, em um subconjunto dos coe�cientes de regressão a partir de um

GLM (Fitzmaurice et al., 2011).

Assim, seja Yij a resposta de interesse para o i-ésimo indivíduo na j-ésima ocasião.

Assumimos que a distribuição condicional de cada Yij, dado um vetor q × 1 de efeitos

aleatórios bi, é membro da família exponencial. Além disso, dados os bi, os Yij são condi-

cionalmente independentes. Os modelos lineares generalizados mistos podem ser especi�-

cados por:

1. E(Yij|bi) = µij, que se assume depender dos efeitos �xos e aleatórios através de

uma função de ligação do tipo:

g(µij) = ηij = XT
ijβ + ZT

ijbi.

2. Var(Yij|bi) = φυ(µij), em que φ é um parâmetro de dispersão e υ(·) uma função

conhecida da média condicional;

3. Assume-se que os efeitos bi seguem distribuição normal multivariada, com média 0

e matriz de variância e covariância G.

Embora a introdução de efeitos aleatórios no modelo misto possa dar conta da cor-

relação entre as respostas longitudinais, ela tem importantes implicações na interpretação

dos coe�cientes da regressão. A interpretação dos β's nessa classe de modelos é ao nível

do indivíduo, ou seja, β mede a mudança na resposta do indivíduo i a cada unidade que

aumentamos (ou diminuímos) em Xij. Assim, a forma como interpretam-se os coe�cientes

do modelo misto é o que o difere dos modelos marginais, cujo alvo da inferência é a média

da população (Fitzmaurice et al, 2011).

É possível, através do teste da razão de verossimilhança, veri�car se o efeito

bi é estatisticamente signi�cativo. Ou seja, sob H0 queremos testar se σ2
b = 0, onde

σ2
b é a variância de bi. Se o teste apontar para um efeito estatisticamente signi�cativo

implica, então, que a inclusão de bi no modelo é importante para explicar a variação entre

indivíduos decorrente das medidas repetidas. O teste usual para tal veri�cação possui

distribuição assintótica qui-quadrado com 1 grau de liberdade. Esse teste é, em geral,

conservador por testar na fronteira do espaço paramétrico, sendo aconselhável considerar

uma mistura de qui-quadrados (
1

2
χ2
0 +

1

2
χ2
1) como distribuição.

Além de avaliar se o efeito σ2
b é estatisticamente signi�cativo, é também de fre-

quente interesse expressá-la em termos de uma correlação intra-classe (Snijders e Bosker,

1999), nos modelos onde apenas o intercepto é aleatório. O coe�ciente de correlação intra-

classe indica a proporção não explicada da variância a nível do indivíduo, ou seja, ele
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re�ete a magnitude da variância entre indivíduos (Hedeker e Gibbons, 2006). De forma

geral, o coe�ciente de correlação intra-classe (ICC, em inglês) é expresso por:

ICC =
σ̂2
b

σ̂2
b + σ̂2

ε

em que σ̂2
b representa a variância estimada para o efeito aleatório, e σ̂2

ε a variância estimada

dos erros do modelo.

A função de verossimilhança nessa classe de modelos é expressa por:

L(β, φ,G) =
n∏
i=1

∫
bi

f(Yi, bi)dbi

=
n∏
i=1

∫
bi

f(Yi|bi)f(bi)dbi

=
n∏
i=1

∫
bi

[
mi∏
j=1

f(Yij|bi)

]
f(bi)dbi. (3.11)

Os parâmetros do modelo linear generalizado misto são obtidos maximizando-se a

função em (3.11). Contudo, em geral, a integral anterior não possui forma analítica, e para

obtenção das estimativas por máxima verossimilhança faz-se então necessária a utilização

de métodos de aproximação numérica, como Laplace ou Quadratura gaussiana (Pinheiro

e Bates, 1995). Os métodos aproximados, por sua vez, podem ser computacionalmente

intensivos se o número de efeitos aleatórios no modelo for relativamente grande. Uma

alternativa em tais casos é fazer uso do método de quase-verossimilhança penalizada (PQL,

em inglês) que estende o método de quase-verossimilhança aplicando uma penalidade na

função de quase-verossimilhança, referente à distribuição do efeito aleatório (Breslow e

Clayton, 1993), ou utilizar a verossimilhança H, proposta por Lee e Nelder (1996).

3.1.3 Modelos de Transição

Em um estudo longitudinal se o foco/objetivo for fazer predição da resposta,

os modelos marginais e mistos são inadequados, e em tal caso aconselha-se o uso dos

chamados modelos de transição.

Os modelos de transição são uma classe de modelos que estende os GLM's para

dados longitudinais, onde a distribuição condicional da resposta Yij é descrita como uma
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função explícita das respostas passadas e de um vetor de variáveis preditoras. No modelo

de transição a distribuição condicional de Yij dado as respostas passadas é especi�cada

através de um GLM. Sob esse modelo assume-se correlação entre Yi1, . . . , Yimi
, pois as res-

postas passadas Yi1, . . . , Yij−1 in�uenciam de forma explícita na resposta atual, entrando

no modelo como preditoras adicionais (Diggle et. al, 2002).

O modelo de transição mais utilizado são os Markovianos, onde a distribuição de

Yij|Hij, sendo Hij = {Yid, d = 1, . . . , j− 1} a história do indivíduo i no tempo j, depende

apenas de Q observações a priori, Yij−1, . . . , Yij−Q,sendo Q a ordem da cadeia.

De forma geral, um modelo de transição pode ser especi�cado por:

1. E(Yij|Xij,Hij) = µij, onde a média condicional de Yij é expressa como função do

vetor de variáveis preditoras Xij e de Hij, através da seguinte função de ligação:

g(µij) = XT
ijβ +

Q∑
q=1

fq(Hij, α) (3.12)

em que fq(·) são funções conhecidas.

2. A variância condicional de Yij é assumida depender de µij, ou seja:

Var(Yij|Xij,Hij) = φυ(µij)

3. A correlação entre Yi1, . . . , Yini
é avaliada através do parâmetro α que aparece na

função fq(·).

Assim, se a resposta de interesse for binária, por exemplo, a formulação do modelo

de transição de ordem Q seria:

logitoP(Yij = 1|Xij,Hij) = XT
ijβ +

Q∑
q=1

αqyij−q,

em que β relaciona a resposta média às variáveis preditoras após ajustar pelas Q respostas

passadas; e αq descreve a dependência da resposta atual nas respostas passadas.

É importante ressaltar que a interpretação do coe�ciente β é especí�ca para a

ordem do modelo, e condicional às Q respostas passadas. Ressalta-se, ainda, que essa

classe de modelos não é interessante se o objetivo for fazer inferências marginais, ou seja,

inferências que descrevam a associação entre Yij e Xij apenas.

Nos modelos de transição os parâmetros podem ser estimados por máxima verossi-

milhança. Desta maneira, a distribuição conjunta de Yi1, . . . , Yimi
pode ser escrita na

forma:
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f(Yi1, . . . , Yimi
) = f(Yimi

|Yimi−1
, . . . , Yi1)f(Yimi−1

|Yimi−2
, . . . , Yi1) . . . f(Yi2|Yi1)f(Yi1)

Ou ainda:

f(Yi1, . . . , Yimi
; β, α) = f(Yi1; β, α)

mi∏
j=2

f(Yij|Hij) (3.13)

Já a distribuição condicional de Yij em um modelo de ordem Q é dada por:

f(Yij|Hij) = f(Yij|Yij−1, . . . , Yij−Q)

Assim, a contribuição da verossimilhança para o i−ésimo indivíduo será:

L(Yi1, . . . , YiMi
) = f(Yi1, . . . , YiQ)

mi∏
j=Q+1

f(Yij|Yij−1, . . . , Yij−Q) (3.14)

Ressalta-se, novamente, que essa classe de modelos especi�ca apenas a distribuição

condicional de Yij|Hij. Dessa maneira, a verossimilhança das Q primeiras observações

f(Yi1, . . . , YiQ) não é diretamente especi�cada. Assim sendo, os parâmetros β e α são esti-

mados maximizando-se a função de verossimilhança condicional, que é obtida omitindo-se

f(Yi1, . . . , YiQ) na função descrita em (3.14).

A função de verossimilhança condicional é então expressa por:

L(Yij; β, α) =
n∏
i=1

f(YiQ+1, . . . , Yimi
|Yi1, . . . , YiQ)

=
n∏
i=1

mi∏
j=Q+1

f(Yij|Hij)

Na classe dos modelos de transição é ainda possível caracterizar a correlação

entre as observações repetidas incorporando uma estrutura para a média marginal. Tal

caracterização é feita através dos chamados modelos de transição marginalizados (Azzalini,

1994; Heagerty, 2002), que não serão discutidos neste trabalho.
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Capítulo 4

Modelos para respostas ordinais

longitudinais

Na literatura sobre modelos para dados longitudinais há uma vasta referência de

livros e artigos que discutem as diferentes técnicas para modelar respostas discretas e

contínuas. Contudo, nos últimos anos tem sido crescente o interesse em modelar respostas

politômicas, em especial as ordinais, em estudos longitudinais, e algumas metodologias

alternativas têm sido utilizadas para tal (Miller et al., 1993; Hedeker e Gibbons, 1994;

Heagerty e Zeger, 1996; Hedeker e Mermelstein, 2000; Lee e Daniels, 2007).

Os modelos usuais para analisar dados longitudinais, descritos na seção 3, podem

ser utilizados para modelar respostas politômicas. Seguindo, por exemplo, a linha dos

modelos marginais, alguns autores propuseram diferentes procedimentos para modelar

res-postas politômicas em estudos longitudinais (Clayton, 1992; Gange et al., 1993; Miller

et al., 1993; Lipsitz et al., 1994). Na maioria dos trabalhos os autores adotaram as equações

de estimação propostas por Liang e Zeger (1986a; 1986b), apresentadas na subseção 3.1.1,

e �zeram uso do modelo de chances proporcionais para modelar a resposta. Clayton (1992),

por exemplo, usou as EEG's de 1a ordem para modelar respostas ordinais, mas as rees-

creveu a partir de K − 1 variáveis binárias, e utilizou o modelo de chances proporcionais

para ajustar os K − 1 modelos. Gange et al. (1993) trataram o parâmetro relacionado à

associação entre as medidas repetidas como perturbação, modelando apenas a resposta

média. Uma limitação dos dois trabalhos citados é que os autores utilizaram a matriz de

trabalho que assume independência entre as observações no processo de estimação dos

parâmetros do modelo. Já Miller et al. (1993) estenderam as EEG's de 1a ordem para

acomodar respostas politômicas. Os referidos autores de�niram um segundo conjunto

de equações de estimação para o parâmetro α, e mostraram que, sob certas condições,

as EEG's de 1a ordem se reduzem às equações de mínimos quadrados. Lipsitz et al.

(1994) estenderam as equações de Liang e Zeger (1986a; 1986b) para modelar a correlação

27



CAPÍTULO 4. MODELOS PARA RESPOSTAS ORDINAIS LONGITUDINAIS

entre respostas repetidas nominais ou ordinais. Os autores especi�caram a matriz de

correlação em termos das correlações entre os pares de respostas repetidas para o i-

ésimo indivíduo, e das matrizes de cova-riâncias marginais. Posterior a esses trabalhos,

Heagerty e Zeger (1996) propuseram um novo conjunto de equações de estimação para

analisar respostas ordinais correlacionadas. Os autores reescreveram as EEG's de 1a e

2a ordem, e a regressão logística alternada, de forma a acomodar as respostas ordinais.

Eles introduziram dois modelos de regressão: um modelo para descrever as probabilidades

acumuladas da resposta ordinal, e outro para a associação entre os pares de resposta.

Para o primeiro modelo, assumiram um modelo de chances proporcionais para modelar a

resposta média, e no segundo modelo utilizaram a razão de chances global como medida

de associação. É também possível modelar a resposta ordinal, via EEG's, utilizando-se o

modelo de chances proporcionais parciais, contudo, sua implementação, até então, somente

está disponível no software SAS.

Além das propostas de modelagem utilizando a classe de modelos marginais, sur-

giram inúmeros trabalhos propondo modelar respostas ordinais a partir da classe de mo-

delos lineares generalizados mistos (Hedeker e Gibbons, 1994; Hedeker e Mermelstein,

1998,2000; Hartzel et al., 2001; Hedeker, 2003). Hedeker e Gibbons (1994) propuseram

um modelo de efeitos aleatórios para analisar respostas ordinais em estudos longitudinais

fazendo uso das funções logística e probito. Os autores de�niram um modelo de efeitos

aleatórios usando a terminologia multinível, e para obter as estimativas dos parâmetros

utilizaram o método de máxima verossimilhança. Hedeker e Mermelstein (1998; 2000) des-

creveram uma extensão do modelo de chances proporcionais para dados longitudinais que

permite a não-proporcionalidade das odds em um subconjunto de vari-áveis preditoras.

Nesse artigo, os autores descrevem o modelo de efeitos aleatórios usando a proposta de Pe-

terson e Harrell (1990), relaxando, assim, o pressuposto de chances proporcionais. Hartzel

et al. (2001) apresentaram um procedimento geral para modelar respostas nominais ou

ordinais. Os autores descreveram um modelo logístico de categorias adjacentes para as

respostas ordinais, usando a de�nição de um GLMM. Para respostas nominais, esten-

deram o modelo logito generalizado, permitindo uma estrutura geral para a correlação dos

efeitos aleatórios. Hedeker (2003) novamente descreve um GLMM para modelar respostas

politômicas nominais, onde o modelo proposto acomoda múltiplos efeitos aleatórios e per-

mite, adicionalmente, uma forma mais geral para as variáveis preditoras do modelo. O

método de máxima verossimilhança é utilizado para estimar os parâmetros do modelo.

Outra classe de modelos que também pode ser usada para modelar respostas

politômicas são os modelos de transição, que avaliam a probabilidade de transição da

resposta de uma categoria para outra, descrevendo a distribuição condicional de cada

resposta Yij como uma função explícita das respostas passadas e de variáveis preditoras

(Diggle et al, 2002; Ganjali e Rezaee, 2007). Nessa classe de modelos é também possível
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ajustar um modelo de odds proporcionais parciais, caso o pressuposto de proporcionali-

dade das odds não possa ser veri�cado no modelo de chances proporcionais. Ainda dentro

dessa classe de modelos é possível caracterizar a correlação entre as observações repeti-

das incorporando uma estrutura para a média marginal, sendo tal caracterização feita

através dos chamados modelos de transição marginalizados, propostos inicialmente para

modelar respostas binárias longitudinais (Heagerty e Zeger, 2000; Heagerty, 2002), e mais

recentemente estendidos de forma a acomodar dados longitudinais ordinais (Lee e Daniels,

2007).

A escolha da estratégia de modelagem a ser utilizada no estudo longitudinal de-

penderá da pergunta de interesse do pesquisador. Nas seções a seguir os modelos para

respostas politômicas ordinais considerados nesse trabalho são apresentados sob a ótica

das três classes de modelos de regressão para dados longitudinais apresentadas na seção

3.1 para o caso geral.

4.1 Modelos marginais para respostas ordinais

O modelo marginal para a resposta ordinal Yij pode ser de�nido de forma geral

através do modelo de odds proporcionais parciais (Peterson e Harrel, 1990). Uma extensão

natural do referido modelo para dados longitudinais é dada por:

log

[
P(Yij ≤ k)

1− P(Yij ≤ k)

]
= γk +XT

ijβ + X̃T
ij%k, k = 1, 2, . . . , K − 1. (4.1)

É válido ressaltar que o modelo (4.1) é uma extensão do modelo de odds propor-

cionais onde o efeito %k varia de acordo com os k pontos de corte da resposta, sendo X̃ij

um subconjunto de Xij para os quais o efeito está variando em k. Se %k = 0, o modelo

acima se reduz ao modelo de odds proporcionais:

log

[
P(Yij ≤ k)

1− P(Yij ≤ k)

]
= γk +XT

ijβ, k = 1, 2, . . . , K − 1 (4.2)

No modelo de�nido em (4.2), as mudanças nos K − 1 logitos cumulativos, ao

longo do tempo, estão relacionadas com as variáveis preditoras. Embora o modelo inclua

K − 1 interceptos γk, ele assume que o efeito das variáveis preditoras é o mesmo entre os

K − 1 logitos, o que é equivalente a assumir que o efeito das variáveis preditoras sobre as

odds cumulativas são proporcionais (Fitzmaurice et al, 2011). Quando o pressuposto de
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proporcionalidade das odds não for veri�cado, pode-se considerar o modelo (4.1).

A construção de um MLG para as probabilidades acumuladas requer tratar as

respostas ordinais como um conjunto de K − 1 variáveis binárias da forma:

Uijk =

{
1, se Yij ≤ k

0, se Yij > k.

Uma especi�cação geral do modelo marginal para respostas ordinais é dada por:

1. logito (Fijk) = γk +XT
ijβ, em que Fijk = P(Uijk = 1|Xij) = P(Yij ≤ k|Xij);

2. Var(Uijk|Xij) = Fijk(1− Fijk);

3. Ao especi�carmos a associação intra-indivíduo (α), a correlação entre os compo-

nentes de (Uij1, . . . , Uij,K−1) na j-ésima ocasião é uma função conhecida da média

por meio de Fij.

Os componentes de (Uij1, . . . , Uij,K−1) na especi�cação 3 são correlacionados, e tal

correlação decorre do fato de que as probabilidades das K respostas multinomiais devem

necessariamente somar 1 (Fitzmaurice et al., 2011). Assim, por exemplo, a correlação

entre Uij1 e Uij2, pode ser expressa por:

Corr(Uij1, Uij2) =
Fij1 − Fij1Fij2√

Fij1Fij2(1− Fij1)(1− Fij2)
.

Alternativamente aos modelos para correlação, é possível especi�car a associação

entre os pares de respostas ordinais fazendo-se uso da razão de chances global como medida

de associação. Lipsitz et al. (1991) usaram a razão de chances como medida de associação

quando a resposta de interesse era binária, em contrapartida ao modelo para correlação

proposto por Prentice (1988), enquanto Heagerty e Zeger (1996) consideraram a razão de

chances global como medida de associação ao de�nirem o modelo marginal para os pares

de respostas repetidas ordinais. Assim, a razão de chances global para o i-ésimo indivíduo,

com respostas Yis = k1 e Yij = k2, por exemplo, é de�nida como:

ψisj(k1, k2) =
F isj(k1, k2)

[
1− Fisk1 − Fijk2 + F isj(k1, k2)

][
Fisk1 − F isj(k1, k2)

] [
Fijk2 − F isj(k1, k2)

] (4.3)

em que F isj(k1, k2) = P(Yis ≤ k1, Yij ≤ k2).

Segundo Heagerty e Zeger (1996), o parâmetro ψisj(k1, k2) na expressão (4.3) pode

ser visto como uma razão de chances marginal, que busca capturar a associação entre os
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pares de respostas Yis e Yij, nas categorias k1 e k2, respectivamente. É válido ressaltar

que é possível assumir uma única razão de chances global, independente dos K pontos

de corte da resposta ordinal se a matriz de trabalho Ri escolhida for do tipo simétrica

composta.

A estimação dos parâmetros no modelo marginal para resposta ordinal é feita

utilizando-se a extensão proposta por Heagerty e Zeger (1996). Assim, segundo estes

autores, se o interesse primário é na estimação do parâmetro β, as equações de estimação

de 1a ordem, assumindo a natureza ordinal da resposta, são representadas matricialmente

por:

[
U1(β, α)

U2(β, α)

]
=

n∑
i=1

[
∂µi
∂β

0

0 ∂σi
∂α

]T [
Vi11 0

0 Vi22

]−1 [
Yi − µi(β)

Si − σi(α, β)

]
= 0 (4.4)

em que Vi11 segue da expressão (3.2); Vi22 denota a matriz de covariância correspondente

ao seguinte produto de Kronecker: Si(s,j) = (Yis−µis)⊗(Yij−µij). Além disso, σi = E(Si).

A representação matricial em (4.4) é obtida a partir de uma transformação linear

que depende da média marginal. Por facilidade computacional, isto é, facilidade na inver-

são das matrizes Vi11 e Vi22, sugere-se escrever separadamente as equações de estimação

em (4.4). Assim, tem-se que:

U?1 (β, α) =
n∑
i=1

[
∂µi
∂β

]T
V −1i11 (Yi − µi(β)) (4.5)

e

U?2 (β, α) =
n∑
i=1

[
∂σi
∂α

]T
V̂ −1i22 (Si − σi(β, α)) (4.6)

A estimação de (β, α) em respostas ordinais é análoga à proposta de Lipsitz et

al. (1991). Contudo, a diferença para respostas ordinais é que a matriz de covariância

para o vetor de respostas Yi possui uma estrutura bloco-diagonal, com a covariância para

cada Yij determinada pela média µij. Assim, o seguinte algoritmo sumariza o processo de

estimação para as EEG's de 1a ordem no caso de respostas ordinais:

1. Obter as estimativas iniciais para (β̂(0), α̂(0)). Em geral, assume-se que α(0) = 0,

e estima-se β̂(0) a partir de um modelo de chances proporcionais para observações

independentes;

2. Usando o processo iterativo de Gauss-Seidel, obtêm-se as atualizações para β e α,
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e o processo continua até que se obtenha a convergência, tal que:

β̂(m+1) = β̂(m) +

(
n∑
i=1

[
∂µi
∂β

]T
V −1i11

[
∂µi
∂β

])−1( n∑
i=1

U?1 (β(m), α(m))

)

α̂(m+1) = α̂(m) +

(
n∑
i=1

[
∂σi
∂α

]T
V −1i22

[
∂σi
∂α

])−1( n∑
i=1

U?2 (β(m), α(m))

)

É válido lembrar que para as EEG's de 1a ordem o parâmetro α é tratado como

uma perturbação, e nos artigos publicados por Liang e Zeger (1986a; 1986b), o mesmo foi

inicialmente estimado pelo método dos momentos. Na abordagem marginal com respostas

ordinais, o coe�ente de regressão descreve como a odds da resposta pode aumentar (ou

diminuir) a cada unidade que se aumenta na covariável, se a mesma for contínua. E, no

caso de variáveis preditoras categóricas, a odds da resposta pode aumentar (ou diminuir)

a depender do grupo de comparação.

Como já foi dito anteriormente, Carey et al. (1993) propuseram a ALR, e esti-

maram o parâmetro α usando a razão de chances como medida de associação. Heagerty e

Zeger (1996) estenderam a metodologia de Carey et al. (1993) para acomodar respostas

ordinais, e utilizaram a razão de chances global como medida de associação. Assim, o

segundo conjunto de equações de estimação para o parâmetro α é dado por:

U??2 (β, α) =
n∑
i=1

[
∂ζi
∂α

]T
M−1

i (Y ?
i − ζi) = 0 (4.7)

onde Mi e ζi são como descritos em (3.8), mas ζijs(k1,k2) = E(Yis,k1|Yij,k2). Além disso,

Y ?
i − ζi representam os resíduos condicionais formados por todos os diferentes pares de

respostas ordinais, sendo Y ?
i de�nido como:

Y ?
i = ((Yi1 ⊗ 1K)T , (Yi2 ⊗ 1K)T , . . . , (Yi(ni−1) ⊗ 1K)T )T

O produto de Kronecker é usado com um vetor de 1's para representar o fato de que o

elemento do vetor Yij é repetido K vezes.

A equação de estimação em (4.7) nada mais é do que uma regressão de Y ?
i sob

Y ??
i , onde as esperanças condicionais são dadas por ζi = E(Y ?

i |Y ??
i ), sendo

Y ??
i = ((1K ⊗ Yi2)T , (1K ⊗ Yi3)T , . . . , (1K ⊗ Yini

)T )T

A partir da ALR é possível estimar a razão de chances global para o par (Yis, Yij)

nos pontos de corte (k1, k2), por exemplo, usando as variáveis indicadoras Uijk. O algoritmo
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de estimação para ALR é similar ao anteriormente descrito para as EEG's de 1a ordem,

alternando-se entre os passos para atualizar α e β. O β estimado via ALR possui a mesma

robustez, consistência e normalidade assintótica do estimador obtido usando as EEG's de

1a ordem. A diferença entre as duas metodologias refere-se à e�ciência do parâmetro α

(Heagerty e Zeger, 1996).

4.2 Modelos mistos para respostas ordinais

O modelo de efeitos mistos para as probabilidades acumuladas pode ser descrito,

como em Hedeker e Mermelstein (2000), em termos do seguinte logito:

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk +XT

ijβ + X̃T
ij%k + ZT

i bi, k = 1, 2, . . . , K − 1, (4.8)

em que Xi representa a matriz de variáveis preditoras para os efeitos �xos, Zi uma matriz

desenho para os efeitos aleatórios, sendo um subconjunto de Xij, e X̃ij é um subconjunto

de variáveis preditoras da matriz Xij para os quais o efeito do coe�ciente % varia em k.

Se o efeito %k em (4.8) for igual a zero, a expressão acima se reduz à de um modelo

de efeitos mistos descrito a partir do modelo de odds proporcionais, ou seja:

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk +XT

ijβ + ZT
i bi. (4.9)

Uma especi�cação geral para o modelo de efeitos mistos em respostas ordinais a

partir da expressão (4.9) é dada por:

1. ηij = γk +XT
ijβ + ZT

i bi;

2. Condicional ao vetor de efeitos aleatórios bi, os Yij são independentes e têm dis-

tribuição multinomial;

3. Os efeitos bi são assumidos seguir distribuição normal bivariada, com média 0 e

matriz 2× 2 de covariância G (para um modelo com intercepto e slope (coe�ciente

angular) aleatórios).

Assim, os logitos acumulados para uma resposta Yij que possui, por exemplo, três

categorias, são expressos por:
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log

[
P(Yij ≤ 1|bi)

1− P(Yij ≤ 1|bi)

]
= log

[
P(Yij = 1)

P(Yij = 2 ou 3)

]
= γ1 +XT

ijβ + ZT
i bi

log

[
P(Yij ≤ 2|bi)

1− P(Yij ≤ 2|bi)

]
= log

[
P(Yij = 1 ou 2)

P(Yij = 3)

]
= γ2 +XT

ijβ + ZT
i bi

Como os coe�cientes da regressão não dependem do índice k, assume-se então que

o efeito de certa covariável é o mesmo entre os K − 1 logitos. Desta maneira, a chance de

uma resposta em uma categoria maior que K, para algum K �xo, é dada por exp(β) para

cada 1 unidade de mudança em certa covariável Xi. Assim, para uma resposta ordinal

contendo 3 categorias, o modelo descreve simultaneamente o efeito de Xi sob todas as

K − 1 comparações entre as probabilidades (Hedeker e Mermelstein, 2000).

Outra maneira de representar o modelo descrito em (4.9) é usando uma re-

presentação multinível (Hedeker e Gibbons, 1994; 2006). Para tal, o referido modelo é

particionado em 2 níveis. Assim, o modelo para o 1o nível é dado pela seguinte expressão:

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk +XT

ijβ + ZT
i bi.

O 2o nível do modelo avalia a variação entre indivíduos, sendo expresso por:

bi = µ+ ẌT
i β̃ + δi.

Nesse nível os bi's são in�uenciados pelo efeito global µ e por Ẍi, onde é um

subconjunto de Xij. Além disso, o componente aleatório δi é normalmente distribuído

com média 0 e matriz de variância e covariância Gb.

Como anteriormente mencionado, a intepretação dos coe�cientes de regressão nessa

classe de modelos é a nível do indivíduo, e a inclusão de efeitos aleatórios no modelo tem

implicações na interpretação dos parâmetros. Nesse sentido, se houver uma covariável

categórica no modelo, o coe�ciente de regressão associado a ela descreverá como a odds

de uma dada categoria da resposta aumenta (ou diminui), dados dois indivíduos (cada

um de um grupo) com o mesmo efeito aleatório. Nos casos em que a covariável é contínua,

a odds da resposta para algum indivíduo aumenta (ou diminui) a cada uma unidade que

se acrescenta na referida covariável.

Se combinarmos os dois níveis do modelo, teremos a seguinte expressão:

log

[
P(Yij ≤ k|δi)

1− P(Yij ≤ k|δi)

]
= γk +XT

ijβ + ZT
i

(
µ+ ẌT

i β̃ + δi

)
A representação multinível mostra que, assim como as variáveis preditoras Xij
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são incluídas no primeiro nível modelo para explicar a variação da resposta a nível do

indivíduo, as variáveis preditoras Ẍi são incluídas no segundo nível para explicar a variação

de bi entre indivíduos (Hedeker e Gibbons, 1994).

Dadas as três especi�cações do modelo misto para a resposta ordinal, tem-se que

a probabilidade conjunta para Yi e bi pode ser expressa como:

f(Yi, bi) = f(Yi|bi)f(bi)

Assim, a função de verossimilhança é expressa por:

L(β, φ,G) =
n∏
i=1

∫
bi

f(Yi|bi)f(bi)dbi

=
n∏
i=1

∫
bi

[
K∏
k=1

(P(Yi ≤ k|bi)− P(Yi ≤ k − 1|bi))yik
]
f(bi)dbi (4.10)

Os parâmetros do modelo misto são estimados maximizando-se a função em (4.10),

sendo necessários para tal a utilização de métodos de aproximação numérica, como Laplace

ou Quadratura gaussiana, pois tal expressão não possui forma fechada. É também possível

fazer uso do método de quase-verossimilhança penalizada (PQL). É válido ressaltar que

em algumas situações o método PQL é preferível aos métodos de aproximação numérica

devido ao tempo computacional ser muito maior nos métodos numéricos.

4.3 Modelos de transição para respostas ordinais

A especi�cação do modelo de transição para respostas ordinais longitudinais é

feita de forma análoga às abordagens marginal e mista. As probabilidades acumuladas

da resposta podem ser de�nidas de forma geral a partir do seguinte modelo de odds

proporcionais parciais:

log

[
P(Yij ≤ k|Xi, X̃i,Hij)

1 + P(Yij ≤ k|Xi, X̃i,Hij)

]
= γk +XT

i β+ X̃T
i %Qk +(α1yij−1 +α2yij−2 + . . .+αqyij−q)

= γk +XT
i β + X̃T

i %Qk +

Q∑
q=1

αqyij−q (4.11)
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Como descrito na subseção 3.1.3, os modelos de transição são uma classe de mode-

los que expressam de forma explícita a in�uência de respostas passadas sob a resposta

atual, modelando a esperança condicional da variável resposta como função de respostas

passadas e variáveis preditoras.

Caso o efeito % na expressão (4.11) seja igual a zero, estamos assumindo que as

odds em quaisquer categorias da resposta são proporcionais. Assim, para modelarmos

a dependência de Yij sob Yi1, . . . , Yij−1, predizendo-a a partir das respostas passadas,

especi�camos o seguinte modelo de odds proporcionais:

log

[
P(Yij ≤ k|Xi,Hij)

1 + P(Yij ≤ k|Xi,Hij)

]
= γk +XT

i β + (α1yij−1 + α2yij−2 + . . .+ αqyij−q)

= γk +XT
i β +

Q∑
q=1

αqyij−q (4.12)

Assim, para Yij ordinal, a verossimilhança condicional é dada por:

L(Yi; β, α) =
n∏
i=1

ni∏
j=2

f(Yi|Hij, Xi) (4.13)

=
n∏
i=1

ni∏
j=2

{
K∏
k=1

[
P(Yij ≤ k|Hij, Xi)− P(Yij ≤ k − 1|Hij, Xi)

]yijk}

=
n∏
i=1

ni∏
j=2

{
K∏
k=1

[
eγk+X

T
i β+

∑Q
q=1 αqyij−q

1 + eγk+X
T
i β+

∑Q
q=1 αqyij−q

− eγk−1+X
T
i β+

∑Q
q=1 αqyij−q

1 + eγk−1+X
T
i β+

∑Q
q=1 αqyij−q

]yijk}

Nesse modelo os parâmetros β e αq são estimados usando a função de verossimi-

lhança condicional, pois como descrito em 3.1.3, a verossimilhança das Q primeiras ob-

servações não é diretamente especi�cada.

Nesse capítulo três classes de modelos para dados longitudinais foram utilizadas

para modelar respostas politômicas ordinais. A escolha da metodologia mais adequada

para análise dependerá do objetivo do estudo. Na modelagem marginal a interpretação

é populacional, sendo seu uso indicado quando o objetivo do estudo é inferir sobre a

população média. A modelagem marginal é uma das metodologias mais populares, em

decorrência, talvez, da facilidade na interpretação dos parâmetros estimados. Quando o

foco do estudo é o indivídiuo, o modelo linear generalizado mistos é o mais indicado. Nessa

36



4.3. MODELOS DE TRANSIÇÃO PARA RESPOSTAS ORDINAIS
CAPÍTULO 4. MODELOS PARA RESPOSTAS ORDINAIS LONGITUDINAIS

classe de modelos a heterogeneidade intra-indivíduos é modelada através da inclusão de

um efeito aleatório no modelo, que induz a covariância entre as respostas repetidas. A

intepretação pode ser marginal ou condicional, sendo mais usual condicionar no efeito

aleatório. Se o objetivo do estudo for fazer predição da resposta, o modelo de transição

será o mais adequado. Nessa classe de modelos as respostas passadas entram no modelo

como preditores adicionais, modelando, assim, a correlação entre as respostas.
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Capítulo 5

Exemplos numéricos

Neste capítulo os modelos longitudinais apresentados anteriormente serão utiliza-

dos em duas aplicações com dados reais. Apresentamos na Seção 5.1 os resultados de um

estudo epidemiológico cujo objetivo foi avaliar o impacto da implantação dos sistemas de

captação de águas da chuva na saúde das crianças residentes em 2 municípios do médio

vale do Jequitinhonha em Minas Gerais. Na Seção 5.2 discutimos os resultados de um

estudo sobre analgesia no parto, desenvolvido pela Faculdade de Medicina da UFMG e

pelo Hospital Odilon Berhrens, com objetivo de comparar duas técnicas de analgesia para

a dor no trabalho de parto.

5.1 Exemplo 1: Estudo sobre sistemas de captação de

chuva na saúde da criança

Os dados nesta aplicação provêm de um estudo epidemiológico, do tipo coorte

prospectiva, desenvolvido com 664 crianças de até 5 anos, selecionadas e acompanhadas

pelo período de um ano (2009 a 2010). O objetivo principal do estudo foi avaliar o im-

pacto da implantação dos sistemas de captação de água da chuva, construídas em sua

maioria pelo P1MC (Programa 1 milhão de cisternas), na saúde das crianças de famílias

rurais, residentes em 2 municípios (Chapada do Norte e Berilo) do Médio Vale do Jequi-

tinhonha em Minas Gerais. A seleção das crianças participantes foi realizada com base em

uma amostragem não probabilística, sendo tal decisão tomada devido à existência de um

pequeno número de crianças que atendiam aos critérios para integrar o grupo exposto à

intervenção. Na primeira etapa do estudo metade das crianças analisadas possuíam acesso

às cisternas para armazenamento de água da chuva (Grupo 1), e a outra metade dependia

de outras fontes de água (mananciais sem proteção sanitária, como rio, barragem, mina

e cacimba), ou seja, não possuíam o sistema de captação de água em cisternas (Grupo
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2). Das 664 crianças amostradas, 248 eram do município de Berilo, e 416 de Chapada do

Norte. No estudo, dois indicadores de saúde foram analisados: a ocorrência de diarréia e

a presença de parasitas intestinais (protozoários comensais: Endolimax nana, Entamoeba

coli e Iodamoeba butschlii; protozoários patogênicos: Entamoeba histolytica/dispar e Gi-

ardia lamblia; helmintos: ancilostomídeos, Ascaris lumbricoides, Hymenolepis nana, En-

terobius vermicularis, Strongyloides stercoralis e Trichuris trichiura) investigados em 3

etapas longitudinais do estudo.

Neste trabalho a resposta de interesse é a carga parasitária (1: criança poliinfec-

tada; 2: criança monoinfectada; 3: criança não infectada), avaliada via exame de fezes,

para a i-ésima criança, na etapa j, j = 1, 2, 3 do estudo (j = 1: início do estudo; j = 2: 6

meses após o início do estudo; j = 3: 1 ano após o início do estudo). As variáveis predi-

toras consideradas para ajuste dos modelos são: grupo (1: com cisterna; 0: sem cisterna),

frequência de banho nas crianças (1: >1 vez ao dia; 0: uma vez ao dia), sexo (0: Feminino;

1: Masculino) e idade das crianças em meses.

A Tabela 5.1 apresenta uma descrição das variáveis preditoras em relação à variável

de grupo no início do estudo. Nos dois grupos a proporção maior é de crianças do sexo

feminino, que tomam mais do que um banho por dia, e cuja idade é superior a doze meses.

Na Tabela 5.2 apresentamos uma descrição das variáveis preditoras na primeira etapa do

estudo em relação à carga parasitária da criança. Observa-se que a proporção de crianças

poliinfectadas no grupo com cisterna é maior do que no grupo sem cisterna. 7,2% das

crianças que tomam mais do que um banho por dia são poliinfectadas, e das crianças que

possuem um ano ou mais de vida, apenas 7,6% são poliinfectadas. É válido ressaltar que

apesar do estudo ter sido conduzido com 664 crianças, o número de informações varia

entre as variáveis consideradas no estudo, em decorrência de perda de informação.

Tabela 5.1: Descrição das variáveis preditoras por grupo no início do estudo

grupo
variáveis n com cisterna sem cisterna

n (%) n (%)
sexo
M 349 171 (51,5) 178 (53,6)
F 315 161 (48,5) 154 (46,4)
frequência de banho
1 x ao dia 103 64 (19,3) 39 (11,8)
> 1 x ao dia 559 268 (80,7) 291 (88,2)
idade da criança
< 12 meses 120 56 (16,9) 64 (19,3)
≥ 12 meses 542 275 (83,1) 267 (80,6)
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Tabela 5.2: Descrição das variáveis preditoras no início do estudo em relação à carga
parasitária da criança

carga parasitária da criança
variáveis n não infectada monoinfectada poliinfectada

n (%) n (%) n (%)
sexo
M 313 241 (77,0) 52 (16,6) 20 (6,4)
F 263 191 (72,6) 54 (20,6) 18 (6,8)
frequência de banho
1 x ao dia 89 70 (78,6) 16 (18,0) 3 (3,4)
> 1 x ao dia 485 360 (74,2) 90 (18,6) 35 (7,2)
idade da criança
< 12 meses 76 67 (88,2) 9 (11,8) 0 (0,0)
≥ 12 meses 498 365 (73,3) 95 (19,1) 38 (7,6)
grupo
com cisterna 292 224 (76,7) 46 (15,8) 22 (7,5)
sem cisterna 284 208 (73,3) 60 (21,1) 16 (5,6)

Figura 5.1: Per�l da carga parasitária da criança em cada etapa do estudo.

A Figura 5.1 apresenta o per�l médio das crianças quanto à carga parasitária em

cada etapa do estudo. Nela observamos que a proporção de crianças poliinfectadas no início

do estudo é de aproximadamente 7%, aumentando para cerca de 10% na etapa seguinte,

e voltando a cair no �nal do estudo. Esse mesmo comportamento pode ser observado

em relação à monoinfecção. Na Figura 5.2 há uma descrição da proporção de crianças
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poliinfectadas, bem como poli ou monoinfectadas em cada grupo nas 3 etapas do estudo.

É possível observar que o grupo com cisterna apresenta uma maior proporção de crianças

poliinfectadas em todas as etapas do estudo (Figura 5.2 (a)). Ao avaliar a Figura 5.2 (b)

nota-se que a proporção de crianças infectadas (com mono ou poliinfeção) é ligeiramente

maior no grupo sem cisterna nas duas primeiras etapas do estudo, e apenas na etapa �nal

essa proporção é maior no grupo com cisterna (maiores detalhes em Fonseca, 2012).

Figura 5.2: Descrição da proporção de crianças (a) poliinfectadas (b) poli ou monoinfec-

tadas em cada grupo nas 3 etapas do estudo.

Para ajuste do modelo marginal com respostas ordinais (Seção 4.1) foram uti-

lizadas as funções ordegee(·) da biblioteca geepack e repolr(·) da biblioteca repolr.

Tais funções utilizam a versão da regressão logística alternada (ALR), estendida por Hea-

gerty e Zeger (1996), para estimação dos parâmetros. Além disso, esta última função

testa, através da estatística escore, se o pressuposto do modelo de odds proporcionais foi

violado. Diferentes estruturas (simétrica composta, não estruturada, independente) foram

utililizadas para a matriz de trabalho. Para o ajuste do GLMM (Seção 4.2) foram utilizadas

as funções clmm(·) e clmm2(·) da biblioteca ordinal. O método de estimação utilizado

foi o de máxima verossimilhança via quadratura gaussiana adaptativa, considerando-se

50 pontos para a quadratura. Para o GLMM foram ajustados 2 modelos: em um deles

considerou-se apenas o intercepto como aleatório, e no outro intercepto e slope (coe�ciente

angular) para a covariável etapa foram considerados aleatórios. Para avaliar a signi�cân-

cia da variância do efeito aleatório em ambos os modelos foi realizado o teste da razão
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de verossimilhança (TRV), calculando-se também o coe�ciente de correlação intra-classe

(apenas para o modelo com o intercepto aleatório). Para o modelo de transição (Seção 4.3)

foram ajustados dois modelos de 1a ordem, onde em um deles considerou-se a interação

entre a resposta no tempo j − 1 e a variável grupo, e no outro um modelo sem interação.

O modelo de transição foi ajustado usando a função vglm(·) da biblioteca VGAM. Todos os

ajustes foram realizados no software R-2.15 (R, 2012).

Para os modelos marginal, misto (dados os efeitos aleatórios) e de transição, res-

pectivamente, assumiu-se que o log da odds para uma das categorias da resposta ordinal

em cada etapa do estudo segue os seguintes modelos de odds proporcionais:

• Modelo marginal

log

[
P(Yij ≤ k|Xij)

1− P(Yij ≤ k|Xij)

]
= γk +β1grupoij +β2sexoi+β3freq.banhoi+β4etapaj +β5idadei

• GLMM

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk+β1grupoij+β2sexoi+β3freq.banhoi+β4etapaj+β5idadei+bi

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk+β1grupoij+β2sexoi+β3freq.banhoi+β4etapaj+β5idadei+b1i+b2ietapaj

• Modelo de transição

log

[
P(Yij ≤ k|Hij, Xij)

1− P(Yij ≤ k|Hij, Xij)

]
= γk+β1grupoij+β2sexoi+β3freq.banhoi+β4etapaj+β5idadei+

+α1yij−1 + α2yij−1 × grupoij

log

[
P(Yij ≤ k|Hij, Xij)

1− P(Yij ≤ k|Hij, Xij)

]
= γk+β1grupoij+β2sexoi+β3freq.banhoi+β4etapaj+β5idadei+

+αyij−1

Na abordagem marginal foram ajustados 3 modelos que diferem apenas em re-

lação à estrutura da matriz de trabalho R(α) (assumimos matrizes do tipo independente,

simétrica composta e não-estruturada). É possível observar na Tabela 5.3 que não há

diferença nas estimativas dos parâmetros entre os modelos. Como mencionado na subseção
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3.1.1, mesmo sob má especi�cação da matriz R(α), as estimativas para β são consistentes.

Um critério para escolha da melhor estrutura é o QIC, contudo, para a função até então

disponível no software R para ajuste do modelo marginal ordinal, esta medida não pode

ser calculada. Um critério alternativo para escolha da referida estrutura seria avaliar a sig-

ni�cância estatística do parâmetro α, que mede a associação entre as medidas repetidas.

No modelo 1 assumiu-se uma estrutura do tipo independente para R(α), logo R(α) = I.

Para os modelos 2 e 3 nota-se que o componente α não foi estatisticamente signi�cativo.

Assim, por parcimônia, o modelo 2 poderia ser o escolhido, visto que apenas 1 parâmetro é

estimado para a estrutura de associação. O pressuposto do modelo de odds proporcionais

foi avaliado, e o teste apontou para sua violação (p-valor=0,029). As variáveis preditoras

que violaram o pressuposto foram grupo, idade e etapa. Assim sendo, o mais adequado

é considerar, por exemplo, o modelo de odds proporcionais parciais para ajuste, onde o

efeito das variáveis preditoras que violaram o pressuposto de proporcionalidade das odds

variará de acordo com a categoria da resposta. O ajuste deste modelo marginal é apenas

possível no software SAS (SAS Institute Inc., 2002). Os resultados obtidos para o mod-

elo de odds proporcionais parciais encontram-se na Tabela 5.4. O modelo �nal considera

uma estrutura do tipo simétrica composta para a matriz de trabalho. É válido ressaltar

que também foi ajustado um mode-lo considerando a matriz de trabalho do tipo não es-

truturada, contudo, os componentes estimados para a estrutura de associação não foram

estatisticamente signi�cativos. Assim, por parcimônia, optamos pela estrutura do tipo

simétrica composta.

Tabela 5.3: Estimativas dos parâmetros para o modelo marginal no estudo sobre sistemas
de captação de chuva na saúde da criança.

R(α) independente R(α) simétrica composta R(α) não estruturada

variável β̂ ep∗ p-valor β̂ ep p-valor β̂ ep p-valor

γ1 -3,825 0,456 - -3,828 0,456 - -3,809 0,456 -
γ2 -2,066 0,445 - -2,069 0,444 - -2,049 0,443 -

grupo (com cisterna) 0,352 0,187 0,064 0,353 0,186 0,059 0,353 0,188 0,065
sexo (M) 0,062 0,186 0,739 0,060 0,186 0,746 0,058 0,186 0,751
freq.banho (> 1x ao dia) 0,282 0,286 0,324 0,279 0,286 0,329 0,284 0,286 0,321
idade 0,031 0,007 <0,001 0,031 0,006 <0,001 0,031 0,007 <0,001
etapa -0,135 0,098 0,172 -0,133 0,098 0,177 -0,146 0,098 0,137

α̂∗∗ - 0,291 0,398 0,465 -0,309 0,520 0,553
0,438 0,435 0,314
0,845 0,557 0,129

∗erro-padrão baseado na variância do estimador sanduiche
∗∗associação intra-indivíduo baseada no log da odds ratio

A partir dos resultados da Tabela 5.4 observamos que a chance de poliinfecção no

estudo é 1,7 (e0,535) vezes maior entre crianças que possuem cisterna quando comparadas

àquelas que não possuem. Observamos ainda que há um aumento na chance de poliin-

fecção a cada um mês de acréscimo na idade da criança (e0,037 = 1, 04). O mesmo ocorre
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Tabela 5.4: Estimativas dos parâmetros para o modelo marginal via odds proporcionais
parciais no estudo sobre sistemas de captação de chuva na saúde da criança.

variável β̂ ep∗ p-valor

γ1 -2,083 0,336 -
γ2 -1,923 0,258 -

grupo1 (com cisterna) 0,535 0,191 0,002
grupo2 -0,059 0,118 0,621
sexo (M) 0,056 0,118 0,633
freq.banho (> 1x ao dia) 0,248 0,182 0,172
idade1 0,037 0,007 0,037
idade2 0,023 0,004 <0,001
etapa1 -0,315 0,112 0,101
etapa2 -0,131 0,066 0,049

α̂ 0,776 0,130 <0,001

em relação à chance de mono ou poliinfecção (e0,023 = 1, 02). Já em relação à variável

etapa observa-se que há uma redução na chance de mono ou poliinfecção (e−0,131 = 0, 88)

no decorrer do estudo. Nesse modelo a associação entre as etapas do estudo foi estatisti-

camente signi�cativa, indicando que a chance de uma criança com mono ou poliinfecção

em uma etapa permanecer em tal condição na etapa seguinte é 2,2 (e0,776). Essa mesma

chance também vale para uma criança não infectada numa etapa, permanecer em tal

condição na etapa seguinte do estudo.

Tabela 5.5: Estimativas dos parâmetros para o modelo misto no estudo sobre sistemas de
captação de chuva na saúde da criança.

GLM GLMM- intercepto aleatório GLMM- intercepto e slope aleatório
variável est ep p-valor est ep p-valor est ep p-valor
γ1 -3,495 0,244 - -3,551 0,297 - -3,534 0,433 -
γ2 -1,761 0,225 - -1,808 0,275 - -1,781 0,417 -

grupo (com cisterna) -0,057 0,116 0,622 -0,054 0,118 0,648 -0,060 0,118 0,610
sexo (M) -0,031 0,117 0,791 -0,030 0,117 0,797 -0,032 0,118 0,787
freq.banho (>1x ao dia) 0,311 0,166 0,060 0,313 0,168 0,062 0,313 0,168 0,063
idade 0,021 0,004 <0,001 0,021 0,004 <0,001 0,021 0,004 <0,001
Etapa 0,014 0,069 0,836 0,001 0,161 0,983

g11 = V ar(b1i) 0,038 0,040
g22 = V ar(b2i) 0,042

TRV∗ 0,47 0,01
ICC1 0,011
AIC 2204,7 2208,6 2203,2

est: estimativa dos parâmetros; ep: erro-padrão
∗ sob H0 σ2

bli
= 0, l = 1, 2 (indica se o efeito é no intercepto ou slope)

1 ICC avaliado em b1i

No modelo misto (Tabela 5.5) observa-se não haver diferença entre os modelos

ajustados, e isso pode decorrer do fato das crianças terem recebido medicação para com-

bater a infecção no início do estudo. Ao compararmos o modelo sob independência com o

GLMM assumindo apenas um intercepto aleatório, notamos, pelo TRV, que não haveria
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necessidade de ajustar um modelo com efeito aleatório. Apesar do TRV apontar para

uma não-rejeição da hipótese nula (p-valor=0,47), mantivemos o ajuste do modelo misto

com um efeito aleatório, e dos três modelos ajustados, optamos pelo último, que con-

sidera dois efeitos aleatórios, em decorrência do TRV ter apontado para uma rejeição

(p-valor=0,01) da hipótese nula, indicando, assim, a importância de manter o coe�ciente

angular (slope) no modelo. É válido ressaltar que a distribuição usual da estatística de

teste é qui-quadrado com 1 grau de liberdade, contudo, utilizamos uma mistura de qui-

quadrados

(
1

2
χ2
0 +

1

2
χ2
1

)
como distribuição para a referida estatística, em decorrência da

hipótese testada estar na fronteira do espaço paramétrico. Para o modelo �nal (modelo

com 2 efeitos aleatórios) foi testado o pressuposto de proporcionalidade das odds, e o

mesmo foi rejeitado (p-valor=0,003). Assim, o mais adequado é considerar um modelo

de odds proporcionais parciais, onde o efeito para as variáveis preditoras grupo, etapa e

idade, identi�cadas no teste como as que violaram o pressuposto, variará de acordo com a

categoria da resposta. As demais covariáveis terão seu efeito constante. É válido ressaltar

que o modelo �nal de odds proporcionais parciais considera que há efeito aleatório no

intercepto e no slope.

Tabela 5.6: Estimativas dos parâmetros para o modelo misto via odds proporcionais par-
ciais no estudo sobre sistemas de captação de chuva na saúde da criança.

variável estimativa ep

γ1 -3,864 0,445
γ2 -1,772 0,275

Grupo1(com cisterna) 0,521 0,214∗

Grupo2(com cisterna) -0,110 0,118
sexo (M) -0,029 0,116
freq.banho (>1x ao dia) 0,304 0,167
idade.criança1 0,033 0,008∗

idade.criança2 0,020 0,004∗

Etapa1 -0,173 0,134
Etapa2 0,031 0,070

g11 = Var(b1i) 0,022
g22 = Var(b2i) 0,042
∗ p-valor< 0,05

A partir do ajuste do modelo misto considerando odds proporcionais parciais

(Tabela 5.6), observamos que a chance de poliinfecção aumenta a cada um mês acrescido

na idade da criança (e0,033 = 1, 04). O mesmo ocorre com a chance de mono ou poliinfecção

(e0,020 = 1, 03).

Por �m, o modelo de transição foi ajustado para predizer o risco de infecção
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Tabela 5.7: Estimativas dos parâmetros para o modelo de transição no estudo sobre sis-
temas de captação de chuva na saúde da criança.

modelo com interação modelo sem interação
variável est ep p-valor est ep p-valor

γ1 -2,243 0,462 - -2,726 0,384 -
γ2 -0,593 0,445 - -0,887 0,365 -

grupo (com cisterna) -0,510 0,553 0,356 0,061 0,156 0,696
sexo (M) 0,077 0,156 0,622 0,078 0,156 0,616
freq.banho (>1x ao dia) -0,214 0,221 0,333 -0,226 0,220 0,305
idade 0,013 0,006 0,023 0,013 0,006 0,022
Etapa 3 -0,555 0,159 <0,001 -0,553 0,158 <0,001

Yj−1

não- infectada -0,426 0,411 0,299 -0,128 0,293 0,662
monoinfectada -0,505 0,472 0,284 -0,095 0,312 0,767

Yj−1 por Grupo
não- infectada 0,580 0,585 0,321
monoinfectada 0,756 0,648 0,243

AIC 1225.9 1223.4

est: estimativa dos parâmetros
ep: erro-padrão

(mono ou poliinfecção) na criança controlando pela idade, grupo, frequência de banho e

etapa. A Tabela 5.7 traz os resultados de dois ajustes: no primeiro deles foi avaliada a

interação entre a resposta na etapa j − 1 e a variável de grupo, que dentre todas con-

sideradas no ajuste, é a única que muda de uma etapa para outra. O segundo modelo

é sem interação. O pressuposto de proporcionalidade das odds foi testado e o mesmo

não foi violado (p-valor=0,09) no modelo de transição. Assim, é posível observar que a

interação não foi estatisticamente signi�cativa, indicando que o efeito da variável grupo

entre as etapas é similar e parece não afetar a carga parasitária da criança. Considerando,

então, o modelo sem interação, observa-se que as variáveis preditoras idade e etapa foram

estatisticamente signi�cativas. A correlação entre as respostas Yij e Yij−1 não foi estatis-

ticamente signi�cativa, indicando que o efeito de uma etapa a outra do estudo não muda.

Analisando a idade, observa-se que a chance de uma criança ser poliinfectada no tempo

j aumenta (e0,013 = 1, 03) a cada um mês que acrescentamos na idade da criança. Devido

ao pressuposto de proporcinaliade das odds a chance de poli ou mono infecção é a mesma.

Observamos, ainda, que a chance de poliinfecção na etapa 3 e menor quando comparada

à etapa 2 (e−0,553 = 0, 57). O atrativo dos modelos de transição está justamente na possi-

bilidade de predizer o comportamento da resposta, avaliando como a mesma se comporta

quando há a transição de uma categoria para a outra no tempo.

Na Tabela 5.8 apresentamos um resumo dos efeitos que foram estatisticamente

signi�cativos nos três modelos �nais (marginal e misto usandoodds proporcionais parci-
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ais, e transição considerando odds proporcionais) considerados nesta aplicação. Apesar

dos modelos não serem comparáveis, observamos que os efeitos foram similares nas três

abordagens consideradas.

Tabela 5.8: Estimativas dos parâmetros em termos de razões de chance para os modelos
�nais no estudo sobre sistemas de captação de chuva na saúde da criança.

variável modelo marginal modelo misto modelo de transição

grupo1 (com cisterna) e0,535 = 1, 70 e0,521 = 1, 68 -
grupo2 (com cisterna) - -
sexo (Masc) - - -
freq.banho (> 1x ao dia) - - -
idade1 e0,037 = 1, 04 e0,033 = 1, 03 e0,013 = 1, 01
idade2 e0,023 = 1, 02 e0,020 = 1, 02
etapa1 - -
etapa2 e−0,131 = 0, 88 - e−0,553 = 0, 57
OR: odds ratio

Os modelos ajustados nessa aplicação possuem propósitos diferentes na análise de

dados longitudinais. A escolha da melhor abordagem irá depender da pergunta de interesse

no estudo. Se o objetivo for inferir sobre o comportamento médio da população estudada

em relação ao impacto dos sistemas de captação de água da chuva na saúde das crianças,

o modelo marginal é o mais adequado. Caso o alvo da pesquisa seja o indivíduo, o modelo

misto é o mais indicado. Contudo, se existe interesse em predizer o comportamento futuro

da resposta, avaliando o impacto das respostas passadas sob a atual, o modelo indicado

será o de transição.
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5.2 Exemplo 2: Estudo sobre analgesia no parto

Os dados nesta aplicação provêm de um estudo comparativo conduzido pela Facul-

dade de Medicina da UFMG e pelo Hospital municipal Odilon Berhens, cujo objetivo foi

comparar duas técnicas de analgesia para a dor do trabalho de parto. No estudo 49

pacientes foram acompanhadas por um pro�ssional treinado durante todo o período até

o parto. Foi feita uma avaliação em relação à intensidade da dor e medidas como pressão

arterial, frequência cardíaca materna, consumo de ocitocina, nível de sedação, sinais de

depressão respiratória, apnéia, dentre outras, inicialmente a cada 5 minutos, nos trinta

primeiros minutos após o início da anestesia, e após isso a cada 30 minutos até o parto.

A primeira técnica utilizada para comparação foi a analgesia epidural, considerada como

padrão-ouro, onde um analgésico local é utilizado. A segunda técnica, cuja e�ciência será

comparada ao padrão-ouro, é a infusão venosa contínua de remifentanil, um opióide que

tem início de ação muito rápido (de 1 a 3 minutos).

A intensidade da dor é normalmente dependente do grau de dilatação do colo

uterino, sendo, em geral, de leve intensidade, e é do tipo cólica na fase inicial quando

a dilatação do colo é menor do que 3 cm, e com a progressão do trabalho de parto os

segmentos espinhais adjacentes são estimulados e a dor torna-se mais intensa. A analgesia

de parto bloqueia parcial ou completamente os efeitos deletérios da dor e promove conforto

à parturiente por controlar de modo efetivo a dor associada às contrações, devendo ser

iniciada no momento em que a dor tornar-se incômoda para a parturiente, independente

do grau de dilatação do colo uterino e havendo a con�rmação do diagnóstico de trabalho

de parto (dilatação do colo de 2 a 3 cm com contrações rítmicas na frequência de 3 a 5

cm, intervalo de 10 minutos) (maiores detalhes em Soares, 2013).

Consideraremos como resposta de interesse a intensidade da dor, avaliada através

de uma escala visual analógica (EVA) ( 1: dor leve e tolerável; 2: dor moderada e que

causa desconforto; 3: dor intensa e insuportável), tendo sido medida a cada 5 minutos

(5,10,15,20,25,30 minutos) após a anestesia, e após isso a cada 30 minutos até o parto

(60, 90, 120, ...). O último tempo anotado foi de 360 minutos. No entanto, para as análises

apresentadas aqui considerou-se o tempo até 90 minutos para reduzir o número de medidas

por paciente. Neste caso j denota os tempos onde a intensidade da dor foi avaliada. Assim,

j = 0, 5, 10, 15, 20, 25, 30, 60, 90 minutos. As variáveis preditoras consideradas para ajuste

dos modelos são: grupo (0:peridural; 1:remifentanil), idade da paciente, doença atual

(0:não; 1: sim), uso de medicamentos (0:não; 1: sim), tipo de parto (0:normal; 1:cesáreo),

frequência respiratória (FR), consumo de ocitocina, dilatação uterina (DU).

Analisando os dados, veri�cou-se que a idade média das pacientes acompanhadas

era de 22 anos. Até os 15 primeiros minutos após injeção da anestesia 100% das mulheres
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ainda não haviam tido bebê. Das 49 mulheres amostradas, 37% tiveram o bebê em até

90 minutos após a injeção da anestesia. Veri�cou-se, ainda, que antes da anestesia ter

sido injetada nas pacientes, 48,9% delas classi�caram sua dor como intensa, e após os 5

primeiros minutos de efeito da anestesia esse percentual diminuiu para 36,7%. A maior

parte (67,3%) das pacientes acompanhadas no estudo optaram pela anestesia padrão

(Peridural). Ao avaliar duas medidas que interferem na evolução do trabalho de parto

(dilatação uterina e consumo de ocitocina), é possível notar que a variação da dilatação

uterina é maior entre as pacientes que classi�caram sua dor como leve. Nota-se, ainda, que

essa variação parece não diferir entre as pacientes cuja intensidade da dor é moderada ou

intensa (Figura 5.3 (a)). Em relação ao consumo de ocitocina, aparentemente também não

há diferença entre as categorias da resposta (Figura 5.3 (b)). Analisando essas medidas

em relação ao tipo de anestesia que as pacientes usaram, veri�ca-se que há uma maior

variabilidade em relação à dilatação uterina dentre as pacientes que usaram a anestesia

epidural, sendo a mediana da dilatação para esse grupo em torno de 6cm. Já para as

pacientes que usaram remifentanil, a mediana da dilatação é de 5cm (Figura 5.4 (a)).

Para o consumo de ocitocina, nota-se uma maior variabilidade dentre as pacientes que

usaram remifentanil, contudo, o consumo mediano é o mesmo para os 2 grupos (Figura

5.4 (b)).

Figura 5.3: Boxplots para (a) dilatação uterina e (b) consumo de ocitocina em relação à

intensidade da dor após os 5 minutos de anestesia
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Figura 5.4: Boxplots para (a) dilatação uterina e (b) consumo de ocitocina em relação ao

tipo de anestesia.

Figura 5.5: Per�l para a intensidade da dor até a hora do parto.

Na Figura 5.5 é possível observar o per�l médio da intensidade da dor durante os

90 minutos em que as pacientes foram acompanhadas. Nota-se que durante os primeiros

30 minutos após o início da anestesia há grande oscilação em relação à intensidade da dor

entre as pacientes. Antes das pacientes receberem a anestesia (tempo 0), a proporção de

pacientes com dor intensa era de 49%, e essa proporção cai para 36,7% após os 5 primeiros
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minutos de anestesia. Já para as pacientes cuja dor era moderada ou leve essa proporção

aumenta do tempo 0 para o 5. Observa-se, ainda, que após os 30 primeiros minutos da

aplicação da anestesia, a proporção cai para as mulheres cuja dor é leve ou moderada,

mas aumenta entre aquelas com dor intensa (entre 30 e 60 minutos), voltando a cair entre

60 e 90 minutos.

Após a realização de uma análise univariada, foram levadas para o modelo mul-

tivariado todas as covariáves com valor-p < 0, 20 (grupo, idade, consumo de ocitocina,

frequência respiratória, dilatação uterina e tempo). Nesta aplicação são ajustados apenas

os modelos marginal e misto, visto que os modelos de transição não são aconselháveis

quando o número de medidas repetidas por indivíduo é muito superior a 4, além disso,

nesse estudo o interesse principal não é fazer predição. Assim, assumimos que o log da odds

para uma das categorias da resposta ordinal em cada tempo j segue os seguintes modelos

de odds proporcionais marginais e mistos (um modelo considerando efeito aleatório ape-

nas no intercepto, e outro que considera no intercepto e no slope para a variável tempo),

respectivamente. É válido ressaltar que os modelos foram ajustados a partir das funções

do software R (R, 2012) mencionadas na Seção 5.1.

• Modelo marginal

log

[
P(Yij ≤ k|Xij)

1− P(Yij ≤ k|Xij)

]
= γk+β1grupoi+β2idadei+β3ocitocinai+β4FRij+β5DUij+β6tempoij

• GLMM

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk+β1grupoi+β2idadei+β3ocitocinai+β4FRij+β5DUij+β6tempoij+bi

log

[
P(Yij ≤ k|bi)

1− P(Yij ≤ k|bi)

]
= γk+β1grupoi+β2idadei+β3ocitocinai+β4FRij+β5DUij+β6tempoij+b1i+

+b2itempoij

No modelo marginal (Tabela 5.9) três diferentes estruturas para a matriz de tra-

balho foram consideradas, e os resultados obtidos nos 3 ajustes foram bem similares, o

que corrobora a teoria do modelo no sentido de que independente da matriz de trabalho

escolhida, as estimativas para o coe�ciente β são consistentes. Ressalta-se, contudo, que

se o interesse for também a estimação do parâmetro α, é então importante escolher cor-

retamente a matriz de trabalho. Nesse sentido, o modelo 1 seria descartado, pois a matriz
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do tipo independente assume não haver associação intra-indivíduo, e portanto nenhum

parâmetro é estimado para avaliar a associação. Para o modelo 3, 36 combinações entre as

9 medidas do tempo são consideradas, e com isso tem-se 36 estimativas para o parâmetro

α. Devido à impossibilidade de escolher a melhor estrutura para a matriz R(α) fazendo

uso do QIC, pode-se usar o critério da parcimônia, e optar pelo modelo que estime menos

parâmetros de associação. No modelo 3 muitos dos α's estimados foram estatisticamente

signi�cativos, indicando haver mudança no log da chance de um tempo para outro, con-

tudo, muitas medidas foram estimadas. Assim, por parcimônia, pode-se escolher o modelo

2, cuja medida de associação também foi estatisticamente signi�cativa e um único α foi

estimado. O pressuposto de proporcionalidade das odds foi testado e rejeitado, indicando

que o mais adequado é considerar outro modelo para respostas ordinais. Em tal caso foi

ajustado no software SAS 9.0 o modelo de odds proporcionais parciais considerando as

variáveis preditoras grupo, frequência respiratória e dilatação uterina com efeitos variando

de acordo com a categoria da resposta (Tabela 5.10). Além disso, por parcimônia, a matriz

de trabalho considerada foi a simétrica composta, pois no ajuste considerando a matriz

do tipo não estruturada a maioria dos efeitos estimados para a estrutura da associação

não foram estatisticamente signi�cativos.

Tabela 5.9: Estimativas dos parâmetros para o modelo marginal no estudo sobre analgesia
do parto.

R(α) independente R(α) simétrica composta R(α) não estruturada+

variável β̂ ep∗ p-valor β̂ ep p-valor β̂ ep p-valor

γ1 1,351 1,218 - 1,804 1,287 - 1,669 1,308 -
γ2 3,008 1,218 - 3,443 1,284 - 3,304 1,296 -

grupo (Remifetanil) -1,629 0,369 <0,001 -1,793 0,408 <0,001 -1,829 0,044 <0,001
Tempo -0,001 0,004 0,827 -0,002 0,004 0,608 -0,002 0,004 0,544
idade -0,037 0,035 0,299 -0,039 0,037 0,303 -0,039 0,037 0,286
ocitocina -0,001 0,008 0,866 -0,003 0,009 0,775 -0,001 0,008 0,846
DU -0,173 0,130 0,185 -0,197 0,144 0,172 -0,173 0,130 0,185
FR -0,016 0,033 0,620 -0,028 0,035 0,427 -0,021 0,035 0,548

α̂∗∗ - 1,043 0,246 <0,001 α̂0,5 = 1,767 0,709 0,012
α̂0,10 = 0,948 0,596 0,112

...
α̂60,90 = 1,188 0,722 0,099

∗erro-padrão baseado no estimador sanduiche da variância
∗∗associação intra-indivíduo baseada no log da odds ratio
+ Para a estrutura de associação são 36 combinações entre os tempos, ou seja 36 α's foram estimados

A partir dos resultados obtidos para o modelo marginal usando odds propor-

cionais parciais (Tabela 5.10) observa-se que apenas os efeitos de grupo e idade foram

estatisticamente signi�cativos. Nesse sentido, a chance de uma parturiente do estudo

sentir dor leve será menor dentre aquelas que tomaram remifentanil (e−1,963 = 0, 14)

em comparação às que tomaram peridural. A chance da parturiente sentir dor leve ou
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Tabela 5.10: Estimativas dos parâmetros para o modelo marginal usando odds propor-
cionais parciais no estudo sobre analgesia do parto.

variável β̂ ep p-valor

γ1 1,817 1,199 -
γ2 3,099 0,822 -

Grupo1 (Remi) -1,963 0,445 0,029
Grupo2 -0,997 0,244 <0,001
tempo -0,004 0,003 0,242
idade -0,039 0,015 0,010
ocitocina 0,002 0,004 0,624
DU1 -0,288 0,143 0,133
DU2 -0,073 0,096 0,448
FR1 0,003 0,047 0,171
FR2 -0,061 0,029 0,036

α̂ 0,807 0,183 <0,001

moderada(e−0,997 = 0, 37) é também menor entre aquelas que tomaram remifentanil em

comparação às que optaram por peridural. Já em relação à idade da paciente, a chance de

uma paciente do estudo sentir dor (pouca, pouca ou moderada, intensa) diminui a cada

1 ano que é acrescido na idade da mesma (e−0,039 = 0, 96). Como a variável idade não

violou o pressuposto de proporcionalidade das odds essa chance será a mesma qualquer

que seja a categoria da resposta. Já a chance da parturiente sentir dor leve ou moderada

também reduz (e−0,061 = 0, 94) com o aumento da frequência respiratória. A associação

entre resposta e tempo de acompanhamento foi estatisticamente signi�cativa, indicando

que há mudança na chance de uma paciente permanecer em certa categoria da resposta de

um tempo para o outro. Em tal caso, se não houvesse tantos tempos de acompanhamento

a serem estimados, o aconselhável seria considerar a estrutura de associação do modelo 3.

Tabela 5.11: Estimativas dos parâmetros para o modelo misto no estudo sobre analgesia
do parto.

GLM GLMM- intercepto aleatório GLMM- intercepto e slope aleatórios
variável est ep p-valor est ep p-valor est ep p-valor
γ1 1,462 0,735 - 2,634 1,250 - 2,624 1,294 -
γ2 3,091 0,748 - 4,570 1,269 - 4,555 1,313 -

grupo (Remilfetanil) 1,246 0,230 <0,001 -1,519 0,418 <0,001 -1,517 0,410 <0,001
Tempo -0,009 0,005 0,055 -0,009 0,005 0,060
idade 0,040 0,018 0,027 -0,050 0,033 0,127 -0,049 0,032 0,119
ocitocina -0,003 0,004 0,545 0,005 0,007 0,501 0,005 0,007 0,504
DU 0,161 0,086 0,063 -0,218 0,165 0,184 -0,218 0,158 0,167
FR 0,030 0,026 0,246 -0,063 0,036 0,083 -0,063 0,038 0,103

g11 = V ar(b1i) 0,946 0,912
g22 = V ar(b2i) 2,37×10−10

TRV∗ <0,0001 0,49
ICC 0,223
AIC 850,67 821,75 824,54

est: estimativa dos parâmetros; ep: erro-padrão
∗ sob H0 σ2

li = 0, l = 1, 2
1 ICC avaliado em b1i
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Para o modelo misto (Tabela 5.11) observa-se que o TRV comparando o primeiro

e segundo modelo foi estatisticamente signi�cativo (< 0, 0001), indicando que a variância

do efeito aleatório é diferente de 0. O mesmo não foi veri�cado (p-valor=0,49) para o

segundo e terceiro modelo, indicando não haver necessidade de um efeito aleatório no

coe�ciente angular (slope). É válido ressaltar que para esta comparação a distribuição da

estatística de teste é uma mistura de qui-quadrados

(
1

2
χ2
0 +

1

2
χ2
1

)
. Pelo AIC o segundo

modelo é o melhor dentre os três ajustados. O pressuposto de proporcionalidade das odds

foi testado, e o mesmo foi rejeitado (p-valor=0,003). As variáveis preditoras que violaram

tal pressuposto foram o grupo, frequência respiratória e dilatação uterina. Foi ajustado

um modelo de odds proporcionais parciais com efeito aleatório apenas no intercepto, e os

resultados encontram-se na Tabela 5.12.

Tabela 5.12: Estimativas dos parâmetros para o modelo misto usando odds proporcionais
parciais no estudo sobre analgesia do parto.

variável estimativa ep

γ1 2,702 1,213
γ2 4,245 1,001

grupo1 (Remi) -2,389 0,528∗

grupo2 -1,236 0,429∗

tempo -0,009 0,004∗

idade -0,049 0,036
ocitocina 0,004 0,008
DU1 -0,406 0,163∗

DU2 -0,082 0,174
FR1 0,004 0,044
FR2 -0,096 0,035∗

g11 = Var(b1i) 0,961
ICC 0,226
∗ p-valor< 0,05

A partir do ajuste do modelo misto de odds proporcionais parciais (Tabela 5.12)

observamos que dado duas parturientes que possuem o mesmo efeito aleatório, a chance

de sentir dor leve é menor (e−2,839 = 0, 06) para a parturiente que tomou remifentanil

em comparação àquela que optou por peridural. Esse mesmo comportamento é observado

em relação à dor leve ou moderada (e−1,236 = 0, 29). Além disso, a cada 5 minutos acres-

centados no tempo de acompanhamento, a chance de uma parturiente sentir dor (leve,

moderada ou severa) diminui (e−0,009 = 0, 99). É válido ressaltar que como a variável

tempo não violou o pressuposto de proporcionalidade das odds, a referida chance vale

para qualquer dos logitos. Observamos ainda que a cada 1 centímetro de aumento da

dilatação uterina da parturiente, a chance dela sentir dor leve diminui (e−0,406 = 0, 67).

Observa-se, ainda, que há uma redução (e−0,096 = 0, 91) na chance da parturiente sentir

dor leve ou moderada quando a frequência respiratória aumenta. Para esse modelo 22,6%

da variabilidade não explicada é atribuída à variação entre os tempos de acompanhamento.
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Na Tabela 5.13 apresentamos um resumo dos efeitos que foram estatisticamente

signi�cativos nos dois modelos �nais (marginal e misto usando odds proporcionais parciais)

considerados nesta aplicação.

Tabela 5.13: Estimativas dos parâmetros em termos de razões de chance para os modelos
�nais no estudo sobre analgesia do parto.

variável modelo marginal modelo misto

grupo1 (Remi) e−1,963 = 0, 14 e−2,389 = 0, 09
grupo2 (Remi) e−0,997 = 0, 37 e−1,236 = 0, 29
tempo - e−0,009 = 0, 99
idade e−0,039 = 0, 96 -
ocitocina - -
DU1 - e−0,406 = 0, 67
DU2 - -
FR1 - -
FR2 e−0,061 = 0, 94 e−0,096 = 0, 91

Nesse estudo o objetivo era comparar duas técnicas para analgesia da dor na hora

do parto. A partir da modelagem marginal é possível fazer inferências sobre a média po-

pulacional a partir do comportamento da variável de grupo. Já no modelo misto o efeito

da variável de grupo na intensidade da dor é avaliado a nível da paciente, condicional

ao tempo de acompanhamento. Portanto, a escolha do modelo mais adequado para avali-

ação da analgesia da dor dependerá da pergunta que o pesquisador deseja responder ao

comparar o efeito das duas técnicas na analgesia da dor. Assim sendo, se ao comparar

as técnicas o esperado é que haja uma redução na intensidade da dor para a população

em estudo que optou pelo uso de remifentanil, então o modelo marginal seria a abor-

dagem mais adequada. Contudo, se o esperado no estudo é que condicional ao tempo de

acompanhamento, a intensidade da dor, a nível da paciente, seja menor entre aquelas que

optaram pelo uso de remifentanil, então o modelo misto é o mais adequado para a análise.
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Capítulo 6

Considerações Finais

Nessa dissertação a modelagem de respostas politômicas ordinais foi discutida sob

a ótica dos modelos de regressão para dados longitudinais. A especi�cação e interpretação

dos modelos marginais, mistos e de transição para respostas ordinais foi ilustrada com a

aplicação destas metodologias para a análise de 2 conjuntos de dados reais.

A modelagem de respostas ordinais tem sido alvo de crescente interesse nos últimos

anos, e muitas metodologias foram propostas. O modelo de logitos cumulativos ou de

odds proporcionais (McCullagh, 1986) é o mais conhecido, e assume que as odds em

qualquer categoria da resposta ordinal são sempre as mesmas. Ao contrário do mode-

lo para respostas politômicas nominais, a interpretação dos parâmetros não é obtida de

forma direta, considerando uma das categorias da resposta como referência. No modelo

de odds proporcionais a categoria de referência muda de acordo com o logito que está

sendo analisado, e isso deve-se ao fato das probabilidades calculadas serem acumuladas.

É importante nesse modelo que o pressuposto de proporcionalidade das odds seja testado,

de forma que se possa garantir que as estimativas obtidas são con�áveis, e o modelo �nal

possa ser considerado. Nas situações em que este pressuposto é violado, o aconselhado é

que se busque outra metodologia adequada para respostas ordinais. Dentre as existentes

há o modelo de odds proporcionais parciais (Peterson e Harrell, 1990), que nada mais

é do que uma generalização do modelo de logitos cumulativos onde se permite que um

subconjunto de variáveis preditoras que tiveram o pressuposto violado entre no modelo

tendo seu efeito variando de acordo com a categoria da resposta ordinal, além de inserir

o subconjunto de variáveis preditoras que não violaram o referido pressuposto.

Os trabalhos que discutem a modelagem de respostas ordinais restringem-se, em

sua marioria, aos aspectos teóricos do modelo, em especial aos do modelo de odds propor-

cionais, talvez pelo mesmo se encontrar disponível na maioria dos softwares estatísticos.

Contudo, pouca atenção é dada à interpretação do modelo ajustado, de forma a esclare-

cer como a mesma pode ser feita. Em decorrência disso a resposta ordinal é muitas vezes

recategorizada e trabalhada como sendo uma variável binária, cujos modelos são mais
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discutidos na literatura, e sua interpretação é mais direta.

Os modelos para respostas ordinais usados em estudos transversais também po-

dem ser utilizados no contexto longitudinal. Em estudos longitudinais os modelos usuais

(modelos marginais, mistos e de transição) podem ser estendidos de forma a acomodar

a natureza ordinal da resposta, sendo importante ressaltar que a escolha da metodologia

mais adequada dependerá do tipo de pergunta que o pesquisador deseja responder. Assim

sendo, tais modelos não são comparáveis, pois o foco da análise e a forma como os mesmos

são interpretados não são as mesmas. O modelo marginal, por exemplo, possui como foco

da análise inferir sobre a média populacional, sendo uma das metodologias mais populares

na modelagem longitudinal por basear-se exclusivamente em suposições sobre a resposta

média. Já o modelo linear generalizado misto tem como foco o indivíduo, e a introdução

de um efeito aleatório no modelo, a nível do indivíduo, tem importantes implicações nas

estimativas dos coe�ciente de regressão. O modelo de transição, por sua vez, é dentre

os três o menos discutido na literatura longitudinal, sendo utilizado quando o objetivo é

predizer o comportamento das respostas futuras a partir das passadas e de um conjunto

de preditores, sendo desaconselhável seu uso quando o número de medidas repetidas por

indivíduo for muito superior a 4.

Como o objetivo do trabalho foi apresentar a modelagem de respostas politômicas

ordinais em estudos longitudinais, focando especialmente na especi�cação e interpretação

dos modelos trabalhados, foram realizadas duas aplicações com conjuntos de dados reais,

de forma a se obter um melhor entendimento da metodologia apresentada. As três abor-

dagens discutidas no Capítulo 4 foram consideradas para análise dos dados da aplicação

1, e para a aplicação 2 apenas o modelo de transição não foi considerado por haver um

número de medidas muito superior a 4. Em ambas as aplicações o pressuposto de pro-

porcionalidade das odds foi violado para os modelos marginais e misto, e o modelo de

odds proporcionais parciais foi considerado como modelo �nal. Nas duas aplicações usa-

das para ilustrar a metodologia estudada nessa dissertação ressaltamos que a escolha do

melhor modelo dependerá do objetivo do estudo.

Ainda há muito o que ser estudado e discutido sobre a modelagem de respostas

ordinais em estudos longitudinais. Uma proposta para trabalhos futuros seria explorar

técnicas de diagnóstico para respostas ordinais, um tópico ainda pouco explorado em

estudos com dados dessa natureza. Além disso, outros modelos podem também ser con-

siderados para análise de respostas ordinais em estudos longitudinais, sendo um deles a

classe de modelos conhecida como modelos de transição marginalizados (Azzalini, 1994;

Lee e Daniels, 2007), ou ainda a modelagem conjunta de respostas ordinais longitudinais

e dados de sobrevivência (Li et al., 2010, Chakrabort, 2010).
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Apêndice A

Códigos usados nos software R e SAS

Nesse apêndice são apresentados os códigos em R - 2.15 e SAS 9.0, utilizados nos

exemplos citados no texto.

1. Código R usado na Tabela 2.2 (Seção 2.1):

require (VGAM)

mod<- vglm (cbind(ind, grupo, sala) ∼ factor(escola)+factor(periodo), multino-

mial, data)

Obs.: A última categoria da resposta é a cosiderada no R como sendo a referência.

Para mudá-la bastar usar 'multinomial (re�evel=categoria)'.

2. Código R usado na Tabela 2.3 (Seção 2.2.1):

require (ordinal)

mod<-clm(Poliparasit ∼ Sexo+Freq.banho+Grupo+idade, data)

3. Código R usado na Tabela 2.4 (Seção 2.2.2):

require (VGAM)

mopp<-vglm(Poliparasit ∼ Sexo+Freq.banho+Grupo+idade, family=cumulative

(parallel=FALSE ∼ Grupo+idade),na.action = na.omit)

Obs.: Para testar o pressuposto de proporcionaliade das odds foi usado o seguinte

comando:
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mop<-vglm(ordered(Poliparasit)∼ Sexo+Freq.banho+Grupo+idade, family=cumulative

(parallel=T),na.action = na.omit)

mopp<-vglm(Poliparasit ∼ Sexo+Freq.banho+Grupo+idade, family=cumulative

(parallel=F),na.action = na.omit)

teste<-pchisq(deviance(mop)-deviance(mopp), df=df.residual(mop)-df.residual(mopp),

lower.tail=F) (teste global para avaliar o pressuposto)

Obs. 2: Em sendo violado o pressuposto do modelo avalia-se individualmente cada

covariável, de forma similar ao ajuste anterior.

4. Código R usado na Tabela 5.3 (Capítulo 5):

require (geepack)

mod1<-ordgee(ordered(Poliparasit)∼Grupo+Sexo+Freq.banho+idade+Etapa,id=Id,

mean.link="logit", corstr="exchangeable",int.const = TRUE, rev=TRUE)

Obs.: Para mudar a estrutura da matriz Ri(α) basta mexer em 'corstr=', que para a

função 'ordgee' pode ser: 'independence', 'unstructured', 'exchangeable' ou 'userde-

�ned' (onde montamos a matriz).

Obs.2: Para testar o pressuposto de proporcionalidade das odds no modelo marginal

usamos o comando:

require (gee)

require (repolr)

a<-repolr(resp∼ factor(grupo)+factor(sexo)+factor(banho)+idade+Etapa, subjects="Id",

data, categories=3,times=c(1,2,3), corstr = "uniform", po.test = TRUE,�xed=FALSE)

summary(a[["gee"]])

5. Código SAS usado na Tabela 5.4 (Capítulo 5):

libname a

proc print data=data;

run;

data; set a.data;

do; if resp.poli=1 then new.resp=1;
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else new.resp=0; logtype=1; output; end;

do; if resp.poli=1 or resp.poli=2 then new.resp=1;

else resp.poli=0; logtype=2; output; end;

run;

proc genmod descending order=data;

class Id grupo sexo freq.banho logtype;

model new.resp= sexo freq.banho grupo idade Etapa logtype

logtype*grupo logtype*idade logtype*Etapa/

link=logit dist=bin type3;

repeated subject=Id / logor=exch;

run;

6. Código R usado na Tabela 5.5 (Capítulo 5):

require (ordinal) g3<-clmm(ordered(Poliparasit)∼Grupo+Sexo+Freq.banho+idade+

Etapa+(1|Id), nAGQ = 50, Hess = TRUE, threshold="�exible")

Obs.: Para ajustar o modelo assumindo independência, basta usar a função descrita

no item 2. Para ajustar o modelo com intercepto aleatório usa-se (1|Id), somada à

função. Já o modelo contendo intercepto e slope aleatórios, usa-se (1|Id)+(1|Etapa).

Obs. 2: O pressuposto de proporcionalidade das odds é testado usando:

g5<-clmm2(ordered(Poliparasit) 1, nominal =∼Grupo+Sexo+Freq.banho+idade+

Etapa, data = infec,link = "logistic",nAGQ = 50, random = factor(Id), Hess =

TRUE, threshold="�exible")

g6<-clmm2(ordered(Poliparasit)∼Grupo+Sexo+Freq.banho+idade +Etapa,random

= factor(Id), nAGQ = 50, Hess = TRUE, threshold="�exible")

anova(g6,g5)

60



APÊNDICE A. CÓDIGOS USADOS NOS SOFTWARE R E SAS

7. Código R usado na Tabela 5.6 (Capítulo 5):

require(ordinal)

g�nal<-clmm2(ordered(Poliparasit)∼ Sexo+Freq.banho, nominal =∼Grupo+idade+

Etapa, data = infec,link = "logistic",nAGQ = 50, random = factor(Id), Hess =

TRUE, threshold="�exible")

8. Código R usado na Tabela 5.7 (Capítulo 5):

require(VGAM)

mod1<-vglm(resp.atual∼ Sexo+Freq.banho+Grupo+idades+resp.pas+factor(Etapa),

family=cumulative(parallel=T),na.action = na.omit)

Obs.: Os comandos em R para as tabelas 5.8, 5.10 e 5.11, respectivamente, são analógos

aos itens 4, 6 e 7. O mesmo vale para o comando em SAS da tabela 5.9.
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