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mestrado - e que se mantem até os dias de hoje. Aos amigos que estão e que já estiveram
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Resumo

Neste trabalho há revisões sobre as famı́lias de distribuições normais assimétricas

(Azzalini, 1985), normais bimodais (Arellano-Valle et al., 2008) e normais bimodais as-

simétricas (Elal-Oliveiro et al., 2009). Serão considerados os estimadores via método

dos momentos, de máxima verossimilhança, as distribuições a posteriori e as densidades

preditivas. Em cada uma das famı́lias consideradas serão estabelecidas condições para a

existência de estimadores de máxima verossimilhança para os parâmetros. Serão constru-

ı́dos os algoritmos EM para cada um deles. Estudos Monte Carlo serão feitos em dados

simulados para verificar a qualidade dos estimadores de máxima verossimilhança e dos

estimadores bayesianos esperança e moda a posteriori. Outro estudo Monte Carlo é real-

izado para averiguar as mudanças no comportamento dos estimadores bayesianos quando

se altera a variabilidade a priori de cada um dos parâmetros. Por fim, serão realizadas

inferências nos dados de fronteira de Azzalini.

Em relação à inferência nota-se que, tanto as distribuições a posteriori quanto os esti-

madores de máxima verossimilhança para os parâmetros de assimetria e forma da famı́lia

normal bimodal assimétrica, podem ser obtidos considerando famı́lias mais simples.

No estudo Monte Carlo para avaliar a qualidade dos estimadores considerados verifica-

se que, para amostras pequenas, o melhor estimador para o parâmetro de forma é a

moda a posteriori quando há uma bimodalidade mais evidente e o estimador de máxima

verossimilhança caso os dados sejam unimodais. Para estimar o parâmetro de assimetria

o melhor estimador é a moda a posteriori. Para amostras grandes o melhor estimador é a

moda a posteriori para o parâmetro de forma e o estimador de máxima verossimilhança

para o parâmetro de assimetria. Para avaliar a sensibilidade dos estimadores bayesianos

considerando diferentes variabilidades a priori nota-se que a utilização de distribuições a

priori com alta variabilidade sempre resulta em boas estimativas quando é considerada a

moda a posteriori como estimador dos parâmetros. Quando as distribuições a priori são

centradas em valores mais próximos dos valores utilizados para geração das amostras os

resultados se mostram bons.

Na análise dos dados de fronteira de Azzalini observa-se que os dados podem ser

considerados como vindos de uma distribuição normal bimodal assimétrica padrão, uma

vez que, considerando os resultados obtidos, as distribuições obtidas parecem se adequar

bem aos dados e fornece resultados similares ao encontrado na literatura usando modelos

menos parcimoniosos.
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Caṕıtulo 1

Introdução

Um dos maiores desafios relacionados à modelagem de dados é encontrar classes de

distribuições flex́ıveis o bastante para representar adequadamente diferentes comporta-

mentos dos dados, tais como, assimetria, bimodalidade, caudas leves e pesadas, curtose,

etc. Muitos dos métodos existentes para análise de dados são baseados na suposição de

que as observações possuem distribuição normal. Porém, esta suposição de normalidade

pode ser forte para conjuntos de dados provindos de diferentes áreas de aplicação como,

por exemplo, financeira, ambiental, médica e outras. Para citar alguns exemplos, sabe-se

que distribuições emṕıricas de retornos de mercados financeiros, principalmente de mer-

cados emergentes, que são mais suscept́ıveis à atmosfera poĺıtica e econômica mundial,

são assimétricas e, em geral, possuem caudas mais pesadas que as da distribuição nor-

mal. Jones (1997), quando analisou a evolução da densidade da renda per capita de 121

páıses, verificou que tal distribuição, no peŕıodo de 1960 e 1988, passou de unimodal para

bimodal, dando suporte à hipótese de que, enquanto alguns páıses tendem a convergir

em direção aos mais ricos, outro grupo de páıses parece ficar cada vez mais longe de tal

objetivo. Pode-se pensar também na distribuição de alturas de seres humanos, onde a

mistura entre as alturas de homens e mulheres geram uma bimodalidade.

Uma ideia introduzida por Azzalini (1985), que vem sendo bastante utilizada para

construir classes mais flex́ıveis de distribuições, consiste em multiplicar uma função de

densidade de probabilidade (fdp) simétrica por uma função não negativa que torna tal

distribuição assimétrica. Partindo dessa ideia, Azzalini (1985) introduziu uma classe de

distribuições normais assimétricas univariada. Mais tarde, essa ideia foi estendida para

o caso multivariado por Azzalini e Dalla Valle (1996). A partir dáı muitos trabalhos já
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foram feitos sobre o assunto. Para citar alguns Arellano-Valle e Azzalini (2006), Arellano-

Valle et al. (2006), Arellano-Valle et al. (2002), Arellano-Valle e Genton (2005), Azzalini

(2005), Genton e Loperfido (2005), Ma e Genton (2004), Wang et al. (2004). Uma visão

geral dessas propostas pode ser encontrada no livro editado por Genton (2004).

Numa tentativa de tornar o uso das distribuições normais assimétricas mais tratável

surgiram diversas representações estocásticas para uma variável que apresenta tal dis-

tribuição. Essas representações estocásticas são úteis tanto para a parte prática quanto

para obter os momentos teóricos das distribuições. Uma das mais utilizadas para a dis-

tribuição normal assimétrica foi definida por Henze (1986) e trata-se de uma combinação

linear entre uma variável normal padrão e outra half -normal, onde os pesos são funções

do parâmetro de assimetria λ.

Uma nova extensão da distribuição normal surge com o trabalho de Arellano-Valle

et al. (2008). Nesse trabalho os autores propõem uma classe de distribuições simétri-

cas que possuem menos curtose que a distribuição normal e que podem apresentar um

comportamento bimodal - a classe de distribuições normais bimodais. Algumas de suas

propriedades e sua representação estocástica também podem ser encontradas em Arellano-

Valle et al. (2008). Elal-Olivero et al. (2009) introduziram uma classe de distribuições que

englobam formas uni e bimodais, além de assimetria. Essa nova classe de distribuições é

uma extensão das classes de Azzalini (Azzalini, 1985, 2005) e Arellano-Valle et al. (2008)

e é chamada de classe de distribuição normal bimodal assimétrica.

O objetivo deste trabalho é estudar as famı́lias de distribuições normais assimétricas,

normais bimodais e normais bimodais assimétricas. Em todos os três casos serão conside-

radas as famı́lias sem os parâmetros de posição e escala. Serão realizadas inferências sobre

os parâmetros de assimetria das distribuições normais assimétricas e normais bimodais

assimétricas e sobre os parâmetros de forma das distribuições normais bimodais e normais

bimodais assimétricas. Será considerada tanto a abordagem clássica quanto a abordagem

bayesiana fornecendo os estimadores de máxima verossimilhança (EMV), no primeiro

caso, e as distribuições a posteriori e as distribuições preditivas a priori e a posteriori

no segundo caso. Uma das principais contribuições deste trabalho é o estabelecimento de

condições para a existência de estimadores de máxima verossimilhança para os parâme-

tros de tais famı́lias. Outra contribuição é averiguar se, tanto as distribuições a posteriori
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quanto os estimadores de máxima verossimilhança para os parâmetros de assimetria e

forma da famı́lia normal bimodal assimétrica podem ser obtidos considerando famı́lias

mais simples. Para encontrar os estimadores de máxima verossimilhança é considerado o

algoritmo EM (Dempster et al., 1977), uma vez que os EMV não são, geralmente, obtidos

analiticamente. O algoritmo EM será utilizado devido à facilidade de escrever os modelos

propostos em estruturas condicionais, utilizando variáveis não observadas. Um estudo

Monte Carlo será considerado para avaliar os EMV e a esperança e a moda a posteri-

ori. Outro estudo Monte Carlo será feito para realizar uma análise de sensibilidade nas

estimativas resultantes dos estimadores bayesianos quando é alterada a variabilidade a

priori dos parâmetros. Uma análise nos dados de fronteira de Azzalini será realizada

considerando que estes possuem distribuição normal bimodal assimétrica padrão.

Este trabalho está assim organizado. O Caṕıtulo 2 apresenta uma revisão sobre a

famı́lia de distribuições normais assimétricas, normais bimodais e normais bimodais as-

simétricas. O Caṕıtulo 3 mostra os estimadores via método dos momentos para os pa-

râmetros de cada uma das famı́lias consideradas no caṕıtulo anterior e as condições de

existência para os estimadores de máxima verossimilhança. São obtidas também as dis-

tribuições a posteriori e as densidades preditivas. O Caṕıtulo 4 mostra resultados de

análises feitas em dados simulados e, no Caṕıtulo 5, estão os resultados das análises re-

alizadas nos dados de fronteira de Azzalini. Finalmente, no Caṕıtulo 6 são apresentadas

algumas conclusões e sugestões de trabalhos futuros a serem desenvolvidos.
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Caṕıtulo 2

Classes estendidas de distribuições
normais

Azzalini e Capitanio (2003) introduziram o seguinte resultado, que tem sido muito

útil na construção de novas classes de distribuição de probabilidade. Sejam f0 e q funções

de densidade de probabilidade simétricas ao redor de zero sendo f0 uma distribuição

unimodal. Seja Q a função de distribuição acumulada (fda) obtida a partir de q. Então,

para qualquer função ı́mpar w, segue que f(x) = 2f0(x)Q(w(x)), x ∈ R, é uma fdp. A

função Q(w(x)) introduz assimetria na densidade simétrica f0(x).

Esse resultado generaliza o resultado introduzido em Azzalini (1985) e, partindo dele,

várias distribuições assimetrizadas foram constrúıdas. De acordo com Azzalini (1985), se

f0 e q são distribuições normais, f será a densidade da distribuição normal assimétrica,

que será vista com mais detalhes na próxima seção. Gupta et al. (2002) consideram

q = f0 e f0 sendo a distribuição de Laplace, loǵıstica ou uniforme. Nadarajah e Kotz

(2003) consideram f0 sendo uma distribuição normal padrão e Q a função de distribuição

acumulada da normal, t-Student, Cauchy, Laplace, loǵıstica ou uniforme. Em Gómez et

al. (2007) é considerada a função de distribuição acumulada da normal padrão como Q

e f0 sendo qualquer função de densidade de probabilidade simétrica.

Denote por ϕ e Φ a fdp e a fda, respectivamente, de uma distribuição normal padrão,

N(0, 1). Assuma f0 = ϕ e Q = Φ. No que segue, são apresentadas, ao longo deste

caṕıtulo, algumas extensões da distribuição normal.
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2.1 A distribuição normal assimétrica padrão

A distribuição normal assimétrica padrão consiste em uma assimetrização da dis-

tribuição normal padrão. Azzalini (1985) define que uma variável aleatória X tem dis-

tribuição normal assimétrica padrão, denotado por X|λ ∼ SN(λ), se sua função de

densidade de probabilidade é dada por:

f(x|λ) = 2ϕ(x)Φ(λx), x ∈ R, λ ∈ R. (2.1)

Observa-se, da expressão (2.1), que a distribuição em (2.1) é uma generalização da

distribuição normal padrão, a qual é obtida quando λ = 0. Se λ > 0 observa-se assimetria

à direita, ou seja, a média e a mediana estão à direita da moda, e, para λ < 0, observa-se

assimetria à esquerda. A Figura 2.1 mostra as densidades para algumas distribuições nor-

mais assimétricas padrão com diferentes parâmetros de assimetria. À medida que |λ| vai

aumentando a distribuição em (2.1) vai se modificando, passando de uma normal padrão,

quando |λ| = 0, para uma half -normal, quando |λ| → ∞. Essas e outras propriedades

são vistas na próxima seção.
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Figura 2.1: Funções de densidade da distribuição normal assimétrica padrão.

2.1.1 Propriedades

Admita que X|λ ∼ SN(λ). Algumas propriedades básicas da distribuição SN(λ)

(Azzalini, 1985, 1986) são:
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1. a distribuição SN(0) é a distribuição normal padrão;

2. quando λ → ∞ então f(x|λ) d→ g(x) = 2ϕ(x)1{x>0}, ou seja, f(x|λ) converge para

uma distribuição normal positiva, onde
d→ denota convergência em distribuição e

1{G} denota a função indicadora de G;

3. se X|λ ∼ SN(λ), então −X|λ ∼ SN(−λ);

4. se X|λ ∼ SN(λ), então |X| tem distribuição half -normal (para qualquer λ);

5. se X|λ ∼ SN(λ), então X2 ∼ χ2
1;

6. seX|λ ∼ SN(λ), então a função geradora de momentos deX éMX|λ(t) = 2e
t2

2 Φ
(

λ√
1+λ2 t

)
,

t ∈ R.

Da função geradora de momentos segue que os momentos de ordem par e ı́mpar da

distribuição normal assimétrica padrão são dados, respectivamente, por:

E
(
X2k|λ

)
=

(2k)!

2kk!
, (2.2)

E
(
X2k−1|λ

)
=

√
2

π

λ

(1 + λ2)k−1/2

(2k − 1)!

2k−1

k−1∑
j=0

j!(2λ)2j

(2j + 1)!(k − 1− j)!
, (2.3)

k = 1, 2, . . .. Dessas expressões consegue-se derivar a esperança, a variância e os coefi-

cientes de assimetria e curtose da distribuição normal assimétrica padrão. A partir de

(2.3) tem-se que o valor esperado da variável aleatória X é dado por:

E(X|λ) = λ√
1 + λ2

√
2

π
. (2.4)

Observa-se que, quanto mais próximo de zero for λ, mais próximo de zero também será

E(X|λ). Além disto, se |λ| assumir um valor muito alto, tem-se que E(X|λ) será próximo

de
∣∣∣√ 2

π

∣∣∣, ou seja, −
√

2
π
< E(X|λ) <

√
2
π
. Utilizando resultados usuais de cálculo de

probabilidade segue, a partir de (2.2) e (2.3), que a variância de X é

V (X|λ) = 1− 2

π

λ2

1 + λ2
. (2.5)

Pode-se observar, de (2.5), que a variância de uma distribuição normal assimétrica padrão

sempre será menor ou igual à variância da distribuição normal padrão, que é igual a 1.
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Figura 2.2: Esperança e variância da distribuição normal assimétrica padrão.

Caso λ = 0, indicando que a distribuição em questão é a normal padrão, então V (X|λ) =

1. Quando |λ| → ∞ observa-se que V (X|λ) → 1 − 2
π
. Logo, 1 − 2

π
< V (X|λ) ≤ 1. Os

comportamentos de E(X|λ) e V (X|λ) são apresentados na Figura 2.2.

Pode-se notar que o valor esperado e a variância de uma variável aleatória com dis-

tribuição normal assimétrica padrão são limitados. Também se observa o decréscimo da

variância com o aumento de |λ|.

Também são limitados os coeficientes de assimetria, A(X|λ), e de curtose, K(X|λ),

da normal assimétrica padrão, cujas expressões são, respectivamente,

A(X|λ) =
4− π

2

(
λ√

1 + λ2

√
2

π

)3(
1− 2

π

λ2

1 + λ2

)−3/2

e

K(X|λ) = 2(π − 3)

(
λ√

1 + λ2

√
2

π

)4(
1− 2

π

λ2

1 + λ2

)−2

.

Pode-se mostrar que A(X|λ) e K(X|λ) são tais que

−4− π

2

(√
2

π

)3(
1− 2

π

)−3/2

< A(X|λ) < 4− π

2

(√
2

π

)3(
1− 2

π

)−3/2

,

0 ≤ K(X|λ) < 2(π − 3)

(√
2

π

)4(
1− 2

π

)−2

,

ou seja, aproximadamente, tem-se que −0, 9953 < A(X|λ) < 0, 9953 e 0 ≤ K(X|λ) <

0, 8692. Ver também a Figura 2.3, onde percebe-se que a curtose é menor quanto mais
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simétrica for a distribuição. Desta forma, uma vez que o coeficiente de assimetria é limi-

tado, pode-se dizer que a distribuição normal assimétrica padrão não consegue modelar

dados com grande assimetria.
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Figura 2.3: Coeficientes de assimetria e curtose da distribuição normal assimétrica padrão.

Um resultado importante, tanto do ponto de vista teórico quanto computacional,

relacionado a uma variável aleatória cuja distribuição é normal assimétrica é sua repre-

sentação estocástica, obtida por Henze (1986). Se X|λ ∼ SN(λ), então

X
d
=

λ√
1 + λ2

|Z|+ 1√
1 + λ2

Y, (2.6)

onde Z e Y são variáveis aleatórias independentes e identicamente distribúıdas (iid) com

distribuição N(0, 1) e X
d
= Y denota que X e Y possuem a mesma distribuição.

A representação estocástica definida em (2.6) é muito importante e útil pois fornece um

modo prático de gerar amostras da famı́lia de distribuições normais assimétricas padrão

e desenvolver algoritmos para a estimação.

A Figura 2.4 mostra dois histogramas de 1.000.000 de dados gerados através da re-

presentação estocástica (2.6) com parâmetros de assimetria λ iguais a, respectivamente,

5 e −2. As curvas são feitas a partir da densidade da normal assimétrica padrão, dada

em (2.1), com estes mesmos parâmetros.
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Figura 2.4: Histogramas e densidades da distribuição normal assimétrica padrão, λ = 5 e −2.

2.2 A distribuição normal bimodal padrão

Uma nova extensão da distribuição normal é apresentada em Arellano-Valle et al.

(2008) visando capturar comportamentos bimodais apresentados pelos dados. Tal dis-

tribuição é chamada de normal bimodal. Arellano-Valle et al. (2008) definem que uma

variável aleatória X tem distribuição normal bimodal padrão com parâmetro de forma α,

α ≥ 0, denotado por X|α ∼ BN(α), se sua função de densidade de probabilidade é dada

por

f(x|α) =
(
1 + αx2

1 + α

)
ϕ(x), x ∈ R. (2.7)

A Figura 2.5 mostra as densidades para algumas distribuições normais bimodais padrão

com diferentes parâmetros de forma.

A distribuição introduzida por Arellano-Valle et al. (2008) é simétrica em torno de

zero e tem a distribuição normal padrão como caso particular se α = 0 (ver a expressão

(2.7) e a Figura 2.5). Quando α ≤ 0, 5 observa-se unimodalidade, enquanto que, para

α > 0, 5, observa-se bimodalidade. À medida que α vai aumentando a distribuição vai

se modificando, evidenciando cada vez mais a bimodalidade e as modas ficando mais

distantes uma da outra. Essas e outras propriedades são vistas na próxima seção.
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Figura 2.5: Funções de densidade de probabilidade da distribuição normal bimodal padrão.

2.2.1 Propriedades

Algumas propriedades básicas da distribuição BN(α) apresentadas em Arellano-Valle

et al. (2008) são:

1. a distribuição BN(0) é a distribuição normal padrão;

2. a densidade f(x|α) é simétrica ao redor de zero para todo valor de α;

3. a densidade f(x|α) é bimodal para α > 0, 5 e x = ±
√

2α−1
α

são os pontos onde

ocorrem os máximos da função de densidade;

4. a densidade f(x|α) é unimodal para α ≤ 0, 5;

5. a função de distribuição acumuladada de X|α é FX|α(x) = Φ(x)− αx
1+α

ϕ(x);

6. se X|α ∼ BN(α), então a função geradora de momentos de X é MX|α(t) =(
1 + α

1+α
t2
)
e

t2

2 , t ∈ R.

Como a distribuição normal bimodal padrão é simétrica ao redor de zero, tem-se que

todos os seus momentos de ordem ı́mpar são iguais a zero, ou seja,

E(X2k−1|α) = 0, k = 1, 2, . . .

e, consequentemente, seu coeficiente de assimetria A(X|α) também é igual a zero.
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Arellano-Valle et al. (2008) mostram que os momentos pares de uma variável aleatória

X, onde X|α ∼ BN(α), são dados por

E
(
X2k|α

)
=

[
1 + α(2k + 1)

1 + α

] k∏
j=1

(2j − 1). (2.8)

A partir de (2.8) pode-se encontrar a variância e o coeficiente de curtose da distribuição

normal bimodal padrão. Suas expressões são dadas, respectivamente, por

V (X|α) =
1 + 3α

1 + α
e

K(X|α) = 3

[
(1 + 5α)(1 + α)

(1 + 3α)2
− 1

]
.

Assim como ocorre com a distribuição normal assimétrica padrão, a distribuição normal

bimodal padrão também possui variância e coeficientes de curtose limitados. Quando

α é igual a zero tem-se os mesmos valores para variância e coeficiente de curtose da

distribuição normal padrão, isto é, V (X|α) = 1 e K(X|α) = 0, respectivamente. À

medida que o valor do parâmetro de forma α vai aumentando, o valor de V (X|α) também

aumenta, enquanto que o valor deK(X|α) diminui. Pode-se mostrar que 1 ≤ V (X|α) < 3

e −4/3 < K(X|α) ≤ 0. A Figura 2.6 mostra o comportamento de V (X|α) e K(X|α) em

função de α.
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Figura 2.6: Variância e coeficiente de curtose da distribuição normal bimodal padrão.

Arellano-Valle et al. (2008) também obtiveram uma representação estocástica para

uma variável aleatória cuja distribuição é normal bimodal padrão. Se X|α ∼ BN(α),
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então

X
d
=

√
α

1 + α
Z(2M − 1) +

√
1

1 + α
Y, (2.9)

onde Z, M e Y são variáveis aleatórias independentes, Z ∼ χ2
3, M ∼ Bernoulli(1/2) e

Y ∼ N(0, 1).

A Figura 2.7 mostra os histogramas de 1.000.000 de dados gerados através da repre-

sentação estocástica (2.9) com parâmetros de forma α iguais a 0, 5 e 5. As curvas são

desenhadas a partir da densidade da normal bimodal padrão, dada em (2.7), com estes

mesmos parâmetros.
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Figura 2.7: Histogramas e densidades da distribuição normal bimodal padrão.

2.3 A distribuição normal bimodal assimétrica padrão

Com o uso das distribuições assimétricas, alguns trabalhos têm sido feitos explorando

a bimodalidade em tais distribuições. Para citar alguns Arellano-Valle et al. (2006), Ma e

Genton (2004), Arnold et al. (2002) e Arellano-Valle et al. (2005). A partir do resultado

apresentado em Azzalini e Capitanio (2003), Elal-Olivero et al. (2009) mostram que,

geralmente, f(x) = 2
(

1+αx2

1+αk

)
f0(x)Q(w(x)), x ∈ R, é uma função de densidade bimodal

assimétrica, onde α ≥ 0, k =
∫∞
−∞ x2f0(x)dx < ∞, f0 e q são ambas simétricas e Q é a fda

obtida a partir de q. Uma variável aleatória X que possui tal fdp possui uma distribuição
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bimodal assimétrica com parâmetro de forma α. Neste caso, a função Q(w(x)) introduz

assimetria na densidade simétrica g(x) =
(

1+αx2

1+αk

)
f0(x), que pode ser uni ou bimodal.

Elal-Olivero et al. (2009) definem que uma variável aleatória X tem distribuição

normal bimodal assimétrica padrão com parâmetro de forma α, α ≥ 0, e parâmetro de

assimetria λ, λ ∈ R, denotada por X|α, λ ∼ SBN(α, λ), se sua função de densidade de

probabilidade é dada por

f(x|α, λ) = 2

(
1 + αx2

1 + α

)
ϕ(x)Φ(λx), x ∈ R. (2.10)

Nota-se que a distribuição normal assimétrica padrão em (2.1), definida por Azzalini

(1985), e a distribuição normal bimodal padrão em (2.7), introduzida por Arellano-Valle

et al. (2008), são membros da famı́lia de distribuições em (2.10) sempre que são con-

siderados, respectivamente, α = 0 e λ = 0. Se α e λ são ambos iguais a zero tem-se a

distribuição normal padrão como caso particular.

A Figura 2.8 mostra as densidades para algumas distribuições normais bimodais as-

simétricas padrão com diferentes parâmetros de forma e assimetria.
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Figura 2.8: Funções de densidade de probabilidade da distribuição normal bimodal assimétrica padrão.

A partir da Figura 2.8 pode-se notar que, quando se mantém fixo o valor de λ, à

medida que α aumenta, aumenta-se a evidência de bimodalidade. Quando o valor de α é

fixado nota-se que, aumentando o valor de |λ|, tem-se menos evidência de bimodalidade.

A assimetria é observada para valores de λ diferentes de zero, independente do valor
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de α. Quando λ > 0 observa-se assimetria à direita, enquanto, para λ < 0, observa-se

assimetria à esquerda. Algumas propriedades da distribuição normal bimodal assimétrica

padrão serão vistas na próxima seção.

2.3.1 Propriedades

Algumas propriedades da distribuição SBN(α, λ), introduzidas por Elal-Olivero et al.

(2009), são exibidas a seguir:

1. a distribuição SBN(0, 0) é a distribuição normal padrão;

2. se λ → ±∞, a densidade f(x|α, λ) não é bimodal. Nestes casos, f(x|α, λ) é positiva

apenas para valores de x com mesmo sinal de λ, caso contrário, é zero;

3. se α → ∞, a densidade f(x|α, λ) d→ h(x) = 2x2ϕ(x)Φ(λx), que é uma densidade

bimodal onde a localização das modas e o valor da densidade f(x|α, λ) avaliada em

cada uma delas são controladas pelo parâmetro de assimetria λ;

4. se λ > 0, a densidade f(x|α, λ) avaliada na moda da direita é maior que quando

avaliada na moda da esquerda e, avaliada na moda da esquerda, f(x|α, λ) vai se

aproximando de zero à medida que λ aumenta. O oposto ocorre quando λ < 0;

5. se X|α, λ ∼ SBN(α, λ), então |X| ∼ z(x) = 2f(x|α), onde f(x|α) é a mesma

função definida em (2.7), ou seja, |X| tem distribuição half -normal bimodal;

6. se X|α, λ ∼ SBN(α, λ), então os momentos de ordem par de X e |X| coincidem.

Elal-Olivero et al. (2009) mostram que os momentos de ordem ı́mpar para uma

variável aleatória X, onde X|α, λ ∼ SBN(α, λ), podem ser expressos como

E
(
X2k−1|α, λ

)
=

1

1 + α
E
(
G2k−1|λ

)
+

α

1 + α
E
(
G2k+1|λ

)
, k = 1, 2, 3, . . . , (2.11)

onde G|λ ∼ SN(λ).

De acordo com a propriedade 6 tem-se que os momentos de ordem par da distribuição

normal bimodal assimétrica padrão são

E
(
X2k|α, λ

)
= E

(
|X|2k|α, λ

)
= 2

∫ ∞

0

|x|2kf(x|α)dx.
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Como a função f(x|α), definida em (2.7), é simétrica ao redor de zero, tem-se que∫∞
0

|x|2kf(x|α)dx = 1/2
∫∞
−∞ x2kf(x|α)dx. Logo,

E
(
X2k|α, λ

)
= 2× 1

2

∫ ∞

−∞
x2kf(x|α)dx = 2× 1

2
E
(
Y 2k|α

)
= E

(
Y 2k|α

)
,

onde Y |α ∼ BN(α). Portanto,

E
(
X2k|α, λ

)
=

[
1 + α(2k + 1)

1 + α

] k∏
j=1

(2j − 1), k = 1, 2, 3, . . . . (2.12)

De acordo com as equações (2.11), (2.3) e (2.12) tem-se que os valores de E (X|α, λ)

e E (X2|α, λ) são dados, respectivamente, por

E (X|α, λ) =
1

1 + α

√
2

π

λ√
1 + λ2

+
α

1 + α

√
2

π

λ

(1 + λ2)3/2
(3 + 2λ2) e

E
(
X2|α, λ

)
=

1 + 3α

1 + α
.

As Figuras 2.9 e 2.10 mostram, respectivamente, a esperança e variância da dis-

tribuição normal bimodal assimétrica padrão e seus coeficientes de assimetria e curtose.
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Figura 2.9: Esperança e variância da distribuição normal bimodal assimétrica padrão.
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Figura 2.10: Coeficientes de assimetria e curtose da distribuição normal bimodal assimétrica padrão.

Assim como ocorre com as famı́lias vistas nas seções anteriores, pode-se provar que

tanto a esperança quanto a variância da distribuição normal bimodal assimétrica padrão

são limitadas (ver também Figura 2.9). O mesmo ocorre com os coeficientes de assimetria

e curtose (ver Figura 2.10).

Se X|α, λ ∼ SBN(α, λ), então sua representação estocástica é

X
d
=

{
Y se Z < λY,

−Y se Z ≥ λY,
(2.13)

onde Y e Z são variáveis aleatórias independentes, Y ∼ BN(α) e Z ∼ N(0, 1). A prova

deste resultado pode ser encontrada em Elal-Olivero et al. (2009).

A Figura 2.11 mostra dois histogramas de 1.000.000 de dados gerados através da

representação estocástica (2.13) com parâmetros de forma e assimetria (α, λ) iguais a,

respectivamente, (10; 0, 5) e (5.000,−2). As curvas são desenhadas a partir da densidade

da normal bimodal assimétrica padrão, dada em (2.10), com estes mesmos parâmetros.

O Caṕıtulo 3 será destinado ao problema de inferência nas famı́lias estendidas de

distribuições normais apresentadas neste caṕıtulo.

21



SBN(10,0.5)

x

D
en

si
da

de

−4 −2 0 2 4

0.
0

0.
1

0.
2

0.
3

0.
4

SBN(5000,−2)

x

D
en

si
da

de

−6 −4 −2 0 2

0.
0

0.
1

0.
2

0.
3

0.
4

0.
5

0.
6

Figura 2.11: Histogramas e densidades da distribuição normal bimodal assimétrica padrão.
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Caṕıtulo 3

Inferência clássica e bayesiana em
famı́lias estendidas de distribuições
normais

Neste caṕıtulo será tratado o problema de inferência, tanto do ponto de vista clássico

quanto bayesiano, para as extensões da famı́lia de distribuições normais apresentadas no

Caṕıtulo anterior.

Do ponto de vista da inferência clássica são encontrados os estimadores via método

dos momentos e estabelecidas as condições de existência dos estimadores de máxima

verossimilhança. Nestas famı́lias os EMV dos parâmetros, geralmente, não têm formas

anaĺıticas. Então, são constrúıdos algoritmos EM para encontrá-los.

Do ponto de vista bayesiano serão encontradas as distribuições a posteriori para cada

um dos parâmetros das famı́lias de distribuições consideradas e também as funções de

densidade preditivas a priori e a posteriori.

Na famı́lia da distribuição normal bomodal assimétrica padrão observa-se que, tanto

considerando inferência clássica quanto inferência bayesiana, o estimador dos parâmetros

se reduz aos estimadores encontrados para as famı́lias da distribuição normal assimétrica

padrão e normal bimodal padrão.

3.1 Inferência na famı́lia de distribuições normais as-

simétricas

O trabalho de Azzalini (1985) mostrou que a estimação do parâmetro de assimetria

na distribuição normal assimétrica definida em (2.1) não é fácil. Para estimar λ tanto o
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método dos momentos quanto o método via estimador de máxima verossimilhança podem

apresentar problemas (Sartori, 2006). Na parametrização exibida em (2.1) pode haver

máximos locais, por exemplo. Métodos alternativos foram estudados por Sartori (2006)

na abordagem clássica, e, na abordagem bayesiana, por Liseo e Loperfido (2006). Estes

últimos propõem a utilização da distribuição a priori de Jeffreys para λ. Entretanto, essa

distribuição tem uma expressão dif́ıcil de trabalhar, o que levou Bayes e Branco (2007)

a proporem uma aproximação para ela por uma certa distribuição t-Student. Além da

aproximação para a distribuição a priori de Jeffreys, Bayes e Branco (2007) também

propuseram uma aproximação para o fator de correção de viés que é utilizado no estimador

para λ proposto por Sartori (2006).

3.1.1 Inferência clássica na famı́lia normal assimétrica padrão

Suponha que, fixado λ, as variáveis aleatórias X1, . . . , Xn são independentes e identi-

camente distribúıdas (iid) com distribuição normal assimétrica padrão dada em (2.1). As-

sim, para cada amostra observada x = (x1, . . . , xn)
t do vetor aleatórioX = (X1, . . . , Xn)

t,

tem-se que um posśıvel estimador de λ via método dos momentos é dado por

λ̂ =
x̄√

2/π − x̄2
, se x̄2 < 2/π, (3.1)

onde x̄ = 1/n
∑n

i=1 xi é a média amostral observada. A expressão (3.1) é encontrada

ao resolver, para λ, a igualdade x̄ = E(X|λ), onde E(X|λ) é o valor esperado de uma

variável cuja distribuição é normal assimétrica padrão com parâmetro de assimetria λ,

dado em (2.4). De acordo com Sartori (2006) o estimador via método dos momentos

pode apresentar estimativas muito ruins para λ. Assim, neste trabalho será considerado

o EMV para λ. O EMV tem a vantagem de não violar o prinćıpio da verossimilhança

(Berger e Wolpert, 1984).

Para uma amostra de tamanho n, selecionada independentemente, tem-se que a função

de verossimilhança é dada por

f(x|λ) = 2n

[
n∏

i=1

ϕ(xi)Φ(λxi)

]
. (3.2)

A Figura 3.1 apresenta exemplos da função de verossimilhança dada em (3.2) quando

todas as observações são positivas, negativas e quando há observações tanto positivas
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quanto negativas, respectivamente. Para construção da Figura 3.1 foram feitas modifi-

cações nos 50 valores amostrais que formam os dados de fronteira, que serão analisados no

Caṕıtulo 5, para avaliar o comportamento da função de verossimilhança dada em (3.2).

Nota-se que, quando todas as observações são positivas (negativas), a função de veros-

similhança é monótona crescente (decrescente) em λ. Logo, a estimativa via máxima

verossimilhança para o parâmetro de assimetria λ é infinito (menos infinito). Tal fato

ocorre com probabilidade positiva (Liseo, 1990). No entanto, essa probabilidade decresce

rapidamente com o aumento do tamanho da amostra n. Como o EMV para λ pode ser

infinito ou menos infinito, Sartori (2006) utilizou uma função escore modificada como

uma equação para estimar o parâmetro de assimetria. O estimador alternativo ao EMV,

proposto por Sartori (2006), é baseado numa correção de viés apresentada em Firth (1993)

e é sempre finito.
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Figura 3.1: Funções de verossimilhança da distribuição normal assimétrica padrão quando todas as
observações são positivas, negativas e quando há observações positivas e negativas, respectivamente.

No caso onde há observações tanto positivas quanto negativas é de interesse encontrar

o valor do parâmetro de assimetria λ que maximiza a função de verossimilhança em (3.2).

Apesar de não haver provas de que o EMV para λ é único na famı́lia normal assimétrica

padrão, resultados emṕıricos dão evidências que isso ocorre. Nesses casos, porém, não

há soluções anaĺıticas para o estimador de máxima verossimilhança para λ. No entanto

há como saber quando o EMV para λ existe e quais os posśıveis valores que ele pode

assumir. Isso é mostrado na proposição abaixo.

Proposição 1. Seja (x1, . . . , xn) uma amostra iid da distribuição normal assimétrica

padrão. Denote por I+ o conjunto de ı́ndices tais que xi > 0 e por I− o conjunto de
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ı́ndices tais que xi < 0. Seja Cλ o conjunto de valores distintos de λ ∈ R tais que∑
i∈I+

ϕ(λxi)

Φ(λxi)
xi = −

∑
i∈I−

ϕ(λxi)

Φ(λxi)
xi.

Então,

1. se I+ ̸= ∅ e I− = ∅ o EMV para λ é infinito;

2. se I+ = ∅ e I− ̸= ∅ o EMV para λ é menos infinito;

3. se I+ ̸= ∅, I− ̸= ∅ e Cλ = {0}, então o EMV para λ é zero;

4. se I+ ̸= ∅, I− ̸= ∅, Cλ ̸= ∅ e Cλ ̸= {0} então o EMV para λ poderá não ser único e

segue que:

(a) os EMV para λ serão os valores λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, que satisfaçam a uma

das seguintes condições:

i. ∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)λ̂jxiΦ(λ̂jxi)

∣∣∣∣∣∣ >
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)ϕ(λ̂jxi)

∣∣∣∣∣∣ e

∣∣∣∣∣∣
∑
i∈I+

H(xi, λ̂j)[λ̂jxiΦ(λ̂jxi) + ϕ(λ̂jxi)]

∣∣∣∣∣∣ >∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)[λ̂jxiΦ(λ̂jxi) + ϕ(λ̂jxi)]

∣∣∣∣∣∣ ou

ii. ∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)λ̂jxiΦ(λ̂jxi)

∣∣∣∣∣∣ <
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)ϕ(λ̂jxi)

∣∣∣∣∣∣ ,
tal que f(x|λ̂j) = maxλ∈Cλ

f(x|λ), j = 1, .., .k, onde H(x, λ) = ϕ(λx)
Φ2(λx)

x2 > 0

para todo x ∈ R e λ ∈ R. Nesse caso, os EMV para λ são positivos;

(b) os EMV para λ serão os valores λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, que satisfaçam a uma

das seguintes condições:

i. ∣∣∣∣∣∣
∑
i∈I+

H(xi, λ̂j)λ̂jxiΦ(λ̂jxi)

∣∣∣∣∣∣ >
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)ϕ(λ̂jxi)

∣∣∣∣∣∣ e

26



∣∣∣∣∣∣
∑
i∈I+

H(xi, λ̂j)[λ̂jxiΦ(λ̂jxi) + ϕ(λ̂jxi)]

∣∣∣∣∣∣ <∣∣∣∣∣∣
∑
i∈I−

H(xi, λ̂j)[λ̂jxiΦ(λ̂jxi) + ϕ(λ̂jxi)]

∣∣∣∣∣∣ ou

ii. ∣∣∣∣∣∣
∑
i∈I+

H(xi, λ̂j)λ̂jxiΦ(λ̂jxi)

∣∣∣∣∣∣ <
∣∣∣∣∣∣
∑
i∈I+

H(xi, λ̂j)ϕ(λ̂jxi)

∣∣∣∣∣∣ ,
tal que f(x|λ̂j) = maxλ∈Cλ

f(x|λ), j = 1, . . . , k, onde H(x, λ) é como definidos

em 4a. Nesse caso, os EMV para λ são negativos.

Prova: Seja (x1, . . . , xn) uma amostra iid da distribuição normal assimétrica padrão.

Denote por I+ o conjunto de ı́ndices das observações tais que xi > 0 e por I− o conjunto

de ı́ndices das observações tais que xi < 0.

Para encontrar os posśıveis pontos de máximo e, consequentemente, os estimadores

de máxima verossimilhança para λ, deve-se realizar um estudo em d
dλ
f(x|λ) ou, equi-

valentemente, em d
dλ
l(λ), onde l(λ) = ln[f(x|λ)] é a log-verossimilhança da função de

verossimilhança em (3.2). Seja

d

dλ
l(λ) =

n∑
i=1

ϕ(λxi)

Φ(λxi)
xi (3.3)

=
∑
i∈I+

ϕ(λxi)

Φ(λxi)
xi +

∑
i∈I−

ϕ(λxi)

Φ(λxi)
xi

a primeira derivada de l(λ) em relação a λ. Portanto:

1. se I+ ̸= ∅ e I− = ∅ tem-se d
dλ
l(λ) > 0 para todo λ ∈ R. Logo, l(λ) e, consequente-

mente, f(x|λ) são funções estritamente crescentes em λ e, portanto, o estimador de

máxima verossimilhança para λ é infinito;

2. se I+ = ∅ e I− ̸= ∅ tem-se d
dλ
l(λ) < 0 para todo λ ∈ R. Logo, l(λ) e, consequente-

mente, f(x|λ) são funções estritamente decrescentes em λ e, portanto, o estimador

de máxima verossimilhança para λ é menos infinito;

3. se I+ ̸= ∅ e I− ̸= ∅ então deve-se encontrar, primeiramente, os valores de λ tais

que d
dλ
f(x|λ) = 0 ou, equivalentemente, d

dλ
l(λ) = 0. Logo, os valores de λ tais que
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d
dλ
l(λ) = 0 são os valores de λ ∈ R tais que∑

i∈I+

ϕ(λxi)

Φ(λxi)
xi = −

∑
i∈I−

ϕ(λxi)

Φ(λxi)
xi. (3.4)

Portanto, os valores de λ que satisfazem (3.4) são pontos cŕıticos em f(x|λ) e

formam o conjunto Cλ.

Para que esses valores de λ sejam pontos de máximo deve-se ter que d2

dλ2 l(λ) avaliada

nesses valores seja negativa. Seja

d2

dλ2
l(λ) = −

n∑
i=1

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

= −
∑
i∈I+

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]−
∑
i∈I−

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

a segunda derivada de l(λ) em relação a λ, onde H(x, λ) = ϕ(λx)
Φ2(λx)

x2 > 0 para todo

x ∈ R e λ ∈ R.

Se o único valor que satisfaz (3.4) é zero, ou seja, Cλ = {0}, então tem-se que

d2

dλ2 l(0) é negativa, o que garante que 0 é ponto de máximo global e, portanto, o

estimador de máxima verossimilhança para λ é zero;

4. suponha I+ ̸= ∅, I− ̸= ∅, Cλ ̸= ∅ e Cλ ̸= {0}:

(a) sejam λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, os pontos positivos de máximo global, ou seja,

os valores positivos de Cλ tais que

f(x|λ̂j) = max
λ∈Cλ

f(x|λ) j = 1, . . . , k.

Suponha que λ > 0. Então, tem-se
∑

i∈I+ H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)] > 0,

uma vez que xi > 0 para todo i ∈ I+, e
∑

i∈I− H(xi, λ)λxiΦ(λxi) < 0, uma

vez que xi < 0 para todo i ∈ I−. Logo, para que d2

dλ2 l(λ) < 0 deve-se ter

i. ∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)λxiΦ(λxi)

∣∣∣∣∣∣ >
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)ϕ(λxi)

∣∣∣∣∣∣ e

∣∣∣∣∣∣
∑
i∈I+

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

∣∣∣∣∣∣ >
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∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

∣∣∣∣∣∣ ou

ii. ∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)λxiΦ(λxi)

∣∣∣∣∣∣ <
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)ϕ(λxi)

∣∣∣∣∣∣ .
Logo, para λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, que são valores positivos pertecentes a Cλ,

tem-se que, se alguma das condições acima é satisfeita, d2

dλ2 l(λ) avaliada em λ̂j,

j = 1, . . . , k, k ≥ 1, será negativa. Portanto, nessas situações, λ̂1, . . . , λ̂k ∈ Cλ

são pontos de máximo globais, ou seja, estimadores de máxima verossimilhança

para λ;

(b) sejam λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, os pontos negativos de máximo global, ou seja,

os valores negativos de Cλ tais que

f(x|λ̂j) = max
λ∈Cλ

f(x|λ) j = 1, . . . , k.

Suponha λ < 0. Então, tem-se
∑

i∈I− H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)] > 0, uma

vez que xi < 0 para todo i ∈ I−, e
∑

i∈I+ H(xi, λ)λxiΦ(λxi) < 0, uma vez que

xi > 0 para todo i ∈ I+. Logo, para que d2

dλ2 l(λ) < 0 deve-se ter

i. ∣∣∣∣∣∣
∑
i∈I+

H(xi, λ)λxiΦ(λxi)

∣∣∣∣∣∣ >
∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)ϕ(λxi)

∣∣∣∣∣∣ e

∣∣∣∣∣∣
∑
i∈I+

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

∣∣∣∣∣∣ <∣∣∣∣∣∣
∑
i∈I−

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

∣∣∣∣∣∣ ou

ii. ∣∣∣∣∣∣
∑
i∈I+

H(xi, λ)λxiΦ(λxi)

∣∣∣∣∣∣ <
∣∣∣∣∣∣
∑
i∈I+

H(xi, λ)ϕ(λxi)

∣∣∣∣∣∣ .
Logo, para λ̂1, . . . , λ̂k ∈ Cλ, k ≥ 1, que são valores negativos pertecentes a Cλ,

tem-se que, se alguma das condições acima é satisfeita, d2

dλ2 l(λ) avaliada em λ̂j,
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j = 1, . . . , k, k ≥ 1, será negativa. Portanto, nessas situações, λ̂1, . . . , λ̂k ∈ Cλ

seriam pontos de máximo globais, ou seja, estimadores de máxima verossimi-

lhança para λ.

2

Apesar da Proposição 1 fornecer condições para a existência do EMV para λ, sua

forma anaĺıtica permanece desconhecida. Além disso, não fica garantida a unicidade do

EMV. Será considerado o algoritmo EM (Dempster et al., 1977) para obter um valor

aproximado para o EMV para λ.

3.1.2 Construção do algoritmo EM para a famı́lia normal as-
simétrica padrão

O algoritmo EM foi introduzido por Dempster et al. (1977) e é uma técnica computa-

cional utilizada para encontrar as estimativas de máxima verossimilhança dos parâmetros

nos modelos probabiĺısticos, onde o modelo depende das chamadas variáveis latentes, que

são as variáveis não observadas. É constitúıdo de dois passos: o passo E (expectation) e

o passo M (maximization).

O passo E do algoritmo EM calcula os valores esperados da log-verossimilhança com-

pleta com respeito às variáveis latentes, dadas as variáveis observadas e a estimativa

atualizada dos parâmetros. O passo M calcula os parâmetros que maximizam o valor

esperado da log-verossimilhança completa encontrada no passo E.

Uma vantagem do algoritmo EM é a obtenção, através da maximização da log-

verossimilhança completa, de expressões fechadas dos estimadores dos parâmetros.

No entanto, algumas desvantagens devem ser consideradas. A escolha dos valores

iniciais tecnicamente não importa, mas, na prática, uma escolha ruim pode levar a uma

má estimação. Além disso, a convergência, embora garantida, pode demorar muito para

ocorrer. Na prática, se os valores dos parâmetros ou da log-verossimilhança avaliada

nos parâmetros não mudam significativamente entre duas iterações, então o algoritmo

termina.

Para construir o algoritmo EM para obter aproximações para as estimativas de máx-

ima verossimilhança para λ utiliza-se a representação estocástica de Henze (1986) dada
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na expressão (2.6), ou seja, considera-se que, se X ∼ SN(λ), então

X
d
=

λ√
1 + λ2

|Z|+ 1√
1 + λ2

Y,

onde Z e Y são variáveis aleatórias iid com distribuição normal padrão N(0, 1) e
d
=

significa igualdade em distribuição. Seja H = λ√
1+λ2 |Z|. Considerando essa definição, o

modelo normal assimétrico padrão pode ser hierarquicamente obtido assumindo-se

X|H = h, λ ∼ N
(
h, (1 + λ2)−1

)
H|λ ∼ fH|λ(h) = 2

√
1 + λ2

|λ|
ϕ

(
h

√
1 + λ2

λ

)
, se

h

λ
≥ 0. (3.5)

Utilizando o Teorema de Bayes pode-se mostrar que

H|X = x, λ ∼

 NT
(
x λ2

1+λ2 ,
λ2

(1+λ2)2
; 0,∞

)
se λ > 0,

NT
(
x λ2

1+λ2 ,
λ2

(1+λ2)2
;−∞, 0

)
se λ < 0,

(3.6)

onde NT (µ, σ2; a, b) denota a distribuição normal truncada no intervalo (a, b) com parâ-

metros de posição µ ∈ R e de escala σ > 0.

Denote por H o vetor das variáveis latentes, não observadas, (H1, . . . , Hn)
t. De (3.5)

tem-se que a função de log-verossimilhança aumentada associada a (X,H) é dada por

ln f(X,H|λ) = n ln(1 + λ2)− n ln π − n ln |λ|−
1 + λ2

2

[
n∑

i=1

X2
i − 2

n∑
i=1

XiHi +
1 + λ2

λ2

n∑
i=1

H2
i

]
. (3.7)

Para o passo E do algoritmo EM deve-se calcular a esperança condicional da expressão

em (3.7) dados a amostra observada x e o parâmetro estimado λ̂. Tal esperança é dada

por

Q(λ, λ̂) = E
[
ln f(X,H|λ)|X = x, λ = λ̂

]
= n ln(1 + λ2)− n lnπ − n ln |λ| −

1 + λ2

2

{
n∑

i=1

x2
i − 2

n∑
i=1

xiE
[
Hi|xi, λ̂

]
+

1 + λ2

λ2

n∑
i=1

E
[
H2

i |xi, λ̂
]}

. (3.8)

Para obter-se (3.8) faz-se necessário calcular E
[
Hi|xi, λ̂

]
e E

[
H2

i |xi, λ̂
]
. De (3.6)

segue que, condicional em Xi = xi e λ = λ̂, Hi tem distribuição normal truncada. Se
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V ∼ NT (µ, σ2; a, b), então E(V ) e E (V 2) são dados, respectivamente, por

E(V ) = µ+
ϕ
(
a−µ
σ

)
− ϕ

(
b−µ
σ

)
Φ
(
b−µ
σ

)
− Φ

(
a−µ
σ

)σ e (3.9)

E
(
V 2
)

= σ2

{
1 +

a−µ
σ
ϕ
(
a−µ
σ

)
− b−µ

σ
ϕ
(
b−µ
σ

)
Φ
(
b−µ
σ

)
− Φ

(
a−µ
σ

) −
[
E(V )− µ

σ

]2}
+ [E(V )]2.(3.10)

Sendo assim, para obter-se E
[
Hi|xi, λ̂

]
e E

[
H2

i |xi, λ̂
]
basta substituir os valores para µ,

σ2, a e b dados em (3.6) nas equações (3.9) e (3.10), respectivamente.

No passo M do algoritmo EM deve-se maximizar a expressão (3.8) em relação a λ

para que se possa atualizar o valor de λ̂. Para isso, deve-se encontrar os valores de λ que

são as ráızes da seguinte expressão:

d

dλ
Q(λ, λ̂) = 2n

λ

1 + λ2
− n

λ
−

λ

[
n∑

i=1

x2
i − 2

n∑
i=1

xiE
[
Hi|xi, λ̂

]
+

1 + λ2

λ2

n∑
i=1

E
[
H2

i |xi, λ̂
]]

−

1 + λ2

2

[
2

λ

n∑
i=1

E
[
H2

i |xi, λ̂
]
− 2

1 + λ2

λ3

n∑
i=1

E
[
H2

i |xi, λ̂
]]

.

A implementação do algoritmo EM se resume a:

• Passo E: Dado λ = λ̂, calcular E[Hi|xi, λ̂] e E[H2
i |xi, λ̂];

• Passo M: Atualizar λ̂ maximizando Q(λ, λ̂) com respeito a λ.

3.1.3 Inferência bayesiana na famı́lia normal assimétrica padrão

Considere que, condicional em λ, as variáveis aleatórias X1, . . . , Xn e Y1, . . . , Ym sejam

iid com distribuição normal assimétrica padrão dada em (2.1). Como mostrado em Castro

et al. (2008), se λ, a priori, tem uma distribuição própria π(λ), a distribuição a posteriori

para λ, a densidade preditiva a priori de X e a densidade preditiva a posteriori de Y são

dadas, respectivamente, por

π(λ|x) = π(λ)
∏n

i=1 Φ(λxi)

Eλ [
∏n

i=1 Φ(λxi)]
, (3.11)

fSN(x) = 2n

[
n∏

i=1

ϕ(xi)

]
Eλ

[
n∏

i=1

Φ(λxi)

]
e (3.12)
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fSN(y|x) = 2m

[
m∏
i=1

ϕ(yi)

]
Eλ|x

[
m∏
i=1

Φ(λyi)

]
, (3.13)

onde Eλ [T ] é o valor esperado de T em relação à distribuição π(λ), ou seja,

Eλ [T ] =

∫ ∞

−∞
tπ(λ)dλ.

Nesse caso, o valor esperado de λ a posteriori é dado por

Eλ|x [λ] =
Eλ [λ

∏n
i=1 Φ(λxi)]

Eλ [
∏n

i=1 Φ(λxi)]
. (3.14)

Liseo e Loperfido (2006) propõem a utilização da distribuição a priori de referên-

cia, baseados no método de Berger e Bernardo (1992), para o parâmetro de assimetria e

mostram que, para a famı́lia de densidades em (2.1), essa distribuição a priori de refe-

rência coincide com a distribuição a priori de Jeffreys. Liseo e Loperfido (2006) derivam

propriedades da distribuição a priori de Jeffreys e mostram que tal distribuição é própria.

Bayes e Branco (2007) propõem a utilização de uma aproximação para a distribuição

a priori de Jeffreys desenvolvida por Liseo e Loperfido (2006) e também uma análise

bayesiana não informativa alternativa utilizando uma distribuição a priori uniforme para

a reparametrização δ = λ√
1+λ2 do parâmetro de assimetria λ.

Para estabelecer notação, assuma que um vetor aleatório de dimensão n cuja dis-

tribuição é normal n-variada com vetor de médias µ e matriz de variância e covariância

Σ, denotada por Nn(µ,Σ), possui fdp e fda denotadas por, respectivamente, ϕn(·;µ,Σ) e

Φn(·;µ,Σ). Quando n = 1 serão utilizadas as notações ϕ(·;µ, σ2) e Φ(·;µ, σ2) para deno-

tar, respectivamente, a fdp e a fda de uma distribuição normal com média µ e variância

σ2.

Neste trabalho assume-se que, a priori, λ ∼ N(m, v), m ∈ R e v ∈ R+. Para essa

especificação a priori, Castro et al. (2008) mostram que (3.11), (3.12) e (3.14) se tornam,

respectivamente:

π(λ|x) = ϕ(λ;m, v)
Φn(λx)

Φn(mx;0, In + vxxt)
, (3.15)

fSN(x) = 2nϕn(x)Φn(mx;0, In + vxxt), (3.16)

E(λ|x) = m+ vxtξ, (3.17)

onde ϕn(x) =
∏n

i=1 ϕ(xi), Φn(λx) =
∏n

i=1 Φ(λxi), o i-ésimo componente de ξ = (ξ1, . . . , ξn)
t
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é tal que

ξi = ϕ
(
mxi; 0, 1 + vx2

i

) Φn−1

(
mx(i)

1+vx2
i
;0, In−1 +

vx(i)x
t
(i)

1+vx2
i

)
Φn(mx;0, In + vxxt)

,

e x(i) é o subvetor de x sem o i-ésimo componente.

3.2 Inferência na famı́lia de distribuições normais bi-

modais

Nesta seção serão apresentados alguns métodos inferenciais para a famı́lia de dis-

tribuições normais bimodais.

3.2.1 Inferência clássica na famı́lia normal bimodal padrão

Suponha que, fixado α, as variáveis aleatórias X1, . . . , Xn são iid com distribuição

normal bimodal padrão dada em (2.7). Dessa forma, para cada amostra observada x =

(x1, . . . , xn)
t do vetor aleatório X = (X1, . . . , Xn)

t tem-se que um posśıvel estimador de

α via método dos momentos é dado por

α̂ =
1− x̄2

x̄2 − 3
, se 1 ≤ x̄2 < 3, (3.18)

onde x̄2 = 1/n
∑n

i=1 x
2
i .

Em uma amostra selecionada independentemente de tamanho n tem-se que a função

de verossimilhança é dada por

f(x|α) =

[
n∏

i=1

1 + αx2
i

1 + α
ϕ(xi)

]
. (3.19)

A Figura 3.2 apresenta exemplos da função de verossimilhança dada em (3.19) quando

todas as observações são maiores que um, menores que um e quando há observações

tanto menores quanto maiores que um, em módulo, respectivamente. Para construção da

Figura 3.2 foram feitas modificações nos 50 valores amostrais que formam os dados de

fronteira, que serão analisados no Caṕıtulo 5, para avaliar o comportamento da função

de verossimilhança dada em (3.19). Nota-se que, quando todas as observações são, em

módulo, maiores (menores) que um, a função de verossimilhança é monótona crescente

(decrescente) em α. Logo, a estimativa de máxima verossimilhança para o parâmetro

de forma α é infinito (zero). Tal fato ocorre com probabilidade positiva. Similar ao que
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ocorre na distribuição normal assimétrica padrão essa probabilidade decresce rapidamente

com o aumento do tamanho da amostra n.
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Figura 3.2: Funções de verossimilhança da distribuição normal bimodal padrão quando todas as ob-
servações são maiores que um, menores que um e quando há observações tanto menores quanto maiores
que um, em módulo, respectivamente.

Quando existem observações tanto menores que um, em módulo, quanto maiores ou

iguais a um, em módulo, é de interesse encontrar o valor do parâmetro de forma α que

maximiza a função de verossimilhança em (3.19). Assim como acontece com a distribuição

normal assimétrica padrão não há, geralmente, soluções anaĺıticas para encontrar o EMV

para α e nem provas de que será único. Porém, existem condições que garantem sua

existência. A Proposição 2 a seguir mostra tais condições e os posśıveis valores que o

EMV para α pode assumir.

Proposição 2. Seja (x1, . . . , xn) uma amostra iid da distribuição normal bimodal padrão.

Denote por I<1 o conjunto de ı́ndices das observações tais que |xi| < 1 e por I>1 o conjunto

de ı́ndices das observações tais que |xi| > 1. Seja Cα o conjunto dos diferentes valores de

α, α > 0, para os quais as seguintes condições são satisfeitas:∑
i∈I<1

x2
i − 1

(1 + αx2
i )(1 + α)

= −
∑
i∈I>1

x2
i − 1

(1 + αx2
i )(1 + α)

e

∣∣∣∣∣∑
i∈I>1

(x2
i − 1)K(xi, αj)

∣∣∣∣∣ >
∣∣∣∣∣∑
i∈I<1

(x2
i − 1)K(xi, αj)

∣∣∣∣∣ ,
onde K(x, α) = x2+2αx2+1

(1+αx2)2(1+α)2
> 0 para todo x ∈ R e α ≥ 0. Então,

1. se I<1 = ∅ e I>1 ̸= ∅ o EMV para α é infinito;
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2. se I<1 ̸= ∅ e I>1 = ∅ o EMV para α é zero;

3. se I<1 ̸= ∅, I>1 ̸= ∅ e Cα ̸= ∅ então uma das seguintes situações é observada:

(a) o EMV para α ocorrerá no extremo do intervalo, isto é, α̂ = 0 se

f(x|α) <
n∏

i=1

ϕ(xi), ∀α ∈ Cα;

(b) o EMV para α poderá não ser único. Nesse caso, os EMV para α serão os

valores α̂1, . . . , α̂k ∈ Cα, k ≥ 1, tais que:

i.

f(x|α̂j) >
n∏

i=1

ϕ(xi), j = 1, . . . , k;

ii.

f(x|α̂j) = max
α∈Cα

f(x|α), j = 1, . . . , k;

(c) o EMV para α poderá não ser único e serão os valores 0 e α̂1, . . . , α̂k ∈ Cα,

k ≥ 1, se

f(x|α̂j) =
n∏

i=1

ϕ(xi) = max
α∈Cα

f(x|α), j = 1, . . . , k.

Prova: Seja (x1, . . . , xn) uma amostra iid da distribuição normal bimodal padrão. De-

note por I<1 o conjunto de ı́ndices das observações tais que |xi| < 1 e por I>1 o conjunto

de ı́ndices das observações tais que |xi| > 1.

Para encontrar os posśıveis pontos de máximo e, consequentemente, os estimadores

de máxima verossimilhança para α, deve-se realizar um estudo em d
dα
f(x|α) ou, equi-

valentemente, em d
dα
l(α), onde l(α) = ln[f(x|α)] é a log-verossimilhança da função de

verossimilhança em (3.19). Seja

d

dα
l(α) =

n∑
i=1

x2
i − 1

(1 + αx2
i )(1 + α)

=
∑
i∈I>1

x2
i − 1

(1 + αx2
i )(1 + α)

+
∑
i∈I<1

x2
i − 1

(1 + αx2
i )(1 + α)

(3.20)

a primeira derivada de l(α) em relação a α. Portanto:

1. se I<1 = ∅ e I>1 ̸= ∅ então d
dα
l(α) > 0 para todo α ≥ 0. Logo, f(x|α) é estritamente

crescente e, portanto, o EMV para α é infinito;
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2. se I<1 ̸= ∅ e I>1 = ∅ então d
dα
l(α) < 0 para todo α ≥ 0. Logo, f(x|α) é estritamente

decrescente e, portanto, o EMV para α é zero;

3. se I<1 ̸= ∅ e I>1 ̸= ∅ então deve-se encontrar, primeiramente, os valores de α tais

que d
dα
l(α) = 0. Logo, os valores de α tais que d

dα
l(α) = 0 são os valores de α > 0

tais que ∑
i∈I<1

x2
i − 1

(1 + αx2
i )(1 + α)

= −
∑
i∈I>1

x2
i − 1

(1 + αx2
i )(1 + α)

. (3.21)

Para que esses valores de α > 0 sejam pontos de máximo deve-se ter que d2

dα2 l(α)

avaliada nesses valores seja negativa. Seja

d2

dα2
l(α) = −

n∑
i=1

(x2
i − 1)K(xi, α)

= −
∑
i∈I>1

(x2
i − 1)K(xi, α)−

∑
i∈I<1

(x2
i − 1)K(xi, α),

onde K(x, α) = x2+2αx2+1
(1+αx2)2(1+α)2

> 0 para todo x ∈ R e α ≥ 0. Como |xi| > 1 para

todo i ∈ I>1, tem-se
∑

i∈I>1
(x2

i − 1)K(xi, α) > 0. Analogamente, como |xi| < 1

para todo i ∈ I<1, tem-se
∑

i∈I<1
(x2

i − 1)K(xi, α) < 0. Logo, para que d2

dα2 l(α) < 0

deve-se ter ∣∣∣∣∣∑
i∈I>1

(x2
i − 1)K(xi, αj)

∣∣∣∣∣ >
∣∣∣∣∣∑
i∈I<1

(x2
i − 1)K(xi, αj)

∣∣∣∣∣ . (3.22)

Portanto, os valores de α > 0 que satisfazem (3.21) e (3.22) são pontos de máximo

de f(x|α) e formam o conjunto Cα. Sejam α̂1, . . . , α̂k ∈ Cα, k ≥ 1, os pontos de

máximo global em (0,∞), ou seja, são os valores de Cα tais que

f(x|α̂j) = max
α∈Cα

f(x|α) j = 1, . . . , k.

Como o domı́nio de α é [0,∞), deve-se verificar a relação entre f(x|0) =
∏n

i=1 ϕ(xi)

e f(x|α̂j), j = 1, . . . , k. Logo, nos casos onde Cα ̸= ∅,

(a) se f(x|0) =
∏n

i=1 ϕ(xi) > f(x|αj) para todo αj ∈ Cα, então 0 é o ponto de

máximo global para f(x|α) e, portanto, é o EMV para α;

(b) se f(x|0) =
∏n

i=1 ϕ(xi) < f(x|α̂j), j = 1, . . . , k, então os valores α̂1, . . . , α̂k ∈

Cα são pontos de máximo global em todo o domı́nio de α e, portanto, esti-

madores de máxima verossimilhança para α;
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(c) se f(x|0) =
∏n

i=1 ϕ(xi) = f(x|α̂j), j = 1, . . . , k, então o valor 0, juntamente

com α̂1, . . . , α̂k ∈ Cα, são pontos de máximo global em todo o domı́nio de α e,

portanto, estimadores de máxima verossimilhança para α.

2

Embora a Proposição 2 forneça condições para a existência do estimador de máx-

ima verossimilhança para α, estes não podem ser obtidos analiticamente. Também nesse

caso não se consegue garantir a unicidade do EMV para α. Assim como foi feito com

o parâmetro de assimetria λ da distribuição normal assimétrica padrão, será conside-

rado o algoritmo EM para obter um valor aproximado para o EMV para α, o qual será

apresentado na próxima seção.

3.2.2 Construção do algoritmo EM para a famı́lia normal bi-
modal padrão

Para a construção do algoritmo EM é considerada a representação estocástica de

Arellano-Valle et al. (2008) dada na expressão (2.9), ou seja, considera-se que, se X ∼

BN(α), então

X
d
=

√
α

1 + α
Z(2M − 1) +

√
1

1 + α
Y,

onde Z, M e Y são variáveis aleatórias independentes, Z ∼ χ2
3, M ∼ Bernoulli(1/2), Y ∼

N(0, 1) e
d
= significa igualdade em distribuição. Seja G =

√
α

1+α
Z(2M−1). Considerando

tal definição, o modelo normal bimodal padrão pode ser representado hierarquicamente

da seguinte forma:

X|G = g, α ∼ N
(
g, (1 + α)−1

)
G|α ∼ fG|α(g) =

(
1 + α

α

)3/2

g2ϕ

(√
1 + α

α
g

)
. (3.23)

Logo, utilizando o Teorema de Bayes pode-se mostrar que

G|X = x, α ∼ fG|x,α(g) =
(1 + α)2

α(1 + αx2)
g2ϕ

(
g;

α

1 + α
x,

α

(1 + α)2

)
. (3.24)

Seja G = (G1, . . . , Gn)
t a representação para as variáveis não observadas, latentes.

Tem-se, de (3.23), que a função de log-verossimilhança aumentada associada a (X,G) é
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dada por

ln f(X,G|α) = −n ln 2π + 2n ln(1 + α)− 3

2
n lnα+ 2

n∑
i=1

lnGi−

1 + α

2

[
n∑

i=1

X2
i − 2

n∑
i=1

XiGi +
1 + α

α

n∑
i=1

G2
i

]
. (3.25)

Para o passo E do algoritmo EM deve-se calcular a esperança condicional de (3.25)

dados a amostra observada x e o parâmetro estimado α̂. Esta esperança é dada por

Q(α, α̂) = E [ln f(X,G|α)|X = x, α = α̂]

= −n ln 2π + 2n ln(1 + α)− 3

2
n lnα+ 2

n∑
i=1

E [lnGi|xi, α̂]−

1 + α

2

[
n∑

i=1

x2
i − 2

n∑
i=1

xiE [Gi|xi, α̂] +
1 + α

α

n∑
i=1

E
[
G2

i |xi, α̂
]]

. (3.26)

No passo M do algoritmo EM deve-se maximizar (3.26) em relação a α para que se

possa atualizar o valor de α̂. Logo, deve-se encontrar os valores de α que são ráızes da

seguinte expressão:

d

dα
Q(α, α̂) =

2n

1 + α
− 3n

2α
−
∑n

i=1 x
2
i

2
+

n∑
i=1

xiE [Gi|xi, α̂]−

1 + α

2α

n∑
i=1

E
[
G2

i |xi, α̂
]
− 1 + α

2α2

n∑
i=1

E
[
G2

i |xi, α̂
]
. (3.27)

De (3.27) nota-se que se faz necessário conhecer E [Gi|xi, α̂] e E [G2
i |xi, α̂]. A partir de

(3.24) tem-se a seguinte expressão geral para os momentos de uma variável aleatória com

tal distribuição:

E
[
Gk|X = x, α

]
=

(1 + α)2

α(1 + αx2)
E
[
Mk+2

]
, (3.28)

onde M ∼ N (αx(1 + α)−1, α(1 + α)−2), para k = 1, 2, . . ..

Logo, de (3.28) tem-se que

E [G|X = x, α] =
α(αx3 + 3x)

(1 + α)(αx2 + 1)
e (3.29)

E
[
G2|X = x, α

]
=

α(α2x4 + 6αx2 + 3)

(1 + α)2(αx2 + 1)
. (3.30)

Portanto, o algoritmo EM se resume a:
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• Passo E: Dado α = α̂, calcular E [Gi|xi, α̂] e E [G2
i |xi, α̂], de acordo com as ex-

pressões (3.29) e (3.30), respectivamente;

• Passo M: Atualizar α̂ maximizando Q(α, α̂) com respeito a α.

3.2.3 Inferência bayesiana na famı́lia normal bimodal padrão

Sejam as variáveis aleatórias X1, . . . , Xn e Y1, . . . , Ym que, condicional em α, são iid

com distribuição normal bimodal padrão dada em (2.7). É fácil observar que, se α, a

priori, tem uma distribuição própria π(α), a distribuição a posteriori para α, a densidade

preditiva a priori de X e a densidade preditiva a posteriori de Y são dadas, respectiva-

mente, por

π(α|x) =
π(α)

∏n
i=1

1+αx2
i

1+α

Eα

[∏n
i=1

1+αx2
i

1+α

] , (3.31)

fBN(x) =

[
n∏

i=1

ϕ(xi)

]
Eα

[
n∏

i=1

1 + αx2
i

1 + α

]
e (3.32)

fBN(y|x) =

[
m∏
i=1

ϕ(yi)

]
Eα|x

[
m∏
i=1

1 + αy2i
1 + α

]
, (3.33)

onde Eα[T ] denota o valor esperado de T com respeito à distribuição π(α). Nesse caso,

a esperança a posteriori de α é dada por

Eα|x[α] =
Eα

[
α
∏n

i=1
1+αx2

i

1+α

]
Eα

[∏n
i=1

1+αx2
i

1+α

] . (3.34)

Neste trabalho assume-se que, a priori, α ∼ NT (c, d2; 0,∞). Considerando essa

distribuição a priori para α segue de (3.31) e (3.34) que

π(α|x) =
ϕ(α; c, d2)

1− Φ(0; c, d2)

∏n
i=1

1+αx2
i

1+α

Eα

[∏n
i=1

1+αx2
i

1+α

]
=

ϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α∫∞
0

ϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα

, (3.35)

Eα|x[α] =

∫∞
0

αϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα

[1− Φ(0; c, d2)]Eα

[∏n
i=1

1+αx2
i

1=α

]
=

∫∞
0

αϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα∫∞

0
ϕ(α; c, d2)

∏n
i=1

1+αx2
i

1+α
dα

. (3.36)
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3.3 Inferência na famı́lia de distribuições normais bi-

modais assimétricas

Esta seção se destina ao problema de inferência sobre os parâmetros (α, λ) da dis-

tribuição normal bimodal assimétrica padrão. Seguindo as seções anteriores, serão es-

tabelecidas as condições de existência de estimadores de máxima verossimilhança para

(α, λ) assim como serão obtidas as distribuições a posteriori para (α, λ), as distribuições

preditivas a priori e a posteriori, bem como a esperança a posteriori de (α, λ).

3.3.1 Inferência clássica na famı́lia normal bimodal assimétrica
padrão

Suponha que, fixado (α, λ), as variáveis aleatórias X1, . . . , Xn são iid com distribuição

normal bimodal assimétrica padrão dada em (2.10). Logo, para cada amostra observada

x = (x1, . . . , xn)
t do vetor aleatório X = (X1, . . . , Xn)

t, posśıveis estimadores via método

dos momentos são obtidos ao resolver o seguinte sistema em relação a α e λ:{
x̄ = E(X|α, λ)
x̄2 = E(X2|α, λ) . (3.37)

De acordo com as expressões (2.11) e (2.12) o sistema em (3.37) se torna{
x̄ = 1

1+α

√
2
π

λ√
1+λ2 +

α
1+α

√
2
π

λ
(1+λ2)3/2

(3 + 2λ2)

x̄2 = 1+3α
1+α

. (3.38)

Nota-se, de (3.38), que, a partir da segunda expressão em tal sistema consegue-se encon-

trar uma solução para α e, nesse caso, o estimador via método dos momentos para α é o

mesmo que em (3.18). Porém, não há solução anaĺıtica real para λ.

Em uma amostra de tamanho n selecionada independentemente de uma distribuição

normal bimodal assimétrica padrão com parâmetros α e λ tem-se que a função de veros-

similhança é dada por

f(x|α, λ) = 2n

[
n∏

i=1

1 + αx2
i

1 + α
ϕ(xi)Φ(λxi)

]

=
f(x|α)f(x|λ)∏n

i=1 ϕ(xi)
, (3.39)

onde f(x|α) e f(x|λ) são as mesmas definidas em (3.2) e (3.19), respectivamente. Como

pode-se observar de (3.39) a função de verossimilhança da distribuição normal bimodal as-
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simétrica padrão é função das funções de verossimilhança da distribuição normal bimodal

padrão e normal assimétrica padrão.

Para uma dada amostra x nota-se que (3.39) se trata de uma função de duas variáveis,

α e λ. Logo, deve-se encontrar valores para o par (α, λ) que maximizam a função de

verossimilhança (3.39). O resultado a seguir fornece condições de existência para tais

pontos que maximizam a função de verossimilhança e quais seus posśıveis valores.

Proposição 3. As condições de existência para os estimadores de máxima verossimi-

lhança para os parâmetros de forma α e de assimetria λ na famı́lia de distribuições

normais bimodais assimétricas padrão são as mesmas verificadas para a existência dos

estimadores de máxima verossimilhança para os parâmetros de forma e assimetria, res-

pectivamente, nas famı́lias de distribuições normal bimodal padrão e normal assimétrica

padrão e, se existirem, serão os mesmos encontrados em tais famı́lias.

Prova: Seja (x1, . . . , xn) uma amostra iid da distribuição normal bimodal assimétrica

padrão definida em (2.10). Assim como ocorre com funções de uma variável, para en-

contrar posśıveis pontos de máximo e, consequentemente, os EMV para α e λ, deve-se,

primeiramente, realizar um estudo nas derivadas de primeira ordem ∂
∂α
l(α, λ) e ∂

∂λ
l(α, λ),

onde

l(α, λ) = ln[f(x|α, λ)]

= l(α) + l(λ)−
n∑

i=1

ϕ(xi),

l(α) e l(λ) são as log-verossimilhanças das funções de verossimilhança das distribuições

normal bimodal padrão e normal assimétrica padrão, respectivamente.

Tem-se que

∂

∂α
l(α, λ) =

n∑
i=1

x2
i − 1

(1 + αx2
i )(1 + α)

e (3.40)

∂

∂λ
l(α, λ) =

n∑
i=1

ϕ(λxi)

Φ(λxi)
xi. (3.41)

Observa-se de (3.40) e (3.41) que ∂
∂α
l(α, λ) e ∂

∂λ
l(α, λ) não dependem de, respectivamente,

λ e α e que tais expressões são iguais a, respectivamente, (3.20) e (3.3). Logo, os valores
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que podem resolver ∂
∂α
l(α, λ) = 0 e ∂

∂λ
l(α, λ) = 0 são os mesmos que resolveriam, respecti-

vamente, d
dα
l(α) = 0 e d

dα
l(λ) = 0, ou seja, os pares formados por um ponto cŕıtico de l(α)

e por um ponto cŕıtico de l(λ) é um ponto cŕıtico de l(α, λ). Além disso, as condições que

levam a função de verossimilhança da distribuição normal bimodal assimétrica padrão a

ser crescente ou descrescente em relação a cada um dos parâmetros α e λ também são as

mesmas considerando as famı́lias normal bimodal padrão e normal assimétrica padrão,

respectivamente.

As derivadas de segunda ordem de l(α, λ) são

∂2

∂α2
l(α, λ) = −

n∑
i=1

(x2
i − 1)K(xi, α),

∂2

∂λ2
l(α, λ) = −

n∑
i=1

H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)] e

∂2

∂α∂λ
l(α, λ) = 0 =

∂2

∂λ∂α
l(α, λ),

onde H(x, λ) = ϕ(λx)
Φ2(λx)

x2 > 0 para todo x ∈ R e λ ∈ R e K(x, α) = x2+2αx2+1
(1+αx2)2(1+α)2

> 0 para

todo x ∈ R e α ≥ 0. Assim como ocorre com as derivadas de primeira ordem nota-se que

as derivadas de segunda ordem de l(α, λ) em relação a α e λ são as mesmas derivadas de

segunda ordem de, respectivamente, l(α) em relação a α e l(λ) em relação a λ.

Para verificar se os pontos cŕıticos, que são os pontos que anulam as derivadas de

primeira ordem, de funções de duas variáveis são pontos de máximo deve-se fazer um

estudo na matriz formada pelas derivadas de segunda ordem. A matriz M(α, λ) das

derivadas de segunda ordem de l(α, λ) é

M(α, λ) =

[
∂2

∂α2 l(α, λ)
∂2

∂α∂λ
l(α, λ)

∂2

∂λ∂α
l(α, λ) ∂2

∂α2 l(α, α)

]
=

[
−
∑n

i=1 (x
2
i − 1)K(xi, α) 0
0 −

∑n
i=1 H(xi, λ)[λxiΦ(λxi) + ϕ(λxi)]

]
.

Suponha que (αc, λc) é um ponto cŕıtico de l(α, λ). Para que esse ponto seja ponto de

máximo, de acordo com Stewart (2002), deve-se ter det[M(αc, λc)] > 0 e ∂2

∂α2 l(αc, λc) < 0,

onde det[M(α, λ)] denota o determinante de M(α, λ) e dado por

det[M(α, λ)] =

[
∂2

∂α2
l(α, λ)

] [
∂2

∂λ2
l(α, λ)

]
.

Como para existir pontos de máximo deve-se ter ∂2

∂α2 l(α, λ) < 0 então, para que det[M(α, λ)] >

0, também deve-se ter ∂2

∂λ2 l(α, λ) < 0. Logo, para que (αc, λc) seja ponto de máximo de
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l(α, λ), αc deve satisfazer as condições para ser ponto de máximo em l(α) e λc deve sa-

tisfazer as condições para ser ponto de máximo em l(λ). Portanto, o EMV para λ na

famı́lia normal assimétrica padrão também será EMV para λ na famı́lia normal bimodal

assimétrica padrão e o EMV para α na famı́lia normal bimodal padrão também será EMV

para α na famı́lia normal bimodal assimétrica padrão. 2

De acordo com a Proposição 3 estimar, via máxima verossimilhança, os parâmetros

de forma α e de assimetria λ da distribuição normal bimodal assimétrica padrão dada

em (2.10) é equivalente a estimar cada um dos parâmetros individualmente na suposição

de que os dados vem das famı́lias mais simples, distribuição normal bimodal padrão e

normal assimétrica padrão, respectivamente. Dessa forma, pode-se utilizar os algoritmos

EM vistos nas Seções 3.1.1 e 3.2.1 para se obter estimativas de máxima verossimilhança

para λ e α, respectivamente.

3.3.2 Inferência bayesiana na famı́lia normal bimodal assimétrica

Sejam as variáveis aleatórias X1, . . . , Xn e Y1, . . . , Ym que, condicional em α e λ, são

iid com distribuição normal bimodal assimétrica padrão dada em (2.10). Assim como em

Elal-Olivero et al. (2009), considere α e λ independentes, com distribuições a priori π(α)

e π(λ), respectivamente. A distribuição conjunta a posteriori para (α, λ) é dada por

π(α, λ|x) =
π(α)

∏n
i=1

1+αx2
i

1+α

Eα

[∏n
i=1

1+αx2
i

1+α

] π(λ)∏n
i=1 Φ(λxi)

Eλ [
∏n

i=1 Φ(λxi)]
= π(α|x)π(λ|x), (3.42)

onde Eα[T ] e Eλ[T ] denotam o valor esperado de T com respeito às distribuições π(α) e

π(λ), respectivamente.

Como pode-se ver em (3.42) a condição de independência a priori de α e λ induz

à condição de independência a posteriori para α e λ. E mais, π(α|x) e π(λ|x) são as

mesmas de (3.31) e (3.11), respectivamente. Isso quer dizer que, assim como ocorre com

o EMV para α e λ, sob a famı́lia normal bimodal assimétrica padrão as distribuições

a posteriori para cada um dos parâmetros α e λ também são as obtidas considerando-

se famı́lias mais simples - a distribuição normal bimodal padrão para α e a distribuição

normal assimétrica padrão para λ. Logo, os valores esperados a posteriori de α, Eλ,α|x[α],
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e λ, Eλ,α|x[λ], na famı́lia normal bimodal assimétrica padrão são os mesmos obtidos nas

famı́lias mais simples, ou seja,

Eλ,α|x[λ] =
Eλ [λ

∏n
i=1 Φ(λxi)]

Eλ [
∏n

i=1 Φ(λxi)]
e

Eλ,α|x[α] =
Eα

[
α
∏n

i=1
1+αx2

i

1+α

]
Eα

[∏n
i=1

1+αx2
i

1+α

] .

A função de densidade preditiva a priori para X e a função de densidade preditiva a

posteriori para Y são dadas por

fSBN(x) = 2n

[
n∏

i=1

ϕ(xi)

]
Eλ

[
n∏

i=1

Φ(λxi)

]
Eα

[
n∏

i=1

1 + αx2
i

1 + α

]

=
fSN(x)fBN(x)∏n

i=1 ϕ(xi)
e (3.43)

fSBN(y|x) = 2m

[
m∏
i=1

ϕ(yi)

]
Eλ|x

[
m∏
i=1

Φ(λyi)

]
Eα|x

[
m∏
i=1

1 + αy2i
1 + α

]

=
fSN(y|x)fBN(y|x)∏m

i=1 ϕ(yi)
, (3.44)

onde fSN(x), fBN(x), fSN(y|x) e fBN(y|x) são as mesmas definidas em (3.12), (3.32),

(3.13) e (3.33), respectivamente. Como pode-se ver a partir de (3.43) e (3.44) as funções

preditivas a priori e a posteriori para os dados na famı́lia normal bimodal assimétrica

padrão são funções das densidades preditivas a priori e a posteriori obtidas para as

famı́lias normal assimétrica padrão e normal bimodal padrão. No entanto, neste caso,

não é apenas o produto dessas preditivas.

Elal-Olivero et al. (2009) consideram testes e estimações na famı́lia de distribuições

normais bimodais assimétricas. São assumidas distribuições a priori que são misturas

de uma distribuição cont́ınua com uma distribuição pontual. Para testes de hipóteses

consideram para λ uma distribuição a priori que é uma mistura entre uma distribuição

pontual em 0 e uma distribuição normal com pequena variância. Para α, a priori, con-

sideram uma mistura entre uma distribuição pontual em 0 e ou uma distribuição normal

truncada em valores maiores que 0 ou uma distribuição uniforme com limite superior bem

alto. Em relação à estimação consideram distribuições a priori que são misturas entre

distribuições pontuais em 0 e distribuições normais padrão (truncada em valores positivos

quando necessário) e/ou distribuições uniformes para ambos os parâmetros.
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O trabalho desenvolvido aqui estende os resultados de Elal-Olivero et al. (2009) por

apresentar uma contribuição teórica para a famı́lia normal bimodal assimétrica padrão

tanto em relação à inferência clássica quanto em relação à inferência bayesiana.

De acordo com as expressões em (3.15), (3.35), (3.16) e (3.32) quando, a priori, α e λ

são independentes, α ∼ NT (c, d2; 0,∞) e λ ∼ N(m, v), a distribuição a posteriori para

(α, λ) em (3.42) e a distribuição preditiva a priori para os dados em (3.43) se tornam

π(α, λ|x) =
ϕ(α; c, d2)

1− Φ(0; c, d2)

∏n
i=1

1+αx2
i

1+α

Eα

[∏n
i=1

1+αx2
i

1+α

]ϕ(λ;m, v)
Φn(λx)

Φn(mx;0, In + vxxt)

=
ϕ(α; c, d2)

∏n
i=1

1+αx2
i

1+α∫∞
0

ϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα

ϕ(λ;m, v)
Φn(λx)

Φn(mx;0, In + vxxt)
e

fSBN(x) = 2nϕn(x)Φn(mx;0, In + vxxt)Eα

[
n∏

i=1

1 + αx2
i

1 + α

]
.

Sob essas especificações a priori para α e λ e a independência a priori entre os parâmetros

tem-se, de acordo com as expressões (3.36) e (3.17), que as esperanças a posteriori para

α e λ sob a famı́lia normal bimodal assimétrica padrão são dadas, respectivamente, por

Eλ,α|x[α] =

∫∞
0

αϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα

[1− Φ(0; c, d2)]Eα

[∏n
i=1

1+αx2
i

1=α

]
=

∫∞
0

αϕ(α; c, d2)
∏n

i=1
1+αx2

i

1+α
dα∫∞

0
ϕ(α; c, d2)

∏n
i=1

1+αx2
i

1+α
dα

e (3.45)

Eλ,α|x[λ] = m+ vxtξ, (3.46)

onde ξ é como definido na Seção 3.1.3.
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Caṕıtulo 4

Análise de dados simulados

Neste Caṕıtulo serão realizadas inferências sobre os parâmetros de forma e assime-

tria da distribuição normal bimodal assimétrica padrão assumindo resultados vistos no

Caṕıtulo 3, Seção 3.3 e considerando dados simulados.

Primeiramente, será realizado um estudo Monte Carlo com o objetivo de avaliar as

estimativas obtidas pelo estimador de máxima verossimilhança via algoritmo EM e pelos

estimadores bayesianos, média e moda a posteriori.

Em seguida é feito um novo estudo Monte Carlo para realizar uma análise de sensibili-

dade nas estimativas resultantes dos estimadores bayesianos quando, a priori, considera-se

uma distribuição pouco informativa (entendida aqui como uma distribuição com variância

grande) para uma distribuição informativa.

São utilizadas as linguagens de programação Ox para as programações dos processos

de geração de amostras e estimação dos parâmetros e R para geração de gráficos.

4.1 Estudo Monte Carlo

Nesta Seção são realizados estudos Monte Carlo para avaliar a qualidade dos esti-

madores propostos. Foram consideradas 10.000 réplicas Monte Carlo da distribuição

normal bimodal assimétrica padrão dada em (2.10) com parâmetros α iguais a 0, 1; 0, 25;

5 e 10 e λ iguais a 0, 5; 1; 5 e 10 e assumidos dois tamanhos de amostras: n = 30 e 100.

Para cada réplica Monte Carlo foram calculados os estimadores de máxima verossimi-

lhança via algoritmo EM tendo como valor inicial para α e λ os próprios valores utilizados

na geração dos dados. Assim como em Lin (2009), o algoritmo EM era encerrado quando

havia diferenças absolutas na log-verossimilhança menores que 10−4. Também foram cal-
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culadas as esperanças e modas a posteriori, denotadas, respectivamente, por E e Mo.

Para o cálculo das esperanças a priori envolvidas na distribuição a posteriori para (α, λ),

dada em (3.42), foi considerado um método Newton-Cotes, chamado regra de Simpson

(Migon e Gamerman, 1999, página 144, Seção 5.4), para aproximá-las. Como distribuição

a priori para λ foi considerada uma distribuição normal com média zero e variância 10.000

e, para α, uma distribuição normal truncada em valores não negativos com parâmetros de

posição µ igual a zero e σ2 igual a 10.000, o que garante uma alta variabilidade a priori

para ambos os parâmetros. Após gerar as 10.000 amostras Monte Carlo tomou-se as esti-

mativas medianas obtidas por cada estimador e os erros quadráticos médio emṕıricos, que

estão entre parênteses. A adoção do erro quadrático médio para quantificar a diferença

entre os valores reais e os valores estimados é devida à sua popularidade e fácil compreen-

são. As Tabelas 4.1 e 4.2 mostram os resultados obtidos para amostras de tamanho 30 e

100, respectivamente, onde os valores entre parênteses são os erros quadráticos médio.

Das Tabelas 4.1 e 4.2 nota-se que, em geral, os erros quadráticos médio referentes a

cada estimador aumentam à medida que os valores dos parâmetros aumentam. Exceções

ocorrem para estimadores de λ quando n = 30 e para a moda a posteriori quando

amostras são geradas assumindo (α, λ) iguais a (5, 10) e (10, 10), onde os valores de

EQM são menores do que quando amostras são geradas de valores (α, λ) = (5, 5) e

(10, 5), respectivamente. Para a esperança a posteriori de λ tal fato também ocorre para

amostras geradas com par de parâmetros iguais a (10, 10). Para amostras de tamanho

100 o erro quadrático médio obtido pelo estimador de máxima verossimilhança (EMV )

para λ quando amostras são geradas assumindo (5, 10) é menor que o gerado assumindo

(5, 5).

Na Tabela 4.1 observa-se, em relação ao EQM, que, para os casos onde amostras

foram geradas com α = 0, 1 e 0, 25, ou seja, amostras unimodais, os melhores resultados

para α foram obtidos para o EMV , com pouca diferença em relação à moda a posteriori.

Para os outros valores de α considerados, os melhores resultados são obtidos pela moda

a posteriori e os piores para o EMV , que se mostraram muito inferiores até mesmo em

relação à esperança a posteriori. Em relação aos estimadores para λ, em todos os casos

onde amostras são geradas com λ = 0, 5 os melhores resultados são obtidos pelo estimador

de máxima verossimilhança, exceto quando α = 10, onde o melhor resultado é observado
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Tabela 4.1: Medianas e erros quadráticos médio para estimador de máxima verossimilhança (EMV ),
esperança (E) e moda (Mo) a posteriori, n = 30.

α EMV E Mo λ EMV E Mo

0,1 0,0982 0,3147 0,0904 0,5 0,5196 0,5427 0,5201
(0,0397) (2,1993) (0,0434) (0,0911) (0,1141) (0,0920)
0,0990 0,3147 0,0904 1 1,0387 1,1103 1,0389

(0,0396) (2,1993) (0,0434) (0,6416) (2,1346) (0,5338)
0,0974 0,3147 0,0904 5 5,9369 7,9854 5,9521

(0,0406) (2,1993) (0,0434) (6.116,1001) (1.305,3510) (224,0917)
0,0956 0,3147 0,0904 10 15,7649 38,1537 16,5754

(0,0413) (2,1993) (0,0434) (18.021,1747) (2.877,5171) (440,7827)

0,25 0,2456 0,5106 0,2429 0,5 0,5179 0,5403 0,5182
(0,1071) (11,4581) (0,1142) (0,0775) (0,0977) (0,0788)
0,2469 0,5106 0,2429 1 1,0441 1,1167 1,0444

(0,1065) (11,4581) (0,1142) (2,7270) (7,4599) (1,4126)
0,2447 0,5106 0,2429 5 6,0145 8,4037 6,1027

(0,1104) (11,4581) (0,1142) (5.575,1081) (1.583,8590) (257,2652)
0,2439 0,5106 0,2429 10 15,8461 59,0920 17,3268

(0,1104) (11,4581) (0,1142) (23.545,4595) (3.114,7523) (443,9013)

5 5,2679 55,4109 5,2880 0,5 0,5109 0,5292 0,5119
(4.844,6879) (3.059,0135) (205,6763) (0,0536) (1,5543) (0,0621)

5,2527 55,4109 5,2880 1 1,0433 1,1209 1,0438
(4.902,9075) (3.049,0135) (205,6763) (27,5277) (141,6459) (8,4953)

5,2932 55,4109 5,2880 5 7,6950 81,4919 9,9330
(5.048,7668) (3.049,0135) (205,6763) (2.189,7800) (4.313,2217) (215,3769)

5,2540 55,4109 5,2880 10 10,5739 81,8802 12,7613
(4.841,4567) (3.049,0135) (205,6763) (2.634,4116) (4.602,5946) (194,7672)

10 11,0461 75,6759 11,2502 0,5 0,5097 0,5266 0,5099
(13.157,1947) (3.888,8555) (347,6735) (0,9204) (1,4863) (0,3021)

10,9612 75,6759 11,2502 1 1,0453 1,1226 1,0458
(13.373,8386) (3.888,8555) (347,6735) (25,5398) (218,0350) (9,2122)

11,4688 75,6759 11,2502 5 7,0402 81,3415 8,8652
(13.656,9993) (3.888,8555) (347,6735) (1.167,1398) (4.818,7902) (153,5763)

11,0978 75,6759 11,2502 10 10,1330 81,5228 10,2598
(13.153,2270) (3.888,8555) (347,6735) (1.261,7165) (4.785,1361) (124,2592)

para a moda a posteriori. Para todos os outros casos de λ considerados, os melhores

resultados foram obtidos pela moda a posteriori. Em todos os casos onde λ é igual a 0, 5

e 1 os piores resultados são obtidos pela esperança a posteriori, assim como para λ e α

iguais a 5 e 10.

Ainda considerando n = 30 nota-se da Tabela 4.1 que em relação às estimativas

medianas, para λ, os melhores resultados são observados para as estimativas do estimador

de máxima verossimilhança, similar ao que ocorre com os erros quadráticos médio apenas

em três situações. Isso ocorreu quando (α, λ) são iguais a (0, 1; 0, 5), (0, 25; 0, 5) e (5; 0, 5).
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Tabela 4.2: Medianas e erros quadráticos médio para estimador de máxima verossimilhança (EMV ),
esperança (E) e moda (Mo) a posteriori, n = 100.

α EMV E Mo λ EMV E Mo

0,1 0,1799 0,1588 0,0990 0,5 0,5005 0,5119 0,5051
(0,0217) (0,0148) (0,0092) (0,0009) (0,0207) (0,0197)
0,2039 0,1588 0,0990 1 1,0034 1,0314 1,0113
(0,0231) (0,0148) (0,0092) (0,0085) (0,0470) (0,0421)
0,1781 0,1588 0,0990 5 5,0213 5,6453 5,2164
(0,0207) (0,0148) (0,0092) (0,0485) (46,9331) (18,2565)
0,1747 0,1588 0,0990 10 10,0434 12,9277 10,9699
(0,0195) (0,0148) (0,0092) (0,0914) (638,6752) (196,5911)

0,25 0,3496 0,3090 0,2482 0,5 0,5006 0,5113 0,5045
(0,0429) (0,0320) (0,0206) (0,0009) (0,0183) (0,0173)
0,3852 0,3090 0,2482 1 1,0034 1,0327 1,0121
(0,0453) (0,0320) (0,0206) (0,0069) (0,0456) (0,0403)
0,3461 0,3090 0,2482 5 5,0227 5,7574 5,2615
(0,0404) (0,0320) (0,0206) (0,0422) (88,1646) (29,1948)
0,3433 0,3090 0,2482 10 10,0454 13,5687 11,2023
(0,0383) (0,0320) (0,0206) (0,0778) (857,2160) (240,6875)

5 6,2705 14,6602 5,1555 0,5 0,5010 0,5086 0,5036
(348,7661) (849,8832) (45,2071) (0,0079) (0,0102) (0,0097)
6,1798 14,6602 5,1555 1 1,0054 1,0375 1,0161

(348,2741) (849,8832) (45,2071) (0,0286) (0,0408) (0,0339)
5,9301 14,6602 5,1555 5 5,0420 10,5057 6,7488

(422,9867) (849,8832) (45,2071) (956,9158) (2.180,7778) (264,0720)
5,5575 14,6602 5,1555 10 10,0497 83,1303 18,5445

(357,1527) (849,8832) (45,2071) (871,5067) (3.668,0878) (393,4214)

10 12,0432 49,0520 10,3679 0,5 0,5017 0,5087 0,5039
(4.632,6535) (2.380,8700) (243,3872) (0,0086) (0,0096) (0,0092)

11,8221 49,0520 10,3679 1 1,0109 1,0360 1,0149
(4.632,2105) (2.380,8700) (243,3872) (0,0317) (0,0405) (0,0333)

13,2471 49,0520 10,3679 5 7,4227 58,2723 9,6670
(5.407,9951) (2.380,8700) (243,3872) (1.128,6963) (3.191,4854) (254,5815)

11,2951 49,0520 10,3679 10 10,2240 82,8625 16,3691
(4.703,7454) (2.380,8700) (243,3872) (1.407,17917) (4.249,5327) (291,9732)

Para α nota-se que, apenas para α iguais a 5 e 10 as estimativas medianas, em dois casos,

são melhores para a moda a posteriori. Isso ocorre quando (α, λ) = (5, 5) e (10, 5).

Por sinal, esses são os dois casos para α iguais a 5 e 10 que estão semelhantes ao que

ocorre com os erros quadráticos médio. Para os outros valores de α tanto as estimativas

medianas de cada estimador quanto os valores de EQM levam à mesma conclusão sobre

os melhores estimadores.

Para amostras de tamanho 100 observa-se da Tabela 4.2 que, em relação a α e obser-

vando os valores do erro quadrático médio, melhores resultados são obtidos para a moda
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a posteriori e os piores para o EMV quando α = 0, 1; 0, 25 e 10. Para os estimadores de

λ os melhores resultados foram observados quando são utilizados o EMV , exceto quando

amostras são geradas assumindo (α, λ) = (5, 5), (5, 10), (10, 5) e (10, 10), onde os me-

lhores resultados são notados quando é considerada a moda a posteriori como estimador

de λ. Para todos os valores de λ os piores resultados são obtidos quando é utilizada a

esperança a posteriori.

Levando em conta n = 100 verifica-se na Tabela 4.2 que, para α, os casos onde

ocorrem as melhores estimativas medianas são os mesmos onde ocorrem os menores erros

quadráticos médio, ou seja, todos ocorrem para a moda a posteriori. Para λ todas as

melhores estimativas medianas são para o EMV e há quatro casos que não são similares

com o EQM. Tal fato ocorre nos casos onde os menores valores de EQM são para a moda

a posteriori, (α, λ) = (5, 5), (5, 10), (10, 5) e (10, 10).

A partir das Tabelas 4.1 e 4.2 também é posśıvel notar que para amostras de tamanho

100 os erros quadráticos médio são menores que os casos onde amostras tem tamanho

30, exceto para a moda a posteriori de λ com amostras geradas sob (5, 5), (5, 10), (10, 5)

e (10, 10) e para o valor esperado a posteriori de λ quando é considerado o caso onde

(α, λ) = (10, 10). Devido ao alto número de casos onde o EQM é grande pode-se dizer

que não é recomendável utilizar apenas estimação pontual para inferências sobre os pa-

râmetros de assimetria e de forma da distribuição normal bimodal assimétrica padrão.

4.2 Análise de sensibilidade

Nesta Seção são realizados estudos Monte Carlo com o intuito de analisar o com-

portamento das estimativas bayesianas quando, a priori, considera-se distribuições com

diferentes variâncias. Foram consideradas 10.000 réplicas Monte Carlo da distribuição

normal bimodal assimétrica padrão dada em (2.10) com parâmetros (α, λ) iguais a (0, 0),

(0, 25; 1) e (10, 10) e assumido tamanho amostral n = 100.

Para cada réplica Monte Carlo foram calculadas as esperanças e modas a posteriori,

denotadas, respectivamente, por E eMo, onde i = α ou λ. Assim como na Seção anterior,

para o cálculo das esperanças a priori envolvidas na distribuição a posteriori para (α, λ),

dada em (3.42), foi considerada a regra de Simpson para aproximá-las. Como distribuição
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a priori para λ foram consideradas distribuições normais com média zero e variâncias

10.000, 10 e 1 e, para α, distribuições normais truncadas em valores não negativos com

parâmetros de posição µ igual a zero e σ2 = 10.000, 10 e 1, o que garante diferentes

variabilidades a priori para ambos os parâmetros. A Tabela 4.3 mostra as especificações

a priori consideradas e suas respectivas média e variância.

Tabela 4.3: Médias e variâncias para as distribuições a priori utilizadas.

α λ

Distribuição Média Variância Distribuição Média Variância

NT (0, 10.000; 0,∞) 79,7885 3.633,8023 N(0, 10.000) 0 10.000
NT (0, 10; 0,∞) 2,5231 3,6338 N(0, 10) 0 10
NT (0, 1; 0,∞) 0,7979 0,3634 N(0, 1) 0 1

Tomou-se as estimativas medianas de cada estimador e os erros quadráticos médio em-

ṕıricos. A Tabela 4.4 apresenta as estimativas medianas apresentadas pelo valor esperado

(E) e modal (Mo) a posteriori e, entre parênteses, os erros quadráticos médio (EQM)

de tais estimadores considerando as diferentes distribuições a priori (D.P.). Assim como

ocorreu na Seção 4.1, a escolha pela mediana é devido ao alto número de estimativas at́ıpi-

cas, como se pode observar nas Figuras 4.1, 4.2 e 4.3. Tais valores at́ıpicos influenciam

fortemente o EQM.

Tabela 4.4: Medianas e erros quadráticos médio para esperança e moda a posteriori considerando
diferentes especificações a priori.

(α, λ) (0, 0) (0, 25; 1) (10, 10)

Parâmetro D.P. E Mo E Mo E Mo

α NT (0, 10.000; 0,∞) 0,1094 0,0000 0,3170 0,2482 49,0520 10,3679
(0,0168) (0,0036) (0,0315) (0,0206) (2.380,8707) (243,3873)

NT (0, 10; 0,∞) 0,0803 0,0000 0,3075 0,2477 5,4596 4,8731
(0,0114) (0,0035) (0,0313) (0,0204) (21,7401) (27,4576)

NT (0, 1; 0,∞) 0,0787 0,0000 0,2999 0,2438 2,6043 2,4942
(0,0110) (0,0035) (0,0257) (0,0184) (54,9894) (56,6205)

λ N(0, 10.000) 0,0021 0,0005 1,0327 1,0121 82,8625 16,3691
(0,0173) (0,0169) (0,0456) (0,0403) (4.249,5327) (291,9732)

N(0, 10) 0,0002 0,0005 1,0293 1,0087 4,7738 3,9491
(0,0172) (0,0168) (0,0441) (0,0391) (27,4358) (36,5715)

N(0, 1) 0,0002 0,0005 0,9988 0,9798 2,3976 2,2470
(0,0167) (0,0163) (0,0340) (0,0314) (57,7613) (60,0755)

Quando são geradas amostras da distribuição normal bimodal assimétrica padrão com
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Figura 4.1: Esperanças (E) e modas (Mo) a posteriori para α e λ - X1, . . . , Xn
iid∼ SBN(0, 0).

par de parâmetros (α, λ) igual a (0, 0) nota-se, na Figura 4.1, que o valor de α sempre é

superestimado pela esperança a posteriori. Os valores modais a posteriori de α também

estão superestimados, porém, aproximadamente 75% de todos os valores estimados estão

concentrados entre 0 e 0, 1. Esses resultados ocorrem independente da distribuição a

priori para α considerada. Da Tabela 4.4 observa-se, nos valores do EQM, que, para α, a

moda a posteriori fornece melhores resultados que a esperança a posteriori. Para a moda

a posteriori pequenas diferenças aparecem ao considerar diferentes distribuições a priori,

enquanto para a esperança a posteriori essa diferença é um pouco mais significativa. Em

relação a λ conclui-se, a partir da Figura 4.1, que tanto o comportamento dos valores

esperados quanto dos valores modais a posteriori são semelhantes e parecem estimar bem

o valor do parâmetro de assimetria, para todas as distribuições a priori consideradas. Tal

fato pode ser observado na Tabela 4.4, que mostra que os erros quadráticos médio para

a esperança e moda a posteriori não se diferenciam muito. Também nota-se que, assim

como ocorreu com α, melhores resultados são obtidos quando é considerada a distribuição
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Figura 4.2: Esperanças (E) e modas (Mo) a posteriori para α e λ - X1, . . . , Xn
iid∼ SBN(0, 25; 1).

a priori com menor parâmetro de escala.

Nas amostras da distribuição em (2.10) com α igual a 0, 25 e λ igual a 1 nota-se, na

Figura 4.2, que, em relação a α, as esperanças a posteriori tendem a superestimar o valor

do parâmetro. Já as modas a posteriori estão mais concentradas ao redor do valor real,

0, 25, e estão menos dispersas que os valores obtidos pela esperança a posteriori. As dis-

tribuições emṕıricas dos estimadores apresentam, aproximadamente, um comportamento

semelhante quando, a priori, o valor esperado para α é, de acordo com a Tabela 4.3,

aproximadamente 79, 7885 e 2, 5231. Quando é considerada a distribuição a priori com

menor valor do parâmetro de escala observa-se um pequeno decréscimo na variabilidade

das estimativas. Em relação a λ observa-se que os valores medianos obtidos por ambos os

estimadores bayesianos são aproximadamente iguais a 1, que é o valor de λ utilizado para

gerar as amostras. Assim como ocorre para α, nota-se que a moda a posteriori tende a ser

um melhor estimador e que quando é considerada uma distribuição a priori com menor

variabilidade as estimativas ficam mais próximas entre si. Na Tabela 4.4 nota-se, em

54



E Mo

0
20

40
60

80
10

0
alpha ~ NT(0,10000;0,infinity)

E Mo

0
2

4
6

8
10

alpha ~ NT(0,10;0,infinity)

E Mo

0
2

4
6

8
10

alpha ~ NT(0,1;0,infinity)

E Mo

0
20

40
60

80
10

0

lambda ~ N(0,10000)

E Mo

4
6

8
10

lambda ~ N(0,10)

E Mo

2
4

6
8

10

lambda ~ N(0,1)

Figura 4.3: Esperanças (E) e modas (Mo) a posteriori para α e λ - X1, . . . , Xn
iid∼ SBN(10, 10).

relação ao EQM, que tanto para α quanto para λ melhores resultados foram obtidos pela

moda a posteriori. Para as distribuições a priori consideradas observa-se que, à medida

que a variabilidade a priori diminui, tanto para a moda e esperança a posteriori o EQM

também diminui, indicando que as estimativas vão ficando mais próximas do valor real.

Para as amostras que foram geradas assumindo os parâmetros (10, 10) observa-se, na

Figura 4.3, que, tanto para α quanto para λ, a escolha da distribuição a priori influencia

muito as estimativas que podem ser obtidas. Nos casos considerados onde a distribuição a

priori apresenta maior variabilidade nota-se que os valores esperados a posteriori estão,

em sua maioria, superestimados. As modas a posteriori estão menos dispersas e mais

próximas do valor real, em especial para α. Para as outras distribuições a priori consi-

deradas todas as estimativas estão subestimadas. Quanto menor o parâmetro de escala

das distribuições a priori menor é a dispersão das estimativas e mais subestimados estão

os valores obtidos. Nesses casos, a esperança a posteriori apresenta melhores resultados

por estarem mais próximos do valor real, como também pode ser observado pela Tabela
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4.4. Na Tabela 4.4 nota-se que, quando são consideradas as distribuições a priori com

maior variabilidade, NT (0, 10.000; 0,∞) para α e N(0, 10.000) para λ, o EQM resultante

é o maior. Os casos onde os estimadores bayesianos apresentaram os menores valores

para o erro quadrático médio foram observados quando são consideradas as distribuições

a priori com variâncias aproximadamente igual a 3, 6338 para α e igual a 10 para λ, de

acordo com a Tabela 4.3.
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Caṕıtulo 5

Análise dos dados de fronteira

Neste caṕıtulo serão considerados os dados de fronteira, que são apresentados por

Azzalini em seu site, http://azzalini.stat.unipd.it/SN/, e que foi discutido em Az-

zalini e Capitanio (1999). Esses dados consistem de uma amostra de 50 observações de

uma distribuição normal assimétrica com parâmetro de posição igual a 0, parâmetro de

escala igual a 1 e parâmetro de assimetria λ igual a 5, ou seja, são 50 observações de uma

distribuição normal bimodal assimétrica padrão com parâmetros α = 0 e λ = 5. Con-

siderando a famı́lia normal assimétrica com parâmetros de posição e escala esses dados

são interessantes pois o estimador de máxima verossimilhança para λ é infinito. Sartori

(2006) obteve o valor 6, 243 como estimativa para λ utilizando o estimador alternativo ao

EMV , baseado na correção de viés apresentada em Firth (1993), com um intervalo de 95%

de confiança igual a (1, 799; 61, 340). Bayes e Branco (2007), utilizando a aproximação

para o fator de correção de viés proposto por Sartori (2006), obtiveram o valor 8, 67 como

estimativa para o parâmetro de assimetria. Utilizando inferência bayesiana Liseo e Lo-

perfido (2006) estimaram pontualmente λ em 15, 9 através do uso da mediana a posteriori

quando, a priori, é considerada a distribuição não informativa de Jeffreys. O intervalo

de 95% de credibilidade de mais alta probabilidade a posteriori foi dado por (4, 2; 52, 5).

No trabalho de Bayes e Branco (2007) também foi realizada inferência para λ utilizando

inferência bayesiana e, considerando a aproximação proposta para a distribuição a priori

de Jeffreys, obtiveram as estimativas 6, 85, ∞ e 31, 27 para a moda, média e mediana a

posteriori, respectivamente. Quando consideram a distribuição a priori uniforme para a

reparametrização δ = λ√
1+λ2 do parâmetro de assimetria λ as estimativas obtidas pelos

estimadores moda, média e mediana a posteriori são, respectivamente, 3, 97; 7, 61 e 5, 26.
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5.1 Inferência nos dados de fronteira

Todos os trabalhos citados no ińıcio deste caṕıtulo assumem a função de verossimi-

lhança da distribuição normal assimétrica com parâmetros de posição e escala para os

dados de fronteira. Neste trabalho os dados serão tratados como se fossem provindos

da distribuição normal bimodal assimétrica padrão dada em (2.10). Serão realizadas

inferências para os parâmetros de assimetria λ e de forma α. Os métodos inferenciais

realizados serão os vistos no Caṕıtulo 3. Para o algoritmo EM é utilizado como valor

inicial para α o valor obtido pelo estimador via método dos momentos, dado em (3.18),

cuja estimativa é aproximadamente 0, 2076. Para λ alguns valores foram gerados aleato-

riamente como valores iniciais para verificar a convergência. Assim como na Seção 4.1,

o algoritmo EM era encerrado quando havia diferenças na log-verossimilhança menores

que 10−4. Como distribuição a priori para α foram consideradas distribuições normais

truncadas em valores positivos e para λ foram utilizadas distribuições a priori normais.

Para ambas as distribuições a priori serão utlizados µ = 0 e σ2 = 10.000. A Figura 5.1

mostra o comportamento da função de verossimilhança da distribuição normal bimodal

assimétrica padrão em função dos parâmetros α e λ. A Tabela 5.1 apresenta as estima-

tivas obtidas pelo estimador de máxima verossimilhança (EMV ), esperança (E) e moda

(Mo) a posteriori.

alpha

0.0
0.2

0.4
0.6

0.8
1.0

1.2
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5.5

6.0

6.5
7.0

7.5

5.0e−23

1.0e−22

1.5e−22

Figura 5.1: Função de verosssimilhança da distribuição normal bimodal assimétrica padrão para os
dados de fronteira.
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Tabela 5.1: Inferência pontual para os dados de fronteira.

Parâmetro EMV E Mo

α 0,1711 0,2696 0,1638
λ 6,4691 8,2660 6,5444

Na Tabela 5.1 observa-se que as estimativas encontradas pelos estimadores de máx-

ima verossimilhança e pelas modas a posteriori são bem próximas. O ponto formado

pelos EMV para α e λ parece realmente ser o ponto de máximo da função de verossimi-

lhança quando observa-se a Figura 5.1. A Figura 5.2 mostra o histograma dos dados de

fronteira. Nela também estão desenhadas a densidade original considerada para gerar a

amostra, normal bimodal assimétrica padrão com parâmetros (0, 5), a densidade preditiva

a posteriori quando são consideradas as especificações a priori citadas acima e as densi-

dades da normal bimodal assimétrica padrão utilizando, como parâmetros, as estimativas

apresentadas na Tabela 5.1.

Como era de se esperar nota-se, a partir da Figura 5.2, que as densidades obtidas

quando são consideradas as estimativas econtradas pelo EMV e pela moda a posteriori

são bem próximas uma da outra. Tais densidades são as que mais se aproximam da

densidade real e parecem se adequar bem aos dados. As densidades obtidas quando são

utilizadas as estimativas pela esperança a posteriori e pela densidade preditiva a posteriori

também estão próximas uma da outra e, apesar de mais distantes da densidade da normal

bimodal assimétrica padrão com parâmetros (0, 5), também parecem se adequar bem aos

dados de fronteira.

De acordo com as densidades apresentadas na Figura 5.2 pode-se concluir que a dis-

tribuição normal bimodal assimétrica padrão pode ser considerada uma boa opção para

esse conjunto de dados, uma vez que se trata de um modelo mais parcimonioso, com dois

parâmetros a serem estimados, e apresentou resultados tão satisfatórios como os obtidos

quando é considerado o modelo normal assimétrico com parâmetros de posição e escala,

que possui três parâmetros.
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Figura 5.2: Histograma dos dados de fronteira com a densidade considerada para gerar a amostra
(linha sólida), densidade preditiva a posteriori (linha com traços curtos) e densidades normais bimodais
assimétricas padrão com os parâmetros estimados pelos estimadores de máxima verossimilhança (linha
pontilhada), esperanças (linha tracejada com pontos) e modas (linha com traços longos) a posteriori.
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Caṕıtulo 6

Conclusão

Neste trabalho foram realizados estudos nas famı́lias de distribuições normais as-

simétricas, normais bimodais e normais bimodais assimétricas sem considerar os parâ-

metros de posição e escala. Para cada uma das famı́lias foram vistas algumas de suas

propriedades e suas representações estocásticas. Para cada famı́lia foram realizadas infe-

rências sobre os parâmetros de assimetria das distribuições normais assimétricas e normais

bimodais assimétricas e sobre os parâmetros de forma das distribuições normais bimodais

e normais bimodais assimétricas. Foram utilizados os estimadores via método dos mo-

mentos e de máxima verossimilhança na abordagem clássica e, na abordagem bayesiana,

foram apresentadas as distribuições a posteriori para ambos os parâmetros e as densi-

dades preditivas a priori e a posteriori. Para cada uma das famı́lias consideradas foram

estabelecidas condições para a existência de estimadores de máxima verossimilhança para

os parâmetros. Como, geralmente, não há soluções anaĺıticas para obter os estimadores

de máxima verossimilhança para cada um dos parâmetros foram constrúıdos os algorit-

mos EM para cada um deles. Foram realizados estudos Monte Carlo em dados simulados

para verificar a qualidade dos estimadores de máxima verossimilhança e dos estimadores

bayesianos esperança e moda a posteriori. Outro estudo Monte Carlo é realizado para

averiguar as mudanças no comportamento dos estimadores bayesianos quando se altera a

variabilidade a priori de cada um dos parâmetros. Por fim, foram realizadas inferências

nos dados de fronteira de Azzalini.

Em relação à inferência notou-se que tanto as distribuições a posteriori quanto os

estimadores de máxima verossimilhança para os parâmetros de assimetria e forma da

famı́lia normal bimodal assimétrica podem ser obtidos considerando famı́lias mais simples.
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No estudo Monte Carlo para avaliar a qualidade dos estimadores considerados verificou-

se que, para amostras pequenas, o melhor estimador para α é a moda a posteriori quando

há uma bimodalidade mais evidente e o estimador de máxima verossimilhança caso os

dados sejam unimodais. Para estimar λ o melhor estimador é a moda a posteriori. No

caso onde foram geradas amostras grandes o melhor estimador é a moda a posteriori para

α e o estimador de máxima verossimilhança para λ. Também notou-se que, em geral,

para amostras grandes os erros quadráticos médio obtidos são menores do que os obtidos

para amostras pequenas. Pelo fato de haver diversas estimativas at́ıpicas para cada um

dos estimadores considerados não é recomendável apenas realizar estimações pontuais.

Para avaliar a sensibilidade dos estimadores bayesianos considerando diferentes vari-

abilidades a priori notou-se que a utilização de distribuições a priori com alta variabili-

dade sempre resulta em boas estimativas quando é considerada a moda a posteriori como

estimador dos parâmetros. Quando as distribuições a priori possuem parâmetros de

posição mais próximos dos valores utilizados para os parâmetros α e λ na geração das

amostras os resultados se mostraram bons.

Analisando os dados de fronteira viu-se que os dados podem ser considerados como vin-

dos de uma distribuição normal bimodal assimétrica padrão, uma vez que, considerando

os resultados obtidos, as distribuições obtidas parecem se adequar bem aos dados e fornece

resultados similares ao encontrado na literatura usando modelos menos parcimoniosos.

Como continuação do trabalho aqui realizado sugere-se utilizar os estimadores via

método dos momentos assim como posśıveis modificações e verificar suas propriedades

e estimativas geradas. Em relação à inferência bayesiana pode-se considerar as dis-

tribuições a priori de referência, como por exemplo a distribuição obtida baseada no

método de Berger e Bernardo (1992) e a distribuição de Jeffreys, para o parâmetro de

forma da distribuição normal bimodal e da distribuição normal bimodal assimétrica. Em

um projeto futuro sugere-se o estudo das famı́lias estendidas de distribuições normais

com parâmetros de posição e escala. Também podem ser realizados testes de hipóte-

ses sobre os parâmetros dessas famı́lias. Pretende-se avaliar a aplicação de misturas de

distribuições normais bimodais e de distribuições normais bimodais assimétricas na esti-

mação de densidades. Pode-se investigar a existência de famı́lias conjugadas nas famı́lias

estendidas de distribuições normais e de propriedades, como, por exemplo, a distribuição
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de transformações lineares, de potências, etc.
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