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ResumoA identi�ação de sistemas ompreende um onjunto de ténias para amodelagem de sistemas dinâmios. Essas ténias, normalmente, são lassi-�adas de aordo om a utilização ou não de informações ontidas em dadosmedidos. De maneira geral, a identi�ação de sistemas pode ser dividida emino partes, destaando-se: (i) esolha de representação, (ii) deteção deestrutura, (iii) estimação de parâmetros e (iv) validação do modelo. A teo-ria básia enontra-se muito bem fundamentada e om um grande número detrabalhos que a utiliza omo base para o desenvolvimento de ferramentas ma-temátias e omputaionais. A deteção de estrutura, lassiamente, utiliza aanálise de resíduos, ou seja, erro de um passo à frente, omo índie de desem-penho. Embora ainda sejam largamente utilizados, alguns trabalhos sugeremque tais ferramentas apresentem ompensação a prováveis erros estruturais,ou seja, a erro na esolha dos regressores. É sugerido, a partir disso, quesejam utilizados índies baseados no erro de simulação e não residual. O pre-sente trabalho pretende abstrair tais sugestões para o aso da estimação deparâmetros, utilizando um estimador bi-objetivo, em que a etapa de deisãoutilize análise do erro de simulação do modelo omo índie de desempenho.A estrutura será onsiderada onheida. Este trabalho tem por objetivo ar-gumentar, om base em simulações e análise matemátia, que estimadoresbi-objetivo, om ertas araterístias estruturais, tais omo, linearidade nosparâmetros e onvexidade, são apazes de retornar um onjunto de modelos,que apresente distribuição estatístia semelhante a estimadores tradiionais.A partir disso, será demonstrado também que é possível determinar qual dosmodelos apresenta valores de parâmetros mais próximo dos valores reais, ouseja, não-polarizados. Essa deisão é feita através de ténias de orrelação.Vários exemplos no deorrer do texto serão utilizados para validar as téni-as desenvolvidas. A araterização e a tomada de deisão de estimadoresbi-objetivo não-polarizados formam o onjunto de ontribuições desta tese.
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AbstratThe system identi�ation onsists of a group of tehniques for dynamisystem modeling. Usually, these tehniques are lassi�ed aording to theuse or not of information presented in measured data. Generally, the sys-tem identi�ation is omposed by four parts: (i) seletion of representation,(ii) struture detetion, (iii) parameters estimation and (iv) model valida-tion. The basi theory is well strutured and there is onsiderable number ofworks that use this theory to develop mathematial and omputational tools.Normally, the analysis of residues, that is the one step ahead error, is usedfor struture detetion as performane index. Although this approah is stillused, some works suggest that this presents an inlination to strutural error.In this work, it is suggested, that these indexes are used based on simulationerror and not residual. The present work intends to use a bi-objetive ap-proah to parameter estimation. The analysis of the simulation error of themodel is used as performane index in the deision stage. The struture willbe onsidered known and equal to the system. This work aims to plead, withbase in simulations and mathematial analysis, that bi-objetive estimators,with ertain strutural harateristis, suh as, linearity in the parametersand onvexity, are able to yield a set of models, whih are statially similar.It is also possible to estimate the losest parameters to real values of the mo-dels. These estimated parameters are unbiased. The deision stage is takeninto aount by means of orrelation tehniques. Several examples in the textare used to validate the developed tehniques. The haraterization and thedeision stage of bi-objetive unbiased estimator are the main ontributionsof this thesis.
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Capítulo 1IntroduçãoA neessidade de se entender e até mesmo de se reproduzir fen�menosfísios foi um grande impulso para o desenvolvimento da iênia e da teno-logia.A modelagem matemátia, omo ferramenta para reprodução do ompor-tamento aproximado de fen�menos físios, vem se destaando nas últimasdéadas, seja para analisar as relações de ausa e efeito em dados observados(Weyer et al., 2000; Miyano et al., 2000), seja para o desenvolvimento deontroladores (Gu, 1994; Smith and Doyle, 1992; Makila et al., 1995; Simutiset al., 1997; Agarwal, 1997; Demiran et al., 1999; Lee, 2000). Justi�ado pelaomplexidade dos modelos não-lineares, os modelos lineares são muito utili-zados para representar o omportamento de sistemas em uma faixa restritade operação. Os modelos lineares foram importantes para o desenvolvimentoda modelagem pois permitiram o entendimento loal dos fen�menos.Com o desenvolvimento tenológio, prinipalmente na área omputaio-nal, foi possível o desenvolvimento de ténias de modelagem não-lineares.Outras representações foram surgindo om o passar dos anos. Na déadade oitenta, destaa-se o apareimento dos modelos NARMAX polinomiais(Leontaritis and Billings, 1985a) e raionais (Billings and Chen, 1989).Um dos problemas mais itados na literatura é a di�uldade na etapa deesolha de estrutura. Com o intuito de pesquisar esse problema, vários traba-lhos foram publiados (Haber and Unbehauen, 1990; Breeden and Pakard,1994; Mao and Billings, 1997; Abonyi et al., 2000). Em (Aguirre and Billings,1995), por exemplo, os autores disutem o problema de sobreparametrizaçãoem modelos não-lineares utilizando representações polinomiais.Outra maneira de se ontornar esse problema é a inorporação de onhe-imento auxiliar ao modelo nas etapas de esolha de estrutura e estimação deparâmetros do modelo. Tal onheimento permite a esolha de uma estruturaque o represente, seja esse uma araterístia em estado estaionário, rela-1



2 Capítulo 1. Introduçãoções físias, limites operaionais, entre outros. O que se tem onheimentona literatura, no entanto, é a imposição de onheimento em uma estruturagenéria, sem a preoupação de detetar nessa a maneira na qual o onhe-imento auxiliar é representado (Herbert and Tulleken, 1993; Sjöberg et al.,1995; Bohlin and Graebe, 1995).1.1 O Bom ModeloO trabalho de Duong and Landau (1994) omeça fazendo a seguinte a�r-mação: �A proposta da validação de modelo é veri�ar se o modelo obtidopor identi�ação é �bom�, isto é, veri�ar se os parâmetros do modelo podemser onsiderados omo oinidentes om os �parâmetros reais� do sistema.�Essa a�rmação é importante do ponto de vista �losó�o pois o �bom�modelo requer o onheimento do próprio sistema. O que não é totalmentefatível por vários aspetos, por exemplo, nem sempre é possível onheermais do que os dados de entrada e saída do sistema. Muitas vezes os proessossão tão omplexos que a utilização das leis físias que regem o proesso torna-se pouo atraente (Pottmann and Pearson, 1998).Então o �bom� modelo parte de um problema iniial, que é a determinaçãode sua estrutura. Para os parâmetros serem oinidentes om os parâmetrosreais, signi�a que exista uma oinidênia entre a estrutura do modelo ea do sistema. Pode-se dizer então que problemas na estrutura do modelosejam tão importantes quanto o problema da estimação dos parâmetros esua validação.No aso de modelos obtidos a partir da físia do proesso, o problemaestrutural está amarrado às simpli�ações neessárias a ada apliação, umavez que nem sempre é possível se obter todas as variáveis do sistema. Noaso de modelos obtidos por ténias aixa-preta, ou seja, baseadas apenasnos dados medidos de entrada e saída, o problema reside na qualidade ena quantidade dos dados. Essas onsiderações também são pertinentes noque diz respeito à estimação dos parâmetros (Pottmann and Pearson, 1998;Lindskog and Ljung, 1995b; Garia, 1997).Em uma esala �evoluionária� pode-se onsiderar que naturalmente ostrabalhos mais reentes se preoupam em utilizar todas as informações dis-poníveis, sejam elas obtidas nos dados de entrada e saída do sistema, sejamelas obtidas na físia do proesso. Essa abordagem reebe o nome de identi-�ação aixa-inza (Herbert and Tulleken, 1993; Sjöberg et al., 1995; Bohlinand Graebe, 1995; Garia, 1997; Jorgensen and Hangos, 1995). Vários tra-balhos se dediaram a desenvolver meanismos aixa-inza no ontexto dadeteção de estruturas e estimação dos parâmetros (Bohlin, 1991; Tulleken,



1.2. Motivação e Objetivos 31993; Eskinat et al., 1993; Lorito, 1998; Wang and Sheu, 2000; Johansen,2000; Aguirre et al., 2000; Piroddi and Spinelli, 2003).Em muitos problemas, as informações auxiliares utilizadas, sob forma derestrição e/ou penalidade, geram problemas de sobreparametrização (Aguirreet al., 2000) ou estruturalmente apresenta problema de polarização nos es-timadores de parâmetros utilizados (Barroso, 2001; Barroso et al., 2002;Aguirre et al., 2004).A esolha da informação auxiliar a ser utilizada já é um problema, umavez que depende da apliação do modelo. Por exemplo, muitas vezes deseja-se que o modelo não apenas reupere aspetos da dinâmia do sistema, mastambém seja apaz de reuperar araterístias em estado estaionário, taisomo ponto �xo, ganho e urva estátia (Grebliki, 1996; Pottmann andPearson, 1998; Hippe and Wurmthaler, 1999; Pearson and Pottmann, 2000;Aguirre et al., 2000; Nepomueno et al., 2003, 2004; Aguirre et al., 2004).De maneira geral, a reuperação das araterístias dinâmias e estátiasparee on�itante. Alguns trabalhos sugerem a apliação de métodos multi-objetivo (Nepomueno, 2002; Nepomueno et al., 2003; Ruano et al., 2003;Nepomueno et al., 2004; Maertens et al., 2004; Anderson et al., 2005).1.2 Motivação e ObjetivosUma grande di�uldade na identi�ação aixa-preta é garantir que osdados utilizados na esolha de estrutura e estimação de parâmetros tenhamtodas as informações neessárias para que as ferramentas utilizadas sejame�ientes (Tulleken, 1993; Herbert and Tulleken, 1993).Na prátia, testes para obtenção de dados de identi�ação estão amarra-dos aos limites operaionais do sistema a ser modelado. Em sistemas indus-triais, por exemplo, não é desejável que a produção seja interrompida para seefetuar testes para oleta de dados. Na maioria das vezes o sinal de exitaçãodo sistema é variado em uma pequena faixa de amplitude e freqüênia. Es-truturas e parâmetros estimados a partir de dados om essas araterístiassó serão apazes de representar, em geral, o sistema na faixa de operação dosdados (Aguirre, 2000).No intuito de se ontornar a falta de dados que abranjam todos os pontosde interesse do sistema, várias ténias têm sido apliadas. O onjunto destasténias, denominadas de Identi�ação Caixa-Cinza, tem omo araterístiainorporar onheimento, que não se enontram da base de dados dinâmios,para ompensar a limitação de informação. Um resumo geral do estado daarte dessas ténias está presente no apítulo 3.De forma geral, um aspeto que se mostra evidente em ténias que utili-



4 Capítulo 1. Introduçãozam informação auxiliar na estapa de estrimação dos parâmetros omo restri-ções e/ou penalidades, é a dualidade �ajuste estátio� dinâmio�. Observa-seque a melhoria na apaidade de reuperação estátia do modelo tem omousto a piora da apaidade dinâmia e vie-versa, o que não é um aspetoatrativo nestas ténias, uma vez que essas araterístias devem oexistir nosistema real. Se essa dualidade for tratada omo um problema multi-objetivo(Johansen, 2000), aredita-se poder utilizar essa formulação para a melhoriados resultados (Takahashi et al., 1997, 2000), uma vez que há um tratamento�loso�amente diferente, em relação às ténias que utilizam restrições, se-jam elas na estimação dos parâmetros ou na esolha de estrutura (Barrosoet al., 2002).As ténias multiobjetivo têm mostrado resultados que, em omparaçãoom análogos mono-objetivo, são animadores. Sobre dois aspetos as téni-as multiobjetivo ainda apresentam problemas que mereem a atenção: (i)método para geração dos modelos andidatos, ou onjunto Pareto-ótimo. (ii)ritério de deisão para esolha do �bom� modelo, entre os possíveis do Pa-reto. Em identi�ação de sistemas, prinipalmente, não se tem ainda aoerto um estudo sobre a geração dos modelos andidatos, no que diz respeitoà polarização e à variânia. Geralmente os ritérios de deisão baseiam-se emalguma medida dos resíduos de identi�ação (Nepomueno, 2002; Nepomu-eno et al., 2003; Ruano et al., 2003; Nepomueno et al., 2004; Arroyo andArmentano, 2005; Lagaros et al., 2005).O presente trabalho tem por objetivo estudar, por meio de exemplos simu-lados e reais, alguns aspetos do estimador bi-objetivo tais omo: polarização,robustez a ruído e ritério de deisão.As ontribuições propostas são a araterização do onjunto Pareto-ótimoe um ritério de deisão que seja apaz de esolher o �bom� modelo.1.3 Estrutura da TeseEste trabalho está dividido em três partes, a primeira que diz respeito àrevisão teória e bibliográ�a sobre identi�ação de sistemas aixa preta edo estado da arte em identi�ação aixa-inza mono e multiobjetivo. Essesassuntos estão divididos em dois apítulos: o apítulo 2 refere-se à identi�a-ção de sistemas aixa-preta para modelos polinomiais disretos. O apítulo 3apresenta de�nições preliminares em identi�ação multiobjetivo e apresentao estado da arte em identi�ação aixa-inza mono e multiobjetivo.A segunda parte deste trabalho é dediada às ontribuições propostas.Essa está divida em dois apítulos: o apítulo 4, faz um estudo da tomadade deisão, em que são mostrados os aspetos teórios do ritério de deisão



1.3. Estrutura da Tese 5desenvolvido e a implementação do deisor. O apítulo 5 apresenta a a-raterização do estimador bi-objetivo proposto e um estudo sobre estimativanão-polarizada.A tereira parte é omposta de apliações em sistemas reais. No apítulo6 é mostrada a apliação em dois sistemas reais, um sistema de aqueimentoom temperatura variável e um onversor DC�DC do tipo Buk. No aso doonversor Buk, os dados dinâmios estão limitados a uma pequena faixa deoperação, quando omparados aos possíveis pontos de operação do sistema.Esse exemplo real, é importante pois avalia o desempenho do estimador pro-posto em asos em que a informação auxiliar agrega informações que nãoestão ontidas na massa de dados dinâmios. No apítulo 7 será mostrada aapliação em um sistema de bombeamento mais turbina hidráulia.Finalmente no apítulo 8 serão feitas as onsiderações �nais sobre o tra-balho e indiação de ontinuação para trabalhos futuros.
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Capítulo 2Identi�ação de SistemasNão-Lineares
2.1 IntroduçãoEm seu prinípio, a identi�ação de sistemas era feita assumindo a lineari-dade dos sistemas a serem estudados. Essa aproximação era onsiderada boauma vez que havia signi�ativas restrições teórias e omputaionais. Muitosregimes dinâmios, entretanto, não podem ser araterizados por aproxima-ções lineares. Dentre estes regimes dinâmios podem-se itar as bifurações,bilinearidades, os ilos limites, aos entre outros.Muitos trabalhos durante as últimas déadas foram publiados om aesperança de soluionar ou mesmo disutir os problemas de identi�ação não-linear (Billings and Fadzil, 1985; Aström and Eykho�, 1971; Akaike, 1974;Billings and Voon, 1984).O objetivo deste apítulo é fazer uma breve revisão da literatura a respeitode identi�ação aixa-preta de sistemas não-lineares.2.2 Identi�ação de SistemasO problema de identi�ação de sistemas pode ser dividido nas ino etapasprinipais desritas a seguir (Ljung, 1987):� obtenção de dados de experimentação do sistema que se deseja modelar;� apliação de testes aos dados obtidos para deteção de não-linearidades;� esolha da estrutura que será utilizada para representar o sistema;9



10 Capítulo 2. Identifiação de Sistemas Não-Lineares� estimação dos parâmetros do modelo;� validação do modelo obtido.Essas etapas são omuns tanto para sistemas lineares quanto para sis-temas não-lineares. Nas seções seguintes será feito um breve omentário arespeito dessas etapas om indiações da bibliogra�a reomendada.2.3 Experimentação do SistemaNesta primeira etapa deve-se onsiderar o sistema a ser estudado e submetê-lo a entradas predeterminadas, observando-se as saídas orrespondentes. Osdados medidos de saída do sistema, onheidos omo dados de identi�a-ção, deverão ser usados na deteção da não-linearidade e na estimação deparâmetros do modelo esolhido.É desejável que os sinais de exitação do sistema tenham um espetrode freqüênias que venha a exitar persistentemente a dinâmia de interessedo sistema. No aso de sistemas não-lineares, isso requer que os efeitos não-lineares sejam exitados por esses sinais e assim estejam presentes nos dadosde identi�ação (Aguirre, 2000). Em sistemas não-lineares, uma pequenavariação na amplitude do sinal de entrada pode provoar mudanças qualita-tivas no omportamento dinâmio dos mesmos. Outro aspeto importante éa esolha do tempo de amostragem dos dados de identi�ação.Um proedimento muito utilizado para a esolha do melhor tempo deamostragem dos dados de identi�ação é a análise da autoorrelação linear�y0y0 (2.1) e não-linear (2.2) �y20y20 do sinal desejado (Aguirre and Billings,1995) �y0y0(�) = E[(y(k)� �y(k))(y(k � �)� �y(k))℄; (2.1)�y20y20 (�) = E[(y2(k)� �y2(k))(y2(k � �)� �y2(k))℄; (2.2)em que �y(k) e �y2(k) representam os valores médios e o apóstrofe (0), nesteaso, india que a média foi extraída dos sinais. Com base nas funções deautoorrelação desritas aima pode-se hegar à seguinte onstante:�m = minf�y0 ;�y20g; (2.3)em que �y0 é o instante do primeiro mínimo de �y0y0(�) e �y20 é o instante doprimeiro mínimo de �y20y20 (�).Desta maneira, é desejável que o período de amostragem do sinal respeitea seguinte relação:



2.4. Deteção de Não-Linearidades 11�m25 � �s � �m5 : (2.4)Então, se o sinal om amostragem � estiver dentro da faixa estabeleidaaima, o sinal pode ser utilizado. Caso ontrário, se o sinal estiver violandoo limite superior de (2.4), então faz-se neessário deimar os sinais até queestes se enontrem dentro da faixa. Caso o sinal viole a restrição inferior,será neessário repetir o teste usando-se uma maior taxa de amostragem naaquisição dos dados.2.4 Deteção de Não-LinearidadesOs dados de identi�ação devem passar por proessos de deteção denão-linearidades. Esses testes veri�am, dentro de um limite de on�ançapré-determinado, se o sistema possui algumas araterístias próprias dossistemas lineares. Caso não sejam veri�adas essas propriedades, é neessárioentão a utilização de modelos não-lineares para aproximar as araterístiasdo mesmo.Por exemplo, a relação abaixo (Billings and Voon, 1983, 1986)�y20y20 (�) = E[(y2(k)� �y2(k))(y2(k � �)� �y2(k))℄ = 0 8� (2.5)é válida se o sistema for linear. Um intervalo delimita a região de on�ançadentro da qual a função de orrelação pode ser onsiderada nula. Os limitesdeste intervalo em 95% são dados por: �1;96=pN , em que N é o ompri-mento do registro de dados disponível. É reomendável que o sistema quegerou tais dados de identi�ação seja representado por modelos não-linearesse a função de orrelação aima estiver fora da referida região de on�ança.2.5 Esolha de Representação e de EstruturaNa modelagem de sistemas não-lineares um dos passos importantes é aesolha dos modelos que irão representar o sistema em estudo, uma vez queexiste uma grande diversidade de não-linearidades distintas. O modelo eso-lhido deve ser su�ientemente rio para poder representar as não-linearidadesmas, ao mesmo tempo, simples.Neste trabalho, foram utilizados os modelos não-lineares auto-regressivasom entrada exógena onheidos pela sigla em inglês NARX (non-linear auto-regressive with exogenous inputs), que são estruturas paramétrias do tipoentrada/saída (I=O), apazes de representar uma grande variedade de siste-mas não-lineares (Billings and Chen, 1989).



12 Capítulo 2. Identifiação de Sistemas Não-LinearesUm modelo NARX om período de amostragem normalizado é (Leonta-ritis and Billings, 1985a,b; Billings and Chen, 1989):y(k) = F`[y(k � 1);y(k � 2); : : : ;y(k � ny);u(k � d� 1); : : : (2.6): : : ;u(k � d� nu)℄ + e(k);sendo k = 1; : : : ;N . F` é uma função não-linear qualquer, y(k) e u(k) são,respetivamente, saída e entrada do sistema, que têm seus atrasos represen-tados por ny e nu, respetivamente. d representa o tempo de retardo dosistema e e(k) representa inertezas. Os termos y(k� i), om (i = 1; � � � ;ny)e u(k � d� j), om (j = 1; � � � ;nu) são hamados de regressores de proessodo modelo.Neste trabalho, F` será uma função polinomial om grau de não-linearidade`, omo de�nida a seguir:y(k) = �o + nXi1 �i1xi1 + nXi1 nXi2 �i1�i2xi1(k)xi2(k) + : : :+ (2.7)+ nXi1 : : : nXi1=i`�1 �i1:::ilx(k) : : :+ xil(t) + e(t);sendox1(k) = y(k � 1); x2(k) = y(k � 2); � � � ;xny+1 = u(k � d� 1); � � � ;xn(k) = u(k � d� ne): n = ny + nu:Os �0s são os parâmetros que deverão ser estimados para que a estruturaesolhida para o modelo possa se ajustar à janela de dados utilizada naestimação. É esperado também que o modelo não só se ajuste aos dados,mas prinipalmente que ele possa reproduzir a dinâmia original do sistema.Apesar de ser impossível de�nir a melhor representação em termos gerais,podem-se destaar algumas vantagens dos modelos polinomiais sobre outrasrepresentações. É possível obter modelos NARX polinomiais que ajustem aosdados de identi�ação om boa exatidão, ontanto que não haja uma varia-ção muito brusa, evitando uma taxa de variação muito elevada. Além dissoo modelo NARX polinomial pode ser transformado em uma representaçãolinear �xando-se o ponto de operação do sistema, ou seja, obtendo-se umalinearização do modelo. Outra vantagem é a failidade de se obter informa-ções analítias sobre a dinâmia e as araterístias em estado estaionáriodo modelo (Jáome, 1996) .



2.5. Esolha de Representação e de Estrutura 13As funções não-lineares polinomiais são lineares nos parâmetros, o quepermite a utilização de algoritmos de estimação de parâmetros para sistemaslineares (Billings and Voon, 1984; Chen et al., 1989). Esses algoritmos deestimação são fáeis de implementar, onvergem rapidamente e já foram estu-dados em um vasto número de trabalhos (Davis and Vinter, 1985; Korenberget al., 1988; Chen et al., 1989; Aström and Witternmark, 1990).2.5.1 Deteção de estruturaO grau de não-linearidade é um dos fatores que vai de�nir o número determos andidatos, ou seja, termos possíveis nos modelos polinomiais. Oaumento no grau de não-linearidade ` e dos máximos atrasos ny e nu, pro-voam um aumento signi�ativo no número de termos andidatos no modelopolinomial.O número de termos rapidamente se torna demasiadamente grande paramodelos polinomiais. Mas o problema não é tão rítio omo em outrasrepresentações. Nas séries de Volterra, por exemplo, o número de termospode failmente hegar a 1010 para sistemas relativamente simples (Billings,1980). Embora o número de termos andidatos do modelo polinomial sejamuito grande, em muitos asos, apenas um pequeno número desses termosé su�iente para aproximar a dinâmia do proesso. É desejável a obtençãode uma representação parimoniosa, garantindo que os termos importantessejam levados em onta e desartando só os termos que não ontribuam paraa dinâmia do sistema. O proedimento para a esolha dos termos a sereminluídos no modelo é hamado de deteção de estrutura. Neste apítuloserão apresentados os ritérios lássios para deteção de estrutura. Em(Corrêa, 2001; Barroso, 2001) os autores apresentam duas ténias baseadasem onheimentos auxiliares aos dados de identi�ação, sendo estas téniasnão estatístias.2.5.2 Deteção de estrutura utilizando ERRA taxa de redução de erro (error redution ratio) ou ERR (Billings andChen, 1989) assoia a ada termo andidato um índie orrespondente àontribuição deste na expliação da variânia dos dados de saída.Para ver isso de forma matemátia, primeiro de�ne-se a variânia do errode modelagem �(k) omo sendo:Varf�(k)g = limN!1 1n "yTy � nXi=1 g2iwTi wi# ; (2.8)



14 Capítulo 2. Identifiação de Sistemas Não-Linearesem que gi india os elementos do vetor de parâmetros g e wi india regressoresortogonais e y é o vetor ontendo os dados de saída.1Supondo que nenhum termo fosse aresentado ao modelo, a variânia de�(k) seria igual ao erro quadrátio da saída y(k). A ada termo aresentado,a variânia de �(k) derese de um fator igual a 1N (g2iwtiwi), em que wi indiao termo inluído e gi o seu respetivo parâmetro. A redução no valor davariânia pode ser normalizada om relação ao erro quadrátio médio dosinal de saída. Assim, o ERR de ada termo é de�nido omo sendo:[ERR℄ = (g2iwTi wi)yTy : (2.9)O ERR pode ser utilizado na deteção de estrutura de modelos polino-miais. Esolhe-se o número de termos desejado, através de uma ferramentaauxiliar, o ritério de Akaike, por exemplo, e onsideram-se aqueles que pos-suírem os maiores valores de ERR.2.5.3 Critério de informação de AkaikeUm proedimento para a determinação do número de termos de um mo-delo é o ritério de informação. O método utilizado neste trabalho paraestimar o número de termos que deve ser inluído no modelo é o ritério deAkaike (AIC). De aordo om este método, o número de termos de ummodelodeve minimizar a função usto J , que se apresenta da seguinte maneira:J = N log(Varf�(k)g) + 2np; (2.10)sendo N o omprimento do registro de dados e np o número de parâmetrosno modelo. Esse ritério estabelee um ompromisso entre a qualidade dosajustes de identi�ação, ontida no primeiro termo da equação e a prourapor representações parimoniosas, revelada pelo segundo termo.O número de termos determinado a partir do AIC minimiza a variâniados resíduos de identi�ação partindo de uma estrutura previamente ajustadapor um ritério de seleção de estrutura. Contudo, não se pode a�rmar queo número de termos seleionados torne o modelo apaz de reproduzir aspropriedades dinâmias do sistema original (Aguirre, 1994). O resultadoobtido através do AIC pode ser visto omo um indiativo na proura donúmero �ideal� de termos do modelo.1Em Aguirre (2004), o autor desreve um algoritmo baseado na transformação de Hou-seholder para a ortogonalização dos regressores (Chen et al., 1989; Golub and Van Loan,1989).



2.6. Agrupamentos de Termos e Coefiientes de Agrupamentos 152.6 Agrupamentos de Termos e Coe�ientes deAgrupamentosO modelo NARX (2.6) de�nido na seção (2.5) pode ser reesrito omo:y(k) = X̀m=0 mXp=0 ny;nuXn1;nm p;m�p i=1YP y(k � ni) i=p+1Ym u(k � ni); (2.11)sendo ny;nuXn1;nm � nyXn`=1 � � � nyXnm : (2.12)Os mon�mios da equação (2.11) são agrupados de aordo om sua ordemm (0 � m � `), sendo ` o grau de não-linearidade do modelo. Cada termode ordem m ontém fatores multipliativos em y(k � i) e (m � p) fatoresmultipliativos em u(k� j). Os parâmetros destes termos são representadospor p;m�p(n`;: : : ;nm), nos quais (n`;: : : ;nm) indiam os atrasos de ada fatoronstituinte do mon�mio onsiderado.O primeiro somatório da equação (2.11) faz referênia aos mon�mios daequação (2.6), separando-os de aordo om sua ordem. O segundo somatóriofaz referênia ao número de fatores em y(k�i) no termo onsiderado. Dentrodo onjunto de termos de ordem m, um termo qualquer pode ser aessadoatravés do ajuste do valor de p adequado. Por �m, o último somatóriopermite que seja feita a distinção entre os termos de (2.6), através do ajustedos atrasos de ada um dos fatores onstituintes do termo.Analisando-se o modelo em estado estaionário para entradas onstantes,tem-se y(k � 1) = y(k � 2) = � � � = y(k � ny) (2.13)u(k � 1) = u(k � 2) = � � � = u(k � nu);apliando (2.13) na equação (2.11), hega-se ay(k) = ny;nuXn`;nm p;m�p(n`;: : : ;nm)X̀m=0 mXp=0 y(k � 1)pu(k � 1)m�p: (2.14)



16 Capítulo 2. Identifiação de Sistemas Não-LinearesO onjunto de termos da forma y(k� i)p u(k� j)m�p é denominado agru-pamento de termos (Aguirre and Billings, 1995). Esses serão representadospor 
ypum�p. A onstante ny;nuXn`;nm p;m�p(n`;: : : ;nm)é o oe�iente do agrupamento de termos y(k� 1)pu(k� 1)m�p e será repre-sentado porPypum�p. Todos os termos pertenentes a um dado agrupamentode termos expliam o mesmo tipo de não-linearidade no modelo.2.6.1 Agrupamento espúrio em modelos polinomiaisOs modelos NARX polinomiais são bastante sensíveis à sobreparametri-zação de sua estrutura (Mendes and Billings, 1998; Aguirre and Billings,1995). Assim, um modelo que ontenha termos que não estejam dentro dosagrupamentos efetivos pode apresentar regimes dinâmios espúrios, ou seja,regimes dinâmios que não sejam exibidos pelo sistema real.A importânia de um agrupamento de termos pode ser quanti�ada pe-los seus oe�ientes (Aguirre, 1995). Agrupamentos de termos que possuemoe�ientes nulos podem indiar que aqueles agrupamentos não ontribuemem nada para o modelo. Ou, se o oe�iente de algum agrupamento tivero seu valor muito menor que dos agrupamentos efetivos, esse provavelmentepode ser desartado. Os agrupamentos não efetivos ou apresentam variaçãode sinal dos seus oe�ientes em relação ao número de termos inluídos nomodelo ou sua amplitude é insigni�ante omparada a outros agrupamen-tos. Embora essas análises sejam relevantes, nem sempre seus resultados sãodeterminantes para se desartar um agrupamento de termos. O modelo poli-nomial, identi�ado a partir da análise dos agrupamentos de termos efetivos,tem melhores hanes de reproduzir as dinâmias dos sistemas que se desejaestudar.2.7 Pontos Fixos em Sistemas Aut�nomosPontos �xos de um sistema disreto aut�nomo são os pontos de operaçãoque apresentam a seguinte araterístia:y(k) = y(k + i); 8i 2 Z+: (2.15)Sistemas dinâmios lineares apresentam apenas um ponto �xo trivial. Emsistemas não-lineares o número de pontos �xos vai depender do grau de não-linearidade ` do sistema. Por exemplo, se o sistema apresenta não-linearidade



2.7. Pontos Fixos em Sistemas Aut�nomos 17úbia em y (variável de saída), esse deve apresentar 3 pontos de equilíbrio,ou seja, três pontos de operação na saída do sistema.Os pontos �xos podem ser obtidos a partir de modelos NARX polinomiaisatravés do oneito de agrupamentos de termos e oe�ientes de agrupamen-tos (Aguirre, 1996) resolvendo a seguinte equação polinomial:�y` y(k)` + � � �+ �y2 y(k)2 + (�y � 1) y(k) + �0 = 0; (2.16)sendo que �0 é o termo onstante do modelo. O modelo apresentará ` pontosde operação na saída se o termo �y` 6= 0. Os pontos �xos do modelo são osvalores que zeram a equação (2.16).2.7.1 Pontos �xos em sistemas não aut�nomosUm modelo NARX não aut�nomo analisado em estado estaionário paraentrada onstante pode ser esrito omo segue:y(k) = ny;nuXn1;nm` p;m`�p(n`; � � � ;nm`) X̀m`=0 mX̀p=0 y(k)pu(k)m`�p ; (2.17)sendo que m` orresponde ao grau de não linearidade de ada termo e está nafaixa 1 � m` � `. Cada termo de grau m` pode onter um fator dos termosy(k) de ordem p, um fator em u(k) de ordem (m` � p) e um oe�ientep;m`�p(n`; � � � ;nm`).Para melhor ompreensão, a equação (2.17) pode ser reesrita omo:�y`y` + Pm̀`=`�1[�um`�(`�1)y`�1um`�(`�1)℄y`�1 + � � �+ Pm̀`=p[�um`�pypum`�p℄yp + � � �+ Pm̀`=1[�um`�1yum`�1 � 1℄y ++ Pm̀`=1�um`um` + �0 = 0: (2.18)Pode-se notar que as loalizações dos pontos �xos dependem dos valoresde entrada (onstante) do sistema, ou seja, essas variam om o patamar dosinal de exitação. Essas equações passam a ter a função de um mapeamentoque leva �u a um valor determinado para �y. Os valores gerados por estesmapeamentos araterizam uma urva estátia para o sistema. Então, dessaforma, a função estátia de sistemas não aut�nomos pode ser estimada apartir de modelos dinâmios. Nesse aso os oneitos de agrupamentos determos e seus oe�ientes são úteis para representar o proedimento de formaompata. Então, a equação (2.17) desreve o omportamento do modelo



18 Capítulo 2. Identifiação de Sistemas Não-Linearesquando em estado permanente, em outras palavras, desreve a araterístiaestátia do sistema.Os oe�ientes de agrupamentos podem ser esritos em função dos parâ-metros do modelo da seguinte forma:S� = �x; (2.19)sendo que a matriz S mapeia � para �x. � é o vetor dos parâmetros domodelo NARX polinomial e �x é o vetor dos oe�ientes dos agrupamentosde termos do modelo.Ainda, pode-se esrever a função estátia �y = f(�u;�y) (2.17), de formamatriial da seguinte maneira:�y = [�y0�u0 �y1�u0 � � � �yp�um�p℄(S�): (2.20)Chamando a matriz [�y0�u0 �y1�u0 � � � �yp�um�p℄ de E, tem-se que�y = E(S�): (2.21)A apresentação matriial apresentada através da equação (2.21) será muitoimportante para o desenvolvimento do trabalho, prinipalmente para a ons-trução metodológia do trabalho.2.8 O Ganho EstátioNesta seção será utilizado o oneito de agrupamento de termos e de oe-�iente de agrupamento para determinar uma equação para o ganho estátio.Esta aproximação é equivalente à utilização do teorema do valor �nal para aresposta ao degrau om amplitude �nal �u. Conforme visto na seção (2.7.1),o modelo NARX polinomial pode ser esrito da seguinte forma:�y = �0 +�y�y +�u�u+ l�1Xm=1 `�mXp=1 �ypum �yp�um +X̀p=2 �yp �yp+ X̀m=2�um �um; (2.22)sendo que os termos de proesso e seus respetivos parâmetros foram agru-pados da seguinte forma:termo onstante : �0termos lineares em y : �y�ytermos lineares em u : �u�u



2.9. Estimação de Parâmetros 19termos ruzados : P`�1m=1P`�mp=1 �ypum �yp�umtermos não-lineares em y : Pì=1�yi �yitermos não-lineares em u : Pli=1�ui �ui.Dessa maneira o ganho estátio pode ser alulado por:K̂(�y;�u) = �y�u = �0�u + �u +Pm̀=2 �um �um�11� �y �P`�1m=1P`�mp=1 �ypum �y(p�1)�um �Pp̀=2�yp �y(p�1) :(2.23)2.9 Estimação de ParâmetrosUma vez esolhida a estrutura de um modelo, deve-se estimar seus parâ-metros para que o modelo possa se aproximar do omportamento dinâmio dosistema original. Isso é normalmente feito em modelos polinomiais apliando-se ténias de mínimos quadrados (MQ) aos dados de identi�ação.Considere uma estrutura polinomial omo:y(k) = nXi=l pi(k)�i + e(k); (2.24)os regressores do modelo, pi(k), orrespondem aos diferentes termos no po-lin�mio e os �0is são os respetivos parâmetros.Esrevendo a equação (2.24) na forma de erro de predição, tem-se:y(k) = nXi=l pi�̂i + �(k;�̂); (2.25)sendo nXi=l pi�̂i = ŷ(k;�̂); (2.26)sendo que o símbolo (^) sobre as variáveis faz referênia a valores estimados.O resíduo de identi�ação �(k;�̂) é de�nido omo:�(k;�̂) = y(k)� ŷ(k;�): (2.27)



20 Capítulo 2. Identifiação de Sistemas Não-LinearesO vetor de resíduos f�(k), k = 1; � � � ;Ng representa os erros de mode-lagem, ruído do sistema e/ou qualquer inerteza. A equação (2.26) é deno-minada preditor de um passo à frente e ŷ(k;�̂) é a predição de um passo àfrente de y(k).Os parâmetros são estimados de modo a minimizar um índie de de-sempenho estabeleido previamente. Considere a função usto (Aström andWitternmark, 1990): JN(�) = 1N NXk=1 f(�); (2.28)sendo f(�) uma função matemátia genéria.Os parâmetros estimados serão diferentes para ada f(�) onsiderado.Utilizando-se f = �2, tem-se o hamado método de mínimos quadrados.Nesse aso o índie de desempenho (ou função usto) passa a ser:JN(�) = 1N NXk=1 �(k;�)2; (2.29)que deverá ser minimizado para determinar o onjunto de parâmetros or-respondente.Representando a equação (2.25) em notação matriial:y = 	�̂ + ~�; (2.30)sendo y = [y(1) y(2) � � � y(N)℄T~� = [�(1) �(2) � � � �(N)℄T ; (2.31)
	 = 26664 p1(1) p2(1) � � � pn(1)p1(2) p2(2) � � � pn(2)... ... ... ...p1(N) p2(N) � � � pn(N) 37775 ; (2.32)

� = [�1 �2 � � � �n℄T: (2.33)A matriz 	 é denominada matriz de regressores do modelo e � india ovetor de parâmetros nominal.



2.9. Estimação de Parâmetros 212.9.1 Propriedades Estatístias do Estimador de Míni-mos QuadradosPartindo da propriedade de onvexidade da função usto (2.29), sua so-lução ótima, pode ser obtida da seguinte forma:�JN (�)�� = 0: (2.34)Resolvendo o lado direito da equação (2.34) tem-se:	T	� �	Ty = 0: (2.35)O vetor de parâmetros que satisfaz a relação (2.35) é�̂MQ = (	T	)�1	Ty; (2.36)que tem solução únia, se e somente se, 	T	 for não-singular.É desejado que a solução (2.36) seja não polarizada, ou seja, Ef�̂MQg = �,sendo � o vetor de parâmetros �reais� do sistema e Ef�g o operador esperançamatemátia.Observa-se que Ef�̂MQg = Ef(	T	)�1	Tyg. Se y for esrito omoy = 	� + e, pode-se reesrever a equação anterior omo:Ef�̂MQg = Ef(	T	)�1	T(	� + e)g: (2.37)Pela propriedade assoiativa do operador esperança matemátia Ef�g, pode-se reesrever a equação (2.37) omo:Ef�̂MQg = Ef(	T	)�1	T	�g+ Ef(	T	)�1	eg: (2.38)Para que Ef�̂MQg = � seja respeitado, observa-se da equação (2.38) queEf(	T	)�1	eg = 0. Se o erro e for ruído brano, o vetor �̂ estimado porMQ representa a melhor estimativa não-polarizada de � sendo ŷTe = 0, ouseja, tais vetores são ortogonais.Para ompreender a propriedade de ortogonalidade dos MQ é neessárioonsiderar primeiramente as seguintes relações: ŷ = 	�̂ e � = (y� ŷ) � ê.2Com isso, tem-se que:ŷT� = �̂T	T(y �	�̂)= yT(	[	T	℄�1	Ty �	[	T	℄�1	Ty)= yT(	[	T	℄�1	T �	[	T	℄�1	T)y= 0:2Tomando o resíduo de identi�ação omo uma aproximação para a inerteza do mo-delo.



22 Capítulo 2. Identifiação de Sistemas Não-LinearesComo dois vetores ujo produto interno é zero são ortogonais, diz-se que ovetor de saída estimado e o vetor de resíduos do modelo são também ortogo-nais. Existem métodos de estimação de parâmetros que garantem a obtençãode estimativas não-polarizadas mesmo quando o vetor de resíduos e o vetorde saída do modelo sejam não ortogonais (Aguirre, 2004).2.9.2 Mínimos quadrados estendidosComo dito na seção anterior, a polarização no estimador MQ surge dofato de existir orrelação no vetor de resíduos e existirem regressores da formay(k� i) no modelo. Esse fato leva à orrelação da matriz de regressores ome(k). Se no modelo só existirem regressores da entrada (termos do tipou(k � i)), o fato de não haver orrelação em k 6= 0 não induz polarização noestimador.Se os resíduos de identi�ação forem modelados omo um proesso demédia móvel, da seguinte maneira,e(k) = i�(k � i) + �(k); (2.39)sendo �(k) ruído brano, os termos �(k� i) podem ser inorporados à matrizde regressores e os seus respetivos parâmetros ao vetor de parâmetros domodelo da seguinte forma: y� = 	��� + e�; (2.40)sendo que y� = y, e� = [�(k) � � � �(k +N � 1)℄T,
	� = 266666664

... �(k � 1)... �(k)	 ... �(k + 1)... ...... �(k +N � 2)
377777775 (2.41)

e �� = [� ... i℄T. A parte parametrizada por i da equação (2.39) foi inorpo-rada à matriz de regressores. Por este motivo, pode-se notar que e� é ruídobrano, de forma que em (2.40) o termo e� é não-orrelaionado om 	�.Logo a estimativa por (MQ)̂�� = (	�T	�)�1	�Ty (2.42)não apresentaria polarização, ou, E[�̂�℄ = [� ℄T.



2.9. Estimação de Parâmetros 23Um uidado deve ser tomado om os termos de ruído no modelo: demaneira prátia, o ruído é modelado apenas om o intuito de se evitar apolarização do modelo NARX polinomial. O modelo �nal deve onter apenastermos de proesso e a parte estoástia deve ser desprezada.Modelos om termos de ruído estimados por MQE reebem o nome demodelos NARMAX, da sigla em inglês (nonlinear autoregressive with movingaverage and exogenous input).Evidentemente, (2.42) não pode ser alulado omo mostrado, pois 	�inlui regressores do tipo �(k � i), que não são medidos. A �m de resolvereste problema, tais regressores preisam ser estimados. Quando isso é feito,o resultado é um proesso iterativo que é equivalente a resolver (2.42). EmAguirre (2004) o autor desreve um algoritmo iterativo para a estimação de�(k) da seguinte forma:1. a partir da equação de regressão y(k) = 	T(k� 1)�+e(k) e dos dadosdisponíveis, monte a equação matriial y = 	� + e, omo no métodode mínimos quadrados, e determine �̂MQ = [	T	℄�1	Ty;2. alule o vetor de resíduos �i = y�	�̂MQ;3. faça i = 2 (i india o número de iterações);4. om �i�1, monte a matriz estendida de regressores, 	�i , e estime �̂�MQE =(	�iT	�i )�1	�i Ty;5. determine o vetor de resíduos �i = y�	�i �̂�MQEi;6. faça i = i+ 1 e volte ao passo 4. Repita até onvergir.Para veri�ar a onvergênia, pode-se veri�ar a variânia dos resíduosou dos parâmetros estimados em ada iteração.Lembrando-se que, para a simulação do modelo, deve-se desprezar ostermos de ruído do modelo.2.9.3 RegularizaçãoQuando a estrutura do modelo não é adequada para representar o sis-tema ou o onjunto disponível de dados não é su�ientemente informativo,o problema de identi�ação de parâmetro pode ser mal-ondiionado. Semétodos de minimização de erro de predição forem usados para a estimaçãodos parâmetros, os resultados não serão apropriados, pois podem apresentarum exessivo grau de liberdade. Isto pode onduzir a um modelo om pro-priedades de extrapolação pobres. Em outras palavras, o método de erro de



24 Capítulo 2. Identifiação de Sistemas Não-Linearespredição não é robusto em tais asos. Existem pelo menos duas aproximaçõesgerais para soluionar o problema:� o desenvolvimento de uma estrutura alternativa para o modelo ommenos graus de liberdade e assim obter uma parameterização maisadequada aos dados;� regularizar o algoritmo de identi�ação introduzindo restrições e/oupenalidades para atrair os graus exessivos de liberdade para valoresrazoáveis (Tikhonov and Arsenin, 1977; Johansen, 1996, 1997).No que diz respeito ao primeiro item aima, neste trabalho será onsideradoque o problema da estrutura já está resolvido e não será alvo de disussões. Oproblema de sobre-parametrização já foi disutido em muitos trabalhos, omoreferênia pode-se itar (Billings and Voon, 1983; Aguirre, 1994; Aguirre andBillings, 1995; Mao and Billings, 1997; Mendes and Billings, 1998; Piroddiand Spinelli, 2003).No que diz respeito ao segundo ítem, o problema pode ser esrito omo(Hastie et al., 2001): minf2H " NXi=1 L(yi;f(xi)) + �J(f)# (2.43)sendo que L(yi;f(xi)) é uma função usto, �J(f) é uma penalidade impostaà L(�) e H é o espaço em que J(f) é de�nido.De maneira geral, a esolha de J(f) e a determinação ótima do parâmetrode regularização � são os prinipais alvos de estudos em regularização. Entreos métodos de regularização pode-se destaar os métodos de Gauss�Newton,Tikhonov, Fourier, Lagrangiana e Bayesiana. Como referênia pode-se i-tar os reentes trabalhos a seguir: (Li and Yang, 2000; Roths et al., 2001;Sugiyama and Ogawa, 2002; Hagiwara, 2002; kumar et al., 2004; Merbouhaand Mkhadri, 2004; Pan and Li, 2004; Hilgers and Bertram, 2004; Fu et al.,2005a,b; Boyadjiev and Dimitrova, 2005; Chen, 2006). Esses artigos apresen-tam novos resultados e uma revisão bibliográ�a e teória abrangente sobreregularização. Apenas para deixar laro, o estudo da regularização não é alvode estudos deste trabalho, no entanto, será útil para algumas disussões noapítulo 5.2.10 Validação do ModeloA ausênia de algum termo importante no modelo pode provoar polari-zação dos parâmetros e o apareimento de dinâmias espúrias na simulação



2.11. Comentários Finais 25do modelo. Por essa razão, faz-se neessária a utilização de um ritério paradeterminar se o modelo responde às araterístias que lhe são exigidas. Noontexto deste trabalho, são onsiderados dois ritérios:1. predição in�nitos passos à frente (simulação livre);2. apaidade de representar o omportamento estátio do sistema.Outra maneira de veri�ar a validade dinâmia do modelo é o uso de funçõesde orrelação. Essas funções podem ser apliadas aos resíduos para a veri-�ação de orrelação linear e não-linear. Se os resíduos possuírem algumaorrelação, o modelo será onsiderado polarizado, uma vez que existem evi-dênias de dinâmias não modeladas ontidas nos resíduos. Outros testes sãoas orrelações ruzadas, lineares e não-lineares, entre os resíduos e os dadosde entrada e saída do sistema (Box and Jenkins, 1976; Ljung, 1987; Billingsand Voon, 1983, 1986).2.11 Comentários FinaisEsse apítulo tem omo prinipal objetivo familiarizar o leitor om téni-as gerais em identi�ação de sistemas não-lineares.Essas ténias são a base de todo um onjunto de novas ténias queforam e estão sendo desenvolvidas para tornarem os modelos ada vez maisrepresentativos dos sistemas reais.





Capítulo 3Identi�ação Multi-objetivoEste apítulo tem omo objetivo de�nir o Problema Multiobjetivo, suasetapas, e suas impliações na identi�ação de sistemas, através de um revisãoteória básia e através de um estudo do estado da arte. Será feita uma revi-são bibliográ�a a respeito de identi�ação aixa-inza envolvendo téniasmono-objetivo e multiobjetivo.3.1 O Problema MultiobjetivoSe em um problema de otimização qualquer estiverem disponíveis maisde um objetivo que se deseja alançar, haverá, de forma geral, dois tipos desolução:1. Haverá soluções que, sob todos os objetivos simultaneamente onside-rados, serão suplantadas por outras soluções;2. Haverá soluções que, omparadas om outras soluções, serão melhoresem algum ou alguns objetivos, mas piores em outro ou outros objetivos.No segundo aso, as soluções são denominadas Soluções e�ientes ou so-luções Pareto-ótimas. A determinação desse onjunto é uma das prinipaisetapas do Problema Multiobjetivo. A prinípio não existe uma solução úniaque simultaneamente minimize todas as diferentes funções-objetivo. Essetipo de problema tende a possuir um onjunto limitado om in�nitas solu-ções. No entanto, de alguma forma, deve-se esolher um únia solução. Oonjunto Pareto-Ótimo é onstituído de soluções andidatas a se tornaremessa solução únia.A esolha de uma solução únia é uma etapa importante, na qual o on-junto de soluções-andidatas deve ser reduzido até a determinação dessa solu-ção. Essa etapa, denominada etapa de deisão, deve inluir uma sistemátia27



28 Capítulo 3. Identifiação Multi-objetivode busa da melhor solução, supondo a existênia de uma função utilidade,que exibe um padrão de preferênias oerente e ordenado.O Problema multiobjetivo pode então ser formulado omo uma ombina-ção dessas etapas de obtenção do Pareto-ótimo e da esolha da solução �nal(ou etapa de deisão) através da apliação da função utilidade.3.2 Formulação do Problema MultiobjetivoNas duas seções seguintes apresenta-se a formulação das etapas envolvidasno Problema de Otimização Multiobjetivo.3.2.1 Determinação das Soluções E�ientesConsidere o vetor de funções-objetivo:J(�) = 26664 J1(�̂)J2(�̂)...Jm(�̂)
37775T ; (3.1)De maneira geral, não existe uma solução únia que minimize simultanea-mente as m funções-objetivo. Com isso, um grande número de soluções podeser enontrado, araterizando assim o onjunto Pareto-ótimo (Chankongand Haimes, 1983):�̂� 2 �̂� , f� �̂ : J(�̂) � J(�̂�) e J(�̂) 6= J(�̂�)g; (3.2)em que �̂� é o onjunto de parâmetros estimados e �̂� é o espaço de parâ-metros. As relações de omparação entre os vetores são de�nidas omo:x � z , xi � zi; 8i 2 1; : : : ;nx 6= z , 9 i 2 1; : : : ;n j xi 6= zi; (3.3)sendo que xi e zi são omponentes dos vetores x;z 2 Rn . A solução seráe�iente se e somente se não existir uma outra solução que melhore umdos objetivos sem a degradação de pelo menos outro objetivo. Em outraspalavras, as soluções pertenentes ao Pareto-ótimo são aquelas entre as quaisnão exista ordenação.



3.2. Formulação do Problema Multiobjetivo 293.2.2 Etapa de DeisãoNessa etapa proura-se uma únia solução que satisfaça uma função utili-dade que deve ser de�nida partindo de uma sistemátia de apresentação dasalternativas que garanta que:1. O número de onsultas ao deisor (humano ou automátio) será o menorpossível;2. Apresentação de um número de alternativas ao deisor seja inteligível;3. A melhor solução não será perdida. O enadeamento dessas etapas dedeisão onduz a diferentes estruturas para o meanismo de deisão.Em um aso, em que há intervenção de um deisor humano, basiamente,pode-se seguir uma das seguintes possibilidades:� Apresentação de preferênias a posteriori.Neste aso, será determinado um onjunto de soluções que seja re-presentativo de todo o onjunto de soluções e�ientes antes de iniiarqualquer interação om o deisor humano. A estrutura das onsultas éformulada partindo da premissa de que as possíveis soluções já tiveramsuas funções objetivo previamente avaliadas;� Apresentação de preferênias progressivas.Agora, a onsulta ao deisor é feita onomitantemente om o proessode determinação de soluções e�ientes. Cada onsulta ao deisor éutilizada para determinar os parâmetros de uma nova busa de umponto pertenente ao onjunto de soluções e�ientes;� Apresentação de preferênias a priori.Neste esquema, o deisor é previamente onsultado, e formula umaerta estrutura de preferênias que não depende do onheimento dasalternativas onretas que vierem a se oloar. Esta situação não ara-teriza propriamente um problema multiobjetivo, podendo ser entendidaomo um aso de otimização mono-objetivo. No entanto, esta é umaforma de agregar múltiplos objetivos em um problema de otimização.No aso deste trabalho, pretende-se desenvolver um deisor automátio,sem intervenção de um deisor humano. Assim, pretende-se que esse deisorautomátio seja apaz de esolher o melhor modelo (é preiso de�nir o que émelhor nesse aso) dentre os possíveis do onjunto Pareto-ótimo, levando-seem onta algum ritério de otimalidade pré-de�nido.



30 Capítulo 3. Identifiação Multi-objetivo3.3 Estado da ArteDevido ao fato de que muitos sistemas apresentam algum tipo de ompor-tamento não-linear, faz-se neessário o desenvolvimento de ténias identi�-ação de sistemas, proessamento de sinais, ténias de ontrole e análise desistemas que sejam apliáveis a essas situações (Billings, 1980). Estudos in-luem redes neurais apliados a estes problemas (Braga et al., 2000). Emboraredes neurais tenham exelentes propriedades, a obtenção de informação apartir de sua estrutura é difíil, devido à sua omplexidade (Corrêa, 2001).Isso pode não ser relevante em apliações omo predição de séries tempo-rais e reonheimento de padrões, mas é uma onsiderável desvantagem emengenharia e apliações ientí�as, em que é importante entender, analisare simular os meanismos que produzem a relação entre ausa e efeito dasentradas e saídas do sistema (Eykho�, 1981).Os modelos NARMAX polinomiais e raionais (Leontaritis and Billings,1985a,b; Chen et al., 1989) são uma alternativa às representações por redesneurais. Em partiular, modelos NARMAX polinomiais permitem failmentea obtenção de informações analítias sobre a dinâmia do sistema (Jáome,1996).Nas últimas duas déadas houve um grande volume de trabalhos a res-peito de identi�ação não-linear (Aguirre, 2004). Apesar de grandes on-quistas, a identi�ação não-linear ainda possui grandes di�uldades. Um dosgrandes desa�os é a esolha de uma estrutura adequada e ompata para omodelo (Chen et al., 1989; Lindskog, 1996; Aguirre, 2004). Várias aborda-gens foram elaboradas para ataar esse problema (Aguirre, 1994; Mao andBillings, 1997; Corrêa, 2001). Para o aso espeí�o de modelos NARMAXpolinomiais, um importante trabalho é o estudo de agrupamento de termos(Aguirre and Billings, 1995). No iníio da déada de noventa, alguns tra-balhos omeçaram a utilizar informações auxiliares (não ontidas nos dadosdinâmios de identi�ação) (Bohlin, 1991; Tulleken, 1993; Eskinat et al.,1993). Aguirre et al. (2000) sugere que o uso de informação auxiliar pode serusado na esolha da estrutura do modelo.Com isso, alguns autores sugerem lassi�ar os métodos de modelagem,em função da utilização de informação auxiliar da seguinte forma (Herbertand Tulleken, 1993; Sjöberg et al., 1995; Bohlin and Graebe, 1995):� Modelagem aixa-brana: onsiste em proedimentos em que a es-trutura do modelo seja totalmente onheida, geralmente determinadapelas equações físias ou químias que regem o omportamento estátioe dinâmio do sistema (Garia, 1997);� Modelagem aixa-preta: não se tem nenhuma informação a priori do



3.3. Estado da Arte 31sistema. Os parâmetros do modelo, geralmente, não possuem nenhumsigni�ado físio. O proesso de modelagem, hamado de identi�ação,se baseia únia e exlusivamente em dados de entrada e saída medidosdo sistema. A estrutura do modelo pertene a famílias de modelosque apresentam �exibilidade e um histório de suesso (Sjöberg et al.,1995);� Modelagem aixa-inza: é a onstrução de modelos que inorporamonheimento a priori do sistema, om um erto grau de inerteza naseleção de estrutura da representação (Jorgensen and Hangos, 1995).Sjöberg e outros 1995 subdividem a modelagem aixa-inza em doissubgrupos:a) Modelagem físia: toda a estrutura é determinada por onhei-mentos físios do sistema, e apenas os parâmetros, ou um ertonúmero desses são estimados a partir dos dados;b) Modelagem semi-físia: informações do sistema são usadas parasugerir ombinações não-lineares entre os sinais medidos, utili-zando tais informações da estrutura do modelo (Lindskog andLjung, 1995b).3.3.1 Comparação Entre os Tipos de ModelagemNessa seção é apresentada uma breve omparação entre os três tipos demodelagem apresentados na seção 3.3. As vantagens e desvantagens da mo-delagem aixa-preta, aixa-brana e aixa-inza são ressaltadas.A vantagem da modelagem aixa-brana é o fato de que os parâmetrosdo modelo possuam signi�ado físio e são determinados a partir de onhei-mentos a priori do sistema (Corrêa, 2001) ou por testes em estado estaioná-rio. Aguirre (2004) utiliza essa ténia para estimar a resistênia hidráuliade um sistema real de bombeamento de água. Em (Pottmann and Pear-son, 1998) são apresentadas duas desvantagens da abordagem aixa-brana.A primeira refere-se à maior omplexidade que em geral se tem na estru-tura das equações, normalmente envolvendo equações difereniais algébrias,equações difereniais pariais e/ou integrais. A segunda é que os modelossão geralmente onstituídos por equações ontínuas no tempo, enquanto osproessos de medição e ontrole são em geral disretos.Já a modelagem aixa-preta possui a �exibilidade da esolha de estrutura,failitando a formulação e a resolução de problemas de ontrole (Pottmannand Pearson, 1998). Como desvantagem, apresenta um alto grau de liberdadena seleção de estrutura do modelo. Além disso, a obtenção do modelo a



32 Capítulo 3. Identifiação Multi-objetivopartir de um número limitado de observações onstitui-se em um problemamal-ondiionado, no sentido que os modelos não sejam únios e podem nãodepender ontinuamente da observação (Tikhonov and Arsenin, 1977).Entre os extremos modelagem aixa-brana e identi�ação aixa-preta,situa-se a identi�ação aixa-inza, que utiliza informação a priori do sis-tema em onjunto om dados de entrada e saída medidos (Corrêa, 2001).Inúmeras vantagens têm sido apresentadas para a modelagem aixa-inza.Billings (1980) a�rma: �A esolha entre as várias abordagens para a identi�-ação de sistemas não-lineares será freqüentemente onduzida pelo proesso,a quantidade de informação a priori e o objetivo da identi�ação�. Tulleken(1993) ita que os modelos aixa-inza podem trazer benefíios ao projetode ontroladores que requeiram desrições adequadas do proesso. Já em(Johansen, 1996), o uso de informação a priori é enfatizado, pois reduz efe-tivamente o número de parâmetros a ser determinado e torna o problemade identi�ação melhor ondiionado. Como resultado, os modelos geradossão mais robustos, mesmo om onjuntos de dados esassos ou inompletos.Tem sido sugerido que a failidade om que uma determinada representaçãomatemátia pode inorporar informação a priori pode vir a ser um dado ru-ial para esolher representações matemátias, sendo ainda um problema emaberto na literatura (Aguirre, 2004). (Aguirre, 2000) ressalta a utilização deinformação a priori na seleção de uma estrutura adequada, mostrando que emalgumas apliações deve haver um ompromisso entre araterístias globais epreisão das predições do modelo, sendo que o primeiro pode ser aprimoradopelo uso de informação a priori. Em outras palavras, a modelagem semifísia,ou simplesmente identi�ação aixa-inza, ombina araterístias desejáveisda modelagem aixa-brana e da identi�ação aixa-preta (Corrêa, 2001).3.3.2 Retrospetiva HistóriaEsta seção dedia-se a uma breve retrospetiva história dos trabalhosque utilizam onheimento a priori (ou auxiliar) na identi�ação de sistemasnão-lineares utilizando-se várias representações.Bai and Sastry (1986) omentam que a utilização de informação a priorina etapa de estimação de parâmetros de modelos lineares leva a uma dimi-nuição do erro de estimação om um menor usto omputaional.Em (Tulleken, 1993) mostra-se uma abordagem para a estimação de parâ-metros que é onsistente om o onheimento a priori do proesso, utilizandoomo onheimento a priori a estabilidade do proesso e o ganho em es-tado estaionário. Para seleionar o melhor estimador é utilizada estatístiaBayesiana. Esse trabalho mostra apliações em projeto de ontroladores paraontrole avançado.



3.3. Estado da Arte 33Uma apliação da identi�ação aixa-inza é apresentada em (Bohlin,1994). Nesse trabalho é usado o programa IdKit para identi�ar um proessode lavagem de barras de aço. Esse proesso foi esolhido por ser não-linear,por parte do proesso ser onheido e por estar sujeito a inertezas. Alémdisso, dados experimentais são disponíveis. Em prinípio esse proedimentodetermina a estrutura mais adequada baseada numa seqüênia de hipótesese falsi�ações. É feita uma omparação entre as abordagens aixa-brana,aixa-preta e aixa-inza, sendo que essa última apresentou melhores resul-tados.Apesar da identi�ação aixa-inza neessitar de um erto desenvolvi-mento, esta emerge omo uma promissora área para omplementar as on-venionais ténias de identi�ação (Bohlin and Graebe, 1995). Os autoresainda itam que a imposição de restrições à estimação de parâmetros permitea inorporação de onheimento a priori e a melhoria do desempenho de umontrole adaptativo. Nessa mesma linha (Jorgensen and Hangos, 1995) itamque �modelagem aixa-inza traz grandes promessas para o desenvolvimentode métodos e ferramentas que garantam onsistênia entre modelos de ummesmo sistema usado para diferentes propósitos e para permitir manutençãoe desenvolvimento ontínuo de tais modelos�.Johansen (1996) disute três pontos em identi�ação aixa-inza utili-zando otimização mono-objetivo, a saber:1. quais os tipos de onheimento a priori podem ser inluídos omo res-trições e omo isso in�uenia a obtenção de um modelo ótimo;2. um proedimento numério prátio para a identi�ação de um modelosemi-paramétrio;3. a seleção de estrutura através da esolha de pesos e penalidades ombase em dados empírios.Nesse trabalho o autor utilizou um tanque de neutralização de pH omo exem-plo para ilustrar os efeitos de impreisão, de alguns tipos de onheimento apriori. Entre os tipos de onheimento a priori utilizados estão:� seqüênia de dados para uma região limitada de operação;� dados em regime permanente de ino pontos de operação;� modelo simpli�ado de balanço de massas;� faixa de variação de pH (0 a 14);� suavidade do omportamento do sistema;



34 Capítulo 3. Identifiação Multi-objetivo� estabilidade em malha aberta do sistema.O autor mostra que a inlusão gradativa de onheimento a priori pode me-lhorar a qualidade do modelo identi�ado. E onlui que �se a informaçãoa priori for orreta, o modelo obtido, em geral, será melhor e mais robustomesmo quando o onjunto de dados for de�iente ou inompleto�. Johansen(1997) diz que �essa abordagem pode ser útil tanto para deteção da estruturado modelo quanto para estimação e regularização dos parâmetros�.Petrik and Wigdorowitz (1997) a�rmam que �...pouas ferramentas exis-tem para seleção a priori da estrutura de modelos de sistemas não-lineares�.Ao enontro dessa a�rmativa está o trabalho (Aguirre, 2000), que sugere quese informação a priori está disponível, então tal informação deve ser usadapara restringir a estrutura do modelo. Ainda nesse trabalho o autor mostraque modelos obtidos usando ténias aixa-preta são modelos om araterís-tias loais, apesar de serem não-lineares. Enquanto que �o uso de informaçãoa priori força o modelo a um omportamento mais global, aumentando a faixasobre a qual o modelo é dinamiamente válido, om uma pequena perda depreisão�. Da mesma forma, Godfrey (1986) destaa que �para tentar estimarparâmetros em sistemas não-lineares é essenial que se veri�que se os dadosexitam o sistema em toda sua não-linearidade �. Ainda no que diz respeito àdeteção de estrutura, Piroddi and Spinelli (2003) mostram que a utilizaçãoda simulação livre do modelo em vez da simulação um passo à frente retornaestruturas muito mais adequadas para representar o sistema real.Em (Aguirre, 2000) é apresentada uma síntese das vantagens das aborda-gens aixa-brana, aixa-inza e aixa-preta, além das di�uldades que ser-viram omo motivação para o desenvolvimento de novas ténias. Tambémse enontra uma lista de referênias bibliográ�as sobre o assunto.No ontexto de redes neurais (Cubillos et al., 1996; Cubillos and Lima,1997) sabe-se que �... modelagem de proessos baseados em redes neurais re-quer um grande número de parâmetros (pesos), resultando em dois problemasprinipais:� pesada arga omputaional no treinamento da rede;� a possibilidade de sobreparametrização.Esses dois problemas podem ser minimizados usando algum tipo de infor-mação a priori na onstrução do modelo�. Essa última a�rmação é tambémenontrada em (Forssell and Lindskog, 1997; Lindskog and Ljung, 1995a).Dois estudos de aso utilizando identi�ação aixa-inza podem ser vistosem (Lorito, 1998; Weyer et al., 2000). No primeiro é proposto um proedi-mento para identi�ação de um modelo dinâmio não-linear para um trans-formador de orrente a partir de dados empírios e de informação a priori



3.3. Estado da Arte 35da físia do proesso. No segundo é utilizada aixa-inza para a deteção defalhas de um troador de alor.Em um trabalho mais reente, Barany (2001) analisa a estimação de parâ-metros em sistemas que apresentam simetria. O autor a�rma que a simetriade uma solução restringe quais ombinações de parâmetros um modelo linearnos parâmetros deverá possuir.Em (Corrêa, 2001) são apresentados três algoritmos que sintetizam a utili-zação de informação a priori na identi�ação de modelos NARMAX raionaise polinomiais, sendo que o primeiro refere-se à esolha de estrutura, o segundoà estimação de parâmetros e o tereiro à análise e validação dos modelos. Oautor ainda faz um estudo detalhado das representações mostrando que épossível, através das relações entre os agrupamentos de termos e função es-tátia, a esolha de estrutura para que o modelo represente a araterístiaestátia desejada.Em (Barroso, 2001) é feita uma retomada da disussão a respeito de té-nias mono-objetivo om restrições de igualdade, utilizando-se ténias deotimização iterativas e não-iterativas, omo uma alternativa de implemen-tação para modelos NARX polinomiais. São também mostrados exemplosutilizando dados reais para demonstrar a validade das ténias apresentadas.Ainda no sentido de aprofundar em questões a respeito das ténias mono-objetivo, o trabalho (Barroso et al., 2002) mostra alguns aspetos geraisa respeito de ténias iterativas e não-iterativas em estimação restrita emidenti�ação aixa-inza de sistemas.Em (Aguirre et al., 2004) é mostrado que apesar de grande e�iêniana reuperação de araterístias estátias, estimadores restritos de mínimosquadrados são polarizados. Este é um resultado importante, pois deixa emaberto questões estatístias de estimadores que utilizam informação a pri-ori (ou informação auxiliar), ou seja, tais estimadores retornam parâmetrospolarizados por onstrução.Estimadores multi-objetivoTénias multi-objetivo têm se destaado na tomada de deisão em pes-quisa operaional, justi�ada prinipalmente pelo fato das restrições, geral-mente, serem antag�nias aos objetivos a serem otimizados (Goldbarg andLuna, 2000). Apliações de ferramentas multi-objetivo neste ontexto sãouma alternativa para a tomada de deisão, fazendo om que as restriçõesantag�nias sejam interpretadas omo objetivos. Restrições não-antag�niasontinuam sendo utilizadas omo restrições do problema multi-objetivo (Ca-ballero et al., 2002).Neste ontexto pode-se itar os trabalhos: (Ellis, 1988), em que o autor



36 Capítulo 3. Identifiação Multi-objetivodesenvolve um sistema de deisão multi-objetivo para análise de emissão depoluentes e sua deantação e omo estes podem in�ueniar na formação dehuvas áidas. Em (Rahman et al., 2001) é utilizada análise multi-objetivopara �reonheer� as interações para a onstrução de juntas hidráulias tendoomo parâmetros a geometria de fratura, a produção de hidroarboneto eo ontrole monetário de investimento-retorno. Em (Liao and Li, 2002) osautores utilizam análises multi-objetivo no ontexto de ontrole. Segundo osautores, omo os índies de desempenho em um sistema de ontrole multi-variável varia om o tempo e, além disso, está disposto sobre uma trajetórianão-mínima, uma ferramenta multi-objetivo é mais adequada para a esolhados ganhos do ontrole.Outras abordagens multi-objetivo, inluindo ténias para o levantamentodo onjunto Pareto-ótimo podem ser vistas em (Yabg and Sen, 1996; Kro-kida and Kiranoudis, 2000; Aghezzaf and Ouaderhman, 2001; Huang, 2001;Bhaskar et al., 2001; Caballero et al., 2002; Antezak, 2002)Já no ontexto da estimação de parâmetros de modelos dinâmios, ferra-mentas multi-objetivo são utilizadas omo alternativa de implementação deferramentas mono-objetivo restritas.Em (Johansen, 2000) desenvolve-se uma abordagem multi-objetivo para�ltros do tipo FIR. Segundo o autor, a estimação de parâmetros pode ser vistaomo um problema de múltiplos objetivos e restrições derivadas de dadosreais. Também, estas araterístias podem se originar do onheimento depropriedades físias, bom senso, assim por diante. Ainda, o autor dedia-seà análise e seleção do equilíbrio entre objetivos e restrições on�itantes.(Wang and Sheu, 2000) utilizam uma abordagem multi-objetivo apliadana estimação dos parâmetros de um modelo dinâmio de um forno de fer-mentação e outro de fermentação�alimentação (da levedura Saharomyesdiastatius) para produção de etanol. O onjunto alimentação�fermentaçãoé observado simultaneamente e os dados são utilizados omo informação paraa esolha do melhor ompromisso para a produção do álool.Nepomueno (2002) desenvolve uma alternativa multi-objetivo para a es-timação de parâmetros de modelos NARMAX polinomiais. A ténia é parti-ularmente interessante, pois a obtenção do onjunto Pareto-ótimo é analítiae não são utilizados algoritmos iterativos para tal. A abordagem é mostradade maneira simples e, além disso, é apresentada uma revisão bibliográ�aextensa a respeito de estimação para modelos aixa-inza.Em (Nepomueno et al., 2003), os autores mostram uma abordagemmulti-objetivo, utilizando omo informação auxiliar a loalização de pontos�xos de sistemas aut�nomos não-lineares.Em (Ruano et al., 2003) são apresentados resultados de identi�ação paraa dinâmia do abo de veloidade de uma turbina a gás de aeronave, em ope-



3.3. Estado da Arte 37ração normal. Como a dinâmia varia om os pontos de operação, modelosnão-lineares são os mais indiados. São onsideradas duas aproximações di-ferentes: modelos NARX e Redes Neurais, do tipo multilayer pereptrons,RBF e B-spline. Uma atenção espeial é prestada à utilização de algoritmosgenétios implementados na forma muti-objetivo para determinar a estruturados modelos NARX e B-spline. Os objetivos são o grau de não-linearidade eos atrasos das representações. No entanto, em nenhum dos trabalho itados,araterístias estatístias dos estimadores são estudadas.No trabalho (Maertens et al., 2004), os autores utilizam estratégia multi-objetivo para esolher modelos loalmente lineares para onstrução de umarepresentação não-linear global. Dessa maneira, ritérios multiobjetivo sãoutilizados para ajustar o valor dos pesos para ada modelo loal, failitandoassim a esolha loal desses modelos, dependendo das ondições de operação,melhorando assim a representação global. É mostrado um exemplo no asode automóveis �fora-de-estrada� que trabalham em ondições de arga abaixoda nominal.No ontexto dos algoritmos genétios, pode-se destaar os trabalhos de(Anderson et al., 2005), que mostra que a maximização operaional de umsistema de inineração pode aarretar exesso de emissão de poluentes atra-vés da haminé. Esse exesso é uma violação ambiental importante, alémde aumentar a neessidade de manutenção do equipamento. Então, uma es-tratégia multi-objetivo é exigida para aperfeiçoar a operação da planta emtermos de metas eon�mias, ambientais e restrições operaionais. Para talé utilizado um algoritmo genétio multiobjetivo (MOGA); Arroyo and Ar-mentano (2005) e Lagaros et al. (2005) destaam a utilização de algoritmosgenétios para resolver problemas de otimização ombinatória multiobjetivo.São propostos algoritmos de proura om araterístias omo preservaçãode dispersão na população e uso de uma proura de habitantes multiobjetivopara intensi�ar a proura em regiões distintas. Dessa maneira é retornadoum onjunto de soluções, ou uma região do Pareto em que um operador (oudeisor) é inapaz de determinar a melhor solução.Ainda no ontexto da pesquisa operaional, o trabalho de Hoogeveen(2005) apresenta uma pesquisa dos resultados mais importantes em progra-mação multiritério nesse ontexto, onde são apresentados exemplos e a li-teratura pertinente para ada um deles, também hamando a atenção paranovos modelos a serem propostos. Pode-se ainda itar os trabalhos (Anghi-leri et al., 2005; Kim and Chung, 2005; Papadimitriou, 2005; Sánhez et al.,2005; Zhou and Zhong, 2005). Esses trabalhos apresentam resultados nasáreas de pesquisa operaional, sendo que o último lida om problemas omdois ritérios.



38 Capítulo 3. Identifiação Multi-objetivo3.4 Comentários FinaisEste apítulo teve omo objetivo apresentar o problema multiobjetivo eas etapas envolvidas para a obtenção de uma solução únia e mostrar omoesse tipo de ténia está inserido no ontexto de identi�ação de sistemas, noaso, identi�ação de sistemas aixa-inza.



Parte IIContribuições Propostas
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Capítulo 4Tomada de DeisãoNa primeira parte deste trabalho foram feitas revisões teória e bibliográ-�a a respeito dos modelos NARX polinomiais e de programação multiobje-tivo. O mesmo foi feito para o aso da programação multiobjetivo: de�niçãoda estratégia e etapa de deisão.Neste trabalho não será abordado o problema da deteção de estrutura.O trabalho é foado nas questões da estimação dos parâmetros, quando seusa um estimador bi-objetivo para modelos NARX polinomiais.Neste primeiro apítulo, da segunda parte do trabalho, pretende-se res-ponder uma questão ruial: Dado um onjunto de modelos estruturalmenteidêntios mas om parâmetros diferentes, existe um deisor que seja apazde esolher o melhor modelos possível entre os disponíveis?4.1 MotivaçãoDado um onjunto Pareto-ótimo, ujos elementos sejam valores estima-dos de parâmetros de um modelo polinomial. Qual elemento desse onjuntodeve ser esolhido de maneira que o modelo seja onsiderado o melhor? Aa�rmação de Duong and Landau (1994): �A proposta da validação de modeloé veri�ar se o modelo obtido por identi�ação é �bom�, isto é, veri�ar seos parâmetros do modelo podem ser onsiderados omo oinidentes om os�parâmetros reais� do sistema� é uma de�nição para o melhor modelo. No en-tanto, é neessário quanti�ar, riar uma métria que seja apaz de expressarem um valor numério o quão bom é ada um dos onjuntos de parâmetrospresentes no Pareto-ótimo.Por exemplo, em (Nepomueno, 2002), o autor utiliza uma função de re-gularização para determinar o melhor equilíbrio entre polarização e variânia.O ritério foi adaptado do trabalho de Teixeira (2001). O autor presume que41



42 Capítulo 4. Tomada de Deisãoexistam modelos sub-ajustados (modelo om baixa omplexidade, apresentapolarização), sobre-ajustados (modelo omplexo, tende a modelar o ruídopresente nos dados) e om ajuste adequado. Segundo Nepomueno (2002), omelhor modelo deve ser aquele que apresente menor erro entre os dados devalidação (aresido de ruído) e a predição de um passo à frente (utilizando-seos mesmos dados de validação). Ainda no trabalho de Nepomueno (2002),o autor onsidera omo ritério de deisão a norma eulidiana dos objetivosnormalizados. O modelo esolhido deve ser aquele ujos parâmetros minimizea norma dos objetivos, simultaneamente.Em omum, nos dois trabalhos, está o fato de se utilizar dados um passoà frente para a deisão. Embora os resultados obtidos naqueles trabalhosmostrem que os ritérios de deisão retornem resultados que atenderam àsexpetativas, o fato de se utilizar predição um passo à frente deve ser levadoem onsideração. Embora utilizada no ontexto de deteção de estrutura demodelos, Piroddi and Spinelli (2003) propõem uma onjetura importante:�o uso do erro de simulação1 para seleção de modelo [em vez de erro depredição2℄ é mais preiso e mais robusto om respeito às araterístias deexitação dos dados de identi�ação�. Para justi�ar tal onjetura, os au-tores a�rmam que: �no ontexto de predição, erros estruturais dos modelossão tipiamente ompensados pela presença de termos autorregressivos queaproximam os valores da saída medida, mantendo a saída predita próximados valores reais, enquanto que na simulação não existe ompensação parauma estrutura errada do modelo�. Essa onjetura fornee indíios de que autilização de ritérios baseados em predição um passo à frente, ou erro depredição, podem falsear a esolha do modelo no Pareto-ótimo.Conjetura 4.1.1 Se um onjunto de modelos disponíveis apresentar estru-turas idêntias e parâmetros diferentes, aquele que apresentar menor orre-lação entre o erro de simulação e a saída simulada será o que apresentaparâmetros mais próximos dos valores reais.Isso signi�a que, dado um sistema om estrutura idêntia à do sistemareal, se esse apresentar erro de simulação muito pequeno, ou o erro for não-orrelaionado om a saída do modelo, signi�a que os parâmetros do modelosejam muito próximos dos valores reais. Forneer subsídios para a validaçãoda onjetura 4.1.1 é a motivação do presente apítulo. Antes porém, éimportante estabeleer alguns aspetos referentes ao uso de índies de errode simulação livre, ou predição in�nitos passos à frente. Na presença deruído, índies baseados em erro ponto-a-ponto, podem apresentar resultadosfalsos.1Nesse aso trata-se do erro entre a simulação do modelo e os dados reais.2Nesse aso é o erro entre a predição de um passo a frente e os dados dos reais.



4.2. Robustez ao ruído 434.2 Robustez ao ruídoEm (Aguirre, 2004), espei�amente no Capítulo 12, o autor faz umadesrição muito detalhada e importante a respeito da validação de modelos.Em resumo, pode-se destaar as observações sobre duas formas de valida-ção: análise de resíduos de identi�ação e erro de simulação. Os resultadosmostrados são importantes pois alguns aspetos serão levados em onta maisadiante. É bom deixar laro que a apliação do modelo deve ser levada emonsideração, omo o autor omenta no referido apítulo. Não se pretendegeneralizar os oneitos e apliações, apenas utilizá-los omo base para o de-senvolvimento deste trabalho. Então, baseando-se na leitura desse trabalho elevando-se em onta alguns argumentos de Piroddi and Spinelli (2003), serãoapresentadas algumas araterístias determinantes para a onstrução desteapítulo.Um aspeto dos índies de validação baseados em erro de simulação é apresença de termos do tipo y(k)� ŷ(k), sendo y(k) saída do sistema medidano instante k e ŷ(k) simulação livre do modelo no mesmo instante. No aso dedados sem ruído, ou om pequena relação sinal ruído, a utilização desses índi-es de validação não aarretará onsiderável erro na avaliação do desempenhodo modelo. No entanto, no aso em que haja ruído onsiderável, impiria-mente notou-se que tais índies podem levar a resultados pouo on�áveis,independente do tipo de ruído. No Exemplo 4.2.1 a seguir, será mostrado umaso para ilustrar o efeito do ruído em índies om as araterístias itadas.Exemplo 4.2.1 Erro de simulação na presença de ruído nos dados de vali-dação.Seja o seguinte sistema hipotétio:y(k) = 0;10� 0;01y(k� 1)2 � 0;50y(k � 2)u(k � 1) + u(k � 1) (4.1)O modelo foi simulado tendo omo entrada um sinal aleatório, gaussiano,om média zero, variânia um e ondições iniiais iguais a zero.Sabendo que a estrutura do modelo é idêntia à do sistema e que osparâmetros foram estimados por um estimador não-polarizado, espera-se queo erro de simulação seja mínimo em relação aos dados de validação obtidosdo mesmo sistema, uma vez que no aso sem ruído y(k)� ŷ(k) � 0.Mas qual seria o efeito no erro de predição, no aso de se ter dados devalidação om ruído aditivo? Para ilustrar esse efeito, será usado o índieRMSE, de�nido omo:RMSE = qPNk=1(y(k)� ŷ(k))2qPNk=1(y(k)� �y)2 ; (4.2)



44 Capítulo 4. Tomada de Deisãosendo que y(k) é a saída do sistema, ŷ(k) é a saída simulada e �y é o valormédio de y. Esse índie ilustra bem o problema, pois apresenta o termo y(k)�ŷ(k) de forma explíita.Foram alulados índies RMSE para várias realizações de ruído omganho variável, ou seja, a ada iteração o ruído apresenta maior variâniaem relação ao sinal. Os índies foram gravados em um vetor e seus valorespodem ser vistos na Figura 4.1.
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4.2. Robustez ao ruído 452Um aspeto importante de ferramentas baseadas na simulação do modeloé que não é possível a�rmar que o oorrido no exemplo 4.2.1 foi devido àfalha na estimação dos parâmetros. Embora tenha sido usado o argumentode que os parâmetros são não-polarizados, em situações reais, não é possívelinferir se o erro foi ausado por erro na estimação dos parâmetros ou se omodelo não é adequado para representar a dinâmia modelada.No ontexto da análise de resíduos, é possível veri�ar se os parâmetros domodelo foram ou não estimados orretamente, omo omentado no apítulo 2.�O modelo deve expliar tudo que for expliável nos dados� (Aguirre,2004). Se isso for possível, os resíduos são ruído brano. No entanto, não hágarantia de que a simulação do modelo seja boa, apenas a predição um passoà frente. Mas e se o erro de simulação livre for ruído brano? Seria possíveluni�ar os oneitos de análise de resíduos e de erro de validação em umúnio índie? Algumas onsiderações podem ser feitas, deixando laro queas a�rmações anteriores são válidas apenas para modelos de erro na equaçãode regressão, não sendo apliadas em modelos de erro na saída.A simulação livre pode ser de�nida omo:ŷ(k) = 	̂(k � 1)�̂; (4.3)sendo que 	̂(k�1) é a matriz de regressores da simulação livre para o modelo.Seja ainda �(k) = y(k)� ŷ(k) (4.4)o erro de simulação livre para o mesmo modelo. Pode-se de�nir a seguintefunção: J(�̂) = PNk=1 �(k)ŷ(k)= PNk=1 [y(k)� ŷ(k)℄ ŷ(k)= PNk=1 y(k)ŷ(k)� ŷ(k)2 ; (4.5)sendo N o número de amostras para a série temporal utilizada. Chamandoy(k) = yi(k) + e(k) ou y(k) = 	(k � 1)� + e(k), sendo yi(k) a parela ideale e(k) ruído aditivo ou qualquer inerteza assoiada, pode-se reesrever aequação (4.5) omo a seguir:J(�̂) = NXk=1 yi(k)ŷ(k) + e(k)ŷ(k)� ŷ(k)2: (4.6)



46 Capítulo 4. Tomada de DeisãoO índie de desempenho J(�̂) é o índie de orrelação entre o erro de simu-lação e os dados de simulação do modelo para um onjunto de parâmetrosestimados.Suponha que exista um modelo NARX polinomial om um vetor de pa-râmetros � que orresponda exatamente ao do sistema. A onjetura 4.1.1pode ser expressa omo:
J(�̂) � 0; �̂ � ��: (4.7)

sendo que �� são os valores reais para os parâmetros. Um aspeto importanteda utilização da equação (4.6) é que no aso em que os parâmetros sejamidêntios aos do sistema, não há interferênia da presença de ruído no sinal,omo no aso de índies baseados em erro ponto-a-ponto.
Exemplo 4.2.2 Análise de orrelação do erro de simulação na presença deruído nos dados de validação.
Usando exatamente o mesmo experimento do Exemplo 4.2.1, mas agorausando a equação (4.6) omo índie de desempenho, obtém-se o grá�o daFigura 4.2 a seguir. Nota-se que, independente da relação entre o sinal e oruído, o índie se mantém muito próximo de zero. Esses resultados vão aoenontro da onjetura 4.1.1.
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Realização de RuídoFigura 4.2: Correlação entre erro de predição e simulação livre do modelopara as 100 primeiras realizações de ruído. 2A partir da equação (4.6), quais seriam as ondições para que J(�̂) � 0? Apartir de algumas hipóteses, pode-se de�nir essas ondições.Hipótese 4.2.1 Não há orrelação entre e(k) e ŷ(k), a parela e(k)ŷ(k) � 0.Hipótese 4.2.2 O sistema e o modelo apresentam estrutura idêntia, ouseja, 	i � 	̂. Sendo 	i a matriz de regressores ideal e 	̂ a matriz de regres-sores estimada (simulação livre) do modelo.4.2.1 Esolha Não-PolarizadaA partir das hipóteses 4.2.1 e 4.2.2, pode-se fazer a seguinte onjetura:Conjetura 4.2.1 Se a parela e(k)ŷ(k) � 0 então, 	̂�̂ � 	i� .



48 Capítulo 4. Tomada de DeisãoDesenvolvimento: yi(k)ŷ(k) = ŷ(k)2 + e(k)ŷ(k) : (4.8)Apliando-se o módulo em ambos os lados da equação (4.8), tem-se que:jyi(k)ŷ(k)j = ��ŷ(k)2 + e(k)ŷ(k)�� : (4.9)Apliando-se a propriedade da desigualdade triangular no segundo membroda equação (4.9), ou seja:��ŷ(k)2 + e(k)ŷ(k)�� � ��ŷ(k)2�� + je(k)ŷ(k)j : (4.10)Apliando-se (4.10) em (4.9), hega-se à seguinte relação:je(k)ŷ(k)j � jyi(k)ŷ(k)j � ��ŷ(k)2�� : (4.11)Fazendo yi(k) = 	i(k � 1)T� e ŷ(k) = 	̂(k � 1)T�̂, tem-se que:je(k)ŷ(k)j � ���(	i(k � 1)T�)(	̂(k � 1)T �̂)���� ���(	̂(k � 1)T�̂)2��� : (4.12)Ou seja, quanto menor for a orrelação entre o erro e a simulação do modelo,melhor será a resposta do modelo. Mesmo no aso em que as estruturas nãosão idêntias, a menor orrelação é apaz de esolher o melhor modelo, omopode ser analisado pela equação (4.11). Quanto menor for a orrelação, maispróximo será y(k) de yi(k), omo pode ser visto no exemplo a seguir.Exemplo 4.2.3 Esolha do modelo om estrutura e parâmetros diferentes.Usando os mesmos dados do Exemplo 4.2.1, foram gerados 10 modelos omestruturas diferentes. Foram variados o grau de não-linearidade (1 até 3), omáximo atraso do sinal de entrada e o máximo atraso do sinal de saída (1até 2). Não foi utilizada nenhuma ferramenta para deteção de estrutura, asestruturas foram esolhidas aleatoriamente. As estruturas foram submetidasao estimador de mínimos quadrados e foram simuladas. Dos 10 modelos, 6apresentaram instabilidade e foram desartados. Os quatro restantes foramsimulados. Os quatro modelos esolhidos foram:1. Modelo 1:y(k) = 0;999�0;500y(k�1)y(k�2)+0;085y(k�2)u(k�1)+0;002u(k�1);(4.13)



4.2. Robustez ao ruído 492. Modelo 2:y(k) = 0;138+0;062y(k�1)2�0;017y(k�2)u(k�2)+0;002u(k�1)u(k�2);(4.14)3. Modelo 3:y(k) = 1;00y(k�1)y(k�2)�0;503y(k�2)u(k�1)+3;527e�4u(k�1);(4.15)4. Modelo 4:y(k) = 1�0;500y(k�1)2y(k�2)+0;085y(k�2)u(k�1)�4;803e�4u(k�1);(4.16)Os 4 modelos apresentam, respetivamente, as seguintes simulações emomparação aos dados de validação.
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Figura 4.3: Saída simulada do Modelo 1 em omparação aos dados de va-lidação do sistema, sendo que o traço ontínuo é usado para representar osdados de validação e os pontos (�) a saída simulada do modelo.
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Figura 4.4: Saída simulada do Modelo 2 em omparação aos dados de va-lidação do sistema, sendo que o traço ontínuo é usado para representar osdados de validação e os pontos (�) a saída simulada do modelo.
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Figura 4.5: Saída simulada do Modelo 3 em omparação aos dados de va-lidação do sistema, sendo que o traço ontínuo é usado para representar osdados de validação e os pontos (�) a saída simulada do modelo.
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Figura 4.6: Saída simulada do Modelo 4 em omparação aos dados de va-lidação do sistema, sendo que o traço ontínuo é usado para representar osdados de validação e os pontos (�) a saída simulada do modelo.Exetuando-se o Modelo 2, que é notadamente inferior aos demais mode-los, visualmente não há diferença onsiderável entre os outros modelos. Seos modelos 1 e 4 fossem apresentados ao usuário omo modelos do sistema,tendo apenas omo parâmetro os grá�os apresentados, ertamente nenhumdos modelos seria desartado a priori. Lembrando que os modelos não foramesolhidos por nenhuma ténia de deteção de estrutura.Os quatro modelos foram submetidos à equação (4.8) para se determinarqual deles apresenta menor orrelação. A Tabela 4.1 mostra o resultado emordem deresente de orrelação.Tabela 4.1: Comparação entre os valores da equação (4.8) para os modelos1, 2, 3 e 4. J(�) Modelo0,048 Modelo 10,074 Modelo 40,834 Modelo 30,990 Modelo 2O Modelo 1 apresenta a menor orrelação. Se fossem omparadas asestruturas dos modelos e do sistema que gerou os dados, sem dúvida o modeloesolhido seria o Modelo 1, que apresenta uma estrutura muito próxima da



52 Capítulo 4. Tomada de Deisãoestrutura do sistema (ver equação (4.1)). No entanto, om a utilização daorrelação (J(�)), a esolha do modelo passa a ter um índie, um número,uma métria para a deisão. Dessa maneira, pode-se de�nir um deisorautomátio, sem a neessidade de onheimento prévio do sistema. �4.3 Deisor de CorrelaçãoCom os estudos feitos nas seções anteriores, �a araterizado, pela De�-nição 4.3.1, o ritério de deisão a ser utilizado para a tomada de deisão.De�nição 4.3.1 Seja um onjunto �̂� de modelos andidatos, ujas estru-turas são iguais e os parâmetros estimados são diferentes. Para ada modeloandidato �̂ ao longo do onjunto �̂�, será utilizado o oe�iente de or-relação omo função utilidade, que é de�nida omo (Magalhães and Lima,2004): Jorr(�̂) = PNk=1(�(k)� ��)(ŷ(k)� �̂y)rh(PNk=1 �(k)� ��)2i h(PNk=1(ŷ(k)� �̂y))2i ; (4.17)sendo N o número de amostras para ada série temporal disponível. O sím-bolo ( � ) denota valor médio, �(k) é o erro de simulação e ŷ(k) é a simulaçãodo modelo, no instante k. O deisor pode ser então esrito omo:DC(��) = min�̂2�̂� Jorr(�̂): (4.18)Suponha que exista um modelo om um vetor de parâmetros �� que orres-ponde exatamente ao do sistema. EntãoJorr(��) < Jorr(�̂) 8 �̂ 6= ��: (4.19)2O Exemplo 4.3.1 a seguir mostra um experimento em que é simulado umonjunto grande de realizações de um estimador polarizado, mas que ontémum vetor de parâmetros om valores muito próximos dos valores reais dosistema. Espera-se que esse vetor seja esolhido pelo deisor DC, ou seja,que esse vetor de parâmetros minimize (4.19).



4.3. Deisor de Correlação 53Exemplo 4.3.1 Seja um sistema dinâmio que pode ser representado mate-matiamente por uma função de transferênia disreta G(z), tal queG(z) = 0;5z + 0;7 : (4.20)
O seguinte experimento foi elaborado: gerou-se um onjunto de realizaçõessimulando um estimador polarizado, mas que ontivesse os parâmetros reais.A distribuição estatístia deste experimento pode ser vista nas Figuras 4.7 e4.8.Para esse experimento foram geradas 2000 realizações de ruído gaussianoom média zero e variânia 1. No aso do parâmetro �1 = �0;7 foi forçadamédia zero e posteriormente foi somado ponto a ponto a esse ruído o valor�1;6, resultando em uma média �1;6; e foi multipliado por 2, forçando umavariânia igual a 2. Esse mesmo expediente foi tomado para o aso �2 = 0;5;no entanto, a média deve ser o próprio valor de �2, respeitando assim, ara-terístias de estimadores tradiionais de mínimos quadrados (Aguirre, 2004).
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Figura 4.7: Histograma de um estimador polarizado tomadas 2000 realiza-ções, om �1 = �0;7, tendo média -1,60 e variânia 2.



54 Capítulo 4. Tomada de Deisão

−4 −3 −2 −1 0 1 2 3 4
0

10

20

30

40

50

60

70

Valor de Parâmetro

N
úm

er
o 

de
 R

ea
liz

aç
õe

s

Figura 4.8: Histograma de um estimador polarizado tomadas 2000 realiza-ções, om �2 = 0;5, tendo média 0,50 e variânia 1.Foram simulados os 2000 modelos om os parâmetros distribuídos segundoo experimento desrito e foram submetidos ao deisor DC. Os parâmetros es-olhidos pelo deisor foram � = [�0;7127 0;4936℄T. Esses são os valores maispróximos dos valores reais, entre os 2000 modelos disponíveis. A simulaçãolivre do modelo em omparação aos dados gerados pela representação (4.20)pode ser vista na Figura 4.9. É notável que o erro de simulação é visualmenteimpossível de ser avaliado.
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4.4. Comentários 552Não é possível, a priori, saber se na geração do onjunto, os parâmetros ertosestarão presentes. Este problema torna a esolha da ténia de geração detal onjunto de modelos uma etapa importante para este Trabalho. Isso serádisutido no apítulo 5.4.4 ComentáriosEste apítulo, partiu de uma onjetura de que se o erro de simulaçãode um modelo está próximo de zero, signi�a que os parâmetros tendem ase aproximar dos valores reais do sistema, aso a estrutura do modelo sejaa mesma do sistema. Foi mostrado que o erro de simulação é sensível aoruído presente nos dados de validação, o que pode levar a erro na esolhade modelos. Para ontornar esse fato, foi utilizado um índie de orrelaçãodo erro de simulação, em relação aos dados simulados, omo no aso davalidação de sistemas pela análise de resíduos, onjeturando-se que dessamaneira a não-orrelação entre os dados, apontasse para a não-polarizaçãodos parâmetros (Duong and Landau, 1994), no aso do presente trabalho,modelos não-lineares.A partir dessas observações, foi desenvolvido um índie de desempenhopara ser utilizado por um deisor DC automátio. O melhor modelo seriaaquele que tivesse parâmetros que minimizassem tal índie, no aso, o oe�-iente de orrelação entre o erro de simulação e a simulação do modelo.





Capítulo 5Caraterização do EstimadorMultiobjetivo: o Pareto�ÓtimoNo apítulo 4 foi apresentado um deisor automátio, baseado no oneitode orrelação. Esse deisor deve ser apaz de esolher o modelo que mais seaproxima dos valores nominais, entre um onjunto de modelos disponíveis.No aso em que a estrutura do modelo é oinidente om a do sistema, o de-isor é apaz de esolher o onjunto de parâmetros que mais se aproxima dosvalores reais. Se o onjunto de modelos andidatos (nesse aso, os modelosandidatos apresentam estruturas idêntias e parâmetros diferentes) ontiverestimativas não polarizadas dos parâmetros do modelo, então, o deisor deveser apaz de esolher o modelo ujos parãmetros oinidem om os valoresreais, ou pelo menos, ser o onjunto de parâmetros que mais se aproxima dosvalores nominais.Neste apítulo pretende-se mostrar que estimadores bi-objetivo, sob er-tas ondições, são apazes de gerar um onjunto de modelos andidatos,ujos parâmetros são não-polarizados. Alguns experimentos evideniam essaaraterístia. Algumas hipóteses serão feitas a partir do oneito de polari-zação para o aso em que o erro seja somado à matriz de regressão e outroem que o erro (ruído) seja somado à saída, ou modelo de erro na saída.5.1 PreliminaresUm estimador bi-objetivo permite a utilização de dois tipos de informa-ções para ompor sua estrutura. Essa araterístia dessas ferramentas astorna difereniada, uma vez que nem sempre é possível obter um onjunto dedados om informação su�iente de todas as araterístias desejadas do sis-tema. A utilização de informação auxiliar, omo visto no apítulo 3, tem se57



58Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�Ótimomostrado uma alternativa viável para superar problemas nos dados de identi-�ação, seja pela quantidade de informação ou pela qualidade. Então, não sóaraterístias omo polarização do estimador deve ser determinante para aesolha desse, mas também a sua apaidade de agregar informação que nãoestá nos dados dinâmios. Em apliações industriais, por exemplo, deseja-seque o modelo seja apaz de reuperar não só as araterístias dinâmias,mas também araterístias em estado estaionário dos sistemas. Essas duasfontes de informações são muito importantes nesse ontexto (Stephanopoulosand Ng, 2000).Estimadores baseados apenas em séries temporais onseguem, na média,om que as estimativas dos parâmetros do modelo onvirjam a valores �exa-tos�. No aso do estimadores de mínimos quadrados, isso aontee sob a on-dição de que o erro presente na equação de regressão seja não-orrelaionado.No aso em que o erro seja adiionado à saída, esses estimadores são pola-rizados, neessitando a utilização de ténias espeiais para ontornar talproblema, omo pode ser visto no apítulo 2. No aso de erro na equação deregressão, a esperança matemátia dos parâmetros estimados oinide omo valor nominal dos parâmetros. Na prátia, no entanto, a esperança ma-temátia não pode ser omputada analitiamente e a saída do estimador éapenas uma realização do vetor de parâmetros. Assumindo ergodiidade,o valor estimado em uma realização onvergirá para o valor esperado, se otamanho da série temporal tender para in�nito. Infelizmente, é omum queos parâmetros estimados divirjam do valor nominal, uma vez que os dadossão limitados em qualidade e em quantidade. Como onseqüênia, emborao estimador seja não polarizado, algum erro é esperado em uma realizaçãoqualquer.Por outro lado, os dados de funções estátias podem ser obtidos adequa-damente, alulando-se a média de dados obtidos de diversos testes similares.Isso pode onduzir a dados em estado estaionário de qualidade signi�ativa-mente mais alta que sua orrespondente dinâmia, embora a instrumentaçãopossa até ser a mesma. No entanto, dados em estado estaionário não de-vem ser usados para estimar parâmetros do modelo dinâmio, uma vez quese trata de um problema de otimização mal ondiionado, tendo in�nitassoluções.A idéia por trás do estimador de parâmetros bi-objetivo é ahar um a-minho ótimo para ombinar as informações dinâmias, que podem ontererro de medida signi�ativo, e estátias, que ontêm informações preisas1sobre os oe�ientes de agrupamentos de termos, mas não é apaz de sozi-1A preisão nesse aso está assoiada ao proesso de aquisição da informação em estadoestaionário. Em momento oportuno, essa a�rmação será disutida.



5.1. Preliminares 59nho estimar os parâmetros dinâmios do modelo. O estimador bi-objetivoretornará um onjunto de soluções Pareto-ótimo, omo de�nido no apítulo3. Apliando-se o deisor de orrelação DC, será esolhido um onjunto deparâmetros que faz om que a saída simulada do modelo não apresente orre-lação om o erro de simulação alulado. Dessa maneira, espera-se que essaesolha seja a melhor possível, entre os modelos do onjunto Pareto.Espera-se que o estimador bi-objetivo seja uma alternativa a estimadoresnão-polarizados, omo, por exemplo, o Estimador Estendido de MínimosQuadrados (EMQ) e o estimador de Variáveis Instrumentais (VI).5.1.1 Geração do Conjunto Pareto-ÓtimoUma estratégia para se obter um onjunto de soluções e�ientes ou Pareto-ótimas é a utilização do hamado problema ponderado Pw (Chankong andHaimes, 1983), uja formulação é:�̂� = arg min�̂2D nXi=1 wiJi (5.1)sendo que w 2 W , que pode ser de�nido porW = fw j w 2 Rn ; wj � 0 e nXi=1 wj = 1g:D de�ne o espaço fatível em relação ao espaço de parâmetros e Ji é o i-ésimoobjetivo e/ou restrição. Esse método é apaz de ahar todo o onjunto desoluções Pareto-ótimas desde que os funionais sejam onvexos (Chankongand Haimes, 1983).Em (Nepomueno, 2002), o autor apresenta uma solução analítia parao problema (5.1), desde que os objetivos possam ser esritos omo soma deerros quadrátios.Teorema 5.1.1 (Nepomueno, 2002) Seja wi 2 R+ e Ji(�̂) om i = 1; � � � ;nfunionais denotados porJi(�̂) = (vi �Gi�̂)T(vi �Gi�̂); (5.2)em que �̂ 2 Rn , vi 2 Rm e Gi 2 Rn�m .O Problema �̂� = arg min�̂2D nXi=1 wiJitem por solução:



60Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�Ótimo�̂� = " mXi=1 wiGTi Gi#�1 " mXi=1 wiGTi vi# : (5.3)2No aso bi-objetivo a solução dada por (Nepomueno, 2002) pode ser expressaomo: �̂� = [w1GT1G1 + w2GT2G2℄�1 [w1GT1v1 + w2GT2v2℄ : (5.4)5.1.2 Esolha dos FunionaisOs funionais são funções mono-objetivo que representam ada um dosobjetivos de um problema multiobjetivo. Por isso, antes da esolha dosfunionais, é importante de�nir o que se deseja dos modelos identi�ados.Neste trabalho deseja-se que os modelos sejam apazes de expliar ara-terístias dinâmias e em estado estaionário do sistema real. Embora ara-terístias dinâmia e estátia sejam intrínseas dos sistemas, nem sempre épossível obter modelos que sejam apazes de, simultaneamente, expliaremessas araterístias (Bohlin, 1994; Pearson and Pottmann, 2000; Barroso,2001; Barroso et al., 2002; Nepomueno et al., 2003). A idéia de se utili-zar ferramentas bi-objetivo é �loso�amente muito apropriada, uma vez quetrata ada uma das araterístias omo objetivos a serem simultaneamentealançados, mudando a idéia de imposição de restrição e/ou penalidades,omo no aso mono-objetivo.Matematiamente pode-se esrever os dois funionais (funções-objetivo)omo sendo: JMQ(�) = ky � 	�̂k22 ; (5.5)sendo JMQ(�) a função que representa o objetivo de minimizar os resíduosde identi�ação.A função objetivo que representa a minimização do erro ao se ajustar aurva estátia, pode ser desrita matematiamente omo:JES(�) = k�y� ES�̂k22 ; (5.6)sendo que ES�̂ representa a estrutura estátia do modelo polinomial NARXomo desrito no apítulo 2 e �y representa dados de saída em estado estai-onário.A solução (5.4) para o aso dos funionais (5.5) e (5.6) é dada por:



5.2. Polarização em Estimadores Bi-Objetivo 61�̂� = [w1	T	+ w2(ES)T(ES)℄�1 [w1	Ty + w2(ES)T�y℄ : (5.7)Após se obter o onjunto de modelos andidatos, pode-se então submetê-los ao deisor de orrelação.5.2 Polarização em Estimadores Bi-ObjetivoSeja o seguinte estimador bi-objetivo�̂ = Ay1 +By2; (5.8)sendo A e B matrizes que dependem da estrutura dos funionais. No asodeste trabalho, y1 será um vetor ontendo dados dinâmios e que pode sermodelado de duas maneiras possíveis: modelos de erro na equação de regres-são e modelo de erro na saída. O vetor y2 ontém dados de saída em estadoestaionário. No aso de y2, esse será modelado por um polin�mio em que oerro assoiado, seja ele na equação ou somado à saída, será onsiderado in-signi�ante, em relação ao erro do modelo dinâmio, omo será devidamentejusti�ado.5.2.1 Modelos de erro na equação de regressãoOs vetores yn são obtidos pela seguinte representação polinomialyn = Gn� + en om (n = 1;2):Nesta seção pretende-se avaliar quais as ondições em que não há polarizaçãopara estimadores que podem ser esritos dessa forma.Utilizando-se a de�nição de polarização b = E[�̂℄ � �, pode-se hegar àseguinte expressão:b = E[Ay1 +By2℄� �= E[A(G1� + e1) +B(G2� + e2)℄� �= E[(AG1 +BG2)� I℄� + E[Ae1 +Be2℄: (5.9)As ondições para não-polarização (b = 0) são as seguintes:1. O termo (AG1 +BG2) = I2. O termo E[Ae1 +Be2℄ = 0 .Para esse aso espeí�o algumas onsiderações são neessárias:



62Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�ÓtimoHipótese 5.2.1 O erro e1(k) somado à equação de regressão do modelodinâmio apresenta média zero, ou seja, E[e1℄ = 0. É razoável dizer queE[e1℄ = 0, uma vez que esse erro representa toda inerteza e/ou inrformaçãoque não pode ser modelada.Hipótese 5.2.2 O erro e2(k) assoiado aos dados estátios, pode, sem perdade generalidade, ser onsiderado insigni�ante em relação ao erro dinâmio.De maneira diferente, jje2jj � jje1jj e jje2jj � 0.Como disutido na seção 5.1, os dados em estado estaionário são obtidospela média de várias realizações de experimentos semelhantes. É possívelveri�ar experimentalmente que o aumento do número de realizações do ex-perimento, faz om que a norma do erro diminua. No limite, em que o númerode experimentos tende a in�nito, a norma do erro tende a zero. A Figura 5.1mostra a simulação omputaional de uma situação omo a desrita anteri-ormente.
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5.2. Polarização em Estimadores Bi-Objetivo 63Da solução (5.7), pode-se de�nir queA = [w1GT1G1 + w2GT2G2℄�1 [w1GT1 ℄e B = [w1GT1G1 + w2GT2G2℄�1 [w2GT2 ℄ ;sendo que G1 = 	 e G2 = ES. Reesrevendo o problema da polarização(5.9) para A e B de�nidos, pode-se levantar as ondições de não polarizaçãoa partir da seguinte análise:b = Ef(AG1 +BG2)� Ig� + EfAe1 +Be2g= Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄� Ig�+Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	Te1 + w2(ES)Te2℄g (5.10)Como pode ser visto, por onstrução, o termo[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄ = I;o que zera o primeiro membro da equação (5.10). Pela hipótese 5.2.2, pode-sedizer que w2(ES)Te2 � 0, omo se segue: Seja o produto interno entre doisvetores de�nido por (Boldrini et al., 1980):< v1;v2 >= jjv1jj � jjv2jj � os �;sendo que jj � jj é a norma do vetor vi e � é o ângulo formado entre os doisvetores, v1 e v2.Como pela Hipótese 5.2.2, jje2jj � 0, logo, o produto interno entre ai-ésima oluna de (ES) om e2, será próximo de zero.Pelas Hipóteses 5.2.1, 5.2.2 e 5.2.3, o segundo membro da equação �a:Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	Te1℄g:Existem três possibilidades para análise: para w1 = 0, w2 = 0 e w1 e w2 6= 0.Análise para w2 = 0 e w1 6= 0Para o aso em que w1 6= 0 e w2 = 0, a equação (5.10) pode ser reesritaomo: b = Ef[w1	T	℄�1 [w1	T	℄� Ig� + Ef[	T	℄�1 [	Te1℄gque é exatamente a de�nição de polarização para um estimador de míni-mos quadrados, omo pode ser visto no apítulo 2. Isso signi�a que se ashipóteses 5.2.1 e 5.2.3 forem satisfeitas, o estimador será não polarizado.



64Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�ÓtimoAnálise para w1 = 0 e w2 6= 0Para o aso em que w1 = 0 e w2 6= 0, a equação (5.10) pode ser reesritaomo: b = Ef[w2(ES)T(ES)℄�1 [w2(ES)T(ES)℄� Ig�;que para qualquer que seja (ES), b = 0. No entanto, é neessário eslare-er que no aso do ajuste estátio, polarização igual a zero signi�a que osoe�ientes de agrupamentos de termos são não polarizados, ou seja:E[�̂yiuj ℄ = �yiuj ;em que o termo �̂ signi�a valores estimados e � são valores exatos. Comovisto no apítulo 2, os parâmetros dinâmios podem ser mapeados para osrespetivos oe�ientes de agrupamentos de termos omo �yiuj = S�. Assim,a não polarização dos parâmetros estátios, não implia neessariamente emvalores de parâmetros dinâmios não polarizados. O ajuste estátio serásempre não-polarizado, independente do ruído presente no sistema.Análise para w1 6= 0 e w2 6= 0Para o aso em que w1 6= 0 e w2 6= 0, a equação (5.10) pode ser reesritaomo:b = Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄� Ig�+Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	Te1℄gNesse aso, há a neessidade de que e1 seja ortogonal à matriz A. Pode-sedizer que para valores de w2 � 0, o estimador aproxima-se do estimadorde mínimos quadrados e ao ontrário, esse aproxima-se do ajuste de urvaestátia.Em todas as três ondições estudadas, se as Hipóteses 5.2.1, 5.2.2 e 5.2.3forem satisfeitas simultaneamente, pode-se dizer que o estimador bi-objetivoé não-polarizado, sob qualquer ombinação de w1 e w2 6= 0, no entanto, deve-se lembrar que a presença de termos (ES) podem fazer om que exista maisde uma ombinação de parâmetros que satisfaça a ortogonalidade em relaçãoa esses termos.Através de simulações realizadas, pode-se veri�ar que na maioria dosasos o deisor vai esolher modelos ujos parâmetros foram estimados paraw2 = 0, ou seja, pelo estimador de mínimos quadrados. No entanto, emalgumas pouas realizações, o deisor optará por parâmetros estimados paraos asos em que w2 6= 0.



5.2. Polarização em Estimadores Bi-Objetivo 655.2.2 Resultados SimuladosPara ilustrar as análises feitas até esse ponto do texto, será mostrado umexemplo simulado. A estrutura e os parâmetros do modelo são onheidos eforam usadas ténias de Monte Carlo para gerar os dados om araterístiasneessárias para a análise.O modelo om erro na equação de regressão usado para gerar os dadosdinâmios e estátios foi:y(k) = +0;1� 0;01y(k � 1)2 � 0;03y(k � 1)y(k � 2)�0;5y(k � 2)u(k � 1) + u(k � 1) + e(k) ; (5.11)sendo e(k) o erro om média zero e desvio padrão um e distribuição normal.O modelo foi simulado para uma entrada om valores aleatórios (1500 pontos)e om ondições iniiais iguais a zero. Os dados gerados foram divididos emtrês partes iguais de 500 pontos, sendo usados para estimação, tomada dedeisão e validação dos modelos.Para gerar os dados em estado estaionário, foram gerados per�s em de-grau, om pontos de operação variáveis e por tempo su�iente para que omodelo alançasse o regime permanente. Foi utilizado e(k) om as mesmasaraterístias do utilizado na simulação dinâmia. A simulação foi repetida200 vezes e os valores em estado estaionário são a média ponto a ponto das200 realizações.A função estátia do modelo 5.11 é dada por:�y = 0;1� 0;04�y2 � 0;5�y�u+ �u; (5.12)sendo que a barra sobre as variáveis denota que esses são sinais em estadoestaionário.A identi�ação bi-objetivo foi realizada para 200 realizações do erro e(k) eom w2 = 1�w1. Foram gerados em ada realização 10 vetores de parâmetrospor Pareto, om w1 assumindo os seguintes valores:w1 = � 0;0 0;2 0;3 0;4 0;5 0;6 0;7 0;8 0;9 1;0 � : (5.13)Como disutido na seção 5.2, espera-se que o deisor esolha parâmetrosgerados no aso em que w1 = 1, ou seja, o estimador bi-objetivo oinideom o estimador de mínimos quadrados, no aso, o modelo 10 do onjuntoPareto. A Figura 5.2 mostra a distribuição das esolhas do deisor.
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70Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�Ótimo2. O termo E[A�1 +B�2℄ = 0 .No entanto, devido à natureza do modelo de erro na saída, as hipótesesneessárias para as análises apresentam algumas araterístias que tornamo problema mais omplexo.Hipótese 5.2.4 O erro �1(k) somado à saída do modelo dinâmio é ruídobrano e tem média zero, ou seja, E[�1℄ = 0.É importante salientar, no entanto, que o erro �1 aparee �ltrado pelopróprio proesso na matriz de regressores, omo visto no apítulo 2. Comisso, a hipótese 5.2.3 não se aplia nesse aso.Hipótese 5.2.5 O erro �2(k) assoiado aos dados estátios, pode, sem perdade generalidade, ser onsiderado insigni�ante em relação ao erro dinâmio.De maneira diferente, jj�2jj � jj�1jj e jj�2jj � 0.Essa hipótese se sustenta no mesmo argumento utilizado para o aso de errona equação de regressão. De forma semelhante ao aso de erro na equaçãode regressão, pode-se de�nir as matrizes A e B da seguinte forma:A = [w1GT1G1 + w2GT2G2℄�1 [w1GT1 ℄e B = [w1GT1G1 + w2GT2G2℄�1 [w2GT2 ℄ ;sendo que G1 = 	 e G2 = ES.Considerando-se as hipóteses 5.2.4 e 5.2.5 e fazendo as manipulações ma-temátias neessárias, pode-se reesrever o problema da polarização omosendo:b = Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄� Ig�+Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T�1℄g (5.15)Mais uma vez, pode-se veri�ar que, por onstrução, o termo[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄ = I;o que zera o primeiro termo da equação. Serão analisadas as mesmas pos-sibilidades para o modelo de erro na saída, tal qual no modelo de erro naequação de regressão, ou seja, w1 = 0, w2 = 0 e w1 e w2 6= 0.



5.2. Polarização em Estimadores Bi-Objetivo 71Análise para w2 = 0 e w1 6= 0Para o aso em que w1 6= 0 e w2 = 0, a equação (5.15) pode ser reesritaomo: b = Ef[w1	T	℄�1 [w1	T	℄� Ig� + Ef[	T	℄�1 [	T�1℄gQue é exatamente a de�nição de polarização para um estimador de mínimosquadrados, omo pode ser visto no apítulo 2. Isso signi�a que, mesmo queas Hipótese 5.2.4 e 5.2.5 sejam satisfeitas, o estimador será polarizado.Análise para w1 = 0 e w2 6= 0Para o aso em que w1 = 0 e w2 6= 0, a equação (5.15) pode ser reesritaomo: b = Ef[w2(ES)T(ES)℄�1 [w2(ES)T(ES)℄� Ig�;que é a solução para o ajuste de urva estátia. Como já itado anteriormente,embora o ajuste estátio seja não-polarizado, os parâmetros dinâmios serãopolarizados.Análise para w1 6= 0 e w2 6= 0Para o aso em que w1 6= 0 e w2 6= 0, a equação (5.15) pode ser reesritaomo:b = Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T	+ w2(ES)T(ES)℄� Ig�+Ef[w1	T	+ w2(ES)T(ES)℄�1 [w1	T�1℄g (5.16)Esse é um ponto ruial para a análise da polarização. Como visto, há po-larização dos parâmetros dinâmios para os asos extremos, ou seja w1 = 0e w2 = 0. No entanto, pode-se observar através de experimentos simulados,que mesmo para modelo de erro na saída, existe um onjunto de parâmetrosno onjunto Pareto-ótimo que apresenta valores muito próximos dos valoresreais. Como visto no apítulo 2, uma maneira de ontornar o problema dapolarização é a inlusão de um termo de penalidade ou restrição na etapade estimação de parâmetros. Essa possibilidade reebe o nome de regula-rização. É uma maneira de diminuir o grau de liberdade que a estruturaapresenta quando os dados não são on�áveis ou quando a estrutura não éadequada ao problema. Assim espera-se que a penalidade zere os parâmetrosdos agrupamentos expúrios ou que rie um sub-espaço no espaço de busados parâmetros que ontenha os parâmetros não-polarizados, no aso em quea estrutura é orreta mas os dados apresentam falta de informação ou es-tão orrompidos por ruído. Pode-se notar uma semelhança entre a equação



72Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�Ótimo(5.16) e a forma geral de se impor a penalidade ou restrição no aso da regu-larização. Como pode ser visto em (Hastie et al., 2001), a forma geral paraa regularização é: minf2H " NXi=1 L(yi;f(xi)) + �J(f)# (5.17)sendo que L(yi;f(xi)) é uma função usto, J(f) é uma penalidade imposta àL(�) e H é o espaço em que J(f) é de�nido.Um dos desa�os das ténias de regularização é a esolha adequada dafunção J(f). Ela deve ser apaz de impor restrições no espaço de parâmetrosde maneira que o algoritmo de estimação tenha um espaço de busa redu-zido e além disso esse preisa onter os parâmetros ertos (Levenberg, 1944;Marquardt, 1963; Hoerl and Kennard, 1970; Swindel, 1976; MaKay, 1991;Johansen, 1997; Cao, 2005; Trong et al., 2005; Moussaoui et al., 2005). Comono presente trabalho onsidera-se que a estrutura é adequada ao problema,essa interpretação será onsiderada plausível. No problema bi-objetivo, umdos objetivos é que os parâmetros estimados sejam tais que tanto a dinâmia,quanto a estátia sejam reuperadas pelo modelo. O que se faz na verdade é,a ada valor de w, impor uma restrição ao estimador de maneira a diminuiro espaço de busa no espaço de parâmetros, de forma semelhante ao que sefaz no aso da regularização.No aso da regularização, � é o hamado parâmetro de regularização.É um peso atribuído à restrição ou penalidade, de maneira que se possa�regular� o quanto se deseja restringir o espaço de busa do algoritmo deestimação. Um dos problemas da regularização é ahar, de maneira ótima,o valor para �. De maneira geral, no entanto, deseja-se que o valor de �seja tal que o modelo represente de maneira adequada a dinâmia do sistema(Carlstein, 1992; Larsen and Hansen, 1994; Foss et al., 1995; Johansen, 1996,1997; Cao, 2005). Em outras palavras, pode-se dizer que o valor de � deve sertal que o erro de simulação-livre seja não-orrelaionado om a saída simuladado modelo, que é exatamente o que o deisor de orrelação proura. Noaso do estimador bi-objetivo apresentado nesse trabalho, omo a polarizaçãoaparee devido ao estimador de Mínimos Quadrados, pode-se dizer que:L = w1(y �	�)T(y �	�) (5.18)e J = w2(�y � (ES)�)T(�y � (ES)�) (5.19)E a polarização desse problema de regularização é dada pela equação (5.16).O problema é ahar de maneira ótima o valor de �, no aso desse trabalho,o valor de w2. Como desrito anteriormente, o deisor de orrelação esolhe



5.2. Polarização em Estimadores Bi-Objetivo 73o valor de w2 que equivale ao onjunto de parâmetros que leva à simulaçãodo modelo apresentar a menor orrelação possível entre a simulação livre domodelo e o erro de simulação ometido.Na próxima seção serão mostrados resultados simulados que forneemindíios fortes de que o estimador bi-objetivo mais deisor é não polarizadoe que esse é uma alternativa à estimadores não-polarizados tradiionais.5.2.4 Resultados SimuladosPara ilustrar as idéias, será investigado um exemplo simulado. Um mo-delo om estrutura e parâmetros onheidos foi usado para gerar, por simu-lação Monte Carlo, dados om araterístias neessárias para as análisespretendidas.O modelo usado para produzir os dados dinâmios é o seguinte:yi(k) = 1;1031w(k� 1) + 0;0160u(k� 1)u(k � 2) + 0;0404u(k � 1)2�0;2057w(k � 2)� 0;;0176u(k � 2)w(k � 1)�0;0018u(k � 2)w(k � 2) + 0;0056u(k � 2)2y(k) = yi(k) + e(k); (5.20)sendo que e(k) é o erro om média-zero e distribuição Gaussiana 2 om desviopadrão que foi variado de 2% até 5%. O Modelo (5.20) foi simulado omvalores de entrada om distribuição aleatória e ondições iniiais y(1) =0;1912 e y(2) = 0;1946.A função estátia do modelo (5.20) é�w = 0;0620�u2 � 0;0194�u �w + 0;8974 �w: (5.21)A equação (5.21) foi usada para produzir os dados em �estado estaionário�(na prátia isso pode ser alançado alulando a média em ima de janelasde dados nas quais o proesso está em estado estaionário) e então onstruira função usto omo (5.6) om �w substituindo �y.Cada Conjunto Pareto na Figura 5.8 foi obtido para ada um dos onjun-tos de dados dinâmios (quatro no total) e o mesmo onjunto de dados estáti-os foi utilizado. Os 11 modelos em ada Pareto foram obtidos atribuindo-seos seguintes valores para w.w = � 0;0 0;1 0;2 0;3 0;4 0;5 0;6 0;7 0;8 0;9 1;0 � : (5.22)Os resultados, no espaço de objetivos JMQ � JES, são mostrados na Figura5.8.2É bom deixar laro que o modelo (5.20) é um modelo de erro na saída, em que oestimador de mínimos quadrados onvenional é normalmente polarizado.
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Cada írulo na Figura 5.8 orresponde ao vetor de parâmetros estimadose, onseqüentemente, ao modelo. Cada onjunto Pareto orresponde a umnível de ruído. A solução mono-objetivo padrão MQ em ada aso, orres-ponde ao primeiro modelo, de ima para baixo. A estimativa mono-objetivodo ajuste estátio oresponde ao último modelo. Dessa �gura pode-se notarque, realmente, há neessidade de um deisor esolher um modelo de adaPareto.Cada modelo estimado foi simulado e o resultado foi usado para omputar(4.6). Os resultados desta operação são mostrados na Figura 5.9.
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Figura 5.9: As �guras mostram a orrelação entre � (equação 4.4) e ŷ (saídaem simulação livre), alulado usando a equação (4.5) para modelo que érepresentado na Figura 5.8. O número de ada modelo no onjunto Paretoontado da esquerda para a direita para ada nível de ruído: (a) 2%, (b) 3%,() 4%, and (d) 5%.Em todos os asos, a mínima orrelação aontee para o sétimo modelo emada Pareto. Também, em todos os asos, a mínima orrelação é Jorr = 0: 05.Evidênia de Estimação Não-PolarizadaA análise que é apresentada aqui, embora só se baseie em simulação, apre-senta um padrão que foi veri�ado em todos os asos que foram estudados, eapresenta uma situação interessante: o proedimento de estimação propostoparee ser não-polarizado, até mesmo quando o estimador MQ onvenionalé polarizado.As simulações a serem disutidas nessa seção foram obtidas do mesmomodelo (5.20). O proedimento de estimação proposto usou 20000 realiza-ções de ruído (1 %), e(k), onduzindo aos resultados de estimação que sãomostrados nas Figuras 5.10 a 5.13.
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Na �gura 5.10 pode ser visto que a estimativa de mínimos quadradosonvenional JMQ é polarizada, omo esperado. O histograma das 20000realizações do primeiro elemento no vetor de parâmetro são marados por(MQ), para o aso MQ. Estimações obtidas minimizando JSF� marado por(ES) � também apresenta um erro sistemátio. Porém, o onjunto de esti-mativas produzido pelo proedimento bi-objetivo e esolhido pelo deisor demínima orrelação �a orretamente situado ao redor do verdadeiro valor doparâmetro. O mesmo omportamento foi observado para todos os elementosdo vetor de parâmetros, alguns dos quais são mostrados nas Figuras 5.11 até5.13, que representam o histograma para os parâmetros �2 até �4. O mesmopode ser observado para os demais parâmetros.
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Figura 5.13: Histograma de 20000 valores estimados do segundo elementoem �. O verdadeiro valor do parâmetro é �4 = �0: 2057:Os dados na Tabela 5.2 mostram que, om exeção de �3, os valores deparâmetros alulados usando o estimador proposto se mantêm dentro de umdesvio padrão dos verdadeiros valores.Tabela 5.2: Média e Desvio padrão dos parâmetros estimados pelo estimadorbi-objetivo. Calulando a média das 20000 realizações om 1% do ruído e(k).Parâmetro Média Desvio Padrão Valor Real�1 1,1036 0,0020 1,1031�2 0,0161 0,0006 0,0160�3 0,0422 0,0007 0,0404�4 -0,2052 0,0021 -0,2057�5 -0,0180 0,0039 -0,0176�6 -0,0020 0,0041 -0,0018�7 0,0055 0,0012 0,00565.2.5 Comparação om estimadores não-polarizadosNessa seção pretende-se mostrar que o estimador bi-objetivo é uma alter-nativa viável em omparação om outros estimadores não-polarizados. Para



5.2. Polarização em Estimadores Bi-Objetivo 79omparar serão usados os estimadores: (i) Mínimos Quadrados Estendidos(MQE) e o estimador de Variáveis Instrumentais (VI). Mais detalhes sobreesses estimadores podem ser obtidos em (Aguirre et al., 2004). Para ilustrarserá usado o modelo (5.20), utilizado na seção anterior.Para estimação usando MQE, foram utilizados ino parâmetros de ruídoe dez interações de ruído. A deteção da estrutura de ruído seguiu os mes-mos passos utilizados para detetar a estrutura do proesso. Foram feitas500 realizações utilizando-se um ruído brano, om distribuição gaussiana,média zero e variânia unitária. O ruído foi somado à saída do sistema, a-raterizando o modelo de erro na saída. A Figura 5.14 mostra o histogramado parâmetro �1, para as 500 realizações de ruído. O valor real para o pa-râmetros é �1 = 1;1031. Os histogramas dos demais parâmetros apresentamresultados semelhantes, por isso não são mostrados, inlusive para o asoutilizando o estimador VI.Tabela 5.3: Média mais desvio-padrão dos parâmetros estimados pelo estima-dor bi-objetivo (EBO), Mínimos Quadrados Estendidos (MQE) e VariáveisInstrumentais (VI).EBO MQE VI Valores Reais�1 1,1036�0,0020 1,1019�0,0017 1,1025�0,0020 1,1031�2 0,0161�0,0006 0,0160�0,0002 0,0166�0,0001 0,0160�3 0,0422�0,0007 0,0404�0,0001 0,0400�0,0001 0,0404�4 -0,2052�0,0021 -0,2047�0,0015 -0,2051�0,0017 -0,2057�5 -0,0180�0,0039 -0,0175�0,0010 -0,0170�0,0008 -0,0176�6 -0,0020�0,0041 -0,0019�0,0002 -0,0024�0,0007 -0,0018�7 0,0055�0,0012 0,0057�0,0011 0,0054�0,0001 0,0056A maior di�uldade do estimador MQE é o fato da neessidade de sedeterminar a estrutura do ruído a ser onsiderada. No aso avaliado, foiusado omo modelo do ruído um proesso de média móvel, araterizando ummodelo NARMAX polinomial. Embora existam ferramentas onheidas parase determinar essa estrutura, pode ser a prinípio uma etapa que demandeprátia por parte do usuário. Outro aspeto a ser levado em onta, é queem tais modelos, a estrutura não é mais linear nos parâmetros e a estimaçãorequer, por ausa disso, um método iterativo, em que o número de iteraçõesde ruído seja mais uma inógnita do problema.
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No que diz respeito ao estimador VI, a maior di�uldade é a esolha dosinstrumentos. De maneira geral, os instrumentos são esolhidos de maneiraa eliminar a presença de termos do tipo y(k � i), omo visto no apítulo 2.Duas alternativas são possíveis, a substituição dos termos y(k � i), por ter-mos de entrada ou valores de saída predita um passo à frente ŷ(k� i). Parao atual exemplo, foi usada a saída predita um passo à frente omo instru-mento. A substituição por termos de entrada agrega omo mais uma variávelde interesse, o atraso a ser onsiderado para tal regressor. O estimador VIpreisa então de duas etapas, uma estimação polarizada de mínimos quadra-dos, em que os parâmetros serão utilizados para gerar a predição um passo àfrente. Depois é feita a estimação utilizando-se os instrumentos. Para o atualexemplo foram usadas 500 realizações de ruído, assim omo para o estimadorMQE. A Figura 5.15 mostra o histograma para as 500 realizações de ruídopara o parâmetro �1, ujo valor real é �1 = 1;1031.
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82Capítulo 5. Caraterização do Estimador Multiobjetivo: o Pareto�Ótimobi-objetivo, no entanto, é neessário deixar laro que foram gerados apenas 10modelos no Pareto. Mesmo assim, pode-se notar que os valores dos parâme-tros, na média, se aproximam muito dos valores reais, em todos os asos. Oque mostra que o estimador bi-objetivo é uma alternativa a ser onsiderada.5.3 ConlusõesNesse apítulo foram mostradas as araterístias do Conjunto Pareto-ótimo quando esse é um estimador bi-objetivo para modelos NARX polino-miais. Foi possível avaliar, através da análise da polarização desse tipo deestimador, que ele é apaz de gerar estimativas não polarizadas sob ertasirunstânias, mesmo quando, individualmente, ada objetivo apresenta es-timativa polarizada. Foi visto que tais estimadores apresentam ompensaçãoà polarização semelhante às penalidades utilizadas em problemas de regulari-zação o que, de erta forma, explia a sua estimação não-polarizada, mesmoutilizando-se modelos NARX polinomiais.Alguns aspetos do estimador bi-objetivo foram veri�ados através deexemplo simulado. Os resultado simulados mostram que o estimador bi-objetivo apresenta resultados semelhantes aos estimadores não-polarizadosMínimos Quadrados Estendidos e de Variáveis Instrumentais, o que quali�ao estimador omo uma alternativa aos estimadores não-polarizados tradiio-nais.
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Capítulo 6Identi�ação de Dois SistemasPilotoCom intuito de mostrar a apliação prátia do estimador bi-objetivo, esseapítulo utiliza dois sistemas dinâmios não-lineares: um onversor DC�DCdo tipo Buk e um sistema de aqueimento om temperatura variável. Oonversor foi montado por Rúbens Santos Filho om a assistênia do ProfessorPedro Donoso. O aqueedor foi desenvolvido no ontexto do trabalho deCassini (1999).
6.1 Identi�ação de um Conversor Estátio6.1.1 IntroduçãoEsse exemplo é muito importante pois abrange uma série de di�uldadesque tornam o problema de identi�ação ainda mais omplexo. Em primeirolugar, os dados dinâmios são limitados a uma estreita faixa de operação,por motivos operaionais. Com isso, tais dados não apresentam informaçãosu�iente a respeito dos pontos de operação de interesse do sistema. Com isso,a deteção de estrutura e estimação dos parâmetros, utilizando-se téniasaixa-preta, podem se tornar ine�ientes. No entanto, é possível obter a urvaaraterístia do sistema analitiamente. Com isso, pode-se saber a priori,omo as relações em estado estaionários são desritas matematiamente.A possibilidade de utilizar informação a priori (ou auxiliar) nas etapas dedeteção de estrutura e estimação dos parâmetros será levada em onta.85



86 Capítulo 6. Identifiação de Dois Sistemas Piloto6.1.2 O sistemaDurante os testes para aquisição dos dados de identi�ação e validação,a fonte de tensão ontínua (Vd) foi mantida onstante e igual a 24V1; umesquema representativo do sistema pode ser visto na Figura 6.1. O sistemade regulação de arga não é mostrado na �gura.A razão ília é de�nida omo a proporção de tempo em que a haveestá ligada em relação ao período total de operação, T , ou, D = Tligado=T .Para variar essa razão, utilizaram-se ténias de modulação por largura depulso (PWM) a uma taxa de 1=T = 33kHz, utilizando para tal um iruitointegrado LM3524. A taxa de 33 kHz resultou em um modo de operaçãoontínua, ou seja, a orrente através do indutor não se anulava.Quando a razão ília está perto do valor unitário, a orrente através doindutor (LF) e a tensão na arga (RL), vo, aumentam, pois a fonte vd energizaa malha formada por ela, o apaitor (CF) e o indutor (LF). Quando D! 0,a tensão vo diminui om um regime dinâmio diferente. Esse fato araterizaum regime dinâmio não-linear do sistema.
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Figura 6.1: Estrutura de um onversor CC-CC Buk.6.1.3 Teste DinâmioCom a �nalidade de exitar a dinâmia do onversor Buk, utilizou-se umsinal do tipo PRBS gerado em um miroomputador.Testes de resposta ao degrau foram realizados previamente om o intuitode levantar a onstante de tempo predominante do sistema. A onstante detempo foi de aproximadamente 2 milisegundos, om um tempo de amostra-gem de Ts = 10�s. Partindo dessa informação foi onstruído o sinal PRBS.1O MOSFET IRF840 é haveado atuando-se na porta G.



6.1. Identifiação de um Conversor Estátio 87Em sinais binários pseudo-aleatórios (PRBS), dois parâmetros são ne-essários para sua onstrução, o número de bits, n, e o tempo mínimo dehaveamento, Tb.O número mínimo de bits deve ser esolhido de forma a garantir que operíodo do sinal PRBS seja maior do que o tempo de aomodação do sistema,ou 2b � Tb > 5� 2 milisegundos; (6.1)sendo o tempo de aomodação ino vezes a onstante de tempo dominantedo sistema.A partir da equação (6.1), foi esolhido um número mínimo de 8 bits paragerar um sinal PRBS que fosse apaz de exitar a dinâmia do sistema.Os sinais de identi�ação e validação foram superamostrados, om issofez-se neessário dizimar os sinais de um fator � = 12, para que os sinais res-peitassem a relação (2.4). Os sinais obtidos podem ser vistos nas Figuras 6.2e 6.3
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t(s)Figura 6.3: Dados de validação do sistema (dizimados de � = 12 - segundametade), sendo: (a) sinal de entrada do sistema, (b) sinal de saída do sistema.Os dados dinâmios são limitados a uma estreita faixa em omparaçãoaos possíveis pontos de operação, omo visto na araterístia estátia.6.1.4 Caraterístia estátiaA relação teória entre a razão ília e a tensão em estado estaionáriodo onversor implementado éVo = (1�D)Vd= �1� �u� 13 �Vd (6.2)= 4Vd3 � Vd3 �u;sendo Vo a tensão na arga (RL), D a razão ília, Vd a tensão onstante dealimentação e �u o valor em estado estaionário da entrada do modelo u(k).Os dados estátios podem ser obtidos apliando-se à equação (6.2) valoresde �u que abranjam todos os pontos de operação do sistema (1 a 4V). A urvaestátia para o onversor Buk pode ser vista na Figura 6.4.
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PSfrag replaements�y�uFigura 6.4: Curva estátia do sistema, sendo os dados estátios de entrada(�u) e de saída (�y = Vo) em volts.O pontilhado mostra a região em que seenontram os dados dinâmios.Os dados dinâmios são limitados a uma estreita faixa em omparaçãoaos possíveis pontos de operação, omo visto na araterístia estátia.6.1.5 Identi�ação do ConversorUm aspeto que torna o presente problema interessante é a limitação dosdados de entrada à faixa de 2;0V < u(k) < 2;5V . Por outro lado, deseja-se um modelo que represente o sistema para valores de entrada na faixa1V � �u(k) � 4V . O que se espera, nesse exemplo, é que a estrutura detetadaom os dados dinâmios apenas não seja apaz de ajustar a urva estátia nafaixa fora dos dados dinâmios. Como não há informação su�iente nos dadosdinâmios, estimadores de mínimos quadrados, sejam esses onvenionais ouestendidos, não serão apazes de retornar parâmetros apazes de ajustar aestrutura aos dados estátios.A urva estátia do sistema obtida de forma analítia e vista na Figura6.4 pode ser esrita de forma geral omo um mapeamento não-linear do tipof(x) = ax + b.Esse tipo de relação estátia pode ser onseguida em modelos NARXpolinomiais por meio de uma estrutura om grau de não-linearidade unitárioaresido do termo onstante. Com o uso de ferramentas de deteção deestrutura, tais omo ERR e Akaike, omo foi visto no apítulo 2, hegou-se



90 Capítulo 6. Identifiação de Dois Sistemas Pilotoà seguinte estrutura, para grau de não-linearidade unitário e máximo atrasoigual a 5:y(k) = �1y(k�1)+�2y(k�2)+�3u(k�5)+�4u(k�1)+�5+�6y(k�3): (6.3)O modelo foi submetido ao estimador multiobjetivo, para os seguintes valoresde w1: w1 = [0;0 0;1 0;2 0;3 0;4 0;5 0;6 0;7 0;8 0;9 1;0℄:O deisor esolheu o modelo que apresentou DC(�) = 0;5131, orrespon-dendo ao déimo modelo do onjunto Pareto, ontando-se de ima para baixono Pareto. O onjunto Pareto pode ser visto na Figura 6.5.

50 100 150 200 250

0.35

0.4

0.45

0.5

0.55

0.6

PSfrag replaements JMQ
J ES

Figura 6.5: Conjunto Pareto-Ótimo para a estrutura (6.3), sendo que o mo-delo esolhido foi o déimo de ima para baixo.Esse sistema já foi modelado em outros trabalhos e om isso é possívelfazer uma omparação mais abrangente. Em todos os trabalhos, a métriausada para medir o desempenho do modelo identi�ado foi a raiz do erromédio quadrátio, ou da sigla em Inglês RMSE. Para �ns de omparação,será utilizada a mesma métria para o modelo identi�ado pelo deisor bi-objetivo. Os parâmetros estimados podem ser vistos na Tabela 6.1 e o índieRMSE dinâmio e estátio na Tabela 6.2.



6.1. Identifiação de um Conversor Estátio 91Tabela 6.1: Parâmetros do modelo (6.3) estimados pelo estimador bi-objetivo. Parâmetro Valor�1 0,6599�2 0,0134�3 0,0813�4 -3,5759�5 13,9104�6 -0,1002Embora baixos valores de RMSE, o valor de orrelação é DC(�) = 0;5131o que paree ser signi�ativo. No entanto, o problema de deteção de estru-tura não é tratado neste trabalho. Para omparar o desempenho, será feitauma análise de resultados obtidos om outros modelos apresentados na li-teratura (Aguirre et al., 2000; Corrêa, 2001; Barroso, 2001; Barroso et al.,2002). Tabela 6.2: Desempenho do modelo (6.3) pelo índie RMSE.RMSE Estátia Dinâmiamodelo (6.3) 0,0122 0,3691Em (Aguirre et al., 2000), os autores mostram que modelos aixa-pretanão são apazes de reuperar a urva araterístia do onversor, uma vezque não há informação su�iente nos dados dinâmios de todos os pontos deoperação neessários. Com isso, foi feita uma sobreparametrização do mo-delo, ou seja, foi esolhido grau de não-linearidade igual a 3, de maneira aompensar a falta de informação dos dados dinâmios. Os resultados obtidossão melhores que os aixa-preta, om o usto de se obter um modelo maisomplexo que o neessário. Em (Corrêa, 2001) é feita, a partir da mesmaestrutura de (Aguirre et al., 2000), uma imposição de restrições na etapa deestimação dos parâmetros, om o intuito de melhorar o desempenho estátiodo modelo. Os resultados apresentados foram melhores tanto na dinâmiaquanto na estátia, quando omparados índies RMSE. Em (Barroso, 2001;Barroso et al., 2002) os autores sugerem que uma estrutura de grau de não-linearidade igual a 2 já é su�iente para ompensar a falta de informação,quando se utiliza os Mínimos Quadrados Restritos. Dessa maneira, o modelo�a menos omplexo. Os resultados dos índies RMSE mostram que os mo-



92 Capítulo 6. Identifiação de Dois Sistemas Pilotodelos estimados apresentam melhora dos índies RMSE, quando omparadosaos demais modelos. Comum a todos os trabalhos mostrados é o fato de quehá a neessidade da sobreparametrização do modelo para ompensar a faltade informação.Na estimação bi-objetivo não foi utilizada nenhuma estratégia de se eso-lher grau de não-linearidade maior que o indiado pela urva araterístiado sistema. Os resultados omparativos, omo podem ser vistos na Tabela6.3.Tabela 6.3: Desempenho do modelo (6.3) pelo índie RMSE e número deparâmetros (NP) em omparação a outros modelos.RMSE Estátia Dinâmia NPmodelo (6.3) 0,0122 0,3691 6(Barroso, 2001) 0,0028 0,6750 7(Aguirre et al., 2000) 0,9750 0,4906 8(Corrêa, 2001) 0,2746 0,4851 8Os resultados mostram que o modelo (6.3) é aproximadamente 77% piorem seu índie RMSE estátio em relação ao melhor modelo e aproximada-mente 88% melhor em relação ao RMSE dinâmio, om um número reduzidode parâmetros e sem a neessidade de utilizar grau de não-linearidade maiorque o mínimo neessário para que o modelo estátio se adeqüe à urva a-raterístia do sistema.6.2 Identi�ação de um AqueedorNessa seção será apresentada a identi�ação bi-objetivo de outro sistemapiloto. O sistema em questão é importante por já ter sido alvo de estudos naliteratura e assim serve omo base de omparação da metodologia.Para melhor ompreensão do leitor a Figura 6.6 apresenta um diagramaem bloos funionais de todo o sistema (Cassini, 1999).A entrada e saída do sistema são a tensão elétria no divisor de tensãoe a tensão de saída do iruito ampli�ador, respetivamente. O divisorde tensão é onstruído de maneira que uma variação na faixa (0 a 127 V)orresponda a uma variação de (0 a 5 V) na entrada do sistema. Os dados deentrada e saída foram oletados através de uma plaa de aquisição de dados(PCL 711s).



6.2. Identifiação de um Aqueedor 936.2.1 Desrição do SistemaA plaa de aquisição de dados utilizada tem omo limites de tensão, paraoleta, as faixas (0 a 5V) e (0 a 10V). O onjunto funional transformador-reti�ador-divisor de tensão, tem omo função garantir a manutenção doslimites de (0 a 5V).O varivolt é utilizado para tornar possível a variação da tensão de entradana faixa de (0 a 136V) da planta (ferro de solda). Esse sinal passa pelotransformador, passando para a faixa de (0 a 18V), e o sinal de saída éreti�ado.As variações na temperatura do ferro de solda, provoadas pela variaçãono varivolt, são medidas por meio de um termopar aoplado ao mesmo. Atensão nos terminais do termopar são ampliadas por um ampli�ador deinstrumentação para uma faixa de (0 a 4V) e oletadas pela plaa de aquisiçãode dados.É utilizado ainda um ventilador para variar o ganho estátio do sistema.PSfrag replaements
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Fonte de 12V
Ampli�adorReti�ador AquisiçãoDiv. de TensãoFigura 6.6: Diagrama em bloos funionais do sistema (aqueedor).6.2.2 Teste DinâmioForam realizados dois testes dinâmios, um om o ventilador desligado eo outro om o ventilador ligado em uma fonte de 127V.Esses testes foram realizados em uma temperatura ambiente de 24ÆC porum período de pouo mais de 4h. Os dados foram oletados om uma taxa deamostragem de 6s, resultando num total de 2510 pontos para o teste sem oventilador ligado e de 2520 pontos para o teste om ventilador ligado. Cadapatamar do sinal de exitação do sistema foi mantido por 1 min, gerandoaproximadamente 10 amostras por patamar.



94 Capítulo 6. Identifiação de Dois Sistemas PilotoA massa de dados (no aso deste trabalho, om o ventilador ligado) foidividida em duas, sendo a primeira metade utilizada para a identi�ação dosistema e a segunda metade para a validação do mesmo. Os dados utilizadosna identi�ação podem ser vistos na Figura 6.7 e os dados utilizados navalidação na Figura 6.8.
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t(s)Figura 6.8: Dados de validação do sistema - segunda metade), sendo; (a)sinal de entrado do sistema em p.u. (b) sinal de saída do sistema em p.u.6.2.3 Teste EstátioOs testes estátios têm omo �nalidade o levantamento da urva estátiado sistema. O teste utilizado nesse trabalho foi efetuado om o ventiladorligado e teve a duração de 3h.O teste onsiste em:1. apliar um patamar �xo na entrada do sistema;2. esperar o sistema estabilizar, ou seja, entrar em regime permanente;3. medir a saída do sistema;4. oloar os pares ordenados (saída, entrada) em um grá�o;5. o onjunto de todos os pontos desrevem a urva estátia do sistema.



96 Capítulo 6. Identifiação de Dois Sistemas PilotoA Figura 6.9 mostra a urva estátia do modelo2. As grandezas estãoindiadas em p.u., sendo 1p.u. orrespondente ao referenial AC de 5V dosinal de entrada, visto pelo ferro de solda e a 998,51ÆC na temperatura doferro de solda.
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�uFigura 6.9: Curva estátia do sistema, sendo (�u) e (�y) em p.u.Outro teste utilizado foi a resposta ao degrau unitário positivo e negativopara determinação da onstante de tempo predominante do sistema.Para o degrau positivo a onstante de tempo �ou em torno de 1,81 mine para o degrau negativo em torno de 3,33 min. Por esse motivo, ou seja,pelo sistema atingir o regime permanente mais rápido, os testes realizadosforam feitos para uma variação positiva do degrau.6.2.4 ResultadosA estrutura polinomial dinâmia (6.4) do sistema em questão foi reti-rado do trabalho de Barroso (2001). A estrutura é não-linear e foi obtidautilizando-se ténias de deteção de estrutura, omo visto no apítulo 2.2No ensaio para levantamento da urva estátia, foram obtidos 15 pontos, representandoos pontos de operação de interesse do sistema. A urva mostrada na Figura 6.9 representao análogo ontínuo da urva estátia, aso fossem obtidos in�nitos pontos no ensaio.
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y(k) = �1y(k � 1) + �2u(k � 2)u(k � 1)+�3u(k � 1)u(k � 1) + �4y(k � 2)+�5u(k � 2)y(k � 1) + �6u(k � 2)y(k � 2)+�7u(k � 2)u(k � 2): (6.4)

A estrutura estátia pode ser esrita omo
�y = [�u2 �y�u �y℄(S�) ; (6.5)

sendo que
S� = 24 0 1 1 0 0 0 10 0 0 0 1 1 01 0 0 1 0 0 0 35

2666666664
�1�2�3�4�5�6�7
3777777775 : (6.6)

A Figura 6.10 mostra o onjunto Pareto-ótimo obtido para o modelo (6.4)a partir da metodologia multi-objetivo proposta.
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Figura 6.10: Conjunto Pareto-ótimo obtido a partir da utilização do esti-mador bi-objetivo para o modelo (6.4). Cada (Æ) signi�a um modelo. Naabsissa estão os valores da função-objetivo JMQ(�) e na ordenada o valor dafunção-objetivo JES(�).O deisor DC retornou omo resultado o modeloy(k) = 1;1018y(k � 1) + 0;0133u(k � 2)u(k � 1)+0;0416u(k � 1)u(k � 1)� 0;2075y(k� 2)�0;0166u(k � 2)y(k � 1) + 0;0020u(k� 2)y(k � 2)+0;0063u(k � 2)u(k � 2); (6.7)ujas respostas dinâmia e estátia, em omparação om as originais, podemser vistas nas Figuras 6.11 e 6.12, respetivamente.Embora aparentemente o deisor DC tenha retornado um modelo u-jas respostas se mostram adequadas, seria interessante omparar om ou-tros modelo onheidos para tirar onlusões mais preisas. Para tal serãomenionados dois trabalhos que utilizaram ferramentas de otimização para ainorporação de onheimento auxiliar na etapa de estimação de parâmetros.O primeiro trabalho (Barroso, 2001) utilizou ferramentas mono-objetivoinorporando o onheimento auxiliar dos oe�ientes de agrupamento determos omo restrições de igualdade aos parâmetros. As ferramentas foramos estimadores de Mínimos Quadrados Estendidos (EMQ), que não inorpora



6.2. Identifiação de um Aqueedor 99nenhum onheimento auxiliar para a estimação dos parâmetros, MínimosQuadrados Restritos (MQR) e o algoritmo Elipsoidal (AEP), estes utilizandorestrições de desigualdade.O segundo trabalho (Nepomueno, 2002) utilizou ferramenta multi-objetivoe um deisor baseado em ritério de norma mínima dos objetivos (CNM).A Tabela 6.4 mostra uma omparação entre os modelos destes trabalhosutilizando o ritério RMSE.

0 100 200 300 400 500 600 700
0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

PSfrag replaements
y

amostrasFigura 6.11: Validação dinâmia do modelo (6.7) sendo: ( � ) os dados reaise (*) a resposta do modelo.



100 Capítulo 6. Identifiação de Dois Sistemas Piloto

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

0.45

PSfrag replaements
�y

�uFigura 6.12: Validação estátia do modelo (6.7) sendo: ( � ) os dados reais eo (*) a resposta do modelo.Tabela 6.4: Comparação entre modelos ujos parâmetros foram estimadosutilizando inorporação de onheimento auxiliar na etapa de estimação deparâmetros, segundo o ritério RMSE.Trabalho Ferramenta RMSE dinâmio RMSE estátioBarroso (2001) EMQ 0,00940 0,33020Barroso (2001) MQR 0,00950 0,00170Barroso (2001) AEP 0,01090 0,00200Nepomueno (2002) CNM 0,00901 0,00335modelo (6.7) DC 0,00560 0,00070Em omparação aos resultados mono-objetivo, os melhores resultados doestimador bi-objetivo pode-se expliar pelo fato de os dados dinâmios nãotrazerem em si todas as informações neessárias ao estimador para que esteseja apaz de retornar parâmetros que reproduzam de maneira ótima as a-raterístias dinâmia e estátia. Embora haja uma melhora onsiderávelquando se utilizam restrições aos parâmetros, o valor das restrições geral-



6.3. Conlusões 101mente provêm de uma etapa intermediária, o que pode ser um foo de pro-pagação de erro.6.3 ConlusõesEsse apítulo mostrou a apliação do etimador bi-objetivo em dois siste-mas reais. No aso do onversor estátio, os dados dinâmios são restritosa uma estreita faixa dos pontos de operação, o que torna o problema deestimação de parâmetros mais omplexo. A possibilidade de se utilizar infor-mação auxiliar na etapa de estimação de parâmetros é uma das vantagens doestimador bi-objetivo e os resultado obtidos são melhores que ferramentasde estimação mono-objetivo, omo visto. No aso do aqueedor, os dadosdinâmios abrangem todos os pontos de operação de interesse do sistema.Mesmo assim, pode-se observar que utilização de estimadores om restriçõesou o estimador bi-objetivo melhoram a apaidade dos modelos representa-rem a araterístia estátia do sistema. No aso bi-objetivo, os resultadosmostram que o erro ometido ao se tentar expliar simultaneamente dinâ-mia e estátia é menor, em omparação aos demais estimadores utilizadosna literatura.





Capítulo 7Identi�ação de um Sistema deBombeamento mais TurbinaA planta piloto utilizada nesse apítulo faz parte do Centro de PesquisasHidráulias e Reursos Hídrios (CPH) da Universidade Federal de MinasGerais (UFMG). Composta de duas partes: sistema de bombeamento e tur-bina hidráulia, é apaz de simular situações reais enontradas em usinashidroelétrias. O projeto do sistema de bombeamento foi espei�ado em(Caixeiro, 2003) e o projeto da turbina hidráulia em (Duarte, 2004). A ins-trumentação e o sistema de supervisão da planta piloto foram inteiramenteespei�ados, montados e testados no ontexto do trabalho de (Barbosa,2006). As informações ténias a respeito da planta piloto e os dados utiliza-dos neste trabalho para identi�ação, validação e omparação dos resultadosforam obtidos através do trabalho de Barbosa (2006).7.1 Desrição do ProessoO proesso pode ser dividido em duas partes distintas: sistema de bombe-amento de água e o módulo de turbina. O sistema de bombeamento tem por�nalidade emular uma queda d'água por meio de uma assoiação de bombasentrífugas. A turbina, no aso do tipo Franis, é onetada a uma das saí-das do sistema de bombeamento, fazendo om que o onjunto desses sistemassimule o funionamento da parte hidráulia de uma usina hidrelétria.O sistema de bombeamento de água é onstituído de duas bombas dearaterístias semelhantes, que podem ser operadas em assoiação, para-lelo ou série, ou independentes. São três as saídas disponíveis do sistema:duas tubulações em PVC de 4 polegadas de diâmetro interno e uma de ferrogalvanizado de 6 polegadas de diâmetro interno. Motores de orrente alter-103



104 Capítulo 7. Identifiação de um Sistema de Bombeamento mais Turbinanada são utilizados para abertura e fehamento de válvulas-gaveta situadasao �nal de ada saída. A tubulação de sução é onstituída de tubos PVC.Uma tubulação únia é inserida em um reservatório de água e, a partir destatubulação, é feita uma bifuração, em �T�, sendo a água, então, distribuídapara as duas bombas, omo ser visto na Figura 7.1.

Figura 7.1: Sistema de bombeamento de água.
No realque e na sução de ada bomba estão instalados, respetivamente,um man�metro e um manovau�metro. Duas saídas possuem transmissorindiador de vazão e uma, transmissor de pressão. Na sução de ada bombafoi instalado um transmissor de pressão.A turbina utilizada neste projeto é uma turbina Franis, uja onstru-ção do modelo reduzido foi baseado nos desenhos de uma turbina Franisutilizada na Usina de Nova Ponte, loalizada no Rio Araguari, na idade deNova Ponte, em Minas Gerais. O onjunto está instalado em uma banadade testes, omo pode ser visto na Figura 7.2. O motor de orrente ontí-nua, utilizado omo gerador, é responsável pelo aumento de arga no eixo daturbina, propiiando a obtenção das urvas araterístias da mesma.
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Figura 7.2: Conjunto turbina mais gerador.As seguintes grandezas físias são medidas na planta piloto:� pressão de sução e realque das bombas;Os transmissores de pressão utilizados para aquisição do sinal de pres-são de realque e sução das bombas, utilizam sensores piezorresistivos.� vazão na saída das bombas;A medição de vazão é neessária apenas nas tubulações de saída do sis-tema de bombeamento. A vazão é uma variável de suma importâniano projeto pois in�uenia o rendimento, a veloidade e a potênia daturbina. Para medição da vazão de água na saída do sistema de bom-beamento, foram utilizados transmissores de vazão eletromagnétios.Como vantagem, em relação aos outros métodos de medição de vazão,esse sensor não é afetado pelo per�l de veloidade no tubo e não háarregamento, ou seja, perda de arga na tubulação devido ao sensor.� veloidade angular da turbina;Para a medição da veloidade angular da turbina foi utilizado um eno-der óptio. Trata-se de um sensor de alta linearidade, repetibilidade eestabilidade. Por meio desse sensor, três sinais distintos são transmiti-dos: duas ondas quadradas defasadas de 90o e uma onda om freqüêniade um pulso por revolução. Sendo assim, utilizando-se uma porta lógiaou-exlusivo, ujas entradas são esses dois sinais defasados, obtém-seuma resolução duas vezes maior, 1000 pulsos por revolução.



106 Capítulo 7. Identifiação de um Sistema de Bombeamento mais Turbina� posição das pás da turbina;O sensor de posição utilizado foi um poteni�metro, por ser estável,preiso, boa linearidade, baixo usto e independente de uma referêniaexterna. O poteni�metro está diretamente �xado no eixo de uma daspás.� onjugado no eixo da turbina.Para determinar o rendimento e a potênia da turbina é neessáriomedir o onjugado no eixo. Foi inserida uma élula de arga ao �naldo braço de alavana do gerador uja araça é basulante. À medidaque a potênia gerada pelo onjunto turbina-gerador aumenta, a é-lula de arga é traionada. Devido à deformação dos strain-gages queompõem esse sensor, essa força de tração é então medida.7.1.1 Ensaios dinâmiosO sinal de entrada do sistema, veloidade de referênia para as bombas,foi implementado de forma a exitá-lo em diferentes veloidades e amplitudes(Barbosa, 2006). Essas amplitudes foram inseridas no sinal aleatoriamente,preservando-se os limites de veloidade 800 e 1650 rpm. Esse intervalo foiesolhido om base nas informações estátias da planta: para veloidadesinferiores a 800 rpm, a pressão de realque das bombas é menor do que 5 ma,muito abaixo da pressão de operação da turbina; foram evitadas veloidadesaima de 1650 rpm por questão de segurança, pois, aima desta veloidade,a potênia hidráulia forneida à turbina está muito além do seu ponto deprojeto.Esolhendo-se o período do sinal Ts = 100 ms, obter-se-á um sinal omamostragem adequada. Para essa amostragem, o patamar mínimo de duraçãode ada valor é 300 ms, 3Ts. Porém, o tempo de amostragem esolhido foi de50 ms. Com tempo de amostragem menor, se for neessário, pode-se dizimaro sinal antes da identi�ação.O sinal de exitação esolhido foi apliado ao sistema (abertura das pásem 50 %) e a saída, pressão de realque das bombas em paralelo, foi oletadaa uma taxa de amostragem de 50 ms, resultando em 4400 pontos de medição.Foram retirados os primeiros 800 valores, 40s, para evitar a in�uênia dasondições iniiais na identi�ação do sistema. Foram usados os 1000 primei-ros pontos para a identi�ação do sistema e os 1000 últimos pontos para avalidação dos modelos.Os sinais de entrada e saída do sistemas podem ser vistos nas Figuras 7.3e 7.4, respetivamente.
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Figura 7.3: Sinal de entrada utilizado na identi�ação do sistema.
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Figura 7.4: Sinal de saída utilizado na identi�ação do sistema.



108 Capítulo 7. Identifiação de um Sistema de Bombeamento mais Turbina7.1.2 Ensaios estátiosForam realizados 11 ensaios (Barbosa, 2006) - porentagem de aberturadas pás de 0%, 10%, 20%, 30%, 40%, 50%, 60%, 70%, 80%, 90% e 100%. Emada ensaio, as veloidades ajustadas das bombas foram: 750, 850, 950, 1050,1150, 1250, 1350, 1450, 1550 e 1650 rpm. Os ensaios foram divididos em doisonjuntos distintos. Um onjunto é formado pelos dados dos ensaios omabertura de pás em 0%, 20%, 40%, 60%, 80% e 100%. Com os 10 pontosregistrados de ada um dos ensaios desse onjunto, foram implementadasaproximações polinomiais de 2o grau, para obtenção das urvas de pressão derealque em função da veloidade angular das bombas para essas aberturas.Foram feitos vários ensaios e feita a média das medidas, araterizando assima urva araterístia do sistema em regime permanente. Para a identi�açãodo sistema será onsiderada abertura das pás em 50%. A urva pode ser vistana Figura 7.5.
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Figura 7.5: Curva araterístia em estado estaionário do sistema.7.1.3 Identi�ação do SistemaAlgumas observações devem ser feitas antes de se apresentar os resultados:1. Não existe onheimento prévio da estrutura do sistema;



7.1. Desrição do Proesso 109Esse fato é importante, pois assim não há omo se falar em polarização,uma vez que não se onhee a estrutura exata do sistema.2. Como não se pode falar em polarização, para veri�ar a e�iênia dométodo, os resultados serão omparados om outros modelos obtidosdesse sistema.Como a urva araterístia do sistema pode ser ajustada por uma estru-tura polinomial de segundo grau, onjetura-se que o grau de não-linearidadedo modelo também seja quadrátio. Para omparar os resultados, serão uti-lizadas a mesma estrutura detetada em (Barbosa, 2006). O autor aindaapresenta outros modelos, inlusive uma rede neural, que serão usados paraomparar os resultados.Seja a seguinte estrutura polinomial NARX:y(k) = �1y(k � 1) + �2y(k � 4) + �3u(k � 4)u(k � 6)+�4y(k � 2) + �5u(k � 2)y(k � 6) + �6u(k � 2)y(k � 5)+�7u(k � 2)y(k � 1) + �8u(k � 2)y(k � 3) + �9u(k � 4)u(k � 5)+�10u(k � 6) + �11 + �12u(k � 6)2 + �13u(k � 2)y(k � 1)+�14y(k � 6) + �15u(k � 2)u(k � 5) + �16u(k � 2)2 + �17u(k � 4):(7.1)O modelo (7.1), omo pode ser visto, apresenta grau de não-linearidade 2 emáximo atraso igual a 6. O modelo estátio, obtido analitiamente é:�y = �0 + ��y�y + ��y;�u�y�u + ��u�u + ��u2 �u2: (7.2)Como índie de desempenho Barbosa (2006) utilizou o erro médio absolutoperentual (MAPE), tanto para dinâmia, quanto para a estátia. Esse índieé de�nido por: MAPE = 1N NX1 jjy(k)� ŷ(k)jjŷ(k) ;sendo que N é o número de amostras do sinal, y(k) é o sinal medido, sejadinâmio ou estátio e ŷ(k) é o sinal simulado pelo modelo, seja estátio oudinâmio.Esse é um índie baseado em erro ponto a ponto. Como disutido noapítulo 4, esse tipo de índie de qualidade pode retornar valores falsos. Noentanto, omo meio de omparação e avaliação, será utilizado esse índie dedesempenho no deorrer do trabalho.Apliando-se o deisor bi-objetivo para os seguintes valores de w1:w1 = [0;0 0;1 0;2 0;3 0;4 0;5 0;6 0;7 0;8 0;9 1;0℄;



110 Capítulo 7. Identifiação de um Sistema de Bombeamento mais Turbinae om w2 = 1 � w1, foram gerados 11 onjuntos de parâmetros. O deisoresolheu o modelo para w1 = 0: 8 e om orrelação igual a DC(�) = 0;41,omo visto na equação (7.3).y(k) = 1;5506y(k� 1)� 0;0264y(k� 4) + 5;5260� 10�7u(k � 4)u(k � 6)�0;6896y(k � 2)� 1;5147� 10�4u(k � 2)y(k � 6)+2;2626� 10�4y(k � 5)+4;7926� 10�5u(k � 2)y(k � 1)� 1;3132� 10�4u(k � 2)y(k � 3)�2;2064� 10�7u(k � 4)u(k � 5)� 7;3458� 10�4u(k � 6)+0;2353 + 2;7760� 10�7u(k � 6)2 + 4;7926� 10�5u(k � 2)y(k � 1)+0;0654y(k� 6) + 3;8077� 10�8u(k � 2)u(k � 5)+2;2801� 10�7u(k � 2)2 + 5;3286� 10�4u(k � 4): (7.3)O Pareto-ótimo pode ser visto na Figura 7.6. Como a esolha se baseiana menor orrelação, DC(�) = 0;41 pode ser onsiderado um valor alto, oque signi�a que de maneira geral o modelo não foi apaz de expliar emsua totalidade a dinâmia do sistema. Como a medida de orrelação temomo máximo valor a unidade, pode-se dizer que esse resultado não é bom.No entanto, pode-se observar que o índie MAPE do modelo foi superior aomostrado em Barbosa (2006), omo pode ser visto na Tabela 7.1.
Tabela 7.1: Tabela de omparação de valores de MAPE para os modelosidenti�ados.Modelo MAPE (%) Dinâmio MAPE (%) EstátioBarbosa (2006) 10,92 9,96modelo (7.3) 5,49 0,028

Como pode ser visto, o MAPE do modelo (7.3) apresentou valor menorque o equivalente utilizando ferramenta mono-objetivo. No aso o autorutilizou o estimador de mínimos quadrados estendidos (MQE), ou seja, eleutilizou um modelo NARMAX, o que pode justi�ar o valor do erro estátio,em outras palavras, não há imposição de aerto da urva araterístia aoestimador. No entanto, o erro ometido pelo estimador bi-objetivo ao tentarajustar a estátia é pequeno.
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Figura 7.6: Conjunto Pareto-Ótimo para a estrutura (7.1). O deisor eso-lheu o quarto modelo, de ima para baixo no Pareto.
A saída simulada do modelo, om ondições iniiais iguais a

ŷ = [18;3724 19;2905 19;5968 19;3558 18;4899 17;4552℄T
e para a entrada de validação pode ser vista na Figura 7.7. A urva arate-rístia do modelo pode ser vista na Figura 7.8.
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Figura 7.7: Saída simulada do modelo (7.1), ujos parâmetros foram obtidosvia estimador bi-objetivo, sendo que o traço ontínuo é a saída do sistemareal e o (�) é a saída simulada do modelo.
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Figura 7.8: Curva araterístia do modelo ujos parâmetros foram obtidosvia estimador bi-objetivo, sendo que o traço ontínuo é a urva do sistemareal e o (�) é a urva do modelo.



7.1. Desrição do Proesso 113Como disutido nos apítulos 4 e 5, os parâmetros esolhidos pelo deisorserão os melhores possíveis. Como observado, para a mesma estrutura, osdois modelos omparados nessa seção apresentam resultados muito diferentesquanto ao índie de desempenho. O modelo obtido pelo estimador bi-objetivoapresenta valores menores do índie MAPE. No entanto, é bom deixar laroque o valor de orrelação do modelo esolhido não pode ser onsideradobom, uma vez que não é insigni�ante ou perto de zero. Devido à urvaaraterístia ser quadrátia, há um indiativo que o grau de não-linearidadedo modelo esteja erto, ou seja, que o modelo seja quadrátio. Como paraada entrada existe apenas uma saída em estado estaionário, é tambémpossível que agrupamentos de termos quadrátios em y não sejam desejáveis.Então utilizando-se grau de não-linearidade 2, máximo atraso em 6 eutilizando-se ritério de Akaike para determinar o número de termos do mo-delo e ERR para ordená-los, foi detetado um novo modelo. Para estimaçãobi-objetivo foram utilizados os mesmos valores de w1 e w2 do aso anterior. OPareto-ótimo pode ser visto na Figura 7.9. O deisor esolheu o modelo paraw1 = 0;9, om orrelação DC(�) = 0;34, omo pode ser visto na equação(7.4).y(k) = 1;6143y(k� 1)� 1;0094y(k� 2)+4;1662� 10�7u(k � 3)u(k � 2)+0;4488y(k� 3) + 4;5714� 10�4u(k � 1)y(k � 5)�1;6702� 10�4u(k � 1)y(k � 6)�2;9317� 10�4u(k � 1)y(k � 4)� 9;6347� 10�5u(k � 1)y(k � 3)�4;7657� 10�8u(k � 5)u(k � 4)� 0;1352y(k � 4)+1;2428� 10�4u(k � 1)y(k � 1): (7.4)Se for omparado os valores de MAPE para o modelo identi�ado, pode-seobservar que não houve nenhum ganho signi�ativo do modelo (7.4) em rela-ção aos outros. A Tabela 7.2 mostra os valores obtidos para os três modelos.No entanto, pode-se observar que o valor de orrelação DC(�) = 0;34 é 17%menor quando omparado om o valor obtido para o modelo (7.3).Tabela 7.2: Tabela de omparação de valores de MAPE para os modelosidenti�ados.Modelo MAPE (%) Dinâmio MAPE (%) EstátioBarbosa (2006) 10,92 9,96modelo (7.3) 5,49 0,028modelo (7.4) 5.42 0.024
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Figura 7.9: Conjunto Pareto-Ótimo para a estrutura (7.4). O deisor eso-lheu o tereiro modelo, de ima para baixo no Pareto.Embora o modelo (7.4) apresente menor orrelação, o valor de orrelaçãoainda pode indiar que a estutura do modelo não é a adequada. Essa on-jetura se baseia no fato de que: orrelação zero signi�a estrutura orreta eparâmetros orretos. Com essa estrutura, o onjunto de parâmetros estima-dos é o melhor possível. A saída simulada do modelo (7.4) pode ser vista naFigura 7.10 e sua urva araterístia na Figura 7.11.
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Figura 7.10: Saída simulada do modelo (7.4), sendo que o traço ontínuo é asaída do sistema real e o (�) é a saída simulada do modelo.
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Figura 7.11: Curva araterístia do modelo (7.4), sendo que o traço ontínuoé a urva do sistema real e o (�) é a urva do modelo.Barbosa (2006) ainda utiliza uma rede neural para modelar o sistema.Os resultados, em relação ao MAPE dinâmio e estátio, são muito bons.Além disso, o autor utilizou outras estruturas polinomiais de grau de não-linearidade maior ou om estruturas diferentes. O quadro 7.3 mostra umaomparação entre todos os modelos obtidos em (Barbosa, 2006) e os modelosobtidos neste trabalho.Tabela 7.3: Tabela de omparação de valores de MAPE e número de parâ-metros (NP) para vários modelos identi�ados.Modelo MAPE (%) Dinâmio MAPE (%) Estátio NPMQE ` = 2 10,92 9,960 17MQR ` = 2 11,79 0,000 17MQE ` = 3 7,23 2,840 23MQR ` = 3 8,16 1,760 23RNA 3,56 0,620 99modelo (7.3) 5,49 0,028 17modelo (7.4) 5,42 0,024 11Para melhor interpretação dos resultados, outro parâmetro foi levado emonta, o número de parâmetros. Não onsiderando o número de termos deruído e o tempo omputaional para a estimação dos parâmetros dos modelospolinomiais e para o treinamento da rede neural.



116 Capítulo 7. Identifiação de um Sistema de Bombeamento mais TurbinaPode-se observar que o modelo (7.4), apresenta o menor número de pa-râmetros, e o melhor ajuste estátio. O modelo neural (RNA) apresenta omelhor ajuste dinâmio. Vale lembrar que o melhor ajuste dinâmio no sen-tido do MAPE, pode signi�ar que o modelo não só aprendeu a dinâmia,mas também o ruído presente nos dados. O número de termos de (RNA)também foi muito elevado em omparação ao modelo (7.4).7.1.4 ConlusõesOs resultados obtidos indiam que o estimador bi-objetivo é uma alterna-tiva atraente aos estimadores mono-objetivo. No estudo de aso apresentadoneste apítulo, pode-se observar que mesmo utilizando-se um modelo NARX,ou seja, sem modelo de ruído, os resultados são melhores do que os apresen-tados em outros trabalhos. Isso omparando-se os índies de desempenhopropostos naqueles trabalhos.No aso em que não se onhee a estrutura do sistema a ser modelado,pode-se dizer que o estimador bi-objetivo e seu deisor, são apazes de in-diarem se a estrutura do modelo é adequada, uma vez que orrelação nulasigni�a não só parâmetros não-polarizados, mas também estrutura orreta.No entanto, o estimador pode ser usado mesmo em asos em que a estruturado sistema não é onheida, omo foi o aso desse apítulo.



Capítulo 8Comentários Finais e Propostapara Trabalhos FuturosEste trabalho teve omo objetivos primordiais apresentar uma série deargumentos para justi�ar a utilização de estimadores bi-objetivo. Para au-xiliar na argumentação, foram utilizados exemplos numérios em que situa-ções pertinentes foram apresentadas e as ténias foram submetidas. Alémdisso, duas apliações utilizando-se sistemas reais foram usadas para mostrara e�iênia do estimador bi-objetivo quando omparado a outros estimadorese/ou ténias de estimação.Este trabalho apresenta duas ontribuições bem de�nidas, uma que dizrespeito ao ritério de deisão e outra que diz respeito às araterístias doonjunto Pareto-ótimo, apresentadas, respetivamente nos apítulos 4 e 5.8.1 Quanto ao DeisorNo ontexto deste trabalho, a deisão quer dizer: esolher o modelo queapresenta menor orrelação entre a simulação-livre do modelo e o erro ome-tido entre essa simulação-livre e dados do sistema. Seja qual for o métodode se gerar o onjunto de modelos que devem ser submetidos ao deisor, essedeve ser apaz de esolher o modelo que apresenta a menor orrelação.O apítulo 4 foi desenvolvido de maneira a justi�ar duas onjeturasimportantes, a onjetura 4.1.1 e 4.2.1. A primeira diz respeito ao fato deque o modelo que apresenta mínima orrelação entre o erro de simulação e aprópria simulação do sistema, será o melhor possível, entre todos os modelosandidatos e a segunda diz que os parâmetros serão não-polarizados. Duassituações são oloadas: (i) no aso em que o modelo apresenta estruturaidêntia à do sistema e (ii) em que a estrutura do modelo é diferente da do117



118 Capítulo 8. Comentários Finais e Proposta para Trabalhos Futurossistema. No ontexto de (i), foi veri�ado que se o estimador que gerou oonjunto de termos andidatos for um estimador não-polarizado, a ondiçãopara que não haja polarização é exatamente a mínima orrelação entre asimulação do modelo e o erro ometido. Em (ii) foi visto que mesmo nãose tendo erteza sobre a estrutura do modelo, o modelo esolhido deve ser omelhor entre os modelos disponíveis.A partir das disussões a respeito das ondições em que há mínima orre-lação, foi desenvolvido um deisor automátio e que apresenta grande robus-tez ao ruído aditivo ao sistema, seja ele somado à saída, seja ele somado àequação de regressão. O nível de relação sinal/ruído não interfere na deisão.8.1.1 Trabalhos futurosComo visto no apítulo 4, o deisor não só é apaz de detetar parâmetrosnão polarizados, no aso em que a estrutura é idêntia à do sistema, mastambém de indiar se a estrutura é adequada. Baseada nessa araterístiado deisor, pode-se propor omo trabalho futuro utilizá-lo omo ritério paraa deteção de estrutura. Gerando um onjunto de estruturas andidatas,após seus parâmetros serem estimados, ada estrutura seria submetida aodeisor. O modelo om menor orrelação seria esolhido, tendo assim, aestrutura esolhida simultaneamente aos parâmetros estimados (através deum estimador de mínimos quadrados estendidos, por exemplo).8.2 Quanto ao Pareto-ÓtimoSeguindo a tendênia das ténias aixa-inza, o estimador de parâmetrosbi-objetivo é uma ferramenta que permite a inorporação de onheimentoauxiliar do proesso, sob a forma de funional, na etapa de estimação. Odeterminante, no entanto, é a esolha dos funionais. Essa esolha está dire-tamente ligada à apaidade de se gerar um onjunto Pareto-ótimo ompleto,sem perda de informação relevante. Além disso, o Pareto-ótimo deve ser talque ontenha um onjunto de parâmetros o mais próximo possível dos valoresreais.Foi visto no apítulo 5 que um estimador bi-objetivo que pode ser esritosob a forma �̂ = Ay1 + By2 é apaz de gerar todo o onjunto pareto ótimoe que, em ertas ondições, é apaz de onter um onjunto de parâmetrosmuito próximos dos valores reais. A preisão da estimação dependerá do nú-mero de elementos do onjunto Pareto-ótimo. Foram feitas análise a respeitode modelos om erro na equação de regressão e om erro na saída. Paraambos os asos, foi visto que existem ondições para que existam estimativas



8.3. Apliação em Controle 119não-polarizadas, no aso em que se utiliza os funionais apresentados nestetrabalho.8.2.1 Trabalhos futurosNeste trabalho foram esolhidos funionais que representavam os objeti-vos de se ajustar as estruturas dinâmia e estátia aos dados disponíveis. Aesolha dos funionais foi feita de maneira que o modelo pudesse apresentararaterístias dinâmias e estátias próximas às do sistema real, simulta-neamente. Como visto na revisão bibliográ�a apresentada no apítulo 3,ferramentas mono-objetivo nem sempre são apazes de lidar om a dualidade�estátia � dinâmia�. No entanto, onjetura-se que qualquer funional quepossa ser esrito omo soma de erros quadrátios possa ser usado om re-sultados semelhantes aos apresentados neste trabalho. Como proposta detrabalho futuro, pode-se sugerir o estudo de outros funionais e as ondiçõesem que o estrimador seja não-polarizado.8.3 Apliação em ControleO interesse pela modelagem não-linear justi�a-se a partir do momentoque os modelos lineares são aproximações em torno de um ponto de opera-ção e por isso são aproximações loais do sistema onsiderado (Billings andFadzil, 1985; Aguirre, 1996; Chen et al., 1989). Os modelos não-lineares, demaneira geral, são apazes de representar um grande número de sistemase fen�menos. Por outro lado, a análise qualitativa e quantitativa de taismodelos é uma tarefa que nem sempre é trivial. Modelos lineares, no en-tanto, apresentam uma estrutura menos omplexa e de fáil análise. Entreas muitas representações pode-se destaar os modelos polinomiais disretos,denominados ARX (do inglês Auto Regressive with eXogenous input). Mo-delos polinomiais omo visto na primeira parte deste trabalho, apresentamuma teoria onsolidada e vasta bibliogra�a. No aso dos modelos polinomi-ais NARX que são representações globalmente não-lineares, são apazes derepresentar uma grande lasse de sistemas.Prourar uma alternativa entre a failidade analítia de um modelo li-near e a representatividade de um modelo globalmente não-linear é, de ertaforma, uma maneira de agregar �o melhor de dois mundos�. Esta alternativapode ser a esolha por modelos �loalmente� não-lineares, uja representati-vidade é mais limitada, ou seja, são subonjuntos dos modelos globalmentenão-lineares (Lakshminarayanana et al., 1995; Ledoux, 1996; Grebliki, 1996;Fruzzetti et al., 1996; Skelton, 1989; Bombois et al., 2001). Representações



120 Capítulo 8. Comentários Finais e Proposta para Trabalhos Futurosem bloos interonetados são um exemplo de modelos �loalmente� não-lineares. Estas representações apresentam um bloo linear om dinâmia�xa em torno de um ponto de operação e um bloo estátio não-linear.Estes modelos são partiularmente interessantes, uma vez que permitema análise de estabilidade, ontrolabilidade, loalização de pontos �xos, obser-vabilidade, apenas om a análise da parte dinâmia linear e além disso, sãorepresentações não-lineares.Um dos grandes problema em ontrole é obter um agente, no aso um on-trolador, que seja apaz de fazer om que o sistema, ujo modelo é obtido,geralmente em malha aberta, tenha um omportamento estável em malha fe-hada. Na grande maioria das vezes, apenas om a ação desses ontroladores,é possível a estabilização do sistema em malha fehada. É importante ob-servar que o sistema não neessariamente é instável em malha aberta. Alémde estabilizar o sistema em malha fehada, é desejável que o ontrolador sejasintonizado dentro de um usto mínimo e que este seja apaz de estabilizaro sistema dentro de ondições estabeleidas dentro de um grau de inerteza.Como visto neste trabalho, o onjunto estimador bi-objetivo mais deisor, éapaz de esolher da melhor maneira possível o modelo. Além disso, o on-junto Pareto-ótimo apresenta limites inferiores e superiores para os valoresde parâmetros possíveis.Uma sugestão para trabalhos futuros é utilizar estimadores bi-objetivonão só para estimar os parâmetros, mas também para determinar os limi-tes de inerteza em que os parâmetros se enontram. Assim utilizar esseonheimento para síntese de ontroles robustos.Entre os modelos de bloos inter-onetados, os modelos de Wiener sãoum ótimo ompromisso entre omplexidade e representatividade de siste-mas não-lineares. Mais abrangente, em termos de representação, do que osanálogos. Em desvantagem em relação aos modelos NARX polinomiais, osmodelos de Wiener não são globalmente não-lineares, o que restringe o seuampo de representatividade. No entanto, os modelos NARX polinomiais,não apresentam as araterístias de simpliidade que os modelos de Wie-ner apresentam. Além do mais, é possível se obter um mapeamento diretoentre os dois modelos, o que failita a utilização das ténias desenvolvidasneste trabalho. Resultados preliminares mostram que esse aminho pode serpromissor.Uma proposta para trabalhos futuros é veri�ar se a representação deLur'e, que é uma representação loalmente não-linear, em bloos intero-netados, uja não-linearidade estátia está no ramo de realimentação domodelo, pode ser mapeado para um modelo NARX polinomial globalmentenão-linear. Os modelos de Lur'e já são uma representação em malha fehadae o estudo de suas araterístias podem ajudar na síntese de ontroladores
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