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Resumo

Este trabalho apresenta uma nova abordagem para o desenvolvimento de interfaces vi-
suais humano-robd baseadas em visao computacional. O método proposto se baseia na
utilizacao de uma linguagem composta por gestos simples, onde um gesto isolado nao
possui qualquer significado, mas uma palavra, composta por uma seqiiéncia de gestos
realizados na ordem correta, gera uma resposta. Dessa maneira, pode ser definida uma
gramatica e associada uma ac¢ao do robd a cada uma dessas palavras, permitindo ao
operador humano comandar o rob6 de maneira intuitiva.

Considerando apenas gestos simples, o sistema de visdo computacional privilegia a
robustez se baseando em técnicas qualitativas, menos precisas porém mais robustas. A
saida do sistema de visao computacional é processada por um sistema a eventos discre-
tos estocéstico que detecta a execugdo de comandos. O reconhecimento é realizado de
maneira continua, sendo o inicio e o fim de cada gesto identificados implicitamente pelo
modelo. Foram utilizados dois tipos de sistemas a eventos discretos: cadeias de Markov
e Modelos Ocultos de Markov (MOMs, do inglés, Hidden Markov Models). Para ambos
os tipos foi desenvolvida uma metodologia para a construcao automética do modelo.

Os testes realizados comprovam a eficicia do método mesmo em ambientes complexos
e com o executor dos gestos se movendo. Foi comprovada a robustez do método e a baixa
incidéncia de falsos positivos, principalmente para os MOMs. A utilizacdo de MOMs no
contexto proposto apresentou desempenho superior ao das cadeias de Markov. Também
foi identificada a importancia da escolha correta dos comandos da gramética, para evitar
uma deterioragdo significativa da taxa de reconhecimento a medida que a quantidade de

comandos aumenta.



Abstract

This work presents a computer vision human-robot interface based on gesture recognition.
A grammar composed of strings of simple gestures is defined so that an isolated gesture
has no meaning to the system, and only a sequence of gestures performed in the correct
order, according to the grammar, will issue a command to the robot. Each of these
words, made of gestures, can be associated to a command, which will be issued to the
robot everytime it’s recognized. Through the use of this interface, a human operator can
control a robot in a natural and intuitive way.

Since only simple gestures are considered, the computer vision system is based on
qualitative techniques that exhibits robustness properties. The output of the computer
vision system is passed on to a stochastic discrete event system which is responsible for
the commands recognition. Continuous gesture recognition is performed and the model
implicitly identifies the beginning and the end of each gesture. Two types of discrete
event systems were employed: Markov chains and Hidden Markov Models (HMM). The
models were built automatically for both of these types.

Experimental results shows that the proposed methodology yields robust recognition
with low ocurrence of false positives even in complex backgrounds and with the operator
moving. The HMMs outperformed the Markov chains in the proposed methodology
context. The commands must be correctly chosen to avoid serious degradation of the

performance as the number of considered commands increase.
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Capitulo 1

Introducao

A Robotica pessoal e de servico é atualmente uma das areas de pesquisa mais ativas
em robdtica, com grande potencial de crescimento de acordo com a aceitacao da so-
ciedade. Robds de servico interagem diretamente com as pessoas, tornando a existéncia
de interfaces naturais e faceis de usar fundamental. O foco de grande parte dos traba-
lhos passados ¢ predominantemente navegacao e manipulagdo e pouco foi o interesse em
sistemas roboéticos equipados com interfaces flexiveis, que permitam ao usuério contro-
lar o robd por meios naturais. Um rob6 com interface natural possibilitaria toda uma
nova gama de aplicagoes, como por exemplo um rob6 de limpeza, guiado para limpar
locais especificos e pegar o lixo [Waldherr et al., 2000|. Diferentemente de robés indus-
triais, que sdo encontrados principalmente em linhas de producao, os robos de servico
sao utilizados pelas massas, milhoes de usuarios em todos os tipos de locais, do hospital
a casa, do restaurante ao escritorio [Pransky, 1996]. Diversos especialistas apontam que
em um futuro proximo, entre cinco e dez anos, robos de servigo se tornarao um mercado
multibilionério [Bishop, 2006].

A utilizagao crescente de robds nas mais diversas aplicagoes, algumas destas exigindo
alta interatividade, demanda interfaces intuitivas com o homem, uma vez que estas po-
dem reduzir o risco de erro em aplicacoes criticas, considerando uma interface natural de
acordo com os reflexos condicionados do ser humano. Um exemplo disso seriam os robos
cirtrgicos |Pransky, 1996].

A criacao de interfaces naturais homem-robd é um assunto que desperta cada vez mais
o interesse da comunidade cientifica mundial devido também & extensa gama de aplicagoes
que ela possibilita. Entretanto podemos considerar que estas ainda se encontram em seu
estagio inicial. A medida que aumenta a capacidade dos robos de realizar mais tarefas

de maneira auténoma se torna necessario avaliar como deve ser a interface humano-robo
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para acomodar essa evolugao [Scholtz, 2002].

Na roboética atual, principalmente na robdética industrial, existe pouca ou nenhuma
interacao direta entre homem e robd. Os robos sdo programados para determinada ativi-
dade e se limitam a executar tais atividades, o que gera uma segmentacao do trabalho
entre homens e robés. Essa exclusividade de humanos ou robés acaba limitando as apli-
cacoes dos robos, uma vez que o uso de robos acaba se tornando vidvel somente em
ambientes totalmente controlados. As tarefas devem ser inteiramente desempenhadas
pelo robo, situagdes em que as capacidades de decisao e planejamento de um supervisor
sao necessarias nao podem surgir ou devem ser resolvidas remotamente, devido a ausén-
cia de interface com o ser humano. Sistemas robdticos projetados para interagir com
seres humanos abrem um novo leque de aplicagdes abrangendo tarefas complexas e nao
repetitivas que requerem supervisao humana e podem ser executadas por robos, porém
devem ser coordenadas pelos operadores (autonomia supervisionada). Tais sistemas pre-
cisariam permitir uma interacdo natural entre o robd e o operador tornando a interface
visual fundamental. Para isso o sistema precisa ser capaz de localizar o operador no
ambiente e rastrear os seus movimentos em tempo real.

A 4rea de busca e resgate urbano é uma &4rea em que humanos devem interagir
com rob0s e com a informacao produzida por eles. Pesquisas baseadas em dados reais
apontam que os erros de execugao (i.e., controle do robo) sdo muito maiores que os erros
de intencao (i.e, onde e como utilizar o rob6) [Murphy e Casper, 2002|, o que indica que
uma interface natural poderia reduzir os erros nessa tarefa.

Além disso, interfaces baseadas em visdo computacional possuem outras aplicagoes
menos Obvias, como por exemplo os computadores usaveis (wearable computers). A
utilizagao desse tipo de interface nesses dispositivos pode fornecer usabilidade mesmo
quando o usuério est4 em movimento [Kélsch et al., 2004].

Este trabalho propde uma interface visual humano-rob6 baseada em visao computa-
cional. A comunicacao é feita por uma linguagem composta por gestos simples, definindo
uma gramatica onde um gesto isolado ndo possui qualquer significado, mas uma palavra,
composta por uma seqiiéncia de gestos realizados na ordem correta, gera uma resposta.
Uma agao do robd pode ser associada a cada uma dessas palavras, permitindo ao operador
humano comandar o robd de maneira intuitiva.

Dois mo6dulos principais compdem o sistema, o de visdo computacional e o de pro-
cessamento estocéstico dos gestos. Buscou-se a utilizagdo de métodos estocésticos, uma
vez que estes fornecem niveis de confianca em vez de apenas sucesso ou falha, o que
¢ importante quando se trabalha com problemas dificeis para os quais ndo ha método

imune a falhas disponivel [Siskind e Morris, 1996].
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A interface é baseada em algoritmos tradicionais de visdo computacional, simples e
eficientes, uma vez que a tarefa alocada para o sistema de visdo, da maneira que foi
formulada, pode ser considerada simples. Sendo simples, pode ser resolvida por técnicas
qualitativas que sdo robustas. Dessa maneira, o médulo de visdo computacional foca em
identificar apenas as caracteristicas importantes, necessarias para atingir o seu objetivo,
em vez de tentar reconstruir o mundo.

Para o processamento dos gestos foram utilizados reconhecedores de linguagens es-
tocasticos, sendo selecionadas as cadeias de Markov, por se tratarem de maquinas de
estados finitos probabilisticas e Modelos Ocultos de Markov (MOMs, do inglés, Hidden
Markov Models). MOMs foram utilizados largamente ao longo das ultimas decddas para
o reconhecimento de padroes e classificagdo e formam hoje a base para uma grande gama
de solugbes para andlise de dados e modelagem estatistica. MOMs sao utilizados nas
mais diversas aplica¢oes como, por exemplo, guiar misseis [Nilubol et al., 1998], predigao
de crises no Oriente Médio [Schrodt, 2000] e pesquisas biomédicas envolvendo seqiiéncias
de genes [Kulp et al., 1996, Yada e Hirosawa, 1996, Pedersen et al., 1996].

1.1 Contribuicoes
As principais contribui¢oes deste trabalho sao:

e desenvolvimento de uma interface visual utilizando visdo computacional baseada
na utilizacao de sistemas a eventos discretos estocéasticos para o reconhecimento

continuo de gestos;

e desenvolvimento de uma metodologia para o processamento estocéstico de gestos

utilizando tanto cadeias de Markov quanto MOMs;

e utilizacdo de uma nova abordagem para o célculo da probabilidade de uma seqiién-

cia de observagoes ser reconhecida utilizando MOMs.

1.2 Organizagao da dissertagao

Este trabalho estd organizado da maneira que serd descrita a seguir. O Capitulo 2
apresenta os trabalhos relacionados e o Capitulo 3 apresenta os conceitos necessérios
para o correto entendimento da metologia proposta, que por sua vez é apresentada no
Capitulo 4. O Capitulo 5 apresenta os resultados obtidos e o Capitulo 6, as conclusoes e

propostas de trabalhos futuros.



Capitulo 2
Revisao Bibliografica

As interfaces baseadas em visao computacional (IBVC) comegaram a ser largamente ex-
ploradas em meados da década de noventa, quando foram desenvolvidos desde mouses
baseados em gestos [Fukumoto et al., 1994, Quek et al., 1995| até interfaces para jogos
baseadas em visdo computacional [Freeman et al., 1996]. Devido as limitacoes de pro-
cessamento computacional, essas interfaces baseavam-se em técnicas simples para que
pudessem responder em tempo real aos gestos do usuério, como histogramas de orienta-
¢ao e momentos da imagem [Horn, 1986].

Para avaliar a qualidade e usabilidade de uma IBVC devem ser consideradas quatro
caracteristicas principais, de acordo com Kolsch [Ko6lsch et al., 2004]: velocidade, exati-
dao, precisao e robustez. De acordo com Sheridan e Ferrell [Sheridan e Ferrell, 1963] o
tempo de laténcia maximo entre a ocorréncia de um evento e a resposta do sistema deve
ser de 45 ms para que o usuario nao perceba nenhum atraso. A partir de 300 ms de
atraso as interfaces passam a parecer lentas, pondendo provocar oscilagoes e resultando
num efeito conhecido como o sintoma “mova e espere”.

As interfaces baseadas em gestos podem ser classificadas por diversos parametros. Os
gestos a serem identificados podem ser estaticos, identificados pela posicao e forma, ou
dinamicos, identificados por sua trajetoria. A abordagem pode ser bottom-up baseada
nas caracteristicas de baixo nivel da imagem ou top-down como métodos de reconstrugao
geométrica do corpo. O reconhecimento pode ainda ser realizado em trés dimensdes ou
simplificadamente em duas dimensoes.

A maioria dos sistemas que emprega a abordagem top-down utiliza um modelo geo-
meétrico do corpo humano. Partes do corpo sao modeladas, por exemplo, como cilindros
[Hogg, 1983] e super quadrics [Horowitz e Pentland, 1991], entre outros, e os parametros

do modelo sdo determinados a partir das imagens utilizando anélise espago-temporal
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[Yamamoto, 1991|, propagacao de restri¢oes [O’Rourke e Badler, 1980] ou andlises mo-
dais [Horowitz e Pentland, 1991]. A reconstrucao da postura do corpo humano (i.e.,
extracao dos parametros do modelo) fornece uma grande gama de informagoes caso a
reconstrucao tenha sucesso, como por exemplo, os angulos das juntas. Entretanto os
algoritmos de reconstrug¢ao nao sdo robustos para imagens reais, pois estas em geral sdo
muito ruidosas para permitir um casamento facil do modelo [Yamato et al., 1992]. Além
disso, métodos baseados na deteccdo de arestas e formas nao sdo recomendados para a
identificagdo e rastreamento em backgrounds complexos pois sua exatidao é determinada
pelo contraste existente entre os planos de fundo e frontal, o que ndo pode ser garantido
nesse caso [Kolsch et al., 2004].

Um exemplo de abordagem top-down é o rastreamento e identificacdo de movimentos
da méo em trés dimensdes (3D) realizado por Davis e Shah [Davis e Shah, 1994a]. A mao
foi modelada por cinco cilindros que eram ajustados a falange distal dos dedos da mao.
A trajetoria dos cilindros era calculada no espaco 3D podendo ser utilizada no reconheci-
mento de gestos. Com informacgoes 3D é possivel saber a localizacao exata dos dedos, em
coordenadas do mundo, a qualquer momento. Esse conhecimento pode ser explorado sem
a preocupacao de ambigiiidade, como ocorre com a informagao bidimensional (2D), uma
vez que uma trajetoria 2D pode corresponder a diversas trajetorias 3D devido a transfor-
macao perspectiva. Além disso, a utilizacdo de modelos 3D e parametros de movimento
evita a necessidade da correspondéncia do movimento para mapear caracteristicas a sua
correta trajetéria 2D [Rangarajan e Shah, 1991]. A informacdo 3D pode ser utilizada
para remover essas incertezas que surgem em 2D. O algoritmo implementado por Davis
e Shah exige que a mao seja o objeto dominante na imagem devendo também iniciar em
posicao pré-definida.

Entretanto, de acordo com o paradigma da visdo qualitativa proposto por Aloimonos
[Aloimonos, 1990], a reconstru¢ao do corpo nao é essencial para o reconhecimento das
acoes humanas. A visdo computacional geralmente é tratada como um problema de re-
cuperacao [Horn, 1986], buscando recuperar (reconstruir) o mundo e suas propriedades,
como a posi¢ao 3D e formatos dos objetos, de modo a realizar agbes e tomar decisoes
baseados nessas informagoes. Aloimonos questionou a tradicional abordagem reconstru-
cionista e propos o paradigma da visdo qualitativa-objetiva (purposive-qualitative) como
uma alternativa. Nesse paradigma a visdo nao é vista como um fim, mas sim como parte
de um processo maior que visa, por exemplo, realizar determinadas tarefas. A abor-
dagem deve ser objetiva para formular as soluges corretas (simples) para os problemas
e qualitativa para obter solucoes robustas.

Desde entao abordagens bottom-up, que utilizam heuristicamente caracteristicas
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de baixo nivel extraidas de imagens reais, tém sido objeto de numerosos estudos
[Yamato et al., 1992] sendo utilizadas, por exemplo, para contagem de pessoas a par-
tir da identificacao de regioes candidatas. Em geral, as caracteristicas de baixo nivel
nao fornecem descrigoes tao ricas quanto as representacoes baseadas em modelos, mas
seu processo de extracao é mais simples e robusto que os procedimentos de ajuste dos
modelos.

Freeman [Freeman et al., 1996] utilizou a abordagem bottom-up para implementar in-
terfaces para jogos baseadas em visdo computacional. Foram implementadas interfaces
baseadas em técnicas como momentos da imagem, histogramas de orientagdo e fluxo
6ptico, que a partir dos gestos do usudrio controlava os jogos. AplicacOes gréaficas intera-
tivas tém a grande vantagem de permitir a exploraciao do feedback visual da tela, pois o
usuario vé imediatamente o resultado do seu gesto e pode alteré-lo caso necessario. Por
exemplo, se um usudrio se inclina para fazer uma curva no jogo e vé que a inclinagao nao
foi suficiente, ele pode se inclinar um pouco mais.

Uma desvantagem da abordagem bottom-up é que a descrigdo de categorias de agoes
em representacoes de baixo nivel é mais dificil que em representacoes de alto nivel
(baseadas em modelos), pois as relagoes entre as dimensoes do vetor de caracteristi-
cas e a descricao de alto nivel das categorias nao é explicita. Além disso, as dimensdes do
vetor de caracteristicas podem ser muito grandes para serem entendidas intuitivamente
[Yamato et al., 1992].

Gestos estaticos sdo definidos como o reconhecimento de uma posicdo da mao
ou do corpo enquanto gestos dindmicos sdo identificados por trajetorias do brago ou
da mao. Um dos principais problemas no caso dos gestos estaticos é a identifi-
cacgdo da mao. A maioria dos trabalhos restringe fortemente o ambiente de utiliza-
¢ao exigindo background uniforme [Segen e Kumar, 1998], background estatico, luvas
coloridas ou marcadores na mao [Cipolla et al., 1993, Davis e Shah, 1994c|. Detecgao
de maos em quaisquer backgrounds foi realizado, por exemplo, por Triesch e Malsburg
[Triesch e von der Malsburg, 1996] obtendo uma taxa de acerto de 86.2% e por Cui e
Weng [Cui e Weng, 1999], porém nenhum desses métodos é capaz de realizar a detecgio
em tempo real, requisito das interfaces com o usuério. Alguns trabalhos apresentam
métodos capazes de reconhecer a postura da mao independentemente do dngulo de visao
[Wu e Huang, 2000, Rosales et al., 2001, Ong e Bowden, 2004]|, porém esses artigos nao
fazem nenhuma ressalva quanto & execucdo em tempo real.

Para o reconhecimento de gestos dinamicos é feito em geral o rastreamento de um
objeto e sua trajetoria é processada para identificar ou nao a ocorréncia de um gesto.

O aprendizado e reconhecimento de gestos dindmicos, mesmo em duas dimensoes, é
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complexo, uma vez que os dados amostrados da trajetéria de qualquer gesto variam
para cada execucao do mesmo. Isso é justificado por varias razdes como freqiiéncia de
amostragem, erros de rastreamento, ruido e, principalmente, variagoes na execugdo do
gesto pelo ser humano, tanto espacial quanto temporal [Hong et al., 2000a).

Recentemente algumas abordagens baseadas em sistemas a eventos discretos foram
propostas para a modelagem e reconhecimento de gestos. Uma das principais vantagens
dessa abordagem é que a mesma nao requer um grande conjunto de dados para treinar
o modelo [Hong et al., 2000a]. Bobick e Wilson [Bobick e Wilson, 1997] utilizaram uma
abordagem baseada em estados para representar e reconhecer gestos onde cada gesto
foi modelado como uma seqiiéncia de estados em um espaco de configuragoes. Os
dados para treinamento foram alinhados temporalmente e segmentados manualmente.
Primeiro, diversas amostras de um gesto sao utilizadas para computar sua principal curve
[Hastie e Stuetzle, 1989] que é parametrizada pelo comprimento do arco. O mapeamento
de cada ponto da amostra do gesto exemplo para um comprimento de arco ao longo da
curva é um produto desse célculo da curva. A seguir, segmentos de reta de comprimento
uniforme sao utilizados para aproximar a curva discretizada. Cada segmento de reta é
representado por um vetor e todos os segmentos de reta sdo agrupados em clusters. Um
estado é definido para indicar o cluster ao qual um segmento de reta pertence. Um gesto
entdo ¢ definido por uma seqiiéncia de estados. O processo de reconhecimento consiste
em avaliar se uma trajetéria passa ou nao pelos estados na ordem correta. Cada gesto é
uma trajetdria tinica no espago.

Hong et al. [Hong et al., 2000b] utilizaram MEFs (Maquinas de Estados Finitos)
para reconhecer gestos dindmicos. As posicoes 2D da cabeca e das maos foram utilizadas
como caracteristicas, sendo localizadas utilizando segmentagdo por cor e rastreamento.
Cada gesto foi modelado como uma seqiiéncia de estados no espaco espacial-temporal
(spatial-temporal), sendo cada estado modelado como uma Gaussiana multi-dimensional.
Hong considerou que as trajetérias de um gesto sao um conjunto de pontos distribuidos
espacialmente, podendo portanto ser representados por um conjunto de regioes espaciais
Gaussianas. Um limiar foi selecionado para representar a variancia espacial permitida
para cada estado, determinando a variancia espacial do gesto. O nimero de estados e
seus parametros foram calculados utilizando k-means dynamic clustering nos dados de
treinamento do gesto, sem informagao temporal (as informagoes espaciais e temporais
dos dados de treinamento sdo primeiro desacopladas). O resultado desse primeiro trei-
namento é utilizado para a segmentacao e alinhamento dos dados. O modelo entao é
treinado com a informacao temporal alinhada e a informagao espacial é atualizada. Esse

procedimento fornece a seqiiéncia de estados final que representa o gesto. Cada seqiién-
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cia de estados ¢ uma MEF reconhecedora de um gesto. Toda essa etapa de treinamento
¢ realizada off-line. Quando um novo vetor de caracteristicas ¢ computado, cada MEF
decide se continua no estado atual ou vai para o préximo estado baseado nos parametros
espaciais e temporais. Quando o estado final é atingido o gesto é considerado reconhe-
cido. Caso o estado final de mais de uma MEF seja atingido ao mesmo tempo, aquele
com a menor distdncia média acumulada é considerado o vencedor. O reconhecimento
é realizado on-line. Essa técnica foi testada com sucesso em gestos como acenar com a
mao esquerda, acenar com a mao direita, desenhar um circulo, desenhar um oito, entre
outros. A complexidade computacional do processamento foi reduzida por meio do ar-
mazenamento do contexto nas MEFs, sendo processados apenas os novos dados a cada
quadro.

Posteriormente, Hong [Hong et al., 2000a] utilizou uma variagdo do algoritmo de
casamento de padroes Knuth-Morris-Pratt(KMP) para acelerar o processamento, con-
siderando o reconhecimento de gestos como um casamento de cadeia de caracteres entre
uma seqiiéncia de dados e a seqiiéncia de estados da MEF.

Davis e Shah [Davis e Shah, 1994b| utilizaram uma méquina de estados finitos para
modelar quatro fases diferentes de um gesto genérico qualitativamente. Se a mao estd
em movimento para a posicao do gesto sdo criadas trajetérias dos dedos usando corres-
pondéncia dos pontos das pontas dos dedos do movimento no plano da imagem. Vetores
sao utilizados entao para aproximar as trajetorias e os gestos desconhecidos sdao casados
com os gestos de uma biblioteca usando esses vetores. Foram reconhecidos sete gestos,
que representam as agoes esquerda, direita, para cima, para baixo, agarrar, girar e parar,
sem a utilizacao de hardware especial.

Siskind e Morris [Siskind e Morris, 1996] propuseram uma metodologia para classi-
ficacdo de eventos visuais utilizando uma abordagem de méxima verossimilhanga. Seu
trabalho se baseou na modelagem das caracteristicas dos perfis de movimentagao, va-
riando ao longo do tempo, de objetos que participam em diferente eventos simples. Os
eventos considerados foram pegar, deixar, empurrar, puxar, soltar e langar (pick up, put
down, push, pull, drop, throw). Em vez de formular légicas detalhadas e modelos geo-
métricos de classes de eventos manualmente, os parametros de um modelo genérico sao
determinados empiricamente a partir dos dados de treinamento. O rastreador utilizado
usa um conjunto de técnicas baseadas em cor e movimento, operando quadro a quadro e
rastreando de maneira independente objetos coloridos e que se movimentam. Cada regiao
identificada no quadro é modelada como uma elipse, abstraindo-se assim dos dados da
imagem. Cada elipse é representada por um vetor de caracteristicas. Entao a partir desse

vetor de caracteristicas adota-se a abordagem de méaxima verossimilhanca para o reco-
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nhecimento de eventos. Utiliza-se técnicas de aprendizado supervisionado para treinar
um modelo gerador para cada classe de eventos a partir de um conjunto de exemplos
de treinamento para cada classe. O modelo gerador obtido é utilizado para classificar
as novas observacoes em classes existentes. Um dos videos do conjunto de treinamento
é escolhido para ser o evento canoénico. Esse video deve conter o mesmo numero de se-
qliéncias de elipses tais quais existem objetos participando no evento. Essas seqiiéncias
sao utilizadas como referéncia para identificar os conjuntos de elipses nas demais seqiién-
cias de treinamento. Os videos foram ajustados manualmente para que o inicio e o fim
do video coincidissem com o inicio e fim do evento e também para que todos os videos
representando o mesmo evento tivessem o mesmo nimero de quadros. O experimento
utilizou um conjunto de 72 videos, sendo 12 para cada gesto. Desses, 6 foram utilizados
para treinamento e 6 para validacao, escolhidos aleatoriamente.

As principais diferengas da abordagem de Siskind e Morris para aquela proposta nesta
dissertacao sao o reconhecimento continuo on-line, sem necessidade da indicacao do inicio
e fim de cada evento e a utilizacdo de Modelos Ocultos de Markov (MOMs, do inglés,
Hidden Markov Models) discretos no lugar dos continuos. O método de rastreamento
utilizado por Siskind e Morris também restringe que os objetos participantes do evento
sejam praticamente os Uinicos na cena e exige pos-processamento para a identificagao dos
objetos que estao em toda a seqiiéncia.

Vogler e Metaxas [Vogler e Metaxas, 1998] apresentaram um arcabougo para o reco-
nhecimento isolado e continuo da linguagem de sinais americana (ASL - American Sign
Language). Os dados foram obtidos por um sistema de rastreamento 3D e apresentados
como entrada para MOMs realizarem o reconhecimento. Trés cAmeras posicionadas or-
togonalmente eram responséveis pela identificacao e rastreamento em 3D. O algoritmo
de rastreamento baseou-se no filtro de Kalman objetivando evitar problemas causados
por oclusdao. Para o treinamento foram utilizados dados de visao computacional e de um
aparato de captura de movimento, devido & grande quantidade de dados necessaria para
treinar os MOMs e o alto custo computacional do sistema de visao. O reconhecimento
continuo é complexo pois as fronteiras entre os gestos individuais nao sdo claras. A
utilizacao de MOMSs permite capturar as variagdes estatisticas tanto na posi¢do quanto
na duracao dos movimentos, bem como a segmentacao dos dados. A identificagdo das
fronteiras entre os simbolos foi realizada utilizando informagoes geométricas e da tra-
jetoria percorrida juntamente com o algoritmo de Viterbi [Viterbi, 1967| para identificar
o inicio de cada gesto. Vogler utilizou a topologia esquerda para direita por acomodar
bem variagoes no comprimento e duragao dos gestos. O numero de estados do modelo

foi determinado experimentalmente. Foi considerado um vocabulério de 53 gestos, utili-
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zando 486 frases, totalizando 2345 sinais. Dessas frases, 389 (80%) foram utilizadas para
treinamento e 97 (20%) para validagao, escolhidas aleatoriamente. O reconhecimento
obteve taxa de acerto de 89,91%.

A abordagem proposta nesta dissertacao difere da de Vogler pois sugere procedimento
para gerar os modelos automaticamente, inclusive determinando o seu numero de estados.
Também nao necessita da informacao de posi¢cdo, pois o rastreamento 3D é complexo.
Além disso, ndo exige segmentagdo para identificar o inicio de cada gesto, sendo essa
identificacdo realizada implicitamente pelo modelo.

Redes Neurais também foram utilizadas no reconhecimento de gestos. Por exemplo,
Yang e Narendra [Yang e Ahuja, 1999] utilizaram redes neurais com atraso de tempo
(TDNN - time-delay neural network) para o reconhecimento de 40 gestos da lingua-
gens de sinais americana (ASL - American Sign Language). TDNN é uma rede neural
multi-camadas feedforward que utiliza atrasos entre as camadas para representar relagoes
temporais entre os eventos no tempo. O sistema se baseou em algoritmos para reconheci-
mento e extracido de padroes de movimento utilizando trajetérias. Foram utilizados 80%
dos dados para treinamento e 20% para validagdo, obtendo taxa de reconhecimento de
96.21% nos dados de validacao.

Este capitulo apresentou os trabalhos relacionados identificando as principais diferen-
cas entre estes e a metodologia proposta neste trabalho. O préximo capitulo apresenta

os conceitos necessarios para o entendimento da metodologia proposta.



Capitulo 3

Conceiltos Preliminares

Este capitulo tem por objetivo introduzir os conceitos necessérios para o entendimento da
metodologia proposta nesta dissertagao. Ele é dividido em trés secoes principais: sistemas
a eventos discretos, cadeias de Markov e MOMs. Os textos das se¢des tem carater apenas
introdutoério sendo recomendadas as referéncias citadas para mais informacoes e detalhes.
As primeiras se¢oes sao breves e a que trata de Hidden Markov Models (Modelos Ocultos
de Markov) é mais detalhada por ser um assunto ainda néo tao disseminado quanto os

demais.

3.1 Sistemas a Eventos Discretos

Um Sistema a Eventos Discretos (SED) deve satisfazer as seguintes condigbes: o espago
de estados deve ser um conjunto discreto e o mecanismo de transicdo entre estados
deve ser dirigido por eventos. Portanto um SED pode ser definido como um sistema de
estados discretos, dirigido por eventos, cuja evolugdo dos estados depende da ocorréncia
de eventos discretos assincronos durante o tempo [Cassandras e Lafortune, 1999].

O comportamento de um SED pode ser modelado por uma linguagem, se considerar-
mos o conjunto de eventos E como o “alfabeto” e as seqiiéncias (finitas) de eventos como
as “palavras”. Um evento pode ser definido como algo que ocorre instantaneamente e que
causa transicoes de um valor de estado para outro.

A utilizagdo de autéomatos é um formalismo para a modelagem de eventos discretos,
assim como a utilizacao de redes de Petri. Ambos os formalismos representam linguagens
utilizando uma estrutura de transicao de estados. A diferenca entre os dois é como eles

representam a informagao do estado.

11
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Figura 3.1: Exemplo de autoémato com trés estados onde X = {0,1,2}, E = {a,b,c},
go = 0 (marcado pela seta) e X,,, = {0,2}.

Um autémato é um dispositivo capaz de representar uma linguagem de acordo com
regras bem definidas. Um autémato deterministico, representado por G, é uma tupla de
seis elementos

GE(X)E)f’FaQOaXm)a (3]-)

onde:
X é o conjunto de estados;
E ¢é o conjunto finito de eventos associados com as transigoes em G}
f: X x E — X éafungao de transigdo; f(z,e) = y significa que ha uma transicao do
estado = para o estado y definida pelo evento e;
I': X — 2% ¢ a funcgdio de eventos ativos (ou factiveis); I'(z) é o conjunto de todos os
eventos e para os quais f(z,e) é definida, denominada conjunto de eventos ativos (ou
factiveis) de G em x;
qo € o estado inicial;
X, € X é o conjunto de estados marcados ou finais.

A Figura 3.1 exemplifica essas defini¢oes.

Se X é um conjunto finito, G é denominado um autémato de estados finitos deter-
ministico (AEFD) . Esse modelo também é conhecido como Generalized Semi-Markov
Scheme (GSMS) .

3.2 Cadeias de Markov

A analise de cadeias de Markov fornece um arcabougo para o estudo de diversos SEDs
de interesse pratico, variando de jogos de azar e do mercado de agoes até o projeto de
sistemas de computadores e redes de comunicacao [Cassandras e Lafortune, 1999].

Considere um sistema que pode ser descrito como estando a qualquer instante em um
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Figura 3.2: Cadeia de Markov com quatro estados (0 a 3).

estado do conjunto de N estados distintos 0,1,---, N — 1, como ilustrado na Figura 3.2,
onde N = 4. Em instantes discretos, uniformemente espacados, o sistema passa por
uma transi¢gdo (possivelmente para o mesmo estado) de acordo com um conjunto de
probabilidades associadas ao estado. Os instantes de tempo associados as transicoes sao
definidos como t = tg,t1, -, e 0 estado no instante t é representado por ¢;. Em geral,
uma descricao completa desse sistema requer a especificacao do estado atual no instante
t, bem como todos os estados predecessores. Para o caso especial de uma cadeia de
Markov discreta de primeira ordem, essa descricao probabilistica é truncada para apenas

o estado atual e seu predecessor, i.e.,
Plg: = Sjlgt—1 = Si, qt—2 = Sk, -] = Plar = Sjlqt—1 = Sil. (3.2)

O processo descrito constitui um modelo de Markov observavel uma vez que a saida
do processo é o conjunto de estados em cada instante de tempo, onde cada estado cor-
responde a um evento observével.

A principal caracteristica das cadeias de Markov é que seu comportamento estocéastico
¢ definido pelas probabilidades de transicio da forma Plgyy1 = 2'|gx = x|, onde z
¢ o estado atual e 2’ é o proximo estado, para todos os valores de x, z’. Dadas essas
probabilidades de transicdo e uma distribuicao para o estado inicial é possivel determinar
a probabilidade de se estar em qualquer estado em qualquer instante.

Uma cadeia de Markov ¢é definida por [Cassandras e Lafortune, 1999]:
1. Um espaco de estados X.
2. A distribui¢ao inicial de probabilidades po(z) = Pqo = z], Vx € X.

3. As probabilidades de transi¢dao p(z/,x) onde x é o estado atual e 2’ ¢ o préximo

estado.
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As probabilidades de transicdo podem ser representadas na forma de uma matriz,

denominada matriz de probabilidades de transicao, A,
A = [a;5(k)], ,7=0,...,N—1 (3.3)

onde a;j(k) é a probabilidade de se atingir o estado j oriundo do estado i no instante k,

formalmente
a;j(k) = Plag+1 = jlar = i]. (3.4)

Como a;;j(k) é uma probabilidade temos 0 < a;;(k) < 1 e 3y, a;;(k) = 1 para qualquer
estado 1.
O funcionamento das cadeias de Markov ficard mais claro quando a metodologia for

apresentada (Secao 4.3).

3.3 Modelos Ocultos de Markov

Modelos Ocultos de Markov (MOMs, do inglés, Hidden Markov Models)' sio um tipo de
modelo estocastico, também conhecidos como fontes de Markov ou funcdes probabilis-
ticas de cadeias de Markov. MOMSs tem sido largamente utilizados ao longo das duas
ultimas décadas para o reconhecimento de padrdes e classificacdo. Com a popularidade,
diversos livros contendo abordagens baseadas na utilizacdo de MOMs foram publicados
em diversas areas como biomedicina [Baldi e Brunak, 1998, Durbin et al., 1998|, onde
sao utilizados, por exemplo, para classificacdo de proteinas em classes, e inteligéncia ar-
tificial [Russell e Norvig, 2002], onde sao utilizados, por exemplo, para o reconhecimento
de fala e gestos.

A teoria bésica foi publicada por Baum et al. entre 1966 e 1972 [Baum e Petrie, 1966,
Baum e Egon, 1967, Baum e Sell, 1968, Baum et al., 1970, Baum, 1972] e foi implemen-
tada para o reconhecimento de fala por diversos autores na década de 1970 como Baker
[Baker, 1975]. Entretanto, a popularizagdo dos MOMs ocorreu somente no inicio da
década de 1980 com a publicacdo de diversos tutoriais.

Por brevidade essa secao serd focada nos trés problemas fundamentais para o projeto
de MOMs, a saber: o célculo da probabilidade de uma seqiiéncia de observagoes dado um
MOM especifico; a determinagao da melhor seqiiéncia de estados do modelo; e o ajuste

dos parametros do modelo de modo a melhor representar as observacoes fornecidas.

0 texto dessa secio ¢ baseado principalmente nas referéncias [Rabiner, 1989, Rabiner e Juang, 1986,
Russell e Norvig, 2002, Young et al., 2005].



3. CONCEITOS PRELIMINARES 15

3.3.1 Motivacao

A limitacao de cada estado corresponder a um evento observavel presente nas cadeias de
Markov e autématos de estados finitos deterministico é muito restritiva para que o modelo
se torne aplicavel a diversos problemas. Nessa secdo o conceito de modelo de Markov é
estendido para considerar os casos em que a observacdo ¢ uma funcao probabilistica do
estado, sendo o modelo resultante um MOM, que é um processo duplamente estocéastico
embutido onde o processo estocastico subjacente ndo é observéavel (é oculto) e pode
somente ser observado por meio de um outro conjunto de processos estocasticos que
produzem a seqiiéncia de observacoes.

Podemos exemplificar modelando o problema do lancamento de uma moeda no qual
ha um quarto com uma barreira (e.g., uma cortina) de modo que ndo é possivel ver
o que ocorre do outro lado, onde uma pessoa esta langando uma moeda (ou diversas
moedas diferentes). Essa pessoa nao ira dizer exatamente o que esta fazendo, apenas
o resultado de cada lancamento. Dessa maneira uma seqiiéncia de lancamentos ocultos
seré realizada, com o resultado consistindo numa série de caras e coroas. Uma seqiiéncia

de observagoes poderia ser, por exemplo:

O = 000109---O7_q (3.5)
= CaCaCoCoCoCaCoCoCa---Ca (3.6)

onde Ca representa cara, C'o representa coroa e 1" é o comprimento da seqiiéncia.

Para construir um MOM para modelar a seqiiéncia de caras e coroas observada de-
vemos primeiro decidir o que os estados do modelo representam e entao quantos estados
o modelo deve ter. Uma possibilidade seria assumir que apenas uma moeda esta sendo
lancada, utilizando um modelo de 2 estados onde cada um desses estados corresponderia
a um dos lados da moeda (i.e., cara ou coroa). Esse modelo é mostrado na Figura 3.3(a).
Nesse caso o modelo de Markov é observavel, sendo portanto um MOM degenerado, e o
dinico parametro necessario para especificar o modelo completamente é a probabilidade
de um dos lados.

Uma outra maneira seria modelar como na Figura 3.3(b) onde sao utilizados também
dois estados, porém cada estado corresponde a uma moeda com probabilidades diferentes
para cara e coroa. Cada estado é caracterizado por uma distribuicdo de probabilidades
de caras e coroas e as transicoes entre os estados sao dadas por uma matriz de transicao.
O mecanismo fisico que determina as transi¢oes entre os estados que sdo ativadas poderia

ser um conjunto de lancamentos independentes ou qualquer outro evento probabilistico.



3. CONCEITOS PRELIMINARES 16

Cara Coroa P(Ca) =P, P(Ca) =P, Estado:__ 0 1 2
P(Co)=1-P,  P(Co)=1-P, P(Ca)y Py P, P,
P(Co): 1-P,1-P, 1-P,

@ (b) ©)

Figura 3.3: Trés possiveis modelos de Markov para o experimento do lancamento de uma
moeda. (a) Modelo de uma moeda. (b) Modelo de duas moedas. (c¢) Modelo de trés
moedas.

Uma terceira maneira de modelar a seqiiéncia de langamentos observada utilizando
um MOM é apresentada na Figura 3.3(c). Nesse modelo sdo consideradas 3 moedas e a
escolha entre as trés é feita baseada em um evento probabilistico.

Dados os trés modelos mostrados na Figura 3.3 para explicar a seqiiéncia de caras e
coroas observada surge uma davida natural: qual deles representa melhor essa seqiiéncia.
O modelo de uma moeda possui apenas um parametro desconhecido; o modelo de duas
moedas possui quatro parametros desconhecidos; e o modelo de trés moedas possui nove
parametros desconhecidos. Com mais graus de liberdade os MOMs maiores seriam nat-
uralmente mais capazes de modelar uma série de lancamentos que os modelos menores.
Apesar disso ser teoricamente verdade, algumas consideragbes praticas impoem fortes
restricdes quanto ao tamanho dos modelos que podem ser utilizados. Além disso, utilizar
o modelo de 3 moedas seria inapropriado no caso de apenas uma moeda estar sendo
lancada uma vez que o evento fisico propriamente dito ndo corresponderia ao modelo

sendo utilizado.
3.3.2 Definicao
Um MOM é caracterizado por:

1. N, o nimero de estados do modelo. Apesar dos estados serem ocultos, para a

maioria das aplicagoes geralmente existe algum significado fisico ligado aos estados



3. CONCEITOS PRELIMINARES 17

ou ao conjunto de estados do modelo. Os estados sdo representados por X =

{0,1,2,---, N — 1}, e o estado no instante ¢ por ¢.

2. M, o numero de simbolos distintos observéaveis por estado (i.e., o tamanho do alfa-
beto). Os simbolos observados correspondem & saida fisica do sistema modelado.
Para o experimento do lancamento da moeda os simbolos sdo simplesmentes cara

e coroa. Os simbolos sdo representados pelo conjunto V' = {wvg, vy, -+, var-1}.

3. A distribuicao de probabilidades de transicdo entre os estados A = {a;;} onde a;;

é a probabilidade de atingir o estado j oriundo do estado ¢, formalmente
aij = Plgy1 = jlae =14,  0<4,j <N. (3.7)

Para o caso especial de qualquer estado poder ser atingido de qualquer outro estado
em uma Unica transi¢ao temos a;; > 0 para todo 7,j e o modelo ¢ denominado

ergddico. Para os demais tipos de MOMSs temos a;; = 0 para um ou mais pares
(4, 7)-
4. A distribuicao probabilistica de observagao dos simbolos nos estados, B = {b;(k)},

onde b;(k) é a probabilidade de se observar o simbolo v;, no estado j, formalmente

bj(k) = P[O: = vglq: = j], 0<j<N
0<k< M.

5. A distribuigdo de estados inicial 7 = {m;}, onde

ﬂi:P[qozi], 0<i<N (3.8)

Dados valores apropriados para N, M, A, B e 1 o MOM pode ser utilizado como

gerador para fornecer uma seqiiéncia de observagoes
O = 0¢0109 - --Op_1 (3.9)

(onde cada observagao Oy é um simbolo de V' e T' é o ntimero de observagoes na seqiiéncia)

como descrito a seguir:

1. Selecione um estado inicial gg = ¢ de acordo com a distribui¢ao de estados inicial

7. Nesse instante t = 0.
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2. Selecione O = v, de acordo com a distribuicdo de probabilidades dos simbolos no
estado i (i.e., b;(k)).

3. Va para o novo estado ¢ry1 = j de acordo com a distribui¢ao de probabilidades de

transicao do estado i (i.e., a;;).
4. t =t + 1; retorne ao item 2 caso t < T', senao termine.

Esse procedimento pode ser utilizado tanto como gerador de observagoes quanto como
modelo para mostrar como uma dada seqiiéncia de observagoes pode ter sido gerada por
um MOM especifico.

A especificagdo completa de um MOM requer portanto a especificacido de dois para-
metros do modelo (N e M), especificagdo dos simbolos observéveis e a especificacao de
trés distribuicdes de probabilidades A, B e w. Por conveniéncia é utilizada a notacgao
compacta

A= (A,B,n) (3.10)

para indicar o conjunto completo de parametros do modelo.

3.3.3 Os trés problemas basicos dos MOMs

Trés problemas bésicos devem ser resolvidos para que o modelo apresentado na subsecao

anterior possa ser aplicado, a saber:

Problema 1: Dada a seqiiéncia de observagoes O = Og0103---Op_1 e 0 modelo A,

como P(O|\) pode ser eficientemente computado?

Problema 2: Dada a seqiiéncia de observacoes O = Og0O103---Op_1 e o modelo A,
como pode ser definida a seqiiéncia de estados @ = qoq1 - - - gr—1 que melhor repre-

senta a seqiiéncia observada, ou seja, que é 6tima em algum sentido.

Problema 3: Dada a seqiiéncia de observacoes O = Og0O103---Op_1 e o modelo A,

como os parametros do modelo podem ser ajustados para maximizar P(O|\)?

O Problema 1 se resume a calcular a probabilidade de uma seqiiéncia ter sido pro-
duzida pelo modelo, dados os parametros do modelo e a seqiiéncia de observacoes. Esse
problema também pode ser visto como identificar como determinado modelo casa com
uma seqiiéncia de observagoes. A solucao deste problema nos permite selecionar entre
diversos modelos possiveis qual melhor representa as observacoes.

O Problema 2 tenta identificar a parte oculta do modelo, i.e., encontrar a seqiiéncia de

estados “correta”. Contudo deve ficar claro que, excetuando-se os modelos degenerados,
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nao hé uma seqiiéncia de estados “correta” a ser encontrada. Em geral é utilizado um
critério de otimalidade para resolver esse problema da melhor maneira possivel. Porém,
existem diversos critérios que podem ser adotados e essa escolha é feita de acordo com a
aplicacao na qual serd utilizada a seqiiéncia de estados utilizada.

O Problema 3 envolve a otimizagdo dos pardmetros do modelo para melhor descrever
uma seqiiéncia de observacoes. A seqiiéncia utilizada para ajustar o modelo é denominada
seqliéncia de treinamento, uma vez que é utilizada para treinar o MOM. Esse problema
em geral é o mais importante, pois permite a adaptacao de modelos para representar
fendmenos reais.

A seguir serd descrita a solugdo para cada um desses problemas.

3.3.4 Solucao para o Problema 1

A maneira direta de calcular a probabilidade da seqiiéncia O = OgO105 --- O7_1 dado o
modelo A = (A, B, 7) seria enumerar todas as seqiiéncias de estados possiveis de tamanho

T (namero de observagoes). Considerando uma seqiiéncia de estados fixa

Q=4qoq1 " qr-1, (3.11)

onde gg € o estado inicial. A probabilidade da seqiiéncia de observacoes O para a seqiién-

cia de estados da Equacao (3.11) é

T-1

POIQ,A) = ] P(Otlar, M), (3.12)
=0

supondo que as observagoes sao estatisticamente independentes. Entao, lembrando que

b;j(k) é a probabilidade de se observar o simbolo vy no estado j, obtemos
P(O[Q, A) = b4y(Oo) - bgy (O1) -+ bgr_, (Or-1)- (3.13)
A probabilidade da seqiiéncia de estados () pode ser escrita como

P(QP‘) = Tqo " Aqoq1 " Aqiqa """ " Aqp_oqr—1- (3'14)

A probabilidade conjunta de O e @Q, ou seja, a probabilidade de O e @ ocorrerem simul-

taneamente, é dada pelo produto dos dois termos acima

P(O,QN) = P(O|Q, ) - P(Q[N) (3.15)
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A probabilidade de O pode ser finalmente obtida somando essa probabilidade conjunta

de todas as possiveis seqiiéncias de estado @, resultando em

P(O]N) = Y P(O[Q,)\) - P(QN)
vQ
= Z (ﬂ-(IObCIO(OO) *Qgoqr bth (01) e atIT—Qt]T—lthT—l (OTfl)) . (3'16)
vQ

A Equagao (3.16) pode ser interpretada da sequinte maneira. No instante inicial
(t = 0) o sistema encontra-se no estado gy com probabilidade 7y, e gerando o simbolo
Op com probabilidade by, (Oy). E entdo feita a transicdo do estado gg para o estado q;
com probabilidade ag,q,, gerando o simbolo O; com probabilidade by, (O1). O processo
continua dessa maneira até que seja feita a tltima transi¢do, no instante 7T'— 1, do estado
gr—2 para o estado gr—1 com a probabilidade ag; .4, , gerando o simbolo Or_; com a
probabilidade by, ,(O7_1).

De acordo com a Equacao (3.16) a cada instante ¢ existem N estados que podem
ser atingidos, ou seja, existem N7 seqiiéncia de estados possiveis. Para cada seqiiéncia
sdo necessarias (27 — 1) multiplicacdes e o somatério delas requer (N7 — 1) adigdes.
Portanto o namero de operagoes necessarias para o céalculo de P(O|\) é da ordem de
O(TNT) sendo computacionalmente invidvel até mesmo para pequenos valores de N e
T (e.g., para N =5 e T = 100 sio necessérias aproximadamente 1072 operacdes).

Felizmente existe um algoritmo mais eficiente para efetuar esse célculo chamado
forward-backward |[Baum e Egon, 1967, Baum e Sell, 1968]. Considerando a variavel di-

reta (do inglés, forward) oy (i) definida como
(i) = P(O = 0901 --- Oy, q = i|N), (3.17)

que representa a probabilidade de observagdo da seqiiéncia parcial O = OgO; - - - Oy
até o instante ¢ e do estado 7 no instante ¢, dado o modelo A. Podemos calcular a;(7)
recursivamente da seguinte maneira:
1) Inicializacao

ap(i) = mbi(Op), 0<i<N (3.18)

2) Recursao

N-1
a1(j) = [Z (Oét(i)aij)] bj(Otr1), 0<t<T-2, 0<j<N (3.19)
i=0
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3) Terminagao

P(OIN) = Z ar—1( (3.20)

O passo 1 inicializa as probabilidades diretas como a probabilidade conjunta do estado
1 e da observagao inicial Og. O passo da recursdo, que pode ser considerado o niicleo do
algoritmo, é calculado considerando que o estado atual pode ser atingido de qualquer um
dos demais N estados, fator que é levado em conta pelo somatoério da Equagao (3.19).
Uma vez que (i) é a probabilidade de que O = OyO; - -- O, sejam observados e o
estado no instante t seja 4, o produto ay(7)a;; ¢ a probalidade de que seja observado
O = 0p01 --- Oy e 0 estado j seja atingido no instante ¢t + 1 a partir do estado i. A soma
desses produtos para todos os possiveis N estados i, 0 < i < N, no instante ¢ resulta na
probabilidade de j no instante ¢ 4+ 1 incluindo todas as observacdes parciais anteriores.
Assim que isso é feito e j é conhecido, fica 6bvio que ay4+1(j) € obtido contabilizando
a probabilidade de ser observado o simbolo O;y1 no estado j, ou seja, multiplicando o
somatorio por b;(O¢41). A Equacdo (3.19) é calculada para todos os estados j,0 < j < N,
para um dado t¢; sendo entdo iterada para t = 0,1,2,---,7 — 2. Finalmente o passo 3
fornece o valor de P(O|\) como a soma da probabilidades direta terminais ap_1(2).

Esse algoritmo requer N(N + 1)(T — 1) + N multiplica¢ées e N(N —1)(T'— 1)+ N
adicoes, realizando portanto da ordem de N2T operacoes (e.g., para N = 5e T = 100 sdo
necessérias aproximadamente 3000 operagoes, uma economia de 69 ordens de magnitude
em relacdo ao método forga bruta apresentado anteriormente).

De maneira similar podemos definir uma variavel reversa (do inglés, backward) (i),
que apesar de nao ser utilizada na solucao do Problema 1 é importante na solucao dos

demais problemas, como

Bi(i) = P(Ot110442 - - Or—1lqr = i, ), (3.21)

que é a probabilidade de observacao da seqiiéncia parcial de t4+1 a T'— 1 dado o estado
i no instante ¢t e o modelo A. Utilizando novamente recursao:
1) Inicializacao

Br-1(i) =1, 0<i< N (3.22)

2) Recursao

Zau (O141)Bi41(5), t=T-2T-3,---,0, 0<i<N (3.23)
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Na inicializacao B7_1(7) é arbitrariamente definido como 1 para todo 7 [Rabiner, 1989].
O passo 2 considera que para que se tenha passado pelo estado ¢ no instante ¢ e para
levar em conta as observacoes do instante ¢ + 1 em diante, devem ser considerados todos
os estados j possiveis no instante ¢ + 1 levando em conta a probabilidade de transigao
de i para j (o termo a;;) bem como a observacao O41 no estado j (o termo bj(O41)).
Entao devem ser levadas em conta as demais observagoes parciais a partir do estado j (o
termo Bi11(7)).

O célculo de B:(i), 0 < t < T, 0 < i < N, também requer da ordem de N2T
operagoes, como pode ser identificado seguindo raciocinio similar ao do célculo anterior.
Eisner [Eisner, 2002| apresentou uma planilha didatica para o aprendizado do algoritmo

forward-backward que mostra todos os seus passos e apresenta os resultados graficamente.

3.3.5 Solucao para o Problema 2

H4 diversas maneiras de resolver o Problema 2 pois, diferentemente do Problema 1, esse
problema, que consiste em encontrar a seqiiéncia de estados 6étima associada a uma dada
seqiiéncia observada, nao possui solucao exata. Diversos critérios podem ser adotados
para identificar o 6timo. Por exemplo, um critério possivel é selecionar os estados g;
que sao individualmente mais provaveis. Esse critério maximiza o nimero esperado de
estados corretos individualmente. Entretanto, pode haver problemas com a seqiiéncia
de estados resultante. Por exemplo, caso o MOM possua transi¢des com probabilidade
zero (a;; = 0 para algum 1, j), a seqiiéncia encontrada como 6tima pode ndo ser uma
seqiiéncia valida.

Uma solucgao possivel é alterar o critério de otimalidade. Por exemplo, poderia ser en-
contrada a seqiiéncia de estados que maximiza o namero de pares de estado (g, g1+1) cor-
retos, ou triplas de estados (g, qi+1, qi+2) corretas, etc. Apesar desses critérios poderem
fazer sentido para algumas aplicagoes, o critério mais utilizado é encontrar a melhor se-
qiiéncia de estados (caminho), ou seja, maximizar P(Q|O,\). Uma técnica formal para
encontrar a melhor seqiiéncia de estados existe, baseada no método da programacao
dinamica, denominada algoritmo de Viterbi [Viterbi, 1967].

Esse algoritmo, apesar de importante no contexto dos MOMs, ndo serd descrito
por nao ter sido utilizado na metodologia proposta nesta dissertacdao. Para deixar
claro a importancia desse algoritmo podemos citar o trabalho de Vogler e Metaxas

[Vogler e Metaxas, 1998], onde o mesmo foi fundamental.
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3.3.6 Solucao para o Problema 3

O terceiro e mais complexo problema consiste em ajustar os parametros do modelo (A, B,
7) de modo a maximizar a probabilidade de determinada seqiiéncia ser observada. Esse
problema nao possui solucao analitica. Dada uma seqiiéncia de observacoes finita para o
treinamento, nao ha maneira 6tima de estimar os parametros do modelo [Rabiner, 1989].
Podemos, entretanto, escolher A = (A, B, ) tal que P(O|\) seja maximizado localmente
utilizando um algotirmo iterativo como o método de Baum-Welch (ou equivalentemente
o EM - Ezpectation-Mazimization), ou utilizar técnicas baseadas no gradiente. Nessa
subsecao serd apresentado um método iterativo para selecionar os parametros do mo-
delo baseado nos trabalhos iniciais de Baum [Baum e Petrie, 1966, Baum e Egon, 1967,
Baum e Sell, 1968, Baum et al., 1970, Baum, 1972], compilado por [Rabiner, 1989].
Para descrever o procedimento de reestimacao (melhoria e atualizagio iterativa) dos
parametros do MOM seré definida &(i,7), a probabilidade de se estar no estado i no

instante ¢ e no estado j no instante ¢ + 1, dado o modelo e a seqiiéncia de observacgoes.

gt(la.]) = P(Qt = i?QH-l = ]’Oa)‘) (324)

Partindo da definigdo das varidveis direta e reversa podemos escrever & (i,j) da

seguinte maneira

.. _ at( )au (Ot+1)ﬁt+1()
51&(17]) - (O‘)\) (325)

_ (i )aw (O1+1)Be+1(5) (3.26)
Yito' il au(8)aijbi(On1) B (7)

onde o numerador é simplesmente P(q = i,q.+1 = j,O|\) e a divisdo por P(O|\) fornece
a probabilidade desejada.

Podemos definir a variavel
V(1) = P(q = i]O, A) (3.27)

que representa a probabilidade de se estar no estado ¢ no instante ¢ dadas a seqiiéncia
de observagdes O e o modelo A. A Equagéo (3.27) pode ser expressada simplesmente em

termos das varidveis direta e reversa da seguinte maneira

@B adB)
"D ="PON T SV a)AG) 5:2%)
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uma vez que (i) leva em conta a seqiiéncia parcial de observagoes O = OpOq --- Oy
e o estado i em t, enquanto (i) leva em conta o restante da seqiiéncia de obser-
vagées O4+10¢42 -+ Op_1, dado o estado i em ¢t. O fator de normalizacdo P(O|\) =
SN ay(i)B,(i) caracteriza 44 (i) como probabilidade de modo que

> (i) =1 (3.29)

Dada a seqiiéncia de observagoes e o modelo, podemos encontrar a relacao entre (%)

e &(7,7) somando todos os possiveis j,

N-1
= > &(i.J) (3.30)
j=0

Se somarmos (i) ao longo do tempo ¢, obteremos uma quantidade que pode ser
interpretada como o ntiimero de vezes que o estado ¢ é visitado ao longo do tempo, ou
seja, o numero de transi¢oes realizadas a partir do estado i (se excluirmos o instante
t =T — 1 da soma). Similarmente, a soma de &(i,j) de t = 0 at =T — 2 pode ser
interpretada como o numero esperado de transicoes do estado ¢ para o estado j. Entao

temos

Z (i) = namero de transi¢oes esperado de i (3.31)
T—2
&(i,j) = numero de transi¢oes esperado de i para j (3.32)
t=0

Utilizando as formulas acima (e o conceito de contar ocorréncias de eventos) podemos

obter um método para reestimar os parametros de um MOM. Para reestimar 7, A e B

temos
7; = nuamero esperado de vezes no estado ¢ no instante (¢t = 0) = vo(¢)
_ nimero de transicoes esperado de ¢ para j
G —
Y nimero de transicoes esperado de
T—2¢ (; -
_ PO ft(l J)
Yo ()
(k) numero esperado de vezes no estado j observando o simbolo vy
j =

numero esperado de vezes no estado j
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Zt oot vk Y(4)
Yo 1e(d)

Considerando o modelo atual A = (A, B, ), e utilizando-o para computar o lado
direito das equagdes acima, encontramos o modelo reestimado A = (4, B, 7). Foi provado
por Baum e Sell [Baum e Sell, 1968| que ou o modelo inicial A define um ponto critico
na verossimilhanca e A\ = X ou o modelo reestimado apresenta verossimilhanca maior e
P(O|X) > P(O|)), ou seja, o modelo reestimado tem maior probabilidade de produzir a
seqiliéncia O.

Dessa maneira podemos utilizar essas equacoes iterativamente para aumentar a pro-
babilidade de O ser observado pelo modelo até atingir o limite. O resultado final desse
procedimento ¢ denominado estimativa de méxima verossimilhanca (mazimum likelihood
estimate) do MOM.

Este capitulo apresentou as principais caracteristicas das cadeias de Markov e MOMs,
que sao os sistemas a eventos discretos utilizados na metodologia proposta nesta disser-

tacdo. Esta metodologia serd apresentada no préximo capitulo.



Capitulo 4
Metodologia

A metodologia proposta nesta dissertacio se baseia na utilizacao de algoritmos de visao
computacional amplamente conhecidos e utilizados e ferramentas estocésticas de reconhe-
cimento de linguagens sensiveis ao contexto. Cada comando é subdividido em simbolos
simples, mais faceis de serem reconhecidos por algoritmos de visdo computacional do que
um tnico simbolo complexo. E utilizado um sistema a eventos discretos para interpre-
tar entdo a seqiiéncia de simbolos. Com o objetivo de simplificar o sistema de visao e
tornar o reconhecimento mais robusto foram considerados apenas gestos simples, como
movimentos nas diversas direcoes.

O sistema considerado é apresentado na Figura 4.1 sendo composto pelo mdédulo
de Aquisicao de Imagens, Sistema de Visao Computacional e pelo Sistema a Eventos
Discretos. Os modulos do sistema tem entradas e saidas bem definidas, como pode ser

observado. Esses moédulos serao descritos nas proximas segoes.

4.1 Sistema de Visao Computacional

O sistema de visdao computacional é responséavel por processar cada quadro adquirido

pela camera fornecendo o vetor deslocamento correspondente ao movimento do objeto

Sistema a Eventos Discretos

. ! vetor Processamento
Aquisicdo | . Sistema de o .
imagem X deslocamento| | e Classificagdo [ simbolo, | ! comando
da > Visao P »1 Reconhecimento P>
. do Vetor
Imagem Computacional

Deslocamento

Figura 4.1: Diagrama de blocos do sistema utilizado.

26
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Imagem

A

Pré-Processamento

v

Identificag&o dos blobs

v

Identificacé@o / Rastreamento do Objeto

v

Calculo do Vetor Deslocamento

Sistema de Visdo Computacional

\ 4
Vetor Deslocamento

Figura 4.2: Sistema de Visao Computacional - diagrama de blocos.

de interesse na cena, permitindo assim a identificacao da trajetoria do gesto. O sistema
projetado foi o mais simples possivel que permitisse a realizagao desse trabalho, uma vez
que o foco do estudo é o processamento das informacoes e ndo a aquisicao das informacoes
em si.

O sistema de visdo é baseado na segmentacdo por cor, assim como diversos sis-
temas utilizados no reconhecimento de gestos como, por exemplo, [Hong et al., 2000a,
Davis e Shah, 1994a, Siskind e Morris, 1996]. O funcionamento do sistema de visao é
apresentado na Figura 4.2 e cada um dos sub-moédulos serd descrito nas subsecoes a
seguir. A entrada do sistema é a imagem adquirida de tamanho w x h onde w é a largura
e h a altura, ambos em pixels. A saida do sistema é o vetor deslocamento do objeto
rastreado, que indica o gesto que estd sendo realizado.

O objetivo principal do sistema foi a robustez, embora erros na identificagao possam

ser corretamente tratados pelo processamento do moédulo a eventos discretos.

4.1.1 Pré-Processamento

A imagem é pré-processada visando minimizar os ruidos de alta freqiiéncia e também
tornar as cores do objeto rastreado um pouco mais uniformes para facilitar a sua identi-

ficacdo. Foram executados dois passos:

1. Conversao do formato RGB para HSV.
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2. Borramento Gaussiano (Gaussian blur) utilizando um kernel de tamanho cinco,

tamanho comumente usado na literatura.

A utilizacao do formato HSV permite uma melhor segmentacao por cor, uma vez que
a informacao de cor é separada da informacao de sua intensidade. A conversdo do espaco
de cores RGB para HSV exige que calculos de complexidade constante sejam realizados
para converter cada pixel, tendo portanto complexidade O(w x h) [Fairchild, 2005].

O borramento Gaussiano exige que o kernel seja convolvido com a imagem. Como
0 nosso kernel tem tamanho constante podemos considerar que a complexidade desta

operacao também é O(w X h).

4.1.2 Identificacao dos blobs

Os blobs sao identificados pela cor, representada pelas coordenadas H e S do espago de
cores HSV e uma tolerancia, que é independente para o valor de H e de S. Caso a diferenca
entre os valores do pixel da imagem em questdo e a cor passada como pardmetro sejam
menores que a tolerancia o pixel faz parte de um blob. Para identificar a cor bastaria
o parametro H, porém para evitar que regides muito claras ou muito escuras sejam
identificadas, como por exemplo um verde com pouca ou muita saturacao, o parametros
S também foi considerado de modo a eliminar os valores muito baixos e muito altos.

Os blobs encontrados sdo entao rotulados, identificando assim os componentes conec-
tados. Para essa tarefa é utilizado o algoritmo de coloragao de blobs apresentado em
[Ballard e Brown, 1982 onde cada pixel da imagem é visitado somente uma vez. O cen-
tro de massa e o tamanho de cada blob, ou seja, sua area, também sao calculados durante

a identificacao. A complexidade dessa etapa é da ordem de O(w x h).

4.1.3 Identificacdo/Rastreamento do objeto

Para o primeiro quadro de uma seqiiéncia, o objeto de interesse é considerado o blob de
maior area. Para os demais quadros, é feito o rastreamento desse blob utilizando um
algoritmo simples do tipo preditor-corretor linear. O proximo centro de massa é previsto
considerando a velocidade de deslocamento constante, ou seja, que o vetor deslocamento
entre o quadro atual e o anterior serd igual aquele entre o quadro anterior e o anterior a
ele. A area identificada como o objeto a ser rastreado é selecionada baseada na area do
blob e proximidade da localizacdo esperada. A utilizacdo desses dois parametros torna
o algoritmo de rastreamento robusto. O peso de cada um foi quantificado da seguinte
maneira, o peso de cada blob é dado pela sua &rea menos duas vezes a distdncia da

localizagao esperada (area — 2 x dist(centro, centroPrevisto)).
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Para o céalculo da complexidade desse passo iremos considerar o pior caso, apesar de
improvavel, no qual sdo identificados w x h componentes conectados. Todos eles serao
avaliados de acordo com o critério descrito acima, cujos calculos podem ser realizados
em tempo constante, resultando em uma complexidade de O(w X h) para esse passo no
pior caso. Porém o tempo de execugdo esperado é bem menor.

Caso o objeto nao seja identificado em algum quadro é utilizada a parte preditiva do
algoritmo de rastreamento para tentar localiza-lo no préximo quadro, a parte corretiva
somente ¢é utilizada quando o objeto é localizado. Isso permite robustez ante quadros
em que o objeto nao é identificado, pois possibilita uma melhor predicdo nos quadros
posteriores independentemente da identificacdo no quadro atual, tratando assim oclusoes.

O algoritmo de rastreamento também considera a aceleragao, que é calculada como a
diferenca dos vetores deslocamento entre o quadro sendo processado e o anterior. Caso o
comprimento do vetor aceleracao seja maior que o limiar definido, o vetor deslocamento
calculado sera ignorado, nao sendo computado. Essa medida leva em conta as limitagoes

fisicas para a aceleragdo do objeto tornando ainda mais robusto o algoritmo.

4.1.4 Calculo do vetor deslocamento

Caso o centro de massa calculado seja considerado valido de acordo com as condicOes
descritas na subsecao anterior o vetor deslocamento é calculado e transmitido para o
modulo do sistema a eventos discretos para ser processado. O vetor deslocamento consiste
na diferenca entre o centro de massa do blob selecionado no quadro anterior e o centro de
massa do blob selecionado no quadro atual. Apos a identificacdo do blob no passo anterior
¢ feita a subtracao de seu centro de massa do centro de massa do blob identificado no

quadro anterior (que foi armazenado), operacao de ordem de complexidade O(1).

4.1.5 Consideragoes sobre a ordem de complexidade

Somando a complexidade de todos os passos do nosso sistema de visdo computacional
temos que a ordem de complexidade do processamento realizado por esse sistema é linear

no tamanho da imagem O(w X h).

4.2 MaAaquina de Estados Finitos

A principio uma méaquina de estados finitos (MEF) simples pode ser utilizada para o
reconhecimento de gestos. De maneira intuitiva podemos mapear um conjunto de gestos

em uma MEF considerando os gestos como eventos, responsaveis pelas transigdes. Dessa
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Figura 4.3: MEF que reconhece o gesto direita (d).

Figura 4.4: MEF que reconhece a seqiiéncia de gestos direita (d) e para cima (c).

maneira, considerando os gestos direita (d), esquerda (e), para cima (c) e para baizo (b)
como o alfabeto, uma MEF para reconhecer o gesto direita (d) poderia ser construida
como na Figura 4.3. A transicao do estado 0 para o estado 1 seria ativada pelo evento
direita, todos os demais eventos iriam manter a MEF no estado 0. No estado 1 apenas o
evento direita faz com que a MEF permaneca nesse estado, todos os demais fazem com
que a MEF retorne para o estado 0.

Essa méaquina pode ser estendida para reconhecer a seqiiéncia de dois gestos, como
mostrado na Figura 4.4. Neste caso, a MEF segue os mesmos principios da descrita
anteriormente, porém para a seqiiéncia de gestos direita e para cima. Adicionando mais
um gesto obtemos a méquina apresentada na Figura 4.5 que reconhece a seqiiéncia de
gestos direita, para cima e esquerda.

Seguindo essa metodologia de construcao teremos uma MEF distinta para cada se-
qliéncia a ser reconhecida, sendo possivel construir MEFs para reconhecer quaisquer

seqiiéncias de gestos. O nimero de estados de cada MEF é dado por
N = (namero de gestos) + 1. (4.1)

Analisando esse modelo podemos ver que qualquer erro na identificagdo de um gesto

fard com que o reconhecimento nao tenha sucesso. Esse fator nos levou em busca de
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Figura 4.5: MEF que reconhece a seqiiéncia direita (d), para cima (c) e esquerda (e).

alternativas estocésticas, que serdo apresentadas nas proximas segoes.

4.3 Cadeias de Markov

A utilizagdo de cadeias de Markov visa adicionar as vantagens de um sistema estocastico a
metodologia apresentada na secdo anterior. Uma cadeia de Markov pode ser construida
para cada comando a ser reconhecido de maneira similar as MEFs da Secao 4.2. Um
exemplo de cadeia de Markov é apresentado na Figura 4.6. A probabilidade das tran-
sicoes a cada instante é determinada dinamicamente de acordo com o angulo do vetor
deslocamento identificado pelo sistema de visdo computacional. Os gestos considerados
(alfabeto) sao direita (d), para cima (c), esquerda (e) e para baizo (b). A cada quadro
sao calculadas probabilidades de ocorréncia para cada um dos gestos, de acordo com o
vetor deslocamento fornecido pelo sistema de visdo computacional (Segao 4.1). Essas
probabilidades atualizam a probabilidade de cada estado da cadeia de Markov e, caso a
probabilidade do ultimo estado da cadeia atinja um certo limiar o comando é considerado
identificado.

Num primeiro instante considerou-se calcular essas probabilidades a partir do seno e
cosseno do vetor, levando-se em conta apenas o seu angulo, desde que seu comprimento
fosse maior que um limiar pré-estabelecido. Esta técnica implica em sempre haver duas
probabilidades maiores ou iguais a zero e pelo menos duas iguais a zero, para o caso de
um alfabeto de quatro gestos. Essas probabilidades iguais a zero sao consideradas destru-
tivas para o sistema, pois levam a probabilidade dos estados da cadeia para zero, o que
implica que uma identificacdo errada pode invalidar toda uma seqiiéncia. Dessa maneira

é preferivel utilizar inferéncia bayesiana [Berger, 1993| para resolver esse problema.



4. METODOLOGIA 32

@.ﬂh«
S

P(c)+P(e)+P(b)

Figura 4.6: Cadeia de Markov que reconhece a seqiiéncia direita, para cima, esquerda.
A probabilidade de cada transicao a;; ¢ calculada a partir das probabilidades de cada
gesto.

As subsegoes seguintes irao apresentar a formulagdo matemética e detalhar como é

realizado o processamento continuo.

4.3.1 Formulacao

O estado atual da cadeia de Markov é representado por um vetor de tamanho N, onde
N é o niimero de estados da cadeia. Cada elemento do vetor armazena a probabilidade
atual do sistema estar no estado correspondente. Para obter as probabilidades de cada
estado no instante seguinte basta multiplicar a matriz de probabilidades de transicao A

(Segao 3.2) pelo vetor do estado atual, como mostra a Equacao (4.2).
Plgi+1 = 0] ao(k) -+ aon-1(k) Plg; = 0]
: = : : X : (4.2)
Plgt41 =N —1] an-10(k) - an-1n-1(k) Plgt = N —1]

4.3.2 Processamento

O algoritmo utilizado processa os quadros seqiiencialmente executando os seguintes pas-

S0S:

1. Validagao: valida se o vetor deslocamento deve ser processado de acordo com o seu

comprimento. Vetores menores que um limiar definido sao descartados.

2. Obtengao das probabilidades de cada gesto: sdao obtidas probabilidade para cada
um dos gestos de acordo com a orientacao e comprimento do vetor deslocamento,

construindo a matriz de probabilidades de transicao A.
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3. Atualizagdo das probabilidades: Cada estado, de cada cadeia, possui uma proba-

bilidade que é atualizada a cada quadro de acordo com a Equagao (4.2).

4. Verificacao do comando identificado: caso o ultimo estado de algum dos autématos
atinja probabilidade maior que o limiar definido (P[g;41 = N — 1] > limiar) o
comando ¢é considerado identificado e a respectiva acao deve ser tomada. Nesse

caso a probabilidade de todos os autématos é reinicializada.

Cada cadeia de Markov ¢ construida de acordo com o comando a ser reconhecido,
sendo que & medida que o estado mais provavel se torna o mais a direita o reconhecimento
do comando se torna mais préximo.

As cadeias de Markov ndo modelam a duragao de cada gesto. Apesar de permitirem
a repeticdo do mesmo gesto por meio da transicao de um estado para ele mesmo, nao
é exigida uma duragdo minima de cada gesto, podendo cada gesto estar presente em
apenas um quadro e o comando ser considerado identificado. Isso torna o sistema mais
susceptivel a erros (falsos positivos), uma vez que uma determinada seqiiéncia de ruidos
pode até ser considerada um comando. Esse problema nos motivou a buscar um modelo
que considerasse uma dura¢do minima que pudesse ser aprendida por meio de treinamento
e que fosse robusto a variacoes nessa duracdo. A proxima secdo descreve como MOMs

podem ser utilizados para atingir tal objetivo.

4.4 Modelos Ocultos de Markov

Antes da utilizacao para o reconhecimento, os MOMs exigem uma fase de treinamento.
A principio os MOMs poderiam ser treinados de duas maneiras distintas para o reco-
nhecimento de gestos: treinamento do comando completo e treinamento de cada gesto
independente. Neste trabalho propoe-se o treinamento de cada gesto independente e as
préoximas subsecoes detalham essa escolha. Todas as demais etapas sao comuns indepen-
dentemente da maneira de treinamento. A proxima subsecdo ird descrever as caracteris-
ticas comuns das duas abordagens e as subse¢Oes seguintes apresentarao as especifidades
de cada uma delas.

Como descrito anteriormente o médulo do sistema a eventos discretos tém como

entrada o vetor deslocamento do gesto, sendo esse portanto o evento observado dos
MOMs.
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4.4.1 Formulacao

Como descrito na Secgao 3.3.2 um MOM ¢é definido pelo niumero de estados N, ntmero
de simbolos observaveis em cada estado M, a matriz de probabilidades de transicao A,
a matriz de probabilidades de observacdao dos simbolos nos estados B e a distribuicao

inicial 7. Esses parametros sao definidos da seguinte maneira nesse trabalho:

N : o numero de estados é definido de acordo com o tamanho das seqiiéncias utilizadas
para treinamento. O valor de N é o minimo entre a metade do tamanho médio
das seqiiéncias e o tamanho da menor seqiiéncia, dessa maneira nao ha seqiiéncia
com menos elementos que o nimero de estados e o tempo médio esperado em cada

estado é dois;

M : o numero de simbolos é definido a partir da classificagdo do d4ngulo do vetor deslo-

camento em intervalos. A opc¢ao por utilizar intervalos serd explicada a seguir.

A : a matriz de probabilidades de transicao é definida pelo treinamento, sendo iniciali-
zada de acordo com a topologia selecionada. A inicializagao é realizada distribuindo

igualmente as probabilidades entre as transigoes validas.

B : a matriz de probabilidades de observagao dos simbolos nos estados é definida no
treinamento, sendo inicializada de forma homogénea b;(k) = %, 0 <j <N,
0<k<M.

7w : O estado inicial do MOM é sempre o primeiro, de modo que mgp =1 e m; =0, Vi # 0.
Essa caracteristica é fruto da topologia selecionada que serd descrita ainda nesta

secao.

Para reduzir o numero de elementos do alfabeto, os &ngulos sdo agrupados em in-
tervalos. Desse modo a quantidade de eventos possiveis é reduzida e o sistema torna-se
mais robusto, uma vez que a utilizagao direta dos adngulos tornaria o sistema muito mais
sensivel e exigiria uma quantidade muito maior de dados para treinamento. Caso fosse
considerado apenas o angulo (inteiro) do vetor terfamos 360 simbolos, o que resultaria em
uma probabilidade média de aproximadamente 2,8 x 10~3 para cada simbolo, ja com oito
simbolos esse valor sobe para 1,25 x 10~!. Os intervalos considerados sdo apresentados
na Figura 4.7.

A topologia proposta é a esquerda para direita sem omissoes (left right with no
skips), apresentada na Figura 4.8, dado que a mesma j4 foi utilizada com sucesso tanto

no reconhecimento de gestos [Siskind e Morris, 1996, Vogler e Metaxas, 1998| quanto no
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Figura 4.7: Classificacao dos angulos de deslocamento em intervalos. Por exemplo, os
angulos entre 7/8 e 37/8 correspondem ao intervalo 1.

Figura 4.8: Topologia esquerda para direita sem omissoes (left right with no skips).

de fala [Rabiner e Juang, 1986, Young et al., 2005]. De acordo com Siskind e Morris
[Siskind e Morris, 1996] modelos nao ergodicos generalizam muito melhor para novas ob-
servacoes. Contudo deve ser considerado que a metodologia descrita é independente da
topologia do MOM.

O numero de estados é escolhido de forma a maximizar o poder de generalizaciao
do modelo. Considerando T},;, o tamanho da menor seqiiéncia de treinamento e Tg,,4
o tamanho médio das seqiiéncias de treinamento, o numero de estados do modelo foi

calculado da seguinte maneira

. TG/U
N = min (Tmn -5 2. (4.3)
Dessa maneira, em média, teriamos duas vezes mais estados que observagoes. O tamanho
minimo deve ser considerado para que nao tenhamos um modelo com mais estados que

observagoes, o que impediria o reconhecimento dessa seqiiéncia devido & metologia uti-
lizada (vide Secao 4.4.3).

4.4.2 Treinamento e Preparagao

A preparagao do sistema para o processamento de quadros e reconhecimento de gestos se
inicia com a configuragdo dos comandos que deverao ser reconhecidos e o treinamento dos

MODMs para o reconhecimento de cada um deles. Para cada comando é criado um MOM
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distinto. A metodologia de treinamento sera descrita detalhadamente nas subsegdes
posteriores para os casos de treinamento independente para cada gesto e treinamento
do comando completo. A fungdo do treinamento dos MOMs é ajustar os parametros do
modelo para o reconhecimento de determinada(s) seqiiéncia(s). Os parametros A e B

sao ajustados de acordo com as seqiiéncias de observacoes utilizadas para treinamento.

4.4.3 Processamento

A cada quadro um novo simbolo ¢é gerado (pode ser que alguns quadros ndo gerem evento)
e este deve ser processado pelos MOMs responsaveis pelo reconhecimento juntamente
com simbolos gerados anteriormente que fazem parte desse comando. Porém, identificar o
inicio de um comando é uma tarefa dificil e portanto sao determinados tamanhos minimo,
Tinin, € maximo, Th,., para as seqiiéncias a serem consideradas. Esses tamanhos sao
definidos na fase de treinamento como os tamanhos minimo e méximo das seqiiéncias
utilizadas para treinamento do modelo.

A medida que cada simbolo é gerado, o mesmo é armazenado em um buffer que é
gerenciado da seguinte maneira: cada simbolo gerado (por um quadro) é armazenado no
buffer, caso o tamanho do buffer seja maior que o tamanho maximo (Z},4,) 0 primeiro
gesto armazenado é descartado. No caso do reconhecimento de algum comando o buffer
é esvaziado por completo, evitando assim que um tnico gesto do usudrio possa fazer
parte de mais de um comando. A cada instante todas as seqiiéncias de tamanho maior
ou igual a T}, até o tamanho do buffer, terminadas no ultimo simbolo, sdo processadas.
A Tabela 4.1 exemplica o funcionamento do buffer.

Podemos entao descrever os passos realizados para o reconhecimento de gestos pelos
MOMs:

1. O sfimbolo recebido é identificado e armazenado no buffer.

2. As seqiiéncias do buffer terminadas no ultimo simbolo e maiores que Tynin sdo

avaliadas por todos os MOMs.

3. Caso um ou mais MOMs indiquem verossimilhanga maior que o limiar para qual-
quer seqiiéncia significa que um comando foi identificado nesse quadro. O comando

de maior verossimilhanca é considerado o identificado.
4. Caso tenha sido identificado algum comando nesse quadro o buffer é esvaziado.

Dado o modelo, a probabilidade de uma seqiiéncia de observagoes ser reconhecida

é calculada utilizando procedimento similar ao descrito na Se¢do 3.3.4, sendo também
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) contetido seqiiéncias houve comando
quadro | simbolo do buffer processadas identificado?
1 4 4 0 nao
2 4 44 0 nao
3 4 444 0 nao
4 3 4443 {4443} nao
5 2 44432 {4432, 44432} nao
6 2 444322 {4322, 44322, 444322} nao
7 1 443221 {3221, 43221, 443221} sim
8 0 0 0 nao
9 0 00 0 nao

Tabela 4.1: Exemplo de comportamento do buffer considerando um tamanho minimo de
seqliéncia de 4 e méximo de 6. Para cada quadro é apresentado o simbolo identificado, o
conteudo do buffer, o conjunto de seqiiéncias processadas pelo MOM e se houve ou nao
algum comando identificado nesse quadro.

baseado no algoritmo forward-backward. A diferenca é que apenas a probabilidade de
gerar o modelo terminando no ultimo estado é considerada. Assim, em vez de utilizar a

Equagao (3.20) a probabilidade de reconhecimento considerada é dada por
P(O,qT_l =N — 1‘)\) = aT_l(N - 1), (44)

sendo que se o valor de ap_1(N — 1) for maior que o limiar considerado o gesto sera
considerado reconhecido.

Essa alteracao torna o reconhecimento mais robusto, exigindo que apenas seqiiéncias
inteiramente parecidas com as de treinamento sejam consideradas reconhecidas. Consi-
derando por exemplo que um MOM foi treinado com a seqiiéncia O; = 012345, caso o
procedimento usual fosse utilizado o MOM reconheceria seqiiéncias como por exemplo
02 = 000000 ou O3 = 011111, porém a Equacao (4.4) faz com que essas seqiiéncias sejam

rejeitadas.

4.4.4 Treinamento do MOM com o Comando Completo

O treinamento do MOM com o comando completo é o treinamento direto das observacoes
do comando. A partir de um conjunto de execugoes do comando o MOM é treinado. Ele
¢ mais simples, porém possui algumas desvantagens em relagdo ao treinamento indepen-

dente de cada gesto, que serao apresentadas na proxima segao.
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Figura 4.9: MOM do tipo esquerda para direita sem omissoes (left right with no skips) de
dois estados.

4.4.5 Treinamento Independente de Cada Gesto

O treinamento de um MOM para cada gesto independente reduz a quantidade de dados
necessarios para treinamento e permite a generalizacdo para a construcao de comandos
utilizando qualquer combinagdo de gestos treinados. Pode ser reconhecido qualquer co-
mando que possa ser construido concatenando os MOMs dos gestos individuais treinados.
O treinamento de um MOM diretamente para cada comando exige que o comando a ser
treinado seja repetido varias vezes, o que pode resultar em uma massa significativa de
dados, uma vez que cada comando é composto por diversos gestos. Além disso, o treina-
mento por comando também dificulta a generalizagdo, uma vez que torna-se necessario
realizar todo o processo de treinamento para cada novo comando.

A metodologia utilizada serd apresentada por meio de um exemplo. Um MOM serd
construido e treinado para reconhecer uma seqiiéncia de gestos (palavra) simples. O
exemplo serd realizado utilizando um modelo reduzido para facilitar o entendimento e
a apresentacao do mesmo, entretanto ele deve ser entendido como sendo diretamente
aplicavel a modelos complexos, demonstrando o poder dos MOMs.

O primeiro passo é o treinamento individual de um MOM para cada um dos gestos,
como serda mostrado a seguir. Esses MOMSs serao posteriormente concatenados formando
um tnico MOM capaz de reconhecer um comando definido por uma seqiiéncia de gestos.
Esse inico MOM formado pela concatenagado requer uma nova fase de treinamento, ainda
assim o treinamento individual é importante pois devemos considerar que o método de
reestimacao dos parametros fornece valores correspondentes a um méximo local, e jé foi
comprovado que uma boa estimativa inicial para os pardmetros pode ter uma grande
influéncia no resultado final [Rabiner, 1989].

Inicialmente o modelo do tipo esquerda para direita sem omissoes (left right with no
skips) apresentado na Figura 4.9 seré treinado para reconhecer o gesto direita utilizando
as seqiiéncias de treinamento da Tabela 4.2, que contém vérias possiveis seqiiéncias ob-
servadas do gesto direita (cada observagao correponde a um intervalo na Figura 4.7). O

namero de estados foi definido utilizando a Equacao (4.3).
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L O |
0100
0011
7007
7010
1101
1077
7700
0701
0077

Tabela 4.2: Seqiiéncias de observagdes utilizadas no treinamento do MOM para o reco-
nhecimento do gesto direita.

Consideraremos para os nossos MOMs o seguinte estado inicial (Secao 4.4.1):

A <05 Q5) (4.5)

0,0 1,0

5 _ (0125 0125 0125 0125 0125 0125 0,125 0125 (46)
~ 0125 0,125 0,125 0,125 0,125 0,125 0,125 0,125 '

= (1,0 0,0) (4.7)

Apo6s o treinamento com as seqiiéncias apresentadas na Tabela 4.2 utilizando o algo-
ritmo de treinamento implementado pela biblioteca GHMM [Schliep et al., 2005] obtemos
o conjunto de parametros apresentado a seguir, sendo que o valor de 7 nao é afetado pelo

procedimento de treinamento.

0,61 0,39
A = (4.8)
0,00 1,00

B ( 0,48 0,20 0,00 0,00 0,00 0,00 0,00 0,32 )

4.9
0,46 0,31 0,00 0,00 0,00 0,00 0,00 0,23 (4.9

Esse modelo é capaz de gerar as seqiiéncias utilizadas para treinamento com proba-
bilidades em torno de 1,0 a 4,0 x 1072 enquanto para o modelo original esse valor era
aproximadamente 8,0 x 1074,

Procedimento similar foi executado para os gestos para cima e esquerda conside-

rando as seqiiéncias de treinamento apresentadas, respectivamente, na Tabela 4.3 e na



4. METODOLOGIA 40

1122
1231
3322
2323
3213
2121
2123
1312
1121

Tabela 4.3: Seqiiéncias de observagoes utilizadas no treinamento do MOM para reconhe-
cimento do gesto para cima.

Tabela 4.4. Para o MOM do gesto para cima foram obtidos os pardmetros

0,58 0,42
A= (70 (4.10)
0,00 1,00

0,00 0,43 0,34 0,23 0,00 0,00 0,00 0,00
= ( ) (4.11)

0,00 0,29 0,44 0,27 0,00 0,00 0,00 0,00

enquanto para o gesto esquerda foram obtidos os parametros

0,84 0,16
A = ’ ’ (4.12)
0,00 1,00

0,00 0,00 0,00 0,37 0,26 0,37 0,00 0,00
B — ( ) Y Y ) Y Y ) Y ) (413)

0,00 0,00 0,00 0,01 0,73 0,26 0,00 0,00

Supondo agora que temos um comando composto pelos gestos direita, para cima e
esquerda, podemos simplesmente concatenar os MOMs dos gestos treinados individual-
mente para criar um MOM capaz de reconhecer este comando. Para essa uniao dos MOMs
poderia ser utilizando um tipo de estado conhecido como nao-emissor [Young et al., 2005]
ou silencioso [Schliep et al., 2005] que possui a caracteristica de nao gerar evento, ou seja,
nesse estado nenhum simbolo é observado. Porém, por simplicidade e devido & falta de
suporte da biblioteca utilizada a este tipo de estado, optou-se por apenas concatenar os
MODMs unindo o tltimo estado de um ao primeiro estado de outro.

Dessa maneira a topologia do MOM se torna a da Figura 4.10 consistindo de trés
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3444

3454

0544

3333

4453

5345

4455

29003

Tabela 4.4: Seqiiéncias de observagoes utilizadas no treinamento do MOM para reconhe-

cimento do gesto esquerda.

Figura 4.10: MOM com seis estados, resultante da unido dos trés MOMs de dois estados

treinados.

MOMs como o da Figura 4.9 conectados.

0,61
0,00
0,00
0,00
0,00
0,00
0,48
0,46
0,00
0,00
0,00
0,00

0,39
0,50
0,00
0,00
0,00
0,00

0,20
0,31
0,43
0,29
0,00
0,00

0,00
0,50
0,58
0,00
0,00
0,00

0,00
0,00
0,34
0,44
0,00
0,00

0,00
0,00
0,42
0,50
0,00
0,00

0,00
0,00
0,23
0,27
0,37
0,01

0,00
0,00
0,00
0,50
0,84
0,00

0,00
0,00
0,00
0,00
0,26
0,73

0,00
0,00
0,00
0,00
0,16
1,00

0,00
0,00
0,00
0,00
0,37
0,26

0,00
0,00
0,00
0,00
0,00
0,00

As matrizes de parametros se tornam

0,32
0,23
0,00
0,00
0,00
0,00

(4.14)

(4.15)

A unido dos MOMs treinados para o reconhecimento de gestos requer que sejam

atribuidas probabilidades as transi¢oes de conexao, que automaticamente definem a pro-

babilidade de permanéncia no ultimo estado de cada MOM individual. Foram seleciona-
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dos empiricamente os valores de 0,50 e 0,50', como pode ser visto nos elementos a1,
a1z, ass e agy da matriz A (Equagdo (4.14)). Para ajustar essas probabilidades da matriz
é realizado um novo treinamento, dessa vez para o MOM composto. Esse treinamento
¢ realizado com o produto cartesiano das observacdes de cada gesto, concatenando as
seqiiéncias de treinamento individuais, processo que resulta em um conjunto de dados
considerével.

O treinamento em conjunto dos trés MOMs é utilizado também para evitar um pro-
blema do reconhecimento continuo, que sao os efeitos da coarticulagdo. A coarticulagao,
identificada inicialmente nos sistemas de reconhecimento de fala, implica que a prontincia
de uma palavra é influenciada pelas predecessoras e seguintes, aplicando-se analogamente
para o reconhecimento continuo de gestos [Vogler e Metaxas, 1998], ou seja, a execucao
de um gesto é influenciada pelos gestos predecessores e posteriores. Ao alterar os pa-
rametros dessa conexdao os MOMs se tornam dependentes do contexto, uma vez que os
valores das transicoes do seu ultimo estado sao alterados.

Apos essa segunda etapa de treinamento as matrizes de pardmetros resultantes foram

0,51 0,49 0,00 0,00 0,00 0,00

0,00 0,48 0,52 0,00 0,00 0,00

0,00 0,00 0,49 0,51 0,00 0,00

A = (4.16)
0,00 0,00 0,00 0,46 0,54 0,00

0,00 0,00 0,00 0,00 0,82 0,18

0,00 0,00 0,00 0,00 0,00 1,00

0,50 0,20 0,00 0,00 0,00 0,00 0,00 0,30

0,45 0,29 0,00 0,00 0,00 0,00 0,00 0,26

0,00 0,42 0,30 0,27 0,00 0,00 0,00 0,00

B — b ) ) b ) ) b ) . (417)
0,00 0,35 0,52 0,13 0,00 0,00 0,00 0,00

0,00 0,00 0,00 0,44 0,23 0,33 0,00 0,00

0,00 0,00 0,00 0,01 0,68 0,31 0,00 0,00

A partir da matriz B podemos inferir os simbolos que cada estado é capaz de gerar,
apresentados na Tabela 4.5. Essa informagado nos permite ter uma idéia das seqiiéncias
que podem ser geradas (reconhecidas) por esse modelo.

A Tabela 4.6 apresenta as probabilidades de reconhecimento para 18 seqiiéncias de

observacoes utilizadas para validacao. Na tabela sao apresentadas tanto a probabilidade

! Foram realizados experimentos utilizando outros valores como, por exemplo, 0,35 e 0,65, e foi iden-

tificado que o valor inicial dessas transi¢oes nao afeta significativamente o resultado ap6s o treinamento.
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‘ Estado ‘ Simbolos ‘
0 {0,1,7}
{0,1,7}
{1,233}

)

L,
3,
3

Y

)

U | | | =
N
NRENE N
ot ot w

}
}
}

I

Tabela 4.5: Simbolos que podem ser gerados por cada estado, de acordo com a matriz B
apo0s o treinamento.

utilizando a metologia apresentada (Equagao (4.4)) quanto o resultado que seria obtido
utilizando a metodologia tradicional [Rabiner, 1989].

A metodologia proposta reconheceu corretamente todas as seqiiéncias que represen-
tam o comando direita, para cima, esquerda (apresentadas nas linhas 1, 3,4, 5,6, 7 e
9), considerando um limiar de le-10, exceto as que tinham menos de N elementos, como
a seqiliéncia apresentada na linha 10 da tabela. Esse pode ser considerado um problema
da metodologia, uma vez que quando o nimero de observacoes é menor que o nimero de
estados do modelo o ultimo estado nao pode ser atingido. Selecionando corretamente o
nimero de estados do modelo esse problema pode ser eliminado.

Podemos observar na coluna P(O|X) que as tunicas linhas que tém probabilidade
zero sao as que nao podem ser geradas pelo modelo, ou seja, as que contém alguma sub-
seqiiéncia de simbolos que nao pode ser observada devido as probabilidades de ocorréncia
zero na matriz B. Ja na coluna P(O,qr—1 = N — 1]|\) todas as seqiiéncias que nao
terminam no ultimo gesto do comando possuem probabilidade zero, o que demonstra
sua maior robustez e indica um menor indice de falsos positivos para a aplicacdo em
questao. Pode ser facilmente observado que para qualquer seqiiéncia de gestos diferente
do comando treinado a probabilidade se aproximara de zero.

A probabilidade baixa de se observar o simbolo 3 no ultimo estado (b5(3) = 0,01) faz
com que a probabilidade fique pelo menos 100 vezes menor para as seqiiéncias terminadas
em 3 quando se considera a metodologia proposta, como pode ser observado na Tabela 4.6.
Essa é uma caracteristica que nao prejudica o reconhecimento, desde que o limiar seja
escolhido adequadamente.

Resultados praticos da utilizagdo da metodologia proposta sao apresentados no pro-

ximo capitulo.
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3 O, | P(O,qr—1 =N —1J)) | P(O])) |
1 000022224444 8,7e-007 9.5e-007
2 111111111111 0 0,2e-007
3 111133335555 0,5e-007 3,0e-007
4 777711113333 2.1e-010 3,2e-007
5 701712313453 0,9e-010 5,4e-008
6/000002222244444 5,2e-008 5,3e-008
7 000222444 0,1e-005 1,5e-005
8 010212 0 5,3e-004
9 012345 5,4e-006 3,2e-005
10 01234 0 9.7¢-005
11 333333 0 0
12 000000 0 2.3e-003
13 111111 0 5,2e-004
14 222000 0 0
15 111000 0 1,9e-004
16 5666 0 0
17 TTTT77 0 9,7¢-005
18 TTTTT 0 5,8e-004

Tabela 4.6: Seqiiéncias de observacoes utilizadas na validagdo do MOM construido para
reconhecimento do comando direita, para cima, esquerda e probabilidades de cada uma
ser reconhecida utilizando tanto a metodologia proposta (pentltima coluna) quanto a
tradicional (ultima coluna). As seqiiéncias que representam esse comando, e portanto
deveriam ser reconhecidas, sdo exibidas em negrito.



Capitulo 5

Resultados

Esse capitulo apresenta os resultados obtidos nos experimentos realizados, bem como a
metodologia de teste e avaliacao utilizada. Serdo apresentados primeiramente o ambiente
e alguns detalhes da implementagdo realizada, a seguir os conjuntos de treinamento e a
metodologia de avaliacao e entao os resultados obtidos utilizando tanto cadeias de Markov
quanto Modelos Ocultos de Markov (MOMs). Por tltimo, sera feita uma analise critica

dos resultados e apresentada uma tabela comparativa das duas metodologias.

5.1 Ambiente e Implementacao

Todos os resultados apresentados foram obtidos a partir de imagens adquiridas de uma
webcam genérica com resolucao de 320 x 240 pizels a uma taxa de 20 quadros por se-
gundo. Os testes foram executados em um microcomputador portatil com processador
Pentium M de 1,6 GHz e 512MB de RAM com o sistema operacional Microsoft Windows
XP (Service Pack 2).

Todo o sistema foi implementado na linguagem C-+ seguindo os principios da ori-
entagao para objetos de modo a obter o c6digo mais intuitivo e reusavel possivel, sempre
programando por intenc¢ao. No intuito de acelerar o desenvolvimento foram utilizadas
bibliotecas disponiveis que ja implementavam os algoritmos necessarios sempre que pos-
sivel.

Toda a implementacao relativa aos MOMs baseou-se na biblioteca GHMM (General
Hidden Markov Model) [Schliep et al., 2005], em sua versdo 0.7.0a. GHMM ¢é uma bi-
blioteca multi-plataforma de cédigo aberto na liguagem C que implementa de maneira

eficiente as estruturas de dados e algoritmos para lidar com MOMs.

45
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A aquisi¢ao e o processamento das imagens foram realizados utilizando a biblioteca
OpenCV (Open Source Computer Vision Library) [OpenCV, 2004]. A OpenCV é uma
biblioteca voltada para visdo computacional em tempo real, ou seja, seu principal obje-
tivo é desempenho. A OpenCV é baseada na Intel IPP (Integrated Performance Primi-
tives) que é uma camada de baixo nivel multi-plataforma que possibilita a realizagao de
operacoes como o processamento de imagens utilizando rotinas de alto desempenho em
processadores Intel. Todas as operagoes com matrizes (e.g., Se¢ao 4.3.1) também foram
realizadas utilizando a biblioteca OpenCV.

A utilizacdo dessas bibliotecas, que constituem modulos reusaveis de codigo, visa
tornar o cédigo mais claro e mais facil de manter, se beneficiando das melhorias nas
bibliotecas, uma vez que as mesmas estdo em constante evolucdo independentemente
deste trabalho.

Visando manter todo o cédigo orientado para objetos, foram criados wrappers para
todas as estruturas de dados utilizadas dessas bibliotecas, uma vez que ambas sao im-
plementadas em C. As fungdes que operam sobre essas estruturas se tornaram métodos
desses wrappers. Dessa maneira, eliminou-se a alocacao e desalocacao de memoria ma-
nual, sendo as rotinas necessarias encapsuladas nas respectivas classes.

Devido ao alto acoplamento do algoritmo forward presente na biblioteca GHMM o
mesmo foi implementado novamente para a fase de avaliagdo (Segao 4.4.3). As limitacoes
se devem ao fato do algoritmo fazer validacoes para as demais operagoes presentes na
biblioteca, o que nao seria necessario na avaliacao de cada seqiiéncia de observagoes, uma

vez que apenas o algoritmo forward é utilizado nessa etapa.

5.2 Avaliacao

Os conjuntos de dados utilizados nos experimentos sdo apresentados na Tabela 5.1 com
uma breve descri¢do de cada um deles. O conjunto TRVAL contém seqiiéncias de gestos
em que o executor estd proximo da cimera e se mantém a uma distancia constante, além
dos gestos executados possuirem aproximadamente a mesma extensdo. J& no conjunto
NUMREP a extensao dos gestos varia consideravelmente, o executor dos gestos se move
e o background é complexo, sendo portanto um conjunto de testes considerado dificil.
Por sua vez, o conjunto TWDIR contém sequéncias de gestos diferentes realizadas por
um usudrio leigo que se mantém a uma distancia constante da cAmera. Um exemplo de
seqiiéncia de gestos é apresentado na Figura 5.1, onde pode ser vista a seqiiencia para
cima, direita, para baizo. Conforme pode ser visto na Figura 5.1, foi utilizado um objeto

colorido para identificar a trajetéria do movimento realizado pelo usuério.
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(a) Quadro 38 (b) Quadro 46 (c) Quadro 51 (d) Quadro 55 (e) Quadro 62 (f) Quadro 71 (g) Quadro 73

Figura 5.1: Seqiiéncia de gestos para cima, direita, para bairo. A trajetoéria percorrida
pelo objeto rastreado é apresentada na cor branca.

Numero

Codigo de quadros

Descricao

NUMREP 2104 Repeticoes da seqiiéncia de gestos direita, para cima,
esquerda, para baizo. Contém 63 repeticdes dessa se-
qiliéncia executadas de diferentes maneiras com grande
variagdo no comprimento dos gestos e deslocamento do
executor (tanto horizontal quanto em profundidade)
em background complexo.

TRVAL 1240 Repetigoes da seqiiéncia de gestos direita, para cima,
esquerda, para baizo. Contém 31 execugoes desse co-
mando com um intervalo no meio no qual sao execu-
tados diversos outros gestos. Este intervalo também
contém gestos na diagonal.

TWDIR 894 Sequéncia contendo 19 repeticbes da seqiiéncia de
gestos esquerda, para cima, direita, para baizo e 25
repeticoes da seqiiéncia para cima, esquerda, para
baizo, direita.

Tabela 5.1: Conjuntos de dados utilizados nos experimentos.

A avaliagao de sistemas de reconhecimento é feita por meio da contagem de erros de
delecao (D), insercao (I) e substituicao (S). Essa metodologia de avaliagdo é baseada na
modelagem da transmissao de informacao por um canal ruidoso [Bahl e Jelinek, 1975]
e foi utilizada, por exemplo, em sistemas de reconhecimento de fala [Ynoguti, 1999] e
em sistemas de reconhecimento de gestos [Vogler e Metaxas, 1998]. O erro de delecao
consiste na nao identificacdo do comando nos quadros esperados. O erro de inser¢ao
consiste na identificacdo de um comando em quadros onde nenhum comando era esperado.
O erro de substituicdo consiste na identificacdo de um comando nos quadros em que
outro comando deveria ser reconhecido. Portanto, por definicdo, os erros de insercao
sao os falsos positivos e os erros de substituicdo representam erros de reconhecimento
(classificacao) do sistema.

Para calcular o desempenho geral do sistema sera utilizado o critério word accuracy,
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que é um critério largamente utilizado para avaliacao de sistemas de reconhecimento.
Uma explicacao detalhada sobre esse critério pode ser encontrada em [Boros et al., 1996].
Esse critério calcula a taxa de reconhecimento (TR) atribuindo aos erros de delegao,
inser¢ao e substituicdo pesos equivalentes. A taxa de reconhecimento pode ser calculada
da seguinte maneira:

D+I1+S

TR=1— ——— 1
R Nreal ’ (5 )

onde:

D é o numero de erros de dele¢ao;

I é o niimero de erros de insercao;

S é o niamero de erros de substituigao;

Nyear € 0 nimero de comandos que deveriam ter sido identificados (ground truth).

Definindo H como o numero de comandos identificados corretamente pelo sistema,
podemos redefinir o niimero de comandos que deveriam ser identificados como o total de
comandos identificados corretamente somado & quantidade de erros de delecao e substi-

tuicdo, ou seja, Nyeqy = H + D + S. Assim, podemos reescrever a Equagao (5.1) como

H-T

TR= ————
H+D+S '’

(5.2)

que fornecera o indice de desempenho a ser considerado neste trabalho. Podemos observar
que, de acordo com o niimero de erros de inser¢do, a TR pode ser negativa, significando
que houveram mais falsos positivos que acertos.

No reconhecimento continuo a classificacao dos erros identificados nessas trés catego-
rias exige que sejam definidas as fronteiras entre cada um desses conjuntos. Nesse tipo
de reconhecimento a identificacdo dos erros de insercdo e substituicao é complexa pois
o reconhecimento nao tem um quadro exato para ocorrer e sim uma faixa de quadros.
Dessa maneira, a identificacao de outro comando que nao o esperado na faixa de quadros
na qual o reconhecimento seria considerado um acerto ser& considerado um erro de subs-
tituigdo. Analogamente, qualquer reconhecimento fora dessa faixa sera considerado um
erro de inser¢ao e o nao reconhecimento de gesto algum nessa faixa serd considerado um
erro de delecdo. Na proxima secdo serao apresentados os resultados obtidos utilizando

cadeias de Markov e na secao subseqiiente os resultados obtidos utilizando MOM:s.
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5.3 Cadeias de Markov

Essa secao apresenta os resultados dos experimentos utilizando cadeias de Markov. Re-
sultados preliminares desse trabalho foram apresentados em [Resende et al., 2006]. A
primeira etapa é a inferéncia bayesiana (ou estatistica) da probabilidade de cada gesto
estar sendo executado dado um intervalo. Para cada conjunto de treinamento esse proce-
dimento foi realizado utilizando os 30% iniciais de cada conjunto e os 30% finais, sendo os
demais 40% utilizados para validagdo. A Tabela 5.2 apresenta os resultados para o con-
junto NUMREP, tabelas similares foram obtidas para os demais conjuntos. Os angulos de
deslocamento sao classificados em 16 setores, apresentados na Figura 5.2. Esses valores
sao utilizados nos demais experimentos com cadeias de Markov para obter a matriz de
probabilidades de transi¢do A e atualizar o estado do modelo (Segao 4.3.1). As probabi-
lidades sdo obtidas por meio da contagem dos intervalos (setores do circulo) identificados
quando cada gesto (dire¢ao) esté sendo realizado e normalizando essas quantidades por
intervalo, obtendo assim os valores utilizados, exemplificados na Tabela 5.2.

Para validar a metodologia, foi realizado um experimento considerando apenas o

Probabilidade de cada direcao
Setor , o .
para baizo ‘ esquerda ‘ direita ‘ para cima
0 00,0% 96,6% 00,0% 03,4%
1 00,0% 36,4% 00,0% 63,6%
2 02,9% 08,8% 00,0% 88,2%
3 00,0% 01,6% 00,0% 98,4%
4 00,0% 00,0% 00,0% | 100,0%
5 00,0% 00,0% 00,0% | 100,0%
6 00,0% 00,0% 60,0% 40,0%
7 00,0% 00,0% 95,0% 05,0%
8 01,6% 00,8% 96,0% 01,6%
9 21,7% 04,4% 69,6% 04,4%
10 93,6% 00,0% 04,3% 02,1%
11 98,2% 00,9% 00,9% 00,0%
12 100,0% 00,0% 00,0% 00,0%
13 88,2% 11,8% 00,0% 00,0%
14 13,0% 87,0% 00,0% 00,0%
15 00,0% 99,5% 00,0% 00,5%

Tabela 5.2: Exemplo de probabilidades de cada gesto a partir do setor no qual o vetor
deslocamento foi classificado. Probabilidades obtidas para o conjunto NUMREP por
meio de inferéncia bayesiana.
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Figura 5.2: Intervalos nos quais os angulos foram classificados para a inferéncia bayesiana.
Por exemplo, os édngulos entre 7/8 e 27/8 correspondem ao intervalo 1.

Limiar TRVAL NUMREP TWDIR
H|D/I/S| TR |H| D/I/S | TR ||[H|D/I/S| TR

0,0 [[10]4/5/010357] 7 [17/19/0]-05001 9] 2/4/0 0,455
0,15 |10 4/5/010357| 8 [16/16/0|-0,3331] 8[3/2/0|0,545
020 [[10[4/5/010357 (22| 2/1/0 | 08751 7[4/2/0 0455
025 [[10[4/5/0[0357[[21] 3/1/0 | 0833 6[5/1/0]0,455
030 [[10[4/5/0]0357[[21] 3/1/0 | 0833 6[5/1/0]0,455
035 [[10[4/5/0[0357[[21] 3/1/0 | 0,833 6[5/1/0]0,455
0,40 [[14]0/0/0]1000(20] 4/1/0 [ 0,792 5]6/1/0 0,364
045 |[[14][0/0/0| 1,000 18] 6/0/0 | 0,750 | 3|8 /1/0 | 0,182
0,50 [[14][0/0/0|1,0001 18| 6/0/0 | 0,750 | 3|8 /1/0 |0,182
055 [[14]0/0/0 1,000 18| 6/0/0 | 0,750 4[7/0/0 0,364
060 [[14]0/0/0|1,000 18] 6/0/0 | 0,750 4|7 /0/0 0,364
065 [[13]1/0/0]0929 (18] 6/0/0 | 0,750 4[7/0/0 0,364
0,70 [[13]1/0/0]0929 (18] 6/0/0 | 0,750 4| 7/0/0 | 0,364
0,75 [[13]1/0/0]0929([ 18] 6/0/0 | 0,750 4| 7/0/0 | 0,364
0,80 [[10[4/0/0]0714[12] 12/0/0 | 0,500 4] 7/0/0 0,364
0,85 [[10]4/0/0]0714[12] 12/0/0 | 0,500 4] 7/0/0 0,364
090 [[10]4/0/0 071412 12/0/0 | 05001 4[7/0/0 0,364

Tabela 5.3: Taxas de reconhecimento das cadeias de Markov para cada um dos con-
juntos de testes considerando diversos limiares para a seqiiéncia de gestos direita, para
cima e esquerda. Foram utilizados diversos limiares de reconhecimento para avaliar sua
influéncia (Segao 4.3.2).

comando direita, para cima, esquerda.

O resultado desse experimento é apresentado

na Tabela 5.3, na qual podem ser observadas as taxas de reconhecimento (TR) obtidas

para cada conjunto de acordo com o limiar utilizado. Também pode ser verificado que o

melhor resultado médio foi para o limiar 0,4. Este limiar pode ser considerado adequado,

uma vez que se aproxima de 0,5, que indicaria que nenhum outro estado é mais provavel.
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‘ Codigo ‘ Seqiiéncia de Gestos ‘

BDC | para baizo, direita, para cima
EDB | esquerda, direita, para baizo
DBE | direita, para baizo, esquerda
DCE | direita, para cima, esquerda

CBE | para cima, para baizo, esquerda
CBD | para cima, para baizo, direita
CDB | para cima, direita, para baizo
CDE | para cima, direita, esquerda

Tabela 5.4: Comandos utilizados na validagdo do reconhecimento continuo. O cédigo se
refere as iniciais dos gestos.

A Tabela 5.4 apresenta os comandos utilizados nos experimentos considerando mlti-
plos comandos. Os resultados do reconhecimento continuo sao apresentados na Tabela 5.5,
onde para cada conjunto de comandos sao apresentados a quantidade de acertos, bem
como a quantidade de erros de delecao, insercao e substituicao e a taxa de reconheci-
mento para cada um dos trés conjuntos de treinamento. Nesses experimentos foi utilizado
o limiar de 0,40, selecionado por ter apresentado, na média, o melhor resultado para os

trés conjuntos.



SOAVIINSAY °C

n | Comandos considerados TRVAL NUMREP TWhIR
H|D|I|S|TR |H|D|I|S|TR |H|D|I|S| TR
1 | DCE 4[0]oJoJ1o0f20]4]1J0o]079]5][6][1]0]036
2 | DCE,ECD 4[0]ofo[100]20[4]1]0o]079]8]8[2]0]038
3 | BDC,DCE 11330057 [16]9 [12]1]015 ] 7|4 [1]0]055
4 | BDC,BEC,DCE,ECD,EDB 11330057 [16]9 [13]1]012[10]6 [2|1]o047
5 | BDC,BEC,DCE,ECD,EDB,CBE 11330057 [[16]9 [14]1]008[10]6[2]|1]047
6 | BDC,BEC,DCE,ECD,EDB,CBE.CBD [[11[ 3 [ 3 [0 057 [[15]10[16 |1 [-004[[10] 7 [ 6 [1]0,22
BDC,BEC,DCE,ECD,EDB,CBE,CBD,
7 | CDB.CDE.CEB DBE.EBD 6 |14 |21 |2 |-068| 18|14 |30 |2 [-035| 121016 |1 |-0,17
8 | CDBE,DCEB 8 0Jo14 [[13]11[3]0]042 [ 7][8]0]0]047
9 | CDBE,DCEB,ECDB BDCE 13[1]1]0[086 | 8[16]9[0[-004]6[10[3]0]0119

Tabela 5.5: Resultados do reconhecimento para multiplos comandos utilizando cadeias de Markov. Para cada conjunto de
comandos utilizado sao apresentados os resultados para cada um dos conjuntos de treinamento.

(4"
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5.4 MOMs

Essa secao apresenta os resultados dos experimentos utilizando MOMSs, introduzindo
antes algumas caracteristicas importantes que nortearam as decisoes tomadas. Tanto
o reconhecimento isolado quanto o continuo sdo realizados. O reconhecimento isolado
consiste na apresentacao de seqiiéncias com inicio e fim determinado ao modelo para
serem avaliadas, enquanto no reconhecimento continuo o modelo estd associado a um
fluxo (stream) de informacoes onde o inicio e o fim de cada comando nao sao indicados.

O reconhecimento isolado nao possui aplicagao prética no contexto desse trabalho,
uma vez que requer que o inicio do comando seja indicado. Todavia o reconhecimento
isolado é importante para mensurar algumas caracteristicas do modelo que podem ser
mais facilmente avaliadas no modo isolado que no continuo.

A proxima subsecdo demonstra como a quantidade de seqiiéncias utilizadas para
treinamento afeta o resultado e a subsegdo seguinte apresenta os resultados do reconhe-

cimento continuo com multiplos comandos.

5.4.1 Treinamento

Visando identificar a quantidade de dados que o modelo considerado necessita para trei-
namento foi realizado um experimento envolvendo a repeticao exaustiva de um mesmo
comando de modo a avaliar a influéncia do tamanho do conjunto de treinamento nos re-
sultados. Para cada tamanho do conjunto de treinamento, comecando em uma execugao
do comando, o procedimento de treinamento e validacao foi executado 20 e 30 vezes, esco-
lhendo aleatoriamente os elementos desse conjunto. O nimero de repeti¢oes do procedi-
mento também foi variado para verificar se esse parametro estava influindo nos resultados
obtidos. Os resultados desse experimento sdao apresentados na Tabela 5.6. Podemos veri-
ficar que a partir de um certo tamanho do conjunto de treinamento, aproximadamente 17
execucoes do comando, as variacoes na taxa de reconhecimento sao bem pequenas, po-
dendo algumas distorcoes nos valores serem atribuidas a reducao do tamanho do conjunto
de validacao & medida que aumenta o tamanho do conjunto de treinamento.

O resultado desse experimento nao pode ser tomado como verdade absoluta uma vez
que foi utilizado apenas um conjunto de dados, entretanto, ele pode ser utilizado como
referéncia para os demais experimentos, indicando a quantidade minima de dados que
deve ser utilizada para treinamento de modo a obter um resultado satisfatério com o

modelo utilizado.
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Tamanho Tamanho 20 Execucoes 30 Execucoes
Conjunto Conjunto TR Aumento TR TR Aumento TR
Treinamento | Validagdo | Médio | Médio (%) | Médio | Médio (%)

1 62 0,014 0,037
2 61 0,172 1155,5% 0,252 590,5%
3 60 0,340 97,5% 0,342 35,6%
4 59 0,493 45,1% 0,550 60,6%
5 58 0,544 10,3% 0,503 -8,4%
6 57 0,600 10,3% 0,584 16,0%
7 56 0,632 5.4% 0,658 12,6%
8 55 0,728 15,2% 0,693 5,4%
9 54 0,733 0,7% 0,729 5,1%
10 53 0,746 1,8% 0,745 2.2%
11 52 0,772 3.5% 0,799 7.2%
12 51 0,803 4,0% 0,758 -5,2%
13 50 0,869 8.2% 0,807 6,5%
14 49 0,748 -13,9% 0,819 1,5%
15 48 0,827 10,6% 0,837 2.2%
16 47 0,855 3.4% 0,834 -0,3%
17 46 0,851 -0,5% 0,843 1,1%
18 45 0,847 -0,5% 0,850 0,8%
19 44 0,858 1,3% 0,848 -0,3%
20 43 N/D 0,886 4,5%
21 42 N/D 0,881 -0,6%
22 41 N/D 0,884 0,3%
23 40 N/D 0,882 -0,2%
24 39 N/D 0,882 0,0%
25 38 N/D 0,879 -0,4%
26 37 N/D 0,883 0,4%
27 36 N/D 0,908 2,9%
28 35 N/D 0,889 -2,2%

Tabela 5.6: Taxa de reconhecimento de acordo com a quantidade de elementos utiliza-
dos para treinamento utilizando o conjunto NUMREP. Para cada tamanho do conjunto
de treinamento sao apresentados o tamanho do conjunto de validacao, a taxa de reco-
nhecimento TR (Equagdo (5.2)) e o aumento percentual relativo a linha anterior. O
procedimento de treinamento e validacao foi executado 20 e 30 vezes para cada tamanho
de conjunto de treinamento, sendo que as seqiiéncias utilizadas para treinamento foram
escolhidas aleatoriamente sendo as demais utilizadas para validacao.
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5.4.2 Reconhecimento continuo

Para o reconhecimento continuo o treinamento foi realizado utilizando os 30% iniciais
de cada conjunto e os 30% finais, sendo os demais 40% utilizados para validacao. A
Tabela 5.7 apresenta os resultados do reconhecimento continuo considerando diversos
conjuntos de comando para os trés conjuntos de dados utilizados, sao apresentados a
quantidade de acertos, bem como as quantidades de erros de delecao, insercao e substi-
tuicao e a taxa de reconhecimento. Os quadros foram processados seqiiencialmente, como
descrito na Segao 4.4.3. A Tabela 5.7 apresenta os resultados para o reconhecimento de
um unico comando, para o reconhecimento de conjuntos simples de comandos e para
conjuntos contendo comandos cujos gestos de inicio sdo também gestos finais de outros
comandos, onde podem ser observados os piores resultados, uma vez que essa intersecao
é critica para a metologia proposta.

A metodologia de avaliacdao continua utilizada busca maximizar de certa maneira a
identificacdo das seqiiéncias com a utilizagao do buffer (Secao 4.4.3). Pode-se considerar
que esse buffer torna o processo de avaliacdo um pouco menos severo, uma vez que permite
que as sub-seqiiéncias dentro de um comando possam ser identificadas, considerando que
o0 inicio do comando pode estar em qualquer um dos quadros. Dessa maneira é tratado o
principal problema do reconhecimento continuo, que é o desconhecimento do inicio e fim
de cada comando.

A metodologia utilizada para treinamento permite que sejam criados modelos para re-
conhecer quaisquer comandos formados pelos gestos do conjunto de treinamento, mesmo
que os comandos nao tenham sido executados por completo nenhuma vez. Essa gama
de possibilidades foi explorada na criacao de diversos modelos para reconhecer comandos
que nao foram executados em nenhum dos conjuntos de dados. Entretanto, essa possi-
bilidade deve ser utilizada com critério, uma vez que se o gesto estiver inserido sempre
em uma mesma seqiiéncia no conjunto de treinamento pode ser considerado pelo modelo
que o intervalo de transicdo para o proximo gesto faz parte obrigatoriamente do gesto,

sendo este trecho, em geral, na direcao diagonal entre os dois gestos.
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n | Comandos considerados TRVAL NUMREP TWhIR
H|D|I|S|TR |H|D|I|S|TR |H|D]|I|S|TR
1 | DCE 15/ 0]0]0[100[]24[0]o0]o]100 [1]0]0]0]100
2 | BDC,BEC,DCE,ECD,EDB 15/ 0[0]0[100[]22[3]2]0]08 [[16]0 ] 0][0] 1,00
3 | BDC,BEC,DCE,ECD,EDB,CBE 15/ 0[0]0[100[]22[3][3]0]07616]0]0][0] 1,00
4 | BDC,BEC,DCE,ECD,EDB,CBE,CBD [[15] 0 [ 0 [0 [ 1,00 [[15[10[16 [0 ]-0,04 |16 ] 0 | 0 [0 ] 1,00
BDC,BEC,DCE,ECD,EDB,CBE,CBD,
5 | CDB.CDE.CEB DBE.EBD 9 [10 |17 |0 |-042 || 16 |16 |26 | 1 |-0,30 || 12 | 10 | 17 | 0 | -0,23
6 | CDBE,DCEB 14 0]0]0[100[]24[0]0]0] 100 [15]07]07]0]100
7 | CDBE,DCEB,ECDB,BDCE 1 [13[14]0[-093][14]10]10]0]017 J12] 4[5 [0] 044

Tabela 5.7: Resultados do reconhecimento para miltiplos comandos utilizando MOMs. Para cada conjunto de comandos
utilizado sao apresentados os resultados para cada um dos conjuntos de treinamento.

9¢
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5.5 Analise critica dos resultados

Considerando o reconhecimento de apenas um comando os MOMSs foram superiores as
cadeias de Markov, uma vez que foram perfeitos nesse caso versus uma taxa de reconhe-
cimento média de 0,72 para as cadeias de Markov.

No reconhecimento de multiplos comandos por sua vez, podemos observar alguns
casos em que os MOMs sdo inferiores. O resultado se degrada significamente quando
o gesto final de um comando também é inicio de outro comando, pois nesse caso pode
ser que esse gesto seja identificado somente como final ou como final e inicial. Devido
a grande quantidade de comandos e ao fato de ndo haver intervalos entre a execugao de
cada comando, os erros de insercao que porventura ocorram acabam resultando em um ou
mais erros de delecao e em novos erros de insercao posteriormente. Esses erros em cadeia
ocorrem porque assim que cada gesto é identificado o buffer é esvaziado, impedindo que
a sequéncia correta de gestos seja retomada, e isso implica que um gesto identificado
erroneamente (inser¢do) ird esvaziar o buffer e fard com que o proximo comando néo
seja reconhecido, resultando em erros em cadeia até o fim da seqiiéncia. Isso pode ser
observado principalmente nas linhas 5 e 7 da Tabela 5.7. Caso houvesse uma pausa entre
cada execucao do comando esse fendmeno nao seria observado.

Nos resultados para os MOMs também pdde ser observada a influéncia do tamanho
do conjunto de treinamento (Tabela 5.6). A medida que mais dados sdo utilizados para
treinamento a capacidade de generalizacdo do modelo é aumentada reduzindo a quan-
tidade de erros de insercao. Também pode ser observado que a tendéncia é a de que o
modelo se estabilize a partir de determinado tamanho desse conjunto.

A taxa de reconhecimento cai & medida que o nimero de comandos aumenta, tanto
utilizando cadeias de Markov quanto utilizando MOMSs. No caso de cadeias de Markov
a queda é muito mais significativa por se tratar de um sistema mais vulnerével aos erros
de inser¢ao (falsos positivos), que pode ser destrutivo para o reconhecimento continuo
em ambas as metologias. Como em uma identificacdo, correta ou nao, o sistema impede
que seja feita nova identificagdo em seguida, limpando o buffer no caso dos MOMs ou
reinicializando as probabilidade no caso das cadeias de Markov, os erros se tornam atre-
lados de certa maneira caso comandos estejam sendo executados em seqiiéncia, pois um
falso positivo pode prejudicar o reconhecimento de varios comandos posteriores.

Podemos observar no reconhecimento continuo considerando multiplos comandos que
a medida que a quantidade de comandos aumenta a taxa de reconhecimento cai e que
essa queda depende da interse¢ao do comando adicionado com os demais existentes.

Isso mostra que a escolha dos comandos tem vital importancia na obtencao de um bom
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resultado. A escolha de comandos que nao possuam nenhuma interse¢ao (ortogonais)
pode levar a uma taxa de reconhecimento préxima da taxa para comandos individuais.

Devido ao produto cartesiano realizado com os dados de treinamento (Secao 4.4.5)
a quantidade de registros utilizados para treinamento aumenta & ordem do namero de
gestos & medida que o conjunto de treinamento cresce (e.g., ao cubo para um comando
de trés gestos), tornando inviavel o treinamento para grandes conjuntos de dados. O
treinamento de um modelo para o reconhecimento de um comando de quatro gestos uti-
lizando um conjunto de 30 execugoes do comando leva mais de sete horas no computador
utilizado para a realizagdo dos experimentos, ja para um comando de trés gestos leva em
torno de quatro minutos.

Os melhores resultados com MOMs podem se dever ao fato destes exigirem um com-
primento minimo para cada gesto e para os comandos como um todo, tornando-os mais
robustos a ruidos, o que nao ocorre com as cadeias de Markov. Podemos citar como
exemplo o problema de se reconhecer um comando no final do pendltimo gesto, pois, no
periodo de transi¢do, quando um usuério faz um gesto diagonal pode parecer que ele ja
esteja fazendo o dltimo gesto. Ocorréncias como essa foram contabilizadas como erros de
insercao e prejudicaram significamente os resultados com cadeias de Markov, pois erros
de inser¢ao podem causar diversos erros de identificacdo em seqiiéncia quando os gestos
sao executados sem pausa, uma vez que o sistema reconhecedor é reiniciado.

A Tabela 5.8 compara as caracteristicas das duas metodologias. Essa tabela visa

apresentar de forma clara as vantagens e desvantagens de cada uma delas.

Cadeias

Item de Markov MOMs
Complexidade Baixa Alta
Generaliza para qualquer comando Sim Sim
Exige duracao minima de cada gesto Nao Sim
Complexidade do Treinamento Baixa Alta
Sensibilidade ao limiar de reconhecimento Alta Baixa
Taxa de reconhecimento média para um comando 0,72 1,00
Tempo de execugao médio por quadro por comando 0,04 ms 0,8 ms
(apenas Sistema a Eventos Discretos)

Tabela 5.8: Comparacao das duas metologias utilizadas, baseadas em cadeias de Markov
e MOMs.



Capitulo 6

Conclusoes e Trabalhos Futuros

Este trabalho apresentou uma metodologia para construgdo de uma interface visual
humano-rob6 baseada em uma linguagem composta por pequenos gestos, mais faceis
de serem identificados e modelados. Dois médulos desacoplados compdem o sistema, o
de visao computacional e o de processamento estocéstico dos gestos. Foram utilizados
dois tipos de Sistemas a Eventos Discretos (SEDs) para o processamento estocéstico dos
gestos: cadeias de Markov e MOMSs, sendo os resultados dos dois comparados. Apesar
de ter sido validada apenas com gestos simples e comandos compostos por um pequeno
nimero de gestos a metodologia é genérica e suporta tanto gestos quanto comandos mais
complexos.

As principais caracteristicas do sistema sao o reconhecimento continuo dos comandos
sem a necessidade da segmentacao dos gestos, sendo o inicio e o fim de cada comando
identificados implicitamente pelo sistema, e a constru¢dao do modelo de maneira au-
tomética a partir da especificacdo dos comandos e dos dados de treinamento, desde que
estes estejam segmentados. O numero de estados do modelo, que geralmente é definido
de maneira experimental, neste trabalho é definido a partir dos dados de treinamento,
utilizando a Equacao (4.3).

Em comparagdo com trabalhos publicados, a abordagem proposta difere da de
Siskind e Morris [Siskind e Morris, 1996] por propor o reconhecimento continuo on-
line, sem a necessidade da indicacao de inicio e fim de cada evento, além de propor
um método de rastreamento que privilegia a robustez. Difere da de Vogler e Metaxas
[Vogler e Metaxas, 1998| por utilizar um sistema de visdo simples e de baixo custo com-
putacional, além de nao necessitar da informacao da posi¢do 3D, cuja determinagao é
complexa. Além disso, ndo exige segmentacao para identificacao do inicio e fim de cada

gesto, sendo esta realizada implicitamente pelo modelo.

29
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Os experimentos realizados comprovaram a robustez do método e a baixa incidéncia
de falsos positivos, principalmente para os MOMs. A utilizacdo de MOMs no contexto
proposto apresentou desempenho superior ao das cadeias de Markov. Vale ressaltar
também que os resultados foram obtidos utilizando uma porc¢ao relativamente pequena
dos dados para treinamento, uma vez que foram utilizados aproximadamente 60% dos
dados para treinamento, enquanto trabalhos similares publicados utilizam em torno de
80% dos dados [Vogler e Metaxas, 1998, Yang e Ahuja, 1999|. Também foi identificada a
importancia da escolha correta dos comandos da gramatica, para evitar uma deterioragao
significativa da taxa de reconhecimento & medida que a quantidade de comandos aumenta.

Foram obtidas taxas de reconhecimento de até 1,00 no reconhecimento continuo
de miltiplos comandos utilizando MOMs. Comparando com trabalhos existentes a
metodologia apresentada pode ser considerada uma alternativa interessante. Vogler e
Metaxas |Vogler e Metaxas, 1998] obtiveram taxa de reconhecimento de até 0,8771 no
reconhecimento continuo da ASL (American Sign Language) utilizando um sistema com
trés cameras que fornece a posi¢ao 3D e MOMs. Hong [Hong et al., 2000a| obteve taxas
de reconhecimento em torno de 0,9 para gestos como acenar com a mao esquerda, de-
senhar um circulo e desenhar um oito utilizando méquinas de estados finitos construidas
a partir de dados de treinamento, um pequeno conjunto de dados foi utilizado para
validagao.

A complexidade computacional é baixa devido ao armazenamento do contexto nos
sistemas a eventos discretos. No caso das cadeias de Markov apenas os novos dados sao
processados a cada quadro. Isso é possivel devido & propriedade das cadeias de Markov
serem “sem memoria” (memoryless) e garante bom desempenho ao sistema, pois apenas
os dados do quadro atual sdao considerados na atualizagdo do estado. No caso dos MOMs
a avaliagdo do sistema também & eficiente, uma vez que sua complexidade ¢ O(N2T) e
para os modelos utilizados temos 7 < N < 16 e 20 < T < 40.

Neste trabalho foram utilizados poucos conjuntos de dados para teste, ndo sendo ne-
nhum dos conjuntos muito grande devido & dificuldade de geragdo de dados para teste
e & necessidade de segmentagdo manual dos mesmos para fornecer os dados para treina-
mento e avaliagdo do desempenho do sistema. Também deve ser considerado que o alto
custo computacional do treinamento dos MOMs pode inviabilizar a utiliza¢do do método
baseado em MOMs para conjuntos de treinamento ou comandos muito grandes.

Como producao cientifica desse trabalho, h4 um artigo sendo preparado para ser
enviado para um periodico indexado e os resultados apresentados na Segao 5.3 foram

publicados no artigo:
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Resende, R. M.; Pereira, G. A. S.; Maia, C. A. e Carceroni, R. L. (2006). A
gestural language recognition methodology for human-robot interaction. In

Proceedings of the International Conference on Robotics and Automation, pp.
4333-4335.

Para continuidade desse trabalho podemos citar as seguintes iniciativas, sendo algu-

mas simples e outras mais complexas de serem desenvolvidas:

e Como foi identificado que a escolha dos comandos afeta diretamente o resultado,
um trabalho futuro seria o estudo dessa gramatica, buscando a ortogonalidade entre

0s gestos.

e Utilizagdo de métodos de rastreamento mais elaborados, como por exemplo o Con-
densation [Isard e Blake, 1998], que possibilitem que os gestos sejam realizados com

a propria mao do usudrio, sem a necessidade de outro objeto.

e Verificagdo do desempenho dos MOMs com diferentes critérios para definicao do
numero de estados, podendo ser obtida uma melhora em relacao aos resultados

apresentados.

e Modificacao do procedimento de treinamento de modo a considerar a maximizagao
da probabilidade que é avaliada, ou seja, maximizar P(O,qr—1 = N — 1|\) e néo
P(O|N).

e De acordo com Cassandras |Cassandras e Lafortune, 1999| pode-se trabalhar com
SEDs em diferentes niveis de abstracao: linguagens, linguagens temporizadas e
linguagens temporizadas estocéasticas. Esse trabalho utilizou a primeira delas, mais
simples, nao temporizada. A utilizagdo de uma linguagem temporizada estocéstica,
na qual a duracao de cada evento é modelada por uma funcao de distribuicao de
probabilidades, poderia possibilitar melhores resultados por meio da modelagem

adequada da duragdo de cada gesto, por exemplo.

e Alteracao do critério de avaliacdo dos MOMSs somando a probabilidade de todos os
estados que representam o dltimo gesto, ou seja, que faziam parte do MOM indivi-
dual do ultimo gesto, em vez de considerar apenas o altimo estado (Equacéo (4.4)).
Essa abordagem pode melhorar os resultados ao considerar gestos com extensao

menor e amplificar as probabilidades de gestos continuos na mesma diregao.

e Avaliacado da atribuicao de valores diferentes de zero a todos os elementos das ma-
trizes A e B de modo a permitir maior flexibilidade no treinamento dos MOMs indi-

viduais concatenados, ap6s o treinamento independente de cada gesto. Da maneira
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atual as transicoes e simbolos que nao sao permitidas nos MOMs individuais nao

poderao se tornar validas no MOM composto.

e Utilizagdo de MOMs continuos no lugar dos discretos, compostos por misturas de
gaussianas. Esse tipo de MOM néo exige a discretizacao das informagoes, que pode

resultar na degradagdo da informagao.

e Modificacdo do procedimento de reconhecimento para permitir erros e pausas na

execucao da seqiiéncia de gestos.

e Por altimo, para facilitar o treinamento e permitir o uso pratico do sistema, é impor-
tante o desenvolvimento de uma interface para segmentagao automaética de gestos.
Essa interface pode fornecer os dados para o treinamento, tornando desnecesséria

a segmentacao manual dos dados.
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