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Resumo

A digitalizacao transformou a produwcao, distribucao e consumo de nusica, introdu-
zindo novas formas de compostcao, entre as quais se destacam 0s "'empestimos musicais”
(musical borrowings), onde compositores e produtores utilizam elementos de nusicas
pe-existentes para criar novas obras. Essas p@aticas geram controwersias jurdicas, espe-
cialmente no que tange aos direitos autorais e ao uso justo, com debates sobre o impacto
desses empestimos no mercado da obra original. Alguns estudos sugerem que, em cer-
tos casos, 0s empestimos musicais podem impulsionar as vendas das obras originais,
levantando discussees sobre a possibilidade de considerar tais paticas como uso justo.

Diante desse cerario, a hiptese central deste trabalhoe que os empestimos mu-
sicais aumentam a popularidade das nusicas originais. Para investigar essa guestao,
analisamos como diferentes formas de empestimos musicais | como samples, covers
e remixes | impactam a popularidade das nusicas envolvidas. Utilizando dados do
WhoSampled, que mapeiam aproximadamente 700 mil empestimos, aplicamos um Itro
para evitar falsos positivos, garantindo a qualidade do conjunto analisado. Em seguida,
exploramos duas abordagens complementares: (i) uma aralise esatica, que compara 0s
rumeros absolutos de visualizecoes no YouTube e as netricas de popularidade no Spotify;
e (i) uma aralise dinAmica, que investiga como 0s empestimos musicais in uenciam o
interesse de busca pelas nusicas originais ao longo do tempo. Para mensurar esses im-
pactos, aplicamos o Regression Discontinuity Design (RDD) para avaliar os efeitos no
curto prazo e a Causalidade de Granger para examinar os impactos de longo prazo.

Os resultados indicam que os empestimos musicais impactam signi cativamente
a popularidade das nusicas originais. A aralise com Regression Discontinuity Design
(RDD) sugere que o larcamento de novas versees pode reavivar o interesse por nusicas
mais antigas. A Causalidade de Granger revela que, em 64% dos casos, as versoes deri-
vadas in uenciam signi cativamente as rnrusicas originais ao longo do tempo. A aralise
eshtica mostra que, embora as nusicas originais sejam, em geral, mais populares, as
versees derivadas apresentam pequenas diferercas de popularidade no Spotify, sugerindo
a exploracao da popularidade da obra original. Esses resultados oferecem novas pers-
pectivas sobre a dinamica econdmica dos empestimos musicais e podem contribuir para
uma compensacao mais justa no mercado musical.

Palavras-chave: web scraping; nusica; sampling; popularidade; in uéncia.



Abstract

The digital era has transformed music production, distribution, and consumption, in-
troducing new forms of composition, among which \musical borrowings" stand out. In
these practices, composers and producers reuse elements from pre-existing songs to cre-
ate new works. However, such practices spark legal controversies, particularly regarding
copyright and fair use, raising debates about their impact on the market for the original
works. Some studies suggest that, in certain cases, musical borrowings can boost the sales
of the original works, fueling discussions about whether these practices could qualify as
fair use.

In this context, the central hypothesis of this study is that musical borrowings
increase the popularity of original songs. To investigate this, we analyze how di erent
types of borrowings | such as samples, covers, and remixes | impact the popularity of
the songs involved. Using data from WhoSampled, which maps approximately 700,000
borrowings, we applied a lIter to avoid false positives, ensuring the quality of the dataset.
Next, we explored two complementary approaches: (i) a static analysis comparing abso-
lute YouTube view counts and Spotify popularity metrics, and (ii) a dynamic analysis
investigating how borrowings in uence search interest in the original songs over time. To
measure these impacts, we employed Regression Discontinuity Design (RDD) to evaluate
short-term e ects and Granger Causality to examine long-term impacts.

The results indicate that musical borrowings signi cantly impact the popularity
of original songs. The Regression Discontinuity Design (RDD) analysis suggests that
the release of new versions can revive interest in older songs. Granger Causality reveals
that, in 64% of cases, derivative versions signi cantly in uence the original songs over
time. Static analysis shows that while original songs are generally more popular, deri-
vative versions exhibit small di erences in Spotify popularity, suggesting an exploration
of the original work's popularity. These ndings o er new perspectives on the economic
dynamics of musical borrowings and could contribute to fairer compensation within the
music market.

Keywords: web scraping; music; sampling; popularity; in uence.
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Captulo 1

Introdwcao

A digitalizecao transformou drasticamente a producao, distribuc-ao e consumo de nrusica.
Tecnologias avarcadas de armazenamento, transmissao e processamento de dados propor-
cionaram mudarcas importantes na industria musical e tornaram a rnrusica digital predo-
minante. Este contexto impulsionou novas formas de composcao, uma delas conhecida
como \empestimos musicais" (musical borrowings), na qual compositores e produtores
exploram in uéncias musicais existentes para conceber novas obras, expandindo assim
as fronteiras dos géneros musicais. Neste trabalho, abordamos trés principais formas de
empestimos musicais: amostragem, remix e covers.

A amostragem, tamlem conhecida como sampling,e uma tcnica que ganhou po-
pularidade no nal dos anos 1970. Amostras musicais sao partes de nusicas pe-existentes
gue os artistas incorporam em suas poprias composcees. Amplamente utilizada em
géneros como hip-hop, eletrbnica e nusica experimental, a amostragem permite a criacao
de texturas sonoras' unicas, ao combinar cuidadosamente partes de diferentes faixas
de maneiras inovadoras. Abm disso, a manipulacao das amostras atrawes de processos
como cortes (slicing), ajustes de tom (pitching) e alongamento temporal (time-stretching)
oferece possibilidades in nitas para a criacao de novos arranjos e melodias.

Os remixes representam tamkem uma importante estratgia de composcao musi-
cal. Ao criar um remix, 0s artistas utilizam uma mnusica existente e a transformam por
meio de alteracees no arranjo, estrutura, ritmo, textura e efeitos sonoros. Empregados
em géneros como eletrbnica, dance e pop, 0s remixes revitalizam nusicas, tornando-as
mais modernas e atraentes para as pistas de darca. Aem disso, 0s remixes permitem ex-
plorar novas direcees estilsticas e colaborar com outros artistas para alcarcar diferentes
audiéncias.

Covers tamlem sao uma peatica comum na industria da rmusica e ocorrem quando
um artista grava sua popria versao de uma nusica previamente lancada por outro artista.
Essa patica permite que novos artistas ganhem visibilidade ao reinterpretar sucessos a
conhecidos, a0 mesmo tempo em que prestam homenagem ao trabalho original. As in-
terpretacees podem variar, sendo desde as que sao quase idénticasa versao original ae

1Citamos \texturas sonoras" nao $ como a forma com que \arios sons se combinam em uma com-
poscao, mas tamkem a expressao do pensamento atraves do som, como abordado em Bairon [2005].
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arranjos completamente novos que oferecem uma perspectiva diferente da nusica. A po-
pularidade dos covers pode muitas vezes ser atribuda ao reconhecimento pe-existente
da nusica original, proporcionando uma base de fas pronta para receber a nova versao.
Aem disso, em alguns casos, 0s covers podem superar a popularidade das versees origi-
nais, especialmente quando o novo artista traz um estilo ou uma abordagemunica que
ressoa com o publico contemporaneo.

O fcil acesso a equipamentos de gravecao e prodwcao e o surgimento de no-
vas plataformas de distribucao, como os servicos de streaming, tornaram o arranjo da
industria musical mais descentralizado. Em um passado recente, grandes corporacees da
incustria, como gravadoras e selos, detinham o controle sobre as estraegias de produwcao
e lanrcamento das nusicas. Agora, prodwcees independentes passaram a ter mais espaco,
tornando a producao musical mais democatica e dando aos artistas maior controle sobre
elas. Nesse sentido, a colaboracao entre artistas tem sido uma estratgia utilizada para
ampliar o publico e manter o sucesso Seekhao [2020]. Empestimos musicais fazem parte
dessa estrakgia, pois representam formas de colaboracao em que o compositor utiliza
elementos de outras obras, mesmo que sem o consentimento do autor original. Esse tipo
de composcaoe intencional e evidencia a in uéncia de obras sobre outras, uma vez que
o0 compositor seleciona deliberadamente uma obra em particular.

A nusica \Crazy in Love", da artista pop norte-americana Beyone, larcada em
2003 e considerada uma de suas nusicas mais icbnicas, e um exemplo de empestimo
musical. Um dos elementos que mais chamaram atercao foi a introducao da nusica,
marcada pela entrada triunfal dos metais. De acordo com o blog Hypeness Hypeness
[2020], esses metais foram extrados da nusica \Are You My Woman" do quarteto ame-
ricano The Chi-Lites, um sucesso dos anos 1970 (veja Figura 1.1). Embora o sample
tenha sido retirado de uma nusica criada em uma era pe-digital, podemos compreender
os efeitos desse sample na obra de Beyone, embora seja difcil medir sua contribucao
em relacao ao sucesso da nusica.

O estudo das dinamicas dos empeestimos musicais tamlem esh ligadoas questoes
jurdicas, p que existem legislacees que regulamentam o uso de obras autorais. Ao com-
preender os efeitos do empeestimo musical nas nusicas envolvidas, pode-se contribuir para
novos entendimentos no campo do direito autoral, bem como nas decisees de nusicos,
empresarios e do mercado musical como um todo. Por exemplo, o estudo intitulado \Sam-
pling Increases Music Sales: An Empirical Copyright Study" destaca que, nos Estados
Unidos, a Suprema Corte compreende que o fator determinante para a necessidade de au-
torizacao para um empestimo musical (uso justo)e o impacto do empestimo no mercado
da obra original Schuster et al. [2019]. Os resultados do estudo indicam que a amostragem
digital aumenta as vendas das nusicas amostradas (nusica original), sugerindo que 0 uso
de samples pode ser considerado uso justo. O estudo conclui que o mercado atual de
licenciamento de samplese resultado de uma jurisprudéncia desfavorlvela amostragem,
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gue pode ser resultado da falta de dados empricos relevantes.

No contexto brasileiro, a Lei de Direitos Autorais (Lei n.° 9.610/1998) nao prevé
excecoes semelhantes ao uso justo (fair use), adotado em sistemas de common law, como
o norte-americano Bra [1998]. A legislacao brasileira exige autorizecao expressa do titular
dos direitos autorais para a utilizacao de trechos de obras musicais, ainda que em pequena
proporcao, o que torna o cerario nacional mais restritivo em relacaoa patica de sampling.

Tal situacao aproxima o Brasil de outras jurisdcees de tradcao romano-germanica, em
gue a protecao patrimonial e moral do autor tende a prevalecer sobre exibilizacees de
mercado.

Figura 1.1: Site WhoSampled.com exibindo informacees sobre conexees musicais da obra
\Crazy in Love" de Beyone. Fonte: WhoSampled.com

Compreender as consequéncias do uso de samples nas nusicas originais pode con-
tribuir para discussees mais justas no Ambito jurdico e decisees mais embasadas por parte
de nusicos e empresarios. Dessa forma, os resultados desta pesquisa podem bene ciar
a industria musical, otimizando receitas por meio de decisees mais informadas sobre a
prodwcao musical baseada em empestimos, abm de fornecer fundamentos para a revisao
de legislacees sobre direitos autorais.
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1.1 Objetivo

Partindo da hiptese de que a piatica de amostragem aumenta a popularidade das
musicas originais, o objetivo central deste trabalhoe investigar o impacto dos empestimos
musicais, como samples, covers e remixes, na popularidade das rusicas envolvidas. Es-
peci camente, buscamos compreender como esses tipos de empestimos in uenciam a
popularidade, tanto da nusica que os utiliza quanto daquela que os fornece.

1.2 Perguntas de pesquisa

Para alcarcar o objetivo central e testar a hiptese de pesquisa, este trabalho
busca responderas seguintes perguntas:

RQ1: Como a amostragem musical impacta estaticamente a popularidade das
nmusicas originais em plataformas de streaming, como Spotify e YouTube?

RQ2: Como a amostragem musical in uencia dinamicamente o interesse de busca
pelas nusicas originais ao longo do tempo?

1.3 Organizaao do Trabalho

Este trabalho est estruturado em 7 captulos, incluindo esta Introducao, conforme
detalhado a seguir:

" No Captulo 2, e realizada uma revisao da literatura sobre empestimos musicais,
aralise de in uéncia musical e o mercado de nusica digital. Sao explorados estudos
gue investigam os impactos da digitalizecao, a patica de empestimos musicais, a
in uéncia entre nusicas e artistas, abm da diversidade no consumo musical. Essa
revisao serve como base teorica para o desenvolvimento das aralises subsequentes.

" O Captulo 3 apresenta o referencial teorico adotado para fundamentar as aralises
realizadas e as conclusees discutidas nos captulos seguintes.
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No Captulo 4, sao descritos os conjuntos de dados utilizados neste estudo, deta-
Ihando suas caractersticas e fontes.

O Captulo 5 realiza uma aralise comparativa das netricas de sucesso entre nusicas
originais e suas versees sampleadas, covers e remixadas, utilizando dados esaticos
do YouTube e Spotify.

No Captulo 6,e explorada a ecnica Regression Discontinuity Design (RDD) para
estimar o efeito causal do larcamento de um sample no interesse pela nusica ori-
ginal, utilizando dados de sries temporais de buscas obtidos no Google Trends.
Akem disso, aplica-se a Causalidade de Granger para avaliar tamkem o impacto de
longo prazo.

O Captulo 7 apresenta as conclusees deste estudo, sintetizando os principais resul-
tados, limitacees e discutindo as contribucees para aarea de estudos musicais e a
industria da nusica. Tamkem sao propostas direcees para pesquisas futuras com
base nos achados deste trabalho.
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Captulo 2

Trabalhos Relacionados

Estudos a investigaram os impactos da digitalizacao da nusica na industria como um
todo, bem como a in uéncia de ecnicas de sample, remix e cover na colaboracao musical

e no sucesso comercial dos artistas. Nas poximas secees, abordaremos alguns desses
estudos e discutiremos suas contribucees para a compreensao dessas dinamicas.

2.1 Empestimos Musicais

O termo \empestimos musicais" (do inglés, Musical Borrowings)e de nido como
o estudo dos diferentes procedimentos que compositores utilizam para criar suas obras
baseando-se em melodias, planos tonais ou estruturas pe-existentes Burkholder [1994].
Este tema tem sido estudado nao apenas no campo da nusica, mas tamkem no direito,
especialmente no que se refere aos direitos autorais.

Muitos autores discutem o processo de composcao e como a autoria de uma nusica
e frequentemente interpretada pela legislacao de direitos autorais de maneira inadequada.
Segundo Arewa, \a doutrina dos direitos autorais incorpora nccees de autoria romanti-
zada que assumem criacao independente e autbnoma, e ae mesmo genial, de obras mu-
sicais originais®Arewa [2005]. No mesmo trabalho, o autor exempli ca a discrepancia
entre a teoria jurdica sobre o assunto e a patica musical, tomando como caso a nusica
hip-hop, o segundo género musical mais popular nos Estados Unidos e forca musical e
cultural signi cativa em todo o mundo. Ele menciona que o advento do hip-hop levan-
tou srias preocupacees com a lei de direitos autorais devido ao uso de tcnicas como o
sampling. Os tribunais norte-americanos consideraram o sampling violacao dos direitos

1A citacao original em Arewa [2005] destaca que o empestimo musicale um aspecto onipresente na
criecao musical de todos os géneros e perodos. A doutrina dos direitos autorais nao re ete adequada-
mente essa realidade, pois incorpora nacees de autoria roméantica que pressupeem autoria independente
e autbnoma, enfatizando uma visao individualista e autbnoma da autoria musical que e central para
a lei de direitos autorais, desconsiderando a importancia e a continuidade das paticas de empestimo
musical.
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autorais, e 0 autor pondera que 0 uso recorrente de tcnicas de empestimos musicais
requer consideracao cuidadosa, visto que a ®pia e 0 empestimo tém sido e podem con-
tinuar a ser fontes de inovecao na nusica.

Em contrapartida, as paticas de empestimos musicais podem afetar grupos vul-
nelaveis e aumentar desigualdades. Hesmondhalgh [2006] explora essa pitica ao observar
0 Uso, por nusicos brancos, de obras criadas por nusicos negros, buscando entender como
esse tipo de patica pode fortalecer formas sisttmicas de desigualdade social e cultural.
De maneira similar, podemos re etir sobre a produwcao musical em mercados nao he-
gemonicos, como nas regiees da Anerica LatinaAdrica, onde tais paticas tamkem
podem ter implicacees signi cativas.

2.2 In uéncia Musical

A aralise da in uéncia musicale amplamente reconhecida na literatura como uma
tarefa complexa, devidoa sua subjetividade eas diversas formas pelas quais 0os compo-
sitores podem ser in uenciados. Em aralises baseadas em dados, os desa os aumentam,
pois pode ser invavel modelar essas in uéncias de maneira precisa.

Shalit et al. [2013] abordaram a aralise da in uéncia musical aplicando tcnicas
de modelagem de bpicos (Dynamic Topic Model). Para isso, o autor utilizou um con-
junto de dados contendo 24.941 nusicas e 9.222 artistas, abrangendo o perodo de 1922
a 2010. O modelo desenvolvido foi utilizado para entender propriedades da in uéncia,
sendo treinado com caractersticas das nusicas, como timbre, tempo, tonalidade (maior
ou menor), intensidade, entre outras. As varaveis resposta sao as pontuacees para cada
pbpico de in uéncia e as atribucees agregadas de bpico-palavra. Essas varaveis de nem
a mistura de bpicos de uma nusica e o quanto ela in uencia cada um dos ppicos. Os
autores descobriram que a in uéncia musical e a inovacao musical nao sao monotonica-
mente correlacionadas. Aem disso, identi caram que carcees mais in uentes foram mais
inovadoras durante dois perodos: o incio dos anos 1970 e meados dos anos 1990.

Bryan and Wang [2011] exploram redes de in uéncia e ranqueamento em nusicas
baseadas em sampling, utilizando um conjunto de dados do WhoSampled.com com 42.447
registros de amostragens musicais. O estudo investiga o uso de samples em diferentes
géneros, identi cando instrumentos frequentemente reutilizados, como bateria, baixo e
vozes, e aplica ecnicas de aralise de redes para medir a in uéncia de nusicas, artistas
e géneros. A abordagem introduzida, chamada Collapse-and-Sum, uni ca redes de in-
uéncia em nveis hiearquicos, permitindo derivar matrizes de in uéncia para artistas e
géneros a partir de uma matriz inicial baseada em nusicas, com um fator de decaimento
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gue controla a propageacao indireta da in uéncia. Aem disso, o artigo destaca tendéncias
temporais e por género, revelando, por exemplo, a predominancia de samples de funk, soul
e disco em nusicas de hip-hop e eletrbnica. Apesar de apresentar importantes padrees
musicobgicos, o trabalho nao investiga diretamente a relacao entre o uso de samples e a
popularidade comercial das nusicas, o que limita sua aplicacao em aralises de impacto
no mercado musical.

Em Ortega [2021], o autor analisa a producao de covers para medir o impacto
musical de uma obra entre os artistas. Para analisar esse impacto, foi construda uma
rede com mais de 106 mil artistas e 855 mil covers extradas do site Second-Hand Songs
2. O objetivo do autor com essa redee entender como as versees covers podem informar
sobre a hisbria da nusica popular contemporanea. Foram utilizadas \arias netricas para
identi car artistas mais in uentes, transversais e com mais regravacees. Entre os princi-
pais achados, a pesquisa mostrou que o géneroe o principal crierio em uma colaboracao,
seguido pelo idioma dos artistas.

2.3 Mercado de Misica Digital e Diversidade no
Consumo de Misica

A revolucao da nusica digital transformou profundamente nao apenas a forma
como a nusicae consumida e criada, mas tamkem os modelos de negcios que a sus-
tentam. Em seu estudo sobre o mercado musical, Bello and Garcia [2021] analisa essas
mudarcas, destacando que, nos dias atuais, \a nusicae distribuda a um custo marginal
nulo, o que signi ca que uma faixa de audio pode ser reproduzida in nitas vezes sem
nenhum custo extra". O autor tamkem explora como as plataformas de streaming su-
peraram as limitacees fsicas das lojas tradicionais ao de nir precos e oferecer servcos,
\tornando a oferta musical mais diversi cada".

O estudo ainda aponta que \la evideéncias de que a maior disponibilidade de nusica
foi acompanhada por maior diversidade e quantidade de consumo musical”. Analisando
a evolucao dessa diversidade ao longo dos anos, o autor identi ca tendéncias globais no
mercado musical, baseando-se em dados abrangentes do Spotify e do iTunes, cobrindo
guatro anos e 39 pases. Os resultados indicam um aumento signi cativo no rumero de
nmusicas, artistas e gravadoras presentes nas paradas em comparacao a alguns anos atas,
resultando em rankings nacionais mais diversos ao redor do mundo.

Essa transformacaoe interpretada como um processo de divergéncia cultural, no

2https://secondhandsongs.com/
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gual os pases tornam-se cada vez mais distintos em relacaoas nusicas que dominam suas

paradas. Por esse motivo, estudos que consideram exclusivamente rankings globais, como
o Billboard, podem apresentar limitacees ao desconsiderar a diversidade musical presente

em cada pas.

2.4 Conclusao do Captulo

A revisao de trabalhos relacionados evidenciou que, embora exista um corpo
teorico consolidado sobre autoria, redes de in uéncia e transformacao do consumo musi-
cal, ainda permanecem lacunas importantes quantoa mensuracao emprica dos impactos
gue paticas como sampling, remixes e covers exercem sobre a popularidade das obras
originais. A presente pesquisa se insere nesse contexto ao propor uma abordagem que
alia dados de plataformas digitais e ecnicas de inferéncia causal, buscando quanti car
esses efeitos.

Dessa forma, a dissertacao avarca no estudo dos efeitos dos empestimos musi-
cais sobre a popularidade das obras originais, diferenciando-se de trabalhos anteriores ao
examinar diretamente a relacao entre versoees derivadas e sucesso comercial. Entre suas
principais contribucees, destacam-se: a aralise do impacto comercial; a combinacao de
abordagens eshtica e dinAmica com metodologias avarcadas, como Regression Discon-
tinuity Design e Causalidade de Granger; o preenchimento de lacunas empricas impor-
tantes para decisoes jurdicas sobre amostragem musical; e as implicacees paticas para a
incdustria no que se referea otimizacao de receitas ea adaptacao a diferentes plataformas
digitais. Com isso, o estudo aprofunda a compreensao da dinAmica de popularidade das
musicas originais frente aos empestimos musicais, oferecendo subsdios relevantes para a
academia, a industria e a legislacao.
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Captulo 3

Fundamentos Tericos

Este captulo apresenta os conceitos teoricos utilizados nas aralises realizadas neste tra-
balho. Discutimos inicialmente sries temporais e netodos de similaridade que permitem
avaliar variacees entre sequéncias de dados. Em seguida, introduzimos a causalidade de
Granger, uma ferramenta estatstica para identi car potenciais relacees de causa e efeito
entre eries temporais. Por m, abordamos o Regression Discontinuity Design (RDD),
um netodo usado para inferir impactos causais em cerarios quase-experimentais, com
foco em sua aplicacao para avaliar o impacto do lancamento de versees musicais sobre o
interesse publico.

3.1 Amlise de Rries Temporais

A aralise de ries temporaise uma ferramenta poderosa com irumeras aplicacoes,
incluindo a explicacao de fendbmenos passados, a compreensao dos mecanismos subjacen-
tes, a previsao de comportamentos futuros e a otimizacao do controle de sistemas.

Series temporais sao conjuntos de observacees de uma varavel organizadas em
uma sequéncia temporal ordenada e equidistante. Suas aplicacees abrangemareas como
narcas, economia, ciéncias sociais, meteorologia, entre outras.

Formalmente, uma wrie temporal X e representada como uma sequéncia de ob-

em intervalos de tempo regulares, como dias, meses ou anos. Elas podem ser univariadas,
guando umaunica varavele medida ao longo do tempo, ou multivariadas, ao observar
simultaneamente diversas varaveis.

Essas observacoes podem ser classi cadas como contnuas ou discretas. No caso
contnuo, os registros sao feitos de forma contnua ao longo do tempo, como em sinais
ektricos ou voltagens. J no caso discreto, as medcees ocorrem em intervalos espec cos,
como taxas de juros, precos de commodities ou, no contexto deste trabalho, o volume de
consultas em ferramentas de busca. A Figura 3.1 ilustra uma srie temporal discreta que
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representa a evolucao do interesse de busca por nusicas na internet.

Outro aspecto essencial das sries temporaise a dependéncia e correlacao entre
suas observacoes, 0 que torna a ordem das observacoes fundamental para a aralise Weli
[2006]. Essa caracterstica apresenta desa os para netodos estatsticos convencionais, que
geralmente assumem que as observecees sao independentes e identicamente distribudas.

Figura 3.1: Evolucao temporal do interesse de busca por nusicas

3.2 Similaridade entre ®ries temporais e furcees de
similaridade

A avaliecao da similaridade entre distintas ries e central na aralise de ries
temporais e desempenha papel importante em diversas aplicacees, abrangendo desde o
reconhecimento de padrees ak 0 agrupamento e a deteccao de anomalias. A aborda-
gem para essa aralise varia conforme o domnio espec co e 0s objetivos particulares
em questao. A seguir, delineamos algumas das ecnicas empregadas para quanti car a
similaridade entre sries temporais.

3.2.1 Correlacao de Pearson

A correlacao de Pearsone uma medida estatstica amplamente utilizada para ava-
liar a intensidade e a direcao da relacao linear entre duas varaveis. Em contextos de
fries temporais, essa netrica quanti ca o grau de associacao entre os valores de duas
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gries ao longo do tempo. A correlacao de Pearson varia entre -1 e 1, onde -1 indica uma
correlacao linear negativa perfeita, 1 representa uma correlacao linear positiva perfeita e
0 denota a auséncia de correlecao linear.

A brmula que de ne a correlacao de Pearson entre duas sries X e Y e expressa
como:

P
vy = PP 1 (Xi_ X.).,(yni y) . (3.1)
(X X2 Ly Y)?

Xi € Y sao0 os valores das ®ries X e Y, respectivamente, enquan&y representam
suas nedias. O numerador dessa equacao calcula a soma dos produtos das diferercas entre
cada valor e sua nedia correspondente, enquanto o denominadore a raiz quadrada do
produto das somas dos quadrados dessas diferercas.

A Figura 3.2 apresenta um exemplo ilustrativo da aplicacao da correlacao de Pear-
son em ries temporais. A Figura 3.2a mostra duas ries temporais com uma correlacao
geral de 0.87, indicando uma relacao linear positiva de alta intensidade. Isso pode ser
con rmado avaliando a inclinacao da curva de tendéncia na Figura 3.2b.

(a) Sobrepostao das sries temporais com cor-(b) Ga co de dispersao das sries temporais,
relecao de 0.87 evidenciando a tendéncia linear positiva.

Figura 3.2: Exemplo da aplicacao da correlacao de Pearson em sries temporais, com
evidéncias de forte associacao linear positiva.

Apesar de sua utilidade, a correlacao de Pearson possui limitacees importantes.
Primeiramente, ela nao captura relacees nao lineares entre as varaveis, restringindo sua
aplicacao a contextos onde a linearidade e predominante. Aem disso, essa netricae
sensvel a outliers, que podem distorcer signi cativamente os valores calculados. Por m,

a correlacao de Pearson pressupee que os dados sejam homoscedasticos, ou seja, que a
variancia seja constante ao longo de todo o intervalo de aralise Jin Cheong [2024].
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3.2.2 Distancia Euclidiana

A distancia Euclidianae uma netrica simples que calcula a distancia entre os pon-

d(X;Y) entre X e Y e de nida como:

V
ﬁ Xt
dix;y) = xi y iz (3.2)

i=1

Aqui, X; e ¥y representam os valores das sries temporais X e Y no instante |,
respectivamente. Quanto menor a distancia, maior a similaridade das sries analisadas.

Apesar de ser de &cil compreensao e aplicacao, a distancia Euclidiana apresenta
limitecees, pois nao leva em consideracao a estrutura temporal das ®ries neme sensvel
a deslocamentos e escalas. A Figura 3.3 ilustra essas limitacees ao comparar a distancia
Euclidiana com o DTW. Note que, embora as sries temporais tenham sido deslocadas
verticalmente para melhor visualizacao, os valores das caractersticas (eixo y) devem ser
considerados equivalentes. Essa comparacao evidencia que o DTWe capaz de alinhar as
Lries temporalmente, mesmo em casos de discrepancias como atrasos ou diferercas na
escala, enquanto a distancia Euclidiana mede apenas a diferernca ponto a ponto, desconsi-
derando essas variacees. O DTW ser detalhado na poxima secao, onde suas vantagens
e aplicacoes serao exploradas.

Figura 3.3: Comparacao entre DTW e distancia euclidiana. Para ns de visualizacao, as
ries temporais estao deslocadas verticalmente. Fonte: Tavenard [2021]
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3.2.3 Dynamic Time Warping (DTW)

O Dynamic Time Warping (DTW)e uma ecnica que calcula a similaridade entre
duas sries temporais, alinhando-as de maneiraotima no tempo e permitindo deformacees
temporais locais. Essa abordageme robusta a deslocamentos e variacoes de escala, sendo
especialmente util para ries temporais com variacees de velocidade ou distoicees tem-
porais.

Sejam X e Y duas sries temporais, 0 primeiro passo no @lculo da distancia DTW
e construir a matriz de custo acumulado C(i;j), que representa o custo acumulado de
alinhar os pre xos das sries X(1 :i) e Y (1 :j). A relacao de recorréncia para calcular
C(i;])e dada por:

C@i;j) =d(x i;y)+min(C(i 1;);C(;j 1);CG 1;j 1)) (3.3)

paral i nel j m, onde d(x i,Y;)e o custo de correspondéncia local
entre os pontos x e y; das ries X e Y, respectivamente.

Apps calcular a matriz de custo acumulado, 0 poximo passoe construir o Warping
Path, que representa o caminho de alinhamento otimo entre as ®ries X e Y. O War-
ping Path e determinado retrocedendo a partir do ponto nal (n; m) na matriz de custo
acumulado, seguindo os movimentos diagonais, horizontais e verticais conforme a @lula
adjacente com o menor custo acumulado. A distancia DTW e entao calculada como a
soma dos custos acumulados ao longo do Warping Path. Uma distancia DTW igual a O
indica que as duas wries temporais sao perfeitamente semelhantes ou correlacionadas.

Apesar de suas vantagens, o DTW apresenta algumas limitacees. A de ncao de
um limiar para determinar se duas sries temporais sao semelhantes pode ser subjetiva
e depende do contexto da aplicacao. Aem disso, o DTW pode ser computacionalmente
intensivo, especialmente para ries longas, devidoa sua complexidade de O(nm), onde
n e m sao 0os comprimentos das ries. Outro ponto importantee que o DTW pode ser
sensvel a rudos e outliers, o que pode comprometer a precisao da medida de similaridade.

3.3 Causalidade de Granger

A Causalidade de Grangere uma metodologia estatstica amplamente utilizada
para investigar relacees causais entre duas ries temporais, X e Y . Esse conceito baseia-
se na ideia de que uma srie X e considerada causal para Y se os valores passados de X
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fornecerem informaceesuteis para a predcao de Y, abm do quee explicado pelos valores

passados de Y sozinhos.

O teste de causalidade de Granger envolve a estimativa e comparacao de dois
modelos de regressao para yum que considera apenas os valores defasados de Y e outro
gue incorpora, adicionalmente, os valores defasados de X. Esses modelos podem ser

representad 0S Ccomo:
xXP

Y= + iYii t o (3.4)

ye= O+ Vi + X o+ 5 (3.5)

onde:

- i € { sao, respectivamente, o intercepto, 0s coe cientes e o termo de erro do

modelo baseado apenas em Y ;

© 9 05 Qe ?correspondem aos parametros e ao termo de erro do modelo que inclui

tamkem X;
" p e q sao os rumeros de defasagens (ou lags) para Y e X, respectivamente.

Para avaliar a signi cancia da inclusao de X, calculam-se as somas dos quadrados
dos resduos (SSR) de ambos os modelos:
X X
SSR = 2 SSR’= oz (3.6)

t=1 t=1
onde SSR se refere ao modelo sem X e S&&® modelo que incorpora X.
A estatstica F, utilizada para o teste,e dada por:

F= (SSR SSR 9%=q
SSR=(T pq 1)
em que T e o rumero total de observecees. O valor calculado de F e comparado
a um valor crtico da distribucao F. Se F exceder o valor crtico, rejeita-se a hiptese
nula Ho, que arma a auséncia de causalidade de X para Y. Nesse caso, conclui-se que

X Granger-causa Y .

(3.7)
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Figura 3.4: llustracao de causalidade de Granger entre as fries temporais X e Y . Padrees
de X sao repetidos em Y aps um atraso temporal, conforme indicado pelas setas. Fonte:
BiObserver [2025].

3.4 Regression Discontinuity Design (RDD)

O Regression Discontinuity Design (RDD)e uma abordagem quase-experimental
utilizada para avaliar o impacto de uma intervercao ou tratamento quando a atribucao
ao grupo de tratamento e determinada por um ponto de corte estrito. Esse netodo
e particularmente util em cerarios onde a randomizacao nao e vavel, pois explora a
descontinuidade no ponto de corte para fazer inferéncias sobre efeitos causais.

O princpio fundamental do RDD consiste em comparar os resultados de ob-
servacoes situadas logo acima e abaixo do ponto de corte. A suposcaoe que as ob-
servacoes em ambos os lados do limite sao semelhantes em todos os aspectos, exceto pela
exposcao ao tratamento. Dessa forma, qualquer mudarca abrupta no resultado no ponto
de corte pode ser atribuda ao efeito do tratamento. No entanto, e importante destacar
gue o RDD, por si ©, nao permite uma inferéncia causal de nitiva, pois nao elimina
automaticamente a in uéncia de possveis varaveis de confusao.

Considere uma rie temporal X(t), onde t representa o tempo, € um ponto de
corte t. que marca o incio do tratamento. Os perodos comt t; sao tratados, enquanto
t <t . nao sao tratados. O efeito causal do tratamento, denotado por ,e estimado pela
descontinuidade nos valores esperados de X(t) no ponto t

= lim EX®jt lim EX()jt): (3.8)

C
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Este efeitoe estimado com base na suposcao de que, na auséncia do tratamento, X(t)
seria contnuo no ponto t. Portanto, qualquer descontinuidade observada em X(t) no
ponto de corte pode ser atribuda ao efeito do tratamento. A Figura 3.5 apresenta um
exemplo do uso do RDD, mostrando a relacao entre a varavel contnua X e o resultado
Y , destacando a descontinuidade no ponto de corte c.

Figura 3.5: Representacao ga ca do Regression Discontinuity Design. A gura mostra
0s grupos de controle e tratamento, destacando o efeito nedio do tratamento (ATE) no
ponto de corte. Fonte: Liu et al. [2022].

O RDD baseia-se em pressupostos para garantir a validade da estimativa do efeito
causal. Sao eles:

1. Continuidade da varavel contnua: A distribucao da varavel contnua ao redor do
ponto de corte deve ser suave.

2. Auséncia de manipulacao da varavel contnua: Unidades nao podem se organizar
sistematicamente ao redor do ponto de corte.

3. Randomizacao local: Unidades poximas ao ponto de corte sao assumidas como
semelhantes em caractersticas observadas e nao observadas.

Existem dois principais tipos de RDD, exato e aproximado. No RDD exato, a
atribucao ao tratamentoe determinstica e depende exclusivamente do ponto de corte,
ou seja, D = I(X c¢), onde De o indicador de tratamento. Por outro lado, no RDD
aproximado, a atribucao ao tratamentoe probabilstica, sendo in uenciada pela varavel
contnua, mas com a probabilidade de receber o tratamento apresentando uma mudarca
descontnua no ponto de corte.

Por m, a aplicacao do RDD em estudos de causalidade exige a cuidadosa escolha
do ponto de corte e a consideracao das caractersticas do contexto espec co. Embora seja
e caz na avaliacao de polticas publicas, mudarcas de regulamentacao e outros fendbmenos
onde a randomizacao naoe possvel, o RDD apresenta algumas limitacees importantes. A
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validade das inferéncias depende da correta especi cacao do ponto de corte, da auséncia de
manipulacao da varavel contnua e de um rumero su ciente de observecees poximas ao
limiar. Akm disso, os efeitos estimados sao localizados, ou seja, apli@aveis principalmente
as unidades pioximas ao ponto de corte, 0 que restringe a generalizacao para toda a
populacao. Compreender essas limitacoes e essencial para interpretar corretamente os
resultados e evitar conclusees causais indevidas.
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Captulo 4

Conjunto de Dados

Este captulo apresenta os conjuntos de dados utilizados neste estudo e descreve as es-
traegias de coleta e integracao adotadas para sua construcao. A Figura 4.1 ilustra o
uxo completo do processo de coleta e integracao dos dados.

Figura 4.1: Fluxo do processo de coleta e integracao dos dados. A gura destaca as fontes
utilizadas e os nmetodos empregados para responderas perguntas de pesquisa.

Ao investigar o impacto dos empestimos musicais na popularidade das nusicas
originais, conforme discutido na Secao 1.2, utilizamos dados da plataforma WhoSampled
para identi car os empestimos musicais. A partir desse mapeamento, complementamos
as informacees com netricas de popularidade musical, como visualizacees, execwcoees e
interesse de busca, obtidas em outras plataformas.

No caso da Pergunta de Pesquisa RQ1, que avalia o impacto esatico da amos-
tragem musical na popularidade das nusicas originais, utilizamos dados do YouTube,
considerando o rumero de visualizacees de vdeos musicais, e do Spotify, que fornece
metricas consolidadas de popularidade.

Para a Pergunta de Pesquisa RQ2, que analisa o impacto dinAmico da amostragem
musical, recorremos inicialmente ao Wikidata para obter identi cadores das nusicas em
bases de conhecimento. Esses identi cadores permitiram acessar o hisprico de interesse
de busca das nusicas no Google Trends de forma conavel.
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4.1 WhoSampled

O WhoSampled.com e uma plataforma que manem um banco de dados abran-
gente de nusicas baseadas em samples, covers e remixes. Fundado por Nadav Poraz
em 2008, o site cataloga empestimos musicais com dados fornecidos por contribuidores,
moderadores e a popria equipe. Atualmente, conta com mais de 975 mil nusicas, 300
mil artistas e cerca de 28 mil colaboradores. Esses dados conectam nusicas baseadas
em samplesas suas originais, promovendo uma melhor compreensao das in uéncias entre
artistas e obras. Conforme descrito no site da plataforma, \todas as conexees musicais
exibidas sao contribucees de membros da comunidade WhoSampled, cuidadosamente ve-
ri cadas por uma pessoa quali cada (moderadores, membros da equipe ou contribuidores
certi cados)" L.

Nesta pesquisa, foram coletados dados de aproximadamente 700 mil nusicas e
suas conexoes. A coleta foi realizada em 2019 com a devida permissao da plataforma
e resultou em um grafo direcionado, onde cada ro representa uma nusica, e as arestas
indicam suas conexees. Cada arestae acompanhada por uma etiqueta que identica o
tipo de empestimo musical entre as nusicas conectadas. A Figura 4.2 exempli ca uma
conexao do tipo sampled entre duas nusicas, onde S representa a nusica que realizou o
empestimo, e T, a nusica original.

sampled

Figura 4.2: Exemplo de um empestimo musical do tipo \sampled" entre as nusicas S e
T.

A Tabela 4.1 apresenta as de ncees dos tipos de empestimos musicais presentes
no conjunto de dados, juntamente com a frequéncia de ocorréncia de cada um.

Cada mnusica no conjunto de dados possui informacees lasicas em formato de
texto, como ttulo, ano de lanrcamento e artistas envolvidos, mas carece de identi cadores
padrao da industria musical, como ISRC (International Standard Recording Codg)UPC
(Universal Product Codef e EAN (European Article Number).

A auséncia desses identi cadores di culta a integracao dos dados do WhoSampled
com outras plataformas e fontes, limitando aralises que dependem de informacees adicio-

1Every musical connection we show was contributed by a member of the WhoSampled community
and carefully veri ed by a quali ed person (a moderator, member of sta or self-moderating Gold Con-
tributor). https://www.WhoSampled.com/about

2https://isrc.ifpi.org

3UPC identi ca a musica como um produto, seja fsico ou digital
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Tipo de empestimo Descrcao Ocorréncias %

musical

sampled S sampleou T. 291.646 32,38

is a cover of Se uma versao cover de T. 213.317 23,68

was sampled in S foi sampleada em T. 169.107 18,77

was covered in S foi alvo de uma versao cover em 91.701 10,18
T.

is a remix of Se um remix de T. 85.498 9,49

was remixed in S foi remixada em T. 49.567 5,50

Total 900.836 100,00

Tabela 4.1: Tipos de empestimos musicais e suas ocorréncias no conjunto de dados.

nais, como estatsticas de reproducao em servcos de streaming ou metadados detalhados.

4.2 Wikidata

O Wikidatae um projeto mantido pela Wikimedia Foundation, cujo proposito
e oferecer uma fonte centralizada de dados estruturados e gratuitos, disponveis para
diversos ns. Trata-se de uma base de conhecimento colaborativa, organizada de forma
semelhante a um banco de dados, permitindo que os uswarios contribuam e acessem
informacees de maneira aberta e livre.

O Wikidata abrange uma ampla variedade de dados sobre pessoas, locais, eventos
hisbricos, obras de arte e outros bpicos. Esses dados sao categorizados em entidades
e propriedades, proporcionando uma estrutura exvel para representar informacees de
forma padronizada.

A coleta de dados no Wikidata pode ser realizada de \arias maneiras. A plata-
forma disponibiliza uma interface de consulta SPARQL, permitindo consultas personali-
zadas para recuperar dados espec cos. Aem disso, os dados podem ser acessados por
meio de APIs ou exportados em conjuntos completos para uso o ine. Como plataforma
colaborativa, as informacees no Wikidata sao continuamente atualizadas e expandidas
pela comunidade de editores, assegurando a disponibilidade de dados precisos e atualiza-
dos.

Para esta pesquisa, o Wikidata foi utilizado para identi car obras musicais e for-
necer informacees complementares como género musical, pas de origem e @digos de
identi cacao. Esses dados serao utilizados para referenciar de forma mais precisa as
nmusicas na busca realizada no Google Trends.
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4.3 Google Trends

O Google Trendse uma ferramenta que exibe o interesse de busca dos ustarios
nos produtos do Google, permitindo a visualizacao dos dados em ga cos. A plataforma
oferece oproees de Itragem por regiao, produto (como imagens, notcias, compras, You-
Tube e pesquisa na web) e perodo, com dados hisoricos disponveis desde 2004. Esses
dados, no entanto, nao sao disponibilizados pela empresa por meio de APIs ou outros
mecanismos que permitam consultas extensivas, sendo acessveis apenas atrawes do site
(Figura 4.3)*.

Figura 4.3: Captura de Tela do Google Trends exibindo a ferramenta de aralise de
interesse ao longo do tempo.

De acordo com a FAQ da pmagina o cial, \o Google Trends fornece acesso a uma
amostra nao Itrada de solicitacees de pesquisa reais feitas ao Googieanonimizado
(ningtem e identi cado pessoalmente), categorizado (determinando o bpico para uma
consulta de pesquisa) e agregado (agrupado)". Os dados fornecidos sao amostras das
buscas reais realizadas no Google, abm de serem normalizados. A normalizacao facilita
comparacees entre termos buscados, dividindo cada ponto de dados pelo total de pesquisas
realizadas em um intervalo de tempo ou localizacao, para representar a popularidade
relativa. O resultadoe escalonado em um intervalo de 0 a 100, com base na propoicao
de um bpico em relacao a todas as pesquisas. Regiees diferentes que mostram o0 mesmo

“4https://trends.google.com.br/
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interesse de pesquisa para um termo nem sempre t&m o mesmo volume total de pesquisa
Google Support Team [2024].

A busca na plataforma pode ser feita por termos ou entidades, sendo entidades
grupos de termos que compartiiham o mesmo conceito, independentemente do idioma.
Quando um usuario realiza uma busca em um dos produtos do Google, o0 sistema tenta
associar essa busca a uma entidade em sua base de conhecimento (veja Figura 4.4). Essa
base de conhecimento tem uma estrutura semelhante ao Freebase, adquirido pelo Google
em 2010. Cada entidade na base de conhecimento possui um ®digo de identi cacao
exclusivo, permitindo o acesso a informacees adicionais na base publica do Wikidata.

Figura 4.4: Exemplo de resultado da busca do Google exibindo informacees da base
de conhecimento para \Michael Jackson", incluindo sua data de nascimento, links para
plataformas de nusica e conexoes relevantes.

Para acessar os dados do Google Trends, uma vez que nao e uma API o cial
disponvel, faremos uso da biblioteca PyTrendS. Essa abordagem possui algumas li-
mitacees, como restrcoes de taxa de requiscees e limites por endereco IP. Para con-
torra-las, empregamos tcnicas como o uso de proxies para distribuir requiscees, ajuste
da taxa de requiscao, estraktgia de backo exponencial e uso de IPs dinAmicos. Es-
sas abordagens nos ajudarao a coletar os dados e contornar as restrcees impostas pela
plataforma.

Embora os dados do Google Trends nao sejam provenientes de pesquisa cient ca,
eles re etem o interesse de busca dos uswarios em bpicos espec cos e podem seruteis

Shttps://github.com/GeneralMills/pytrends
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guando combinados com outras fontes de dados. Nesta pesquisa, os dados serao utilizados
para analisar o interesse de busca pelas nusicas ao longo do tempo, permitindo mensurar
0 impacto do uso de samples no interesse pela nusica original.

4.4  Spotify

O Spotifye uma das maiores plataformas de streaming de nmusica do mundo, com
aproximadamente 551 milhees de usuwarios. Fundada em 2006, a plataforma oferece acesso
a milhees de faixas, albuns e playlists, permitindo aos usuarios ouvirem suas mnusicas
favoritas sob demanda, descobrirem novas nusicas e criarem playlists personalizadas.

A coleta de dados do Spotify foi realizada por meio da API o cial da plataforma,
gue oferece diversos endpoints para recuperar informacees detalhadas sobre nusicas, ar-
tistas e uswarios. Embora nao forneca o rumero de execwoes para cada nusica, a pla-
taforma disponibiliza uma netrica de popularidade® que varia de 0 a 100, sendo 100 o
mais popular. Essa netricae calculada por um algoritmo que considera principalmente o
rumero total de execwcees e a recéncia dessas execuwoes. Assim, nmusicas que sao tocadas
com frequéncia atualmente t¢m uma popularidade maior em comparacao com aquelas
gue foram tocadas mais no passado. A popularidade de artistas ealbunse derivada da
popularidade de suas nusicas. Akm disso, a API fornece informacees adicionais, como
a duracao das nusicas e o género dos artistas.

4.5 Youtube

O YouTubee a principal plataforma de compartiihamento de vdeos e consumo
de contaudo musical, contando com mais de 1 bilhao de uswarios em todo o mundo. Esse
crescimento foi impulsionado pelas iniciativas de monetizacao da plataforma, que incen-
tivaram a industria musical a disponibilizar seu material of the Phonographic Industry
[2004]. A API do YouTube permite obter informacees detalhadas sobre vdeos, incluindo
dados sobre a popularidade de uma nusica, como rumero de visualizacees e comenarios.
Essas informacees sao importantes para entender a audiéncia de uma nusica e podem
ser usadas na aralise comparativa do impacto de um sample espec co em diferentes

Shttps://developer.spotify.com/documentation/web-api/reference/get-track
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prodwcees musicais.

Para coletar informacees dos vdeos de forma @apida e escahvel, utilizamos um
programa de linha de comando chamado youtubeldique nos permitiu automatizar a
extracao dos metadados dos vdeos no Youtube, incluindo dados de visualizecoes, para
699.123 nusicas do conjunto de dados inicial obtido no WhoSampled. As nusicas foram
pesquisadas utilizando uma combinacao dos campos do ttulo da nusica e do nome do
artista, sendo o primeiro resultado considerado como a entrada mais relevante. Em
alguns casos, para contornar restrcees de acesso a determinados vdeos, utilizamos cookies
extrados de uma conta Google. O Apéndice A.1 apresenta um resumo dos parametros
extrados para cada nusica, incluindo a porcentagem de preenchimento desses dados e a
descricao de seu signi cado.

"https://github.com/ytdl-org/youtube-dl
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Captulo 5

RQ1 - Impacto em plataformas de
streaming, uma visao eséatica

Empeestimos musicais nao re etem apenas in uéncias musicais ou sonoras, mas tamkem
carregam mensagens, cultura e esetica. Cada rnusica possui uma hisbriaunica, e um
empestimo acaba incorporando parte dessa hisbria. Neste contexto, uma questao im-
portante no estudo da nusica contemporanea tem sido entender se empestimos tamkem
transmitem parte da popularidade e do sucesso das nusicas originais.

Metricas fornecidas por plataformas de streaming de nusica podem seruteis ao
guanti car e comparar o sucesso de nusicas. Neste captulo, buscamos respondera Per-
gunta de Pesquisa RQ1: \Como a amostragem musical impacta estaticamente a popu-
laridade das nusicas originais em plataformas de streaming, como Spotify e YouTube?".
Para isso, analisamos dados dessas plataformas, incluindo rumero de visualizacees e
nmetricas de popularidade, investigando a evolucao do interesse por nusicas originais em
relecaoas suas versees sampleadas, covers ou remixadas, com segmentacao porepoca e
tipo de empestimo musical.

O objetivo deste captuloe apresentar o conjunto de dados e identi car possveis
padrees nas netricas de popularidade, comparando nusicas originais e suas versees. Os
resultados obtidos revelam tendéncias interessantes, por exemplo, versees sampleadas
tendem a explorar a popularidade das nusicas originais de maneira mais signi cativa
em comparacao a covers e remixes. Abm disso, nusicas remixadas apresentam maior
variacao em popularidade, sugerindo que a qualidade e a inovacao no remix desempenham
um papel fundamental em seu sucesso. Ao nal do captulo, discutimos as implicacees
desses achados para artistas e produtores musicais.
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5.1 Metodologia

Para investigar 0 sucesso das nusicas originais em comparacao com suas Versoes,
adotamos uma abordagem estruturada e sistematica. Inicialmente, descrevemos a es-
trakgia de coleta de dados nas duas maiores plataformas de nusica: Spotify e YouTube.
Em seguida, detalhamos o processo de organizacao e pe-processamento dos dados, Vvi-
sando garantir sua consisténcia e integridade. Esse processo incluiu a remacao de du-
plicatas, tratamento de valores ausentes e normalizacao dos dados, de modo a permitir
comparacees justas entre diferentes nusicas e plataformas. Finalmente, apresentamos e
discutimos os resultados obtidos por meio da aralise comparativa das netricas de popu-
laridade.

5.1.1 Coleta de Dados

Para realizar a comparacao entre 0 sucesso das rusicas originais e suas versoes,
enriguecemos os dados coletados no WhoSampled com informacees sobre o sucesso das
musicas obtidas em outras plataformas. No YouTube, obtivemos o rumero de visua-
lizacoes dos vdeos relacionados a essas nusicas e, no Spotify, uma netrica espec ca da
plataforma que mede a popularidade das faixas. O Captulo 4 apresenta em detalhes a
estraegia de coleta adotada nestas plataformas.

5.1.2 Limpeza e preparacao dos dados

Para assegurar a qualidade e precisao dos dados, realizamos duas etapas de lim-
peza. Na primeira, removemos 0S casos em que a busca textual retornou a mesma nusica
tanto para o original quanto para a versao. Na segunda, restringimos a araliseas nusicas
cujo ttulo apresentava similaridade com o ttulo registrado no WhoSampled.

Essa similaridade foi calculada com a classe SequenceMatcher, do nodulo difflib,
em Python 3. O algoritmo utilizado deriva do nmetodo de Ratcli e Obershelp Ratcli
et al. [1988], conhecido como gestalt pattern matching, que identi ca a maior subsequéncia

Ihttps://docs.python.org/3/library/difflib.html
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contgua comum entre duas cadeias, desconsiderando elementos irrelevantes (junk). Esse
processoe aplicado recursivamenteas partes restantes, gerando ndices que expressam a
proximidade estrutural entre os textos. Por m, os valores obtidos foram normalizados
em escala percentual, a m de facilitar sua interpretacao.

Devidoas diferercas na construcao dos ttulos das nusicas entre as plataformas
analisadas, particularmente no caso de vdeos musicais no YouTube, aplicamos limiares
distintos de similaridade. A de ncao dos limiares foi baseada na aralise explorabria da
distribucao das similaridades calculadas e na avaliacao qualitativa de exemplos represen-
tativos.

No caso do Spotify, observou-se que a distribucao das similaridades era altamente
concentrada em torno de 100%, indicando que a maior parte dos ttulos originais e das
versees apresentavam alta similaridade textual. Por esse motivo, foi selecionado um
limiar mais rigoroso, garantindo que apenas mnusicas com alta correspondéncia textual
fossem consideradas. O limiar de nido foi de 50%, de modo que 92% (293.544) das
nmusicas coletadas permanecessem no conjunto de dados, excluindo apenas casos com
discrepancias signi cativas.

Por outro lado, para o YouTube, a maior variabilidade na estrutura dos ttulos
dos vdeos resultou em uma distribuc-ao mais dispersa das similaridades. Essa dispersao
re ete diferercas frequentes nos ttulos, como a inclusao de informacees adicionais (por
exemplo, colaboracees ou detalhes contextuais). Para lidar com essas particularidades,
foi adotado um limiar mais exvel, de nido como 25%. Esse valor permitiu a retercao de
91,52% das nusicas (587.111), excluindo apenas entradas com baixa similaridade textual,
mas preservando mnusicas \alidas, apesar das diferencas nos ttulos. A Tabela 5.1 exibe
algumas instancias de nusicas poximas ao limiar de corte includas no conjunto nal.

Ttulo do WhoSampled Ttulo do YouTube %

God's Promises Part 1 Gospel Sermon Rev James Cleveland "GOD'S 25.21
PROMISES"(Live) Nutley, New Jersey Part 1
Gospel851Music

Feds Takin' Pictures Takin Pictures (feat. Young Jeezy, Willie the Kid, Jim | 25.22
Jones, Rick Ross, Young Buck & T.1.)

It's Our World The Omen (Diamond D, Sadat X & Kamari ) - It's 25.22
Our World / Half Steppin' (2002 Full VLS) D.I.T.C.

Castelo Triste Faacao Central - Castelo Triste (Ft. Jota Ariais) - O 25.22
Espetculo do Circo dos Horrores - Faixa 04

Ekti Aisthisi Xristina Koletsa - Ekti Aisthisi (O cial Music Video) 25.24

Tabela 5.1: Exemplos de rnrusicas pioximas ao limiar de corte de 25% para o YouTube.
A tabela apresenta ttulos originais e seus correspondentes analisados, destacando casos
includos no conjunto nal, apesar de diferercas textuais signi cativas.

A Figura 5.1 ilustra a distribucao da similaridade de strings para cada plataforma,
bem como os limiares adotados. Esses valores foram con rmados por meio de uma ve-
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ri cacao manual em uma amostra de nmusicas com similaridade pioxima ao limiar, asse-
gurando que as correspondéncias retidas representavam adequadamente os empestimos
musicais analisados. As medidas adotadas visaram minimizar erros de identi cacao e
garantir a integridade dos dados para as aralises subsequentes.

(a) Similaridade WhoSampled x Youtube (b) Similaridade WhoSampled x Spotify

Figura 5.1: Distribucao da similaridade de strings normalizada para o nome da nusica

5.2 Resultados

Para respondera Pergunta de Pesquisa RQ1, iniciamos com uma visao geral dos
dados coletados em cada plataforma e, em seguida, conduzimos uma aralise comparativa
das nretricas de popularidade para as nusicas originais e suas respectivas versees.

5.2.1 Youtube

A distribuc-ao das nusicas pelo ano de publicacao (Figura 5.2) revela que a nedia
de nusicas publicadas por ano em nosso conjuntoe de 35.783 (5%). Os anos com o maior
rumero de nusicas publicadas foram 2014, 2015 e 2018, respectivamente. O ga co se
comporta de forma crescente at o0 ano de 2011, re etindo a popularizacao do YouTube
e sua adacao como plataforma de vdeos musicais. O decescimo nos anos seguintes esta
relacionado ao intervalo de obtercao da base de dados do WhoSampled.
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Figura 5.2: Distribucao das nusicas pelo ano de publicacao no YouTube.

Ao avaliarmos o rumero de visualizacees de cada nusica no YouTube, observa-
mos uma semelharca dessa distribucao com distribucees conhecidas como power law,
caracterizadas pela predominancia de uma grande quantidade de elementos com baixa
ocorréncia e uma pequena parcela com alta ocorréncia. Esse padraoe tpico de redes
scale-free, uma categoria de redes complexas nas quais a distribucao do grau dos ros
segue uma power law.

A Figura 5.3 mostra a distribucao do rumero de visualizacees no conjunto de
nusicas. Um exemplo de concentracao de visualizaceese \Baby Shark Dance", o vdeo
mais popular do YouTube, com um impressionante total de 13 bilhees de visualizacoes.
No conjunto analisado, cerca de 90% das rrusicas t¢m menos de 2 milhees de visualizacees,
sendo que 76% possuem ae 100 mil visualizecees. Entre as nusicas com mais de 2 milhees
de visualizacees, 70% estao na faixa entre 2 e 20 milhees, e 90% tém at 100 milhees.
Apenas 6% das nusicas ultrapassam 200 milhees de visualizecees.

Figura 5.3: Distribucao do rumero de visualizacees das nusicas. A escala do eixo ye
logartmica e representa a porcentagem de nusicas.

Para facilitar a comparacao do rumero de visualizacees entre nusicas originais e
suas versees derivadas (samples, covers e remixes), utilizamos a netrica da difererca per-
centual sinmetrica (DPS). Essa netrica normaliza a difererca entre as visualizacees, per-
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mitindo comparacees que nao dependem da magnitude absoluta dos valores. A brmula
utilizadae:

Vo Vo
Vo + Vp
onde \§ correspondeas visualizacees da nusica original ep\as visualizecees da

DPS = 100 (5.1)

versao derivada (sample, remix ou cover).

A Figura 5.4 exibe a distribucao dos empestimos musicais em que a nusica
derivada supera ou nao a original em visualizacees no YouTube, organizada por ano de
publicacao do vdeo musical na plataforma.

Figura 5.4: Distribucao dos empestimos musicais em que a nusica derivada supera ou
nao a original em visualizacees no YouTube, agrupados por ano de publicacao.

A aralise mostra que, em 19.83% dos empestimos, a nusica derivada supera a
original em rumero de visualizacees (¥ V p <0). No entanto, e um aumento contnuo
na propoicao de nusicas derivadas que superam as originais ao longo dos anos, indicando
gue a patica de empestimos musicais tem se tornado mais exitosa, no que diz respeito
ao rumero de visualizacees no Youtube.

A Figura 5.5 apresenta a Furc-ao de Distribucao Cumulativa Emprica (ECDF) das
diferencas percentuais sinetricas. O eixo X representa a diferenca percentual sinetrica,
enguanto o eixo y representa a probabilidade cumulativa.
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Figura 5.5: Furcao de Distribucao Cumulativa Emprica (ECDF) para as diferercas
percentuais simetricas.

Ao analisar a ECDF, observamos duas curvas: a azul, que representa oS casos
em que a nusica original possui mais visualizacees que a derivada, (W p > 0); e a
vermelha, que representa os casos em que a derivada supera a original em visualizacees
(Mo V p <0).

A ECDF mostra que, em ambas as curvas, a maioria das diferercas percentuais esa
poxima a 100%, sugerindo que a diferernca no rumero de visualizacees dos empestimos
musicaise, em geral, muito alta. No entanto, nmusicas derivadas que superam as originais
(curva vermelha) possuem valores de distribucao de difererca mais uniforme, sugerindo
gue, nestes casos, pode haver exploracao da popularidade, p que a audiéncia de ambase
similar.

Ao investigar emplestimos musicais com baixa difererca percentual sinmetrica (DPS),
identi camos exemplos de exploracao da popularidade. Um casoe \Das Erste Mal Im
Leben" de Andreas Martin, um cover de \l Feel Like Buddy Holly" de Alvin Stardust,
ambos larcados no mesmo ano. Este empestimo pode ser ouvido na pgina do WhoSam-
pled®. Comparando as visualizacees no YouTube, observamos uma difererca de 79.893,
com o cover apresentando 4,12% menos visualizacees que o original. Outro exemploe
o cover \I Love Your Smile" de DJ Antoine and Dizkodude feat. Sibbyl, com a versao
original interpretada por Shanicé. Aqui, surgem limitacees na metodologia, uma vez
gue a data de publicacao no YouTube difere da data de lanrcamento da nusica original,
afetando as visualizacees. O original de 1991 foi postado no YouTube em 2023, enquanto
o remix de 2017 p estava disponvel na plataforma. A diferercae de 10.255 visualizecoes,
representando 0,41% a mais para o cover.

A Figura 5.6 mostra a distribucao de visualizacees de nusicas originais e derivadas
por tipo de empeestimo. Musicas originais com mais visualizacees estao em azul, enquanto

2https://iwww.WhoSampled.com/cover/524959
Shttps://www.WhoSampled.com/cover/519796
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as derivadas com mais visualizacees aparecem em vermelho. Observa-se que a maioria
das derivadas tem menos visualizacoes que as originais, e essa diferercae mais acentuada
em covers e remixes.

Figura 5.6: Distribucao de visualizacees de rnusicas originais e derivadas por tipo de
empestimo musical.

Notamos anteriormente que em 19,83% dos casos a nusica derivada supera a
original em visualizacees, sendo esse percentual maior para empestimos do tipo sample
(Tabela 5.2). De modo geral, os resultados indicam que as mnusicas originais tendem a
apresentar maior popularidade.E importante destacar que essas conclusees se referem
ao conjunto de dados eas netricas analisadas, podendo o comportamento de consumo
musical variar em outras plataformas ou contextos.

Tipo de empestimo musical Original com mais Derivada com mais

visualizacees

visualizaees

cover 153,602 (85,08%) 26,931 (14,92%)
remix 72,291 (86,60%) 11,184 (13,40%)
sample 197,560 (73,08%) 72,774 (26,92%)
Total 423,453 (79,69%) 110,889 (20,31%)

Tabela 5.2: Distribucao da diferenca percentual entre visualizacees de rnrusicas originais
e derivadas por tipo de empestimo.

5.2.2 Spotify

Agora, vamos aplicar a mesma aralise feita no YouTube a plataforma Spotify.
Embora o Spotify nao forneca diretamente o rumero de visualizacees de uma nusica nem
a data exata de sua publicacao, ele disponibiliza uma netrica de popularidade, conforme
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detalhado na Secao 4.4, abm da data de larcamento das faixas, que sao essenciais para
a nossa aralise.

A Figura 5.7 apresenta a distribucao das nusicas conforme o ano de larcamento
registrado no Spotify, destacando uma concentrecao de larcamentos a partir dos anos
1990, com um pico signi cativo em 2019.

Figura 5.7: Distribucao das nusicas por ano de larcamento.

Na Figura 5.8, observa-se a popularidade nedia das nusicas ao longo dos anos
de larcamento. ldenti ca-se uma tendéncia de queda na popularidade nediaa medida
gue as nusicas se tornam mais recentes. Considerando que a netrica de popularidade
do Spotifye ponderada pela recéncia das execwees, conforme discutido na Secao 4.4, 0s
dados evidenciam que, em geral, nmusicas mais antigas sao mais executadas. Akm disso,
constata-se que nusicas lancadas nas cecadas de 1940 e 1970 apresentaram, em nedia,
uma popularidade superior em comparacao aos outros perodos analisados.

Figura 5.8: Popularidade nedia das nusicas por ano de lancamento.

Ao analisar a distribucao da popularidade das nusicas, observa-se um comporta-
mento semelhante ao observado nos dados do YouTube, apesar das diferercas de escala,
como ilustrado na Figura 5.9.
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Figura 5.9: Distribucao das nusicas pela nmetrica de popularidade do Spotify.

De maneira similar a aralise do YouTube, a Figura 5.10 permite comparar a
popularidade das nusicas originais e suas versees ao longo do tempo, com base na netrica
de popularidade do Spotify. Musicas larcadas at a cecada de 1950 foram ocultadas do
gl co devido ao rumero reduzido de amostras.

Figura 5.10: Comparacao entre a popularidade da nusica original e suas versees ao longo
do tempo, no Spotify.

Assim como no YouTube, nrusicas originais apresentaram maior popularidade em
todas asepocas, com menos de 20% das versoes superando as originais na maior parte dos
anos. Essa proporcao manteve-se estivel ao longo do tempo, mas aumentou naultima
tecada, possivelmente em furcao da menor distancia temporal entre larcamentos. Em
2023, pela primeira vez, versoees derivadas tornaram-se mais populares do que as originais.

No Spotify, a difererca de popularidade entre originais e versees apresenta distri-
bucao mais equilibrada, com valores positivos e negativos em propoicees semelhantes. A
Figura 5.11 mostra que versees mais populares tendem a superar as originais por margens
reduzidas (ae 40%), sugerindo que frequentemente exploram a visibilidade das nusicas
de origem, sem gerar grandes desvios de popularidade.
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Figura 5.11: Furcao de Distribucao Acumulada da difererca percentual absoluta de
popularidade entre a nrusica original e a versao.

A aralise comparativa segmentada por tipo de empestimo musical manem-se
consistente, com nusicas originais apresentando maior popularidade em todos os tipos
de empestimos, como ilustrado na Figura 5.12.

Figura 5.12: Proporcao de nusicas originais e versees mais populares por tipo de
empeestimo musical.

A difererca no rumero de visualizacees entre nusicas originais e suas versoeese
mantida nas netricas do Spotify. O rumero reduzido de nusicas pode justi car pequenas
variacees nos resultados observados. Mais uma vez, conclui-se que versees do tipo sample
tém maior probabilidade de superar nusicas originais em comparacao com outros tipos
de empestimos musicais.
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Tipo de empestimo musical

Original com mais
popularidade

Derivada com mais
popularidade

cover 45,418 (88.90%) 5,671 (11.10%)
remix 30,266 (95.56%) 1,406 (4.44%)
sample 39,825 (74.96%) 13,306 (25.04%)
Total 115,509 (86.47%) 20,383 (13.53%)

Tabela 5.3: Distribucao da difererca percentual entre popularidade de nusicas originais
e derivadas, baseado na netrica de popularidade do Spotify.

5.3 Conclusao

Neste captulo, apresentamos uma aralise comparativa das netricas de popula-
ridade de rnrusicas envolvidas em empestimos musicais. Observamos que as tendéncias
no YouTube e no Spotify sao similares, embora apresentem escalas distintas devido as
caractersticas espec cas de cada plataforma. Enquanto o YouTube re ete 0 rumero
acumulado de visualizacees de vdeos musicais ae 0 momento da coleta, o Spotify utiliza
uma netrica de popularidade percentual, ponderada pela recéncia das reprodwcoees.

Os resultados mostram que, de forma geral, as nusicas originais tendem a ser
mais populares do que suas versees derivadas, tanto no Spotify quanto no YouTube.
Essa preferéncia sugere que o publico valoriza a originalidade ou associa um signi cado
hisbrico-culturalas nusicas originais, 0 que contribui para sua poscao de destaque.

A aralise da difererca percentual absoluta de popularidade indicou que, nos casos
em gue as nusicas originais sao mais populares, a difererca de popularidade e frequen-
temente moderada (at 50% para 80% dos empestimos). Isso demonstra que, embora
as originais mantenham vantagem, as versees derivadas tamkem capturam uma parcela
signi cativa de interesse do publico. Aem disso, a difererca de popularidade relativa-
mente pequena entre originais e versees (raramente ultrapassando 30%) nos casos em que
a versao possui mais visualizacoes, refoica o papel das versees como ampli cadoras de
visibilidade para as rrusicas originais, sugerindo um efeito de reciprocidade.

Ao longo do tempo, identi camos um aumento na proporcao de versees que supe-
ram a popularidade das originais, embora ainda sejam casos minoriarios. Esse padrao
re ete possveis mudarcas na percepcao do publico, maior aceitacao de novos formatos
musicais e o papel das plataformas digitais na ampliacao do alcance de versees derivadas.

Outro ponto relevante da aralisee a variacao de sucesso entre diferentes tipos de
empestimos musicais. Observamos que remixes tendem a se bene ciar menos da popu-
laridade das nusicas originais em comparacao a covers e samples. Isso pode indicar que,
para alcarcar um sucesso superior, remixes exigem maior inovacao ou uma abordagem
criativa distinta em sua producao.
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Retomando a Pergunta de Pesquisa RQ1, conclumos que a amostragem musical
tem um impacto positivo na popularidade das nusicas originais, ajudando-as a perma-
necer relevantes em plataformas como Spotify e YouTube. Embora as versees raramente
superem as originais em popularidade, elas desempenham um papel relevante no aumento
do alcance das originais. Esse efeito parece se intensi car ao longo do tempo, sugerindo
um panorama dinAmico e mutuamente bere co entre nusicas originais e versoees derivadas
no ecossistema musical digital.

Por m, embora essa aralise forneca uma visao geral da popularidade de nusicas
envolvidas em empestimos musicais ao longo de diferentes perodos, ela nao mede di-
retamente o impacto que o larcamento de uma versao derivada tem sobre o interesse
por uma obra original espec ca. Para preencher essa lacuna, exploramos a RQ2, que
investiga como o empeestimo musical in uencia o interesse pela nusica original ao longo
do tempo.
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Captulo 6

RQ2 - Empestimos Musicais e 0
Interesse pelo Original

Conforme discutido no Captulo 1, alguns estudos indicam que empestimos musicais
podem impulsionar o interesse pelas nusicas originais, em certos casos justi cando sua
classi cacao como uso justo. Para investigar o impacto dos empeestimos na popularidade
da obra original, exploramos a hiptese de que esses elementos criam uma descontinuidade
no comportamento de interesse.

Dado que a nusica original e o interesse do publico por ela existiam antes da re-
gravacao, comparamos o interesse de busca pela obra antes e aps o lancamento da nova
versao usando Regression Discontinuity Design (RDD). Esse nmetodo permite estimar
o efeito imediato da regravacao no interesse do publico pela nusica original. Adicio-
nalmente, aplicamos a Causalidade de Granger para medir o impacto no longo prazo.
O objetivo e identi car se o larcamento de uma nova versao resulta em aumento ou
reducao do interesse pela obra original, conforme de nido na Pergunta de Pesquisa
RQ2: \Como a amostragem musical in uencia dinamicamente o interesse de busca pelas
musicas originais ao longo do tempo?".

Na Secao 6.1, detalhamos a coleta dos dados de interesse de busca no Google
Trends. Com esses dados, realizamos uma aralise de ries temporais, apresentada na
Secao 6.2. Por m, a Secao 6.3 traz a aralise dos impactos de samples sobre a nusica
original no curto e longo prazo.

6.1 Coleta de Dados

Conforme descrito no Captulo 4, nosso estudoe fundamentado em um conjunto de
dados do site WhoSampled, que mapeia relacees entre aproximadamente 700 mil nusicas.
No entanto, esse conjunto nao inclui informacees de popularidade nem identi cadores das
nmusicas em outras fontes. Para obter esses dados essenciais, recorremos a duas fontes
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adicionais: Wikidata e Google Trends.
Nesta secao, detalhamos o processo de identi cacao das nusicas nessas fontes, as
limitecees de nossa abordagem e o processo de limpeza dos dados.

6.1.1 Identi cacao das nusicas no Google Trends

Para obter informacees sobre o interesse de busca de cada mnusica, realizamos dois
tipos de consultas no Google Trends: por termo e por entidade. A busca por termo utiliza
0 nome da nusica e dos artistas como entrada, mas apresentou dois desa os principais.
Em primeiro lugar, muitas buscas retornaram dados irrelevantes, especialmente quando
o ttulo da rnrusica inclui termos com outros signi cados ou ta \arias versees da mesma
musica, resultando em informacees que nao correspondem ao contexto musical. Em
segundo lugar, \arias buscas nao produziram resultados, pois 0s usuwarios geralmente nao
utilizam muitos termos ao buscar nusicas. Tentativas de re nar a pesquisa geraram
consultas complexas, di cultando a obtercao de dados precisos.

Diante das limitacees da busca por termos, optamos pela busca por entidades.
Esta ocorre quando o usuario seleciona uma das sugestees exibidas ao digitar um termo,
conforme ilustrado na Figura 6.1.

Figura 6.1: Sugestoes exibidas ao digitar o termo \Clube da Esquina”. A selecao da
primeira opcao realiza uma busca por termo, enquanto todas as outras realizam uma
busca por entidade. Fonte: Google Trends | https://trends.google.com/trends

De acordo com o Google, \sugestoes sao geradas a partir de buscas reais realiza-
das no Google e re etem recomendacees comuns ou relevantes com base nos caracteres
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digitados, aém de serem in uenciadas pela localizacao e consultas anteriores."Google
Support Team [2024]*. Ao selecionar uma sugestao, o Google utiliza um @digo para
realizar a consulta, vinculando-se a uma entidade espec ca em suas bases de conhe-
cimento. Por exemplo, ao selecionar a perultima opcao da Figura 6.1, a URL gerada
e https://trends.google.com/trends/explore?q=/m/0zjw3z_, onde /m/0zjw3z _eo

ID do Freebase da nusica \Clube da Esquina n° 2". A busca por entidades foi entao ado-
tada como estratgia para identi car e coletar dados hisbricos de interesse de busca para
cada nusica, utilizando entidades oriundas de bases como Freebase e Google Knowledge
Graph.

6.1.2 Bases de Conhecimento

Grafos ou bases de conhecimento \utilizam um modelo de dados em grafo para
capturar conhecimento em cerarios que envolvem a integracao, gestao e extracao de valor
de diversas fontes de dados em larga escaldiogan et al. [2021]. Embora o termo \Grafo
de Conhecimento" tenha sido introduzido em 1972, ganhou notoriedade em 2012 com a
aquiscao do Freebase pelo Google. Ams essa aquiscao, grande parte do contaudo do
Freebase foi transferido para o Google Knowledge Graph e o Wikidata.

6.1.3 Coleta e tratamento de informacees sobre nusicas no
Wikidata

A estrutura dos grafos de conhecimento e fundamentada em modelos de dados
em grafos, onde entidades sao representadas por ros e informacees sao registradas e
interligadas por meio de arestas, que seguem o formato Sujeito-Predicado-Objeto. Esse
formato associa uma propriedade a um valor espec co. Por exemplo, para registrar a
nacionalidade de Milton Nascimento no Wikidata, adiciona-se uma declaracaoa entidade
\Milton Nascimento (Q542847)" usando a propriedade \pas de nacionalidade

1Autocomplete is a feature within Google Search designed to make it faster to complete searches
that you're beginning to type. The predictions come from real searches that happen on Google and show
common and trending ones relevant to the characters that are entered and also related to your location
and previous searches.

2Knowledge graphs use a graph-based data model to capture knowledge in application scenarios that
involve integrating, managing and extracting value from diverse sources of data at large scale
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(Property:P27)" com o valor \Brasil (Q155)".

Para identi car as entidades relacionadas a cada nusica envolvida nos empestimos
musicais, realizamos uma busca textual utilizando a APl do Wikidata. Seguimos os
seguintes passos para cada nusica:

1. Realizamos trés consultas de busca textual: uma apenas com o ttulo da nusica,
outra apenas com o nome do artista e uma terceira com a concatenacao do ttulo
da nusica e do nome do artista. Para cada consulta, recuperamos as 10 primeiras
entidades. Abaixo um exemplo da chamada realizada na APl do Wikidata:

async function searchWikidataEntity({ track, artist }) {
const url = 'https://www.wikidata.org/w/api.php’;
const params = {
action: 'query’, list: 'search’,
srsearch: “${track} ${artist}’, format: ‘json’,
%
return Promise.all([
axios.get(url, { params }),
axios.get(url, { params: { ...params, srsearch: track } }),
axios.get(url, { params: { ...params, srsearch: artist } }),

D;

2. Removemos entidades duplicadas e consultamos os dados em lotes de 50 entidades.
Abaixo esh o netodo utilizado para obter as informacees das entidades:

async function getWikidataEntity(ids) {

return axios.get('https://www.wikidata.org/w/api.php’, {
params: {

action: ‘'wbgetentities’,

ids: ids.join('|"), languages: 'en’,

format: ‘json’, sites: 'enwiki',
12

D;

3. Por m, processamos os dados coletados, extraindo as propriedades de interesse.



6.1. Coleta de Dados 6l

Para assegurar a precisao dos dados coletados em nossa pesquisa, e primordial
considerar que, durante a busca textual usando o nome da nusica e do artista, algu-
mas entidades retornadas podem nao representar estritamente uma obra musical. Para
lidar com essa questao, recorremosa propriedade \instance of (P31)" no Wikidata,
permitindo-nos identi car o tipo de entidade associada a cada resultado. Em particular,
buscamos por valores que se enquadrem na categoria \musical work (Q2188189)" ou
suas subclasses, como \song (Q7366)" ou \composition (Q204370)". Essa aborda-
gem nos possibilita Itrar as entidades que nao estao diretamente relacionadas a obras
musicais, garantindo assim a relevancia e a precisao dos dados para nossa aralise. A
Tabela 6.1 descreve detalhadamente as classes utilizadas para lItrar as entidades relaci-
onadas a obras musicais.

ID Wikidata Nome Descrcao
Wikidata metaclass; legal concept of
uniquely identi able piece or work of
music, either vocal or instrumental;
Q105543609 | musical work/composition | NOT applicable to recordings, broad-
casts, or individual publications of mu-
sic in printed or digital form or on phy-
sical media
generic term for any work of art rela-
ted to music, i.e. songs, compositions,
groups of compositions, sheet music,
melodies, albums, musical Ims, etc.
track on a music release that features
vocals
original piece or work of music, either
vocal or instrumental
Q7366 song musical composition for voice(s)
Q9734 symphony extended musical composition
Q114798209 | musical work legal concept de ning a type of copy-
rightable work
group of single releases by an artist usu
ally released at the same time with the

Q2188189 | musical work

Q55850593 | music track with vocals

Q207628 composed musical work

Q134556 single same title and tracks but in di erent
formats for consumption (digital, CD,
LP)

Tabela 6.1: Classes relacionadas a obras musicais no Wikidata, utilizadas na Itragem
da coleta. Fonte: https://www.wikidata.org/

A partir do conjunto de dados obtido no WhoSampled, contendo 699.123 nusicas,
coletamos um total de 1.504.008 entidades unicas. Ams aplicarmos um Itro baseado
nas classes listadas na Tabela 6.1, reduzimos signi cativamente o rumero de entidades
para 111.238. Destas, 66.373 (aproximadamente 59,6%) nao possuam identi cadores em
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bases de conhecimento como Freebase e Google Knowledge Graph, resultando em um
total de 44.857 nusicas identi cadas.

Para garantir que as entidades utilizadas nas aralises representem com precisao as
nmusicas do nosso conjunto original, aplicamos um Itro baseado na similaridade entre os
nomes das nusicas e artistas do conjunto de dados original e as entidades do Wikidata.
Utilizamos a biblioteca diib 2 do Python 3 para calcular a netrica de similaridade de
strings separadamente para cada nome. A Figura 6.2 ilustra a distribuc-ao da similaridade
de strings entre o conjunto original do WhoSampled, que conem as informacees dos
empestimos musicais, e os dados do Wikidata, que foram utilizados na coleta de dados
do Google Trends.

(a) Distribucao para o nome da rrusica (b) Distribucao para o nome do artista

Figura 6.2: Distribucao da similaridade de strings normalizada entre informacees do
Wikidata e o conjunto original

Mantivemos em nosso conjunto de dados apenas nusicas cuja similaridade de
strings fosse superior a 55%, tanto para o nome do artista quanto para o nome da nusica.
Esse limiar foi escolhido com base na distribucao dos valores de similaridade, especial-
mente para os homes dos artistas, onde a maior parte da distribucao estava concentrada
em valores abaixo desse limiar. A escolha do limiar tamkem foi validada por uma ve-
ri cacao manual, utilizando uma amostra poxima ao limite, de maneira semelhante a
abordagem descrita no Captulo 3. Apms a aplicacao desse Itro, o rumero total de
nusicas foi reduzido em 57,5%, resultando em um conjunto nal de 25.830 nusicas,
representando 4.477 empestimos musicais.

3https://docs.python.org/3/library/di ib.html
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6.1.4 Coleta do interesse ao longo do tempo no Google Trends

A coleta dos dados do Wikidata permitiu identi car as nusicas nas buscas do
Google Trends. Nesta secao, abordaremos a metodologia utilizada na coleta dos dados
de interesse de busca ao longo do tempo no Google Trends.

Conforme apresentado no Captulo 4, utilizamos a biblioteca PyTrends, uma API
nao o cial para acessar diretamente o Google Trends a partir do Python. Essa biblioteca
nos permitiu fazer consultas para obter os dados de interesse ao longo do tempo para
as entidades coletadas no Wikidata, conforme discutido na secao anterior. Os dados de
interesse ao longo do tempo compreendem pesquisas realizadas nos produtos do Google
a partir de janeiro de 2004 e sao amostrados mensalmente.

Para realizar a coleta no Google Trends, desenvolvemos um script que, para cada
par de nusicas conectadas no grafo original (representando um empestimo musical),
realiza uma consulta informando os @digos das nusicas em bases de conhecimento. Isso
nos permitiu obter o interesse de busca ao longo do tempo, parametrizado de forma
comparativa entre as duas entidades. A Figura 6.3 mostra um trecho do script utilizado
para coleta dos dados.

for index, row in df.iterrows():
fileName = f'../../data_collection/gg/{index}.csV'

try:
musics = [row['kg_id_from’], row['kg_id_to"]
pytrends.build_payload(
musics, timeframe="all', geo=", gprop="
)
interest_over_time_df = pytrends.interest_over_time()
if not interest_over_time_df.empty:
interest_over_time_df.to_csv(fileName)
print(f[Success] Writing data to {fileName})
else:
print([ERROR] No data for this term’)
except Exception as e:
print(f[ERROR] {e})

Figura 6.3: Script de coleta das ries temporais utilizando Pytrends

Para garantir uma coleta abrangente e consistente, utilizamos os seguintes parametros:

" timeframe="all': Indica que os dados de interesse ao longo do tempo devem ser
obtidos para todo o hispbrico disponvel no Google Trends.
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" geo=": Indica que a consulta nao deve ser Itrada por regiao geoga ca espec ca,
ou seja, os dados serao globais.

" gprop=": Parametro opcional que permite segmentar as buscas pelo tipo de pes-
quisa, como busca de imagens, notcias e vdeos. Neste caso, esa vazio, 0 que
signi ca que toda pesquisa na Web ser considerada.

Durante a coleta, observamos que algumas ries temporais continham valores
zerados em todos os intervalos de tempo, indicando a auséncia de dados de interesse de
busca para essas entidades musicais ao longo do perodo analisado. Essa falta de dados
pode ser atribuda a \arias razees, como baixa popularidade da nusica, falta de termos
de busca associados ou problemas tcnicos na coleta de dados do Google Trends. Para
contornar esse problema, decidimos descartar as ®ries temporais que continham valores
zerados em todos os intervalos de tempo.

A coleta nal englobou 4.360 empestimos musicais, sendo que cada consulta no
Google Trends retornou duas sries temporais que representam o interesse de busca ao
longo do tempo para as entidades musicais fornecidas como entrada. Essas ries tempo-
rais sao representadas por dados que indicam a popularidade relativa das entidades em
intervalos mensais. Os valores dessas sries temporais sao normalizados para facilitar a
comparacao entre diferentes entidades e perodos de tempo.

6.2 Similaridade entre as Sries de Interesse de
Busca

Nesta secao, utilizamos as netricas de similaridade descritas no Captulo 3 para
analisar as sries temporais obtidas no Google Trends, com o objetivo de avaliar se o
interesse de busca pelas nusicas originais ao longo do tempo esh correlacionado com
0 interesse por suas versoes derivadas, como samples, remixes ou covers. Dos 4.360
empeestimos musicais coletados, apenas 906 correspondem a nusicas larncadas apos 2004,
sendo este o0 conjunto utilizado para a aralise.
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6.2.1 Correlacao de Pearson

A correlacao de Pearson entre as ries temporais foi calculada utilizando a furcao
pearsonr da biblioteca scipy do Python, que fornece tanto o coe ciente de correlacao de
Pearson quanto o p-value. Correlacoes foram consideradas estatisticamente signi cativas
para p-values inferiores a 0.05. Aem disso, de nimos um limiar de 0.7 para identi car
correlacoes relevantes, indicando uma associacao linear forte entre as ries.

Dos 906 empestimos musicais analisados, 339 (44.7%) nao apresentaram signi-
cancia estatstica. A Figura 6.4 exibe a distribucao dos coe cientes de correlacao para os
567 empestimos restantes. A maioria das correlacees signi cativas (91.4%) cou abaixo
do limiar de 0.7, sugerindo baixa associacao entre a popularidade das nusicas originais
e suas versees derivadas. Apenas 8.6% dos pares apresentaram coe cientes acima desse
limiar, indicando que, nos casos em que ha correlacao, a relacaoe predominantemente
positiva.

Figura 6.4: Distribucao do coe ciente de correlacao de Pearson entre as fries temporais
de interesse para musicas originais e suas versoes.

6.2.2 Distancia Euclidiana

A distancia euclidiana foi usada como abordagem inicial para medir a similaridade
entre as ries temporais. As distancias variaram de 0 a 700, com 70% dos valores
abaixo de 310. A Figura 6.5a ilustra a distribucao dessas distAncias. Esses resultados
indicam proximidade entre muitas ries, mas a distancia euclidiana apresenta limitacees
importantes, como a incapacidade de lidar com desalinhamentos temporais. Para superar
essas limitacoes, adotamos o Dynamic Time Warping (DTW), apresentado na poxima
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secao.

(a) Distancias Euclidianas (b) Distancias DTW

Figura 6.5: Distribucees das medidas de similaridade entre ries temporais de nusicas
originais e suas versoes.

6.2.3 Dynamic Time Warping (DTW)

Para superar as limitacees da distancia euclidiana, utilizamos o netodo Dynamic
Time Warping (DTW), implementado com a biblioteca fastdtw Salvador and Chan
[2004]. O DTW calcula a distancia entre sries temporais considerando desalinhamentos
temporais, ideal para comparar padrees deslocados no tempo.

Uma distancia DTW de 0 indica que as ries sao idénticas aps o alinhamento.
Contudo, de nir um limiar absoluto para similaridadee desa ador, pois a escala depende
das caractersticas das sries. Observamos que 70% das sries apresentaram distancias
DTW de ake 2.396, sugerindo uma certa similaridade entre as nusicas analisadas. A
Figura 6.5b mostra a distribucao dessas distancias.

Embora o DTW ofereca vantagens, como lidar com desalinhamentos temporais,
ele tamkem apresenta limitacees, como a dependéncia de normalizecao e a di culdade de
interpretar suas escalas. No entanto, os resultados reforram a hiptese de similaridade
entre as series, corroborando os objetivos deste estudo.
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6.2.4 Conclusees

Os netodos aplicados indicaram uma baixa associacao entre as ries temporais
analisadas. A correlacao de Pearson mostrou que, embora apenas 8,6% das sries apre-
sentassem correlacao signi cativa, a maioria delase positiva.

As aralises de distancia, como Euclidiana e DTW, apresentaram distribucees
concentradas na primeira metade dos ga cos, sugerindo uma certa similaridade entre
as sries. Contudo, a de ncao de um limiar absoluto para avaliar essa proximidade
continua sendo desa adora. O DTW, especialmente, se destacou por capturar melhor as
similaridades temporais, apresentando uma distribucao mais concentrada pioxima de O.

Esses resultados fornecem uma base inicial para a aralise de longo prazo, abordada
na Secao 6.3.2, onde sem investigado o impacto das similaridades observadas por meio
da Causalidade de Granger.

6.3 Impacto dos samples no interesse pela nusica
original

Nesta secao, apresentamos os resultados da aralise do impacto causado pelo lanrcamento
de uma nova versao sobre o interesse na nrusica original, tanto em curto quanto em longo
prazo. Com uma janela temporal de 12 meses antes e depois da data de larcamento,
avaliamos variacees signi cativas no interesse de busca como indicativo de popularidade.

Os resultados revelam que, em alguns casos, o larcamento de uma nova versao pode re-
vigorar substancialmente o interesse pela nusica original, enquanto, em outros, o efeito
observadoe uma reduc-ao no interesse inicial.

6.3.1 Impacto no curto prazo

Utilizamos o netodo Regression Discontinuity Design (RDD), apresentado na
Secao 3.4, para mensurar 0 impacto no curto prazo de um sample na nusica original.
O RDDe um netodo estatstico que permite estimar o efeito causal de um tratamento
em uma varavel de resultado, quando a probabilidade de tratamento muda de forma
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descontnua em torno de um ponto de corte. Neste caso, o tratamentoe a regravecao ou
sample, e a varavel de resultadoe o interesse de busca da nusica original.

O RDD utiliza um ponto de corte, ou limiar, para separar as observacees em dois
grupos: um grupo de controle e um grupo de tratamento. Em nossa aralise, o grupo de
controlee composto pelo interesse de busca da nusica original antes do sample, enquanto
0 grupo de tratamento pelo interesse de busca da nusica original aps o sample, sendo o
ponto de corte a data de larcamento do sample. Para abranger um perodo em que fosse
possvel medir o efeito do lancamento do sample, de nimos uma janela de tempo de 12
meses antes e depois do lancamento do mesmo para a aplicacao da ecnica de RDD. Em
detalhe, nosso RDD foi implementado da seguinte forma:

googletrends(t) 1+t+] o +t | o (6.1)

Neste contexto, t representa nossa varavel de tempo, deslocada para que o tempo
de larcamento da versao ocorra no tempo zero. Essa transformacaoe comumente ultili-
zada em RDD, pois simpli ca a interpretacao dos parametros do modelo. O termggle
uma furcao indicadora que vale 1 quando t > 0 (aps o larcamento) e zero caso contario.
Portanto, em t = 0, 0 peso deste termo re ete a difererca no intercepto, conhecida como
Efeito Medio do Tratamento (ATE), uma estimativa causal do larcamento. Medimos
este efeito em termos relativos (100% signi ca o dobro do intercepto).

Mais importante, analisamos apenas as estimativas de ATE para regressees com
signi cancia estatstica em 0,05. Nosso conjunto nal de dados abrangeu 617 empestimos
musicais. No entanto, apenas 82 (13%) retornaram valores p-values estatisticamente sig-
ni cativos. A Figura 6.6 mostra a distribucao do efeito nedio do tratamento (ATE) para
esses 82 empestimos musicais com signi cAncia estatstica. Discutimos esses resultados
a segquir.

Figura 6.6: Distribucao do Efeito Medio do Tratamento (ATE) log-transformado para
0s 82 empestimos musicais com signi cancia estatstica.

Inicialmente, destacamos os empestimos com valores de ATE extremamente altos
ou baixos. Em alguns casos, esses valores se devema auséncia de atividade de busca pela
nmusica original antes do larcamento da nova versao, que, ao ser lancada, despertou inte-
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resse na rnusica original. A carcao com o maior ATE em nosso conjuntoe Something's
Got a Hold on Me de Etta James, de 1962, sampleada em 2011 pelo rapper Flo Rida
em Good Feeling, como ilustrado na Figura 6.9a. Esta versao incorporou vocais e melo-
dia de Etta James, gerando um aumento signi cativo no interesse pela nusica original,
gue registrou atividade de busca de 1% pela primeira vez entre 2004 e 2024. Ams
inspecao manual, classi camos esses eventos extremos como outliers e os desconsidera-
mos na aralise. Decidimos, portanto, focar nos casos que nao sao outliers, localizados no
centro da distribucao (Figura 6.6).

6.3.1.1 Impacto positivo

A seqguir, exploramos alguns exemplos interessantes de como a ecnica RDD captu-
rou o impacto positivo do larcamento de novas versees em alguns empestimos musicais.
A Figura 6.7 ilustra o efeito do sample da nusica \Gotta Go Home" de Boney M. (1979)
na popularidade da faixa original, aps ser sampleada na nusica \Barbra Streisand” pelo
duo Duck Sauce (2010). A nova versao alcancou o topo das paradas de sucesso em diver-
sos pases, conquistando o Grammy de melhor nusica de darnca em novembro de 2011.
O ATE de 701,42% indica um aumento de sete vezes no interesse pela nusica original
ams o larcamento do sample, destacando como a nova vers4o revitalizou o interesse pelo
chssico com mais de 30 anos.

(a) Interesse de busca o longo do tempo (b) Predcees RDD e valores observados

Figura 6.7: Interesse de busca por \Gotta Go Home" de Boney M.

Outro exemplo marcantee Destination Calabria de Alex Gaudino (2007), que in-
corpora o iconico ri de saxofone de Calabria de Rune RK (2003). Este ri se tornou um
chssico da nusica eletrbnica, frequentemente tocado em festivais e amplamente sample-
ado. Abm de Gaudino, Calabria tamkem foi regravada como Calabria 2007 por Enur,
com vocais de Natasja Saad, em uma versao similara de Gaudino. O sucesso de Destina-
tion Calabria foi expressivo, alcarcando o topo das paradas em pases como Austalia e
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Espanha, com certi cacao de platina. A aralise RDD mostrou que o larcamento de Desti-
nation Calabria elevou o interesse por Calabria em 486,51% | quase cinco vezes (Figura
6.8), destacando um impacto relevante e reacendendo o interesse pela faixa original.

(a) Interesse de busca o longo do tempo (b) Predcees RDD e valores observados

Figura 6.8: Interesse de busca por Calabria de Rune RK

As Figuras 6.9c, 6.9d, 6.9e e 6.9f apresentam exemplos de ATE positifointe-
ressante notar que muitos desses exemplos envolvem samples que reacenderam o interesse
por nusicas larcadas entre o nal dos anos 1970 e o nal dos anos 1980, evidenciando
gue, em alguns casos, um empestimo musical pode revitalizar o interesse ae mesmo em
obras mais antigas. No entanto,e necessario investigar se esse ressurgimento de interesse
e duradouro. Nas Figuras 6.9c e 6.9f, por exemplo, observamos uma queda acentuada no
interesse alguns meses as o0 larcamento do empestimo. Para aprofundar essa questao,
complementamos nossa aralise com o estudo de Causalidade de Granger, apresentado na
Secao 6.3.2.

6.3.1.2 Impacto negativo

Em cerca de 38% dos casos, o larcamento da nova versao teve um efeito negativo
sobre o interesse pela faixa original. Um exemplo dissoe mostrado na Figura 6.9b, que
apresenta a aralise RDD de Summertime Sadness de Lana Del Rey, sampleada em Body
Electric, lancada cinco meses depois no EP Paraso. Com um ATE de -152%, observa-se
uma queda signi cativa no interesse pela faixa original aps o lancamento do sample.
Acreditamos que o marketing do EP e a similaridade entre as duas nusicas tenham
in uenciado esse impacto negativo na popularidade da original.

Outro exemplo de reducao no interesse de busca pela faixa original ocorreu com
\Stronger" de Britney Spears, larcada em 2000. Aps o larcamento de \Pound the
Alarm" de Nicki Minaj em 2012, o interesse de busca por \Stronger" comecou a declinar,
conforme podemos observar na Figura 6.10. Nos 12 meses anteriores ao sample, o interesse
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(@)
(b)

(©)
(d)

()
(f)

(@) (b) ()

(d) (e) (f)

Predcees RDD e valores observados para \Something's Got a Hold on Me" de Etta James (outlier).

\Summertime Sadness" (Lana Del Rey, 2012) emprestada por \Body Electric" (Lana Del Rey,
2012).

\You Spin Me Round (Like a Record)" (Dead or Alive, 1984) emprestada por \Right Round"
(Flo'Rida, 2009).

\It Takes Two" (Rob Base DJ E-Z Rock, 1988) emprestada por \Peaches N Cream" (Snoop Dogg,
2015).

\Close to Me" (The Cure, 1985) emprestada por \So Human" (Lady Sovereign, 2009).

\Werewolves of London" (Warren Zevon, 1978) emprestada por \All Summer Long" (Kid Rock,
2007).

Figura 6.9: Exemplos de ATE

estava em aproximadamente 80%, mas diminuiu gradualmente para cerca de 55% no
momento do larcamento do sample. Nos 12 meses seguintes, o0 interesse nao ultrapassou

esse patamar, eventualmente chegando ao mnimo de 40%. Esse declnio representa uma
gueda signi cativa na popularidade, com o ATE calculado em -20.47%. Akm disso,
a Causalidade de Granger para esse caso foi de 0.04, indicando um impacto negativo

tamkem no longo prazo, conforme veremos em mais detalhes a sequir.

(a) Interesse de busca o longo do tempo (b) Predcees RDD e valores observados

Figura 6.10: Interesse de busca por \Stronger" de Britney Spears
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6.3.2 Impacto no Longo Prazo

A causalidade de Grangere uma ecnica estatstica que avalia se o passado de
uma <rie temporal pode ajudar a prever o futuro de outra, levando em consideracao
defasagens entre observacoees. Diferente da correlacao de Pearson, que mede apenas a
relacao linear entre duas varaveis, e do DTW (Dynamic Time Warping), que mede
similaridade temporal, a causalidade de Granger veri ca se uma rie temporal fornece
informacees preditivas para outra, considerando os lags (defasagens) entre os dados.

Para realizar o teste de causalidade de Granger, utilizamos a biblioteca statsmodels
Seabold and Perktold [2010], que fornece ferramentas robustas para aralise de ries
temporais. O teste se baseia em modelos autorregressivos (AR), comparando diferentes
versees desses modelos para veri car se a inclusao de termos defasados de uma rie
melhora a previsao de outra. Especicamos o parametro még como 10, assumindo
gue a relacao causal entre a nusica original e seu empestimo pode ser captada em ae
10 meses de defasagem.

O teste de Granger retorna um p-value associado ao teste F de soma dos quadrados
dos resduos (SSR F-test) para cada defasagem at o mkeg especi cado. Um p-value
baixo (inferior a 0,05) indica que a srie temporal do empestimo conem informacees
preditivas sobre a srie temporal da nusica original, sugerindo uma relacao causal.

A Figura 6.11 apresenta a distribucao dos p-values do teste de Granger para nossa
base de dados. Observamos que 64% (117) dos empestimos musicais tém p-values abaixo
de 0,05, mostrando que, na maioria dos casos, a nova versao (cover, sample ou remix)
conem informacees preditivas signi cativas sobre a srie temporal da nusica original.
Esse resultado sugere que os samples geralmente in uenciam os originais ao longo de
perodos extensos.

Figura 6.11: Distribucao dos p-valores do teste de Granger

A seguir, apresentamos exemplos de empestimos musicais com impacto no longo
prazo. No primeiro caso, \Super High" de Rick Ross (2010) reutiliza elementos de
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\Gangsta Gangsta" do grupo N.W.A (1988). O teste de Granger resultou em um p-value
de 0,0001, indicando que a rie temporal de Rick Ross conem informacees preditivas
signi cativas sobre a srie do N.W.A (Figura 6.12a).

Outro exemplo e \All Summer Long" de Kid Rock (2007), que reutiliza \We-
rewolves of London" de Warren Zevon (1978). O teste de Granger tamkem apresentou
um p-value de 0,0001, destacando uma relacao preditiva forte entre as sries temporais
(Figura 6.12b).

Tambem observamos impactos duradouros entre nmusicas mais recentes (Figura
6.13). Dois exemplos notveis sao \The Motto" de Drake e \She Will" de Lil Wayne,
ambas de 2011, e \Rocketeer" de Far East Movement e \Somebody To Love" de Justin
Bieber, ambas de 2010. Em ambos os casos, o teste de Granger apresentou p-values
abaixo do limiar, indicando in uéncia preditiva signi cativa entre as nusicas larcadas no
mesmo ano.

(b) \Werewolves of London" e \All Summer
(a) \Gangsta Gangsta" e \Super High" Long"

Figura 6.12: Interesse de busca para nusicas com alta relacao causal

(a) \Rocketeer" e \Somebody To Love" (b) \The Motto" e \She Will"

Figura 6.13: Interesse de busca para nusicas recentes com alta relacao causal

Os resultados sugerem que o0 impacto de empestimos musicais pode ir aem do
perodo imediatamente posterior ao lancamento, estendendo-se por meses ou ae anos.
Em termos interpretativos, isso pode indicar que a circulacao de elementos musicais por
meio de samples, remixes e covers esh associadaa manutercao ou mesmoa retomada
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do interesse por obras anteriores, operando como um possvel mecanismo de menoria
coletiva no ambiente digital. Do ponto de vista mais amplo, a persisténcia desse efeito

tamlem pode estar ligada a uxos adicionais de atencao e consumo em mnusicas originais

apos seu ciclo comercial inicial, o que aponta para a possibilidade de o reuso musical criar
conexoes duradouras entre diferentes geracees de ouvintes.

6.4 Conclusees

Em conclusao, nossos resultados indicam que empestimos musicais frequente-
mente exercem in uéncia preditiva sobre as nusicas originais, tanto em casos de com-
poscees chssicas quanto em producees mais recentes. Esses achados reforcam a hiptese
de que versees derivadas podem reavivar o interesse nas nusicas originais, estabelecendo
uma relacao duradoura entre elas.
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Captulo 7

Conclusao e Trabalhos Futuros

Este trabalho investigou o impacto de paticas como samples, covers e remixes No sucesso
comercial de nusicas originais, destacando a relevancia desses fendbmenos para a indistria
musical. Essa aralise e importante, especialmente em um contexto onde legislacees de
direitos autorais frequentemente criam barreiras para a produwcao baseada em samples.
Apesar disso, a importancia hisbrica dessas pgaticas permanece, particularmente em
géneros como hip-hop, nusica eletrénica e rap, nos quais elas t8m um papel central na
evoluwcao cultural e artstica.

Com base em dados coletados no WhoSampled, mapeamos nusicas que utilizam
samples, covers e remixes em suas prodwcees. A partir desse conjunto de dados, buscamos
nmetricas que nos permitissem avaliar o impacto dessas paticas nas mnusicas originais,
partindo da hiptese de que a amostragem musical aumenta a popularidade das obras
originais. Para isso, utilizamos duas abordagens principais: uma aralise estatica, que
compara as netricas de popularidade no momento da coleta dos dados, e uma aralise
dindmica, que avalia o impacto do larcamento de versees derivadas sobre o interesse
hisbrico de busca pelas nusicas originais.

A aralise esttica revelou que, embora YouTube e Spotify apresentem diferercas
nas escalas e nmetodos de medcao, as tendéncias observadas entre as plataformas sao con-
sistentes. De forma geral, nmusicas originais mantém maior popularidade em comparacao
as versoes derivadas, o que sugere a valorizacao da originalidade e um possvel apelo
cultural associadoas obras originais. No entanto, versees derivadas tamkem capturam
uma parcela signi cativa do publico, funcionando como catalisadoras da visibilidade das
musicas originais, especialmente em casos em que a diferernca de popularidade e mode-
rada.

Observamos, ainda, um aumento na proporcao de versoes derivadas que superam
as originais em popularidade nosultimos anos, re exo da evolucao no comportamento
do publico e da ampli cacao do alcance por meio das plataformas digitais. Entre os
tipos de empestimos musicais, remixes demonstraram maior di culdade em alavancar
popularidade quando comparados a covers e samples, sugerindo que, para obter sucesso,
os remixes frequentemente demandam maior inovacao e criatividade em sua prodwcao.

Apesar de responderem parcialmentea RQ1, os resultados destacam a necessidade
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de explorar mais detalhadamente os impactos temporais das versees derivadas, o0 quee
abordado em RQ2. Essa questao examina o comportamento dindmico do interesse por
musicas originais aps o larcamento de versoes relacionadas.

A aralise temporal do interesse de busca por nrusicas revelou padrees mais precisos
sobre o impacto das versees derivadas no engajamento com as obras originais. ldenti-
camos evidéncias de relacees causais em alguns casos, com intensidades varaveis. A
araelise baseada em RDD sugere que o larcamento de versees derivadas pode revitali-
zar o interesse por faixas mais antigas, enquanto os impactos de longo prazo, avaliados
pela Causalidade de Granger, indicam que empestimos musicais podem exercer uma
in uéncia persistente na popularidade das nusicas originais. Esses achados reforcam a
hipptese de que samples, remixes e covers podem contribuir signi cativamente para o
sucesso contnuo das rnrusicas originais.

Este estudo oferece contribucees paticas, teoricas e metodobgicas para o campo
de pesquisa sobre nusica e popularidade no contexto digital. Do ponto de vista patico,

a aralise desenvolvida pode ser adaptada para outros tipos de sries temporais relaciona-
dasa nusica. Por exemplo, pode-se investigar o impacto de netricas como o rumero de
execwcoes em aplicativos de streaming, mercees em redes sociais ou a exposcao em adios
ao longo do tempo. Essa exibilidade amplia o potencial de aplicacao das metodologias
empregadas, permitindo uma exploracao mais abrangente dos fatores que in uenciam
a popularidade musical. No campo teorico, 0 estudo apresenta uma visao comparativa
detalhada entre plataformas como Spotify e YouTube, elucidando as diferercas e simi-
laridades no desempenho de nusicas originais e suas versoes. Essa abordagem contribui
para o entendimento de como diferentes contextos e algoritmos de recomendacao podem
moldar o consumo musical e reforcar a relevancia cultural de determinadas obras. Meto-
dologicamente, o trabalho integra aralises estatsticas robustas, como RDD e Causalidade
de Granger, ao estudo de popularidade musical. Isso representa uma inovecao ao aplicar
ecnicas comumente usadas em outrasareas para avaliar causalidade e impacto em um
contexto musical. Esse avarco metodobgico pode inspirar estudos futuros que busquem
explorar relacees causais em outros domnios da nusica e da cultura.

Embora este trabalho tenha oferecido uma aralise sobre o impacto de empestimos
musicais no sucesso comercial de nusicas originais, algumas limitacees devem ser reco-
nhecidas, particularmente no que diz respeitoa coleta ea qualidade dos dados utilizados.
Uma das principais limitacees est relacionadaa utilizacao do Google Trends. A plata-
forma impee restrcoes na obtercao de dados em grande volume, o que limitou o escopo
das aralises realizadas. Abm disso, os dados fornecidos pelo Google Trends sao nor-
malizados entre as ®ries comparadas, 0 que pode di cultar a identi cacao de impactos
mais sutis na popularidade de nusicas espec cas. A identi cacao das entidades musicais
para buscas no Google Trends tamlkem apresentou desa os. A base de conhecimento do
Wikidata, utilizada para associar nusicasas suas respectivas entidades, mostrou-se in-
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su ciente, especialmente para nusicas originadas em regiees como Anerica do dsia

e Africa. Essa limitacao reduziu o conjunto de dados disponvel, impedindo uma aralise
mais detalhada sob a perspectiva regional. A utilizacao de uma base de conhecimento
mais robusta, como a Google Knowledge Base, poderia mitigar esse problema em estu-
dos futuros. Outro aspecto limitante foi a aralise de popularidade baseada em buscas
no YouTube. Embora a inclusao de vdeos nao o ciais permita capturar um espectro
mais amplo da popularidade musical, especialmente para artistas mais antigos, tamkem
introduz a possibilidade de contabilizacao de conteudos que nao re etem a produwcao dos
artistas originais. Isso pode distorcer os resultados, sobretudo quando esses vdeos nao
o ciais alcarcam grande audiéncia. Abm disso, a netrica de popularidade fornecida
pelo Spotify foi uma escolha necessria, devidoa auséncia de dados detalhados sobre o
hisbrico ou a totalidade de execuwcoes das nusicas na plataforma. No entanto, a natu-
reza proprietiria dessa netrica, cujo netodo de @lculo naoe divulgado, representa uma
limitacao metodobgica que pode impactar a interpretacao dos resultados. Outro ponto
importantee que as netricas de popularidade consideradas abrangem apenas as trés pla-
taformas analisadas e nao incluem execuwcoes em outras plataformas de streaming, adio
ou canais alternativos. Apesar de se tratar de uma restrcao, entende-se que essas trés
plataformas representam as maiores fontes de consumo musical atualmente, de modo que
a aralise ainda captura a maior parte da dinamica de popularidade. Por m, a construcao

do conjunto de dados apresentou restrcoees signi cativas. Apesar do esforco para inte-
grar informacees de fontes como Freebase e Google Trends, das cerca de 700.000 nusicas
analisadas, apenas 884 casos de empestimos musicais foram identi cados. Essa quan-
tidade relativamente pequena sugere a necessidade de melhorias nos netodos de coleta
e identi cacao de dados, o que poderia ampliar as possibilidades de aralise em estudos
futuros.

Em sntese, este estudo investigou o impacto de samples, covers e remixes no
sucesso das nusicas originais. As aralises mostraram que, embora as versees derivadas
nao superem consistentemente as originais em popularidade, elas sao importantes na
ampli cacao da visibilidade das nusicas originais. Aem disso, a pesquisa revelou que
esses empestimos musicais podem revitalizar o interesse por faixas mais antigas, com
efeitos persistentes ao longo do tempo.

Como forma de promover a transparéncia, a replicabilidade e a continuidade da
pesquisa, os produtos derivados desta dissertacao encontram-se disponveis publicamente:
um artigo detalhando parte das aralises foi publicado no 1st Latin American Music
Information Retrieval (LAMIR) Workshop (Santos and Figueiredo [2024]), e 0 conjunto
de dados utilizado, incluindo o grafo completo do WhoSampled, encontra-se acessvel em
https://github.com/uai-ufmg/whosampleddata, permitindo que outros pesquisadores
repliguem e expandam os resultados aqui apresentados.
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Apéndice A

Resumo dos dados obtidos no
Youtube

Pardmetro | Tipo | Descrcao %
content.id string | Identi cadorunico do contaudo 100
id string | ID do vdeo no YouTube 100
title string | Ttulo do vdeo no YouTube 100
duration int Duracao do vdeo em segundos 100
view_count | int Numero de visualizacees do vdeo 100
tags string | Tags associadas ao vdeo 100
categories | string | Categorias do vdeo 100
upload.date | date | Data de upload no YouTube 100
alt_title string | Ttulo alternativo do vdeo 31
track string | Nome da rrusica 31
artist string | Nome do artista 31
album string | Nome doalbum 31
releaseyear | year | Ano de larcamento da nusica 31
releasedate | date | Data de lancamento da nusica 28

Tabela A.1: Informacees disponveis nos dados provenientes do Youtube
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Apéndice B

Interesse de Busca vs. RDD Predito

Figura B.1: Kryptonite (3 Doors Down, 1999) sampleado em Superhuman (Chris Webby,
2014). ATE Normalizado: -3.11 | Causalidade de Granger: 0.32

Figura B.2: It Takes Two (Rob Base & DJ E-Z Rock, 1988) sampleado em Peaches N
Cream (Snoop Dogg song) (Snoop Dogg, 2015). ATE Normalizado: 4.451 | Causalidade
de Granger: 0.18
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Figura B.3: U Can't Touch This (MC Hammer, 1990) sampleado em Dance (Ass) (Big
Sean, 2011). ATE Normalizado: 6.025 | Causalidade de Granger: 0.84

Figura B.4: Can You Feel It (The Jacksons, 1980) sampleado em Sorry (Madonna, 2005).
ATE Normalizado: 5.271 | Causalidade de Granger: 0.75

Figura B.5: Get Up O a That Thing (James Brown, 1976) sampleado em Luv (Apink,
2014). ATE Normalizado: 3.809 | Causalidade de Granger: 0.84
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Figura B.6: Bon, Bon (Pitbull, 2010) sampleado em We No Speak Americano (Yolanda
Be Cool, 2010). ATE Normalizado: -6.056 | Causalidade de Granger: 0.27

Figura B.7: Real Love (Mary J. Blige, 1992) sampleado em Super Rich Kids (Frank
Ocean, 2012). ATE Normalizado: 4.366 | Causalidade de Granger: 0.99

Figura B.8: Get On Your Boots (U2, 2009) sampleado em Fez { Being Born (U2, 2009).
ATE Normalizado: -4.269 | Causalidade de Granger: 0.85
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Figura B.9: El Lute / Gotta Go Home (Boney M., 1979) sampleado em Barbra Streisand
(Duck Sauce, 2010). ATE Normalizado: 6.555 | Causalidade de Granger: 0.12

Figura B.10: Hush, Little Baby (Traditional Folk, 1939) sampleado em Mockingbird
(Eminem, 2004). ATE Normalizado: -4.35 | Causalidade de Granger: 0.83

Figura B.11: Mo Money Mo Problems (The Notorious B.1.G., 1997) sampleado em Worst
Behavior (Drake, 2013). ATE Normalizado: -4.276 | Causalidade de Granger: 0.74
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Figura B.12: She Will (Lil Wayne, 2011) sampleado em The Motto (Drake, 2011). ATE
Normalizado: -4.401 | Causalidade de Granger: 0.02

Figura B.13: The Motto (Drake, 2011) sampleado em YOLO (The Lonely Island, 2013).
ATE Normalizado: -5.373 | Causalidade de Granger: 1.0

Figura B.14: Chaconne in F minor (Johann Pachelbel, 1680) sampleado em What If
(Jason Denslo, 2010). ATE Normalizado: -6.801 | Causalidade de Granger: 0.11
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Figura B.15: Stereo Hearts (Gym Class Heroes, 2011) sampleado em IDGAFOS (Dillon
Francis, 2011). ATE Normalizado: 4.832 | Causalidade de Granger: 0.02

Figura B.16: Werewolves of London (Warren Zevon, 1978) sampleado em All Summer
Long (Kid Rock, 2007). ATE Normalizado: 5.281 | Causalidade de Granger: 0.0

Figura B.17: Hide and Seek (Imogen Heap, 2005) sampleado em Whatcha Say (Jason
Dendlo, 2009). ATE Normalizado: 5.037 | Causalidade de Granger: 0.96
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Figura B.18: Just a Friend (Biz Markie, 1989) sampleado em Say You're Just a Friend
(Austin Mahone, 2012). ATE Normalizado: 3.803 | Causalidade de Granger: 0.0

Figura B.19: One Step at a Time (Jordin Sparks, 2007) sampleado em All | See (Kylie
Minogue, 2007). ATE Normalizado: 5.98 | Causalidade de Granger: 0.11

Figura B.20: Close to Me (The Cure, 1985) sampleado em So Human (Lady Sovereign,
2009). ATE Normalizado: 4.092 | Causalidade de Granger: 0.07
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Figura B.21: Don't Stand So Close to Me (The Cure, 1985) sampleado em So Human
(Lady Sovereign, 2009). ATE Normalizado: -5.471 | Causalidade de Granger: 0.54

Figura B.22: Shots (LMFAO, 2009) sampleado em Somebody (Natalie La Rose, 2014).
ATE Normalizado: 3.862 | Causalidade de Granger: 0.12

Figura B.23: Pon de Floor (Major Lazer, 2009) sampleado em Ass on the Floor (Diddy
- Dirty Money, 2010). ATE Normalizado: 5.45 | Causalidade de Granger: 0.02
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Figura B.24: Dirty Cash (Money Talks) (Adventures of Stevie V, 1989) sampleado em
Dirtee Cash (Dizzee Rascal, 2009). ATE Normalizado: 10.157 | Causalidade de Granger:
0.34

Figura B.25: (I Just) Died in Your Arms (Cutting Crew, 1986) sampleado em Relax,
Take It Easy (Mika, 2006). ATE Normalizado: -4.186 | Causalidade de Granger: 0.3

Figura B.26: Take It O (Kesha, 2010) sampleado em Pop Culture (Madeon, 2011). ATE
Normalizado: -4.337 | Causalidade de Granger: 0.0
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Figura B.27: One Way or Another (Blondie, 1978) regravado em One Way or Another
(Teenage Kicks) (One Direction, 2013). ATE Normalizado: 5.06 | Causalidade de
Granger: 0.93

Figura B.28: Tom Ford (Jay-Z, 2013) sampleado em Dirty Vibe (Skrillex, 2014). ATE
Normalizado: -4.23 | Causalidade de Granger: 0.48

Figura B.29: Valerie (Steve Winwood, 1982) sampleado em Call on Me (Eric Prydz,
2004). ATE Normalizado: 5.351 | Causalidade de Granger: 0.6
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Figura B.30: | Won't Back Down (Tom Petty, 1989) sampleado em Stay with Me (Sam
Smith, 2014). ATE Normalizado: 7.852 | Causalidade de Granger: 0.16

Figura B.31: Rocketeer (Far East Movement, 2010) sampleado em Somebody To Love
(Justin Bieber, 2010). ATE Normalizado: -42.537 | Causalidade de Granger: 0.0

Figura B.32: Rocketeer (Far East Movement, 2010) sampleado em Like a G6 (Far East
Movement, 2010). ATE Normalizado: -43.251 | Causalidade de Granger: 0.02
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Figura B.33: N.Y. State of Mind (Nas, 1994) sampleado em Too Many Rappers (Beastie
Boys, 2009). ATE Normalizado: 8.657 | Causalidade de Granger: 0.87

Figura B.34: The Motto (Drake, 2011) sampleado em She Will (Lil Wayne, 2011). ATE
Normalizado: -10.413 | Causalidade de Granger: 0.03

Figura B.35: Baby Got Back (Sir Mix-a-Lot, 1992) sampleado em Ew! (Jimmy Fallon,
2014). ATE Normalizado: -3.575 | Causalidade de Granger: 0.96
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Figura B.36: Keep on Truckin' (Eddie Kendricks, 1973) sampleado em Do It Well (Jen-
nifer Lopez, 2007). ATE Normalizado: 8.414 | Causalidade de Granger: 0.24

Figura B.37: Girls Can't Do What the Guys Do (Betty Wright, 1968) sampleado em
Upgrade U (Beyone, 2006). ATE Normalizado: -4.615 | Causalidade de Granger: 0.95

Figura B.38: Something's Got a Hold on Me (Etta James, 1962) sampleado em Good
Feeling (Flo Rida, 2011). ATE Normalizado: 42.553 | Causalidade de Granger: 0.86
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Figura B.39: Pony (Ginuwine, 1996) sampleado em Jump (Rihanna, 2012). ATE Nor-
malizado: 3.475 | Causalidade de Granger: 0.71

Figura B.40: | Will Survive (Gloria Gaynor, 1978) sampleado em "Hush Hush" (Pussycat
Dolls, 2008). ATE Normalizado: 3.108 | Causalidade de Granger: 0.74

Figura B.41: Heartache Avenue (The Maisonettes, 1983) sampleado em The Avenue (Roll
Deep, 2005). ATE Normalizado: -4.585 | Causalidade de Granger: 0.15
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Figura B.42: Fade to Grey (Visage, 1980) sampleado em One Word (Kelly Osbourne,
2005). ATE Normalizado: 6.286 | Causalidade de Granger: 0.54

Figura B.43: Toccata and Fugue in D minor, BWV 565 (Johann Sebastian Bach, 1707)
sampleado em Baby's Coming Back/Transylvania (McFly, 2007). ATE Normalizado: -
3.19 | Causalidade de Granger: 0.73

Figura B.44: One Nation Under a Groove (Funkadelic, 1978) sampleado em Peaches N
Cream (Snoop Dogg song) (Snoop Dogg, 2015). ATE Normalizado: 39.051 | Causali-
dade de Granger: 0.88
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