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Resumo

A anadlise de redes sociais tem como finalidade detectar e mensurar relagoes entre elementos
nos mais diversos setores da sociedade. Por isso, inimeros métodos sao empregados para esse
tipo de anélise, dentre os quais destacamos o modelo de redes de afinidade. Esse modelo de
grafos aleatorios considera que a probabilidade de ligacao é funcao de caracteristicas dos vértices
e isso permite uma aproximacao maior do modelo a redes reais.

O presente trabalho se propoe a produzir uma metodologia para realizar a estimacao dos
parametros que compoem o modelo de redes de afinidade. No caso em que ha uma comunidade
apenas, utilizamos a funcao de verossimilhanca diretamente para encontrar os estimadores,
enquanto que no caso de haver mais de uma comunidade, construimos um algoritmo do tipo
Maximizagao da Expectativa (Expectation Maximization), uma vez que teremos um modelo
latente. Certificaremos se o método funciona bem por intermédio de simula¢ées. Propomos
uma forma de determinar o niimero adequado de comunidades da rede de afinidade e de fazer a
alocacao dos individuos a elas. Construiremos grafos para representar as redes de afinidade uti-
lizando duas maneiras diferentes de medir a afinidade entre os individuos da rede. Finalmente,
realizaremos a aplicacao da metodologia apresentada em uma situagao real, em um banco de
dados coletado com o objetivo de descrever a forma que as pessoas entrevistadas tiveram a vida

impactada pela pandemia de Covid-19.

Palavras-chave: Modelos de redes de afinidade, Afinidade, Algoritmo EM, Grafo

aleatorio



Abstract

The analysis of social networks aims to detect and measure relationships between elements
in the most diverse sectors of society. Therefore, numerous methods are used for this type of
analysis, among which we highlight the affinity networks model. This model of random graphs
considers that the probability of connection is a function of characteristics of features and this
allows a better approximation of the model to real networks.

The present work proposes to produce a methodology to perform the estimation of the
parameters that compose the model of affinity networks. In case there is only one community,
we use the likelihood function directly to find the estimators, in case there is more than one
community, we build an Expectation Maximization algorithm, as we have a latent model. We
ensure that the method works well through simulations. We propose a method to determine the
appropriate number of communities in the affinity network and allocate individuals to them.
Graphs were made to represent affinity networks using two different methods to measure affinity
between individuals in the network. Finally, we applied the methodology presented in a real
situation, in a data collection in order to describe how the people interviewed had their lives

impacted by the Covid-19 pandemic.

Keywords: Affinity Network Models, Affinity, EM algorithm, Random Graph
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1 Introducao

A Anélise de Redes Sociais (Martino, 2006) é um tema multidisciplinar que contempla as
areas da Sociologia, Psicologia Social e Antropologia (Freeman, 1996), cujo objetivo principal
¢ identificar relagoes entre pessoas ou organizacoes de uma rede. Consequentemente, diversas
metodologias tém sido utilizadas para mensurar e estabelecer as conexoes, dos quais pode-se
destacar o modelo em grafos aleatérios.

Um modelo de grafos aleatorios representa a relagao entre os elementos acerca de um deter-
minado tema, sendo obtido a partir de um conjunto de vértices e arestas que realizam ligagoes
de forma aleatéria. Muitos modelos de grafos utilizam a suposicao de que as relagoes entre
elementos sao feitas de forma independente, entretanto para a analise de redes sociais este
pressuposto é dificil de ser validado. O modelo de redes de afinidade proposto em Pereira
(2020) é um método alternativo que considera semelhangas entre dois individuos ao estabelecer
uma aresta entre eles e também quantifica a forca da conexao. Em Pereira (2020) este modelo
foi apresentado e estudado, obtendo uma grande familia de modelos, onde as conexoes sao ge-
radas segundo uma fun¢ao que mensura a afinidade entre os atores da rede, denominada fungao
afinidade. Esse novo modelo de redes permite levar em consideragao informacgoes relevantes dos
individuos na geracao das conexoes, o que pode levar a uma melhor adaptacao a redes reais.

Uma vez definido o modelo de redes de afinidade, assim como as funcoes afinidades, es-
tudadas suas caracteristicas e entendidas as suas aplicagoes, como foi detalhado em Pereira
(2020), o préximo passo natural é realizar as estimativas dos parametros que compoem esse
modelo. No caso em que temos apenas uma comunidade na rede, propomos um estimador para
as probabilidades de escolha dos individuos em relagao a um conjunto de caracteristicas base-
ado na func¢ao de verossimilhanca que construimos para o modelo. Ja no caso onde temos mais
de uma comunidade na rede e nao sabemos a qual delas um individuo pertence, construimos
um algoritmo EM (Expectation Maximization) seguindo a proposta de Dempster et al.(1977),
para determinar estimativas de parametros em modelos de mistura ou em modelos com dados
faltantes. Desta maneira, aprofundamos e desenvolvemos os trabalhos sobre modelagem de
redes sociais, apresentados em Singer (1995), Pereira (2017) e Pereira (2020), onde a énfase das
conexoes é colocada nas caracteristicas dos individuos.

Este trabalho visa, portanto, estimar os parametros do modelo de grafos aleatérios de
redes de afinidade, que serao detalhados no decorrer dessa dissertacao. Validaremos o método
proposto por meio de simulagoes. Apresentaremos também uma forma de determinar o nimero

de comunidades adequado em uma rede de afinidades e depois disso propomos uma forma de
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alocagao dos individuos as comunidades encontradas. Construimos os grafos de afinidade entre
os individuos alocados nas comunidades encontradas considerando duas familias de fungoes
afinidades apresentadas em Pereira (2020): binaria e cardinal.

Por fim, aplicamos a metodologia de estimagao proposta a um novo banco de dados que co-
letamos durante o desenvolvimento desse trabalho. O banco de dados é composto por respostas
de individuos da comunidade da UFMG, alunos de graduacao, de pés-graduacao e professores,
e também por pessoas da comunidade geral. O questionario tinha uma tnica pergunta que
se referia ao que cada pessoa sentia em relacao a pandemia de covid-19, que nos assolou em
2020 e continua nos castigando em 2021. Os dados foram coletados em novembro de 2020.
Nosso objetivo era descrever esse sentimento individual e usa-lo para estabelecer conexoes en-
tre as pessoas a partir das palavras escolhidas por elas para representar seus sentimentos em
relacao a pandemia. Também buscamos identificar grupos de pessoas com sentimentos pareci-
dos em relacao ao tema estimando os pesos de cada palavra em comunidades diferentes. Nossa
inspiragao para a construcao dessa rede de afinidade veio da Técnica de Associacao Livre de
Palavras, discutida em Santos (2015) e do trabalho apresentado em Duarte et al. (2020) sobre

a rede cognitiva para identificar o pensamento coletivo.

2 Objetivos

Os objetivos propostos para este trabalho sao:

1. Criacao de um algoritmo para estimacao e recuperacao das medidas de probabilidades e

propor¢oes das comunidades considerando as fungoes afinidade binéria e cardinal;

2. Alocar os individuos nas comunidades por meio das funcoes de verossimilhancas indivi-

duais;
3. Realizar simulagooes com o intuito de comparar as estimativas com os valores reais.

4. Aplicar a metodologia proposta para dados reais.
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3 Modelo de redes de afinidade

O grafo G = (V, E) é definido por um conjunto de vértices, V', e um conjunto de arestas, F,
entre os vértices de V. Um grafo aleatorio é gerado a partir de uma distribuicao de probabilidade
sobre um conjunto G de grafos possiveis com n vértices.

Um dos modelos de grafos aleatérios mais importantes estudados na literatura é o modelo
de Erdés-Rényi (1959), que considera que as ligagoes entre os individuos acontecem de maneira
independente com uma probabilidade p. No entanto, para andlises de redes reais, a suposicao
de que as arestas entre individuos sao independentes e identicamente distribuidas é dificil de
ser validada. O modelo de redes de afinidade proposto em Pereira (2020) aproxima os modelos
probabilisticos de grafos das redes reais, uma vez que as ligagoes entre os individuos sao baseadas
em caracteristicas dos vértices (individuos).

Este novo modelo de grafos aleatérios atribui valor as conexoes entre os individuos conside-
rando uma funcao que quantifica a afinidade entre os elementos da rede. Por meio deste modelo
conseguimos estimar a importancia de certas caracteristicas, encontrar subcomunidades e re-
presentar a estrutura de relagoes entre os individuos através de grafos. A partir disso, podemos
encontrar as principais caracteristicas de uma comunidade em relacao a um determinado tema,

o que permite um entendimento melhor dos acontecimentos.

3.1 Definicoes e notacoes

Seja D = {wy,...,wy} com m € N um Diciondrio conhecido, com m atributos, como
por exemplo palavras, frases, caracteres ou nimeros. Suponha que cada individuo de uma
populacao de tamanho n escolha um subconjunto de caracteristicas sem repeticao de acordo com
uma medida de probabilidade u. O conjunto de termos escolhidos pelo individuo 7,1 <7 < n,
que chamamos de Vocabuldrio, é representado pelo vetor D; = {wi,w, ..., w!, }, onde n; é
o numero de informacoes escolhidas. Podemos representar o vetor Vocabuldrio da seguinte

maneira: U; = {U},..., U™}, onde

1, sewy €D;

Uik = (1)
0, sewy ¢ D;.

Desse modo, a matriz U, «,,, que tem como linhas o Vocabuldrio de cada um dos n in-

dividuos, carrega a informagcao sobre todas as sentencas escolhidas por todos os individuos e é

definida como:
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Ui U1 Ui U3 - Uim-1 Ulm
Us U1 U2 U3 - Uam-1 U2m
Unxm = |Us| = U3zl Uz U3 -+ U3m—1 U3m
Un Up1 Un2 Up3 - Unpm—-1 Unm

Além das informacoes de cada U;, a matriz U pode conter informagoes adicionais, como por
exemplo a ordem em que as caracteristicas foram escolhidas, ou seja, ao invés do conjunto de
escolhas, temos U; = [w; 1, W; 9, ..., W;m,], um vetor no qual a ordem importa. Para obter U,

escreve-se o vetor de postos associado a U; como U; = [t 1, Ui, ..., Uim—1,Uim] tal que

w, = k, se w; € D;, w; = w;p @
0, se w; ¢ D;
de forma que cada elemento diferente de zero em Uj; indica o posto da respectiva expressao nas
escolhas do i-ésimo individuo.

Para exemplificar, suponha uma populacao composta por N = 4 individuos que escolhe pa-
lavras do diciondrio D = {wy, wq, w3, w,}. Considere os conjuntos de escolhas Dy = {w; 1, w; 2},
Dy = {w;q1,w;3, w2}, D3 = {w;3,w;4} € Dy = {w;s,w;3,w;1,w;2}. Os vetores bindrios as-
sociados aos conjuntos de escolhas seriam U; = [1,1,0,0], Uy = [1,1,1,0], U3 = [0,0,1,1] e
Us=[1,1,1,1] e a matriz U com u;; segundo a Equacao seria

1100
1 110
U4><4 - (3)
0 011
1 111

Se houvesse o interesse na ordem de evocacao dos termos, para os conjuntos de escolhas
Uy, Us,Us e Uy, os vetores de postos vinculados seriam Uy = [1,2,0,0], Us = [1,3,2,0], U; =

0,0,1,2] e Uy = [3,4,1,2] e a matriz U com u; ; segundo a Equacao 1 é da forma

1 2 0 0
1 3 20
U5><5 = (4)
0 01 2
3 4 1 2
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3.2 Funcao afinidade

Definimos a fungao afinidade como qualquer fungao f : R™ x R™ — R* simétrica (isto é,
fU;, Uy) = f(Ux,U;), Yi # k). A ideia é que esta fungdo deve mensurar o quao semelhantes
sao as escolhas de dois individuos. O espaco de todas fungoes afinidade é muito grande e pode
variar de fungoes que levam a nenhuma conexao entre os individuos até aquelas que levam a
um grafo completo. Neste trabalho vamos nos restringir a estimar os parametros do modelo de
afinidade considerando duas fungoes afinidade fixas: bindria e cardinal. As descrigoes dessas

duas fungoes sao dadas na sequéncia.

3.3 Grafo de afinidade G

Seja f uma funcao afinidade, o grafo de afinidade é definido da seguinte forma:

(I) Conjunto de vértices: em uma rede de afinidade, cada individuo é representado por um
vértice, de forma que o vértice v; € V(G) com i = {1,2,...,n} é o vértice associado ao

1-ésimo elemento;

(IT) Conjunto de arestas: o conjunto de arestas F(G) ¢ induzido pelo nivel de afinidade entre

os individuos:

E(G) = {vi < v & f(U,Uj) >},

onde v > 0 é um ponto de corte e <> significa ter aresta entre elementos. O ponto de corte
permite escolher o nivel de afinidade que seria necessario para estabelecer uma conexao

entre dois individuos.

Para gerar um grafo de afinidade, é necessario um conjunto de especificacoes A\. Denotamos
um grafo de afinidade por G, onde A = (n,m, , f,7), n é o nimero de individuos (vértices),
m ¢é o tamanho do dicionario, p é a distribuicao de probabilidade sobre D, ou seja, a medida
com a qual os individuos escolhem as palavras no dicionario, f ¢ a funcao afinidade e v é o
ponto de corte para a funcao afinidade.

Além dos parametros, cada um dos vértices do grafo G(\) estd associado a um vetor aleatério
Uy =1[Ui1,Uiss ..., Uim1,Uin], onde cada U, ; é uma varidvel aleatéria que segue uma distri-
buicao de probabilidade p; ; que esta associada & informacao sobre w; (escolha ou nao-escolha

de w;, ordem de escolha de w; dado que w; foi escolhido, etc.) para o conjunto de caracteristicas
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atribuidas ao i-ésimo individuo. Assim, a matriz de adjacéncias de GG, é da forma

Ay a1 Q12 -+ A1n
Ay Q21 Q22 -+ A2,

Anxn = As| = as1 az2 - A3p . (5)
An Qg1 An2 *** QApn

Se a;; = 1, os individuos 7 e j estao conectados, carregando toda a incerteza sobre G.

Entao para uma fungio afinidade fixa, f(U;,Uy) — R, aplicada nas linhas da matriz U
induz um grafo aleatorio onde os vértices sao os n individuos e as arestas sao colocadas entre
aqueles com grande afinidade, f : (U;,Uy) > =, onde 7 é o parametro de forga das conexoes.
Esse grafo depende, portanto, de um conjunto de parametros A = ((M)z‘gm f, 7) e o denotamos
por G. Como a afinidade, f, e o valor de corte ~ sao fixos, a aleatoriedade de GG, é decorrente
da medida p com a qual os individuos escolhem as palavras em D. Como esta é uma defini¢ao
desenvolvida para aplicagdo em redes, convencionamos f(U;, U;) = 0.

A matriz de adjacéncias A, v, de G, é definida da seguinte forma

1 se f(UZ, UJ> >

aij =
0 caso contrario.

Temos que

Plai; =1) = P(f(Us,U;) > 7).

A seguir as fungoes afinidades que trataremos neste trabalho.

3.3.1 Funcao afinidade binaria

Seja D; = {wi1, Wiz, ..., Wim;—1,Wim,} tal que D; C D o conjunto de caracteristicas
atribuidas ao i-ésimo individuo e seja U; o vetor bindrio associado a D; definido como des-
crito na Equacao . Definimos a func¢ao afinidade binéria entre os elementos ¢ e j do seguinte

modo

1, se Uy, = Ujj, para algum k
/ (Ui7 Uj ) =
0, se caso contrario.
Desta forma, a funcao afinidade binaria é nao-nula sempre que dois individuos compartilham

pelo menos uma caracteristica em seus conjuntos de escolhas, isto é
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Pode-se alocar as respectivas afinidades na matriz de afinidades A

f(ULUL) f(ULUz) f(U,Us) - f(UL,Uy)
fU,Ur) f(Us,Uz) f(U,Us) -+ f(Us, Uy)
Apsn = | f(Us, Uy)  f(Us,Up)  f(Us,Us) -~ f(Us,Uy)
_f(UnaUl) f(Un7U2> f(Un7U3) f(UnaUn>_

Realizando os calculos para o exemplo genérico construido na subsecao 3.1, Uy e Uy tém os
elementos w;; e w; 2 em comum, logo a posigao a; » da matriz relacionada a fungao de afinidade
binaria é 1. Além disso, diagonal principal é composta por 0's. Realizando os outros calculos

a matriz é dada por

010

1
011
A4><4 -
01
0
3.3.2 Funcao afinidade cardinal
Seja D; = {wi1, Wiz, ..., Wim,—1,Wim,} tal que D; C D o conjunto de caracteristicas

atribuidas ao i-ésimo individuo e seja U; o vetor binario associado a D; definido como des-

crito na . Definimos a funcao afinidade cardinal como

k, se U; e U; tém k termos em comum
f(Uza U]) =

0, se caso contrario.

Ou seja, a funcao afinidade cardinal mensura quantas caracteristicas em comum foram escolhi-
das pelos individuos

f(U;,U;) = |D; N Dyl

Considerando o exemplo construido na subsecao 3.1, U; e Us tém 2 termos em comum, em
vista disso o termo a5 serd igual a 2 e a diagonal principal sera composta 0’s. Calculando as

demais posicoes, temos a matriz
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_0202_
013
0 2

0

A préxima secao apresentara distribuicoes p com caracteristicas diversas e técnicas para

gerar valores das matrizes de escolhas.

4 Distribuicoes do vetor de escolhas U;

A geracao do grafo aleatdrio via modelo de redes de afinidade é feita através das medidas
de probabilidade i que regem o comportamento das escolhas dos individuos. A principio, a

distribuicao conjunta p é arbitraria, de forma que o vetor aleatério U; associado a D; é tal que
U ~p=PU =)= P(Ui,l =1, Uipg = U2, ..., Uim = uzm)

sendo que U; nao possui qualquer restricao, tanto em relacao a independéncia das U; ; ~ p;

ou o fato de U, ; serem identicamente distribuidas. Em relacao a distribuicao de p;, nao ha

restri¢oes, havendo até a possibilidade de que p seja uma mistura finita de distribuicoes.
Nesta secao serao apresentados exemplos de funcoes de distribuigao de probabilidade con-

juntas que podem ser aplicadas sobre D.

4.1 Ujj; binarias e independentes

Considerando U; ; e U; , independentes Vj # ¢ e a tinica informacao sobre Uj ; é se a j-ésima
palavra pertence ou nao ao vocabulario do i-ésimo individuo, isto é, podemos modelar por uma

distribuicao Bernoulli
Uij ~ Ber(pj) = P(Uij = wij) = p;™ - (1 —pj) 4. (6)

Implicando na distribui¢ao conjunta expressa por

4.2 U;j; binarias, independentes e identicamente distribuidas

Se U, ; sao bindrias e independentes, ainda podemos considerar que U; ;’s sao identicamente
distribuidas para todo j € {1,2,...,m}, como consequéncia p; = p para todo j = {1,2,...,m},

de forma que podemos reescrever a Equacao [7| do seguinte modo
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UzN/uL:>P(UZ :Ul) :HP<U1’J :U@j) :pZ;nzlui’j ~(1—p) ZJ 1Y

j=1
5 Inferéncia para os parametros de G)

Fixadas as funcoes afinidade binaria e cardinal, e estabelecidas as distribuicoes de proba-
bilidade das matrizes de escolha em cada caso, passamos agora a estimacao das medidas de
probabilidade que governam as escolhas dos individuos. Enfatizamos que a matriz U é a tnica
componente aleatéria do modelo, dado que fixamos os demais parametros. Portanto, toda in-
formacao sobre as probabilidades do individuo escolher determinada palavra, ou caracteristica,
vem da matriz U. Consideramos, a principio, que temos apenas uma medida de probabilidade

governando as escolhas dos individuos, ou seja, existe apenas uma comunidade.

5.1 Calculo da verossimilhanca de G,

Para encontrarmos um estimador para os parametros do modelo vamos escrever a funcao de
verossimilhanga do grafo de afinidade G) para cada uma das funcoes de afinidade consideradas.

Comecamos pela afinidade binaria.

5.1.1 Verossimilhanca de G, com Afinidade binaria

Primeiramente, calculamos P(a;; = 1) = P(f(U;,U;) > 0),1 <14,j < m, que é a probabili-
dade de cada uma das arestas ser 1, dado pela funcao afinidade entre dois elementos ser maior
que 0. Temos que a probabilidade de ter pelo menos uma aresta entre os individuos i e j é

dada por

P(U} = Uf: para algum k) = 1 — (P(U} # Uf, para todo k))

’:]s

L= [(PUF #U7))

B
Il
—

Il
—.

[P(Uf =1,Uf =0)+ P(U} =0,U} = k)]

B
Il
—

I
’:]3

P (1 —pf) + (1 — pf)pl]

T
I

I
’:]3

P} + pf — 2pfph].

T
I
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Se os individuos i e j escolhem as palavras com a mesma probabilidade, p¥ = pg‘? = pF. entdo

m

P(ai; =1) =1—=[J2p*(1 = p")].

k=1

Entao, a probabilidade do grafo de redes de afinidade, G, assumir uma determinada con-

figuragao, G, considerando a funcao afinidade binaria, é dada por

= H H P(a;; =1)
zzl j=;+1 i (8)
= H H {1—1[2 -3

5.1.2 Verossimilhanca de G, com afinidade cardinal

Vamos calcular a distribuigao de probabilidade da afinidade cardinal para dois individuos.
Definimos i1 = {p1,p2, 3, - -, Pm}, onde pu € [0,1]™ o conjunto das probabilidades de escolha
associadas & U; = {U}, U2, ... U™ ' U™} de forma que U; ~ pu; = Ber(p;) e U; 1 U;. Entdo

temos que, VI, t,

P(fU.U)=k) = > []r []Q-pr) (9)

A€F, €A JEAC

onde F} é o conjunto de todos os subconjuntos com k inteiros que podem ser selecionados de
1,2,3,....m

De forma que f(U;, U;) tem distribuigao Poisson binomial com parametros p?>. Em particular,
se U; ~ p; = Ber(p), Vj , entao

m

PUGLE) =k = (1) -6 (L= k= (0.1, om) (10)

Consequentemente, f(U;,U;) tem distribui¢io binomial com parametro p?>. Ou seja, a dis-
tribuicao binomial é um caso particular da distribuicao Poisson binomial. Assim, a média e

variancia de f(U;,U;) com f afinidade cardinal sdo tais que
f,U)) Zp] e Var(f(U;,Uy)) ij 1 —pj (11)

Desse modo,

(12)
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5.1.3 Estimador de maxima verossimilhanca de y;

Toda a informagao sobre a medida de distribuigdo de U; estd na matriz U. As escolhas
dos individuos estao armazenadas nela. Se cada individuo escolhesse seu vocabulario de acordo
com uma pu; diferente, a matriz U s6 teria uma realizacao de cada uma dessas medidas e nao
seria possivel estimar tais medidas, a nao ser que dispuséssemos de varias réplicas dela. Entao,
supondo, a principio, que todos os individuos escolhem seus vocabularios com a mesma lei p,
a verossimilhanca para U, considerando um modelo de produto de bernoullis com parametros

pi, 1 <i < m, ficaria

n m

) =TT 0 = ) = [T -0

i=1 j=1 i=1 j=1
m
— T n—n;
Jj=1
onde n; € o nimero de vezes que a palavra w; apareceu na amostra. Dai, segue que o estimador

de maxima verossimilhancga para a probabilidade de uma certa palavra w; ser escolhida, p(wy) =

gy

que ¢ o nimero de vezes que a palavra w; aparece na matriz U, dividido pelo total de individuos.

5.2 Estimacao em modelos de redes de afinidade em blocos

Consideremos agora os n individuos divididos em comunidades conhecidas C = C1, ..., Cg,
tal que C; N C; = @,V1 < 4,5 < Q. Individuos pertencentes a mesma comunidade C,
escolhem as palavras em D de acordo com a mesma medida ji,, mas de forma diferente que
individuos de comunidades diferentes. Denotamos o niimero de individuos em cada comunidade
por N,,1 < ¢ < @ e o nimero de arestas por E;, 1 < ¢ < (N,)?. Dessa forma, agora
A ={(wicq, [, 0}

A titulo de ilustragao, considere a matriz U com todos os individuos conhecidos e divididos

em 3 comunidades. Por definicao, espera-se uma medida de probabilidade diferente para o



mesmo termo em cada uma das particoes.

C1

c2

Cc3
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U117 U Ugs Uim-1 Uim]
U1 Uz Uz3 Urm-1 Uzm
Uzq1 U3zz U3 Usm-1 U3zm

[ Up1 Upz Ups3 Upm-1 Unmd

(14)

Desta forma, dada a informacao de qual comunidade cada individuo pertence, a verossimi-

lhanga de G para a funcao afinidade binaria fica da forma

P(Gy=6lc)= [ Play=1C)x--x ][] Pla;=1|Cq)
U;,U;eCy U;,U;€Cq
=TI (v-TIesta-shi) <o TT (2~ TTesba - sb)
U;,U;eCy k=1 U;,U;eCq k=1

onde p’;, 1 < q < Q, éaprobabilidade da k£ na comunidade ¢, uma vez que os individuos sao
considerados independentes, dada a comunidade.
De forma analoga a , temos que o estimador de maxima verossimilhanga de p, ¢ dado

por

~k _ Zieq Uzk

P :
g

(16)

onde n, ¢ o nimero de individuos na comunidade ¢g. O estimador P (Gx = G|C) é obtido levando

(T@) e (@),

De maneira similar encontramos P(G = G|C) para a afinidade cardinal.

5.3 Estimacao em modelos de afinidade por blocos quando as co-

munidades sao desconhecidas

Seja Cg o conjunto de todas as particoes possiveis com tamanho ) do conjunto de vértices
de G. Os vértices sao alocados a uma particao C de acordo com probabilidades 6,,...,0q.
Assim,

P(C):P(lenl,..-,NQ:nq)zé?lx...xeg“?.
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Por outro lado, temos que

P(Gy) = Y P(GAC)

CE(CQ

= Y P(GNO)P(C)

CECQ

=) P(GAC)OT x ... x b7
CeCq

ny ni

= > 0 x. XQ"QHH{l—H% 1-ph)]} XH{I—HQP’ZJ(l—pZ)]}'

CeCq i=1 j=1

Dessa forma, poderiamos utilizar o estimador proposto em para estimar p, mas preci-
sarfamos propor um estimador também para 60,,

A estimacao dos 6, (probabilidade de um individuo pertencer a comunidade q) a partir
de uma distribuicao multinomial, onde os individuos sao alocados as comunidades de maneira
independente, traria desvantagem do ponto de vista da interpretacao das comunidades. Isso
porque as pessoas seriam alocadas as comunidades sem levar em conta a informacao sobre as
palavras, ou caracteristicas, que ela escolheu, isto é, estariamos sorteando os individuos nas
comunidades com base apenas em proporcoes, o que nao traduz a idéia de afinidade. Assim, 6,
nao teria relagao com p e U.

Tendo isso em vista, a proposta de estimacao que fazemos para 0, ¢ baseada em um mo-
delo de mistura de vetores de varidveis aleatérias Bernoulli(p,;) e leva em conta a informagao
sobre as palavras escolhidas pelos individuos contidas na matriz U. Estimamos as medidas
de probabilidade (p,)1<4<@ € as probabilidades de um individuo pertencer a uma classe ¢, 6,

conjuntamente, através de um algoritmo EM aplicado na matriz U diretamente.

5.3.1 Algoritmo EM para estimacao dos parametros de G, com comunidades des-

conhecidas

Vamos considerar um modelo de misturas para o vetor de escolhas U, isto é, ha mais de um
conjunto de parametros i que regem o comportamento de U. Seja Z uma variavel aleatoria,
assumindo valores em {1,2,...,Q}, que indica o componente da mistura que o individuo 4

pertence e tal que P(Z = k) = 0. Desta forma, temos que

Q Q
PU=u)=Y» PU=uZ=k =Y PU=ulZ=kP(Z=k)
B (17)



Portanto, a funcao de verossimilhanca para a amostra pode ser escrita por

L(p,U,Z) :HP(U:u) :HH leknp]k (1= pi)t u] .

i=1 k=1

Aplicando o logaritmo na funcao de verossimilhanca amostral

n Q T m T
= log (H H O Hp;',ii%j(l — pj) >

i=1 k=1 j=1

n QI m T
=3 (T ol T - 0=

k=1 j=1

=Y > log (k)

=1 k=1
n Q m
+ Z Z Z u; ;1og (pjk)
i=1 k=1 j=1
n Q m

+ Z Z Z —u; ;) log (1 — pjk)

i=1 k=1 j=1

24

(18)

Agora temos que encontrar os valores dos parametros que maximizam a fun¢ao de verossi-

milhanga.

Vamos utilizar o seguinte resultado

Q Q
=Y PU=uZ=k =Y P(Z=kU=uPU =u).

Pelo Teorema de Bayes, podemos escrever

P(Z =k|lU=u)=
e segundo a Equacao temos que V r € {1,2,...,k}

PU=u,Z=r)=0, Hpjr — Dir) YT

Por outro lado,

Q Q m
PU=u) =Y PU=uZ=k=3 6 []pi—pin)™.
k=1  j=1

de modo que
4 m Uj 1 — p. 1—uy;
P(Z = KU = u) = kHJ 1pjk( Djk) : ~ T
Zkz gl 1p]k(1_pj,k) I

(21)

(22)

(23)

(24)
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Dado um vetor de escolhas U, o termo T} se refere a probabilidade de ter sido gerado pela

k-ésima parcela da mistura de distribuigoes que regem U'.
Definindo
Q(6]6") = Ezu(log(L(6, U, Z))) (25)

onde (t) representa a informacao do valor na iteracao anterior. Temos que

Q(ulu") = Ezu(log(L(p, u, Z)))

= Ezu <log (H L(M,Uiazi)>>
= FEzu (Z log (L(p, us, ))) (26)

- Z Ezpu (log (L(p, us, Z;)))

n Q

i=1 k=1

entao levando (24) em (26) temos

Q(uut? ZZTklog {Gkﬂpﬂc (1—pju)'™ “”]

i=1 k=1 o (27)

= ZZT klog (0k) + ZZTszUmlOg pik)+ DD Tip (1 —uij)log (1 —pj),

=1 k=1 =1 k=1 j=1 =1 k=1 j=1
onde )
0TI P (1= pya) 0
Tiy = = o - I (28)
Zk 1 Ok HJ 1Pk (1= pjp)t s

Para encontrar os estimadores de méxima verossimilhanca em Q(u|u®), calculamos:

Q) _ X Tipwsg Xy Tl —wiy) _ (29)

oDk Dk (1 —pjx)

2ica Liwttig 3oy Tie(d — wiy)
Pjk (1— pj,k:)

L=pin Doy Tin(l — uiy)

pj,k Z?:l ﬂ»kui’j
L _ 1 — ZZ 1 1—; k(l uz ])
Dj.k Zz 1 j—zt kU j

1 Y Tl — way) 41

n
Dk > iy Tigui
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L _ Z?:I T (1 —uj) + Z?:1 T pui
Pjk Z?:1 T pui

1 Zz 17—;]{2 1kuz]+7—‘zkuz,]
pj7 ZZ:l ﬂzkuld

1 _ Z?:lTi,k

- n
Pik Doy ikt

n
by = > izt Tikig
" > Tk

Para maximizar 6, considere Zgzl 0, = 1, e utilizaremos a seguir os multiplicadores de

(30)

Lagrange para encontrar os estimadores. Suponha que a funcao f(z,y) serd maximizada, onde
o ponto de otimizacdo (méximo ou minimo) esteja restrito a g(z,y) = c. Pela funcao de

Lagrange, uma nova variavel \ serd introduzida e sera definida por

A(%’,y, )‘) = f('rvy> - )\(Q(LE,Z/) - C)
de forma que

Q
AO, pyu, Z) = Qu|u®) (Z O — 1)

onde A(6, p,u, Z) = Q(u|u®) ja que A (Zk:l Or — 1) = 0, pois 3% 6, = 1. Destarte, ainda
maximizaremos @Q(p|p®). Derivando A(#, i1, u, Z) com respeito a 6, temos

6A<07,uau7 Z) — —\ + Z?zl E,k

90, - 0, 0

EET T

Todavia, observe que

Q n

Q n
Z 0, — Z Zi:l Ti,k _ Zgzl Zi:l Ti,k -1
" A A a

k=1 k=1

considerando a restricao Zgzl 0, = 1. Logo,

n  Q
/\ZZZTi,kzn,

i=1 k=1
visto que é a soma para todos os individuos e para todos os grupos da probabilidade dos
individuos pertencerem aos grupos. Deste modo, temos que

0, — Z?:l Tk _ Z?:1 iy

(32)
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Por conseguinte, para estimar os parametros do modelo de mistura de vetores Bernoulli é
necessario: a matriz u de dimensdes n x m observada, um vetor de parametros 0(* (os palpites
iniciais das proporgoes das parcelas das misturas) de comprimento () (o nimero de grupos que
dividira os dados), uma matriz 19 de dimensdes Q x m (os valores iniciais para os parametros
@ iniciais que serao usados para iniciar o algoritmo) e uma constante de tolerancia e.
Resumindo o algoritmo de estimagao, temos:

Passo E: Esperanca

Computar
t) Trm () " (t) &
ik Uj 4 1—u; 4
Q ) yym ORI (t) "
1 g Hj:l (pj,k> <1 - pj,k)
e calcular
n Q n Q m
t t t t
QUuln™) = 3= 3108 (07) + 30D TR D i 10g (#11)
i=1 k=1 i=1 k=1 j=1
. 0 - (34)
S TS e (1 542)
i=1 k=1 j=1
Passo M: Maximizacao
Calcular e atualizar os parametros
n t
(t+1) D ie1 Tz(k)uu
py, ) = (35)
J»k Z’n T(t)
i=1 1k
n T(t)
Ut — @ (36)
n

Repetir os passos sucessivamente até que Q(u|p®) — Q(ulut=Y) < ¢.

5.4 Alocacao dos individuos as comunidades da rede de afinidades

Uma vez que o processo de estimacgao via algoritmo EM tenha sido realizado, passamos agora
a etapa de alocar os individuos e estimar o nimero de comunidades com base nas verossimi-
lhancas individuais. Para tal, suponha que n individuos pertencentes a () comunidades possam
escolher m palavras, deste modo, a funcao de verossimilhanca individual avaliada usando a

medida estimada usando o EM para o elemento ¢ é dada por

Q Q
f(u”ﬂ,é) = Zeqp(um/lq) = ZeqL(uiaﬂq>’ (37)
q=1 q=1
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onde u; é um vetor composto por 0's e 1’s de tamanho m que representa as escolhas do i-ésimo
individuo, fi, ¢ um vetor que representa a medida de probabilidade estimada na comunidade ¢
e 6, ¢ a proporcao estimada de individuos na comunidade g.

Por consequéncia, como os vetores u;s sao independentes, a funcao de verossimilhanga amos-

tral total pode ser escrita como o produto das fungoes de probabilidades individuais, isto é,

n n  Q
Hf uza,uqa HZQkL uznuq (38)
=1

i=1 k=1

e a funcao de log-verossimilhanca é dada por

[(ui, fiq) = log<Hf Ui, fig, g ) Zlog{ZG L(u;, fig }

Como ilustragao, considerando duas comunidades e dois individuos, a fun¢ao de log-verossimilhanca
amostral seria dada por:

2

H u,,,uq, Hlog(Z@Lu,,,uq)—

=1

= 109{9111(“1,[01) + 92L(U1>/12>} X 109{91[/(“27/11) + 92[/(“27/12)}
5.4.1 Selecao do nimero de comunidades em uma rede de afinidade

O Critério de Informacao Bayesiano, BIC na sigla em inglés, é um indice usado para escolher
entre dois ou mais modelos alternativos. O BIC foi desenvolvido por Gideon E. Schwarz e publi-
cado em um artigo de 1978, [1] onde ele deu um argumento bayesiano para adoté-lo. O critério
baseia-se, em parte, na funcao de verossimilhanca, mas também no nimero de parametros
do modelo escolhido. Ao ajustar modelos, é possivel aumentar a verossimilhanca adicionando
parametros, mas isso pode resultar em um sobreajuste. O BIC resolve esse problema introdu-
zindo um termo de penalidade para o ntimero de parametros no modelo. O modelo com o BIC
mais alto é o preferido.

Em modelos de redes de afinidade onde a quantidade de comunidades é desconhecida, é
necessario determinar esse numero. Chegamos, entao, em um problema de selecao de modelos
e podemos calcular o BIC considerando o modelo gerado por cada niimero de comunidades e,
assim, escolher aquele que for mais parcimonioso, indicado pelo critério.

Para o caso geral, o BIC é determinado da seguinte maneira

BICargmaa(Q) = {2lo(U, i) — Alog(n) }, (39)
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onde A é o numero de parametros do modelo considerado e n é o nimero de individuos. Vale
ressaltar que e o BIC é consistente em vérias situagdes (Portela, 2008), ou seja, quando n — 0o
a escolha do modelo sugerida pelo BIC é a correta.

Para um cenario em que deseja-se obter o numero 6timo de comunidades sem nenhum
conhecimento prévio do mesmo, supondo valores de Q iguais a 1, 2 e 3, o A é calculado da

seguinte forma para o modelo de produto de Bernoulli’s:
A=Qm+(Q—-1)=Q(m+1)—-1

onde m é o tamanho do dicionério.

5.4.2 Critério de alocagao dos individuos as comunidades

As alocacoes dos individuos nas suas respectivas comunidades estimadas sao feitas por in-
termédio das fungoes de verossimilhancas individuais, uma vez que as medidas de probabilidades
e o numero 6timo de grupos ja foram estimados. Primeiramente calculamos a verossimilhanga
individual considerando cada um dos grupos e observamos o resultado de maior valor, sendo
este o critério para definir a qual comunidade este elemento pertence. Dessa forma, o i-ésimo
individuo serd alocado na comunidade que tiver maximo valor de verossimilhanca individual e
em caso de empate, sorteamos aleatoriamente a qual agrupamento ele pertence.

Para exemplificar, suponha que o vetor de escolhas do i-ésimo individuo seja igual a u; =
[0,0,1] e considere que ha duas comunidades, com medidas de probabilidades estimadas iguais
a pp = [0.70,0.60,0.20] e pus = [0.10,0.30,0.80] para @1 e (2, respectivamente. Para o grupo 1

o calculo é dado por
L(ui, fu) = py" = ﬁ piy =i Xyt x g = 0.70° x 0.60° x 0.20" = 0.20,
j=1
de forma similar, para o grupo 2 temos
L(ug, fig) = fiy' = ﬁ P =Dy X pyy X pys = 0.10° x 0.30° x 0.80" = 0.80.
j=1

Por consequeéncia, o i-ésimo individuo é alocado a comunidade 2.

5.5 Construgao dos grafos de afinidade G,

Seguindo o processo, apds a alocacao dos individuos o préximo passo é construir os grafos
de afinidade. Para a construgao dos grafos é necessario aplicar as fungoes afinidades (bindria e

cardinal) na matriz de adjacéncias, indicando assim se hé aresta entre dois elementos.
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Vale lembrar que havera ligacao entre os elementos i e j considerando a funcao afinidade
bindria se ambos os individuos compartilharem ao menos uma palavra. Para a funcao afinidade
cardinal deve-se inicialmente determinar o ponto de corte 9, dessa forma para que haja ligacao
entre os elementos ¢ e j, eles tém que compartilhar no minimo d termos. Sejam os individuos
1 e 2 alocados a comunidade Q com vetores de escolhas U; = [0,1,0,1,0,1,1,0,1,0] e U; =
[1,1,1,0,1,0,1,0,0,1]. O nimero de palavras em comum entre eles é 3, se analisarmos a fungao
afinidade binaria, concluimos que hé aresta entre eles. Entretanto para a funcao afinidade

cardinal temos que verificar o ponto de corte:
e se 0 = 1, ha aresta entre os individuos 1 e 2 (fungao afinidade bindria);
e se 0 = 2, hé aresta entre os individuos 1 e 2;
e se § = 3, hd aresta entre os individuos 1 e 2;
e se 0 = 4, nao h& aresta entre os individuos 1 e 2.

Para verificar como a escolha do ponto de corte influencia na construgao do grafo, considere
que 15 individuos possam escolher até 10 caracteristicas para um determinado tema. A matriz

de escolhas U pode ser vista a seguir

000110011 0]
01000001711
0000101000
1000100010
00111011171
010010171711
0100100011
Usxio=11 000100111
1000010110
00101100710
0100100000
00111011171
01001110710
0000110000
011111000 0
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Nas figuras 1 e 2 temos os grafos para diversos pontos de corte, assim pode-se observar que

a medida que o ponto de corte aumenta, a quantidade de arestas entre os vértices diminui.

Afinidade binaria

l

l\\

7

<7
STA

Figura 1: Exemplo de Grafo Funcao Afinidade Binéria
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Figura 2: Exemplo de Grafos Fungoes Afinidades Cardinais
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6 Simulacoes

Este trabalho tem como finalidade principal o desenvolvimento de uma metodologia que
permite estimar os parametros do modelo de redes de afinidade. Sendo assim, apéds a realizacao
do processo de estimacao devemos validar a metodologia e comprovar a eficiéncia da mesmo
por meio de simulagoes.

Para esse fim, simulacoes foram construidas com o foco de recuperar os valores verdadeiros e
explorar os mais diversos tipos cendrios, isto é, variacoes das medidas de probabilidades iniciais
e reais, do numero de vértices, nimero de simulacoes e quantidade de palavras. Para inicializar
a aplicacao do algoritmo, o primeiro passo é gerar as matrizes de escolhas U segundo medidas
e proporgoes reais de individuos nas comunidades. Em seguida, deve-se estabelecer os chutes
iniciais para os vetores p e 8. A fim de ter o maximo de imparcialidade, os valores iniciais do
vetor de 0's considerados seguem uma distribuigao uniforme, ou seja, Oginiciat = 1/Q, onde Q é
o numero total de comunidades.

Todos os cédigos foram implementados em R, versao 4.0.3, e executados em um computador
com processaor Intel Core i7 sétima geracao, 16GB de memoéria ram e 128GB de SSD. O tempo
das simulagoes em cada cenario teve relacao direta com o numero de escolhas, individuos,
comunidades, repeticoes e valores iniciais, isto é, quanto mais elementos, caracteristicas, grupos
e chutes iniciais distantes dos reais, maior o tempo de convergéncia. Em casos extremos, alguns
cendrios convergiram em segundos, enquanto outros demoraram até 13 horas.

Nas Tabelas 1, 2, 3 e 4 é possivel encontrar os resultados médios das simulacoes de diversos
cenarios, onde 6 é a propor¢ao de individuos nas C comunidades e i é a medida de probabi-
lidade para cada um dos grupos. Ademais, entre parénteses constam os desvios-padroes das
estimativas médias fornecidas pelo algoritmo e na ultima coluna tém a proporcao de alocacao

dos individuos com base nas medidas estimadas.

6.1 Cenario 1: Alteragoes dos valores de p iniciais

Para este cenario foram considerados 60 elementos, 5 palavras e duas comunidades, com
medida de probabilidade real para o grupo 1 seguindo distribuicao uniforme, ou seja, p; =
[0.20, 0.20, 0.20, 0.20, 0.20], enquanto que para o grupo 2 a medida foi igual a ps = [0.60, 0.10, 0.00,
0.00,0.30]. Além disso, as proporgoes reais foram de 30% e 70% para as comunidades 1 e 2,
respectivamente e o nimeros de simulacoes igual a 1000. Deste modo, houve variagoes nas
medidas de probabilidades iniciais.

Isto posto, a Tabela 1 apresenta os resultados das estimativas do primeiro cendario para 5
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medidas de probabilidades iniciais diferentes, permitindo inferir que mesmo alterando os valores
iniciais 0 método consegue recuperar as medidas reais. Nota-se que os valores médios de 6 mais

proximos dos reais foram encontrados na quinta variagao das medidas iniciais.

Tabela 1: Resultados das simulacoes para os parametros apos aplicacao do algoritmo

considerando medidas iniciais distintas - Cenério 1

Cendrio 1 - 60 vértices n
0 Alocagao
Simulagées = 1000 C j=1 ji=2 j=3 j=4 j=25
1 0,3000 0,2000 0,2000 0,2000 0,2000 0,2000
Valores reais -
2 0,7000 0,6000 0,1000 0,0000 0,0000 0,3000
1 0,5000 0,2500 0,2300 0,1000 0,1300 0,2900
Valores iniciais -
2 0,5000 0,6700 0,0100 0,0500 0,0700 0,2000
Eati . 1 0,3299 (0,2098) 0,1511 (0,2037) 0,2774 (0,2493) 0,2446 (0,2551) 0,2438 (0,2545) 0,2363 (0,2109) 0,25
stimativas
2 0,6701 (0,2098) 0,6737 (0,2128) 0,0802 (0,0672) 0,0262 (0,0748) 0,0265 (0,0888) 0,2937 (0,1508) 0,75
1 0,5000 0,3000 0,2300 0,0500 0,0700 0,3500
Valores iniciais -
2 0,5000 0,5000 0,0100 0,1000 0,1000 0,2900
Eati . 1 0,3951 (0,2664) 0,2880 (0,2781) 0,3358 (0,2489) 0,1843 (0,2348) 0,1845 (0,2416) 0,2409 (0,2092) 0,25
stimativas
2 0,6049 (0,2664) 0,5122 (0,2690) 0,0518 (0,0578) 0,0933 (0,1974) 0,0894 (0,1835) 0,2859 (0,1818) 0,75
1 0,5000 0,4500 0,2000 0,1000 0,1500 0,1000
Valores iniciais -
2 0,5000 0,8000 0,0500 0,0500 0,0500 0,0500
Eati . 1 0,2835 (0,1868) 0,1269 (0,1514) 0,2465 (0,2171) 0,2521 (0,2441) 0,3244 (0,3125) 0,2550 (0,2475) 0,27
stimativas
2 0,7165 (0,1868) 0,6771 (0,2014) 0,0915 (0,0666) 0,0177 (0,0295) 0,0137 (0,0233) 0,2855 (0,0971) 0,73
1 0,5000 0,0500 0,6000 0,1000 0,2000 0,0500
Valores iniciais -
2 0,5000 0,4000 0,1000 0,1000 0,2000 0,2000
Eati . 1 0,2771 (0,1910) 0,1059 (0,1714) 0,2733 (0,2510) 0,2726 (0,2743) 0,2770 (0,2774) 0,1640 (0,1770) 0,25
stimativas
2 0,7229 (0,1910) 0,6436 (0,1887) 0,0954 (0,0737) 0,0258 (0,0669) 0,0247 (0,0644) 0,3151 (0,1415) 0,75
1 0,5000 0,1000 0,3000 0,2000 0,3000 0,1000
Valores iniciais -
2 0,5000 0,3000 0,4000 0,1000 0,1000 0,1000
Eati . 1 0,2994 (0,1944) 0,1043 (0,1659) 0,2313 (0,2300) 0,2706 (0,2699) 0,2675 (0,2696) 0,2252 (0,2169) 0,25
stimativas
2 0,7006 (0,1944) 0,6810 (0,1946) 0,1125 (0,1064) 0,0202 (0,0491) 0,0190 (0,0557) 0,2940 (0,1230) 0,75

6.2 Cenario 2: Alteracoes dos valores de p iniciais e o nimero de

vértices (N)

Neste cenario o objetivo foi avaliar como o processo de estimacao funciona para diferen-
tes quantidades de elementos e medidas iniciais. Fixados o nimero de simulagoes em 1000,
proporgoes reais de individuos em cada comunidade (30% para a comunidade 1 e 70% para
a comunidade 2) e medidas reais pu; = [0.20,0.20,0.20,0.20,0.20] para o grupo 1 e puy =
[0.60,0.10, 0.00, 0.00, 0.30] para o grupo 2, a tabela 2 mostra os resultados para os casos em que
as medidas iniciais sao iguais a 1 = [0.20,0.20, 0.20, 0.20, 0.20] e u = [0.20, 0.20, 0.20, 0.20, 0.20].

Portanto, na Tabela 2 tém-se as estimativas médias e desvio-padrao das mesmas. Observa-se
que ao aumentar o numero de vértices, a exatidao das estimativas aumenta, pois vao se apro-
ximando dos valores reais, indicando que o algoritmo consegue recuperar de forma satisfatoria

os parametros verdadeiros.
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Tabela 2: Resultados das simulacoes para os parametros apos aplicacao do algoritmo

considerando numero de vértices e medidas iniciais distintos - Cenério 2

Simulacées = 1000

©w

Parametros C o j=1 j=2 j=3 j=4 j=>5 Alocagio
Valores reais 1 0.30 0.20 0.20 0.20 0.20 0.20 )
2 0.70 0.60 0.10 0.00 0.00 0.30
Valores iniciais 1 0.50 0.25 0.23 0.10 0.13 0.29 .
2 0.50 0.67 0.01 0.05 0.07 0.20
Vértioes — 20 10,3819 (0,2160) | 0,1926 (0,2851)  0,3267 (0,3132)  0,1938 (0,2625)  0,1957 (0,2764)  0,2986 (0,3027) 0,2500
20,6181 (0,2160) | 0,6935 (0,2581)  0,0628 (0,0934)  0,0340 (0,1198)  0,0347 (0,1127)  0,2860 (0,2342) 0,7500
Vértioes — 60 10,3319 (0,2129) | 0,1557 (0,2099)  0,2803 (0,2506)  0,2441 (0,2567)  0,2399 (0,2512)  0,2390 (0,2141) 0,2500
2 0,6681 (0,2129) 0,6693 (0,2158) 0,0786 (0,0664) 0,0294 (0,0891) 0,0292 (0,0937) 0,2904 (0,1488) 0,7500
Vérties — 100 10,3073 (0,1991) | 0,1438 (0,1769)  0,2531 (0,1935)  0,2505 (0,2318)  0,2558 (0,2313)  0,2052 (0,1813) 0,2400
20,6927 (0,1991) | 0,6437 (0,1914)  0,0915 (0,0558)  0,0206 (0,0616)  0,0229 (0,0771)  0,2963 (0,1196) 0,7600
Vértioes — 150 10,2781 (0,1765) | 0,1315 (0,1402)  0,2326 (0,1549)  0,2721 (0,2165)  0,2612 (0,2023)  0,1953 (0,1504) 0,2933
20,7219 (0,1765) | 0,6376 (0,1647)  0,0983 (0,0540)  0,0144 (0,0434)  0,0148 (0,0400)  0,2987 (0,0873) 0,7067
Vértices — 200 1 0,2642 (0,1619) 0,1237 (0,1166) 0,2283 (0,1301) 0,2668 (0,1952) 0,2704 (0,1948) 0,1893 (0,1240) 0,2800
20,7358 (0,1619) | 0,6300 (0,1495)  0,1006 (0,0377)  0,0121 (0,0178)  0,0119 (0,0162)  0,3001 (0,0648) 0,7200
Vértioes — 500 10,2585 (0,1113) | 0,1369 (0,0811)  0,2152 (0,0637)  0,2353 (0,1012)  0,2371 (0,1031)  0,1856 (0,0682) 0,2360
20,7415 (0,1113) | 0,6075 (0,0920)  0,1026 (0,0227)  0,0090 (0,0110)  0,0088 (0,0107)  0,2980 (0,0319) 0,7640
Vértios — 1000 L 02617 (0,0732) | 0,1583 (0,0610)  0,2107 (0,0406)  0,2242 (0,0597)  0,2238 (0,0607)  0,1893 (0,0438) 0,2320
20,7383 (0,0732) | 0,5951 (0,0479)  0,1025 (0,0156)  0,0064 (0,0076)  0,0065 (0,0080)  0,2981 (0,0210) 0,7680
Vértioos — 2000} 02732 (0,0529) | 0,1714 (0,0395)  0,2061 (0,0267)  0,2136 (0,0396)  0,2136 (0,0388)  0,1935 (0,0273) 0,2410
2 0,7268 (0,0529) 0,5956 (0,0318) 0,1016 (0,0113) 0,0045 (0,0055) 0,0045 (0,0057) 0,2984 (0,0154) 0,7590

6.3 Cenario 3: Alteracoes dos valores de p iniciais, nimero de co-

munidades (C) e proporgoes em cada comunidade (6)

Vamos considerar fixos o nimero de simulacoes e o nimero de vértices, iguais a 1000 e 100,

respectivamente. Para essas simulagoes o intuito é avaliar a recuperacao dos parametros reais

variando o nimero e proporgoes de individuos nas comunidades e as medidas de probabilidade

reais e iniciais de cada grupo.

A Tabela 3 expoe as estimativas médias e desvio-padrao para o caso em que o0 nimero

de comunidades é 5 e o nimero de palavras é 3. Nota-se que mesmo quando as medidas de

probabilidades reais e iniciais variam, as estimativas do algoritmo se aproximam dos valores

originais, comprovando a eficiéncia do processo para mais que duas comunidades.
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6.4 Cenario 4: Alteracoes dos valores de u iniciais, namero de pa-

lavras (m) e proporcoes de vértices em cada comunidade (6)

A Tabela 4 mostra os resultados das 1000 simulagbes para o cenario em que o nimero
de palavras ¢ igual a 7, o numero de individuos é 100, considerando duas comunidades com
proporgoes reais e medidas de probabilidade reais e iniciais distintas.

O foco das simulagoes com essas condicoes é analisar a exatidao do algoritmo para recuperar
os parametros reais alterando o nimero de palavras, proporcoes de elementos nos grupos e as
medidas de probabilidade reais e iniciais de cada grupo. Constata-se que as estimativas obtidas
foram proximas dos valores reais, tanto para as proporgoes de individuos nas comunidades,

quanto para as medidas de probabilidades.
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7 Aplicacao do modelo de redes de afinidade a dados
sobre sentimento a respeito da Covid-19

Por meio das simulagoes apresentadas na secao anterior verificamos que o método proposto
tem funcionamento comprovado, visto que para cenarios diversificados as informacoes reais
foram recuperadas satisfatoriamente. Desta forma, podemos aplicar essa metodologia para
situagoes praticas do mundo real, corroborando para o objetivo geral do projeto.

No ano de 2020 teve inicio a pandemia da covid-19 no Brasil, doenca esta causada pelo
coronavirus, denominado SARS-CoV-2, que apresenta um espectro clinico variando de infec¢oes
assintomaticas a quadros graves, segundo fonte Ministério da Satude. Fato é que a pandemia vem
produzindo repercussoes nao apenas de ordem biomédica e epidemiolégica em escala global, mas
também repercussoes e impactos sociais, economicos, politicos, culturais e histéricos (Impactos
sociais, economicos, culturais e politicos da pandemia, Fundagao Oswaldo Cruz, 2021).

Desta maneira, investigando os efeitos que este surto vem provocando nas pessoas, foi rea-
lizada uma pesquisa de opiniao simples a respeito da ”Percepcao de impacto da pandemia de
covid-19 na comunidade”. Composto por duas perguntas, o estudo tinha o objetivo de descre-
ver como a comunidade se sente afetada em relagao a pandemia de covid-19 de uma maneira
geral e identificar se existem grupos de pessoas que se sentem afetadas de forma semelhante.
Foram construidos dois formularios, um direcionado a pessoas com vinculo com a Universidade
Federal de Minas Gerais (UFMG) e outro para pessoas externas (geral).

A vista disso, o respondente assinalava a qual categoria profissional ele pertencia dentre
empresario(a), profissional liberal, empregado(a) setor privado, empregado(a) setor piblico,
estudante ou outro para pessoas nao vinculadas a UFMG, e professor(a), aluno(a) graduagao,
aluno(a) pés-graduagao ou outro para a comunidade universitdria. Em seguida era pedido para
responder por meio de palavras (frases ndo eram possiveis) de que forma a pandemia de covid-19

tem afetado a sua vida.

7.1 Analise descritiva da amostra

Neste projeto 285 pessoas responderam ao formulario, sendo 183 pertencentes a comunidade
externa a UFMG e 102 a comunidade interna. A comunidade geral escolheu ao todo 795 palavras
e a UFMG 444 palavras distintas.

A Tabela 5 apresenta a andlise descritiva das categorias profissionais para os respondentes.

Nota-se que dentre aqueles que tém vinculo com a universidade, a maior parte da amostra foi
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composta por alunos(as) de graduagao (48,04%), ao passo que para nao vinculados ao campus,

empregado(as) do setor privado foram a maioria (29,51%).

Tabela 5: Caracterizagao da amostra

Profisséo Frequéncia Absoluta (N)  Frequéncia Relativa (%)
Empregado(a) setor privado 54 29,51%
Empregado(a) setor piblico 40 21,86%
Empresério(a) 13 7,10%

Geral Estudante 19 10,38%
Outro 20 10,93%
Profissional liberal 37 20,22%
Total 183 100,00%
Aluno(a) graduagao 49 48,04%
Aluno(a) péds-graduagao 20 19,61%

UFMG Outro 2 1,96%
Professor(a) 31 30,39%
Total 102 100,00%

A Tabela 6 exibe a descricao do niimero de palavras escolhidas pelas pessoas em cada grupo.
Na comunidade geral o niimero méximo de palavras escolhidas por um individuo foi 19, com

moda 1 e na UFMG foi 16 o nimero maximo e moda igual 4.



Tabela 6: Descrigao do nimero de palavras escolhidas
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N® de palavras escolhidas

Geral

UFMG

Freq. Absoluta (N)

Freq. Relativa (%)

Freq. Absoluta (N) Freq. Relativa (%)
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37
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24,04%
8,20%
10,38%
20,22%
9,84%
6,56%
10,38%
2,19%
1,09%
2,19%
1,09%
1,64%
0,55%
0,55%
0,55%
0,55%

16
13
14
17
16

N Ot W Ot

15,69%
12,75%
13,73%
16,67%
15,69%
7,84%
4,90%
2,94%
4,90%
1,96%

1,96%

A Figura 3 e a Tabela 7 expoem as palavras com maior frequéncia para a comunidade

geral. Destaca-se que o termo “Medo” foi escolhido por 63 pessoas (corresponde a 7,92% da

quantidade total de palavras mencionadas), seguidos por “Isolamento”, “Ansiedade”, “Tristeza”

e “Inseguranca”.

Tabela 7: Palavras com maiores frequéncias - Geral

Palavras ~ Frequéncia Absoluta (N) Frequéncia Relativa (%)
Medo 63 7,92%
Isolamento 48 6,04%
Ansiedade 41 5,16%
Tristeza 22 2,77%
Insegurancga 20 2,52%
Angiistia 19 2,39%
Reflexao 19 2,39%
Saudade 19 2,39%
Solidao 19 2,39%
Familia 18 2,26%
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Figura 3: Nuvem de palavras - Geral

Na Figura 4 e na Tabela 8 estao descritas as principais palavras escolhidas no grupo UFMG,
sendo que a palavra “Medo” foi escolhida por 29 pessoas (6,53% da quantidade total de palavras
menciondas), seguidas por “Ansiedade” (5,63%), “Isolamento” (5,41%), “Cansago” (4,95%) e
“Preocupagao” (3,38%).

Tabela 8: Palavras com maiores frequéncias - UFMG

Palavras Frequéncia Absoluta (N) Frequéncia Relativa (%)
Medo 29 6,53%
Ansiedade 25 5,63%
Isolamento 24 5,41%
Cansago 22 4,95%
Preocupacao 15 3,38%
Tristeza 15 3,38%
Solidao 13 2,93%
Inseguranca 12 2,70%
Angstia 11 2,48%

Auséncia de perspectiva 9 2,03%
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Figura 4: Nuvem de palavras - UFMG

7.2 Selecao do niimero de comunidades da rede de afinidade

As matrizes de escolhas dos individuos das comunidades geral e UFMG tém dimensao
183 x 145 e 102 x 123, respectivamente, ou seja, nimero de individuos por total de palavras que
compoem o diciondrio. A andlise conjunta também serd feita, denominamos essa comunidade
como “total”, composta pela juncao dos grupos geral e UFMG. A matriz U tem dimensoes
285 x 181, visto que 285 pessoas responderam a pergunta e o dicionario total é composto por
181 termos. Como mencionado na secao 2.1, se a i-ésima pessoa selecionou a m-ésima palavra,
o elemento Uj ,, recebe valor 1, caso contrério recebe 0.

Construidas as matrizes U, o proximo passo é determinar o nimero 6timo de subcomuni-
dades calculando os valores de BIC por meio do algoritmo EM. Para viabilizar a execugao do
mesmo fornecendo a menor quantidade de informagao possivel, as proporcoes iniciais seguiram
distribuigao uniforme, ou seja, 1/@Q) para cada grupo. As medidas de probabilidades iniciais das
comunidades geral e UFMG foram geradas com base em valores aleatérios de uma distribuigao
Dirichlet com parametros « iguais as frequéncias relativas das palavras.

Na Tabela 9 é possivel observar as principais estimativas das palavras para os casos geral e
UFMG considerando uma, duas e trés comunidades. A escolha da palavra “medo” foi estimada
como 34,43% e 28,43% para as comunidades geral e UFMG, respectivamente, considerando

apenas uma subcomunidade.
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Tabela 9: Estimativas das medidas de probabilidades - Geral e UFMG

Comunidade Palavras Numero de comunidades = 1 Numero de comunidades = 2 Nimero de comunidades = 3
C1 C1 Cc2 C1 C2 C3
Medo 0,3443 0,3060 0,4910 0,2970 0,4930 0,4020
Isolamento 0,2623 0,2760 0,2090 0,2420 0,2400 0,4120
Ansiedade 0,2240 0,1750 0,4100 0,1710 0,5040 0,1270
Tristeza 0,1202 0,0940 0,2180 0,0970 0,1060 0,2730
Goral Inseguranca 0,1093 0,1140 0,0900 0,1230 0,0670 0,0870
Angustia 0,1038 0,0720 0,2240 0,0790 0,2750 0,0000
Reflexao 0,1038 0,0920 0,1490 0,0630 0,0850 0,3670
Saudade 0,1038 0,1310 0,0000 0,1220 0,0000 0,1490
Solidao 0,1038 0,0840 0,1780 0,0810 0,1460 0,1760
Familia 0,0984 0,0960 0,1070 0,0400 0,0640 0,4880
Medo 0,2843 0,4080 0,2140 0,4140 0,0000 0,4130
Ansiedade 0,2451 0,1610 0,2920 0,3040 0,1830 0,1790
Isolamento 0,2353 0,3820 0,1530 0,1350 0,2730 0,4730
Cansaco 0,2157 0,3440 0,1430 0,3210 0,0000 0,2920
UFMG Preocupagao 0,1471 0,1870 0,1250 0,1490 0,1290 0,1760
Tristeza 0,1471 0,0290 0,2140 0,1890 0,1250 0,0580
Solidao 0,1275 0,1480 0,1160 0,0860 0,1070 0,2920
Insegurancga 0,1176 0,2150 0,0630 0,1500 0,0000 0,2350
Angustia 0,1078 0,1240 0,0990 0,0870 0,1050 0,1760
Auséncia de perspectiva 0,0882 0,1100 0,0760 0,1510 0,0000 0,0590

Os valores dos BIC’s obtidos para as duas situagoes (geral e UFMG) podem ser vistos na
Tabela 10. Pode-se coligir que para os grupos geral e UFMG nao hd subcomunidades, visto

que o maior BIC estd no caso 1.

Tabela 10: Resultados dos BIC’s

Comunidades Geral UFMG
1 comunidade 1055,98 406,16
2 comunidades 294,55  -167,92
3 comunidades -445,20 -741,41

7.3 Grafos aleatorios para as comunidades geral e UFMG

As Figuras 5 e 6 mostram os grafos aleatérios para as comunidades geral e UFMG resultantes

das funcoes afinidade bindria e cardinal.



a) Afinidade Binaria
Ponto de corte =1

c) Afinidade Cardinal
Ponto de corte =3

Afinidade Cardinal
Ponto de corte = 2

Afinidade Cardinal
Ponto de corte =4

Figura 5: Grafos aleatérios - Geral
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7.4 Aplicacao do método para o caso total

Para o caso total que avalia as comunidades geral e UFMG de forma conjunta, especificamos
o numero de comunidades igual a 2, pois ha uma comunidade no geral e uma na UFMG, e as
medidas iniciais seguiram distribui¢ao uniforme. Definido o niimero de comunidades, foi feita a
alocacao dos individuos com base nos calculos de verossimilhancas individuais, desta maneira
43,51% dos individuos pertencem a comunidade 1 e 56,49% a comunidade 2. Posto isso, a
Tabela 11 exibe as estimativas das medidas de probabilidades para as duas comunidades no
caso total. Verifica-se que para a comunidade 1, o termo “isolamento” teve estimativa de

30,60%, enquanto que para a comunidade 2, 21,50%.

Tabela 11: Estimativas das medidas de probabilidades - Total

Palavras Comunidade 1  Comunidade 2
Medo 0,3520 0,3020
Isolamento 0,3060 0,2150
Ansiedade 0,2170 0,2420
Tristeza 0,1660 0,1040
Reflexao 0,1460 0,0460
Familia 0,1410 0,0320
Empatia 0,1350 0,0180
Solidao 0,1320 0,0980
Angiustia 0,1250 0,0910
Novos hébitos 0,1170 0,0490

7.5 Analise descritiva dos grafos aleatorios

A Tabela 12 expoe a andlise descritiva dos grafos aleatorios para a fungao afinidade bindria.
Nota-se que a maior densidade (o quanto os vértices sao porporcionamente conectados) foi para
o grafo da comunidade UFMG, a maior transitividade (mede a presenca de triangulos na rede
— conjunto de trés vértices interconectados entre si) para a geral e a maior proximidade global

(definida como o inverso da soma das distancias entre os vértices) foi para o total.
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Tabela 12: Analise descritiva dos grafos - Funcao afinidade binéria

Modelos Vértices Arestas Grau maximo Densidade Transitividade Proximidade global

Geral 183 5107 134 0,3067 0,6678 0,6329
UFMG 102 1583 69 0,3081 0,6274 0,6126
Total 285 12217 204 0,3019 0,6587 0,6368

A andlise descritiva dos grafos aleatérios para a fungao afinidade cardinal estda na Tabela
13. Verifica-se que conforme o ponto de corte aumenta, todas as demais medidas diminuem,

chegando ao ponto de ter somente uma aresta quando o ponto de corte é igual a 5 na comunidade

UFMG.

Tabela 13: Analise descritiva dos grafos - Fungao afinidade cardinal

Ponto de corte Modelos Vértices Arestas Grau maximo Densidade Transitividade Prox. global

Geral 183 1232 82 0,0740 0,4997 0,2540
2 UFMG 102 374 38 0,0726 0,4529 0,2607
Total 285 2882 134 0,0712 0,4817 0,2791
Geral 183 258 34 0,0155 0,3120 0,0810
3 UFMG 102 69 16 0,0134 0,3790 0,0479
Total 285 594 58 0,0147 0,3345 0,0961
Geral 183 56 14 0,0034 0,2672 0,0135
4 UFMG 102 9 6 0,0017 0,0000 0,0036
Total 285 108 24 0,0027 0,2081 0,0147
Geral 183 8 2 0,0005 0,0000 0,0006
5 UFMG 102 1 1 0,0002 1,0000 0,0002
Total 285 11 3 0,0003 0,0000 0,0004

As Figuras 7 e 8 apresentam os grafos aleatérios para o caso total, onde os pontos averme-
lhados representam os individuos alocados na comunidade 1 e e os pontos pretos na comunidade
2. Nota-se que conforme o ponto de corte aumenta, o niimero de arestas entre os individuos

diminuem.
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Figura 7: Grafo afinidade binéria - Total
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7.6 Resultados

Na comunidade 1 as palavras com maiores estimativas foram: medo, isolamento, ansiedade,
tristeza, reflexao, familia, empatia, solidao, angustia e novos habitos, enquanto para a comu-
nidade 2 foram: medo, ansiedade, isolamento, cansago, inseguranca, tristeza, preocupacao,
solidao, angustia e saudade.

De modo geral, o sentimento em relagao aos impactos provocados pela pandemia foi nega-
tivo, porém na comunidade 1 é possivel observar que houveram mais aspectos positivos e de

reflexao em relacdo a comunidade 2.
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8 Conclusoes

Neste trabalho inicialmente foi descrito o modelo de redes de afinidade proposto por Pereira
(2020). Descrevemos os componentes do modelo, discutimos suas propriedades, construimos as
funcoes de verossimilhanca para alguns casos particulares e apresentamos alguns exemplos.

Em seguida mostramos formas de gerar os vetores U; que regem o comportamento das
escolhas dos individuos e o processo de inferéncia para o grafo G,.

Para cumprir o objetivo proposto de construir um processo de estimagao com a maior
exatidao possivel, primeiramente computamos as verossimilhancas para as funcoes afinidades
binaria e cardinal, estendemos as redes de afinidade para blocos, obtivemos os estimadores
para as medidas de probabilidades e proporgoes, e por fim, por meio do algoritmo EM modifi-
cado, realizamos o processo de estimacao dos parametros. Para colocar em funcionamento esta
metodologia é necessarios como entrada a matriz de escolhas U, encontrar o nimero de comu-
nidades da rede, indicar os valores iniciais das proporcoes e medidas para cada comunidades e
a constante de tolerancia (erro).

Apoés o processo de estimacao executado, determinamos o melhor nimero de comunidades,
alocamos os individuos as mesmas, aplicamos as fungoes afinidades e construimos os grafos de
afinidade. Para verificar a acuracia da metodologia, realizamos simulacoes de diversos cenarios
visando a recuperagao das medidas reais e obtivemos valores proximos. Também foi feita a
aplicacao para dados reais no contexto da pandemia da covid-19, onde encontramos resultados
satisfatérios, podendo observar as alteracoes que as funcoes afinidades e os pontos de corte
provocam ao serem alterados.

Deste modo, comprovamos que a técnica proposta de fato é adequada para estimar e recu-
perar parametros no contexto de modelos de redes de afinidade e pode ser aplicada em diversos
tipos se situacoes reais, que envolvam caracteristicas individuais ou de grupos, trazendo maior
conhecimento sobre o comportamento dos individuos em uma rede, suas interagoes e também
sobre as comunidades a que pertencem.

Este trabalho pode ser estendido para outros tipos de fungoes de afinidade e implementado
em outras linguagens, como por exemplo Python, o que traria maiores avancos e visibilidades

para esta classe de modelos.
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